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Abstrakt

Jelikoz na poli optimalizace stale dochazi k vyvoji a mnohym vyzkumum, je cilem této préace
nalezeni zlepSeni metaheuristickych algoritmtit SOMA, PSO a DE prostrednictvim analytického
programovani. Proto se tato prace v prvnich ¢astech zabyva rozborem téchto metaheuristic-
kych algoritmi a jsou zde také popsany principy analytického programovani, jez bylo vyuzito
jako metoda symbolické regrese. Vsechny algoritmy byly posléze implementovany v jazyce C++
pro ucely experimenti, jejichz vysledky jsou poté prezentovany a vyhodnoceny v zavéreénych
¢astech. Zlepseni optimalizacnich schopnosti se podafilo nalézt predevsim u algoritmu SOMA.

U algoritmti PSO a DE doslo ke zlepseni u vybranych testovacich funkei.

Klicova slova: metaheuristické algoritmy; optimalizace hejnem ¢astic; samoorganizujici se mi-

gracni algoritmus; diferencidlni evoluce; symbolickd regrese; analytické programovani;

Abstract

Optimization methods are still under development, and researchers are working on the im-
provement of current methods. The purpose of this thesis is to find an improvement of three
metaheuristic algorithms - SOMA, PSO, and DE. The analytic programming is used as a method
of symbolic regression for this purpose. The beginning of this thesis consists of descriptions of
SOMA, PSO, and DE, as well as of analytic programming. All algorithms were implemented in
the C++ programming language and experiments were performed. The results are evaluated at
the end of this thesis. Significant improvement was found for the SOMA algorithm. For PSO

and DE, improvements were observed for some of the objective functions.

Keywords: Metaheuristic Algorithms; Particle Swarm Optimization; Self-Organizing Migrating

Algorithm; Differential Evolution; Symbolic Regression; Analytic Programming
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1 Uvod

Cela nase planeta funguje na principu optimalizace, nebot jen to, co je optimalni v danych pod-
minkéch, dokéze prezit. At jiz hovorime o prirodnich utvarech ¢i Zivych organismech. A jelikoz
je ¢lovek nedilnou soucasti kolobéhu zivota této planety, také on se odpraddvna snazi nalézt
nejoptimalnéjsi feseni riznych situaci, se kterymi se béhem svého byti potyka. Cinime tak ¢asto
nevédomky i zcela uvédomeéle. Proto se toto téma stalo namétem mnohych vyzkumi a testt
v mnoha oblastech [1, 2, 3, 4, 5, 6]. Také v informatice tomu neni jinak. A pokud se spoji in-
formatika s déji v pfirodé, pak vznikaji algoritmy, které z kazdé oblasti Cerpaji jeji vyhody [7].
Touto inspiraci vznikla celd fada algoritmii pro stochastickou optimalizaci systémi, kde neni
predem jasny vztah mezi vstupnimi parametry a vystupnimi hodnotami, a také vSude tam,
kde by klasické metody poskytovaly ¢asové narocné feseni nebo za predpokladu, kdy by jejich
pouziti selhdvalo uplné [1, 7]. Kazdy si jisté v zivoté polozil otdzku, at uz se tak stalo béhem
kazdodenniho rutinniho tkonu ¢&i zcela nové ¢innosti, zda zpusob, jakym véci vykonava, je jiz
dostatecné optiméalni, nebo by se dal dale vylepsovat. Jelikoz se ve svém zivoté snazime véci tzv.
posouvat kupredu, je toto téma diplomové préce velmi aktualni, noti se do taju optimaliza¢nich
metod inspirovanych prirodou a zabyva se naslednou otazkou, zda je mozné vybrané zastupce
dale optimalizovat pro dany problém. Cela prace se déli na tii ¢asti - teoreticky dvod, popis
implementace a shrnuti nalezenych vysledki.

V teoretické ¢asti jsou obsazeny kapitoly zabyvajici se teoretickym rozborem pozdéji imple-
mentovanych algoritmi. Prvni sekce této prace je tedy vénovana algoritmu SOMA, principu jeho
fungovani, parametrum, jez ovliviuji jeho vykonnost, a také variantam, které v prubéhu c¢asu
vznikaly. Dalsi sekce rozebira algoritmus PSO, jeho typické faze, jimiz algoritmus prochazi, pa-
rametry, jez ovliviiuji jeho optimaliza¢ni schopnosti, a jeho varianty. Poslednim optimaliza¢nim
algoritmem, jez je zde popsan, je DE. Tato ¢ast ma stejnou strukturu jako predeslé dvé. Posledni
sekce teoretické casti této prace je vénovana symbolické regresi a jedné z jejich metod - analy-
tickému programovani. Na prikladech jsou také vysvétleny jeho principy a nejcastéjsi problémy,
které mohou v jeho pribéhu nastat.

Druhad cast, jez je vénovana praktické implementaci feseni, popisuje ve svych tivodnich ¢as-
tech néastroje, jez byly k implementaci vyuzity, a jejich verze. Tato ¢ast je nasledovana popisem
implementace testovacich funkci vyuzitych pro testovani optimalizacnich schopnosti jednotlivych
metaheuristickych algoritmi. Nasledujici ¢asti jsou pak vénovany implementaci tii zminénych
metaheuristickych algoritmi - SOMA, PSO a DE. Dalsi ¢ast se vénuje praktické implementaci
analytického programovani. V navazujicich kapitolach jsou poté popsany nastaveni, s nimiz lze
program spustit a také vlastni pomocné knihovny, jez byly implementovany a jsou v riznych
¢astech kodu vyuzivany.

ZaveéreCna Cast této prace je vénovana experimentum, jez byly provedeny s cilem vylepseni
metaheuristickych algoritmu. Jsou popsany také hodnoty parametri, jez byly vyuzity pro jed-

notlivé algoritmy. Nésleduje pak shrnuti nalezenych vysledki a jejich statistické vyhodnoceni.
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Vyznam nalezenych Teseni je pak shrnut a zdivodnén v zavéru této prace.
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2 Samoorganizujici se migracni algoritmus

V této ¢asti textu bude predstaven algoritmus s ndzvem Samoorganizujici se migracni algoritmus
(SOMA) [1, 8, 9], jenz se inspiroval chovanim skupiny jedincu v socidlné-biologickém prostiedi.
Béhem jedné iterace zvané migracni kolo dochazi k postupné zméné polohy jedincti. Jedinci jsou
na zacatku ndhodné generovani podle prototypu, jez udava datovy typ parametra jedince a jejich
rozsah. SOMA neni primo zaloZena na evoluc¢nich teoriich, tzn. ze z rodi¢t vznikne potomek, jez
tvori dalsi generaci, ale spise na socidlnim chovani jedincti uvniti skupiny. Toto charakterizuje
algoritmy hejnové ¢i memetické. Ackoliv v pribéhu kazdé iterace u SOMA nedochézi k vytvareni
nové generace jedincil, nybrz k jejich pohybu, stale probiha selekce vybéru nejlepsiho jedince,
a tedy je mozné tento algoritmus fadit také mezi evoluéni algoritmy. Zde je také fazena svym
autorem [1]. Piiklada chovani zivych organismu, které algoritmus SOMA inspirovaly, lze v pii-
v jednotlivych krocich k nému blizi. V nésledujicich kapitolach budou jednotlivé faze algoritmu

rozebrany detailnéji.

2.1 Obecné principy SOMA

Pro odlehéeni textu uvedu priklad z realného svéta, pro ktery nemusim chodit daleko, nebot
jsem hrdou majitelkou dvou loveckych pst a presné to chovani, jenz kazdy text zabyvajici se
optimaliza¢ni technikou SOMA popisuje hned v tvodu, je velmi dobfe pozorovatelné také na
chovani mé psi smecky. Pro jejich vyziti a mé odreagovani casto provozujeme lovecké techniky
jako je napriklad slidéni nebo dohledavka pernaté ¢i srstnaté zvére v terénu. Pokud vypustim oba
psy najednou, pak nasleduje vzdy stejny prubéh - oba psi charakteristickym ,cikcak*“ pohybem
prohledavaji krajinu sledujic jeden druhého. V momenté, kdy jeden z pst zaznamenda podnét,
ktery by mohl znamenat tspésné dohledani, druhy pes, opét ,.cikcak® pohybem, bézi k prvnimu,
avsak stale dohledava. Pokud pri své cesté najde zajimavejsi pach, nezli pes prvni, prvni pes
celych 6 let nestalo, ze bych pro odlozeny kus musela dojit sama, ackoliv psi nikdy prfedem nevi,
kde se zvér nachazi. A pravé toto chovani algoritmus SOMA napodobuje a jeho naznaky jsou
v ném velmi patrné, sami posudte v nasledujici ¢asti.

Jak jiz bylo feceno, SOMA se inspirovala v prirodé, a proto také vyuziva nékteré analogie.
Tyto jsou uvedeny v Tabulce 1.

SOMA pracuje jako mnoho optimaliza¢nich algoritmi v cyklech, kterym se v tomto pripadé
fikd migracni kola. Tato jsou analogii ke generacim v evolucnich algoritmech. Termin generace
je uzivan z toho duvodu, ze v kazdém kole evolucnich algoritmi vznikne sada novych jedinct
s vyuzitim genii dvou a vice jedincii ze sady predchozi. Toto u SOMA neprobihé. V kazdém kole
dochéazi ke zméné polohy postupné vSech jedinct smérem k nejlepsimu z nich tzv. lidrovi.

Zékladni béh algoritmu SOMA probiha v nasledujicich krocich:
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Tabulka 1: Analogie prevzaté z redlného svéta v SOMA

Redlny svét Analogie v SOMA

¢lenové hejna ¢i smecky jedinci v populaci

jedinec, jenz nasel nejlepsi zdroj lidr neboli nejlepsi jedinec v populaci
kvalita zdroje ohodnoceni v N-dimenzionalnim prostoru
zivotni prostor smecky N-dimenzionalni prostor

pohyb smecky v zivotnim prostoru | pohyb jedinci v SOMA algoritmu

1) Definovani parametra. Pied zapocetim algoritmu je tieba, aby byly urceny vsechny
parametry, jez jsou uvedeny v Tabulce 2.

2) Vytvoreni pocate¢ni populace. Jednotlivi jedinci populace jsou tvoreni nahodné tak,
aby odpovidali typovému jedinci a lezeli uvniti oblasti, kterd je vysetfovana, tzn. jejich sourad-
nice byly v mezich [min, maaz]. Na konci tohoto kroku jsou vsichni jedinci ohodnoceni s vyuzitim
ucelové funkce.

3) Migrace. V tomto kroku je urcen lidr celé populace - jedinec s nejlep$im ohodnocenim.
Nasleduje faze, kdy jeden jedinec po druhém skace k lidrovi po krocich. Po kazdém kroku je
provedeno ohodnoceni nové pozice jedince. Jakmile jedinec svou cestu tvorenou jednotlivymi
skoky k lidrovi dokondi, je presunut do pozice, kde mél nejlepsi ohodnoceni.

SOMA pri vypoctu nové polohy jedince po kazdém skoku vyuziva operator, ktery ma stejny
vyznam jako mutace v evoluc¢nich algoritmech, v tomto pripadé se vSak nazyva perturbacni vek-
tor (PRTvektor) od anglického slova perturbation - odchylka. Tento vektor zajistuje potfebnou
diverzitu v pohybu jedince v pribéhu jedné iterace. Pred kazdym skokem jedince je generovano
nédhodné ¢islo, které je porovnéno s parametrem PRT. Pokud je toto ¢islo mensi nez hodnota
PRT, pak je odpovidajici hodnota perturbac¢niho vektoru nastavena na hodnotu 1, v opa¢ném
pripadé pak na hodnotu 0. Timto postupem dochézi k odchylkdm od pfimocarého pohybu je-
dince k lidrovi ukotvenim jednotlivych souradnic jedince. Toto si lze vizualizovat jako jakési
uskakovani z cesty, pripadné si 1ze predstavit pohyb psa pfi slidéni, jak bylo zminéno v pred-
chozi ¢asti. Ke generovani perturbac¢niho vektoru dochazi pred kazdym diléim skokem jedince,
proto se odchylky v jednotlivych dimenzich v kazdém skoku mohou lisit. Experimentalné bylo
objeveno, ze SOMA bez vyuziti PRTvektoru inklinovala spiSse k nachazeni lokdlniho extrému
namisto globdlniho.

Migrace lze povazovat za soutézivé-kooperativni chovani, nebof v pribéhu jednoho migrac-
niho kola se jedinci snazi najit nejlepsi pozici z hlediska ohodnoceni viéi ostatnim i vaci svym
doposud navstivenym pozicim v pribéhu migrace. Toto by se dalo vnimat jako faze soutézeni.
Faze kooperace by pak nasledovala v okamziku, kdy dojde ke sdéleni pozic jednotlivych jedincu
vSem ostatnim na konci migrace a je vybran novy lidr. Soutézivé-kooperativni chovani je jednim
ze znakd memetickych ¢i hejnovych algoritmi, a pravé z tohoto dtivodu zde byva SOMA taktéz

razena.
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4) Kontrola ukoncovacich podminek. V tomto kroku probéhne kontrola, zda rozdil
mezi lidrem a nejhorsim jedincem neni mensi nez parametr zadany na zacatku popripadé, zda
nedoslo k provedeni poc¢tu migraci, jez byl opét zadan jako vstupni parametr. Pokud nejsou
splnény podminky pro ukonceni, nésleduje navrat ke kroku 3, v opa¢ném piipadé algoritmus
prejde k néasledujicimu kroku 5.

5) Ukonéeni algoritmu. Zde se jiz provede vraceni nejlepsiho nalezeného Feseni.

Princip algoritmu SOMA AllToOne by se dal shrnout nasledujicim pseudokédem.

Vstupy:
P - pocéatecni generace
PathLength - tidici parametr
Step - Tidici parametr
PRT - fidici parametr
PopSize - tidici parametr
MinDiv - ukoncovaci parametr
Migrations - ukoncovaci parametr
SpeciMan - prototypovy jedinec
feost - ucCelova funkce
generuj ndhodnou poc¢ateéni populaci P°
for ¢« < Migrations do
vyber nejlepsiho jedince - lidra
for j < PopSize do
vyber P;
realizuj pohyb P; a vzdy ohodnof pomoci feost

nejlepsi polohu jedince vyber do dalsitho migra¢niho kola

end for
if (Pyest - Puorst) < MinDiv then
vrat Ppest

ukon¢i algoritmus
end if
end for

vrat Ppegt

kde v tomto algoritmu i predstavuje jednotlivd migrac¢ni kola a plati ¢ = 0...Migrations,
J predstavuje poradi jedince v populaci a plati j = 1... PopSize, P; piedstavuje jedince v populaci
P na j — té pozici, Pyes je pak nejlepsi jedinec v populaci P a Pyorst je pak nejhorsi jedinec
v populaci P. V této praci nebyl vyuzit parametr MinDiv. Jako ukoncéovaci parametr byl volen

pouze parametr Migrations, tedy pocet migracnich kol algoritmu.
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2.2 Faze SOMA algoritmu

V naésledujici ¢asti budou popsdny jednotlivé faze a operace, které jsou v.SOMA postupné

provadény, a budou bliZze charakterizovany.

2.2.1 Populace

SOMA je jako ostatni hejnové a evoluéni algoritmy zaloZena na populaci. Populace je slozend
z jedinch, pricemz jedince si miizeme predstavit jako konfiguraci jednotlivych parametri, jez
tvori vstup pro ucelovou funkci. Vhodnost jedince je pak urcena pravé pomoci ucelové funkce.
Na pocédtku je ndhodné generovand populace. Aby k tomuto mohlo dojit, je potieba znat jesté
pred zacatkem algoritmu typového jedince. Ten udéva, jakého datového typu budou parametry

jedinct a jejich minimalni a maximalni hodnotu. Typovy jedinec je popsan v (1).
typovy jedinec = {{R, [min, maz|},{Z, [min, max]},...}. (1)

Urceni vhodnych hranic pro jednotlivé parametry je velmi dulezity krok, nebot pokud bu-
dou hranice zvoleny nevhodné, vysledek optimalizace muze byt neaplikovatelny v redlném svété.
Napriklad v pripadé, kdy bychom dostali zaporny prirez nosniku nebo zapornou tloustku zdi.
Jelikoz mé studijni vysledky pochazeji také z fakulty stavebni, dovolim si uvést dnes velmi
aktudlni priklad minimalizace prumérného soucinitele prostupu tepla Ue,y,, jez je zavisly na sou-
Ciniteli prostupu tepla konstrukeci Up,,,, souciniteli prostupu tepla oken U,,, poméru plochy oken
ku plose fasaddy Fj, a poméru plochy fasady viici celkové ochlazované plose stavby Flr.,. Kazdy
ze jmenovanych parametri muze nabyvat pouze ur¢itych hodnot (hodnoty vychézi z ndvrhu na
zédkladé pozadavki klienta a také norem). Napiiklad dim bez oken nebo konstrukéni material
se soucinitelem prostupu tepla blizkym nule jsou neredlné pripady [10].

Po urceni vhodnych hranic pro jednotlivé parametry nasleduje tvoreni jedinci pomoci na-

hodné generovaného ¢isla dle (2).

0 _ o . L o

Li 5 = Tmin,j + Tandz,] : (xma:c,j xmln,j)v (2)

kde z? ; znaci, Ze se jednd o po¢atecni populaci, index ¢ ma vyznam poradi generovan¢ho jedince
9

a index j symbolizuje ¢islo parametru, ktery je generovan, x,,qz,; znaci jedince, jez lezi na horni

hranici prohleddvaného prostoru moznych feseni, a analogicky pak x., ; pfedstavuje jedince,

jez lezi na dolni hranici prohledavaného prostoru moznych reseni.

2.2.2 Perturbace

Jedna se o ndhodné odchylky jedinct, které poméahaji udrzovat diverzitu populace a také do
populace zanasi zpét informaci, ktera byla v jednotlivych fazich algoritmu ztracena. U algoritmu
SOMA je perturbace zavedena prostiednictvim PRT parametru, ktery do pohybu jedince vnasi

odchylky. Parametr PRT muze nabyvat hodnot [0,1] a je pouzit pro vytvoreni PRTV ektoru.
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Ten je pak tvoren dle (3).

1 pokud rand; < PRT,
PRTVector; = (3)

0 jinak.

Tento pristup je inovativni v tom, ze PRTVektor je generovan jesté pred zapocetim pohybu
jedince k lidrovi. Diky PRTVektoru neni pohyb jedince pfimocary, je tomu tak z divodu, ze
dojde k zmrazeni urcitych soutadnic jedince. Pozdéji v prubéhu vyvoje tohoto algoritmu doslo

k tomu, ze je PRI Vektor generovan pred kazdym skokem, coz c¢astecné vylepsilo vykonnost

vvvvvv

2.2.3 Kfrizeni

Ve standardnich evoluc¢nich algoritmech kiizeni probiha tak, ze z nékolika jedincii populace je
vytvoren novy jedinec populace nasledujici. Pokud bychom se divali na tento krok z pohledu geo-
metrie, pak jsou vybrany nové souradnice v prohleddvaném prostoru. V algoritmu SOMA, ktery
je zalozen na kooperativnim jednani inteligentnich jedincti, je vybrana posloupnost novych pozic
v N-dimenzionalnim prohleddvaném prostoru. V pripadé klasickych evoluénich algoritmu by tyto
pozice predstavovaly jedince vzniklé operaci kiizeni. Vypocet pozic jedincii je dan nésledujici
rovnici:

g METT = x%fart + (P — x%ﬁm) -t- PRTVector;, (4)

ML+1

kde ¢ oznacuje poradi jedince v populaci, M L potradi migracniho kola, x; novou polohu je-

dince, zML , startovni polohu jedince, xﬁ/f L polohu lidra, PRTVectorzM L znaéf perturbaéni vek-

i,star

tor pro daného jedince a dané migracni kolo a pro ¢ plati, ze t € [0, po Step az po, PathLength).

2.3 SOMA parametry

Tak jako ostatni hejnové a evoluéni algoritmy také SOMA ke svému béhu vyuziva nékolik pa-
rametri. Nékteré z nich jsou zodpovédné za ukonceni algoritmu v piipadé, ze dojde k naplnéni
jedné nebo vice podminek. Nazyvame je tedy parametry ukoncovaci. Dalsi skupinu parametr
tvori ty, jez ovliviuji kvalitu vysledku, ktery je vracen na konci béhu algoritmu, neboli parametry

dané ucelovou funkci. Pro lepsi prehlednost jsou parametry umistény do Tabulky 2.

2.3.1 Parametr PathLength

Tento parametr udava, v jaké vzdélenosti za lidrem se jedinec zastavi. Pokud bychom naptiklad
volili hodnotu 1, jedinec se zastavi presné na pozici lidra. Pokud by tento parametr nabyval
hodnoty 2, pak by se jedinec zastavil ve stejné vzdalenosti za lidrem, jako puvodné zac¢inal na
opacné strané. Pokud bychom tento parametr volili jako ¢isla mensi nez 1, pak by se jedinec
zastavil jesté pred lidrem, v takovém pripadé ma SOMA tendence k predcasné konvergenci a

uviznuti v lokalnim extrému.
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Tabulka 2: Parametry SOMA podle [1]

Parametr Druh ‘ Doporucené hodnoty
PathLength | tidici [1,1; 5,0]

Step ridici [1,1; PathLength]
PRT ridici [0; 1]

D pocet parametria v objektové funkci | dano problémem
PopSize ridici >10

Migrations | ukoncovaci >10

MinDiv ukoncovaci urcuje uzivatel

2.3.2 Parametr Step

Tento parametr udava, s jakou granularitou mé byt prohledavana oblast, kterou jedinec cestuje
smérem k lidrovi. V pripadé, Ze je tucelova funkce unimodalni jednoducha funkce, je mozné za
tento parametr volit vyssi hodnoty, abychom urychlili konvergenci algoritmu. Pokud vsak neni
predem znam pribéh ucelové funkce, je vhodnéjsi volit doporu¢ené hodnoty. Neni doporuceno,
aby hodnota tohoto parametru byla celo¢iselnym nédsobkem parametru PathLength. Proto je

doporucend hodnota 0,11.

2.3.3 Parametr PRT

Tento parametr udava, jakych odchylek se jedinec bude dopoustét v pribéhu své cesty k lidrovi.
Je to jeden z nejcitlivéjsich parametra SOMA algoritmu. Doporucuje se volit hodnoty blizké
0,1. Cim vyssich hodnot tento parametr nabyva, tim rychleji algoritmus konverguje. Pokud je
ucelova funkce mélodimezionalni a pocet jedinci volime vysoky, pak lze pouzit hodnoty 0,7
az 1,0. V pripadé krajni hodnoty 1,0 se vytraci stochastickd vlastnost algoritmu a prechézi

v algoritmus deterministicky podobny lokalnimu prohledavéni.

2.3.4 Parametr D

Dimenze je ddna problémem, ktery ma byt optimalizovan. Jedna se o pocet optimalizovanych
proménnych, jejichz vzajemny vztah udava acelova funkce. Tato hodnota nemiize byt uzivatelem

ménéna za podminky, ze nedojde k reformulaci problému a tedy ke zméné poctu parametru.

2.3.5 Parametr PopSize

Jde o parametr udavajici velikost populace. Doporuceni pro tuto hodnotu je, aby nabyvala
hodnot pfiblizné mezi 0,2 a 0,5 dimenze problému (parametru D). V pripadé, ze je ucelova
funkce unimodalni, pak postac¢i nizsi pocet jedincti nez pro multimodalni variantu. V takovém

pripadé je vhodné volit pocet jedincu blizky dimenzi problému. Obecné vsak plati, ze pokud je

20



(a) Stav pred migraci (b) Stav po migraci

Obrézek 1: Algoritmus SOMA strategie All'ToOne

pocet jedinct mensi nez 10, pak vykonnost SOMA klesd, proto je tedy doporuceno volit velikost
populace vyssi nez 10.
2.3.6 Parametr Migrations

Tento parametr udava, kolik migraci jedincti méa probéhnout. Jedna se o analogii k poc¢tu generaci
u DE ¢i GA. V pripadé algoritmu SOMA se tento béhovy cyklus nazyva migrace, aby lépe
vystihoval podstatu algoritmu, tedy pohyby jednotlivych jedinct v prohleddvaném prostoru. Je
doporuceno volit hodnoty vyssi nez 10.

2.3.7 Parametr MinDiv

Jednd se o ukoncovaci kritérium algoritmu. Udava miru rozdilu mezi lidrem a jedincem. Pokud
je tento rozdil mensi nez MinDiv, pak je algoritmus ukoncen. V pfipadé, zZe je tento parametr

volen jako zaporné ¢islo, pak nema na béh algoritmu zadny vliv.

2.4 SOMA strategie

Tak jako vétsina optimalizacnich algoritmt také SOMA ma4 své varianty a strategie vypoctu. Ty

budou popsany v nasledujicich ¢astech této prace.

2.4.1 Strategie AllToOne

Jedna se o zdkladni postup, ktery byl popsan v predchozich kapitolach. Vsichni jedinci se po-

stupné pohybuji k lidrovi, ktery setrvava na své pozici. Tento pohyb zndzornuje Obrazek 1.

2.4.2 Strategie AllToAll

V této strategii putuje kazdy jedinec postupné ke vsem ostatnim jedincim. Pred zapocetim

pohybu k dalsimu jedinci vzdy vychazi ze své pavodni pozice, avsak historii pozic si uchovava,

21



(a) Stav pred migraci (b) Stav po migraci

Obrézek 2: Algoritmus SOMA strategie AllToAll

aby z nich pak mohla byt vybrana ta nejlepsi na zakladé ohodnoceni ticelovou funkei. Jedna se
o modifikaci, ktera je ndro¢néjsi na vypocetni vykon, nicméné k tomu, aby se algoritmus dostal
ke spravnému optimu, je potfeba mensiho poctu migraci oproti AllToOne strategii, nebot kazdy

jedinec vystrida vétsi mnozstvi pozic. Postup pii AllToAll strategii je zachycen na Obrazku 2.

2.4.3 Strategie AllToAll Adaptive

Tato strategie je velmi podobné strategii AllT0All, avSak s rozdilem, Ze jedinec neza¢ind kazdé
migracni kolo ze své puvodni pozice, jak je tomu v AllToAll, avsak z nejlepsi pozice, kterou

nasel v pribéhu putovani k predchozimu jedinci.

2.4.4 Strategie AllToRand

V této strategii v jednom migracnim kole jedinec cestuje k nahodné zvolenému jedinci bez
ohledu na jeho vhodnost. Nahodné vybranych jedincti muze byt vice, jejich pocet zalezi na volbé
uzivatele. V zasadé se zde nabizi dvé dalsi diléi strategie - pocet ndhodné vybranych jedinct je
predem dan a neméni se, nebo je kazdé migracni kolo vybran ndhodné jiny pocet jedincu, ke

kterym bude jedinec postupné putovat.

2.5 Dalsi varianty SOMA

V nésledujici ¢asti budou jen kratce predstaveny novéjsi varianty SOMA algoritmu.

Za zminku jisté stoji také SOMA s vyuzitim Paretova principu [3, 11]. Zde v prvni fazi je
stejné jako v ostatnich verzich generovand ndhodnda pocatecni populace jedinct. Ve fazi organi-
zace je vybran lidr a migrant. Aby byla migrace smysluplna, mél by lidr predstavovat nejlepsiho
a migrant naopak nejhorsiho jedince z populace. V této fazi je uplatnén Paretiiv princip, jez by
se dal shrnout tak, ze 20% jedinci nese 80% informace populace. Je tedy jasné, Ze v hornich 20%

populace se musi nachédzet lidr a v ostatnich 80% migrant. Z téchto dvou skupin je nésledné opét
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vytiizeno 20% nejlepsich jedinct a z nich jsou vybrani lidr a migrant. Déleni skupin zobrazuje
Obrazek 3. Narozdil od klasické SOMA se zde jedinci pohybuji s proménnym PRT faktorem.

LX

Lidr Migrant
== ==
£S5 5.5
[} [}
e Z -
m = o =
= =
20% z A 20%z B

20% populace 20% populace

[~ ] :

Populace seffidéna die vhodnosti jedincd od nejvhodn&jich po nejméné vhodne

Obrézek 3: Postup vybéru lidra a migranta v SOMA Pareto

Také parametr Step je proménlivy, jen pocet skoku v jedné migrac¢ni fazi migranta je fixni.

S novou strategii také prichdzi Tomaszek [12]. Jedna se o strategii AllToNBest, kdy lidr je
vybran ndhodné, avsak pouze z N nejlepsich jedinct v populaci.

Zajimavou variantou je jisté také hybridni SOMA algoritmus [4, 5] kombinujici SOMA s kul-
turnim algoritmem [6], ten zajistuje uchovavani informace, kde se nachazi intervaly tzv. nej-
vhodnéjsich reseni. Na zdkladé toho pak dochazi k iipravé pohybu jedinci. Hybridniho pristupu
pak bylo vyuzito také v [13, 14], kde byla zkombinovana SOMA s genetickymi algoritmy [15].

Pokud se jedna o vicetucelovou optimalizaci, pak v této oblasti byla v roce 2011 predstavena
varianta MOSOMA, jez uvedli Kadlec a Raida [16, 17]. Tato metoda je vyuzitelnd jak pro
ohranicené, tak pro neohranicené vicetucelové optimalizacni problémy a stejné tak jak v redlném
¢iselném oboru, tak v diskrétnim.

SOMA algoritmus nemusi nutné slouzit pouze pro pouziti v oboru reilnych ¢isel. V roce
2013 byla uvedena DSOMA ucena pro feseni permutacnich kombinatorickych problémi [9].
Tuto metodu predstavil Davendra. Pohyb jedince je zde realizovan po skocich v celociselném

oboru.
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3 Algoritmus pro optimalizaci hejnem castic

Algoritmus pro optimalizaci hejnem c¢astic (PSO) je algoritmus, ktery se fadi mezi hejnové
algoritmy. Algoritmus byl predstaven v roce 1995 a jeho autofi jsou Russell Eberhart a James
Kennedy [18]. Jeho prubéh byl inspirovan chovanim hejnovych druhu zvirat, napriklad ptaky ¢i
rybami pfi hledani potravy, kdy se jedinci shlukuji k objektu zdjmu, aniz by dochazelo k jejich
vzajemnému narazeni jeden do druhého. Tak jako jemu ptibuzné algoritmy se zabyva feSenim
optimalizac¢nich problému na multimodalnich, nekonvexnich, nediferencovatelnych a nespojitych

funkeci.

3.1 Obecné principy PSO

Tak jako i jiné populacni stochastické optimalizacni techniky také PSO algoritmus je inicializovan
na zac¢atku populaci nahodilych jedinci v prohleddvaném prostoru moznych feseni. Poté dochézi
k cyklickému prohleddavani prostoru na zakladé ménici se rychlosti a polohy ¢astice, dokud nejsou
splnény ukoncujici podminky algoritmu. Kazda c¢éstice predstavuje potencidlni feseni daného
optimaliza¢niho problému a méni svlij smér pohybu na zakladé svého vlastniho zkouméni a také
na zikladé nejlepsiho vysledku celé skupiny. Vypocet rychlosti castice a jeji nové rychlosti pak
charakterizuji vztahy (5) a (6).

. . _ it . = .
7 = w - T 4 ¢y - rand, - (pBestZ — 7 + ¢y - randy - (gBest — ), (5)
F = g ®

kde it prezentuje iteraci, ¢ znaci poradi ¢astice v hejnu, :Z"? predstavuje pozici ¢astice v daném
kroku, z‘;’ﬁt znaci rychlost ¢astice v daném kroku a @’ﬁ”l pak rychlost ¢astice v nasledujicim kroku.
Nejlepsi poloha ééstice s indexem ¢ je pak uloZena v proménné pB_éstzt a nejlepsi poloha celého
hejna je reprezentovana hodnotou gB_ést. rand; a rands jsou pak ndhodné generované hodnoty
z rovnomérného rozdéleni v rozmezi [0, 1] a ¢; a co jsou udici faktory. Jak jiz bylo feceno, pro
kontrolu rovnovahy mezi exploraci a exploitaci je pouzit parametr setrvacnosti w. Populace je
tvorena ¢asticemi, proto bylo voleno stejné znaceni pro jedince, a to x.
Chod algoritmu by se pak dal specifikovat nasledujicim pseudokédem:

it - pomocna proménné predstavujici jednotlivé iterace

1y; - Castice v hejné s indexem i

Vstupy:

iterace - maximalni pocet iteraci

fobj - ucelova funkce

N - pocet castic v hejné

gBest - nejlepsi nalezené reseni v celém hejnu
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pBest - nejlepsi nalezené feseni pro danou ¢astici
for : < N do
p; = rand;
end for
for it < iterace do
for : < N do
aktualizuj rychlost ¢dstice y; dle (5)
aktualizuj polohu ¢éstice y; dle (6)
fobj(y;) - ohodnoceni pomoci tcelové funkce
if fonj(yi) < fonj(pBest) then
pBest = y;
end if
if fov;(yi) < fonj(gBest) then
gBest = y;
end if
end for

end for

3.2 Parametry PSO

PSO se fadi taktéz mezi lehce implementovatelné algoritmy s velmi dobrymi vysledky a rychlou
konvergenci k optimu. A protoze si celé hejno uchovava vysledek nejlepsi ¢dstice, muze lehce
dojit k tomu, ze se kolem ni za¢nou ostatni ¢astice hromadit, ¢imz hejno ztrati svou ruznorodost.
Pokud se pak tato nejlepsi ¢astice nachazi v blizkosti nékterého z lokalnich extrému, muze dojit
ke stagnaci algoritmu a uviznuti hejna v tomto lokalnim extrému. K eliminaci tohoto jevu ptispél
parametr setrvacnosti w, ktery v roce 1998 predstavili Shi a Eberhart [19]. V pripadé vysokych
hodnot setrvac¢nosti dochdzi k hledani globalnich extrému a naopak pokud je parametr nastaven
na nizsi hodnoty, algoritmus mé tendenci uviznout predcasné v nékterém z lokalnich extrému.
V roce 1999 predstavili Clerc a Kennedy dalsi parametr zvany konstrikéni faktor, jez byl vyuzit

misto setrvacnosti [20]. Parametry ovliviujici chod algoritmu jsou shrnuty v Tabulce 3.

Tabulka 3: Nastavitelné parametry PSO

Parametr ‘ Popis

dimenze D pocet parametri vektoru, urc¢eno ucelovou funkci

rozsah udava velikost prohledavaného prostoru

pocet castic obvykle plati pravidlo, Zze jeho hodnota je 10D (obvykle 20 az 40)
Umaa maximalni rychlost ¢éstice, doporucuje se 1/20 rozsahu

ucici faktor ¢; | udava tendenci vracet se k nejlepsi pozici Castice
ucici faktor co | udavé tendenci vracet se k pozici nejlepsi Castice
setrvacnost w | postupné degraduje rychlost ¢astice, doporucend hodnota 0,4 az 0,9
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Obrazek 4: Topologie sousedstvi: kruh, Von Neumannovo, hvézda

3.3 Varianty PSO

Jelikoz je PSO algoritmus, ktery je mozné snadno implementovat a také integrovat s jinymi

optimaliza¢nimi technikami, vzniklo vice verzi ve snaze o zlepseni jeho vysledki.

3.3.1 Sousedstvi

Tato varianta vznikla brzy po zakladni varianté algoritmu s cilem redukovat situace, kdy dojde
k uviznuti v lokdlnim extrému téelové funkce. Céstice jsou rozdéleny do tzv. sousedstvi, coz si
lze predstavit jako jakousi formaci ¢i skupinu [21]. Tyto mohou byt dvojiho typu - geogra fické
nebo socidlni. Geografické sousedstvi oznacuje usporadani ¢astic, kdy se ¢astice nachazeji v jedné
oblasti. Zde se vSak mohou vyskytnout komplikace ve formé urceni hranic jednotlivych oblasti
a nasledné urceni, zda c¢astice do konkrétni oblasti jesté patii nebo je jiz soucéasti jiné. Nejcas-
téji pouzivanou formou sousedstvi je socialni, zde je prislusnost Castice ke skupiné rizena jejim
identifikatorem, nikoliv jeji polohou. V této varianté PSO je pak pouzit dalsi parametr uda-
vajici pocet Castic v jednom sousedstvi. Tento parametr vSak nemé zasadni vliv na vysledky.
Nejcastéjsi topologie sousedstvi jsou vyobrazeny na Obrazku 4. Topologie, kterad je vyuzivana
nejcastéji, je topologie kruhu. Jednotlivé ¢astice jsou v sousedstvi vzdy s ¢astici, ktera je k nim
nejblize svym indexem. Jednotlivé skupiny tedy nejsou striktné oddéleny, nybrz se vzajemné
prolinaji. Z tohoto divodu dochazi k vlivu kazdé ¢astice na vSechny ostatni, at uz primo, ¢i ne-
primo. V pripadé sousedstvi je pozménén vypocet rychlosti ¢astic tak, ze misto globalné nejlepsi
castice je ve vypoctu vyuzita nejlepsi Castice z téhoz sousedstvi.

INPSO. Neboli PSO nezéavislych sousedstvi a jak jiz nazev napovida, v této varianté jsou
k vypoctu vyuzivana sousedstvi, kterda na sobé navzajem nezavisi [1].

PSO dynamickych sousedstvi. U této varinaty c¢astice pfechazeji mezi sousedstvimi, do

jejichz blizkosti se dostanou [1].
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3.3.2 PSO dle setrvacénosti

Jak jiz bylo zminéno, hodnota setrvac¢nosti w v algoritmu hraje velkou roli, protoze ovliviiuje
pomeér mezi exploitaci (lokdlni prohleddvéani) a exploraci (globédlni prohledédvani). Toto mé vliv
na celkové vysledky algoritmu. Proto je tomuto parametru vénovana samostatnd nasledujici ¢ast
prace, nebot v prubéhu let dochéazelo ke stale novym poznatkim, a tedy i vyvoji setrvacnosti w
21, 22).

Linearni setrvac¢nost. Je znamé, ze pomeér mezi lokdlnim a globalnim prohledavanim ma
velky dopad na tspésnost algoritmu. V pocatcich vyzkumu byla setrvacnost nastavena jako kon-
stanta, avsak v prubéhu let bylo zjiSténo, Ze tento pristup neni nejoptimalnéjsi a lze tak jen
tézko korigovat obé prohledavaci faze. Bylo také zjisténo, Ze vysoké hodnoty setrvac¢nosti jsou
ku prospéchu globalniho prohledavani, avsak naopak nizsi hodnoty vedou k lokalnimu prohle-
déavani. Proto byla predstavena setrvac¢nost klesajici linedrné na zakladé iteracni faze, ve které
se algoritmus nachdzi [22]. Vypocet pak probihd dle (7).

it Gtmaz — it

= %(wma:p - wmzn) + Wmin, (7)
Wmaz

kde it znaci iteraci, ve které se momentélné algoritmus nachazi, it,,,, je maximalni pocet iteraci,
pro jaky chceme nechat algoritmus bézet, w4, predstavuje maximalni pripustnou hodnotu
setrvacnosti a wy,;, naopak nejnizsi moznou pripustnou hodnotu setrvacnosti.

Nelinearni setrvac¢nost. Inspirujice se linedrné klesajicim vypoctem setrvacnosti predstavil
G. Chen nelinearni setrvac¢nost [23]. Takova ma prubéh vzdy po urcité kiivee - napriklad parabola
otvirajici se nahoru ¢i dolti, exponencidlni funkce ¢i sigmoida. Experimenty ukazaly, ze pii jejich
pouziti dochézi k rychlejsi konvergenci algoritmu nez pri vyuziti linedrni setrvacnosti.

Setrvacnost na zakladé fuzzy logiky. Jak sel vyzkum v této oblasti kupredu, zacaly se
také objevovat razné pristupy k vypoctu setrvacnosti tak, aby dochézelo ke zlepseni vysledki
PSO. Dalsim pfistupem v této oblasti je vypocet setrvacnosti na zdkladé fuzzy logiky [24].
Nejprve byl predstaven postup, pii kterém byl ze dvou vstupl generovan jeden vystup. Jako
vstupni parametry slouzily nejlepsi globalni vysledek a aktualni hodnota setrvac¢nosti, pricemz
vystupem je novd hodnota setrvacnosti. Pozdéji byla vyvinuta metoda, kterd ze dvou vstupii
vraci dva vystupy.

Nahodné volena setrvacnost. S prihlédnutim k tomu, jak dynamicky funguje redlny svét,

doslo k predstaveni setrvacnosti pocitané stochastickym ptistupem dle (8).

d
w:m5+”?, (8)

kde rand predstavuje ndhodnou hodnotu z rovnomérného rozdéleni na intervalu [0,1]. V redlném
dynamicky fungujicim systému je velmi tézké predikovat, co bude v daném c¢ase vyhodnéjsi, zda
globalni ¢i lokalni prohledavani a praveé tento problém se snazi reflektovat tento pristup vypoctu

setrvacnosti [21].
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Konstrikéni faktor. V roce 1999 Clerc predstavil parametr y s nazvem konstrikéni faktor

[20, 22], ktery je pouzivan misto setrvac¢nosti w. Rychlost je pak poéitana dle (9).
T = [ + ¢; - rand] - (pBest; — T) + ¢y - rand2 - (gBest — 7)), (9)

kde konstrikéni faktor je pocitdn dle (10) a (11).

2
X = ; (10)
12— —Vp? — 4y
QOZCl-FCQ. (11)

Doporucené hodnoty jsou x = 0,729, ¢y =co =2,05 a ¢ =4, 1.

3.3.3 Hybridni PSO

Kombinovani jiného optimaliza¢niho algoritmu s PSO byva aplikovano ze dvou diavodt. Prvnim
je, aby se zvysila rtiznorodost ¢astic a tim se zamezilo predc¢asné konvergenci. Druhym je zlepseni
lokalniho prohledéavani PSO [25].

Modely, které sly timto smérem, pak do PSO uvedly rfadu genetickych operdtoru jako napft.
vybér, coz predstavili ve svych pracech Angeline v roce 1998 [26] a Lovbjerg v roce 2001 [27].
Déle bylo vyuzito kiizeni, ¢imz se ve svych pracich zabyvali Angeline [28] a také Chen [29], dale
pak Tsafarakis [30] experimentoval se zavedenim operdtoru mutace. Cile byly vzdy shodné, a to,
aby se algoritmus dokédzal vymanit z lokalniho extrému. V roce 2015 pak Meng [31] pfedstavil
CSPSO, jez se lisilo od ostatnich tim, ze ¢astice v hejnu byly vyjadreny primo svou dosud nejlepsi
nalezenou polohou. V Roce 2009 Vlachogiannis a Lee [32] predstavili PSO s vylepsenou ridici
rovnici tak, aby dochazelo k lepsi komunikaci mezi jednotlivymi ¢asticemi a bylo tak posileno
lokélni prohledavani. Céstice byly schopny reagovat jak na svou doposud nejlepsi nalezenou
pozici, tak na nejlepsi nalezenou pozici ostatnich ¢astic namisto globalné nejlepsi nalezené pozice.
Selvakumar a Thaunushkodi pak v roce 2009 [33] predstavili CSO, jez je kombinaci civiliza¢niho
algoritmu a PSO opét proto, aby doslo ke zlepseni komunikace mezi ¢asticemi. Algoritmus
vyuziva shlukového prohleddvani. V roce 2014 pak Shin a Kita [34] vyuzili pfi vypoctech druhé
globalné nejlepsi nalezené polohy castice a druhé nejlepsi polohy jednotlivych cééastic, ¢imz se
vykonnost algoritmu zvysila. Dalsi vyznacnd varianta je spojenim dvou algoritmi, a to INPSO
a GPEA. Prednost INPSO je, ze rychle konverguje a vyhodou GPEA zase, Ze je vzdy uspésny
v hleddni optima a pravé obé tyto vlastnosti jsou v tomto druhu PSO vyuzity [1]. Modifikaci
v tomto sméru vznikalo velké mnozstvi, uvedené varianty jsou spiSe vyctového charakteru pro
predstavu ¢tenare, ze vyzkum je na poli optimalizacnich algoritmi bohaty a stale pribyvaji nové

poznatky a vylepseni.
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4 Diferencialni evoluce

vvvvvv

Tato metoda vznikla v roce 1995 na zakladé vyzkumu Kenneta Pricea a Rainera Storna pfi
feseni Cebysevovy polynomiélni aproximace [35]. Diferencidlni evoluce ke svému béhu vyuzivé
pouze malé mnozstvi kontrolnich parametra, je robustni, jednoducha na pouziti a da se velmi
dobte paralelizovat. Od svého predstaveni byla DE a jeji varianty pouzita k feseni velkého poctu

redlnych problému napfi¢ riznymi doménami védy a techniky [36, 37, 38, 39].

4.1 Principy DE

Diferencialni evoluce za¢ind s ndhodné generovanou pocatecni populaci jedinct a v kazdém na-
sledujicim evolu¢nim cyklu vykonava stejné kroky, pricemz k mutaci bazovych vektort pouziva
rozdilu jedinca ze stejné populace nasobeného urcitym faktorem. Po prichodu jednotlivymi
itera¢nimi cykly maji tyto rozdily tendenci se prizptsobovat prubéhu tcelové funkce. Tato au-
tomatickd adaptace znacéné zlepsuje vyhledavaci schopnosti algoritmu.

Jak jiz bylo feceno, DE generuje na svém pocatku ndhodné generovanou populaci. Jakmile
je vytvorena pocateéni populace, dojde v kazdé iteraci k mutaci vytvorenim Sumového vektoru
o pro kazdého ¢lena populace ¢i cilovy vektor #/. Cely postup algoritmu by se dal pro variantu
DE/Rand/1/Bin shrnout nasledujicim pseudokédem:

Vstupy:

iterace - pocet populaci

feost - ucelova funkce

F' - mutacni konstanta

CR - prah kiizeni

NP - pocet jedincu v populaci

D - dimenze problému (pocet parametru jedince)

Prototypovy vektor - tzn jakého datového typu budou jednotlivé parametry jedinct

Algoritmus pro hleddni minima:
vytvor ndhodnou pocateéni populaci jedinct dle prototypového vektoru
kazdého jedince ohodnot dle tucelové funkce
for i < iterace do
for j < NP do
vyber 3 nahodné jedince rozdilné od p;
odecti prvni dva vybrané jedince -> diferenc¢ni vektor
diferen¢ni vektor vynasob F' -> vdhovany diferen¢ni vektor
vahovany diferen¢ni vektor pricti k tfetimu jedinci -> Sumovy vektor
for £k < D do

generuj nahodné ¢islo x
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if x < CR then
do zkusebniho vektoru prirad parametr ze Sumového vektoru
else
do zkusebniho vektoru prifad parametr z cilového vektoru
end if
end for
ohodnof zkusebni vektor
if ohodnoceni zkusebniho vektoru < ohodnoceni cilového vektoru then
do nové populace zarad zkusebni vektor
else
do nové populace zarad cilovy vektor
end if
end for
nahrad starou populaci novou

end for

4.2 Faze DE

V nésledujici ¢asti prace bude popsano, jakymi fizemi algoritmus prochazi a tyto faze budou
detailnéji popsany a rozepsany.

Prvni iterace algoritmu se skladé z celkem 4 fazi:

e inicializace

e mutace

e Kkrizeni

e vybér
Pricemz prvni z nich probihd pouze pro prvni generaci a posledni 3 zminéné se pak iteracné
opakuji pro vsechny generace az do splnéni ukoncujicitho kritéria. Tim je napf. dany pocet
ohodnoceni ucelovou funkei nebo pocet generaci.
4.2.1 Inicializace

Jak jiz bylo fec¢eno v predchozi ¢asti této prace, DE jako evolué¢ni algoritmus pracuje s populacemi
jedinctl. Na zac¢atku je tedy na zkoumané oblasti generovana nahodné pociteéni populace P°
o velikosti k (k > 4). Kazdy ¢len populace neboli jedinec je D-dimenziondlni vektor redlnych ¢isel,
pricemz kazdy ¢len vektoru x; ; je nahodné generovan v rozmezi [Zmin, j, Tmaaz,j], COZ reprezentuje
dolni a horni hranici pro kazdy ¢len, ktery ndsledné vypocteme dle (2). Kazdy jedinec predstavuje

mozné Teseni problému. Poté, co je jedinec vygenerovan, je ohodnocen pomoci tucelové funkce

fobi ()-
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4.2.2 Mutace

Dalsi fazi, kterd nasleduje po inicializaci, je mutace. DE k mutaci vyuziva kromé cilového vektoru
také proménlivy pocet dalsich vektort populace zavisejici na verzi DE. K mutaci je vyuzita také
muta¢ni konstanta F'. Zékladni verze DE pak mutaci provadi dle (12).

DE/rand/1: ¢ = f%i —|—F-(f%é - _'?%é)’ (12)

kde # znaéi vysledny sumovy vektor, indexy RY, R}, R} jsou postupné riiznd celd &isla z inter-
valu [1, NP] a zaroven ruznd od indexu i (parametr NP znac¢i pocet jedincu v populaci). Tato
nahodné ¢isla jsou generovana pro kazdy cilovy vektor. Mutacni konstanta F je kladny ridici
parametr pro nasobeni rozdilu vektort. :Ege <« Je nejlepsi jedinec v populaci v dané generaci g, tzn.
jedinec s nejlepsim ohodnocenim (v pripadé minimaliza¢niho problému tedy jedinec s nejnizsi

hodnotou tc¢elové funkce). Dalsi druhy mutaci budou zminény v pozdéjsi ¢asti této prace.

4.2.3 Krizeni

Béhem kiizen{ dochézi ke kombinaci Sumového vektoru ¢ s cilovym vektorem 77, ¢imz vznikne
tzv. zkuSebni vektor @7. Nejcastéji pouzivané metody kiizeni jsou exponencidlni a binomické.
U binomické verze je pro kazdy parametr cilového vektoru 77 generovano ndhodné ¢islo v in-
tervalu 0 a 1. Pokud je toto ¢islo mensi nebo rovno fidicimu parametru Cr, ktery se nazyva také
préh kifzeni, pak je konkrétni parametr cilového vektoru Z7 nahrazen odpovidajicim parame-
trem ze Sumového vektoru #7. Pokud tato podminka splnéna neni, pak k nahrazen{ nedojde a

parametr tedy zustane neménny. Cely postup se da vyjadrit (13).

v . kdyz j = K nebo rand; j[0,1] < Cr,

@l =q " (13)
sJ —g ..
T ; jinak,

kde K je ndhodné zvolené celé ¢islo z mnoziny {1,2,...,d} a rand; ;[0, 1] je ndhodné ¢islo z rov-
nomérného rozdéleni, které je generovano pro kazdy parametr vektoru 77 zvlast. Cislo K zde
zajistuje, ze zkuSebni vektor @/ ziskd alesporti jeden parametr ze Sumového vektoru 7.

U kiiZeni exponencidlniho nejprve ndhodné vybereme celé ¢islo n z mnoziny {1,2,...,d},
které znaci pocatek v cilovém vektoru 77, odkud bude provddéno nasledné kifzeni. Déle vybereme
nédhodné ¢islo L opét z mnoziny {1,2, ...,d}, jeZ v tomto pripadé predstavuje pocet odpovidajicich

g

parametri z cilového vektoru 77 a Sumového vektoru @Y, které budou navzajem zaménény.

Tvorba zkusebniho vektoru by se pak dala zachytit vztahem (14).

g ﬁfj kdyz j =nmodd,(n+ 1) mod d,...,(n+ L — 1) mod d, (14)
u: . = ’
" ;z_c’gj jinak.
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Cisla n a L jsou generovana pro kazdého jedince zvlast. Exponencidlni kiizeni je efektivni pouze
v pripadé, ze existuji konexe mezi jednotlivymi parametry vektoru, proto je vice vyuzivané

ktizeni binomické.

4.2.4 Vybér

Po fazi krizeni nasleduje faze selekce neboli vybéru. V tomto pripadé dojde k ohodnoceni zku-

Sebniho vektoru @ a je porovndno s ohodnocenim cilového vektoru z7. Féze vybéru shrnuje (15).

@ kdyz fopi (@) < fopi(Z7),
fz(}]-ﬁ-l) _ _); j YZ fobj(U]) < fobj (%) (15)
Z; jinak,

kde fo; je ucelovd funkce. Pokud bychom tedy brali v tivahu minimalizacni ulohu, pak by
zkusSebni vektor @f vstupoval do nové generaci v pfipadé, Ze by mél nizsi hodnotu tcelové funkce
nez cilovy vektor 27, pokud by tomu tak nebylo, byl by v nasledujici generaci ponechdn vektor
cilovy. Vybér miize byt synchronni a asynchronni. Béhem synchronniho jsou jedinci ukladani do
nové kolekce, tzn. je udrzovana jak stard, tak nova generace, avsak béhem asynchronniho jsou

jedinci nahrazovani priubézné a novi jedinci se tak jiz mohou tGcastnit mutacni faze.

4.3 Parametry DE

Chod diferencialni evoluce je ovlivnén fidicimi parametry. Ty jsou spolu s ostatnimi parametry

popsény v Tabulce 4 . Préh kiizeni CR je vzdy redlné ¢islo z rozmezi [0,1], pficemz, pokud je

Tabulka 4: Ridici parametry DE

Parametr | Popis ‘ Interval

CR prah kiizeni [0,1]

D dimenze problému déna problémem
NP velikost populace [10D,100D]

F mutac¢ni konstanta [0,2]

iterace udava pocet opakovani algoritmu | >0

ucelova funkce separabilni, pak jsou vyhodnéjsi hodnoty u spodni hranice intervalu a v pripadé
neseparabilni Géelové funkce jsou naopak vyhodnéjsi hodnoty u horn{ hranice intervalu. Cim
vyssi hodnota je za C'R volena, tim vice parametri zkusebni jedinec prevezme od svych rodici a
naopak ¢im nizsi, tim vice se bude zkusebni jedinec podobat puvodnimu jedinci a mira mutace
bude velmi nizka. Dimenze problému D urcuje pocet argumentii icelové funkce, coz je pevné
dana hodnota, ktera charakterizuje zkoumanou problematiku. Velikost populace N P udéava pocet
jedinct v populaci. Experimentélné bylo zjisténo, ze hodnoty bychom méli volit z intervalu [10D,

100D], pri¢emz nejnizsi populace, s niz je algoritmus schopen pracovat, jsou 4 jedinci. Mutaéni
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konstanta F je parametr v intervalu [0, 2], pfi¢emz je doporuceno volit hodnoty v rozmezi 0,3 -
0,9.

4.4 Varianty DE

Nasledujici ¢ast textu je vénovana druhim DE, nebot v této oblasti probéhlo a stale probiha

velké mnozstvi experimentti a pokust o zlepseni tohoto algoritmu.

4.4.1 Varianty dle druhu mutace

Tyto verze jsou zalozeny na rozdilném vypoctu Sumového vektoru a jejich nazvy z téchto vypocta
vychézeji. Jmenna konvence vychazi z nasledujiciho pravidla DE/a/3/w, kde DE znadi, ze se
jedna o diferencialni evoluci, a znaci, ktery vektor je perturbovany, 3 je pak pocet rozdila dalsich
vektoru ruznych od «, které budou vyuzity k perturbaci a w potom symbolizuje druh krizZend,
ktery byl vyuzit (napiiklad exp - exponencidlni, bin - binomické). Varianty jsou shrnuty v (16a)
- (16e).

DE/rand/1/exp: ¥/ = :E"j{zi +F- (f%’é - :E%é), (16a)
DE/best/1/exp: o) =2, ., + F - (a‘:";’thi — i’i’%), (16Db)
DE/current-to-best/1/exp: 0 = #/ + F - (#],,, — 7))+ F - (3?:‘]7%1i — féé), (16¢)
DE/best/2/exp: ¢! =& , + F - (3_:’%1i — f%tg) +F- (:E'%é — f%i), (16d)
DE /rand/2/bin: ¢ = :f%i +F- (fiz; - :ngé) + F- (:E"‘I]%}-1 — _’%g), (16e)

kde indexy RY, R, R}, R}, R jsou postupné riizné celd éisla z intervalu [1, N P] a zaroven riiznd
od indexu 4. Tato ndhodna ¢isla jsou ndhodné generovana pro kazdy puvodni vektor. Mutacni
. Y L ’ ’ ’ o —»g . . N .
konstanta F' je kladny fidici parametr pro ndsobeni rozdilu vektort. Z; ., je nejlepsi jedinec
v populaci v daném itera¢nim cyklu g, tzn. jedinec s nejlepsim ohodnocenim (v pripadé mini-

maliza¢niho problému tedy jedinec s nejnizsi hodnotou ucelové funkee).

4.4.2 Dalsi varianty DE

Vykonnost DE je tzce spjata s nastavenim tidicich parametri F' a C'R, jez jsou vSak zavislé
na feseném problému a mohou tak byt pro kazdou ucelovou funkci jiné. Toto nastavovani muze
byt pracné a velmi ndro¢né na prostiredky. Proto bylo za ti¢elem zjisténi, které hodnoty ridicich
parametru jsou nejlepsi pro dany problém, provedeno velké mnozstvi experimenti. Pozdéji pak
byly predstaveny metodiky, pri nichz algoritmus tyto parametry sam prizpusobuje aktualnimu
stavu vypoctu. Z tohoto vychdzi napt. varianta SaDE (z anglického Self Adaptive DE) [40].
Zde dochézi k prizplisobovani mutacni konstanty F' a prahu kiizeni Cr na zakladé historické

uspésnosti generovaného zkusebniho vektoru.
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V roce 2006 Brest a kolektiv predstavili jDE variantu DE [41], jez k adaptaci fidicich para-
metru (F a CR) vyuZiva evoluéni proces jedincti. Dimenze jedinct je zvySend o 2 a oba fidici
parametry (F' a CR) jsou do jedince umistény spolu s jeho ostatnimi parametry. Posledni dva
parametry neprochazi klasickymi operacemi mutace a kiizeni a jsou prepocitavany zvlast.

V roce 2007 pak Zhang a Sanderson predstavili variantu JADE [42], ktera pfinesla novou mu-
tacéni strategii ,DE/current-to-p-best“. Tato varianta vyuziva adaptivni pfistup v nastavovani
fidicich parametri s externim archivem. Neuchovava pouze nejlepsi nalezené feseni, avsak také
mnozinu TeSeni, kterd lze stéle jesté povazovat za dobra. Tato dobra feseni mohou poskytnout
dodatecnou informaci o sméru, kterym se ma hledani ubirat.

V roce 2013 byla uvedena jina varianta adaptivni DE, a to SHADE (z anglického ,,Success-
History Based Parameter Adaptation for Differential Evolution®). Varianta vychézi z varianty
JADE a predstavili ji Tanabe a Fukunaga [40]. Stejné jako JADE i SHADE vyuzivd mutacni
strategii ,DE/current-to-p-best“. Nejvétsim prinosem SHADE oproti JADE algoritmu je v jeho
adaptivnim nastavovani parametrua F' a C'R na zdkladé historicky dobrych hodnot, jez jsou
uchovavany.

Poikolainen a kolektiv zase v roce 2015 navrhli techniku tvorby populace inspirovanou shlu-
kovanim (CBPI) [43]. Inicializace je rozdélena do tii fazi. V prvni fazi dochédzi k lokalnimu
prohledavani na nahodné kolekci rovnomeérné rozmisténych bodu. V druhé fizi je na nalezenou
populaci aplikovano shlukovani pomoci k-means algoritmu a ve treti fazi jsou z vytvorenych
shlukt vybrani nejlepsi jedinci, ktefi budou soucasti populace.

Védeckych vyzkumt s cilem vylepsit algoritmus od doby jeho predstaveni probéhlo hodné,
v predchozi ¢asti jsou nastinény pouze nékteré z nich. Prehled dalsich variant je k nalezeni
napriklad v [37].
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5 Symbolicka regrese

Symbolicka regrese je proces, ktery skladd malé c¢asti do vétsich celkti. Mtze byt pouzita na-
priklad k vhodnému sestaveni logickych obvodt, jejichz vystupem je tabulka pravdivostnich
hodnot, avsak muze také sestavovat matematickou rovnici, jez popisuje namérena data a jejich
vzajemné zavislosti. Nejznaméjsimi metodami symbolické regrese jsou naptiklad analytické pro-

gramovani [1, 44], genetické programovanim [45] nebo gramatické evoluce [46]. Dalsi ¢asti budou

vénovany pravé analytickému programovani, které bylo v této praci pouzito.

5.1 Analytické programovani

Tato metoda je zaloZena principu DSH [1, 44]. Velmi zjednodusené by se dalo Tici, Ze se jednd
o zobrazeni z mnoziny symboli do mnoziny moznych reseni. Jednotlivé parametry jedince, jez
se ucastni evoluéniho cyklu, netvoii primo jednotlivé stavebni prvky, avsak pouze odkazy do
mnoziny symbolt. Tyto odkazy jsou ve formé indexii jednotlivych prvka. Pro tcely tohoto od-
kazovani je vytvorena mnozina GF'Sy; tvorend vSemi symboly, ze kterych jedinec muze byt
slozen. Mohou to byt napiiklad funkce, konstanty, operatory, obecné tedy terminaly a netermi-
naly. Tato mnozina je usporadand dle poctu parametri, jez dany prvek prijima. GEF Sy je tedy
sjednocenim jednotlivych GF'Sy, kde index k prezentuje mnozstvi prijimanych parametri.

GF Sy = GFSy, UGFS1 UGFS)

GFSy ={+,—,/,*,sin(),cos(), K,z,y}

GFS; = {sin(),cos(), K, x,y}

GFSy={K,z,y}

Jednotlivé mnoziny jsou pro lepsi ilustraci zobrazeny na Obrazku 5.

GFSa”:GFSZ

Obréazek 5: Zobrazeni mnozin symboli a jejich vzajemné vztahy
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Evoluc¢niho cyklu se tedy tcastni jedinec sloZzeny z indext, avsak tic¢elovou funkci je hodnocen

jiz vyraz vznikly prekladem indexil. Sestavovani rovnice pak probiha dle Obréazku 6.
x (P1. P2, P3, D4 Ps. Ps, P7)

x(32?5899)

NN

GFSg = {+, -, /.7 sin(), cos(), negace, T, X}

sin(x) - T
-(x)

Obrazek 6: Schéma tvorby vyrazu z jedince

Jednotlivé faze tvorby vyrazu na obrazku se daji shrnout nésledovné:

1) Méme jedince z, jez ma parametry p1, p2, ps, P4, P5, D6, P7- Hodnoty parametri neboli in-
dexy do mmnoziny GFSy; jsou pak po fadé (3,2,7,5,8,9,9). Vezmeme tedy prvni parametr
jedince p1, jez ma hodnotu 3 a promitneme jej do mnoziny GF.S,;;, dostavame funkci podil, jez
méa dva parametry.

2) Prvni z parametra podilu obsadime dalsi funkci, jez odpovidd druhému parametru jedince
p2, a tedy indexu 2 v mnoziné GF Sy, zde se nachazi funkce minus, jez ma také dva parametry.
Ty vsak budeme doplnovat pozdéji.

3) Nyni jako druhy parametr podilu vezmeme dalsi parametr jedince ps, jez odpovidd negaci
vyrazu. Negace mé jeden parametr, ten budeme doplnovat také pozdéji, jakmile na néj prijde
rada.

4) Jako dalsi je tfeba dosadit prvni parametr funkce minus. Parametr v jedinci, jez nésleduje,
je p4 a ma hodnotu 5. Na tomto indexu lezi v GF' Sy funkece sin(), jez mé opét parametr, ktery
doplnime pozdéji.

5) Nyni nésleduje druhy parametr funkce minus. Vezmeme tedy dalsi parametr jedince, a to
ps. Tento ma hodnotu 8. Pod indexem 8 v mnoziné GF'S,; lezi konstanta .

6) Jako dalsi krok je potfeba doplnit parametr do funkce negace. Opét tedy vycteme v poradi
dalsi parametr jedince pg, jehoz hodnota je 9 a odkazuje tedy do GF'S,; na bezparametrickou
konstantu .

7) Poslednim krokem je doplnéni parametru do funkce sin(). V jedinci tedy zbyva posledni
parametr p7 s hodnotou 9, jez odkazuje opét na konstantu x. Timto je cely vyraz uzavien a

validni.
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V tomto pripadé by byla tvorba vyrazu trivialni. Muze vsak nastat situace, kdy by indexy
do GF'Syy; vedly k tvorbé patologického jedince - tedy nevalidniho vyrazu. Takovy pripad je

ilustrovan na Obrazku 7.

x {(p1, P2, P3, P4, Ps, Ps, P7)

X(3,2,7,58,9 2)

GFS, =1{+, -/, %, sin(), cos(), negace, m, X}

sin(?] - [7]) - T
-x)

Obrazek 7: Schéma tvorby vyrazu z patologického jedince

V tomto piipadé by prvnich 6 krokia tvorby vyrazu bylo stejnych jako v predeslém ptikladé
na Obrazku 6. Sedmy krok by se vsak lisil, nebot v okamziku, kdy bychom doplnili parametr do
funkce sin(), ktery by odpovidal indexu 2 do mnoziny GF'Sy;, dostali bychom operaci minus,
jez potiebuje jako vstup dva parametry. Ty vSak nemame v tomto okamziku jak obsadit, nebot
v jedinci z jiz nezbyvaji zadné dalsi parametry, které bychom mohli vyuzit pro dalsi vybér
z mnoziny GFSy. Vyraz, ktery by tedy vznikl a ktery vidime na Obrazku 7, by byl nevalidni.
Pokud bychom tedy chtéli konstruovat pouze validni vyrazy z jedinct, pak musi dojit v kazdém
kroku k oSetfeni vybéru ze spravné mnoziny GF'Sy dle mnozstvi indext zbyvajicich v jedinci
a mnozstvi parametrl, které jesté musi byt obsazeny. V Kroku 7 tedy je tedy tieba obsadit
1 parametr vyrazu a po¢et zbyvajicich parametri v jedinci je 0. ReSenim je tedy v takovém
piipadé vybrat symbol z mnoziny s poc¢tem parametri 0, a tedy z mnoziny terminald. Jednd se
o druhy prvek z mnoziny GF'Sy tedy x.

AP neni samo o sobé samostatnou evoluéni technikou, ale spise zpusobem zobrazeni, potazmo
zpusobem tvorby vyrazu. Uspénost AP tedy zavisi na zvoleném optimalizaénim algoritmu, jenz
bude nad jednotlivymi jedinci spustén, a na jeho tspésnosti.

Modifikaci AP je varianta zvanad Posilené hledani. Princip této varianty spociva v tom,
ze nejlepsi nalezeny vyraz (¢asto v podobé rovnice) je priddn do mnoziny GF'Sy nakonec jako
bezparametricky terminal. Pokud je v pribéhu vykonavani evolu¢niho algoritmu nalezen vyraz,

ktery ma lepsi ohodnoceni, pak je tento vyraz vyménén za vyraz jiz pridany do GF Sy [7].
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6 Implementace

Jelikoz ptredchozi ¢asti byly vénovany teoretické strance této prace, v nasledujicich kapitolach

bude priblizena prakticka implementace reseni.

6.1 Pouzité nastroje

Reseni je implementovano v jazyce C++ ve verzi C++17 a je cileno pro operacni systémy
s jadrem Linux.

Ke kompilaci kédu byl vybran kompilator GCC ve verzi 8.3.1. Byla testovana také kompati-
bilita s kompildtorem Clang ve verzi 7.0.1. Pro sestaveni programu byl pak zvolen nastroj CMake
ve verzi 3.14.5 pro jeho velmi snadné a uzivatelsky privétivé pouziti a funkce zcela vyhovujici
této praci. Kromé standardni C++4 knihovny byla pouzita také knihovna Boost ve verzi 1.66.

Pro samotnou implementaci bylo vyuzito vyvojové prostiedi Qt Creator pro jeho dostupnost
a také proto, ze se jedna o velice kvalitni IDE pro jazyk C++. IDE Qt Creator také podporuje
vsechny ostatni zvolené technologie.

Pro prehledné a plné automatické forméatovani kédu byl zvolen nastroj ClangFormat, jelikoz
sam vykonava rutinni dkony jako je odsazeni, idrzba délky tadkt ¢i jinych velmi dtlezitych

vlastnosti formatovani kodu. Zvolené verze néastroje ClangFormat je 7.0.1.
6.2 Struktura programu
Samotné SW Teseni je rozdéleno do nékolika logickych c¢asti, a to:

e testovaci funkce

e metaheuristiky

e nastaveni

e pomocné knihovny

Kazda logicka ¢ast je umisténa v samostatném jmenném prostoru, pricemz struktura téchto
jmennych prostort kopiruje adresarovou strukturu projektu. V nésledujicich kapitolach se jed-

notlivymi ¢astmi budu zabyvat detailnéji.

6.3 Testovaci funkce

V této kapitole bude pribliZzeno implementac¢ni feseni prvniho funkéniho celku, a to testovacich
funkeci, jez byly vyuzity jako ucelové funkce jednotlivych metaheuristickych algoritmi. Testovaci
funkce se nachdzi celé ve jmenném prostoru cost_functions. Z duavodu kompatibility byla
zvolena cesta vlastni implementace 9 testovacich funkci uvedenych v Tabulce 5. Funkce byly
voleny s ohledem na jejich pribéhy tak, aby byly zastoupeny jak multimod&lni, tak unimod&lni

funkce, a byla tak pokryta vétsi oblast testovani metaheuristického algoritmu z vice ihla pohledu.
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Tabulka 5: Implementované testovaci funkce a jejich modalita

Testovaci funkce Modalita
Rosenbrockova funkce | unimodalni
Sféricka funkce unimodalni
Zakharova funkce unimodalni
Ackleyho funkce multimodalni
Griewankova funkce multimod&lni
Levyho funkce multimodalni
Michalewiczova funkce | multimodalni
Rastriginova funkce multimodalni
Schwefelova funkce multimod&lni

Byla také vytvofena vyctova tiida cost_functions::Type, jez slouzi jako vyctovy seznam
jednotlivych testovacich funkci. Aby byly testovaci funkce schopny pracovat s body riznych
dimenzi, bylo v implementaci voleno feseni Sablonovych funkci, které prijimaji dimenzi jako
jeden ze svych argumenti. Z tohoto duvodu je veskery kéd (signatury a také implementace
metod) umistén do hlavickového souboru testfunctions.hpp.

Byly vytvoreny také dva zastupné symboly pro zvyseni citelnosti kédu, jez byly umistény
do samostatnych hlavickovych soubort point.hpp a function.hpp pro lepsi prehlednost. Sym-
bol cost_functions::Point je zdstupce pro tiidu utils::point::Point, jehoz soufadnice
jsou typu double. Symbol cost_functions::Function zastupuje konkrétni specializaci std: :
function pouzivanou pro reprezentaci icelovych funkci napri¢ celym programem:.

V této casti koédu se také nachézi hlavickovy soubor factory.hpp se signaturou a implemen-
taci tovarni metody create pro tvorbu objektu typu cost_functions::Function na zdkladé
parametru vyctového typu cost_functions: :Type. Jednotlivé soubory a jejich vztahy jsou zna-

zornény na diagramu tiid na Obrazku 8.

6.4 Metaheuristiky

vvvvvv

jmenném prostoru metaheuristics a déli se na dalsi logické dil¢i ¢asti:
e Algoritmy
e GFS mnoziny

Déle také primo obsahuje hlavickové soubory environment.hpp a type.hpp. Struktura této ¢asti
je pro lepsi prehlednost zachycena na diagramu komponent, jez zobrazuje Obréazek 9.

Kazda diléi komponenta ¢i balicek bude dale popsan v samostatné podkapitole.
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class cost_functions

testfunctions.hpp

+ sphere_func{cost_functions::Point<DIMENSION=E : double

+ rastrigin_func|cost_functions::Point=DIMENSICON=&}: double

+ rosenbrock funclcost_functions:Point<DIMENSION=&): double
+ griewank_funclcost_functions::Point<DIMENSION=&}: double

+ schwefel_funclcost_functions:Point<DIMENSION=&): double

+ ackley_funclcost_functions::Point<DIMENSICN=8|: double

+ zakharov funclcost_functions:Point<BIMENSION=&): double

+ michalewicz func(cost. functions:-Point<DIMENSION=&): double

utils::Point<double, DIMENSIONZ

e i L ) e S e T

Eused ralias®
Paint
"-.l,-" I'_Fl..FP."::‘TI'II.'!r'.F_[:IIIr'ml'lEI".IE':".Inf!Ilr'.F : stdisize t :

std-funcrion<double [const Populationlte<FUNCTION DIMENSION>8: )=

wgligs®
Function
N
: tEnumeration?
EUsen Type
|
| SPHERE_FUNCTION
RASTRIGIN_FUNCTION
factory.hpp

= ROSENBROCK_FUNCTION
+ createFunction(): Function=FUNCTHON_DIMENSION= Tusen BRI a0
SCHWEFEL_FUNCTION
ACKLEY_FUNCTION
ZAKHARDV_FUNCTION
LEVY_FLINC
MICHALEWICEZ _FUNC

Obrazek 8: Diagram tiid testovacich funkci

6.4.1 Prostredi

Prostredi je komponenta, jez plni funkci prostiednika mezi metaheuristickym algoritmem slouzi-
cim jako ucelova funkce pro AP a mezi AP samotnym. Jde o strukturu s ndzvem Environment,
jez ma dva Sablonové parametry std::size_t DIMENSION udavajici dimenzi jedince metaheu-
ristického algoritmu a parametr Value udavajici datovy typ soufadnic bodi prohleddvaného
prostoru moznych feseni. Vse je pak umisténo v hlavickovém souboru environment.hpp.

Uéel komponenty by se dal shrnout nésledovné. P¥i tvorbé vyrazu v AP jsou vyuzity bezpa-

rametrické vyrazy z mnoziny GF' Sy, které nabyvaji hodnot jedincti z populace metaheuristického
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cmp Metaheuristiky /

metaheuristiky |

€| +prostredi
E' +algoritmy
E' +gfs mnoginy

£fs mnoiny
+AP

g] +e &

El +tovarna El *DE

El +vyraz El *Fs0

El +50MA

{from metaheuristiky) g] +tovarna

| algoritmy

[frem metaheuristiky)

Obrézek 9: Diagram komponent a balickt ¢asti metaheuristiky

algoritmu. K tém vSsak AP neméa piimy pristup, jelikoz jsou tito jedinci ¢asti populace, jez je
soucasti vnitrniho stavu metaheuristického algoritmu bézictho pod AP. To je davod, pro¢ jsou
tato data predavana ve formé sdileného ukazatele std: :shared_ptr na strukturu Environment.

Struktura Environment je vyobrazena na Obrazku 10.

class Environment )

e m == —— = b

DIMENSION : stdisize_t |
| Value 1

Tstruct®
Environment

best: utils::point::Point<Value, DIMENSION=

worst: utils::point::Point<Malue, DIMENSION=

previousPosition: utils::point::Point<Value, DIMENSION=
randomPopulationltem1Current: utils::point:Point=Value, DIMENSION=
randemPopulationltem1Previous: utils::point::Point=Value, DIMENSION
randemPopulationltem2Current: utils::point:Point=Value, DIMENSION=
randomPopulationltem2Previous: utils::point::Point=Value, DIMENSION

R

Obrazek 10: Struktura Environment

Sdileny ukazatel std: :shared_ptr je druh chytrého ukazatele dostupného od C++11, ktery
se nachazi v knihovné <memory>. Tento drzi sdilené vlastnictvi objektu skrze ukazatel. Je mozné,
aby vice sdilenych ukazatelt vlastnilo jeden a ten samy objekt. Objekt je znicen a alokované
pamét uvolnéna pravé tehdy, kdyz je zni¢en posledni sdileny ukazatel, jenz tento objekt vlastni,

nebo v pripadé, ze je tomuto poslednimu sdilenému ukazateli pritazen jiny ukazatel operatorem
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operator= nebo metodou reset. Neni zde tedy riziko tiniku neuvolnéné paméti jako u stan-
dardnich ukazatelt, jelikoz C4++ nema tzv. ,garbage collector® jako maji napt. programovaci

jazyky C# nebo Jawva.

6.4.2 Algoritmy

Tato ¢ast programu je celd umisténa ve jmenném prostoru metaheuristics::algorithms a
jsou zde implementace jednotlivych metaheuristickych algoritmt. Pro implementaci byli vybrani

jejich tii zastupci, a to:
e SOMA
e PSO
e DE

Mimo jiné se v této ¢asti programu kromé metaheuristickych algoritmi nachézeji také dalsi
konstrukce spolecné pro vsechny tfi metaheuristické algoritmy. Jsou jimi tiida Base, tfida
Individual, tiida Leader, tfida Factory a zdstupny symbol Population. VSechny konstrukce
maji Sablonové parametry zajistujici univerzalnost jejich pouziti. Jejich implementace je tedy
celd umisténa v prislusnych hlavickovych souborech. Detailim implementace budou vénovany
nésledujici casti této prace.

Trida Base je bazovou tridou, ze které dédi vsechny tii metaheuristické algoritmy a tém
poskytuje spoleéné metody pro nastaveni a uchovani dolni a horni hranice prohledavaného pro-
storu moznych reseni, dale pak uchovava generator nahodnych ¢isel. Trida ma nékolik Sablo-
novych parametri, z nichz nejdtlezitéjsi jsou std::size_t METAHEURISTIC_DIMENSION a tzv.
ytemplate template parameter“ PopulationItem. Druhy z nich je nastaven na vychozi hodnotu
cost_functions::Point. Tzv. ,template template parameter* je jeden z druht Sablonovych
parametri v jazyce C++, ktery je sam o sobé Sablonou. Jeho Ssablonové parametry je proto
potieba specifikovat pfi vytvoreni objektu daného typu. Tohoto feSeni bylo uzito s prihléd-
METAHEURISTIC_DIMENSION udava dimenzi problému feSseného metaheuristickym algoritmem.
Trida ma parametricky konstruktor, jez prijima dva parametry - bod na dolni hranici optima-
lizovaného prostoru borderMin a bod na horni hranici optimalizovaného prostoru borderlMax,
které jsou ulozeny do chranénych proménnych.

Ttida Individual byla vytvorena za cilem znazornéni jedince v jednotlivych algoritmech.
Jedna se opét o sablonu, jez ma podobné sablonové parametry jako tfida Base. Ttida ma dva pa-
rametrické konstruktory. Prvni z nich prijima dva parametry - pozici position a ticelovou funkci
costFunction. Tento konstruktor tedy umoznuje vytvorit jedince pfimo na dané pozici v prohle-
davaném prostoru moznych feseni. Druhy konstruktor mé ¢tyti parametry - bod na dolni hranici
prohledavaného prostoru borderil, bod na horni hranici prohleddvaného prostoru border?2, ge-

nerator ndhodnych ¢isel generator a ucelovou funkci costFunction. Tento konstruktor vold
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pak predchozi a za parametr position dosadi ndhodné generovanou pozici v prohledavaném
prostoru zavolanim metody getRandomPopulationItem. Tato metoda je soucasti tridy utils::
RngGenerator. Generator téchto ndhodnych pozic se fidi rovnomérnym rozdélenim.

Jedinec v sobé uchovava prostfednictvim soukromych proménnych nasledujici tudaje:
e svou soucasnou pozici m_currentPosition

e svou predchozi pozici m_previousPosition

e svou nejlepsi dosud dosazenou pozici m_bestPosition

e TUcelovou funkci m_costFunction

Hodnoty z prvnich ti{ zminénych soukromych proménnych jsou ve vefejném rozhranni tridy
Individual pristupné pomoci prislusnych get funkci. Jedinci je také mozné nastavit novou
pozici pomoci metody setNewPosition. V této metodé také dochazi k potrebnym prepoctim -
do predchozi pozice jedince se ulozi soucasné pozice, jedincova soucasna pozice se nahradi novou
a pokud je nova pozice lepsi nez nejlepsi dosud nalezena pozice jedince, pak dojde k prenastaveni

také této hodnoty v jedinci. Cely tento postup je zndzornén v nasledujici ukazce kodu.

template <std::size_t DIMENSION, template <std::size_t> typename PopulationItem
, typename CompareUperation>

void Individual<DIMENSION, PopulationItem, CompareOperation>::setNewPosition(
const PopulationItem<DIMENSION>& position)

// set previous position
m_previousPosition = m_currentPosition;
// calculate the new position’s value
double positionValue = m_costFunction(position);
// set current position and it’s value
m_currentPosition = {position, positionValue};
// check if the best position needs to be updated as well
if (CompareOperation() (positionValue, m_bestPosition.value))
{
// update the best position and it’s value

m_bestPosition = {position, positionValuel};

Vypis 1: Ukazka nastaveni nové polohy jedince

Trida Factory se nachézi ve jmenném prostoru metaheuristics::algorithms a implemen-
tuje funkci create. Jelikoz ma tato funkce dva Sablonové parametry — METAHEURISTIC_DIMENSION
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a GFS_INDIVIDUAL_DIMENSION — jeji signatura vcéetné jeji implementace jsou umistény v hlavic-

kovém souboru factory.hpp. Funkce je sablonované z divodu univerzalniho pouziti pro jakou-
koliv dimenzi jedince z mnoziny GF'S. Funkce také umoznuje univerzalni pouziti pro jakoukoliv
dimenzi metaheuristického algoritmu slouziciho k ohodnoceni daného vyrazu AP. Dimenzi je-
dince AP udava parametr GFS_INDIVIDUAL_DIMENSION a dimenzi metaheuristického algoritmu
udava parametr METAHEURISTIC_DIMENSION. Cilem této funkce je vytvoreni instance tiidy za-
stupujici metaheuristicky algoritmus vyuzity jako ucelovou funkci pro AP na zakladé parametru
vyctového typu metaheuristics::Type. Komponenta je zobrazena na tiidnim diagramu na
Obrazku 11.

class factory

factory.hpp

+ createlcost_functions::Function<METAHEURISTIC_ DIMENSION=2): void

- createPsolost_functions:Function<METAHEURISTIC_DIMEMSION=8: void

- createDifferentialEvolutionfcost_functions::Functicn=METAHEURISTIC_DIMENSION=-&): void

- createSoma(cost_functions:Function=METAHEURISTIC_DIMENSION=&}: void

= createfnalyticsProgrammingPso(cost_functions: Functicn<METAHEURISTIC_ DIMENSION=&] void

- createfnalyticsProgrammingiomalcost_functions::Function<METAHEURISTIC_DIMENSION=8): void

- creatednalyticsProgrammingDifferentialEvolution{cost_functions:: Function=METAHEURISTIC_DIMENSION=8
void

- szetExternalModifierFromSettings{): void

|

I

1
Lusew

tEnumeration?

Type
FEO
DIFFERENTIAL_EVOLUTION
SOMa

AMNALYTICS P50
ANALYTICS SOMA
ANALYTICE DIFFERENTIAL EWCLUTION

Obrazek 11: Ttida tovarna - tfidni diagram

6.4.3 Implementace algoritmu SOMA

Pro experimentovani s metodou symbolické regrese (analytickym programovanim) byly voleny
celkem tfi optimaliza¢ni algoritmy a jednim s nich je SOMA. Byla implementovana varianta
algoritmu AllToOne, tedy varianta, kdy je stanoven lidr a ostatni jedinci k nému po fadé putuji.

Algoritmus byl implementovan formou Sablonované tiidy z toho duvodu, aby byl schopen
pracovat jak s jedincem tvorenym indexy odkazujicimi do mnoziny GFS,; v analytickém pro-
gramovani, tak s jedincem, jenz pfedstavuje bod v multidimenziondlnim prostoru jednotlivych
testovacich funkcich. Cely zdrojovy kéd je tedy z tohoto diivodu umistén v hlavickovém souboru
soma.hpp. Ttida dédi z Baze (base.hpp), proto implementuje také vsechny jeji metody pro praci
s vyrazem, sestavenym pomoci AP, aby algoritmus mohl byt vyuzit jako ucelova funkce pro AP.

Metody, jez Sablona implementuje, jsou uvedeny na Obrazku 12.
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class S5oma )

T e e e e e e e e e e 1
DIMEMNSION ; std:isize_t |

: Populationltem : template <stdisize_t= typename = cost_functions::Point|

LCumparEﬂpemtiun =stdilesszdoubles= |

soma.hpp

- m_populationfize: unsigned int
- m_maxMigration: unsigned int
- m_pathlLength: double

- m_stepSize: double

- m_prtThresheold: double

+ SomalPopulationltem<DIMENSION>&, Populaticn/tem<DIMENSION=& ): void

- calculatelnitPopulation(): std::vector<individual<DIMENSION, Populationltems=

- calculatelumpPositions(): std: vector<Populationltem<DIMENSION=

- calculateNextlumpPosition(): Populationltem=DIMENSION=

- calculatePrt()(): Populationltem<DIMENSION=

- findBestPopulationltem|std::vector<individual<DIMENSION, Populationltem>=»&}:
Individual<DIMENSION, Populationltem:>

+ run{cost_functions::Function<DIMENSION, Populationltemn=&): utils::point::
ResultPoint<Populationltem=DIMENSION>>

Obrézek 12: Sablona Soma

Jednotlivé soukromé metody jsou pak volany postupné ve vefejné metodé run a algoritmus
tak prochazi vsemi typickymi fazemi popsanymi v predchozich ¢astech tohoto textu. Navic také
dochézi k nastavovani prostiedi, jez je prostfednikem mezi AP a zvolenym metaheuristickym
algoritmem. Do prostiedi je tedy ukladana napr. predchozi pozice jedince a také nejlepsi a

nejhorsi jedinec z populace. Navratova hodnota funkce run je nejlepsi nalezené feseni

6.4.4 Implementace algoritmu PSO

Dalsi z metaheuristickych algoritmi, jenz byl implementovan, je algoritmus PSO ve verzi s line-
arné se snizujici setrvacnosti. K implementaci bylo zvoleno reseni s vyuzitim jednotného stylu
kédu, a tedy sablony. Toto feseni s sebou nese vyhodu, ze algoritmus pak dokaze pracovat
s riznymi typy castic. Jak signatury, tak definice metod véetné vSech privatnich proménnych
jsou tedy umistény v jediném hlavickovém souboru, a to pso.hpp. Metody, jez Sablona imple-
mentuje jsou uvedeny na Obrazku 13. Soukromé metody jsou pak postupné voldny v hlavni
vefejné metodé run() a algoritmus tak prochazi vsemi jeho typickymi fazemi, jez byly popsany

v predchozich ¢astech tohoto textu.

6.4.5 Implementace algoritmu DE

Posledni implementovany metaheuristicky optimalizac¢ni algoritmus je evoluéni algoritmus dife-
rencidlni evoluce. Byla implementovéana varianta s mutaci dle (12) tedy DE/rand/1. Aby byl
zachovan jednotny implementaéni styl, opét bylo vyuzito vyhod Sablony. Sablonova tiida tak

umi pracovat s riznymi druhy jedinci, a proto je celd implementace opét umisténa v jediném
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class Pso

e e e e e e e e e 4
DIMEMNSION : std:size_t |

| Populationltem : template =std:size_t» = cost_functions::Point:|

LCumparEﬂperatiun=std::less¢duuhle:» |

pso.hpp

- m_numberOfParticles: unsigned int
- m_numberJflterations: unsigned int
- m_w5tart: double

- m_cl:double

- m_c2:double

- m_wEnd:int

+ Pso[Populationltem=DIMENSION>&, Populationltem=DIMENSION=&)

+ run{): utils::point::ResultPoint<Populaticnitem=DIMENSION==

- createlnitialPopulation[cost_functions::Function<DIMENSICN, Populationltem=&): std::
pair<std::vector<Particle<DIMENSION, Populationltem=:=, utils::
ResultPoint=Populationltem<DIMENSION===

- getCurrentW(|unsigned int): double

- updateParticleVelocity(): void

- updateParticlePosition[Particle<DIMENSION, Populaticnltem>&): void

Obrazek 13: Sablona Pso

hlavickovém souboru differentialevolution.hpp. Struktura Sablony je zfejmé z Obrazku 14.

clazs DifferentialEvolution /J

s e et e O B e e e R R e e S 2R B Rt e R R e

DIMEMSION : std::size_t |
: Populationitem : template <std::size_t> typename = cost_functions:: Pﬂint:
| CompareOperation = std::less<double> |

DifferentialEvolution

- m_numberCfiteration: unsigned int

- m_populationSize: unsigned int
m_mutationRate; double

- m_crossP: double

+ DifferentiaiEvolution(Populationitem<DIMENSION=&, Populationitem<DIMENSION>E)

+ run{cost_functions:Function<DIMENSION, Populationitem>&): utils::point:
ResultPoint<Populationitem<DIMENSION>>

- petRandomPointi): Populationitem<DIMENSION=

- generateNormalizedPopulationt): std:vector<Populationitem<DIMENSION=>

- denormalizeindividual{Populationitem<DIMENSION=8&): Populationltem<DIMENSION>
createDenormaiizedPopulation|): std::vector<individual<DIMENSION, Populationitem>>

- updateDenormalizedPopulation(): void

- getThreeRandomindividuals(): std:vector<Populationitem<DIMENSION>>

- createMutant{std:vector<Populationitem<DIMENSION>>E): Populationitem<DIMENSION >

- transformMutantToBorders(Populationitem<DIMENSION>): Populationitem<DIMENSION>

- mutate(): Populationltem<DIMENSION>

- getNextGeneration(): std:vector<Popuiationltem<DIMENSION=>

Obréazek 14: Sablona algoritmu diferencialni evoluce
Trida opét implementuje metody pro nastaveni napt. nejhorsiho, nejlepsiho jedince v po-
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pulaci v dané generaci a také napr. predchozi polohu jedince. Tato data jsou pak z prostredi

pouzita k dalsimu vypoctu pri vyhodnocovani vyrazu.

6.5 Analytické programovani

Jako metoda symbolické regrese bylo zvoleno Analytické programovani. A jelikoz analytické
programovani potiebuje ke své funkei také optimalizacni algoritmus, bylo vybrano spojeni AP
s algoritmem SOMA. Jedinci jsou tedy optimalizovani pomoci algoritmu SOMA a jednotlivé
vyrazy jsou slozeny z jedince pomoci AP.

Pro tvorbu vyrazu byly vyuzity funkce s maximalnim po¢tem 2 argumenti a byly usporadany

do 4 mnozin:
o GF'Sy
e GFS
o GI'Sy
o GFS.
Kazda mnozina GF'S je v kodu reprezentovana vlastni tridou:
e GfsOMember
e GfslMember
e Gfs2Member

Vsechny pak dédi z bazové tridy GfsNMember, jez dédle dédi z GfsAllMember. Dulezitou roli
hraje také tf¥ida metaheuristics::gfs::MemberFactory, jez z indexu vytvoii instanci odpo-
vidajictho GF'S,, objektu. Tvorbu vyrazu z jedince zabezpecuje tiida Expression, jez tfidu
metaheuristics::gfs::MemberFactory a jeji metodu createMember vyuziva. Proces probiha
v nasledujicich fazich:

1) Nacte se index z jedince.

2) Je vypoétena maximdlni arita funkce, jez muze byt vybrdna, a tedy vhodné mnoziny
GF'S, z niz bude vybirano dle (17).

aritymaee = distToEnd — debt, (17)

kde aritymq, znaci maximalni aritu, jez muze mit vybrana funkce, distToEnd znadci, kolik pa-

rametru v jedinci, z néhoz je vyraz tvoren, jesté zbyva obsadit, debt znaci tzv. dluh neboli, kolik

je tieba jesté dosadit parametri do jiz zvolenych funkci ve vyrazu tak, aby byl vyraz validni.
3) Je vybrdn ¢len vyrazu z odpovidajici GF'S mnoziny a na zakladé néj je zkonstruovan

objekt typu GfsAllMember, jenz je umistén do kontejneru typu std :: vector na jeho konec.
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4) Proménné debt je navysena o aritu nové pridaného ¢lenu do kontejneru a zaroven snizena
o 1 z duvodu nové pridaného ¢lenu vyrazu. Pocet parametra jedince do konce distToEnd je
o jedna snizen.

5) Pokud je debt vyssi nez 0, pak nasleduje navrat k bodu 1. Pokud podminka splnéna neni,
pak je tvorba vyrazu ukoncena.

7 vyse popsaného postupu plyne, Ze jedinec muze mit ve srovnani s koneénym vyrazem vyssi
pocet parametrli, nez ma vysledny vyraz ¢lenti. Vyhodnoceni vyrazu pak probiha prostiednic-
tvim tiidy Expression v metodé evaluate, a to v nasledujicich fazich:

1) Ttida metaheuristického algoritmu dostane referenci na vyraz slozeny v AP a zavold na
ném metodu evaluate.

2) Vyraz ve formé kontejneru std: : vector je vyhodnocovan od konce. Proto je vyuzit zpétny
iterator std::vector::reverse_iterator. Nacte se tedy prvni ¢len od konce, dojde k jeho
pretypovani na spravnou tridu GF'S dle jeho arity a zavola se na ném opét metoda evaluate.
Kazdd GF'S tfida ma metodu evaluate implementovanou odpovidajicim zptisobem a ptijima
dle své arity prislusny pocet parametri.

3) Vysledek je uloZzen do pomocného kontejnert mezivysledku typu std: :vector. Tyto mezi-
vysledky jsou dale pouzity jako vstup pro metodu evaluate u ¢lent, pro které plati (arita > 0).
Pokud je néktery clen z kontejneru mezivysledkt poskytnut do metody evaluate, pak je uka-
zatel posunut na dalsi mezivysledek bezprostredné za pouzitym ¢lenem a novy vysledek metody
evaluate je vlozen na konec kontejneru.

4) Po vyhodnoceni posledniho ¢lenu vyrazu je odecten celkovy vysledek, ktery odpovida
poslednimu ¢lenu v kontejneru mezivysledk.

Pro lepsi pochopeni vyhodnocovaci strategie je prilozen nésledujici ptiklad vyhodnoceni kon-
krétniho vyrazu. Méjme vyraz jako na Obrazku 15. Pro lepsi predstavu je zde zobrazen vyraz

také formou stromu a pod nim je interpretace vyrazu p ve formé kontejneru.

p(plus, plus, minus, 4, 5, unarni minus, 1, 3)

Obrazek 15: Vyraz ve formé stromu
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Jak jiz bylo feceno, vyraz je vyhodnocovan pozpatku, je tedy vycten prvni prvek od konce
- ¢islo 3. Jeho vyhodnocenim je tedy hodnota 3, kterd je umisténa do pomocného kontejneru
temp(3). Jako dalsi je druhy prvek od konce vyrazu - ¢islo 1. Jeho vyhodnocenim je hodnota 1 a
je pridana na konec pomocného kontejneru mezivysledki temp(3, 1). Treti prvek od konce vyrazu
obsahuje operaci unarni minus, jezZ ma aritu jedna a potrebuje tedy pro své vyhodnoceni jeden
argument. Jako tento argument je pouzit prvni ¢len v kontejneru mezivysledki, ¢imz je ¢islo 3.
Dostavame tak hodnotu -3, jez je opét uloZena do kontejneru mezivysledku temp(3, 1, —3). Dalsi
prvek za unarnim minus je ¢islo 5. Do kontejneru pro mezivysledky je tedy uloZena hodnota 5:
temp(3,1,—3,5). Dalsim prvkem je ¢islo 4, do kontejneru pro mezivysledky tedy ulozime hod-
notu 4: temp(3,1,—3,5,4). Jako dalsi nédsleduje ve vyraze bindrni operace minus, jez pro své
vyhodnoceni potrebuje dva parametry. Z pole mezivysledkt jiz byla vycerpana hodnota prvni
hodnota proto jako parametry poskytneme néasledujici dvé hodnoty, tedy 1 a -3. Vysledkem ope-
race je -4, coz je opét zapsano do kontejneru mezivysledka temp(3,1, —3, 5,4, —4). Dalsi operaci,
jez ve vyrazu nasleduje je binarni plus. Tato funkce opét prijima dva parametry, a proto jsou
vycteny dalsi dvé hodnoty z kontejneru mezivysledki 5 a 4. Je vracena hodnota 9, jez je opét
zapsana na konec kontejneru mezivysledka temp(3,1,—3,5,4, —4,9). Dals{ operaci ve vyrazu je
operace plus, jez ma dva parametry, jsou tedy vycteny dalsi dvé hodnoty z pole mezivysledkt
-4 a 9. Jako vysledek je vracena hodnota 5, ktera je opét vlozena na konec kontejneru mezivy-
sledki temp(3,1,—3,5,4,—4,9,5). Dalsi funkce jiz ve vyrazu nejsou, proto je vypocet ukoncen
a je vracena posledni hodnota v kontejneru mezivysledkii. Tou je ¢islo 5. Vysledek celého vyrazu

je tedy ¢islo 5.

6.6 Nastaveni

V této casti se nachizeji nastaveni programu, a to jak kompila¢ni konstanty, tak nastaveni, ktera
muze uzivatel ovlivnit pfi spusténi. Mezi kompilacni konstanty se fadi napriklad dimenze tcelo-
vych funkei, dimenze jedinci v AP. Konstanty jsou soucasti struktury CompilationSettings.
Mezi nastaveni, jez muze ovlivnit uzivatel pri spusténi programu, patii typ metaheuristického
algoritmu, jenz se ma spustit a ucelova funkce, jejiz extrém se ma hledat. Do této sekce nastaveni
spada také vyraz, s nimz méa byt metaheuristicky algoritmus spustén.

V této sekci se nachazi také komponenta pro pristup k nastavenim zminénych vyse, jez
je navrzena podle navrhového vzoru jedinacek. Zaroven tato komponenta obsahuje logiku pro

zpracovani parametru spusténi zkompilovaného programu.

6.7 Pomocné knihovny

Tato ¢ast zdrojového kédu slouzi jako kolekce funkci a t¥id, jez jsou vyuzivany v riznych ¢éds-

vvvvvv

N-dimenzionélni bod prohleddavaného prostoru a generator nahodnych ¢isel. Tato ¢ast déle ob-
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sahuje pomocné funkce usnadnujici praci s typovym systémem jazyka C+-+, s vyc¢tovymi typy
nebo s poli.

Bod je reprezentovan tfidou Point, jejiz implementace poskytuje podobné rozhrani jako
kontejnery ze standardni Sablonové knihovny. Déle obsahuje pretiZzeni operatori a volatelnych
objektu ze standardni knihovny, které s body umoznuji provadét zakladni matematické operace
jako napriklad sc¢itdni a odéitani.

Generator ndhodnych ¢isel je komponenta, jez implementuje rozhrani pro ziskani ndhodné
inicializovanych objektu rizného typu. Mezi metody, jez tato tfida poskytuje, patri napiiklad
metoda pro ziskdni ndhodného souseda, jez podléhd normalnimu rozdéleni, metoda pro ziskani
nahodného celého ¢isla, metoda pro ziskani ¢isla s plovouci desetinnou ¢arkou nebo metoda pro
ziskani nahodné inicializovaného objektu typu Point z dané oblasti. Jako generator nahodnych

¢isel je pouzita implementace M'T19937 ze standardni knihovny.
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7 Experimenty

Cilem této prace je naleznout vhodny vyraz, jenz by zlepsil optimaliza¢ni schopnosti metaheuris-
tickych algoritmt zminénych v predchozich ¢astech této prace. Jaké experimenty byly provedeny,
bude popsano v nasledujici ¢asti.

7.1 Analytické programovani

Pro sestavovani vyrazu v analytickém programovani byly vyuzity jak funkce, tak konstanty.

Jejich prehled je uveden v Tabulce 6. Jedinci slozeni z indextt do mnoziny GF'Sy;; byli nasledné

Tabulka 6: Operace a konstanty pouzité v AP

Funkce ‘ Arita ‘ Popis

plus 2 operace sc¢itani

MINUS 2 operace odc¢itani

nasobeni 2 operace nasobeni

MINUSynarni | 1 operace unarni minus

SInus 1

cosinus 1

- 0 nejlepsi prvek v dané generaci

- 0 nejhorsi prvek v dané generaci

:f%l 0 nahodny prvek 1 v dané generaci

:7;’%;1 0 stav ndhodného prvku 1 v predeslé generaci
3?5]7%2 0 nadhodny prvek 2 v dané generaci

i"%;l 0 stav ndhodného prvku 2 v predeslé generaci
2971 0 stav prvku v predeslé generaci

K 0 nahodné ¢islo, pro kazdého jedince a kazdou iteraci jiné

optimalizovani pomoci SOMA algoritmu. Nastaveni parametri pro béh SOMA algoritmu ve

spojeni s AP je uveden v Tabulce 7.

Tabulka 7: Hodnoty parametra SOMA s AP

Parametr ‘ Hodnota ‘ Popis

D 10 dimenze
PathLength | 3,2 délka cesty

Step 0,41 krok

PRT 0,3 parametr perturbace
PopSize 15 velikost populace
migrations | 40 pocet migracnich kol

Jako ticelova funkce pro urceni vhodnosti jednotlivych vyraz byly voleny tii metaheuristické

algoritmy - PSO, SOMA a DE. Aby mélo ohodnoceni jedince vyssi vypovidajici hodnotu, byl
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metaheuristicky algoritmus pro dany vyraz spustén vice-krat po sobé a z vyslednych nalezenych
optim byl vypocitam aritmeticky primér. Tyto metaheuristické algoritmy byly spoustény pro 5

vybranych tcelovych funkei s prihlédnutim k jejich pribéhu:
o Sféricka funkce

Schwefelova funkce

Ackleyho funkce

Levyho funkce

Michalewiczova funkce

Parametry PSO algoritmu byly nastaveny na hodnoty dle Tabulky 8. Algoritmus byl pro

Tabulka 8: Hodnoty parametri PSO

Parametr | Hodnota | Popis

particles | 40 pocet ¢ast v hejnu

c1 2 ucici faktor

Co 2 ucici faktor

iterace 75 pocet iteraci algoritmu

Watart 0,9 pocatecni hodnota setrvacnosti
Wend 0,4 koncova hodnota setrvacnosti

kazdé ohodnoceni vyrazu AP spustén trikrat a vysledek nasledné primérovan pomoci aritme-

tického primeéru. Vyrazem vytvorenym v AP byl modifikovdn vypocet rychlosti ¢astic dle (18).

. . = it . . .
7 = w - T 4 ¢y - rand, - (pBest, — &) + ¢y - rands - (gBest — F) + vyraz,  (18)

kde it prezentuje migraéni kolo, i zna¢ pofadi ¢astice v hejnu, 7 predstavuje pozici Castice

v daném kroku, 7% znad¢f rychlost ¢astice v daném kroku, 17’?“

je rychlost ¢astice v nasledujicim
kroku. Nejlepsi poloha castice s indexem 7 je pak uloZena v proménné pB_éstZt a nejlepsi poloha
celého hejna je reprezentovana hodnotou gB_ést. rand; a rands jsou pak ndhodné generované
hodnoty v rozmezi [0, 1], ¢1 a ¢y jsou uéici faktory a w je setrva¢nost. Vyraz vytvoreny v AP je
pak pricten na konci a zde symbolicky reprezentovan jako vyraz.

Parametry SOMA metaheuristického algoritmu byly nastaveny dle Tabulky 9. Algoritmus
byl spustén pro kazdé ohodnoceni vyrazu sestaveného v AP vzdy pétkrat, nasledné byl vytvoren
aritmeticky prumeér a pouzit jako vhodnost. Vyraz byl v algoritmu SOMA pouzit pfi vypoctu
nové polohy jedince. Vyuziti vyrazu je zndzornéno v (19).

ML+1 _ =ML =ML =ML 7 ML
Ty = L5 start + (:I:L = L start + UYT(LZ) b PRTVECtO’I"Z- ) (19)
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Tabulka 9: Hodnoty parametra SOMA

Parametr Hodnota | Popis

D 10 dimenze
PathLength | 3,0 délka cesty

Step 0,33 krok

PRT 0,1 parametr perturbace
PopSize 15 velikost populace
migrations | 50 pocet migrac¢nich kol

kde i oznacuje poradi jedince v populaci, ML poradi migrac¢niho kola, gMI+

i novou polohu

jedince, a‘:’%ﬁm startovn{ polohu jedince, Z3'% polohu lidra, PathLength] a PRTV ectorML znagi
perturba¢ni vektor pro daného jedince a dané migracni kolo, vyraz sestaveny pomoci AP je
v rovnici reprezentovan jako vyraz a pro t plati, ze t € [0, po Step az po.

Diferencialni evoluce, jez byla pouzita jako treti metaheuristicky algoritmus pro ohodnoceni
vhodnosti vyrazu sestaveného v AP, byla spousténa s parametry, jez jsou uvedeny v Tabulce 10.

Pro kazdé ohodnoceni jedince je DE algoritmus spustén desetkrat a jako ohodnoceni je pou-

Tabulka 10: Hodnoty parametrti DE

Parametr Hodnota | Popis

D 10 dimenze

CR 0,9 prah kiizeni

F 0,5 mutacéni konstanta
PopSize 50 velikost populace
generations | 60 pocet generaci

zit aritmeticky primeér vsech dosazenych vysledkil. V pripadé algoritmu DE byl vyraz gene-
rovany pomoci AP vyuzit ve fazi mutace pro vytvareni sSumového vektoru. Pouziti vyrazu je
viditelné v (20).

¥ = vyraz, (20)

kde ¢¢ znadf vysledny Sumovy vektor, vyraz z AP je zde reprezentovan jako vyraz.

7.2 Vyhodnoceni ziskanych vysledku

Analytické programovani s metaheuristickym algoritmem vyhledavajicim optimalni vyraz byl pro
kazdou ucelovou funkci a pro kazdy metaheuristicky algoritmus spustén vice-krat a byl vybran
vyraz s nejlepsim ohodnocenim. Pocet spusténi bylo pro kazdy algoritmus jiné s ohledem na
délku jeho béhu, pro algoritmus SOMA byl pocet béhti 5, pro algoritmus PSO byl pocet béhu
3 a pro algoritmus DE bézelo AP 10-krat. Vysledné nalezené nejlépe ohodnocené vyrazy jsou

uvedeny v Tabulce 11.
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Tabulka 11: Vysledné nalezené nejlépe ohodnocené vyrazy

Algoritmus ‘ Vyraz
2g—1 | =9—1
SOMA @+ 7%
PSO G
- Sg—1 "
DE (T, —T%,) - 1,0+ 7%,

Naésledné pro srovnani byl kazdy z metaheuristickych algoritmt spustén bez nalezeného vy-
razu a s nalezenym vyrazem, a to vzdy 31-krat pro kazdou testovaci funkci uvedenou v Ta-
bulce 5. Vysledky byly vyhodnoceny statisticky pomoci Wilcoxon rank-sum testu s parametrem
a = 0,05, kde v pripadé zlepseni je uveden znak +, v pripadé zhorseni znak — a v pripadé,
kdy nedojde k zddnému posunu ve vysledcich, je uveden symbol =. Vyhodnoceni vysledk pro
jednotlivé metaheuristické algoritmy je pak zpracovano v oddélenych tabulkach. Vysledky béhu
algoritmu SOMA jsou zpracovany v Tabulce 12. Zde doslo ke zlepSeni témér na vsech testovacich
funkci kromé Zakharovovy funkce, kde ovSsem nedoslo ani ke zhorseni a vysledky optimalizace
jsou srovnatelné jak pro béh SOMA s nové nalezenym vyrazem, tak pro béh standardni verze
bez vyrazu.

Vyhodnoceni vysledki pro algoritmus PSO je zpracovano v Tabulce 13. Na vysledcich je pa-
trné, ze v pripadé tohoto metaheuristického algoritmu se nepodarilo dosahnout takového tispéchu
jako u algoritmu SOMA. Ke zlepSeni optimaliza¢nich schopnosti doslo v pripadé Ackleyho tes-
tovaci funkce. Nezménéné optimalizacni schopnosti mél algoristmus PSO s pouzitim nalezeného
vyrazu pro Griewankovu, Levyho, Rastriginovu, Rosenbrockovu, Sférickou a Zakharovu testo-
vaci funkci. Naopak k mirnému zhorseni vysledkti doslo v pripadé dvou testovacich funkci, a to
Michalewiczovu a Schwefelovu.

Vysledky béhu algoritmu DE s vyrazem a bez vyrazu jsou shrnuty v Tabulce 14. Ani zde
se nepodarilo dosdhnout takového tspéchu jako v pripadé metaheuristického algoritmu SOMA,
nicméné ke zlepseni optimalizace algoritmu DE doslo v pripadé dvou testovacich funkci, a to

v pripadé funkce Ackleyho a Schwefelovy. Na ostatnich testovacich funkcich doslo ke zhorseni.
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Tabulka 12: Vyhodnoceni béhu algoritmu SOMA s vyrazem a bez néj

SOMA s vyrazem

SOMA bez vyrazu

min max mean median std ‘ ‘ min max mean median std

Ackley 5,88E+00 1,26E+01 8,47E+00 8,46E4+00 1,70E400 | + | 1,81E+01 2,01E+401 1,95E+01 1,97E+01 4,38E-01
Griewank 3,13E-01 6,34E-01 4,68E-01 4,61E-01 8,34E-02 | + | 1,13E400 1,52E+00 1,34E+00 1,34E+00 9,76 E-02
Levy 2,02E4-00 1,83E+01 8,73E+400 8,79E4+00 3,55E4+00 | + | 1,14E+02 3,76E+02 2,90E+402 2 87E4+02  6,39E401
Michalewicz -6,43E4+00 -5,22E400 -5,89E4-00 -5,90E4+00 2,71E-01 | 4+ | -5,34E400 -3,80E+00 -4,71E400 -4,73E4+00  3,52E-01
Rastrigin 2,90E+01 7,39E+01 5,21E401 5,10E401 9,58E+00 | + | 1,09E403 2,37TE+03 1,66E+03 1,71E4+03  3,43E+02
Rosenbrock  1,29E403 1,66E+04 7,07TE403 587TE+03  4,21E403 | + | 9,60E406 7,82E407 3,97E4-07 4,14E407  1,70E4+07
Schwefel 3,92E403  3,96E403 3,94E403 3,94E403 7,37E4+00 | 4+ | 3,94E403  3,99E403 3,97E+03 3,97TE4+03 1,41E401
Sphere 1,43E+00 1,94E+01 6,36 E+00 5,94E400 3,79E+00 | + | 6,40E+402 2,35E403 1,55E+03 1,64E+03  4,43E+02
Zakharov 1,31E4+03  3,86E+403 3,06E4+03 3,20E4+03  6,70E402 | = | 1,53E+03  4,33E+03 3,06E+03 3,22E403  7,84E402




9¢

Tabulka 13: Vyhodnoceni béhu algoritmu PSO s vyrazem a bez néj

PSO s vyrazem

PSO bez vyrazu

min max mean median std ‘ ‘ min max mean median std
Ackley 1,03E-01 2,00E+4-01 1,94E+01 2,00E4+01  3,57E400 | 4+ | 3,08E400 2,00E+401 1,95E+01 2,00E+01  3,04E400
Griewank 5,10E-07 1,26 E+00 2,67E-01 5,75E-02 3,51E-01 | = 4,94E-02 3,79E-01 1,84E-01 1,99E-01 7,35E-02
Levy 3,08E4-00 1,04E+03 1,51E+02 8,72E4+00 2,45E402 | = 3,05E-01 1,64E+02 2,11E+401 1,18E4+01  3,13E+01
Michalewicz -3,13E4+00 -1,76E+00 -2,29E400 -2,26E4+00  3,53E-01 - | -4,14E400 -2,57E+4+00 -3,22E400 -3,15E400  3,64E-01
Rastrigin 3,83E-03 2,52E403 5,97E402 4,29E4+01  9,57E4+02 | = | 3,18E+01 1,09E+02 6,23E+01 5,38E4+01  2,29E+01
Rosenbrock  8,97E400 2,50E405 1,08E+05 9,45E4+03 1,23E405 | = | 1,89E401 2,50E4-05 4,10E+4-04 1,31E+03  8,39E+04
Schwefel 3,84E4+03  4,04E403 3,90E+03 3,91E4+03 5,12E401 | - 3,84E+03 3,86 E+03 3,84E+03 3,84E4+03  5,42E+400
Sphere 5,51E-08 2,50E403 7,34E402 2,00E-01 1,12E403 | = 9,02E-02 5,55E400 1,09E+00 3,95E-01 1,29E+00
Zakharov 2,99E+03 1,52E+04 8,42E+403 7,78E4+03  3,19E403 | = | 1,89E401 3,41E4-03 7,85E402 2,92E+02 1,11E403
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Tabulka 14: Vyhodnoceni béhu algoritmu DE s vyrazem a bez néj

DE s vyrazem

DE bez vyrazu

min max mean median std ‘ ‘ min max mean median std
Ackley 1,42E+00 2,21E400 1,86 E+00 1,89E+00 1,94E-01 1,37E+01 2,00E+4-01 1,84E+01 1,93E+01  1,83E+00
Griewank 1,42E+00 2,21E400 1,86E+00 1,89E+00 1,94E-01 3,90E-01 8,14E-01 6,41E-01 6,60E-01 9,71E-02
Levy 4,45E402 1,57E+03 8,94E4-02 8,501E4+02  2,72E402 1,49E+00 1,04E+401 3,59E4-00 2,75E4+00  2,20E4-00
Michalewicz -3,08E+00 -1,49E+00 -2,14E+400 -2,11E400  4,40E-01 -4,83E400 -3,28 E+400 -3,89E+400 -3,75E4+00  4,27E-01
Rastrigin 1,78E+03  4,91E+403 3,58E+03 3,67TE4+03  7,73E402 5,09E+01 8,08E+01 6,50E+01 6,66E4+01  8,09E+400
Rosenbrock  3,52E4+07  3,90E408 2,33E4-08 2,44E4+08  8,85E407 1,30E+02 3,31E4-03 9,70E+402 8,504E+4+02  6,53E402
Schwefel 3,84E4+03  3,84E403 3,84E403 3,84E4+03  0,00E4-00 3,84E+03 3,86E+03 3,84E403 3,84E403  8,03E400
Sphere 1,41E4+03  4,77TE+4+03 3,35E+403 3,38E+4+03  8,32E402 7,03E-01 5,70E4-00 2,26E+400 2,07TE4+00  1,22E400
Zakharov 4,37E+03 2,57TE404 1,14E+04 9,47TE4+03  6,27E403 6,77E+01 4,81E402 2,59E4-02 2,74E4+02  1,08E402




8 Zavér

Cilem této prace je zlepsSeni optimalizacnich schopnosti tii metaheuristickych algoritmt. Vy-
sledky, jez byly prezentovany v predchozich c¢astech této préace, ukazuji, ze urcita zlepseni se
podarilo nalézt. U nékterych algoritmt jsou tato zlepseni vyraznéjsi a vice univerzalni, napri-
klad v ptipadé algoritmu SOMA. U nékterych algoritmt doslo ke zlepseni jen pro urcité konkrétni
problémy.

Vyrazného zlepSeni se podafilo nalézt pro algoritmus SOMA. Dle vysledki, jez jsou znézor-
nény v Tabulce 12, je viditelné, ze optimalizac¢ni schopnosti algoritmu dosahly lepsich feseni pro
vSechny testovaci funkce kromé jedné. U této - Zakharovy - funkce doslo ke stejnym vysledktim
jako bez vyuziti vyrazu nalezeného prostrednictvim SOMA s AP.

V pripadé PSO algoritmu vysledky nedosahovaly takovych tspéchi jako u SOMA, avsak
i zde se podarilo nalézt jistého zlepSeni. Bylo tomu tak u testovaci Ackleyho funkce. K mirnému
zhorseni optimaliza¢nich schopnosti PSO doslo u dvou testovacich funkci, a to funkce Schwefe-
lovy a Michalewiczovy. V pripadé béhu PSO s vyuzitim ostatnich testovacich funkci nebylo
pozorovano zadnych posunu ve vysledcich, tedy ani k lepsimu, ani k horSimu. Vysledky jsou
zpracovany v Tabulce 13.

Poslednim metaheuristickym algoritmem, jenz byl soucasti experimenti a bylo usilovdno
o vylepSeni jeho optimalizacnich schopnosti, byl algoritmus DE. Také zde se podarilo jistych
uspéchu dosdhnout, ackoliv ne tak priznivych jako u algoritmu SOMA. Konkrétné zlepSeni na-
stalo pro dvé testovaci funkce - Ackleyho a Schwefelovu. U zbytku testovacich ticelovych funkei
bylo pozorovano zhorseni optimalizacnich schopnosti DE. Vysledky béht s vyuzitim vyrazu a
bez néj jsou zpracovany v samostatné Tabulce 14.

Jev, ktery je na vysledcich pozorovatelny, 1ze vysvétlit prostiednictvim teorie, s niz se v li-
terature setkavame pod nazvem ,No Free Lunch Teorém*, mnohdy ve formé zkratky jako NFL
[1]. Jak je znatelné, u PSO a DE byly vysledky znatelné horsi nez u SOMA. Toto mohlo byt
také ovlivnéno tim, ze vysledny vyraz byl vyhleddvan na péti ucelovych funkcich zminénych
v predeslych ¢astech textu a nejlepsi zastupce byl pak vybran pouze jeden. Ten byl nasledné
aplikovan pro vsechny ucelové funkce. Tohoto Teseni bylo vyuzito s prihlédnutim na vypocetni
a Casové moznosti této prace, nebot i pres malé pokryti testovacich funkci a zjevné nizky pocet
spusténi (5 béhi AP pro kazdou tcelovou funkci), trval cely experiment 144 hodin. V pripadé
lepsiho technického vybaveni o vétsim poc¢tu vypocetnich jader ¢i s vysSsim poctem vypocetnich
stroji by mohl byt experiment rozsiten o vice tcelovych funkci a vice vyrazl, ¢imz by doslo
bylo mozné spoustét s vyssim poctem generaci ¢i jedincl a byla by tak vyssi pravdépodobnost
nalezeni optimalnéjsiho reSeni. Cely problém by se také dal fesit s vyuzitim vice-tucelové optima-
lizace, jez by mohla nalezené vysledky dale zlepsit. Jista zlepseni také nabizi vyuziti paralelizace

a vypocetnich technologii, jez ji podporuji, timto je napfiklad technologie CUDA.
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I presto, ze experiment tedy bézel v omezenych podminkach a skyta jisté moznosti pro
budouci vylepSeni, bylo v zavéru dosazeno priznivych vysledki, jez maji na poli optimalizace

nemaly vyznam.
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