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Dynamic binary neural networks are recurrent type neural networks characterized by ternary connection 

parameters and signum activate function. Depending on the parameters, the network can generate various binary 

periodic orbits. The ternary connection parameters and signum activation function are suitable for precise 

analysis and hardware implementation. First, we investigate influence of connection sparsity on stability of a 

periodic orbit. As the sparsity increases, stability of a periodic orbit tends to be reinforced. As the sparsity 

increases further, stability tends to be weakened and various transient phenomena exist.  
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１． 導入 

動的バイナリーニューラルネット(DBNN[1]-[3])は，2

値ベクトル入力を 2 値ベクトル出力に変換するフィード

フォワードネットワークに，遅延フィードバックを適用

して構成される．DBNN はシグナム活性化関数と 3 値結合

パラメータによって特徴づけられる．パラメータや初期

値に依存して，様々な 2値周期軌道(BPO)を生成すること

ができる．工学的応用として，スイッチング回路の制御

[2][4]，連想メモリ[5]-[7]，セントラルパターンジェネ

レータ[8][9]などがある． 

本論文では，目的とする周期軌道(TBPO)の安定性に関

する特徴量を導入し，DBNN の動作解析を行う．ネットワ

ークに TBPOが銘記された場合を対象とし，ネットワーク

のスパース化が安定性に与える影響を調査する． 

 

２． 動的バイナリーニューラルネット 

（１）動的バイナリーニューラルネット 

動的バイナリーニューラルネット(DBNN)の動作は次

式で記述される． 

 

𝑥𝑖
𝑡+1 = sgn (∑ 𝑤𝑖𝑗𝑥𝑗

𝑡 − 𝑇𝑖

𝑁

𝑗=1

) , 𝑖 = 1~𝑁 (1) 

sgn(𝑋𝑖) = {
+1 if 𝑋𝑖 ≥ 0
−1 if 𝑋𝑖 < 0

 

𝑋𝑖 ≡ ∑ 𝑤𝑖𝑗𝑥𝑗
𝑡 − 𝑇𝑖

𝑁

𝑗=1

 

ab.  𝒙𝑡+1 = 𝑭𝐷(𝒙𝑡), 𝒙𝑡 ≡ (𝑥1
𝑡 , … , 𝑥𝑁

𝑡 )T ∈ 𝑩𝑁 (2) 

 

ただし，𝒙𝑡は離散時刻𝑡における状態ベクトルであり，

𝑥𝑖
𝑡 ≡ 𝐵 ∈ {−1, +1}はその𝑖番目の要素である．𝑁はセル数

である．結合パラメータは 3 値𝑤𝑖𝑗 ∈ {−1,0, +1}，しきい

値パラメータは整数値𝑇𝑖 ∈ {0, ±1, ±2, ±3, ⋯ }である．シグ

ナム活性化関数 sgnは−1または+1を出力する関数である． 

（２）デジタルリターンマップ 

𝑩𝑁は2𝑁個の点の集合𝐿𝑁と等価である．したがって，

DBNN の動作をデジタルリターンマップ(Dmap)で視覚化し，

把握することができる． 

 

𝜃𝑡+1 = 𝑓𝐷(𝜃𝑡), 𝜃𝑡 ∈ 𝐿𝑁 ≡ {𝐶1, … , 𝐶2𝑁} (3) 

 

ただし，𝐶𝑖 ≡
𝑖

2𝑁 , 𝑖 = 1~2𝑁 である．𝐿4 ≡ {𝐶1, … , 𝐶16}は

(−1, −1, −1, −1)𝑇~(+1, +1, +1, +1)𝑇とそれぞれ対応する． 

Dmap の周期点に関する定義を与える．ある点𝜃𝑝が，

𝑓𝐷
𝑝

(𝜃𝑝) = 𝜃𝑝を満たし， 𝑓𝐷(𝜃𝑝)から𝑓𝐷
𝑝

(𝜃𝑝)がすべて異なる

点の場合，𝜃𝑝を周期𝑝の周期点(PEP)とよぶ．ただし，𝑓𝐷
𝑘

は𝑓𝐷の𝑘回合成写像である．PEPの系列{𝑓𝐷(𝜃𝑝), … , 𝑓𝐷
𝑝

(𝜃𝑝)}

を周期𝑝の周期軌道(PEO)とよぶ．𝜃𝑒がが PEPではなく，𝑞

ステップ後に PEOに落ち込むとき，𝜃𝑒を E周期点(EPP)と

呼ぶ．Dmap の定義域は有限個の点からなるため，EPP は



必ず PEOに落ち込む． 

DBNNにおける BPOは，Dmapにおける PEOと同値である

ため，BPOという表現に統一する． 

（３）特徴量 

目的とする周期軌道(TBPO)の安定性を評価する特徴量

𝛼𝑠を定義する． 

 

𝛼𝑠 =
TBPO に 1 ステップで落ち込む EPP の数

2𝑁 − 𝑝
(4) 

 

ただし0 ≤ 𝛼𝑠 ≤ 1である．𝛼𝑠が増大するとき，TBPOの安定

性が強化されるとみなす． 

 ネットワークのスパース性を SRで定義する． 

 

SR =
𝑤𝑖𝑗 = 0 の数

𝑁 × 𝑁 − 𝑁
(5) 

 

ただし0 ≤ SR ≤ 1である．ネットワークをスパース化する

と，SR は大きくなる． 

 

３． 数値実験 

簡素な DC/AC コンバータの制御信号に応用可能な TBPO

を表 1に示す．  

 

表１ TBPO の例 

 

 

 

表 1 の TBPO を銘記する 64000000 のネットワークにつ

いて𝛼𝑠を計算した．各 SR に対する𝛼𝑠を図 1 に示す． 

 

 

図１ SR に対する𝛼𝑠 赤線が最大値，青線が平均値 

 

 

 

 

 

４． まとめ 

ネットワークのスパース化が DBNNの動作に与える影響

について考察した．動作を特徴づけるために，TBPO の安

定性を評価する特徴量𝛼𝑠を導入した． 

簡素な DC/AC コンバータの制御信号に応用可能な TBPO

を対象に，TBPOを銘記するネットワークについて SRに対

する𝛼𝑠を計算した．スパース性が増大すると，安定性は強

化される傾向がある．さらにスパース性が増大すると，安

定性は弱くなる． 

今後の課題は，パラメータの最適化と工学的応用であ

る． 
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