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可充电锂电池剩余电量预测方法 
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摘要：为了对锂离子电池剩余电量(SOC)进行准确测量，以 2 200 mA∙h的聚合物锂电池为研究对象，利用 Hyperion

平衡充放电设备采集 6个不同放电电流下(0.7，1.1，1.7，2.2，2.7和 3.3 A)的放电电压和放电倍率；采取误差反

向传播(BP)和径向基函数(RBF) 2个原理不同的神经网络算法进行 SOC预测；把采集的样本数据分为训练组和测

试组，采用不同的神经网络算法对训练组进行训练后，选择合适的参数构建神经网络，并用测试组数据进行测试；

最终比较 2种算法的预测效果和误差。研究结果表明：RBF预测结果的相对误差比 BP的低，且预测速度更快，

RBF较 BP更适合于锂离子电池剩余电量的预测。 
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rechargeable lithium batteries 
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Abstract: In order to accurately measure SOC (state of charge) of lithium ion batteries, the discharge voltage and 

discharge rate of 6 different discharge currents (0.7, 1.1, 1.7, 2.2, 2.7 and 3.3 A) were collected by using Hyperion 

balanced charge and discharge equipment with 2 200 mA∙h polymer lithium battery as the research object. The neural 

network algorithm based on backpropagation (BP) and radial basis function (RBF) was used. Collected sample data was 

divided into training group and test group. After training the training group with different neural network algorithms, 

appropriate parameters were selected to construct the neural network and the test group data were tested. Finally, 

predicted results and errors of the two algorithms were compared. The results show that the average relative error of RBF 

prediction is lower than that of BP, and the prediction speed is faster, therefore, RBF is more suitable for the prediction of 

residual capacity of lithium-ion batteries than BP. 
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近年来，随着智能机、平板电脑等便携设备以及

电动汽车的兴起，锂离子电池发挥的功效越来越大。

要使锂离子电池的功效得到充分发挥，需要依靠性能

完备、可靠性高的电池管理系统(BMS)来监控锂离子

电池的状态[1]。电池剩余电量(state of charge，SOC)作

为 BMS 研究的核心内容之一，对其进行准确预测是

实现包括充放电、获取电池相关参数、实时安全监测

等功能的关键所在。SOC是通过电池的外部特性如电

压、电流、温度、内阻等参数来估算的。由于受到很

多不确定因素(如极化效应、电池老化、外部温度等) 

                                  

收稿日期：2017−09−16；修回日期：2017−10−28 

基金项目(Foundation item)：国家自然科学基金资助项目(61571381) (Project(61571381) supported by the National Natural Science Foundation of China) 

通信作者：方正，博士，教授，从事电池管理系统研究；E-mail: fangzheng@xmu.edu.cn 



                                                 中南大学学报(自然科学版)                                                第 49卷 

 

2122
 

的影响，电池的相关参数会随电池工作状态变化而变

化[2]。电池的非线性特性也给在线预测 SOC带来极大

困难，因此，需要对测量手段和预测方法等进行深入

研究。针对 SOC的预测方法，一般从建立电路等效模

型开始研究，然后进行相关参数优化，并利用相应算

法(常用的有卡尔曼滤波法及由卡尔曼滤波法延伸而

来的其他类型的卡尔曼滤波法)实现 SOC 的准确估  

计[3]。不少研究者则从神经网络优化的角度着手，提

出关于初始权值、阙值以及隐含层的神经元个数的优

化方案[4]。同时，对于传统的预测方法(如开路电压法

与安时积分法)，优化参数增加其普适性以及提高其预

测精度也成许多研究者新的研究方向[5]。本文作者以     

2 200 mA∙h的聚合物锂电池为研究对象，采集不同放

电电流下的放电电压和放电倍率；选择误差反向传播

(backpropagation， BP)、径向基函数 (radial basis 

function，RBF)神经网络算法进行 SOC预测；观察预

测图形以及统计相关误差指标，并分析 BP和 RBF预

测 SOC的有效性。 

 

1  SOC预测方法概述 

 
1.1  SOC定义 

电池剩余电量(SOC，变量用 S 表示)是指在特定

放电倍率条件下，某时刻电池的剩余容量与额定容量

的比值[6]。下面从能量和电量 2 种角度来定义电池剩

余电量。 

1) 能量角度。 
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式中：Qr 为该时刻电池所剩的电量；Q0 为电池初始  

容量。 

2) 电量角度。 

%100
Initial

Remember 
W

W
S  

 

%100
0

r 









Q

Q
S               (2) 

 
式中：WRemember为该时刻电池所剩的电能； WInitial为

电池初始电能。 

与 SOC 相对的是放电深度(depth of discharge，

DOD，变量用 D 表示)，衡量的是该时刻累计放电量

与其额定电池容量的比值[7]。电池剩余电量 S 与放电

深度 D的关系如下： 
 

DS 1               (3) 

1.2  常用 SOC预测方法 

常用的 SOC 预测方法有安时积分法、开路电压

法、内阻法、卡尔曼滤波法、模糊推理和神经网络法

等[8]。为便于后续分析，下面对本文所采用的模糊推

理和神经网络的 SOC预测方法进行介绍。 

模糊推理和神经网络具有较强的非线性处理能

力，对于电池这一复杂的非线性系统适用性较高。模

糊推理和神经网络可以把影响 SOC 的各种相关因素

(放电电压、电池温度、放电电流等)作为输入，SOC

作为输出。由于其是基于所测的样本数据进行训练、

测试、预测，故对样本数据的精确度要求较高。 

不同于卡尔曼滤波法，模糊推理和神经网络法无

需建立精确的电池等效电路模型，因此，硬件不需要

有极高的精度。不同网络的结构训练方法不同，所能

达到的精度和效率也存在较大差别。在实际应用中，

选择合适的网络往往要综合考虑各方面的因素[9]。 

1.3  人工神经网络 

人工神经网络(artificial neural network，ANN)是基

于生物神经网络结构和功能的计算模型。ANN参考生

物的神经构成，构建类似于轴突的人造神经元的简单

单元。当输入信号足够强时，神经元被激活并且信号

传播到与其相连的其他神经元，通过各神经元间的相

互传导，最终得到输出信号。 

基本的神经网络包含输入、输出、神经元。其中

神经元接收输入，以某种方式进行组合，对结果执行

非线性运算，然后输出最终结果。图 1所示为人造神

经网络的基本结构。 
 

 

图 1  人造神经网络基本结构 

Fig. 1  Basic structure of artificial neural network 

 

多输入和单输出的结构关系可表示为 
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式中：Xi(i=0, 1, ⋯, n)为输入；Wi(i=0, 1, ⋯, n)为输入

与神经元间的加权因子，也称连接权值；θi 为神经元

i的偏置， )(f 为激活函数。 

神经网络的实现过程如下：首先是将输入中的每
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一个乘以各自的加权因子 Wi，然后将这些修改的输入

馈送到求和函数中，将求和函数的输出发送到传递函

数中。最后通过传递函数一些特定的算法处理得到输

出。传递函数还可以通过阈值缩放输出或控制其值。 

随着人工智能的发展，神经网络算法也不断得到

完善。目前已经有约 40种神经网络算法，其中以 BP

和 RBF 这 2 种最为常见[10]。下面，本文作者将采用

BP和 RBF这 2种算法实现 SOC的预测并进行比较。 

BP神经网络是训练人造神经网络的常用方法，并

与诸如梯度下降的优化方法结合使用[11]。该算法包含

神经元传播信号和权值更新这 2个阶段。BP神经网络

基本结构如图 2所示。输入向量通过输入层输入网络

时，逐渐通过内部网络间的神经元传播，直到到达输

出层；然后，使用损耗函数将网络的输出与期望的输

出进行比较，计算输出层中每个神经元的误差；最后，

把这个误差从输出开始向后传播误差，直到每个神经

元具有大致代表其对原始输出贡献度的相关联的误差

为止。 
 

 

图 2  BP神经网络基本结构 

Fig. 2  Basic structure of BP neural network  

 

BP神经网络算法流程如图 3所示。其中，确认检

查数 Nmaxfail指在利用训练集进行训练的过程中，若确

认样本连续 Nmaxfail次迭代不再下降，则自动终止训练。

设置 Nmaxfail 可以有效防止神经网络发生过拟合
[12]。 

Nfail为累计迭代没有下降的次数，k为当前学习批次下

正在训练的样本，t为当前学习的批数。 

RBF网络是一种使用径向基函数作为激活函数的

人工神经网络[13]。径向基函数网络通常具有 3层，即

输入层、具有非线性 RBF激活功能的隐含层和线性输

出层。网络的输出是输入和神经元参数的径向基函数

的线性组合[14]。RBF神经网络结构如图 4所示。 

网络输出可以表示为 
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式中：N为隐含层神经元的数量；ci为神经元的 i中心

向量；ai为第 i个神经元在线性输出神经元中的权重。 

 

 
图 3  BP神经网络算法流程 

Fig. 3  Flow chart of BP neural network algorithm 

 

 
图 4  RBF神经网络结构 

Fig. 4  Structure of RBF neural network 

 

在基本形式中，所有输入都连接到每个隐含的神经元。

径向基函数通常被认为是高斯函数。 

]exp[)(
2

ii xx cc            (7) 
 
对该函数求极限得 

 
0)(lim  ix x c            (8) 

 
由式(8)可知：1个神经元的变化参数对远离该神经

元中心的输入值影响很小。具有足够隐含神经元的

RBF网络能以任意精度逼近闭合有界集合上的任何连

续函数[15]。 
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RBF神经网络算法流程如图 5所示(其中 eRMSE为

预测值和真实值的均方根误差)。 
 

 
图 5  RBF神经网络算法流程 

Fig. 5  Flow chart of RBF neural network algorithm  
 

2  实验过程及数据分析 
 
聚合物锂电池的额定容量为 2 200 mA∙h，最大自

放电倍率为 25C，充放电截止电压分别为 4.2和 3.6 V。 

以 Hyperion NET & DUO3系列平衡锂电池充放

电设备为实验平台，并用 Hyperion control & date suite 

软件对锂电池充放电过程进行监测、观察。可通过上

位机对相关参数(放电电流、放电截止电压、充放电循

环次数、端口选择等)进行设定。该平衡充放电设备对

锂离子电池的充放电倍率在 1C~5C之间。在实际测量

过程中，当放电倍率为 2C时，放电电流即达到 4.4 A，

满足实验设定的电流范围，因此，把所研究的聚合物

锂电池放电倍率设在 2C之内。分别在放电电流为 0.7，

1.1，1.7，2.2，2.7和 3.3 A下各采集 3组放电电压和

放电倍率。 

2.1  BP神经网络预测 SOC 

理论上 BP神经网络可以完成从 p 维向量到 q 维

向量的映射。通过前面的分析可知：环境温度、电池

内阻、放电倍率等因素均会对 SOC预测产生影响；相

关影响因素越多，SOC预测精度就越高。但实验中能

够完整实现可控制的参数仅有放电倍率；又因为是恒

流放电，故采取放电电压和放电倍率为输入向量，选

择 SOC作为预测输出变量[16]。 

为了增强网络的自适性，选取 0.7，1.7 和 2.7 A

放电电流下测得的放电电压和放电倍率为训练样本，

1.1，2.2和 3.3 A放电电流下的放电电压和放电倍率作

为测试样本，来验证 BP神经网络预测 SOC的精度。 

已知输入层和输出层各 1层，主要确定隐含层的

层数。隐含层层数越多，在提高计算精度的同时，相

应的计算量也增大，同时，过拟合出现的可能性也较    

大[17]。鉴于输入、输出变量数较少，优先选择 1层隐

含层。激活函数选择具有实现任意的判决分类问题的

S型函数即 tansig函数。神经节点的经验公式为 

aqph                (9) 
 

ph 2log                 (10) 
 

12  ph                 (11) 
 
式中：h为隐藏层节点数；q为输出层节点数；p为输

入层节点数；a为 1~10之间的常数。经分析可知输入

层 p的神经元数为 2，输出层神经元数 q为 1，由此计

算得隐含层的神经元数 m为 1~12个。 

用 1.1 A放电电流下的放电电压和放电倍率作为

测试对象验证当隐含层神经元数为 1~12 个情况下的

SOC预测误差，在每种情况下各测试 5次，然后选取

最好的结果进行统计，结果如表 1所示。 

由表 1可知：在隐含层神经元数分别为 1，7，8，

10，11和 12个的情况下，SOC最大误差均超过 0.05，

说明某些值存在较大的预测误差。在隐含层神经元数

分别为 2，3，4，5，6和 9个的情况下，5，6和 9个

神经元情况下的 SOC平均相对误差较小。与神经元数

分别为 5和 6个的情况相比，不管是平均相对误差还

是最大误差以及误差的标准差，神经元数为 6个的都

比神经元数为 5个的低，故优先选择神经元数为 6个

的情况。由于神经元数为 6 个的训练次数比神经元数

为 9个的小且各项误差很接近，经综合考虑，选择隐含

层神经元个数为 6。基于前面的分析，构建 BP神经网

络如图 6所示(其中 U为放电电压；C为放电倍率)。 

利用构建的神经网络，分别对放电电流为 1.1，2.2

和 3.3 A下的放电电量进行预测。利用MATLAB构建

BP 网络来实现预测，并计算相关误差[18]。不同放电

电流下的放电电压与 DOD 的关系及预测误差分布图

如图 7所示。 

对 1.1，2.2和 3.3 A放电电流下的误差、训练次

数进行统计，结果如表 2所示。 
 

 
图 6  构建的 BP神经网络 

Fig. 6  Constructed BP neural network  
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表 1  BP神经网络在不同隐含层神经元数量下的 SOC预测误差对比 

Table 1  Comparison of SOC prediction errors of BP neural network with different hidden neurons 

神经元数/个 训练数/次 平均相对误差 最大误差 最小误差 平均误差 误差的标准差

1 17 0.214 3 0.101 5 0 0.018 5 0.014 5 

2 135 0.044 0 0.029 3 0 0.011 6 0.005 9 

3 174 0.096 1 0.040 8 0 0.005 5 0.004 6 

4 194 0.076 4 0.032 1 0 0.017 1 0.007 7 

5 161 0.066 8 0.025 5 0 0.014 7 0.007 5 

6 117 0.051 5 0.021 4 0 0.011 1 0.004 1 

7 125 0.166 5 0.071 5 0 0.022 5 0.016 7 

8 243 0.435 1 0.319 3 0.000 2 0.147 8 0.096 7 

9 734 0.047 4 0.031 2 0 0.009 7 0.006 8 

10 236 0.294 3 0.158 1 0.000 1 0.069 3 0.052 2 

11 499 0.454 1 0.589 4 0 0.229 7 0.195 5 

12 222 1.365 8 0.224 5 0.000 4 0.043 7 0.045 0  
 

 

(a) 1.1 A放电电流下放电电压与放电深度的关系；(b) 1.1 A放电电流下 SOC预测误差分布； 

(c) 2.2 A放电电流下放电电压与放电深度的关系；(d) 2.2 A放电电流下 SOC预测误差分布； 

(e) 3.3 A放电电流下放电电压与放电深度的关系；(f) 3.3 A放电电流下 SOC预测误差分布。 

图 7  不同放电电流下放电电压与放电深度(DOD)关系及 SOC预测误差分布 

Fig. 7  Relationship between discharge voltage and DOD and SOC prediction error distribution at different discharge current 
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表 2  不同放电电流下 SOC预测误差 

Table 2  SOC prediction errors at different discharge currents 

放电电

流/A 
训练 
次数 

平均相

对误差 
最大

误差

最小 
误差 

平均 
误差 

误差标

准差

1.1 187 0.054 8 0.025 6 0 0.014 8 0.008 2

2.2 182 0.022 8 0.024 0 0 0.006 5 0.006 2

3.3 120 0.048 9 0.035 9 0 0.014 2 0.008 9
 
从表 2可知：当隐含层神经元个数为 6时，在 1.1， 

2.2和3.3 A放电电流下，三者的训练次数均不超过200

次，且 SOC 预测值与真实值的平均相对误差均小于

0.1。总体来看，利用 BP神经网络预测 SOC能将误差

控制在 5%以内，属于可接受的范围[19]。 

2.2  RBF神经网络预测 SOC 

选用MATLAB中的 newrbe函数来构建严格径向

基网络，即隐含层神经元个数与输入样本数一致，在

本文中限于计算机存储，选取 3 000个样本[20]。对于 

扩展速度因子 Sp的选择，对不同的 Sp进行试验，发现

当 Sp 越大时，预测的曲线越光滑，但同时误差也越   

大[21]。采用分区间搜索法确定了较优的 Sp为 0.788。 

构建的 RBF神经网络如图 8所示。 

2.3  网络预测 

利用 RBF神经网络对 1.1，2.2和 3.3 A的放电电

流下的 DOD 进行预测[22]，得到不同放电电流下的放

电电压与 DOD关系及预测误差分布，如图 9所示。 

 

 
图 8  构建的 RBF神经网络 

Fig. 8  Constructed RBF neural network 

 

 
(a) 1.1 A放电电流下放电电压与放电深度的关系；(b) 1.1 A放电电流下 SOC预测误差分布； 

(c) 2.2 A放电电流下放电电压与放电深度的关系；(d) 2.2 A放电电流下 SOC预测误差分布； 

(e) 3.3 A放电电流下放电电压与放电深度的关系；(f) 3.3 A放电电流下 SOC预测误差分布。 

图 9  不同放电电流下放电电压与放电深度(DOD)关系及 SOC预测误差分布 

Fig. 9  Relationships between discharge voltage and DOD and SOC prediction error distribution under different discharge currents 
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在1.1，2.2和3.3 A放电电流下RBF神经网络SOC

预测误差如表 3所示。 

 

表 3  RBF神经网络 SOC预测误差 

Table 3  SOC prediction errors of RBF neural network  

放电 
电流/A 

平均 
相对误差 

最大 
误差 

最小 
误差 

平均 
误差 

误差 
标准差

1.1 0.026 9 0.020 2 0 0.006 6 0.005 0

2.2 0.090 6 0.033 7 0 0.014 2 0.009 7

3.3 0.059 6 0.038 7 0 0.014 1 0.010 1

 

由图 9 和表 3 可知：RBF 神经网络对放电深度

DOD 和电池剩余电量 SOC 进行预测得到的预测值与

真实值间的最大误差、平均误差都控制在 0.05以内，

且平均相对误差在 0.10 以内。总体来说，用 RBF 神

经网络算法对 DOD进行预测可以取得良好的效果。 

 

3  结论 

 

1) BP和 RBF算法都能实现 SOC的准确预测。 

2) BP神经网络初始权值和阙值的确定极为困难，

且对神经网络的预测效果及其适用性都会产生较大影

响，且难以确定最优值；而 RBF则在局部寻优过程中

克服了 BP陷入局部极小值的特点，且预测效果与 BP

的预测效果相当，运行速度更快。经综合考虑，RBF

较 BP更适合于锂离子 SOC预测。 
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