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Um dos problemas que envolvem as solugBes para a mobilidade de robds moveis
terrestres é estimar a posicdo do robd com precisdo juntamente com a exploragdo do
ambiente, mapeando-o corretamente (SLAM - Simultaneous Localization and Mapping —
Localizagdo e Mapeamento Simultdneo). Embora varios algoritmos tenham sido
desenvolvidos nos ultimos anos, exigindo uma carga de calculo computacional cada vez
maior dos rob0s,, estes estdo susceptiveis a um mau desempenho quando 0s sensores
apresentam ruidos, quando ha problemas nos atuadores, varidveis ndo modeladas ou em
virtude de algum imprevisto momentaneo no ambiente. A proposta deste trabalho é
programar um SLAM para robds méveis interligando-o a uma combinagdo de sensores
inerciais com sensores de odometria através de uma técnica de fusdo de sensores
conhecida como filtro de Kalman Estendido, para reduzir a incerteza na estimagdo da
posi¢do e melhorar o desempenho do SLAM. Por consequéncia, 0 custo computacional é
reduzido. O trabalho foi estruturado iniciando por uma revisdo a respeito dos conceitos
basicos de sensoriamento, a fim de contextualizar o problema e apresentar as
nomenclaturas e termos utilizados. A seguir foram abordadas as técnicas de fusdo de
dados, as representacdes do robd e do ambiente, as técnicas de mapeamento e exploragdo
e as diversas técnicas de navegacao que podem ser utilizadas, para ambientes conhecidos
epara ambientes desconhecidos. Essas informagGes sdo importantes para um melhor
entendimento do problema, de como representd-lo e de como se pode avaliar os
resultados obtidos. Na sequéncia é apresentado o SLAM, destacando as principais
técnicas e em detalhes o Grid Based FastSLAM. E demonstrado através de simulagdes
que quanto maior as incertezas sobre a posi¢ao do robd, um nimero maior de particulas é
necessario para manter a qualidade do mapa gerado, e como cada particula possui um
mapa associado a si, 0 custo computacional é consideravelmente aumentado. Outro
aspecto analisado foi o impacto na escolha da covariancia associada a transicdo de
estados, propondo a utilizagdo da covariancia inerente ao calculo da fusdo de sensores
como parametro de refinamento no SLAM.
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One of the problems in solutions involving land mobile robots is the estimation of the
robot position with precision and at the same time, explore the environment and mapping
it correctly (SLAM - Simultaneous Localization and Mapping ). Several algorithms were
developed in the last years, demanding large computational resources in robots and even
so, these may have a bad performance in cases of sensors having noises, problems in
actuators, not modeled variables or when there is something in the environment that
wasn’t expected. This dissertation proposal is to program a SLAM algorithm for mobile
robots and connect it with a sensor data fusion, between odometry and inertial sensors,
using the Extended Kalman Filter, achieving a reduction of the position uncertainty and
improving the SLAM performance, also reducing the need of computational resources.
This work begins with a revision of concepts of robot sensors, needed to understand later
algorithms and nomenclatures. In the following items it is described the sensor fusion
techniques, the robot localization problem, the map and robot representation alternatives,
and the navigation problems for explored and non-explored environments. These
information are important for a better understanding of the problem, on how represent it
and how to evaluate the obtained results. After this introduction, it’s described some
SLAM algorithms, featuring in details the Grid Based FastSLAM. It’s demonstrated by
simulations that as high uncertainty about robot position, as large are the number of
particles needed to maintain the generated map quality. This implies in a large
computational cost, thus improving the uncertainty with sensor data fusion makes the
robot work with less particles. It is also showed that choosing the right covariance in
robot transition model is very important and finding a way to connect the covariance of
sensor data fusion with SLAM can improve performance even more.

Xi






SUMARIO

LISTADE ILUSTRA(;C)ES ............................................................. XV
LISTA DE QUADROS .......coootireiieeee e XVII
LISTADE EQUAGOES. ..., XIX
LISTADE SIGLAS......c ettt XXI
L INTRODUGAOD........oomiiririeiississies s 1
L1 JUSTIFICATIVA ..ottt 3
1.2 OBJIETIVOS......coiiieee ettt 4
1.2.1 ODJEtiVO GEIal.......cveivceeeece e 4
1.2.2 ODbjetivos ESPECITICOS .....cciiiriciiiriieiese s 4
1.3 METODOLOGIA. ...ttt 5
1.4 ORGANIZACAO DO TRABALHO ........ccooeiiiieeiee e 5
2 SENSORES ..ottt 7
2.1 CARACTERISTICAS DE DESEMPENHO........cccccovvrrnreeieeinean, 9
2.2 TIPOS DE SENSORES........ccooo it 11
2.2.1 Encoder Optico (OdOMELIia) .........cc.cvvvvrveeverreereeereeeriereenenen, 12
2.2.2 BUSSOIA ..ot 14
2.2.3 Giroscopio e INClINOMELI0.........cccevveviieve e 14
2.2.4 GPS ..o s 15
2.2.5 ACEIEIOMELIO......ecviiiiiiececccc e 15
2.2.6 UIFASSOM....cueiiiiiiiiieiiiiesie ettt 16
2.2.7 LASEI .ottt e 17
2.2.8 Sensores Inerciais INtegrados..........cccocvverereieneneneise e 17
3 FUSAO DE DADOS .....oooieeieseeeseeeees et 21
3.1 MODELOS DE FUSAOQ DE SENSORES..........cccoovvvveiiiiireseenien, 22
3.2 INTRODU(;AO AO FILTRO DE KALMAN ......ccccvoviviiiiieee 24
3.3 FILTRO DE KALMAN ESTENDIDO......ccccccovviiiiiiiiiieeie e 26
3.3.1 Aplicacdo a Robdtica MOVEL..........ccccovvviveiiiie e 28
3.4 APLICACOES E CONCLUSAO..........coiiieeeeiieieseseseeensnesion, 30
4 LOCALIZACAO E NAVEGAGCAO ......oovieeeeeeeeeeeeeeeers 31
4.1 REPRESENTACAO DE CRENGAS........iveieeeeeeeeeeeeeseceereessnns 32

Xiii



4.1.1 Crenca de Hipotese UNiCa.........ccovvvvvcereeevnresirsesesseneseeenennes 33

4.1.2 Crenga de Multiplas HipOteses.........cccvvvereinieneniiec e 34
4.2 REPRESENTACAO DO MAPA.....c.o ot 35
4.2.1 Representacdo ContinUa.......cccccerereeieneneseinse e 35
4.2.2 Estratégias de DecomposSi¢a0 COMUNS ........ccceeerverieererieniennnns 35
4.2.3 Mapa de Grade........ccccveieeiiiieneee e 37
4.3 METODOS DE NAVEGACAO.........coovvieverereeerineriesresssnennann, 38
4.3.1 Navegacdo em Regifes Exploradas...........ccocoeveverivnivnverinnnnnn 39
4.3.2 Navegacdo em Regides Nao Exploradas.........c.ccccocevvvvenennnn 41
4.4 APLICAGAO E CONCLUSOES ......ovvemreieierinneineiseensisesennnes 41
B SLAM Lo 43
5.1 FILTRO DE PARTICULAS .......cooieteeetieeeee s 45
5.2 GRID FASTSLAM ...ttt 49
5.2.1 Transicdo das Particulas...........c.ccoceevvieiiieieninnieneseie e 50
5.2.2 MAPEAMENTO......cciiiiiiiiii ettt 51
5.2.3 PeS0S & REAMOSTIAgEIM .....ccviviiiiriieieiie e e 52
5.3 INTEGRAGAO DA FUSAO DE DADOS E SLAM............cocoo.... 54
5.4 CONCLUSOES.........oooieeeeeeeteereeeeeeeeeeses e 57
6 EXPERIMENTOS E RESULTADOS. ..ot 59
6.1 SIMULAGCAO ......ocoiveeeeieeeeeesteeeeeseesteseesessessssesienessessensenssnesnees 60
6.2 CASOS SIMULADOS........ccoiiteieieieesiee e 62
6.3 AVALIACAO ..ot 63
6.4 RESULTADOS ..ottt s 65
B.4.1 CASO L ..o e 66
B.4.2 CASO 2 ..ottt 68
6.4.3 CASO 3 ..oeeieiii et 69
B.4.4 CASO 4 ..ot e 71
7 CONCLUSAO. ..o 73
REFERENCIAS ...ttt 75
APENDICE A — PROBABILIDADE .........cooooieieeeieeeeeeesersens 81
APENDICE B - DISTRIBUIQAO GAUSSIANA ..., 83
APENDICE C — REDES BAYESIANAS........cccooeviiiniineiesiesienns 85
APENDICE D - SIMULACAO DE TRAJETORIAS.........cccoo.... 93

Xiv



LISTA DE ILUSTRAGOES

Figura 1 — Robd Pioneer COm SEUS SENSOTES. .....cc.evvevererreriereeesreseesieens 7
Figura 2 - Exemplo de ENCOUET.........ccccvviiviiee e 13
Figura 3 - Exemplo de encoder absoluto...........cccocvvvvvvereivinsierienin 13
Figura 4 - Exemplo de uma IMU Simples ... 18
Figura 5 - IMU VN-100 da VectorNaVv. .........ccccorereiinieneneiinesenieene 18
Figura 6 - Arquitetura centralizada de IMU/Odometria...........c........... 23
Figura 7 - Arquitetura descentralizada de IMU/Odometria. ................ 23
Figura 8 - Resumo do filtro de Kalman..........cccccovcvvivvvenenicivsierecie 26
Figura 9 - Pose de Um rob0. ........ccoeviiiinenieise e 28
Figura 10 - Navegacao baseada em comportamentos. ..........c.ccocerueneee. 32
Figura 11 - Navegagao baseada em localizagao. ............ccceovrevriennnes 32
Figura 12 - Representacdo de crengas a respeito da posi¢do do robé... 33
Figura 13 - Exemplo de localizacdo de mdltiplas hipoteses................. 34
Figura 14 — Simplificagdo do mapa continuo...........cccceveevreennenines 35
Figura 15 - Exemplo de decomposic¢éo exata de célula. ...................... 36
Figura 16 - Exemplo de mapa topolOgiCo. ........ccoereivreneieirenenieen 36
Figura 17 - Exemplo de decomposSiGa0 fiXa..........ccoovvvvereriviiseeriennnnn, 37
Figura 18 - Decomposicdo com células adaptativas. ..........ccccceceruennen. 37
Figura 19 - Exemplo de mapa por ocupacao de grade. ........c.cccvruenee. 38
Figura 20 - Conectividade de 4 € 8 pOntos........cocevevvrereiereniesenenen 40
Figura 21 — Exemplo do algoritmo Brushfire. .........cccccoeviinniinnenn. 40
Figura 22 - Algoritmo Wave Front. ..........cccoevevenienienieene e 41
Figura 23 - Exemplo de trajeto no GraphSlam.........c..cccccevvviiieinnne 44
Figura 24 - Primeira Etapa do FP para Localizag&o...........c..cc.ccervennnne. 46
Figura 25 - Segundo Etapa do FP para Localizago. ..........c.ccceevueennes 47
Figura 26 — Terceira Etapa do FP para Localizago. ..........c.ccceoveennes 48
Figura 27 — Quarta Etapa do FP para Localizag8o. ............ccccceevervennene. 48
Figura 28 - Exemplo de roda de probabilidades com 9 particulas. ...... 54
Figura 29 - Diagrama do algoritmo proposto.........cccceevevereveseereenennns 55

XV



Figura 30 - Simulagdo das trajetorias no ambiente “real”.................... 60

Figura 31 - Efeito do sensor nos obStaculos. ..........cccevvvereivriereniennns 61
Figura 32 - Simulagéo do Grid Based Fast SLAM. ........c.ccccocvvevennnnns 61
Figura 33 - Barra de tonalidade em relacdo aos valores. ............c........ 61
Figura 34 - Mapa com regido de avaliacdo em azul............ccccocevernenee 64
Figura 35 - Ambiente a ser explorado pelo rob0. .........cccccocevviviirienne 65
Figura 36 - Exemplo de mapa gerado pela odometria somente. .......... 65
Figura 37 - Exemplo de mapa gerado pela fusao fiXa.........cc.ccoccervrnnne 66
Figura 38 - Exemplo de mapa gerado pela fusdo adaptativa................ 66
Figura 39- Namero de acertos na 0dometria. ..........ccoovverereierenenienens 67
Figura 40 - NUmero de erros na 0dOmMEetria. ..........cooveverererieienesenienens 67
Figura 41 - Numero de acertos na fusdo de dados fiXa............cc.ceevenene 68
Figura 42 — NUmero de erros na fusdo de dados fiXa..........ccccoevrvriennne 69
Figura 43 - Numero de acertos na fusdo de dados adaptativa. ............. 70
Figura 44 — Numero de erros na fusdo de dados adaptativa. ............... 70
Figura 45 - NUmero de acertos entre 05 MEtodos. .........coereverereriencns 72
Figura 46 - Numero de erros na fusdo de dados adaptativa. ................ 72
Figura 47 - Distribuicao GauSSIana...........cccvvvvereereresieeresesieeeeneseens 83
Figura 48 - Exemplo de Rede Bayesiana. ..........ccccovvvvverieniennseennnnnns 85
Figura 49 - Medicdo de uma variavel ndo observavel. .............c.c........ 88
Figura 50 - Modelo de transi¢des de uma HMM. ..o 89
Figura 51 — Rede de Bayes aplicada a robotica. ...........cc.ccecevvrvvrerienas 92
Figura 52 - Resultados obtidos com o rob6 real. .........cccoocvvviiennnns 93
Figura 53 - Simulagéo do deslocamento N0 tempo. .......ccccccvvvrverennnns 94
Figura 54 - Erro entre o estado estimado e o estado real no tempo. .... 94
Figura 55 - Segunda trajetoria simulada. .........c.cooevviiinnennenne 94
Figura 56 - Terceira trajetoria simulada...............ccccoovieiiiinnccnnn, 95
Figura 57 - Simulacdo de trajetdrias. .........ccccovevevereeienieseseiese e 95

XVvi



LISTA DE QUADROS

Quadro 1 - ClassificaGao d0S SENSOIES ........cccveeerrerierreeerieseesreeeeseenees 8
Quadro 2 — Propriedades da IMU VN-100. ...........ccocvrvererinrinnieennnnnns 19
Quadro 3 - Algoritmo do FP FastSLAM. .......cccccvivvivvinieie e 46
Quadro 4 - Algoritmo do GBFS..........ccocoiiii e 50
Quadro 5 - Algoritmo de ReamoSstragem. ........cceovevercererienieienesienienens 54
Quadro 6 — Algoritmo da Fusdo de Dados...........cccceevvvereienvseeninnnnns 56
Quadro 7 — Exemplo de calculo na rede de Bayes. .......cc.ccoceevvvreniiennns 87
Quadro 8 — Exemplo de célculo utilizando o normalizador................. 88
Quadro 9 — Exemplo de HMM. ........ccocoiiiiiiiiiiiescse e 90
Quadro 10 — Segundo exemplo de HMM. .........ccccoovinininniininnnienns 91
Quadro 11 — Terceiro exemplo de HMM..........ccoooeiiininineiicnnienns 91

XVii



Xviii



LISTA DE EQUAGOES

Equacdo (1) - Exatiddo 10
Equacdo (2) - Precisdo 10
Equacédo (3) - Equacéo de Estados 25
Equacdo (4) - Equacdo de Observacgdo 25
Equacdo (5) - Estimador a Priori — KF 25
Equacdo (6) - Matriz de Covariancia a Priori — KF 25
Equacdo (7) - Ganho do Filtro de Kalman — KF 25
Equacdo (8) - Estimador a Posteriori — KF 25
Equacdo (9) - Matriz de Covariancia a Posteriori — KF 25
Equacdo (10) - Modelo de Estados N&o Linear 26
Equacdo (11) - Modelo de Observacdo Néo Linear 26
Equacdo (12) - Estimador a Priori Nao Linear 27
Equacdo (13) - Modelo de Observacdo N&o Linear 27
Equacdo (14) - Linearizacdo do Espago de Estados 27
Equacdo (15) - Linearizacdo do Observador 27
Equacdo (16) - Matriz de Covariancia a Priori - EKF 27
Equacdo (17) - Ganho do Filtro de Kalman — EKF 27
Equacdo (18) - Estimador a Posteriori — EKF 28
Equacdo (19) - Matriz de Covariancia a Posteriori — EKF 28
Equacdo (20) - Vetor de Estados 28
Equacdo (21) - Modelo Cinemético de um Rob6 29
Equacdo (22) - Atualizacdo da Matriz de Estados 29
Equacdo (23) - Vetor de Observacao 29
Equacdo (24) - Estimador da Observacédo 29
Equacéo (25) - Estimador a Posteriori Completo - EKF 30
Equacdo (26) - Formulagdo do Full SLAM 44
Equacdo (27) - Formulacdo do SLAM Online 44
Equacdo (28) - Transicdo Particulas — Covariancia Fixa 51

Equacédo (29) - Transicdo Particulas — Covariancia Varidvel 51

XiX



Equacéo (30) -
Equacdo (31) -
Equacéo (32) -
Equacao (33) -
Equacdo (34) -
Equacdo (35) -
Equacéo (36) -
Equacdo (37) -
Equaco (38) -
Equacdo (39) -
Equacdo (40) -

XX

Regra da Probabilidade Total
Regra de Bayes

Peso das particulas

Passo da Reamostragem

Funcéo de Amostragem Gaussiana
Regra de Bayes

Regra da Probabilidade Total
Regra de Bayes Simplificada
Regra de Bayes Simplificada Negada
Normalizador para Regra de Bayes
Regra de Bayes com Normalizador

52
52
53
53
83
86
86
86
86
86
86



EC
EKF
FP
GBFS

GPS

HMM
IMU

KF
MEMS
MM
PC
PF
RB
SDF

SLAM

LISTA DE SIGLAS

Exteroceptivos.

Extended Kalman Filter — Filtro de Kalman Estendido.
Filtro de Particulas.

Grid Based FastSLAM — FastSLAM baseado em grade
de ocupacéo.

Global  Positioning  System —  Sistema de
Posicionamento Global

Modelo oculto de Markov (Hidden Markov Model)
Inercial Measurement Unit - Unidade de Medicao
Inercial.

Kalman Filter — Filtro de Kalman.

Sistemas Mecénicos Microeletrénicos

Modelo de Markov (Markov Model).

Proprioceptivos.

Particle Filter — Filtro de Particulas.

Rede Bayesiana.

Sensor Data Fusion - Fusdo de Sensores / Fusdo de
Dados.

Simultaneous Localization and Mapping — Localizacéo
e Mapeamento Simultaneo.

XXi






A mente que se abre a uma nova ideia,
Jamais voltara ao seu tamanho original.

(Albert Einstein)

XXiii






1 INTRODUCAO

Os rob6s moveis sdo rob6s capazes de se locomover no ambiente
em que estdo inseridos a fim de completar uma determinada tarefa. Sao
compostos fundamentalmente de trés sistemas: o sistema de locomocao,
responsavel em fazer o rob6 se mover pelo ambiente; o sistema de
controle, responsavel por decidir que acdes o robd deverad executar; e
por fim, o sistema sensorial, composto por sensores cuja finalidade ¢
analisar os estados internos do robd como orientacéo e velocidade, além
de analisar o ambiente em torno do robd.

Os rob0s moveis podem ser classificados de acordo com
diferentes taxonomias. Em relagdo a sua anatomia, sdo classificados
emaéreo, aquatico ou terrestre (rodas, esteiras, pernas); quanto ao tipo
de controle: tele operados, semiautbnomos e autbnomos; quanto a
funcionalidade: industrial, de servico (ambiente conhecido), de campo
(ambiente desconhecido e imprevisivel) e pessoais. Ainda pode-se
classifica-los quanto ao seu movimento, em holonémico e néo-
holonémico, sendo que o primeiro ndo apresenta restricbes em relagdo
ao movimento do robd, ao contrario do segundo.

Um robd movel é dito autbnomo quando o mesmo possui
habilidade de tomar decisdes, a partir das informacdes do ambiente. Esta
habilidade pode ser completa ou parcial, tendo na segunda a
interferéncia humana nas decis6es de alto nivel ou decisfes criticas.

Segundo Bianchi (2010) ha trés perguntas basicas na robética
moével autbnoma. A primeira ¢ “Onde estou?” fazendo referéncia a
capacidade de localizagdo do rob0, para em seguida questionar “Onde
eu estou indo?”, referindo-se ao seu objetivo e posicdo final. E por
Gltimo, “Como eu chego 14?” que esta relacionado em como planejar a
sua trajetoria, ou seja, um trajeto valido pelo ambiente, da sua posicéo
atual até o seu objetivo.

Assim o rob6 para conseguir responder a estas questdes necessita
ter ou construir um modelo de si, ter a capacidade de perceber e modelar
0 ambiente e suas variaghes, saber a sua localizagdo e saber
planejar/executar o seu movimento no ambiente, desviando de
potenciais obstaculos, sejam estes estaticos ou dindmicos. O nome do
procedimento que realiza estes processos simultaneamente é conhecido
como SLAM (Simultaneous Localization and Mapping — Localizagdo e
Mapeamento Simultaneo).



A localizagdo e mapeamento simultaneo (SLAM) é um problema
fundamental na robética e as primeiras solugdes surgiram da
combinacdo de algoritmos de mapeamento de ambientes com posi¢des
conhecidas e da localizagéo de robds em um mapa pré-definido.

O filtro de Kalman foi um conhecido método na teoria de
controle por décadas, enquantoa sua formulacdo probabilistica aplicada
na robotica surgiu na década de 90 com os trabalhos de Dean (1990) e
de Simmons (1995), sendo que alguns trabalhos posteriores
introduziram o termo “Localiza¢do de Markov”.

Os primeiros modelos de SLAM baseavam-se em variagdes do
Filtro de Kalman como o filtro de Kalman Estendido (EKF — Extended
Kalman Filter) (Thrun, 2006). Estes algoritmos necessitam de
marcadores ou de deteccdo de caracteristicas do ambiente (como a
identificacdo de paredes, rodovias, linhas, lampadas, portas, etc).

A partir destas primeiras propostas surgiram SLAM com filtros
informativos, SLAM com filtros de particulas, com grafos (GraphSlam),
combinacdes como o SLAM por filtro de particulas Rao-
Blackwellizado, dentre outros.

No SLAM a precisdo dos atuadores e dos sensores utilizados é de
extrema importancia, pois o erro é repassado a localizacdo e ao
mapeamento. Para isso, algumas técnicas de SLAM tentam compensar
0s erros, porém com um custo computacional elevado e diretamente
associado ao tamanho do erro (Dissanayake, 2002).

Em algumas situacGes ndo serd possivel adquirir um sensor de
Gltima geracdo e de extrema precisdo, devido ao seu elevado custo.
Como alternativas, existem técnicas que possibilitam melhorar e utilizar
sensores mais econdmicos e de menor precisao.

Uma destas técnicas é o processo de combinacdo dos dados
provindos de multiplos sensores de mesma natureza ou de naturezas
diferentes, que é denominado fusdo de sensores (Luo, 1995). Seu
principal objetivo é fornecer ao sistema dados de maior qualidade,
unindo as informac@es provindas dos sensores.

As técnicas de fusdo de sensores podem ser utilizadas em uma
grande variedade de aplicagbes como a determinagdo da trajetoria de
robés, reconhecimento de alvos, sensoriamento remoto, monitoramento,
entre outros (Solustiano, 2007).

A proposta deste trabalho é mostrar que algoritmos de SLAM
para robotica mével terrestre, podem ter um melhor desempenho se
combinados com uma técnica de fusdo de sensores, utilizando as
informacBes provindas da odometria e de uma unidade de medigéo
inercial (IMU). Além disso, existem possibilidades de melhoria



potencializada se o SLAM utilizar algumas informacGes que séo
calculadas durante a fusdo de sensores, como parametro de refinamento
a cada interagé&o.

1.1 JUSTIFICATIVA

Na sociedade ha uma crescente necessidade de se realizar tarefas
com eficiéncia e precisdo, inclusive em lugares onde a presenca humana
se torna dificil, arriscada e até mesmo impossivel. Para realizar essas
tarefas, se faz cada vez mais necessaria a presenga de dispositivos
automatizados. Existem atualmente robds prestando servicos em
diversas areas da sociedade, como os robds desarmadores de bomba,
robds bombeiros, robds de inspecdo de tubulagdes, robds de inspecao de
grandes profundidades, entre outras atividades.

Os robds podem assumir diferentes formas e construi-los exige
resolver varios problemas de engenharia, ciéncia da computacéo, ciéncia
cognitiva, linguagem e muitas outras. Independente da forma do robé ou
da tarefa que o mesmo deve realizar, os rob6s devem manobrar pelo
ambiente em que se localizam.

Para que esta fungdo seja realizada com perfeicdo, os robds
dependem de um hardware de elevado custo, com sensores precisos e
com uma alta capacidade de processamento para lidar com algoritmos
complexos.

Além disso, os algoritmos desta area da robotica se tornaram
extremamente abrangentes, os livros especializados sobre o assunto
reinem informagBes de diversos autores e artigos, devido a
complexidade do tema. Assim, roboticistas sempre encontram uma
grande dificuldade de colocar em prética os algoritmos estudados.

O foco inicial do trabalho foi contextualizar uma sequéncia com
todas as etapas de planejamento de uma navegacdo completa, revisando
e escolhendo desde a representacdo do robd, a sua navegacao local e o
SLAM propriamente dito, voltado principalmente para robds de menor
custo, onde os sensores ndo apresentam informacdes totalmente livres
de ruidos.

Uma oportunidade de aplicar um método conhecido como fusio
de sensores foi abordada em seguida, o qual tem sido aplicado
recentemente em robGs autdnomos de Ultima geragdo, como o carro
autdbnomo da Google (Thrun, 2006). Este método visa melhorar as



informagfes obtidas dos sensores a fim de se diminuir o custo
computacional e melhorar os resultados no SLAM.

O SLAM possui diversas técnicas que podem ser utilizadas.
Segundo Choset et al. (2005), desde a década de 90 até a publicacdo de
seu livro, houve grandes avancos no campo de planejamento de
trajetdrias e navegacao, particularmente nos métodos probabilisticos.

Thrun (2006) confirma em seu livro que a robdtica probabilistica
se tornou uma das técnicas dominantes ao se projetar o movimento e
controle de novos robés, inclusive sendo o algoritmo utilizado no carro
automatizado vencedor da famosa corrida do DARPA, onde carros
devem completar um longo trajeto no deserto de forma totalmente
automatizada.

Portanto, como forma de aprendizado e de se avaliar a fusdo de
sensores, foram escolhidos modelos avangados que utilizam conceitos
de probabilistica e filtro de particulas, para realizar o SLAM e aplicada a
fusdo de sensores para melhorar o seu desempenho. Na prética, isto
implica em menor processamento para o robd e uma melhor
confiabilidade do mapeamento, exploracdo e navegacdo do rob6 de
maneira geral.

1.2 OBJETIVOS

1.2.1 Obijetivo Geral

Desenvolver um algoritmo de SLAM probabilistico baseado em
particulas integrado a um algoritmo de fusdo de sensores, para
demonstrar que a fusdo de sensores melhora o desempenho dos
algoritmos de SLAM, reduzindo o custo computacional dos mesmos.

1.2.2 Obijetivos Especificos

- Projetar, construir e simular o algoritmo de fusdo de dados
entre a odometria e sensores inerciais, para analisar se a
trajetéria do robd predita através da fusdo é melhor do que a
predita somente através da odometria;

- Projetar, construir e simular um algoritmo de SLAM,
realizando a localizagdo e mapeamento de um ambiente
simulado controlado, para poder avaliar os diversos
resultados igualmente;

- Utilizar ambos os algoritmos e comparar os resultados para



algumas variagOes: utilizando somente a odometria,
utilizando a fusdo e por ultimo, utilizando os dados reais sem
erros. Com estas simulages é visado avaliar através dos
mapas gerados, 0 impacto da variagio do numero de
particulas, do valor da covaridncia no modelo de transicéo do
SLAM e os métodos entre si;

- Por fim, pretende-se integrar diretamente a covariancia do
Filtro de Kalman Estendido (durante a etapa da fusdo) no
SLAM para analisar se ha melhora de desempenho.

1.3 METODOLOGIA

Inicialmente foi construido o algoritmo de fusdo de dados para os
sensores utilizando uma estrutura centralizada e o algoritmo do Filtro de
Kalman Estendido. Os sensores utilizados foram a odometria e uma
unidade de medicéo inercial (IMU).

Em seguida, foi projetado um algoritmo de SLAM compativel
com o0 a fusdo de dados, sendo escolhida uma técnica de SLAM
probabilistico denominada Grid Based Fast SLAM.

Os algoritmos de fusdo de sensores e do SLAM foram projetados
utilizando o software Matlab.

Foram criados alguns experimentos utilizando somente a
odometria, utilizando a fusdo entre odometria e IMU e utilizando esta
mesma fusdo, mas com a insercao de uma quantidade maior de dados da
fusdo no SLAM.

Para andlise de desempenho dos algoritmos foram variados
alguns parametros e avaliado o impacto nos mapas gerados. Os mapas
gerados por todos os casos sob as mesmas condigdes também foram
avaliados.

1.4 ORGANIZACAO DO TRABALHO

Na etapa inicial, os conceitos basicos de sensores séo revisados
para melhor entendimento da justificativa do uso da fusdo de sensores,
sendo apresentada uma revisdo sobre os tipos de sensores, suas
propriedades e origem dos erros.

No terceiro capitulo, é descrito a fusdo de dados, explicando de
gue maneira e onde é utilizada a técnica e detalhando sobre suas



diferentes estruturas. O capitulo é finalizado com a técnica de fusdo de
sensores aplicada neste trabalho.

No quarto capitulo sdo expostas as diferentes técnicas de
representacdo do robd e do ambiente, detalhando em como ¢€ realizada a
representacdo escolhida no SLAM deste trabalho. Ainda é apresentado
como o rob6 pode navegar pelo ambiente, tanto em regides do mapa ja
exploradas como nas ndo exploradas, dando énfase nas consideractes
que serdo utilizadas para avaliar os mapas gerados pelo SLAM.

O quinto capitulo trata a respeito do SLAM propriamente dito,
onde as principais técnicas sdo revisadas, para descrever descrever o
funcionamento de um filtro de particulas e 0 SLAM escolhido (Grid
FastSLAM).

Por fim, no Gltimo capitulo, sdo apresentadas a simulagdo e 0s
resultados obtidos, junto com as conclusdes sobre os métodos propostos.



2 SENSORES

Sensores sdo dispositivos que transformam uma grandeza fisica
como temperatura, pressdo, umidade, distancia, velocidade e aceleracéo,
em um sinal elétrico, que por sua vez, é interpretado por equipamentos
eletrénicos (Borges e Dores, 2010). Na robdtica, os sensores s&o
responsaveis tanto pela percepcdo do ambiente em torno do rob6, quanto
pelo fornecimento de informag6es sobre 0 mesmo.

Este item do trabalho pretende revisar os tipos béasicos de
sensores, suas propriedades e suas principais fontes de erros, para saber
0 porqué de se utilizar fusdo de sensores e contextualizar sobre os
sensores que serdo utilizados.

Segundo Sigewart e Nourbakhsh (2004), os sensores podem ser
classificados como sensores proprioceptivos (PC) ou exteroceptivos
(EC), ou seja, que possui medicBes de valores internos do robd (como
velocidade do motor) ou medicGes externas ao mesmo (do ambiente),
como distancia, intensidade da luz, etc.

Figura 1 — Rob0 Pioneer com seus sensores.

Os sensores Passivos (P) ou Ativos (A) sdo oriundos de outra
classificacdo atribuida a estes, onde 0s sensores passivos sdo 0S que
medem através da captacdo da energia do ambiente, como por exemplo,
sensores de temperatura, microfone, etc. Enquanto os ativos emitem
algum tipo de energia no ambiente e medem a reacdo no mesmo.
Geralmente os sensores ativos possuem um desempenho melhor, mas
estdo sujeitos a interferéncias externas efou a alteracdo das
caracteristicas do que se estd medindo.

Os principais sensores e suas caracteristicas estdo listados no
Quadro 1.



Classificagdo Usual . SETER PC/EC A/P
Sistema de Sensores
Sensores~Técteis . Chaves de contato, bumpers. EC P
- Detecgdo de contato fisico g rreiras Opticas EC A
ou de aproximacéo; chave
de seguranca. Sensor Proximidade sem contato EC A
Potenciémetro PC P
Resolvedor Sincrono PC P
Sensor das rodas/motor Encoder com Brush (Dentes) PC A
- Velocidade/posico do Encoder Optico PC A
motor ou roda Encoder Magnético PC A
Encoder Indutivo PC A
Encoder Capacitivo PC A
Sensor de Diregéo Bussola EC P
- Mede o~r|entagao do robp Giroscopio PC p
em relacdo a um referencial
fixo. Inclindmetro EC A/P
GPS EC A
Sinalizadores Terrestres Opticos Ativos ou por RF EC A
- Fornece localizagdo em Sinalizadores Ativos de EC A
um referencial fixo. Ultrassom
Sinalizadores Reflexivos EC A
. . Sensores Reflexivos EC A
_S;nsg rfie D'Starr'(f!? Qtlvod Sensores de Ultrassom EC A
vooe” su Vgrs’tggn ?a gg € Sensores de quer EC A
geométrilsza gulac Triangulacdo Optica (1D) EC A
' lluminagdo Estruturada (2D) EC A
Sensores de
Movimento/Velocidade Radar - Doppler EC A
- Mede velocidade em
relacdo ao referencial fixo. Som - Doppler EC A
Sensores Baseados em Camera CCD/CMOS
Viséo A
oA - - Pacotes de Distancia Visual
- Distancia visual, analise EC P

de imagem, segmentacao,
reconhecimento de objetos.

- Pacotes de Seguimento de

Objetos

Quadro 1 - Classificagdo dos Sensores

Fonte: Adaptado de Sigewart e Nourbakhsh (2004) e Borenstein (1997).

Na Figura 1 pode-se observar um exemplo de robd comercial (o
Pioneer) com sensores tipicos encontrados na robética como sensores
inerciais (IMU), sonares, sensor de distdncia, sensores de contato e
encoders nas rodas.



2.1 CARACTERISTICAS DE DESEMPENHO

E importante saber as caracteristicas dos sensores, para melhor
avaliar qual é o mais adequado para a aplicagdo desejada e sua real
capacidade.

Uma caracteristica muito importante é o seu alcance dinadmico,
que é utilizado para avaliar os limites superior e inferior dos valores de
entrada durante a operacdo normal do sensor.

Na robotica mével essa caracteristica € vital para saber como os
sensores do robd operam em ambientes onde o robé sera inserido. Um
exemplo é o caso de sensores ultrassdnicos que possuem um valor
minimo de distancia e que podem fornecer dados falsos ao se aproximar
de objeto mais que o limite.

Outra caracteristica € a resolucdo do sensor, que consiste na
diferenca minima entre dois valores que sdo medidos pelo sensor. Se o
mesmo for lido através de uma porta anal6gica / digital (A/D), a
resolugdo do sensor sera quantos bits esta porta esta utilizando.

A largura de banda ou frequéncia é uma indicacdo da velocidade
da medicéo por segundo. Se a frequéncia for muito baixa, 0 desempenho
total do robd pode ser limitado, pois sua dindmica geralmente é baseada
no limite maximo de velocidade de sua largura de banda.

Estas caracteristicas podem ser obtidas em laboratorio e
estimadas para uma aplicagio no mundo real. Mas algumas
caracteristicas ndo podem ser estimadas e necessitam uma analise mais
complexa do sensor e do ambiente.

A sensibilidade do sensor é uma destas caracteristicas e indica
guanto uma mudanca no sinal de entrada altera o sinal de saida.
Infelizmente os sensores do tipo EC, se possuirem uma sensibilidade
razodvel, podem sofrer interferéncia externa ao robd ou de outros
sensores do mesmo, prejudicando o desempenho.

A sensibilidade cruzada ¢ um termo técnico utilizado quando ha
sensibilidade a fatores ndo desejaveis do ambiente. Um exemplo é uma
bussola magnética sendo utilizada para indicar a diregao norte, ao passar
perto de um imé, passara a ser influenciado pelo mesmo, indicando uma
leitura errada.

O erro no sensor é formalmente definido como a diferenca entre a
saida medida pelo sensor (Msensor) € 0 Valor verdadeiro (Vye). Ou seja,
err0 = Mgensor — Vreal- OS €rros podem ser sistematicos ou aleatérios,
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podendo o primeiro ser modelado matematicamente de forma precisa (&
deterministico) e o segundo pode ser modelado matematicamente de
forma estocéstica.

A exatiddo é definida como o grau de conformidade entre a
medida do sensor e seu valor real, sendo expresso em porcentagem do
seu valor verdadeiro. A exatiddo é obtida pela expressdo (1). O erro
pequeno corresponde a uma alta exatiddo.

|erro|
Vreal (1)

A precisdo é geralmente confundida com exatiddo, mas esta
relacionada a capacidade do sensor de reproduzir os mesmos resultados,
embora ndo sejam os verdadeiros.

Se considerarmos um erro com média de valor p e desvio padrdo
o, temos a definicdo formal de precisdo como indicado em (2), que
depende de o e da capacidade de alcance do sensor. Ou seja, nao
depende de .

exatiddo =1—

alcance
c )

Na robotica mével ocorre uma particularidade, onde os erros
aleatorios podem se tornar sistematicos. Podemos ter como exemplo um
sonar ultrassénico, onde 0 mesmo emite uma onda de ultrassom e mede
0 tempo para a mesma voltar ao sensor apos refletir em algum objeto,
sendo que pode ocorrer a medicdo de ondas secundérias por haverem
diferentes tipos e formas de superficies. Estas ondas podem alterar a
leitura do sensor. No caso do robd se movendo, este erro é bem comum
e estocastico. Se 0 mesmo ocorrer enquanto o robd estiver parado, esta
leitura errada se torna sistematica.

Ainda para simplificacdo da andlise de erros, 0s mesmos
geralmente sdo considerados de média zero e tendo probabilidade de
ocorréncia com distribuicdo gaussiana.

Os erros, deterministicos e estocasticos, podem ser classificados
em diversos tipos, de acordo com a sua origem [Nassar 2003], o0s
principais sdo:

e Erro de Sensibilidade: quando na pratica, o valor ¢ diferente
do valor especificado, mas o sensor ainda € linear;

e Erro de BIAS: ocorre quando a saida do sensor ndo é zero
guando a propriedade medida é zero;

preciséo =
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e Erro N&o Linear: quando o sinal de saida ndo é constante na
faixa de atuacdo do sensor;

e Erro Dindmico: ocorre quando a propriedade muda mais
rapido do que o sensor consegue acompanhar;

e Erro por Drift: ocorre quando o sinal do sensor sofre uma
deterioragdo ao longo do tempo, sem que haja modificagdo da
propriedade medida;

e Erro por Ruido: erro aleatdrio no sinal que varia com o tempo,
geralmente causado por interferéncias ou pelo meio em que se
encontra;

e Erro por Histerese: ocorre quando a propriedade medida muda
a direcdo da variacdo e 0 sensor possui um atraso para perceber
a mudanga, criando um offset em uma direcéo;

e Erro por Digitalizacdo: ocorre quando a saida do sensor é
digital e h4 uma aproximacédo da propriedade medida.

2.2 TIPOS DE SENSORES

Existem diversos tipos de sensores. Porém, a construcao
adequada da fusdo de sensores depende do entendimento a respeito do
seu funcionamento basico, incluindo os principais pontos fortes e fracos
de cada tipo de sensor. As principais categorias e a descricdo dos
detalhes dos principais sensores estao listadas abaixo.

e Sensores das Rodas e Motores: Estes sensores sdo
dispositivos que medem o estado interno do robd. Possuem
ampla aplicacdo além da robdtica moével, sendo de alta
qualidade, de baixo custo e excelente resolucéo;

e Sensores de Diregdo: Sensores de direcdo podem ser do tipo
EC (giroscopio e inclindmetro) ou PC (bdssola), e séo
utilizados para saber a orientacdo e inclinagcdo do robd. Estes
possibilitam com a informacdo de wvelocidade, integrar o
movimento e estimar a posi¢do. Este procedimento é conhecido
como dead reckoning;

e Sinalizadores Terrestres: Os sinalizadores terrestres utilizam a
interacdo dos sensores internos com sinalizadores em terra,
possibilitando saber a localizagdo precisamente. A tecnologia
atual consegue fazer com que se tenha uma precisdo de 5 cm
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em areas com quilémetros de metros quadrados. Este tipo de
sensor pode utilizar laser, radio frequéncia, entre outros sinais
para realizar esta interacdo. O mais utilizado é o GPS;

e Sensores de Distancia Ativos: S8o os sensores mais populares
na robotica moével, medem a distancia baseando-se no tempo do
sinal emitido ou por triangulacdo. S&o utilizados principalmente
para deteccdo e desvio de obstaculos. Fazem parte de sistemas
de localizagdo e modelagem de ambientes. Estes sensores s
devem perder espaco quando a tecnologia de sensoriamento por
visdo estiver mais desenvolvida;

e Sensores de Velocidade: Alguns sensores medem diretamente
0 movimento entre o robd e o0 ambiente, podem utilizar diversas
propriedades desde a variagdo de calor para detectar humanos, a
sensores de efeito Doppler. Estes sensores sdo mais utilizados
em veiculos autbnomos em estradas;

e Sensores Baseados em Visdo: Sensores baseados em visdo
estdo cada vez mais populares devido a evolucdo da
computacdo e de rapido processamento. Estes sensores
fornecem informag@es ricas do ambiente, possibilitando uma
interacdo maior. H& &reas na computacdo totalmente dedicadas
para a visdo computacional e reconhecimento de padrdes, mas
esta tecnologia ainda é recente e esta em fase de maturacéo.
Mas pode ser utilizada na rob6tica mdvel, para reconhecimento
de trajetdrias, atualizacdo de posicdo, deteccdo de pessoas e
obstaculos, entre outras aplicacoes;

e Sensores Inerciais Integrados: Este tipo de sensor mede as
unidades inerciais, fornecendo velocidade, aceleracdo e
deslocamento, de forma simples e rapida.

2.2.1 Encoder Optico (Odometria)

O encoder Optico é o dispositivo mais popular para medir
velocidade angular e posigéo a partir do motor, sendo classificado como
um Sensor de Rodas e Motores. E instalado geralmente no eixo do
motor e como se trata de um sensor proprioceptivo, a estimativa da
posi¢do é melhor se utilizado o referencial local do robd. No caso de ser
utilizado para localizacdo, os dados devem passar por correcdes e
filtragens.

Os sensores Opticos mais comuns sdao o incremental e o de
quadratura de fase. O primeiro ndo detecta sentido e consiste em um
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feixe de luz que é interrompido pelo disco. A seguida interrupgdo do
feixe de luz gera pulsos que sdo contados. E assim, sabendo o tempo
entre um pulso e outro, ou a quantidade de pulsos em um determinado
tempo, é possivel determinar a velocidade.

O segundo tipo, por quadratura de fase, consiste de dois feixes de
luz, sendo o segundo posicionado a 90 graus do outro. Assim, pode ser
comparado o formato de onda entre os dois para saber em qual sentido o
encoder esta girando.

Outro sensor € 0 encoder absoluto, que possui um disco com
perfuracdo complexa, € menos comum e é utilizado principalmente para
determinar posi¢do. Assim, é mais adequado para baixas velocidades e
uso ndo continuo.

Quanto as fontes de erros, segundo Ribeiro (1999), os erros
sistematicos deste tipo de medicdo ocorrem por haver didmetro desigual
ou desalinhamento das rodas, didmetro das rodas com valor diferente do
nominal e incerteza sobre 0 ponto de contato da roda. Por outro lado, os
erros nao sistematicos acontecem por movimentos em solos ndo
uniformes, sobre obstaculos inesperados no solo e escorregamento das
rodas devido a solo escorregadio, grandes aceleracfes do veiculo ou
rotacGes rapidas.

Emissor . Receptor

Figura 2 - Exemplo de Encoder
Fonte: Adaptado de Borenstein (1997).

Figura 3 - Exemplo de encoder absoluto
Fonte: Borenstein (1997).
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2.2.2 Bussola

E um sensor de direcio e os dois tipos de bissolas mais comuns
utilizadas na rob6tica mével séo a de efeito Hall e a de fluxo. O primeiro
analisa 0 comportamento em um semicondutor quando na presenca de
um campo magnético, o qual possibilita identificar a intensidade e
direcdo do campo magnético analisando a diferenca de potencial no
Sensor.

Mas este sensor, apesar de baixo custo, ndo possui uma boa
resolucdo e tem erros devido a ndo linearidade dos semicondutores.
Existem filtros e maneiras de lidar com este problema, mas resultam em
uma largura de banda baixa, ou seja, o sensor demora em fornecer 0s
dados.

Independente do tipo, o principal problema em usar o campo
magnético da Terra para navegacdo sdo os distUrbios causados pelos
campos magnéticos de outros objetos, além da limitacdo de largura de
banda e sua suscetibilidade a vibragdes. Procura-se evitar o uso de
bussolas para rob6s que sdo utilizados em ambientes internos.

2.2.3 Giroscopio e Inclinémetro

Os giroscopios séo sensores de direcdo que fornecem orientagéo
em relagdo a um referencial fixo, fornecendo uma medida absoluta da
direcdo de um sistema movel. Existem giroscépios mecanicos,
piezelétricos e dpticos.

O do tipo mecanico é baseado na conservacdo de momento,
medindo a mudangca no momento linear ou angular. Estes possuem o
problema de poderem ser afetados por vibragdes.

Ja no piezoelétrico ha um prisma interno e trés transdutores
piezoelétricos que convertem forca em eletricidade. Quando inclinado,
havera uma diferenca de oscilagdo entre dois transdutores, resultando
em uma tensdo de saida que indica a direcdo.

Os giroscopios opticos sdo relativamente recentes, tendo uso
comercial nos anos 80. Estes utilizam dois feixes de luz ou lasers, que
sdo afetados em sua frequéncia pela velocidade angular do cilindro
contando as fibras Opticas. Os giroscOpios mais atuais possuem
frequéncia e largura de banda além das necessidades de aplicagBes na
robética mdvel, tendo valores acima de 100 kHz de largura de banda e
resolugGes menores que 0,001 graus/h.

Os erros mais comuns neste tipo de sensor s&o por drift.
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2.24 GPS

O sistema de posicionamento global (GPS) foi inicialmente
desenvolvido para uso militar, sendo disponivel posteriormente para fins
civis. O sistema é constituido de 24 satélites (e mais quatro de reserva) a
uma altura de 20.190 km, é considerado um sensor do tipo sinalizador
terrestre.

Os satélites mandam um sinal sincronizado a todo instante.
Assim, utilizando trés satélites e o tempo necessario para que 0s sinais
cheguem ao receptor é possivel determinar sua posicdo. Mas para ser
mais preciso e realizar uma corre¢do no tempo, é utilizado um satélite a
mais, necessitando, portanto, de quatro satélites.

O fato de precisar ler a informacdo de quatro satélites
simultaneamente é uma limitagdo significante, jA que o sinal emitido
pelo satélite é fraco e qualquer obstaculo pode dificultar a leitura do
sinal. Portanto, lugares que possuem edificios altos, florestas densas e
lugares fechados tém dificuldade de sincronizacéo.

A resolucdo do GPS pode variar conforme a posicdo na Terra,
pois o0s satélites ndo estdo localizados com simetria perfeita em torno do
planeta, possuindo um desempenho melhor de leitura de latitude e
longitude nas regibes proximas aos polos e uma qualidade inferior da
leitura da altitude em relacéo as leituras em regides equatoriais.

Outra consideracdo no GPS é que o mesmo possui largura de
banda por volta de 5 Hz devido a sua laténcia de 200 a 300 ms. Para
robds répidos ou aéreos, € necessério realizar uma integracdo do
movimento para se ter um controle adequado.

2.2.5 Acelerébmetro

O acelerdbmetro é um tipo de sensor conforme o préprio nome
indica, mede a aceleracdo do corpo no qual estd anexado em
comparagdo com a gravidade. Existem dezenas de tipos de
acelerdmetros, enquanto o conceito e objetivo do acelerdbmetro sdo 0s
mesmos, a deteccdo da aceleracdo ¢ feita de maneiras diferentes como
por inducdo magnética, por piezoeletricidade ou ainda por capacitores
ou tecnologia de sistemas mecanicos microeletrénicos (MEMS).

Este sensor estd se tornando um dispositivo popular
principalmente com uso nos smartphones, notebooks, GPS, airbags de
carros, cameras digitais e outros dispositivos moveis.
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Gracgas a tecnologia MEMS, atualmente os acelerdmetros com
sensibilidade tri-axial estdo reduzidos a apenas um componente com
cerca de 15 mm3 e pesando apenas alguns miligramas.

O acelerdmetro possui algumas limitagdes segundo Figueireira
(2007), principalmente quando se trata de uma medi¢do de
deslocamentos e navegacdo inercial. Para calcular o deslocamento é
necessario separar a componente gravitacional da aceleragdo. E para
célculo do deslocamento, isto ndo pode ser realizado com eficiéncia
utilizando apenas um acelerémetro.

Segundo Figueireira (2007) seriam necessarios pelo menos seis
acelerdbmetros para esta aplicacdo. Com apenas um acelerdmetro, seria
possivel efetuar medicGes de deslocamento durante as quais a orientacdo
do referencial do sensor ndo varia (ou varia de forma conhecida). No
entanto, embora haja uma dupla integracdo para obtencdo da posicao,
um pequeno erro na leitura da aceleragcdo pode provocar erros muito
grandes em alguns segundos. Estes ainda podem ser mais acentuados se
houver variacOes de temperatura no sensor.

2.2.6 Ultrassom

O ultrassom é um sensor ativo de distancia e o funcionamento
basico deste sensor consiste em mandar pacotes de ondas ultrassdnicas e
medir 0 tempo que esse pacote de ondas demora a refletir e voltar ao
receptor. A distancia d do objeto que causa a reflexdo pode ser calculada
através da velocidade de propagagdo do som c e do tempo de voo t.

O sensor emite o0 pacote de ondas e possui um limite onde indica
gue o pacote estd terminando ou comegado. O receptor ao reconhecer o
padrdo e os limites, informa que recebeu o sinal e verifica quanto tempo
passou desde a sua emissdo, calculando assim com a velocidade do som,
a distancia percorrida.

O sinal destes sensores possui frequéncia em torno de 40 a 180
kHz e seus feixes de som se propagam como um cone, com angulos de
abertura de 20 a 40 graus. Possuem a limitacdo de poderem ser afetados
pelo material do objeto e o angulo de incidéncia da onda, sendo o
melhor caso quando a onda atinge um objeto perpendicularmente, o que
ndo ocorre 0 tempo todo.

A sua largura de banda fica em torno de 50 Hz no caso de apenas
um sensor e um objeto na sua frente, porém no caso de varios sensores e
calculos exatos para evitar interferéncia, essa taxa pode cair para 2,5 Hz.
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2.2.7 Laser

O sensor ativo de distancia a laser possui um desempenho melhor
que o do ultrassom, pois utiliza a luz ao invés do som. Este sensor pode
possuir trés maneiras de medir o tempo de propagac¢do do sinal, sendo
um método que envia um laser pulsado e mede o tempo de voo
diretamente, como no sensor ultrassdnico, mas sdo mais caros por causa
dos receptores proprios para este fim.

O segundo método é medir a frequéncia resultante entre uma
onda continua modulada por frequéncia (FMCW) e a reflexdo recebida.
Ainda se pode utilizar uma técnica mais fécil, a de mudanga de fase da
luz refletida.

A resolucdo destes sensores pode chegar a valores minimos como
0,5 graus ou menos, com resolugdo de profundidade de 5 cm ao longo
de alcance de 5 cm a 20m. Ainda existem modelos que fazem 25
varreduras em 180° por segundo.

No caso destes sensores as reflexdes indevidas dos sinais ocorrem
apenas em superficies muito polidas como monitor, gabinetes, espelho.
Outra limitacdo em relacdo aos sensores de ultrassom, é que estes
sensores ndo detectam materiais transparentes, ndo sendo adequado para
ambientes com muitos espelhos.

2.2.8 Sensores Inerciais Integrados

Um sensor de medi¢do inercial integrado possui em seu interior
varios sensores diferentes, consistindo geralmente de trés giroscopios,
magnetémetro (instrumento usado para medir a intensidade, direcdo e
sentido de campos magnéticos em sua proximidade) e trés
acelerdbmetros. Alguns modelos também apresentam GPS integrado ou
outros tipos de sensores como de temperatura e de pressao atmosférica.

Os sensores inerciais integrados podem receber varias
nomenclaturas como IMU, Inertial Mensurement Unit, Inertial Motion
Unit, Sensores Inerciais, Unidade de Medicdo Inercial, entre outros.
Para simplificar, é utilizado apenas o termo IMU quando se refere a este
sensor neste trabalho.

Este sensor pode atuar de varias formas, conforme o modelo e
fabricante. De forma geral operam de duas formas: fornecendo
diretamente as unidades inerciais de cada sensor interno ou passando as
informacbes ja filtradas e trabalhadas (fornecendo diretamente a
velocidade, aceleragdo e descolamento).
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A principal dificuldade encontrada nesse tipo de sensor é a
sincronizacdo com sensores externos e a calibracdo complexa dos
sensores de menor custo.

Figura 4 - Exemplo de uma IMU simples
Fonte: Micro Strain (2011)

Apesar de ser uma tecnologia com custo cada vez menor, 0s
precos dos sensores ainda possuem uma grande varia¢do de acordo com
a sua precisdo.

Uma lista criada pelo pesquisador francés Damien Douxchamps
(Douxchamps 2012) e mantida atualizada pelo grupo, mostra 0s
principais sensores atuais, sua capacidade e seu preco (quando
disponivel).

E possivel observar variacbes do valor entre U$100,00 &
U$2600,00 em uma IMU. Geralmente as de valor elevado possuem
aplicacdes militares ou aeroespaciais, que exigem extrema precisdo.

Para a robética mdvel, principalmente a terrestre, 0s sensores de
baixa precisdo possuem uma faixa de operacdo satisfatéria operando
com variacbes de até 150° /s nos giroscopios e no caso dos
acelerdbmetros, dentro da faixa de 5 G.

Figura 5 - IMU VN-100 da VectorNav.
Fonte: Vectornav (2012)

Foi selecionada uma IMU (Vectornav 2012) de baixo custo para
demonstrar algumas caracteristicas comuns nos modelos mais atuais
(Quadro 2).
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Propriedades Valores
Alcance Roll, Heading +180 °
Alcance Pitch +90 °
Precisdo Estética (Heading) | 2,0°
Precisdo Estatica (P&R) 0,5
Resolucdo Angular 0,05°
Repetitividade 0,2°
Largura de Banda 200 Hz
Capacidade Angular +500 °/s
Densidade de Ruido 0,005 °/s /NHz
Erro de Alinhamento +0,05°
Capacidade Aceleragdo 8¢
Densidade de Ruido 400 mg/\Hz
Erro de Alinhamento +0,05
Capacidade Magnética +2,5 Gauss
Densidade de Ruido 140 pGauss/\VHz
Erro de Alinhamento +0,05

Quadro 2 — Propriedades da IMU VN-100.
Fonte: Vectornav (2012)

Este sensor suporta combinacdes dos seguintes filtros e saidas:

— Angulos de Euler (Yaw - Guinada, Pitch - Arfagem, Roll -
Rolagem);

- Quatérnions;

- Matriz de Rotag&o;

- Filtros de aceleracéo, taxa angular, campo magnético e pressao;

- Filtro de Kalman Extendido (EKF);

- Calibragdo (automética e manual) para prevencao de disturbios
magnéticos ou dinamicos;

- Processamento de sinal adaptativo;

Neste trabalho foi considerado que no robd ha um sensor similar
a este, fornecendo informacGes ja filtradas sobre a velocidade angular e
linear do robd, ndo necessitando fazer transformagdes de coordenadas e
nem integragoes.

As fontes de erros nos sensores inerciais sdo constituidas em duas
partes: uma parte constante (ou deterministica) e uma parte estocastica.
A parte deterministica inclui fatores de BIAS e de escalonamento, que
podem ser determinados por calibracdo e removidos das leituras.
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A parte estocastica consiste de pequenas variagdes aleatorias dos
erros durante o tempo que podem ser modeladas estaticamente e
incluidas no modelo de erro da IMU para ser utilizado em um filtro de
Kalman.

Estes erros podem ser representados por ruidos brancos,
constante aleatoria, caminho aleatério, Gauss-Markov e por periodo
aleatorio.

Segundo Nasser [2003], para boa parte das aplica¢fes de sistemas
de IMU (com drift de 0,005-0,01 graus/h) um modelo de primeira ordem
de Gauss-Markov (GM) é utilizado para representar o erro. Isto também
é verdade para IMU de baixo custo (com drift de 100-1000 graus/h), no
entanto, um ruido branco também pode ser utilizado para estes casos.



3 FUSAO DE DADOS

A literatura sobre os processos de Fusdo de Dados é
relativamente recente e ha muita imprecisdo e divergéncia quanto aos
termos relacionados a fusdo de dados de sensores.

Os termos Fusdo de Dados (Data Fusion), Fusdo de Sensores
(Sensor Fusion), Integracdo de Multiplos Sensores (Multi-sensor
Integration), Fusdo de (Dados de) Multiplos Sensores (Multi-sensor
(Data) Fusion) e Fusdo da Informacdo, sdo utilizados para se referir &
variedade de técnicas, sistemas e aplica¢fes que visam & combinacdo de
informacges provindas de multiplas fontes de dados (Salustiano 2006).

A ideia precursora da Fusdo de Sensores é que através desta
técnica, se obtenha um sistema que fornega informacdes Uteis sobre
algum aspecto do ambiente ou no caso, do robé.

As vantagens desse tipo de integracdo podem ser resumidas como
sendo:

e Melhor tolerancia a falhas devido ao uso de mltiplos sensores,
pois caso algum falhe, os outros fornecem a informacéo correta;

e Maior confiabilidade, pois a leitura de um sensor pode ser
confirmada por outros sensores que efetuam a leitura do mesmo
ambiente;

e Combinagdo de informagfes, pois pode haver sensores que
mecam diferentes aspectos do ambiente, combinando para
fornecer uma nova informacao;

e Reduco de ambiguidade e na incerteza;

e Robustez contra interferéncia, pois pode haver diversos tipos de
sensores diferentes que ndo sdo afetados pelo mesmo tipo de
ruido;

e O custo de processamento, recursos computacionais ou
materiais podem ser menores ao se utilizar esse tipo de técnica.

Matematicamente é utilizada alguma técnica que considera
incerteza na informacdo (como redes neurais ou filtro de Kalman) para
produzir um conjunto de dados combinados (como se houvesse um
‘sensor virtual’).

Na robdtica, os robds tem que ser capazes de observar o
ambiente, tomar uma decisdo baseada nestas observacGes e atuar de
diferentes maneiras para atingir um objetivo. Assim, para poder navegar
de uma maneira mais eficiente pelo ambiente o robd pode possuir
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diversos sensores, de diversos tipos, medindo o mesmo estado ou
estados diferentes.

Mas o préprio modelo matematico do robd pode possuir alguma
imprecisdo associada ou a leitura de cada sensor possuir algum tipo de
perturbacéo, ruido ou falha. Isto causa um mau desempenho do robd.

Para diminuir os erros, nos sistemas lineares pode ser utilizada a
fusdo de dados através do filtro de Kalman (KF), e para 0 caso nao
linear pode ser utilizado filtros como o Filtro de Kalman Estendido
(Extended Kalman Filter - EKF) ou o0 Unscented Kalman Filter (UFK).

A formulagdo da fusdo de sensores deste trabalho foi adaptada
principalmente de Menegaldo (2008) e Welch (2006).

Assim, neste capitulo é feita uma introdugdo sobre a arquitetura
da fusdo de dados, sendo em seguida detalhado o funcionamento sobre o
algoritmo de combinagdo (o filtro de Kalman), sendo em seguida
detalhado o filtro de Kalman Estendido, o qual foi utilizado para realizar
a fusdo neste trabalho.

3.1 MODELOS DE FUSAO DE SENSORES

Os modelos de integracdo dos sensores podem ser agrupados pela
extensdo da ajuda que um componente tem na funcdo do outro. O
primeiro tipo de integracdo é o acoplamento de sistemas, ou seja, cada
sensor gera as suas proprias estimacdes, que dependem do modelo do
sistema, para ao final serem combinados. O segundo tipo de integracdo é
a combinacdo dos dados “brutos” dos sensores, independente do
sistema, realizando uma fusdo baseada, por exemplo, na correcdo da
velocidade medida por um sensor dado a leitura de outro sensor de
velocidade de maior precisdo, mas com menos disponibilidade.

H& vaérios tipos de arquiteturas para realizar a fusdo, em Abdel-
Hamid (2005) sdo citadas algumas para os casos de fusdo entre GPS e
IMU, para obtencdo das matrizes de posicéo, velocidade e aceleracéo (r,
v, a) de um veiculo terrestre autbnomo. Apesar de que para 0 GPS
algumas consideragdes adicionais devem ser tomadas como a largura de
banda, as arquiteturas definidas podem ser adaptadas para o0 caso de uma
fusdo com odometria e IMU.

Assim, a estruturas dos filtros podem ser caracterizadas de duas
maneiras: centralizado e descentralizado (Figura 6 e Figura 7
respectivamente). No primeiro, os dados de cada um dos sensores sdo
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recebidos “brutos” (sem nenhum processamento) na central, para depois
obter a solucdo, que no caso, € a estimacao da posi¢cdo do robé.

Em um sistema descentralizado é usada uma abordagem mais
sequencial, onde o resultado de sistemas individuais serve como entrada
de sistemas subsequentes. Como exemplo, a saida da odometria passar
por um filtro de Kalman para diminuir o erro e logo em seguida entrar
no filtro de Kalman da IMU no formato de correcdo. Para alguns casos
como sistema de deteccdo de falhas, de isolacdo e de correcdo, a
abordagem descentralizada é mais simples e geralmente € escolhida.

Mas segundo Abdel-Hamid (2005), o processo centralizado
oferece melhor desempenho em solugbes de navegacdo que
implementam um modelo de filtro de Kalman robusto. Os dois modelos
estdo exemplificados pela Figura 6 e Figura 7, sendo Pest, Vest € Qests 0S
vetores de posicdo, velocidade e aceleragdo estimados pelos sensores
para 0s trés eixos cartesianos.

Sem Corregcao  Corrigido

>
pes! ’vest ’aest pesx !Ve“ 1aesr

Odometria  Pe:Ve@e IITIVIRR T TE]
Filtro de Kalman

L -
Sem Corregao

Figura 6 - Arquitetura centralizada de IMU/Odometria.
Fonte: Adaptado de Abdel-Hamid (2005).

Ve a iai
A IMU Sem Corregao o ey Corrigido
.. pesl’ vest - aesl IMU pesl’ vesl . aes(

Figura 7 - Arquitetura descentralizada de IMU/Odometria.
Fonte: Adaptado de Abdel-Hamid (2005).
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Ha também algumas variagfes destes modelos, principalmente
realizando lacos entres os filtros ou diretamente com a IMU, ajudando a
refinar ainda mais os filtros. Apesar desta abordagem ndo ser utilizada
neste trabalho, a ideia de se utilizar a informagéo contida no filtro para
melhorar o desempenho do robd foi construida de maneira similar, mas
visando o melhor desempenho do algoritmo de SLAM.

A estrutura utilizada neste trabalho é semelhante ao da Figura 6,
com a diferenca nos tipos de dados fornecidos por cada sensor, que no
caso deste trabalho, ndo foi utilizado o vetor de aceleracdo a., da IMU e
desconsiderado os valores referentes a terceira dimenséo (eixo z).

Considerou-se também que a IMU ndo necessita de um processo
de interpretacdo de seus sensores internos (a mecanizagdo “NAV” nas
figuras, que transforma, por exemplo, forca em aceleracdo) e que sua
saida ja fornece os dados na forma de pPest, Vest € aest. COMO mencionado
anteriormente, os modelos atuais de IMU ja trazem essa fungdo de
fabrica, ndo necessitando construir essa etapa de processamento.

Visto como se organiza a estrutura da fusdo de dados, os
proximos itens abordam como sdo os algoritmos que realizam a
combinacao dos sensores.

3.2 INTRODUGAO AO FILTRO DE KALMAN

O filtro de Kalman (Kalman Filter - KF) surgiu na década de
sessenta, na area da engenharia elétrica relacionada a teoria do controle
de sistemas. Posteriormente, o KF foi inserido em diversas &reas, como
inteligéncia artificial e robdtica.

Resumidamente, o KF é um conjunto de equagdes matematicas
que constitui um algoritmo recursivo e eficiente para estimacdo, uma
vez que o erro quadratico é minimizado.

Ha dois tipos principais de variaveis utilizadas para a estimacao,
as variaveis diretamente mensuraveis e as variaveis que representam os
estados do robd e que ndo sdo diretamente mensuraveis.

No KF podem ser estimados os estados passados, 0 estado
presente e mesmo previstos os estados futuros, dependendo da
aplicacdo. Além disso, é um procedimento aplicavel quando os modelos
do sistema estdo escritos sob a forma de espago-estado.

As equacbes podem ser agrupadas em dois tipos distintos:
equacles de predicdo e equagdes de atualizacdo da medicdo ou de
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corregdo. Estes dois grupos de equagdes funcionam em conjunto, uma
alimentando a outra com novas informacgoes.

As equacdes de predicdo sdo responsaveis pelo avanco das
variaveis de estado e das covariancias no tempo para se obter as
estimativas a priori. As equacOes de atualizagdo trazem informacGes das
medicgBes e as incorporam nas estimativas a priori para obter um ganho,
que é utilizado para fazer a estimacg&o posterior.

Considera-se um sistema na forma de (3) e (4), onde X, é o vetor

de estados do sistema, F é o modelo de transicdo de estados, B € o
modelo das entradas de controle, u é o vetor de controle, m é o ruido do
processo, assumido como sendo amostrado de uma distribuigdo normal
multivariada de média zero e covaridncia Q, Y é o vetor de observacéo,
H é o modelo de observagdo, n é o ruido da observacdo, assumido como
sendo um ruido branco gaussiano de média zero e covariancia R.

O primeiro passo € atualizar as equagdes para 0 novo instante,
estimando um novo X. A equagdo do estimador a priori é dada em (5),

sendo 5(;_1 0 estimador corrigido de X, , (do instante anterior),
baseado nas informagdes obtidas ao longo das interagdes.

X, =FX,,+Bu, , +m, , ©)
Y, =HX, +n, (4)
X, =FX;,+Bu,, ()

Em seguida é calculada a matriz de covariéncia a priori dos erros das
variaveis de estados, dada por (6).

P =FP,F +Q ©)

Estas duas Ultimas equagdes sdo responsaveis pela atualizacdo no
tempo, ou seja, pela predi¢do do instante k-1 para o instante k. Quando é

recebida uma observacdo Y, , o estimador pode ser corrigido utilizando as

equacdes (7), (8) e (9), que representam o ganho de Kalman, o estimador a
posteriori (corrigido) e a matriz de covariancia a posteriori.

K, =PeH (HPH +R,)” @
X =X +K, (Y, —HX}) (8)

P =(1-KH)P, (9)
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Equacgdes de Atualizagdo no Tempo Equacdes de Atualizag&o das Medigdes
(Previs&o) (Corregéo)
Avanca estado no tempo: Calcula o ganho de Kalman:

: Ki = P H'(HP{ H' + R))™!
Xe = FX{_+Buy_, k k % %
Atualiza a variavel de estado:
Avanga a covariancia no tempo:
v =X + K (Y — HXY)
P =FP_F'+Q

Atualiza a matriz de covariancia:

X P = (I — KeH)P

Estados Iniciais:

X§ePs

Figura 8 - Resumo do filtro de Kalman.

O resumo sobre o algoritmo do filtro de Kalman esta apresentado
na Figura 8. Esse procedimento é utilizado para sistemas lineares, para
casos ndo lineares é necessario realizar uma linearizacdo do sistema,
guando a aproximacdo é feita por expansao da série de Taylor recebe a
denominacdo de Filtro de Kalman Estendido (Extended Kalman Filter -
EKF). Ha outras formas de linearizagdo como, por exemplo, o
Unscented Kalman Filter (UFK), no qual realiza uma aproximacao
estocastica através do uso de processos estocasticos de regressao linear.
Mas neste trabalho sera apenas descrito em detalhes o EKF.

3.3 FILTRO DE KALMAN ESTENDIDO

Este é o algoritmo de fusdo de dados utilizado neste trabalho.
Primeiramente o EKF necessita que o sistema esteja na forma discreta,
em forma de espaco de estados (como o KF no item anterior). Assim o
espaco de estados X e modelo de observagdo Y, podem ser
representados como (10) e (11).

Xk :f(xk—l’ Uy mk—l) (10)

Y, =h(X,,n,) (11)
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Onde f e h sdo fungdes ndo lineares, u € o vetor de controle, me n
sdo ruidos do processo e das medidas respectivamente. Estes sao
aleatoriamente gaussianos, de média zero e nao correlacionados. Como
m e n, ndo s&o conhecidos para toda amostra, 0 modelo do sistema pode
ser aproximado para (12) e (13).

S(E = f(kﬁ—l' uk—l! O) (12)

Onde X;, é o estado estimado a posteriori da amostra k-1

(anterior) e X, € o estado estimado a priori da amostra atual. Estas
equacdes podem ser linearizadas a cada amostra em torno de (12) e (13),
obtendo as matrizes jacobianas A e C linearizadas a cada interacdo.
Assim, temos as matrizes Jacobianas A e M como sendo as derivadas
parciais de f em relacdo a X e m, e as Jacobianas C e N as derivadas
parciais de h em relacdo a X e n respectivamente, deixando o sistema na
forma de (14) e (15).

X = )~(; +A, '[XH - XL ] +M,,-m, (14)

Y, =Y, +Cy [ X, =X |+ N -n, (15)
A partir destas equacdes, pode se chegar as equacbes do

algoritmo. Assim, o algoritmo do filtro EKF, como descrito em Welch
(2006) e Menegaldo (2008), segue a sequéncia:

e  Escolha de um valor inicial para X; e P; (0).

e Calcule os estados estimados, equagéo (12).

e Medir os valores de Y, dos sensores.

e Estimar a matriz de covariancia de erro Q, , e R, (processo e
medicao).

e Calcular no instante anterior as matrizes jacobianas Ay.1, My €
do instante atual, Cy & Ny.

e Calculo dos residuos da covariancia a priori, equacéo (16).

PI: = Ak—l ) Pk+—1 'AI-l + Mk—l 'Qk-l ’ 'V'I_l (16)
e Achar o ganho de Kalman, equago (17).

K, =P, -Cl[C,-P -Cl+N,-R,-N; | (17)
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e Calcular o estado a posteriori, equagéo (18).

X =X, + K, -[Y, —h(X,,0,K)] (18)
e Célculo da covariancia a posteriori, equagéo (19).
P =[I-K,-C]-P¢ (19)

e Retorna ao segundo item.
3.3.1 Aplicacao a Robdtica Movel

Para a simulagdo neste trabalho foram feitas algumas
consideragdes, como por exemplo, a simplificacdo de Q e R para
matrizes fixas. Essas matrizes representam a confiabilidade no modelo e
no sistema de medigdo, pois ambos afetam diretamente o ganho de

Kalman K, . Quanto maior for o ganho K, , maior sera o peso das

corregBes das medigdes sobre as estimagdes do modelo.

Ainda é importante mencionar que os valores iniciais de P e X, e
as matrizes Q e R s@ sdo possiveis de serem exatamente estimadas
através de uma identificacdo do sistema, portanto para cada aplicacdo €
necessaria uma calibracdo dos valores.

O modelo robd utilizado foi baseado no modelo cinemético de
um rob6 diferencial. Assim, a matriz de estados do sistema fica na
forma da equacdo (21) que equivale a equacdo (22).

Xy = ek

W, (20)

Figura 9 - Pose de um rob6.
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A pose do robd consiste em sua posi¢ao no eixo X, sua posi¢cdo no
eixo y e sua orientacdo em relacdo ao eixo X, como demonstrado na
Figura 9.

w
% . X, VAL -cos(ek +A; 7")
Y Y Wi
VAL 0, +A; —
O |=] O |+ T Sen( ‘ T2 j
Vi Vi Ay -wy
Wi Wy 0
0 (21)
X =X +1(X,) (22)

As varidveis x, y e 6 correspondem & posicdo e ao angulo do
robd, v e w sdo as velocidades linear e angular do robd, A, o tempo de
amostragem e X o vetor de estados do sistema.

O modelo de observacdo, baseada na leitura da IMU e da
odometria, € descrito em (23) para o caso da leitura dos sensores e (24)
para o caso da estimacdo baseado nos estados estimados.

Q,
v, =| %
k 7\,k
e (23)
000 1/r, B/@2r) yf
. 000 1/r, —B/@21)|| "
MXe0K=1y 5 o 1 o [ %
Yy
000 O 1 . (24)
k

No modelo de observacdo, as variaveis medidas pela odometria
sdo as velocidades angulares da direita e esquerda (Q,e Q,). As
variaveis medidas pela IMU sdo a velocidade angular o e a velocidade
linear A .A variavel , B é a distancia entre as duas rodas, r é o raio das
rodas e Y € o vetor de observacao.
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Um aspecto importante nesta formulacdo é a correcdo do filtro
que é baseada na diferenca entre a leitura obtida dos sensores Y, e um

vetor de observagdo Y, criado a partir dos estados estimados, utilizando

a fungdo h(X, ,0,k). Algumas outras variacdes também podem ser

utilizadas, como por exemplo, fazer a correcdo no filtro baseado no erro
resultante da diferenca entre a leitura das velocidades da odometria e a
leitura das velocidades pela IMU.

Adicionando os valores na equacdo (18) (do EKF), a nova
equacao fica na forma de (25).

Lk Q) (00 0 1/r, B/21) )| K
~+ Yf Q, | |00 0 1 -B/2r)||
Ni:?fJ”Kk A | l000 1 o ||
el o )l000 0o 1 %
Wk Wk

(25)
3.4 APLICACOES E CONCLUSAO

A aplicacdo de fusdo de dados em sensores ja é realidade em
muitos sensores de Ultima geragdo. As IMU fornecem opcao para que se
conectem sensores de odometria e se realize a fusdo no prdprio sensor,
evitando gastos computacionais para o controle central.

Esta nova maneira de se projetar os sensores também possibilita
uma maior modularizacdo do robd, sendo que varios componentes
podem ser reaproveitados em diversos robds sem a necessidade de uma
total reconfiguracéo.

Este conceito também foi utilizado por Norvig (2010) em seus
carros automatizados, campefes do desafio DARPA nos Estados
Unidos.

Neste trabalho é realizada a fusdo de dados por EKF entre a
odometria e a IMU para melhorar a estimacdo da trajetoria do rob0.
Assim, o vetor de estados corrigido a cada instante k é repassado para
um algoritmo de SLAM que utiliza estes dados em vez de uma leitura
direta do sensor de apenas um sensor.



4 LOCALIZACAO E NAVEGACAO

O entendimento da localizacdo e da navegagdo é importante para
a compreensdao do SLAM. A localizacdo auxilia na construcdo do
algoritmo do SLAM e na forma que o robd e 0 mapa sdo representados,
Os conceitos da navegacdo, por outro lado, sdo utilizados para
construcdo da trajetéria e para criar critérios para avaliar os mapas
gerados pelo SLAM.

Nesta primeira parte, é descrito a navegacao de forma global e os
conceitos que sdo utilizados na navegacdo e na localizagdo. Apos a
representacdo do robd e do ambiente sdo descritas, com foco na
representacdo por grade de ocupacdo, que é a representacdo utilizada
neste trabalho. Ao final é discutido em detalhes 0 método de criacdo de
caminho pelo Wavefront e dos algoritmos que originaram 0 mesmo.

Quando se trabalha com navegacdo em robotica mdvel, pode-se
ter dois tipos de abordagens: uma baseada em localizacdo e mapas pré-
definidos; e outra estabelecida por comportamentos (Choset 2005).

A navegacdo baseada em comportamentos assume que 0S
sensores e efetuadores possuem muitos ruidos, informacdes limitadas ou
baixa capacidade de processamento, assim se deve evitar construir um
mapa geomeétrico para localizagdo. Alternativamente, sugere-se projetar
um conjunto de comportamentos para navegar. Nesta técnica € suposto
gue exista uma solucdo pré-definida para o problema de navegacdo
apresentado. Como por exemplo, ao se tentar ir de uma sala A a uma
sala B, ao invés de se projetar um mapa geométrico e se localizar, pode-
se fazer o rob0 seguir a parede e ao chegar a sala ativar algum sensor,
indicando ao rob6 que a navegacao foi concluida.

A solucdo pode ser obtida de maneira simples e rapida para
ambientes pequenos e com pequenos ndmeros de objetivos. Mas sofre
grandes desvantagens, a primeira é que o método de navegacdo ndo
pode ser transportado facilmente para outros ambientes, ou ser aplicado
a ambientes maiores.

Em contraste, a navegagdo baseada em localizagdo inclui um
mabdulo de cognicdo e localizagdo. Neste tipo de navegacdo o robd
explicitamente tenta se localizar a partir dos dados do sensor,
atualizando assim uma crenca (Belief) a respeito de sua posi¢do no mapa
(Choset 2005).

Ao ser explicita, a localizacdo do robd fica disponivel a qualquer
momento para o operador humano e a propria existéncia de um mapa
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possibilita a mudanca facil de comandos durante a navegacdo e a
adaptacdo para um novo ambiente.

A desvantagem esta no grande custo de desenvolvimento inicial,,
gue pode ser compensado pela facilidade de adaptacdo. Além disso, €
assumido pelo robd6 que o mapa foi desenvolvido e informado
corretamente (Thrun 2005).

Comunicagdo I—
Descobrir Novas Areasl—
m Detectar Objetivo —|—
Desviar de Obstaculos l—
Seguir Parede |—

Coordenagdo / Fusdo

Figura 10 - Navegagdo baseada em comportamentos.
Fonte: Adaptado de Choset (2005).

Percepgao |
Locallzagao / Mapa
Sensores, Atuadores
Cognigao / PIaneJamento

I Controle do Movimento

il

Figura 11 - Navegagdo baseada em localizacao.
Fonte: Adaptado de Choset (2005).

4.1 REPRESENTACAO DE CRENGAS

A principal questdo que diferencia os varios tipos de sistema de
localizagdo baseados em mapas € a representacdo do ambiente e a
representacéo das crencas.

A primeira esta relacionada a como o ambiente no qual o robd
esta inserido sera representado e a segunda esta relacionada a crenca de
sua posicdo no mapa, se o0 robd identifica apenas uma posi¢do como sua
posicdo atual ou se ha multiplas opg6es, e neste caso, como as multiplas
posicOes estdo organizadas.
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As decisbes envolvendo estas duas questbes resultam em uma
vasta gama de complexidade arquitetural, computacional e de preciséo.
Os dois principais ramos existentes sdo o0 de hip6tese Unica e de
maltiplas hipéteses.

Na Figura 12 sdo indicados alguns tipos de representacdo de
crengas a respeito da posicdo do robd, sendo (a) um mapa continuo com
crenca de hip6tese Unica, (b) mapa continuo com crenga de multiplas
hipoteses, (c) mapa de grade discreto com valores probabilisticos de
todas as possiveis posicdes do robé e (d) um mapa topoldgico discreto
com valores probabilisticos para os possiveis nos.
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A/\A /\ position x

t t t i } |
position x
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probability P

A B c D E F G

Figura 12 - Representacdo de crencas a respeito da posicao do robd.
Fonte: Siegwart (2004)

4.1.1 Crenca de Hipotese Unica

Este tipo de representacdo é a mais direta possivel da posicdo do
rob0, pois a apresenta como um Unico ponto no mapa.

A principal vantagem desta representacdo é que nao ha abertura
para ambiguidades, portanto é facilitada a atualizagdo da crenga do robd
em relacdo a sua posi¢do. Isto ajuda na decisdo no nivel cognitivo do
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robd, pois este assume que a crenga estd correta e baseia suas agdes
futuras na sua Unica posic¢ao.

A desvantagem estd no fato de que os sensores e atuadores
geralmente possuem ruidos que geram incertezas a respeito da posi¢éo
do robd. Portanto é muito dificil atualizar uma Unica posi¢do e assumir
gue esta correta.

4.1.2 Crenca de Multiplas Hipdteses

Nesta representacdo sdo assumidas varias hipoteses da posicao
atual do rob6. A representacdo da posicdo do robd pode ser feita por
varios tipos de distribuicdes, como a gaussiana. A distribuicdo em cada
posicao representa a probabilidade do robd estar naquele local.

Alternativamente podem-se utilizar marcadores discretos para
cada possivel posi¢do. Neste caso cada posi¢do do robd possui um nivel
de confianga ou de probabilidade.

A vantagem das técnicas de multiplas hip6teses é que o robd
explicitamente mantém a incerteza em relacdo a sua posi¢ao, permitindo
gue informacdes parciais sejam incorporadas a atualizacdo da crenga.

Como observado na Figura 13, a imagem da esquerda representa
0 movimento real do robd, ja a partir da segunda imagem é representada
as possibilidades sobre a posicdo do rob6 que é cada vez mais restrita a
medida que este de desloca e recebe a leitura dos sensores.

i | [ | M | mim

Caminho do Robd Crenga nos instantes 2, 3 e 4

Figura 13 - Exemplo de localizagdo de multiplas hipéteses.
Fonte: Adaptado de Siegwart (2004)
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4.2 REPRESENTAGCAO DO MAPA

O problema de representar o ambiente no qual robd se locomove
afeta diretamente na dificuldade de representacdo da posi¢cdo do robé.
Frequentemente a fidelidade da representacdo da posicdo do robd estd
ligada a fidelidade do mapa.

Trés relagBes devem ser corretamente observadas ao se escolher
uma representacdo do mapa: a precisdo deve corresponder a precisao
necessaria para o roh0 atingir seus objetivos; a precisdo do mapa e o tipo
de recursos representados devem corresponder a precisao e aos tipos de
dados retornados pelos sensores do rob6; e por Gltimo, a complexidade
da representacdo do mapa tem um impacto direto na complexidade
computacional de processar 0 mapeamento, localizagéo e a havegagao.

4.2.1 Representacdo Continua

A representacdo continua é um método de decomposicédo exata do
ambiente, ou seja, uma posicdo no ambiente é descrita precisamente no
espaco continuo, representando todos o0s objetos do ambiente.
Atualmente, esta técnica é utilizada apenas para mapas 2D devido ao
custo computacional. caso a reducdo do processamento seja necesséria,
0 mapa pode ser simplificado/decomposto em apenas 0 necessario para a
navegacdo do robd, como no caso da Figura 14, onde o mapa €
decomposto em algumas linhas.

T M= l___ I | l

— = )
- |

g (a) (b)

=] 1

Figura 14 — Simplificacdo do mapa continuo.

Fonte: Choset (2005)

4.2.2 Estratégias de Decomposi¢cdo Comuns

Uma forma de simplificacdo de mapas é a abstracdo, onde se faz
uma decomposicdo selecionando apenas algumas caracteristicas
importantes do ambiente. A desvantagem deste tipo de técnica é a perda
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de fidelidade entre 0 mapa e o mundo real e a principal utilidade é a
reducdo computacional e simplificacdo, caso o0 planejamento da
abstracéo seja cuidadosamente feito (Choset 2005).

Uma das técnicas de abstracdo é a de decomposicdo por células
exatas, onde o ambiente é aproximado pelos limites definidos pelas
células em pontos geométricos criticos, como indicado na Figura 15.

Figura 15 - Exemplo de decomposicdo exata de célula.
Fonte: Choset (2005)

Cada éarea livre é representada como um no, desta forma o robd
ndo necessita saber a sua posi¢do na area, e sim apenas a habilidade do
robd para atravessar de uma area para qualquer area adjacente.

Para casos em que a geometria do ambiente ndo é necessaria, ha
uma alternativa chamada de decomposicdo topoldgica, que evita a
medicdo geométrica direta do ambiente.

Formalmente a representacdo topoldégica é um grafo que
especifica duas coisas: n6 e conectividades entre estes n6s. Os nos séo
utilizados para denotar areas no ambiente e 0s arcos sdo usados para
denotar adjacéncia entre um par de nés. Quando um arco conecta dois
nos, significa que o robd pode passar de um nd a outro sem atingir
obstaculos (Choset 2005), um exemplo é a Figura 16.

Y

71, ¢ .\

- O—O—0—G

Figura 16 - Exemplo de mapa topoldgico.
Fonte: Choset (2005)
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Para navegar pelo mapa topolégico robustamente, o robé deve
satisfazer duas condi¢fes. Primeiro que o mesmo deve ter meios para
detectar a sua posicdo atual em termos de n6é do grafo topoldgico.
Segundo, ele deve ter meios para navegar entre 0s nos.

Um meio de contribuir para mapas topoldgicos é a insercdo de
marcadores visuais, para sistemas que possuem sensores Visuais,
auxiliando assim, na criagcdo de nds para o grafo.

4.2.3 Mapa de Grade

Uma forma popular de decompor o ambiente é a decomposicao
fisica onde o mundo é discretizado em células que serdo preenchidas de
acordo com a presenca de obstaculos. A desvantagem é que lugares
estreitos que poderiam oferecer passagem ao rob6 ndo sdo mostrados na
decomposicdo (Figura 17). Ha também uma versdo com tamanho de
células variavel chamada de decomposicdo com células adaptativas
(Figura 18).

stadt | H

goal |

Figura 17 - EXémpib de décomposi¢éb fixa.
Fonte: Choset (2005)

start I

= goal

Figura 18 - Decomposi¢do com células adaptativas.
Fonte: Choset (2005)

Uma versao popular da discretizacdo fixa é a grade de ocupacao
(Occupancy Grid) onde o ambiente € discretizado em pequenas células
indicando se ha presenc¢a ou ndo de obstaculos (Figura 19). Esta técnica
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é particularmente eficaz se o robd estd equipado com sensores de

distancia.
Cﬂ/gljﬂ/\ ¥

" -y’
\ -

o

Figura 19 - Exemplo de mapa por ocupacéo de grade.
Fonte: Grisetti (2007)

Nesta técnica as células sdo atualizadas diretamente pelo sensor,
que sdo preenchidas podem assumir valores entre 0 e 1, sendo o valor
“0” quando h4 certeza que ndo h& obstéaculos, 0,5 quando a presenca de
obstaculo é desconhecida e o valor de “1” quando se tem certeza que ha
um obstaculo. A célula pode ser decrementada ao receber leitura de livre
pelo sensor ou incrementada se receber um valor positivo. Isto
possibilita detectar obstaculos transientes.

A desvantagem ao se usar decomposicao fixa é a necessidade de
se utilizar uma meméria a parte para armazenar os dados da célula e que
€ necessario estabelecer um tamanho de grade a priori, independente
dos detalhes do ambiente. Também ndo é indicado para casos onde a
geometria ndo é a informacg&o mais saliente do ambiente.

Pela facilidade de representacdo que este método possui, este foi
escolhido como forma de representacéo neste trabalho. O robd percorre
as posicoes de forma continua que entdo sdo discretizadas para o seu
equivalente no mapa de grade.

4.3 METODOS DE NAVEGACAO

A navegacdo na robdtica mdvel pode ser dividida em duas
grandes areas: a navegagao em uma area ja conhecida, onde é necessario
apenas calcular a melhor trajetéria até o ponto desejado e a navegacdo
em regides desconhecidas, onde busca-se realizar um planejamento
dentro do que se conhece do ambiente para explorar adequadamente e
atingir um ponto desejado na regido desconhecida. Esta secdo revisa
brevemente os métodos de navegacdo propostos nestas duas areas,
focando apenas no Wavefront. Foi utilizado como referéncia o material
de Choset et al. (2005), Norvig (2011) e Thrun (2005).
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4.3.1 Navegacdo em Regides Exploradas

As técnicas mais utilizadas de navegagdo em regides conhecidas
sdo as funcdes potenciais (ou de custo) e os Roadmaps. A primeira é
baseada na representacdo em grade e a segunda pode ser utilizada para
representacGes topolégicas, continuas ou de grade.

Os Roadmaps sdo algoritmos que criam rotas e nés, o rob6 vé um
algoritmo de Roadmap como um carro vé uma rota de viagem, podendo
somente utilizar as rodovias construidas para transitar entre as cidades.

Os nobs e os trajetos podem se basear na forma geométrica do
ambiente, em pontos de referéncia ou anélise probabilistica.

A funcéo potencial é uma funcéo diferencial com valor real que
pode ser vista como uma energia e, portanto o seu gradiente é a forca. O
gradiente é um vetor que aponta em direcdo na qual localmente
maximiza uma funcdo. Esse gradiente € usado para criar um campo
vetorial, que atribui um vetor para cada ponto no mapa.

Os gradientes podem ser vistos intuitivamente como fungfes que
direcionam o robd como se fosse uma forca atuando em uma particula
carregada positivamente sendo atraidas para um objetivo carregado
negativamente.

O problema desta técnica é a existéncia de minimos locais, que
ndo levam o robd ao ponto desejado. Para resolver este problema se
pode construir o campo vetorial com alguma modalidade de busca
planejada. Apesar de ser uma solugdo completa, este exige o
conhecimento completo do ambiente antes do planejamento.

Os algoritmos de planejamento podem ser estocasticos ou
deterministicos.

O planejador estocastico considera que had uma probabilidade do
movimento planejado para o rob® ndo sair conforme o planejado,
fazendo com que o rob6 possa ir para uma célula diferente.

O algoritmo estocastico mais simples utilizado atualmente é
chamado de processo de decisdo de Markov (Markov Decision Process -
MDP) (Thrun 2006).

Aplicado & navegacdo, este algoritmo assume que ao mudar de
estado, o robd pode ter uma probabilidade grande de seguir o caminho
determinado previamente. Porém ha chances do mesmo se desviar do
caminho e parar em outras células.

O algoritmo deterministico ndo considera varias possibilidades,
sendo que o seu planejamento é simples e direto. Foi escolhido trabalhar
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com algoritmo deterministico para ndo inserir um grau de complexidade
além do necessario, jA que o trajeto a ser realizado € pequeno e €
utilizado apenas para criar a trajetéria de referéncia.

O planejador deterministico aplicado para os mapas de grade
possui algumas formas de calcular a funcéo de custo que podem variar
de acordo com a heuristica do planejador.

Primeiramente, o planejador escolhe como determinar a relagédo
entre as vizinhangcas de uma célula, podendo optar pela escolha de
vizinhanga direta ao norte, sul, leste e oeste (conectividade de 4 pontos)
ou considerar também as diagonais (conectividade de 8 pontos) (Figura
20).

nl n2 n3 nl n2 n3
‘ " - i - nG
n7 ng n9 n7 ns n9

Figura 20 - Conectividade de 4 e 8 pohtos.

Um dos primeiros algoritmos de planejamento é o Brushfire
(Figura 21), onde é atribuido o valor 1 para as células ocupadas, sendo
incrementado o valor de suas vizinhangas livres, que depende da
conectividade. Assim, segue-se a propagacao dos valores e o incremento
das vizinhancas livres até o mapa estar completamente preenchido.
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Figura 21 — Exemplo do algoritmo Brushfire.

Este método até o momento ndo trata com o problema dos
minimos locais, para isto ¢ utilizado o método Wave Front. Este método
assume que as células da posicdo inicial e final sdo conhecidas,
atribuindo ao objetivo o valor de 2 e preenchendo a vizinhanga de forma
semelhante ao Brushfire, mas partindo do objetivo, até todos 0s espagos
livres obterem um valor. Essa solucdo resolve o problema de minimos,
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mas requer tempo e armazenamento que é exponencial aos numero de
dimensdes do espaco.

Figura 22 - Algoritmo Wave Front.

Este algoritmo considera células parcialmente preenchidas como
obstaculos e dependendo da margem de seguranca que se deseja ter e do
tamanho das células, pode-se determinar uma margem de uma ou mais
células como células com obstaculo para evitar possiveis contatos entre
0 robd e um obstaculo.

4.3.2 Navegacgdo em Regites Nao Exploradas

Para regifes ndo exploradas geralmente sdo utilizados algoritmos
gue buscam fronteiras, ou seja, o limiar entre a regido conhecida
(valores com 0 e 1 na grade) e o valor de regido desconhecida (0,5).

Um algoritmo que se destaca nesta formulagdo, é o de Fronteira
mais proxima, o qual sempre direciona o robd para a fronteira com
menor distancia ao rob6. Assim que este atinge a posicdo determinada,
faz-se uma nova leitura do ambiente, sdo verificadas se novas
informacBes foram adquiridas e determinam-se a existéncia de outras
possiveis fronteiras proximas e segue para o seu préximo objetivo.

Uma vasta revisdo destes métodos pode ser obtida em Holz
(2010).

4.4 APLICACAO E CONCLUSOES

Este capitulo teve como objetivo, primeiramente revisar alguns
conceitos de representacao de mapas e de representacdo de crengas para
um melhor entendimento sobre a atuacdo do SLAM, ja que o algoritmo
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utilizado neste trabalho tem uma abordagem de multiplas crencas e
utiliza mapas de grade para representar o ambiente e o robé.

Como mencionado anteriormente, foi escolhido utilizar a
representacdo por mapa de grade pela facilidade de incorporagdo ao
SLAM e para ser possivel construir uma ferramenta para avaliacdo das
simulacGes realizadas. Este tipo de representacdo também pode ser
facilmente integrado a redes Bayesianas, e no Apéndice C é realizada
uma revisdo sobre as redes e de como podem ser integradas ao mapa de
grade.

A navegacdo do rob0 é necessaria para fazer o mesmo se
locomover pelo ambiente, sendo utilizado o algoritmo Wave Front para
realizar um movimento bésico, podendo futuramente ser trocado por
algoritmos probabilisticos para uma melhor integracdo com o algoritmo
de SLAM. Vale ressaltar a importancia de saber como avaliar é possivel
avaliar, de uma forma autbnoma, os resultados obtidos pelo
mapeamento de uma regido, principalmente, de como isto afetaria uma
possivel navegacdo do robd.

A margem de seguranca geralmente criada por planejadores
possibilita a suposicdo que a navegacdo ndo sofrera prejuizo caso haja
um erro de mapeamento com espago de uma célula. A avaliacdo dos
mapas é descrita em detalhes em capitulos posteriores.

No proximo capitulo é apresentada uma introducdo ao SLAM e
ao algoritmo utilizado no trabalho.



5 SLAM

O capitulo engloba uma breve revisdo sobre o problema do
SLAM e as atuais solucbes para que na sequéncia 0s conceitos basicos
de um filtro de particulas sejam revistos, por estes serem a base do
algoritmo utilizado neste trabalho, o qual é detalhado no item
subsequente. Finalmente, é descrita a integracdo entre o algoritmo de
SLAM e o de fusdo de dados e as consideragdes finais.

A localizacdo e mapeamento simultaneo (SLAM) é um problema
fundamental na robética e provém do problema do robd nédo ter acesso
ao mapa do ambiente e de ndo saber a sua propria localizagdo. As
solugdes para o SLAM surgiram da evolucdo dos algoritmos para
mapeamento de ambientes com posi¢des conhecidas e da localizagéo do
rob® em um mapa pré-definido.

Em relagdo ao mapeamento, a sua origem comegou de duas
formas, sendo a primeira com o trabalho de Smith e Cheeseman (1986),
no qual sugeriram o filtro de Kalman para o problema do SLAM. Esse
algoritmo foi primeiramente implementado por Moutarlier e Chatila
(1989), possuindo algumas variagbes e aprimoramentos Nnos anos
posteriores. A segunda origem comegou com o desenvolvimento da
representacdo por grades de ocupagdo, para mapas probabilisticos, no
qual especifica a probabilidade de cada posicéo (X, y) estar ocupada por
um obstéculo (Moravec e Elfes, 1985).

Quanto a localizagdo, as primeiras técnicas que surgiram sao
revisadas por Borestein (1996). Uma destas, o filtro de Kalman, foi um
conhecido método na teoria de controle por décadas, mas a formulag&o
da teoria no problema da localizagcdo ndo apareceu na literatura até
muito tempo depois, através do trabalho de Dean (1990) e de Simmons
(1995). Alguns trabalhos posteriores introduziram o termo “Localizagdo
de Markov” e a primeira aplicagdo foi feita por Burgard (1999),
aplicando os algoritmos desenvolvidos em robbés para museu. A
localizacdo de Monte-Carlo por filtro de particulas foi desenvolvido por
Fox (1999) e hoje é amplamente utilizado na localizagdo (Murphy 2001)
(Montemerlo 2002).

Também ha abordagens probabilisticas para o SLAM que
possibilitam a quantificagdo das variacdes e da incerteza através do uso
de distribuicbes em vez de valores fixos. Uma ampla reviséo sobre essas
técnicas probabilisticas pode ser obtida em Thrun (2006).

Do ponto de vista probabilistico, h& dois tipos diferentes de
problemas de SLAM. Um é conhecido como SLAM Online e envolve



44

estimar as variaveis posteriores baseado nas variaveis no instante k (26).
P(X, @] Yy 5uyy) (26)

Onde X, éapose no instante k, ¢ é 0 mapa, e Y,, € u,, S&oas
medicOes e os controles, respectivamente. Algoritmos nesta forma séo
incrementais, ou seja, eles descartam medicdes passadas e controles
assim que foram processados.

O segundo tipo de SLAM ¢é chamado de Full SLAM, nesse
procura-se estimar os estados posteriores baseado em todo o caminho de

X« » junto com o mapa, em vez de apenas se basear em X, .
POy @1 Yy 5y (27)

Os primeiros modelos de SLAM baseavam-se nos filtros de
Kalman estendidos (EKF — Extended Kalman filter) e usavam esse filtro
no SLAM online utilizando o método de associacdo de dados por
maxima verossimilhanca (maximum likelihood) (Thrun, 2006). Estes
algoritmos necessitam de marcadores ou de deteccdo de caracteristicas
do ambiente (como a identificacdo de paredes, rodovias, linhas,
lampadas, portas, etc.).

Uma alternativa para 0 EKF SLAM é o GraphSLAM. Em
contraste, este pode ser utilizado para o problema de SLAM completo.
Nesse tipo de SLAM ¢é formada uma espécie de grafo, contendo pontos
e arcos. Cada ponto representa a pose do robd em dado momento, e 0s
arcos sao as restricdes dadas pelo modelo do movimento e pela leitura
de marcadores.

Uma analogia comum é a associacdo a cordas de elastico
representando o caminho total, sendo formado de pequenos arcos que
representam a ligacdo entre as poses e as leituras. Esse caminho
“elastico” podera ser “movimentado” para melhor adequar as ligagdes.

Xy

Z;
1, s

e

X,
Z, L1 4

Figura 23 - Exemplo de trajeto no GraphSlam.

Apesar de serem solucfes aceitaveis de SLAM, esses algoritmos
dentre outros, foram gradualmente substituidos por algoritmos mais
complexos, de critério de maltiplas crengas, como o filtro de particulas.
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5.1 FILTRO DE PARTICULAS

O filtro de particula (PF — Particle Filter) é um método numérico
de integracdo adequado para solucdo de problemas ndo lineares. Nesta
secdo é apresentado o filtro de particulas em seus conceitos basicos,
baseado em Aiube (2005) e Thrun (2006), que consiste na base do
algoritmo descrito no préximo item, que é algoritmo utilizado neste
trabalho.

O filtro de particulas tem a mesma concepgéo basica do filtro de
Kalman, sendo o KF visto como um caso particular em que o modelo é
linear e as distribuicbes das varidveis de estado e de observacdo sédo
Gaussianos.

O PF aborda uma classe mais ampla de problemas, pois nédo tem
as mesmas restricdes do KF, mas por outro lado, possui o problema de
ter um custo computacional alto.

De forma sucinta, um algoritmo de PF possui varias particulas
gue representam varias possibilidades sobre o estado do sistema. Na
localizacdo de rob6s, por exemplo, cada particula tem a pose estimada
do robd para o instante k.

A cada interacdo é feita uma predicdo do novo estado
individualmente em cada particula, baseado em um modelo de transicdo
associada a uma distribuicdo. Ao final das interacdes, cada particula
recebe um peso, este peso é dado comparando a predi¢cdo do modelo
com a medicgdo atual nos sensores. No final da interacdo ou a cada n
interacdes, é feito um algoritmo de reamostragem, onde as particulas
com maior peso tém maior chance de serem escolhidas e gerarem
descendentes nédo idénticos, mas proximos de seus valores.

Esse procedimento é comumente conhecido como método
sequencial de Monte-Carlo (MC), mas é citado na literatura também
como filtros bootstrap, condensacéo, filtro de particulas ou filtro de
Monte-Carlo (Aiube 2005).

Em Thrun (2006) é apresentado o algoritmo denominado Fast
SLAM, baseado em FP para estimar o trajeto do rob6. Para cada uma
das particulas o erro individual de mapeamento é condicionalmente
independente, ou seja, o problema de mapeamento pode ser dividido em
pequenos problemas separados, um para cada marcador no mapa. O
FastSLAM estima a localizacdo dos marcadores usando um EKF de
pequena dimensao para cada marcador.
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Ha variacdes no algoritmo do FastSLAM, mas no Quadro 3 é
descrito os principais pontos do algoritmo, no qual apenas é modificado
a forma de predicao ou de correcdo. Quando o algoritmo é alterado para
0 PF acompanhar todo o trajeto do robd, relacionando as variaveis
restantes do sistema por distribuicbes gaussianas, 0 método recebe o
nome de filtro de particulas Rao-Blackwellizado.

Faca i vezes:
e Aquisigdo: Adquira a pose X[V, do conjunto de particulas Y, .
e Predigdo: Amostre uma nova pose baseado no estado anterior e 0
sinal de controle: XV ~ p(X, |XL“J1,uk).
e Correcdo: Para cada marcador ou nova informacdo Y, , corrija

os valores. Atualize o EKF correspondente ao marcador
atualizando a média e a variancia.

e Peso: Calcule o peso da particula ™ para a nova particula.

e Re-Amostre: Amostre i particulas (Com substituicdo) com
probabilidade proporcional ao peso.

Quadro 3 - Algoritmo do FP FastSLAM.
Fonte: Thrun (2006)

Através da Figura 24, Figura 25, Figura 26 e Figura 27, é possivel
observar um exemplo de solugdo da localizacdo do robd através de um
filtro de particulas.

Figura 24 - Primeira Etapa do FP para Localizagdo.
Fonte: Thrun (2012)
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Neste exemplo é assumido um robd que possui sensores que
apenas detectam portas, sendo que cada pequena barra vertical é uma
hipotese (particula) a respeito da posicdo atual do robd, que foi
distribuida aleatoriamente pelo ambiente.

Na Figura 24 é realizada a leitura de uma porta, sendo atribuido
um peso maior para as particulas localizadas nas regiGes que possuem
portas.
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Figura 25 - Segundo Etapa do FP para Localizacéo.
Fonte: Thrun (2012)

Na segunda etapa (Figura 25) é realizada a transicdo das
particulas que acompanham o movimento do robd. Ao final da transi¢do
é realizada a reamostragem, onde é gerado um novo conjunto de
particulas. As particulas de maior peso possuem uma chance maior de
sobreviver e de gerar particulas descendentes, onde havera uma maior
concentracdo de particulas onde havia particulas com maior peso.
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Figura 26 — Terceira Etapa do FP para Localizacéo.
Fonte: Thrun (2012)

Na terceira etapa (Figura 26) é novamente detectada uma porta,
sendo que agora um numero grande de particulas recebe um peso na
segunda porta.
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Figura 27 — Quarta Etapa do FP para Localizag&o.
Fonte: Thrun (2012)

Na dltima etapa deste exemplo, quando o robd realiza o seu
deslocamento, as particulas acompanham e geram novos descendentes.
Agora a grande maioria das particulas se concentrou em torno de um
ponto, ou seja, a maior parte da capacidade de processamento estd
concentrada em torno do rob0.
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5.2 GRID FASTSLAM

Para adaptar o FastSLAM para grades de ocupacao, foi criado por

Thrun (2006) o Grid Based FastSLAM (GBFS). Este é o algoritmo de

SLAM utilizado neste trabalho devido ao fato de ser facilmente

modularizado em algumas fungdes, o que possibilitou ser implementado

facilmente e incorporado a fusdo de dados de diversas formas sem
necessidade de grandes alteracdes.
O GBFS compreende trés estagios fundamentais:

e Transicdo das Particulas: € responsavel pela computacdo da
evolucdo das particulas a partir das entradas de controle, modelo do
robd e dos dados dos sensores (IMU e odometria).Em outras
palavras, atualiza as variaveis de estado de cada particula do
instante anterior para o instante atual;

e Construcdo do Mapa: responsavel pela atualizacdo do mapa de
grade associado a cada particula;

e Reamostragem das Particulas: é um procedimento que elimina as
particulas ruins e replica as particulas que mais contribuem para o
resultado correto.

Um resumo do algoritmo esta descrito no Quadro 4, sendo o{" o

peso da particula (ndo confundir com “w” utilizado para velocidade
angular no capitulo sobre fusdo), né a particula atual, num_partic é o

nmero total de particulas, ¢{" é o mapa gerado do instante 0 ao k para

a particula n, XV é o vetor de estados do robd, u, € o sinal de controle
e Y, o vetor de observagéao.

As implementacbes de cada estagio serdo detalhadas nas
préximas secdes e mais detalhes sobre a teoria pode ser encontrada em
Thrun (2006).

Nesse trabalho assumiu-se que os sistemas de odometria e da
IMU possuem uma mecanizagdo, em quea informacgdo fornecida por
estes sensores j& foi convertida em velocidade angular e linear. Assume-
se também que ha um conjunto de sensores ao redor do robd que
consegue identificar marcadores pré-definidos, fornecendo uma posicéo
relativa do robd ao marcador e que o sistema de sensores que mede a
distancia consegue medir 360° em torno do robd.
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1: Algoritmo FastSLAM_grade_ocupag&o (X,_,,u, ,Y,):

22 9 =9 =0
3: for k = 1 to num_partic do
X" = amostre_ modelo _ transi(;f?lo(uk ,XL“_]l)
5: m{" :atualize_grade_ocupa(;éo(Yk , XL”],(P[k"_]l)
6: ol :peso_dado_leitura(Yk ,XLH],(pE]_]l)
7: =, +[X[.ol ol |
8: endfor
9: for i =1 to num_partic do
10: retire particula i com probabilidade oc !’
11: add <xE] '(PE]> a 'y,
12:  endfor

13:  retorne P,

Quadro 4 - Algoritmo do GBFS.
Fonte: Thrun (2006)

5.2.1 Transicdo das Particulas

A partir de uma condi¢do inicial, com o conhecimento das
entradas de controle, estima-se com o modelo cinematico do robd e a
leitura dos sensores, 0 vetor de estados para o instante atual, ou seja,
caleular X ~p(X, | X\, u,).

Neste trabalho sdo utilizadas trés formulagbes para esta
estimativa, duas utilizando o sistema de fusdo de dados entre a
odometria e a IMU, e uma utilizando apenas a odometria. Para o0s trés
casos, este primeiro calculo é utilizado para estimar o estado atual,
utilizando geralmente o modelo do robd, sinais de controle e leitura dos
sensores.

Para realizar a estimacdo, serd utilizado o valor fornecido pela

fusdo de dados (X;) para amostrar uma fungdo de densidade

probabilistica, que neste trabalho, ¢ uma distribuicdo Gaussiana
(também conhecida como fungdo Normal).
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As duas primeiras formulagdes possuem um comportamento
padrdo, utilizando o valor fornecido pela fusdo (X;) como média na

distribuicdo Normal. A diferenca entre ambas um é estimado somente
utilizando a odometria e o outro estimado utilizando a fusdo entre
odometria e IMU.

Nestes casos, a covariancia da funcdo Normal é fixa (denominada

de zx) e determinada ou por experimentos ou pela incerteza conhecida

dos atuadores e sensores (geralmente a covariancia da odometria). E
importante que este valor tenha um valor minimo. Do contrério, todas as
particulas geradas terdo aproximadamente o mesmo valor, tornando
inatil o uso de particulas no algoritmo. A formulagéo final fica na forma
de (28).

p(X X, ) =N(%. 3 ) (28)

Na terceira formulacdo, a parte deterministica também é obtida
através da fusdo de sensores entre IMU e Odometria. Mas a covariancia
utilizada provém da diagonal principal da matriz de covariancia a
posteriori da fusdo de sensores, equacdo (19). A formulagdo final fica na
forma de (29).

p(Xk|X[k”_]1,uk): N(X:.R) (29)

A amostragem dos valores foi feita utilizando a funcéo
“normrnd” do MATLAB, que gera um numero aleatério de acordo com
a distribuicdo normal, dados a média e desvio padréo.

5.2.2 Mapeamento

Apo6s o célculo da evolucdo de cada particula, 0 mapa de grade
associado a cada particula é atualizado. O mapa associado a cada
particula possui uma estrutura matricial onde cada célula da grade
corresponde a um elemento de uma matriz.

A cada elemento atribui-se um valor pertencente ao conjunto
[0,1], onde O designa um espago livre, 1 designa um espago com
obstaculo e 0,5 indica que ndo ha informacé&o disponivel sobre a célula.

A atualizacdo de cada célula da grade é realizada a partir de um
sistema de sensoriamento que detecta e mede a distancia de obstaculos,
considerando um referencial no veiculo.

Ao detectar um obstaculo, a partir da distancia e angulo do
obstaculo e da posigdo estimada de cada particula, determina-se a qual
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elemento pertence o obstaculo. Utilizando um procedimento Bayesiano
como descrito em Thrun (2006) e Norvig (2012), a informacéo da célula
é atualizada.

Para o procedimento Bayesiano de atualizagdo, foi considerado
que todas as células possuem o valor inicial P(O) =0,5 e que pode
ocorrer duas situacdes: o de haver uma leitura positiva ou negativa dos
sensores a respeito da presenca de obstdculo. Foi definida a

confiabilidade do sensor em 60%, P(+]0)=0,6, com a chance de
haver um falso positivo de 40% , P(+|—0)=0,40.

Assim, é calculada a probabilidade de haver um obstaculo dado
uma leitura positiva, p(0|+), e dada uma leitura negativa, P(O | -).

Para este calculo sdo utilizadas as equacbes da Probabilidade
Total (Figura 30) e da Regra de Bayes (Figura 31).

P(+)= ;P(+|O =a)P(O=a)

P(+0)-P(O)
P(+) (31)

A variacdo da célula a cada leitura é de aproximadamente 10%
(0,1), limitando-se aos valores de 0 e 1. Mais detalhes sobre como é
feito o calculo da atualizagdo estdo no Apéndice C.

(30)
P(Ol+) =

5.2.3 Pesos e Reamostragem

Apos realizar a atualizagcdo do mapa de cada célula, é realizado
um novo estagio de atribuir um peso a cada particula e de escolher quais
particulas serdo preservadas, eliminadas ou duplicadas. A reamostragem
¢ a parte fundamental do algoritmo, pois ird garantir que apenas as
particulas de maior peso sobrevivam e gerem descendentes.

A atribuicdo de pesos para um conjunto de particulas pode ser
realizada de diversas formas, dependendo da aplicagdo. Podem ser
utilizados para analise os padrdes encontrados no ambiente (como ruas,
iluminacdo, marcadores, etc), ou analisando padrfes nos mapas gerados
(como paredes, portas, etc.) ou ainda utilizando qualquer outra heuristica
para determinar quais particulas estardo mais corretas e atribuir um peso
maior a estas.

Neste trabalho para dar um peso para as particulas, foi
considerado que o rob6 possui um sistema que detecta marcadores pré-
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definidos, e que o sistema pondera a distancia do marcador e a
estimativa da posicao feita por cada particula.

Cada vez que o robd detecta um marcador, o sistema calcula o
erro entre a posicdo estimada através do marcador e a estimativa da
particula (ex , ey), e utiliza a equagdo (32) para calcular o peso. A
varidvel yé um pardmetro que varia entre 0,9 e 1, de acordo com a

distancia do robd ao marcador.

o = Y{ 100 - 5'(exz+ ey2 )J (32)
100

Este sistema pode ser comparado a um sistema simples de visdo
computacional que detecta marcadores com posices pré-definidas. A
solucdo por esta funcdo foi considerada aceitavel considerando o foco
do trabalho em analisaro impacto na funcéo de transi¢do com o uso da
fusdo de sensores.Apés todas as particulas receberem um peso, é
inicializada a etapa final de reamostragem, que consiste em sortear um
novo conjunto de particulas, baseado nas existentes, com probabilidade
da particula ser sorteada proporcional ao seu peso.

A abordagem utilizada, criada por Thrun (2006), cria uma “roda
de probabilidades”, onde todas as particulas possuem uma fatia desta
roda de acordo com o seu peso (Figura 28).

O algoritmo é simples (Quadro 5) e escolhe uma particula inicial
com indice apara iniciar o sorteio e percorrer a roda com passo “B”
(33), que depende de um nimero aleatério e do maior peso (w,, ). Este
procedimento é realizado até que o novo conjunto de particulas seja
totalmente preenchido e desta forma, a particula que tem uma fatia
maior do circulo tem mais chance de ser escolhida do que as que
possuem menor fatia.

B = B+ random(0..1)2',, (33)
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Figura 28 - Exemplo de roda de probabilidades com 9 particulas.

Algoritmo de Re-Amostragem

- Liste todas as particulas, sequencialmente;
- Sorteie um valor entre 1 e 0 nUmero maximo de particulas (M)
para ser o index inicial;
- B=0 e wy,=peso da maior particula;
- Fork=1:1:M
B =B+random(0..1)*2*w,
Enquanto B < o [index]
B = B- o [index]
indice = mod( index + 1, M)
Novas_Particulas[k] = Velhas_Particulas[index]

Quadro 5 - Algoritmo de Reamostragem.
Fonte: Thrun (2012)

5.3 INTEGRACAO DA FUSAO DE DADOS E SLAM

O algoritmo proposto neste trabalho é o resultado da integracdo
do filtro de Kalman Estendido descrito no Capitulo 2 e o FastGrid
SLAM descrito neste capitulo. Na Figura 29 é possivel observar o
diagrama do algoritmo.
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Fusdo de Dados
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Figura 29 - Diagrama do algoritmo proposto.

Neste diagrama pes; representam posicles e Veg as velocidades,
ambos fornecidos pelos sensores e servem de entrada no filtro de
Kalman (no caso, o EKF), que fornecera os estados corrigidos para o
SLAM. Paralelamente, foi desenvolvido um algoritmo que também
utiliza os valores da matriz de covariancia P, como um refinamento para
0 modelo de transi¢do do rob6 no SLAM.

O algoritmo da fusdo de dados (Quadro 6), como descrito no
segundo capitulo, calcula os estados estimados e realiza uma
aproximacdo, fornecendo um vetor de estados e uma matriz de
covariancia, que sdo entdo repassados ao algoritmo do SLAM a cada
instante.
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e Estado estimado a priori.
Xio=f(Xi1:U,0,0) (12)
e Calculo dos residuos da covariancia a priori
P.=A_ P, -Al_l +M,,-Q. ;- Ml_l

(16)
e Ganho de Kalman
_ _ -1
K, =P -Cy[C, P -Cr+N R, Ny | an
e Estado estimado a posteriori.
X: =X +K, -[Y, —h(X.,0,k
k k k [ k ( k )] (18)
e Covariancia a posteriori.
P =[1-K -C_|-P.
k [ k k] k (19)

Quadro 6 — Algoritmo da Fusdo de Dados.

O SLAM utiliza estes valores para calcular a transicdo de cada
particula, amostrando de uma distribuicdo normal que utiliza o valor
deterministico recebido sobre a posi¢cdo do robé como média e uma
covariancia, que geralmente é fixa e baseada no erro ou ruido
conhecido. Neste trabalho, além de ser utilizada a covariancia fixa, é
utilizada uma covariancia baseada nos valores de P.

Apos esta transicdo, cada particula realiza 0 mapeamento dada a
leitura dos sensores e suas posi¢des estimadas. Foi utilizada uma técnica
simples por redes Bayesianas para preencher o mapa de grade, sendo
descrito com mais detalhes no Apéndice C.

Em seguida, cada particula recebe um peso de acordo com algum
método a escolha, que neste trabalho, foi o reconhecimento de
marcadores. Ou seja, quando o robd entra no alcance do marcador,
consegue saber aproximadamente a sua posicdo global, dando um peso
maior para particulas que estejam com seus valores préximos a estes.

Ao final, é realizada uma reamostragem, na qual as particulas
com maior peso possuem probabilidade maior de sobreviver e gerar
novos descendentes.

Ainda a particula com maior peso é utilizada como exibi¢do na
simulacdo naquele instante.
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5.4 CONCLUSOES

Neste capitulo foram revistos os principais pontos do SLAM e
detalhado o Grid Based FastSLAM pela maior facilidade para
implementacdo e visualizacdo do mapa. Este ndo é o melhor SLAM
disponivel, pois possui um alto custo computacional, mas é robusto,
resolvendo o problema de SLAM. Como o foco do trabalho é mostrar
que a fusdo de sensores possui um impacto positivo no resultado de um
SLAM, simplificaser visualizado em uma técnica que nao seja perfeita e
gue seja mais facil de quantificar o desempenho.

Foi descrito também ao final, O diagrama do algoritmo completo
wseu funcionamento foram descritos. Importante lembrar que
dependendo do algoritmo utilizado, a fusdo de sensores também pode
ser utilizada para fornecer dados para outras partes do algoritmo (como
mapeamento). Porém neste trabalho foi utilizado exclusivamente na
etapa de transicdo dos estados.

A combinacéo entre estas duas técnicas ja foi abordada em alguns
trabalhos, principalmente focada em melhorias em seguimento de
trajetérias. No SLAM ha trabalhos bem atuais, como a utilizagdo no
carro autbnomo da Google (Thrun, 2012).

No proximo capitulo serdo descritos 0s experimentos realizados
utilizando o algoritmo desenvolvido, visando principalmente avaliar
guais sdo os parametros que mais afetam o algoritmo e comparar o seu
desempenho ao algoritmo de SLAM sem a fuséo.
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6 EXPERIMENTOS E RESULTADOS

Neste capitulo sdo apresentados os experimentos realizados,
utilizando todo conteudo visto até o0 momento. O software escolhido foi
0 MATLAB pela facilidade em fazer operagdes com matrizes e a melhor
apresentacdo da simulagé&o.

O algoritmo descrito no capitulo anterior foi implementado em
trés etapas basicas para todos os casos simulados, sendo a primeira a
realizagdo de um trajeto “real” do robd para adquirir todas as
informacOes necessarias para a simulagdo, ja que sdo armazenados 0s
estados e leituras dos sensores. Este trajeto ndo possui nenhum ruido e o
robd apenas navega pelo ambiente pelos pontos desejados, armazenando
informacoes.

Uma nova simulacéo é feita, desta vez com a trajetoria predita
através de modelos e de leituras das informacGes ja armazenadas, porém
com acréscimo de ruido.

Foram adotados dois casos base: a modelagem através da fusdo
de sensores (IMU e Odometria) e a modelagem somente através da
odometria. A partir destas escolhas foram elaboradas algumas hip6teses
e €asos, que serdo descritos nas proximas secoes.

Para a odometria foi gerado um ruido com intensidade 10 vezes
menor do que o gerado para a fusdo. Essa diferenca nas intensidades foi
necessaria para ndo haver uma tendéncia ao erro nos resultados, ja que
ao utilizar um ruido maior para a odometria, o trajeto se torna muito
mais divergente.

Apos esta etapa inicial de construcdo das trajetérias e com as
mesmas armazenadas para cada instante, é realizada a simulagio
propriamente dita, utilizando o Grid Based Fast SLAM.

Para representar um ambiente “real”, foi feito uma matriz
100x100 representando um ambiente com paredes e com alguns
obstaculos soltos, como mostrado na Figura 30.

Nesta mesma figura, as regides escuras representam obstaculos, o
ponto vermelho no canto inferior esquerdo representa o robd, a area em
branco os espacos livres e 0s pontos azuis s&o 0s marcadores.

O mapa de referéncia foi criado baseado em um ambiente
fechado, possuindo paredes e obstaculos soltos, sendo a rota do rob6
criada intencionalmente para que 0 sensor seja capaz de cobrir a maior
parte do ambiente.
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Figura 30 - Simulagéo das trajetorias no ambiente “real”.

6.1 SIMULACAO

A simulac@o comega com o ambiente todo desconhecido (células
com valor de 0,5), e 0 rob6 ao seguir as trajetdrias faz 0 mapeamento e
corrige a sua localizacdo no mapa.

A todo instante, as particulas tendem a gerar descendentes
diferentes e assim fazer um efeito de espalhamento, atribuindo um maior
peso para as que estiverem mais corretas.

Conforme mostradona Figura 31, a leitura do sensor nao
atravessa 0s obstaculos, e a medida que o robd for explorando o
ambiente, o mapa vai sendo gerado em tempo real. Apesar dos
marcadores estarem visiveis na imagem (pontos azuis), 05 mesmos S&o
vistos somente pelo rob6 ao chegar ao seu alcance e caso ndo houver
obstaculos entre eles. A tonalidade variando entre branco e preto,
representa a possibilidade de haver ou ndo obstaculo (Figura 33), sendo
1 para representar a presenca de obstaculo, O para espago livre e 0,5 para
espaco desconhecido.
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Figura 31 - Efeito do sensor nos obstaculos.
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Figura 32 - Simulagdo do Grid Based Fast SLAM.
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Figura 33 - Barra de tonalidade em relacéo aos valores.
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6.2 CASOS SIMULADOS

Foram escolhidos alguns casos para averiguar o desempenho do
algoritmo para as trajetorias da odometria e da fusdo. Para cada caso
foram feitas 10 simulacBes, avaliadas e representadas por gréficos
indicando a média, mediana e variagdo dos resultados finais.

Para determinar como os parametros afetam o desempenho do
algoritmo, foram feitas algumas hipéteses para poder comparar 0S
resultados entre a simulacdo com a fusdo e a que ndo inclui a fusdo de
sensores.

Primeiramente, espera-se que o numero de particulas influencie
diretamente o desempenho do algoritmo, procurando determinar se um
nlimero maior de particulas ird proporcionar um resultado melhor a um
custo computacional maior.

Pretende-se assim, comparar resultados utilizando a odometria
com um ndmero maior de particulas e a simulacdo com fusdo, utilizando
um ndmero menor de particulas, provando que o resultado é o mesmo
ou ainda é melhor para a fusdo, com menos particulas e reducdo do
custo computacional.

Em seguida é avaliado o efeito da escolha da covariancia no
modelo de transicdo no SLAM, pelo fato de que se pretende incorporar
valores da fusdo diretamente no SLAM, é importante saber se ha
impacto significativo em uma variagdo grande ou pequena deste valor.

Assim, também se deseja saber qual é o impacto nos resultados
para integracdo de valores da Matriz P da fusdo de sensores no
algoritmo do SLAM.

Para finalizar, pretende-se avaliar todos os métodos sob as
mesmas variaveis, para ver se ha um ganho real no desempenho do
algoritmo.

Para atingir estes objetivos, foram considerados o0s 4 casos
descritos a seguir.

e Casol

Avaliar somente o caso com odometria. Para isto, foram
realizadas simulacdes para 20 e 40 particulas, alternando a covariancia
do modelo de transicdo das particulas entre os valores de 0,1, 0,18, 0,2 ¢
0,3.

Espera-se que os resultados com mais particulas tenham um
resultado melhor por representarem uma maior diversidade de opgoes de
trajetos.
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Quanto a variacdo da covariancia, se a mesma for muito pequena,
as particulas ndo se espalhardo o suficiente e o algoritmo trabalharia
apenas mapeando uma trajetoria fixa, enquanto que, caso a covariancia
for muito grande, os valores comecam a divergir demais.

e (Caso?2

Avaliar a fusdo de dados entre IMU e odometria, e 0 impacto da
covariancia fixa. Se com o primeiro caso 0 numero de particulas
superior pode resultar em melhores resultados, aqui se procura avaliar
gue impacto existe em se limitar a covariancia a um valor, mesmo que a
trajetdria se aproxime da real.

e Caso3

Procura-se neste caso averiguar se é possivel obter resultados
melhores do que o segundo caso, realizando a interacdo entre a fuséo de
dados e o algoritmo de SLAM. Para isto sdo inseridos valores da matriz
P da fusdo de dados, diretamente no modelo de transi¢do. Ainda, é
limitado o valor da covariancia para um nimero minimo, para preservar
a diversificagdo das particulas. Este wvalor foi estipulado
experimentalmente como 0,18.

e (Caso4

Apoés todas estas simulagdes, é realizada uma simulagdo final
mantendo o0 mesmo padréao de valores para os casos da odometria, fusdo
fixa, fusdo adaptativa e para o caso de uma trajetoria perfeita.

6.3 AVALIACAO

Para avaliacdo da eficAcia do mapa, foram utilizados dois
pardmetros:

e Total de Acertos
O total de acertos considera as células que sdo mapeadas

corretamente. A cada espaco livre corretamente mapeado como espago
livre, € somado um ponto ao total. E quando a célula for um obstaculo e
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mapeado como obstaculo ou “valor desconhecido”, também é somado
um ponto ao total. Este pardmetro tem o valor méximo de 10000, pois
a matriz utilizada possui tamanho de 100 linhas por 100 colunas.

e Total de Erros

Para o segundo critério foi criada uma faixa de seguranca em
volta dos obstaculos onde ndo é dada nota a um mapeamento
inadequado. Esta consideracdo foi feita conforme os conceitos de
navegacado discutidos nos capitulos iniciais. Atribui-se que ao gerar uma
trajetéria, podemos manter uma distancia de seguranca dos obstaculos
devido a erros ou imprevistos. Portanto se considerar que embora haja
um mapeamento de uma célula livre dentro de um obstaculo, o robd nédo
ird colidir em um objeto ndo previsto, devido a faixa de seguranca
utilizada na navegacao.

O mesmo acontece ao mapear um obstaculo na area livre a uma
célula de distancia, pois ndo estdo sendo abordados os casos de
navegacdo em lugares muito estreitos (que fecharia a passagem do
robd).

Assim, esse segundo critério avalia erros na regido azul indicada
na Figura 34, que consiste em mapeamento de obstaculos deslocados em
mais de uma célula. A cada célula de obstaculo mapeado dentro da zona
azul, soma um ponto ao total, sendo que o melhor resultado é o de 0
pontos.

Figura 34 - Mapa com regido de a\)aliagéo em azul.

Além destes parametros, optou-se por representar graficamente
os resultados, mas devido a quantidade de simulagfes (10) para cada
caso e como sempre se obterdo resultados diferentes por se tratar de um
algoritmo probabilistico, foi incluido no grafico a variacdo dos
resultados e apresentadas a média e a mediana de cada conjunto.

A mediana representa o valor no qual 50% das amostras estdo
acima do seu valor e 50% estdo abaixo. E uma medida (til para quando
se quer eliminar amostras que estdo muito distantes da média.
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6.4 RESULTADOS

Os gréficos dos resultados obtidos para os casos discutidos nas
secBes anteriores e suas respectivas andlises e conclusGes séo
apresentados nas proximas subsecoes.

Os mapas gerados pelas simulagbes foram os mais diversos
possiveis. Para demonstrar o tipo de variacdo encontrada é exposto o
mapa original na Figura 35, e 0s mapas gerados pela odometria, fuséo
fixa e fusdo variavel, com 20 particulas e covariancia de 0,18. Como sdo
realizadas 10 simulac@es para cada caso, ficaria inviavel colocar o mapa
de cada situacdo de cada caso.

Por esta razdo, foram criados graficos que dispdem do valor
maximo, minimo, média e mediana para cada caso.

Figura 35 - Ambiente a ser eXpIorado pelo robo.

Figura 36 - Exemplo de mapa gerado pela odometria somente.
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Figura 37 - Exemplo de mapa gerado péla fuséo fixa.

Figura 38 - Exemplo de mapa ge(radb péla fuséo adapfati\}a.
6.4.1 Casol

Foi possivel observar neste caso, utilizando somente a odometria,
gue o maior nimero de particulas (os trés pontos da direita, Figura 39 e
Figura 40) possibilitou o algoritmo obter médias melhores nos
resultados do que com menos particulas. Isto ja era esperado devido ao
fato de haver uma maior diversificagdo de opcbes para o algoritmo
convergir para um resultado melhor. Isto também ocasiona uma menor
variacdo nos resultados com nimero maior de particulas, pois 0s
resultados conseguem convergir mais facilmente.

S&o obtidos resultados melhores com uma covariancia de valor
0,2 do que a de 0,3 ou 0,1; isto se explica o fato de que uma covariancia
muito pequena ndo gerar particulas diferentes o suficiente para corrigir o
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trajeto da odometria e um nimero grande na covariancia causa o efeito
contrario, as particulas geradas estdo muito afastadas da trajetoria real.

Odometria
9300
2 9700
5 . . *
S 9500 * : * :
- . :
° i
£ 9300 . -
S . .
= : :
9100 + +
8900
20 20 20 20 40 40 40
01 0,18 02 03 0,18 02 03
Valor Minimo 9370 9082 9206 9082 9171 9290 9181
Walor hMaximo 9370 9511 9595 9607 9389 9534 9623
Média 9370 9315,1 9382,3 9326,7 9289,8 9419,7 9402,8
Mediana 9370 9346,5 9361,5 9272,5 9296 9421 9422,5
Particulas e Covaridncia
* Valor Minimo * Valor Maximo - & Méda —e-—Medana
Figura 39- Nimero de acertos na odometria.
Odometria
400
350 L S
g 300
5 250 * * * -
@ 5 s .
S 200 - LS < : - :
@ S T : .
g 150 e = =
E é ~ 2
= 100 . % = :
50 3
0
20 20 20 20 40 40 40
01 0,18 02 03 0,18 02 03
Walor Minimo 210 120 97 64 87 55 41
Walor Méaximo 210 358 246 261 243 188 231
Média 210 187,2 129,9 146,2 155 89,6 134,6
Mediana 210 170,5 118 147,5 166,5 79 134
Particulas e Covaridncia
¢ Valor Minimo & Valor Maximo - -® - Média e Medana

Figura 40 - NUmero de erros na odometria.
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6.4.2 Caso?2

Como a trajetoria esta proxima ao ideal com a realizagdo da fusdo
de sensores, se houver grande variancia no modelo de transicao do robd,
as particulas geradas se distanciardo do caminho correto, ocasionando
erros maiores no mapeamento.

Notou-se que com a varidncia de 0,15 ou menor, a diversidade
das particulas é prejudicada, neste caso houve um resultado melhor, pois
0 trajeto construido pela fusdo esta préximo do real (o que ndo acontece
no primeiro caso).

Percebeu-se que com um valor de 0,18 € possivel garantir uma
diversificacdo minima das particulas, sendo este valor adotado como
padrdo para as proximas simulagoes.

Fusao de Dados Fixa
9900 -+ -
-
- o
9700 | XS IS,
% : = :
£ bd e é
: =" >
< 9500 | : &
o : ]
g4 3 T :
e : P :
o . S :
£ o300 + i -
= &
9100
>
8300 -
| 04 02 | 0,18 0,15 | 0,1
|valor Minimo 8992 9304 9542 9590 9898
|Valor Maximo | 9621 9701 | 9802 9833 | 9898
Média | 9260,7 9516,1 | 9672,9 9728 | 9898
‘Mediana | 9257,5 9528 | 9685 9703 | 9898
Covaridncia
® alor Minimo ® ‘Valor Maximo - -® - Média e Mediana

Figura 41 - Namero de acertos na fusdo de dados fixa.
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Fus3ao de Dados Fixa
350
300 - h 4
250 :
@ :
g .
W 200 -+ e *
= : :
2 : O
o e .
g 150 4 : <
1= :
=
100
= : e
i -
0=} 8 E 3 5 - e gy
| 0,4 02 0,18 0,15 | 01
“alor Minimo 54 15 5 6] o]
walor Méximo | 311 200 42 15 [ 0
Média | 192,6 1016 26,6 6,6 0
Mediana 220,5 94 27,5 5 6]
Covaridncia
* valor Minimo ¢ alor Méaximo - -m - Média @ Mediana

Figura 42 — Numero de erros na fuséo de dados fixa.
6.4.3 Caso3

Os resultados obtidos com a fusdo adaptativa ndo foram
satisfatérios em um primeiro momento. Isto porque, quando os valores
de P eram muito reduzidos, ndo acontecia a diversificacdo das particulas
no SLAM, prejudicando o seu desempenho.

Para resolver este problema, foi estabelecido um valor minimo
para a covariancia, sendo que qualquer valor de P que seja menor que
0,18, é substituido por este valor.

Assim, neste caso alterna-se 0 nimero de particulas, ja que este
se tornou o Unico parametro modificavel.

Foi possivel perceber como anteriormente, que com um nimero
reduzido de particulas diferentes a cada interagdo, a diversificacdo de
seus valores durante a simulacdo é limitada. Ou seja, quanto maior o
nimero de particulas, mais op¢des de poses sdo geradas, possibilitando
a correcdo do caminho através da sobrevivéncia das particulas com
melhores valores.

Portanto, havera uma grande variacdo no resultado final entre as
simulagBes com poucas particulas, cujo valor, dependera diretamente da
probabilidade de ser amostrado um caminho correto.
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Outra constatagdo esta na média dos resultados da fusdo
adaptativa para 20 particulas, que é superior ao do caso fixo, que é
melhor exposto no préximo caso.

Fus3dao de Dados Adaptativa
10000
. Y
9900 . H
HIEE—
9800 o :
,,, * =
8 9700 * e : 2
£ & sl TR : L 3
3 e M : ¥
< 9600 — 2 e
§ N
= 9500 - 0
o L J
£ : i
2 9400 : 23
9300
9200 2
&
9100
5 10 15 20 30
“alor Minimo 9164 3400 9461 9581 9667
“alor Maximo 9708 9755 9901 9953 9963
Média S474,8 9633,5 9682,6 9817,3 9840,1
Mediana 9547,5 9670 9718 9832 9848,5
Numero de Particulas
< Valor Minimo * alor Maximo - & - NMédia @ Mediana

Figura 43 - Nimero de acertos na fusdo de dados adaptativa.

Fusdao de Dados Adaptativa
300
*
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§ 200 ;
& :
@ 5
= *
S 150 H :
] : :
£ 3
5 5
= 100 -
-
LS : *
50 & = | £
: . 2 e
& e S o o N *
o * D G Pz o ]
5 10 15 20 30
Walor Minimo 15 6 ] o} e}
alor Maximo 279 153 63 28 24
Média 73,2 34,4 20,7 7.4 51
Mediana a7 18 12,5 35 B
Numero de Particulas
<+ valor Minimo * Valor Maximo - ®  Média @ NMediana

Figura 44 — Numero de erros na fusao de dados adaptativa.
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6.4.4 Caso4

Foram feitas as simulacdes de todos os métodos para o caso de 20
particulas e variancia fixa ou limitada a 0,18. Como pode ser observado
0 modelo que considera apenas odometria tem um desempenho bem
inferior aos demais.

A fusdo com varidncia flexivel possui uma taxa de erro
semelhante ao de valor fixo, mas como é adaptavel, consegue atingir
valores mais proximos do ideal. Isto se deve ao fato de que as variagOes
na fusdo dao pistas ao algoritmo de SLAM sobre o qudo errado estdo 0s
valores, possibilitando uma melhor correcéo.

O trajeto real também foi simulado com variancia muito pequena
de 0,1 para indicar e ser referéncia de qual a melhor possibilidade que
existe para este conjunto de simulagdes.

Foi simulado também com variancia fixa de 0,18, indicando que
mesmo com trajeto ideal, o resultado nunca sera perfeito se a
covariancia for fixada com um valor mais alto e que apenas com valores
pequenos de covariancia é possivel chegar ao resultado ideal (ao custo
da ndo diversificacdo das particulas e mau desempenho para trajetérias
ruins).

Isto se explica pelo fato de que o trajeto real esta totalmente certo
e qualquer amostragem com variancia, amostrara um caminho errado.
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Desempenho Geral

10000 'S
—
9900 :
9800 =
8 9700
t :
& 9600 :
$ 9500
2
3 9400
£
2 9300 .
9200
9100 é
9000
20-0,1 20-0,18 20 - Min 0,18 20-0,18 20-0,18
Real Real Fus&o Adapt Fus&o Fixa Qdometria
alor Minimo 9999 9570 9581 9542 9082
alor Méaximo 9999 9885 9953 9802 9511
Média 9999 9708,6 9817,3 9672,9 9315,1
Mediana 9999 9684,5 9832 9685 9346,5
Meétodos
* Valor Minimo & \Valor Maximo - @ - Média e Mediana
Figura 45 - NUmero de acertos entre 0s métodos.
Desempenho Geral
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350 *
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Nimero de Acertos
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Figura 46 - Namero de erros na fusdo de dados adaptativa.




7 CONCLUSAO

A proposta deste trabalho foi a de mostrar que algoritmos de
SLAM para robotica movel terrestre podem ter um melhor desempenho
se combinados com uma técnica de fusdo de sensores, principalmente se
houver uma maior integracdo entre o sistema de fusdo de dados e o
algoritmo de SLAM, reduzindo também, o custo computacional.

Essa melhoria pode ter um papel fundamental, em especial em
robés de baixo custo, onde nem sempre a precisdo dos sensores &
garantida e a capacidade de processamento é limitada.

Neste trabalho foram revistas as etapas de planejamento de uma
navegagdo completa, revisando e escolhendo o robd, os sensores, a
representacdo do robd, a sua navegacao local e o SLAM propriamente
dito.

Foi construido um SLAM baseado no algoritmo de Thrun (2006),
incorporando a técnica de fusdo de dados na funcdo de transicdo de
estados do filtro de particulas.

Com o algoritmo foram realizados casos para avaliar a influéncia
da alteracdo de parametros nos mapas gerados, sendo possivel verificar
melhorias em todos os algoritmos quando ha aumento do ndmero de
particulas.

Outro aspecto importante foi que a escolha da covariancia certa
tem papel fundamental neste algoritmo, sendo que se o valor for muito
pequeno as particulas ndo se diversificam o suficiente e se for muito
grande o valor, ocorre o inverso, as particulas divergem muito e causam
um mau desempenho.

A principal contribuicdo deste trabalho foi a proposta de uma
maior integracdo entre os algoritmos, utilizando a matriz de covariancia
da fusdo de dados. Isto possibilita 0 SLAM ter uma melhor suposicéo
sobre o erro da trajetoria e ndo realizar uma transicdo maior do que a
necessaria.

Segundo Thrun (2012), o FastSLAM é a base do algoritmo
utilizado no carro automatizado da Google, sendo alterado apenas como
sdo feitas as fungbes de mapeamento e de atribuicéo de pesos, sendo que
0 autor também utiliza uma fusdo, mas entre odometria, IMU e GPS.
Apesar de utilizar a fusdo, o autor ndo descreve como é realizada e néo
h& publicacGes do mesmo sobre este assunto em especial, sendo que foi
considerado que a fusdo realizada ¢é a padrao.

Ao final deste trabalho, através das primeiras simulagdes foi
possivel constatar uma boa diferenca entre os mapas utilizando as
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trajetérias geradas pela odometria e a trajetdria utilizando fusdo de
sensores. O impacto no SLAM ¢é considervel, havendo necessidade de
um numero grande de particulas para tentar compensar e minimizar o
efeito de uma ma predicéo.

A fusdo de sensores traz uma grande vantagem, pois além de
melhorar o resultado, podendo ser implementada em baixo nivel, ou
seja, proximo ao sensor. Isso possibilita uma redugdo consideravel de
processamento, pois o controle do rob6 se detém apenas com a questdo
de SLAM.

Com este trabalho espera-se contribuir para que futuros projetos
de rob6s moveis de baixo custo sempre incluam no seu design, o projeto
de uma pequena unidade de fusdo de sensores e que principalmente,
considere a inclusdo de um pequeno sensor IMU.

Como sugestdo para futuros trabalhos, recomenda-se a aplicagdo
de fusdo de dados em outras técnicas de SLAM, como o filtro de
particulas Rao-Blackwellizado.

Outra recomendacdo é a alteracdo das funcbes deste algoritmo
para torna-lo mais eficiente, como por exemplo, a substituicdo de
marcadores visuais por reconhecimento de padrfes (como paredes).

A re-implementacdo e aplicacdo deste algoritmos em softwares
como o Player/Stage para controle de robds reais ou simulagdes bem
proximas da realidade também podem ser de grande utilidade, apesar da
alta complexidade de se implementar o algoritmo sem algumas
bibliotecas basicas (como o de operagdes com matrizes).



REFERENCIAS

ABDEL-HAMID, Walid. Accuracy Enhancement of Integrated
MEMS-IMU/GPS Systems for Land Vehicular Navigation
Applications. UCGE Reports 20207, Universidade de Calgary, 2005.

AIUBE, F. A. L. e BAIDYA, T. K. N. Modelagem dos Precos Futuros
de Commodities: Abordagem pelo Filtro de Particulas. Tese de
doutorado, PUC-Rio, 2005.

AMIGONI, F. e A. GALLO. A Multi-Objective Exploration Strategy
for Mobile Robots. In Proceedings of the IEEE International
Conference on Robotics and Automation (ICRA), 2005, pp. 3861-3866.

BIANCHI, Reinaldo. Introducdo a Robdtica, 2010. Slides de Aula.
Faculdade de Engenharia Industrial — FEI, disponivel em:
<http://fei.edu.br/~rbianchi/robotica/>, acesso em: maio de 2012.

BORENSTEIN, H., EVERETT, R., FENG, L., e WEH, D. Mobile
Robot Positioning & Sensors and Techniques, in J. Robot. Syst. , vol.
14, no. 4, pp. 231-249, 1997.

BORENSTEIN, J., EVERETT, H. R., FENG, L. Where am I? Sensors
and Methods for Mobile Robot Positioning. 1996. Disponivel em:
<http://www-personal.umich.edu/~johannb/position.htm>, acesso em:
maio de 2012.

BORGES, L. P.; DORES, R. C. Automacdo predial sem fio utilizando
bacnet/zigbee com foco em economia de energia.Trabalho de
conclusdo de curso, graduacdo em Engenharia de Controle e
Automacdo, UNB, Brasilia, 2010.

BURGARD, W., CREMERS, A. B., FOX, D., HAHNEL, D,
LAKEMEYER, G., SCHULZ, D., STEINER, W., e THRUN, S.
Experiences with an interactive museum tour-guide robot. AlJ,
114(1-2), 3-55, 1990.

BURGARD, W.; MOORS, M. e STACHNISS, C. Coordinated Multi-
Robot Exploration. IEEE Transactions on Robotics, vol. 21, no. 3, pp.
376-386, 2005.



76

CHOSET, Howie; LYNCH, Kevin; THRUN, Sebastian; et al.
Principles of Robot Motion: Theory, Algoritms, and Implementations,
2005. Cap. 3,4,5¢€ 6.

DEAN, T., BASYE, K., CHEKALUK, R., e HYUN, S. Coping with
uncertainty in a control system for navigation and exploration. In
AAAI-90, Vol. 2, pp. 1010-1015, 1990.

DISSANAYAKE, G.; WILLIAMS, S. B.; DURRANT-WHYTE, H. e
BAILEY, T. Map Management for Efficient Simultaneous
Localization and Mapping (SLAM). Journal of Autonomous Robots,
2002, Springer Netherlands, Vol. 12, Issue 3, p.267-286.

DOUCET, Arnaud; FREITAS, Nando de; MURPHY, Kevin; RUSSEL,
Stuart. A Simple Tutorial on RBPFs for DBNs, 2000. Tutorial
fornecido com o artigo na UAI2000.

DOUXCHAMPS, Damien. Small List of IMU, maio de 2012,
disponivel em <http://damien.douxchamps.net/research/imu/>.

FIGUEIREDO, L. J.; GAFANIZ, A. R.; LOPES, G. S. e PEREIRA, R.
Aplicacbes de Acelerémetros. Instrumentacdo e Aquisicdo de Sinais,
monografia, Lisboa, Portugal, 2007.

GRISETTI, Giorgio; et al. A Comparison of SLAM Algorithms Based
on a Graph of Relations. IEEE/RSJ International Conference on
Intelligent Robots and Systems, Outubro de 2009.

GRISETTI, Giorgio; STACHNISS, Cyrill, e BURGARD, Wolfram.
Improved Techniques for Grid Mapping with Rao-Blackwellized
Particle Filter. IEEE Transactions on Robotics, Vol. 23, No. 1,
fevereiro de 2007.

HALL, D. L. e LLINAS, J. HandBook of MultiSensor DataFusion.
2001, CRC Press, New York — USA.

HOLZ, Dirk; BASILICO, Nicola; AMIGONI, Francesco; Behnke,
Sven. A comparative evaluation of exploration strategies and
heuristics to improve them. In proceedings of the European
conference on mobile robotics (ECMR), Outubro de 2011, Suécia.



77

HOLZ, Dirk; BASILICO, Nicola; AMIGONI, Francesco; BEHNKE,
Sven. Evaluating the efficiency of frontier-based exploration
stretegies. In proceeding of joint 41th International Symposium on
Robotics and 6th German Conference on robotics, Munich, Junho de
2010 (ISR/ROBOTIK 2010).

KLEINBAUER, R. “Kalman Filtering Implementation with
Matlab”. 2004, Universidade de Stuttgart, Institute of Geodesy.

LEAO, Gustavo. Probabilidade e Estatistica. Instituto Federal de
Educacdo, Ciéncia e Tecnologia do Rio Grande do Norte, apresentagdo
de Slides, 2010. Disponivel em: < http://www.dca.ufrn.br/~guga/
downloads/pcs/aulas/Aulad.pdf >, acesso em marco de 2012.

LINDSTEN, Frederik. Rao-Blackwellised Particle Methods for
Inference and ldentification. 2011, Tese de Doutorado. Division of
Automatic Control, Department of Electrical Engineering, Linkoping
University, Linkdping — Sweden.

LUO, Ren C.; KAY, Michael G. Multisensor Integration and Fusion
for Intelligent Machines and Systems. Norwood: Ablex Publishing
Corporation, 1995, 688 p.

MENEGALDO, L. L. et al. SIRUS: A mobile robot for Floating
Production Storage and Offloading (FPSO) ship hull inspection,
2008, IME — Brasil, IEEE.

MICRO STRAIN. Manual 3DM-GX2, 2011. Disponivel em:
<http://www.microstrain.com/inertial/3DM-GX2>, acessado  em:
dezembro de 2011.

MITCHELL, H. B. Multi-Sensor Data Fusion: An Introduction. 2007,
Editora Springer.

MONTEMERLO, M., THRUN, S., e WEGBREIT, B. FastSLAM: a
factored solution to simultaneous localization and mapping problem.
2002, In AAAI-02.

MORAVEC, H. P. e ELFES, A. High Resolution maps from wide
angle sonar. In ICRA-85, pp. 116-121, 1985.



78

MOUTARLIER, P.e CHANTILA, R. Stochastic multisensory data
fusion for mobile robot localization and environment modeling. In
ISRR-89, 1989.

MURPHY, K. e RUSSELL, S. J. Rao-blackwellised particle filtering
for dynamics Bayesian networks. In Doucet, A., de Freitas, N. and
Gordon, N. J. (Eds.), Sequential Monte Carlo Methods in Practice.
Springer-Verlag, 2001.

MUSTIERE, Frédéric; BOLIC, Miodrag; BOUCHARD, Martin. Rao
Blackwellized Particle Filters: examples of applications. 2006, in
Canadian Conference on Electrical and Computer Engineering, CCECE
'06.

NASSER, Sameh. Improving the Inertial Navigation System (INS)
Error Model for INS and INS/DGPS Applications. UCGE Reports
Number 20183, Tese de Doutorado, Universidade de Calgary, Canada,
2003.

NORVIG, Peter e RUSSEL, Stuart. Artificial Intelligence: A Modern
Approach. Prentice Hall, 22 Edi¢do - 2003 e 32 Edicéo - 2010.

NORVIG, Peter e THRUN, Sebastian. Introduction to Artificial
Intelligence. 2011, Video-curso  online.  Disponivel  em:
<https://www.ai-class.com/>, acesso em: dezembro 2011.

NORVIG, Peter e THRUN, Sebastian. Programing a Robotic Car.
2012, Video-curso online. Disponivel em: <https://www.udacity.com/>,
acesso em: maio de 2012,

ODAKURA, Valguima. Tépicos em Robd6tica Movel. 2010, Slides de
Aula. Universidade Federal da Grande Dourados — UFGD.

RAOL, J. R. Multi-Sensor Data Fusion with Matlab. 2009, CRC
Press, National Aerospace Lab e MSRT, Bangalore, India, 568 p.

RIBEIRO, M. I. Localizacgdo em Robotica Movel: Odometria.
Apresentacdo de Slides, Instituto de Sistemas e Robdtica. Lisboa,
Portugal, 1999.



79

RODRIGO, Jaderson. Navegacdo Autbnoma de Robds Méveis. Curso
de RMI, apresentacdo de slides. Disponivel em:
<http://wiki.icmc.usp.br/images/7/76/NavegacaoAutonoma_Robotica_R
AFR.pdf>, acesso em: maio de 2012.

RUSSEL, Stuart e MURPHY, Kevin. Rao-Blackwellized Particle
Filter for Dynamic Bayesiam Networks, 2000. DOI 10.1.1.7.6287.

SALUSTIANO, R. E. e REIS, C. A Aplicacdo de Técnicas de Fuséo
de Sensores no Monitoramento de Ambientes. Universidade de
Campinas, dissertacdo de mestrado, 2006.

SIEGWART, R.; NOURBAKHSH, ILLAH, R. Introduction to
Autonomous Mobile Robots. 2004, The MIT Press, Cambridge,
England.

SIM, R. e ROY, N. Global A-Optimal Robot Exploration in SLAM.
In Proceedings of the IEEE International Conference on Robotics and
Automation (ICRA), Abril 2005, pp. 661-666.

SMITH, R. C. e CHEESEMAN, P. On the representation and
estimation of spatial uncertainty, 1986, Int J. Robotics, 5(4), 56-58.

STACHNISS, Cyrril; Grisetti, Giorgio; Wolfran, Burgard. Recovering
Particle Diversity in a Rao-Blackwellized Particle Filter for SLAM
After Actively Closing Loops. In Proc. of the IEEE International
Conference on Robotics and Automation (ICRA), p. 667-672, Barcelona,
Espanha, 2005.

STACHNISS, Cyrill; Building Accurate Maps Using RBPF.
Universidade de Freiburg — Alemanha. Apresentagdo de Slides.
Disponivel em: <http://webdiis.unizar.es/~neira/5007439/stachniss-
rbpfmapping.pdf>, acesso em: maio 2012.

THRUN, S.; BURGARD, W.; FOX, D. Probabilistic Robotics. The
MIT Press, Cambridge, England, 2006. 647 p.

THRUN, S. Stanley, the robot that won the DARPA Challenge. J.
Field Robotics, 23(9), 661-692, 2006.



80

VECTORNAYV. VN-100 IMU/AHRS. 2012. Disponivel em: <
http://www.vectornav.com>, acesso em: maio 2012.

WELCH, G. e Bishop, G. An Introduction to the Kalman Filter.
2006, Department of Computer Science, University of North Carolina.

WU, Ling; PUIG, Domenec; GARCIA, Miguel Angel. Active path
planning strategy for coordinated multi-robot exploration. 2010.
Disponivel em: <http://www.jopha.net/waf/index.php/waf/wafl10/paper/
viewFile/58/68>, acesso em: maio de 2012.

YAMAUCHI, Brian. Frontier-based exploration using multiples
robots. 1998, In Proceedings of the Second International Conference on
Autonomous Agents.

YAMAUCHI, B. A Frontier Based Approach for Autonomous
Exploration. In Proceedings of the IEEE International Symposium on
Computational Intelligence in Robotics and Automation (CIRA), 1997,
pp. 146-151.

YAMAUCHI, Brian. Frontier-Based Exploration. Disponivel em;
<http://www.robotfrontier.com/frontier/index.html>, acesso em marco
de 2012.



APENDICE A - Probabilidade

Para construir o algoritmo do SLAM e da fusdo de sensores sdo
utilizados conceitos basicos de redes bayesianas e por consequéncia de
probabilidade.

De uma maneira bem basica, entende-se por probabilidade a
relagdo P=x/n, onde x é um nimero conhecido de eventos dentre n
eventos quaisquer, com valor igual ou inferior a n. A probabilidade
também pode ser definida como a medida de um conjunto de eventos
que satisfaz trés axiomas descritos abaixo.

e A medicdlo de cada evento estd entre 0 e 1. Ou seja,

0<P(X=x;)<1, onde X é uma variavel aleatéria representando

um evento e X; sdo 0s possiveis valores de X. Em geral, variaveis
aleatorias sdo denotadas com letra mailsculas e seus valores com
letras minuUsculas;

e O valor de todo o conjunto é 1. Ou seja, » P(X=x;)=1. Isso
i=1
implica, por exemplo, que se a chance de um evento P(A) acontecer
for 0,70, a chance do evento ndo acontecer serd P(-A) = 1- 0,70 =
0,30.
e A probabilidade da unido de eventos ndo relacionados é a soma da
probabilidade dos eventos individuais. Ou seja,

P(X=x,|X=x,)=P(X=x,)+P(X=X,).
Os eventos podem ser classificados em varios tipos:

e Eventos equiprovaveis: 0s que possuem a mesma probabilidade de
ocorrerem (ao exemplo da moeda lancada para o alto);

e Eventos condicionais: sdo aqueles em que a chance do segundo
evento ocorrer depende da ocorréncia do primeiro evento. E
representado como P(B|A), ou seja, probabilidade do evento B
acontecer dado evento A.

e Eventos independentes: sdo aqueles que ocorrem de um modo
totalmente independente, ou seja, P(B|A)=P(B);

e Eventos mutuamente exclusivos: quando a realizagdo de um exclui
a realizacdo do outro.
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APENDICE B - Distribuicio Gaussiana

A distribuicdo de Gauss ou Gaussiana é uma das mais
importantes distribuicdes da estatistica, conhecida também como
distribuicdo normal. E caracterizada por dois parametros, a média p e
u2na medida de dispersdo que pode ser o desvio-padrdo o ou a variancia
o .
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Figura 47 - Distribuicdo Gaussiana.
Fonte: Ledo (2010)

A area sob a curva sera sempre 1, sendo que a média dita o centro
da distribuicdo e a variancia o espalhamento da curva. A notacdo para
variavel X governada por uma distribuicdo Gaussiana é X ~ N (u,c%).

A funcdo densidade de probabilidade da variavel aleatéria com
distribuicdo normal € dada por (34).

_ew? (34)

e 252

f (X; 1, (52) =
o\2m

A distribuicdo Gaussiana é muito utilizada na robotica, pois além
de ser peca chave do filtro de Kalman utilizado na fusdo de sensores, a
mesma pode representar 0 movimento do robd com sua incerteza
(ruidos), a leitura de um sensor com os ruidos ou qualquer outra forma
de dados que estejam na forma de um valor aproximado e alguma
incerteza (média e variancia).
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APENDICE C — Redes Bayesianas

Quando se trabalha com modelos probabilisticos é inevitavel que
se construa uma rede Bayesiana. As redes bayesianas sdo modelos
graficos para raciocinio baseado na incerteza, onde os nés representam
as variaveis de um dominio e os arcos representam as conexdes ou
dependéncias entre elas. Um exemplo bem simplificado de rede
Bayesiana aplicada a automacgéo é mostrado Figura 48.

Pessoas Falha no Sensor

P(A)
95

.94
29

.001

P(1) P(D)
T | Coesigaments > [T 30
—— .0

Figura 48 - Exemplo de Rede Bayesiana.
Fonte: Adaptado de Thrun (2011)

P(F)
002

n<m<|m

Neste exemplo, é descrita uma situacdo de uma area restrita que
possui um alto grau de periculosidade. A rede bayesiana descreve a
probabilidade de eventos ocorrerem. E possivel notar na parte superior
do grafo, a probabilidade de dois eventos simples e independentes
ocorrerem, tendo o valor de 0,1% para o evento de deteccdo de uma
pessoa por um sensor (P(P)) e o valor de 0,2% para o evento de alguma
falha acionar o sensor acidentalmente (P(F)). Ou seja, esta sendo
considerado que a seguranca é tdo bem montada, que h& chances
maiores de o sensor apresentar falha do que uma pessoa entre nesta area.

Ao centro do exemplo ha uma tabela de verdade, descrevendo
gual a probabilidade do evento “Alarme” (P(A)) ocorrer dados os
valores dos eventos anteriores (Presenca de Pessoas e/ou Falha no
Sensor).

Se o alarme ocorrer, ha chances diferentes de haver um
desligamento total do processo ou uma interrupcdo momentanea das
maquinas da area em questdo. E possivel notar que todos os eventos
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estdo inter-relacionados, ou seja, se um evento inicial ocorrer é possivel
predizer com certa probabilidade o que ira acontecer.

Para realizar estes calculos sdo necessarias duas equacles
fundamentais, a equagdo da regra de Bayes (35), que calcula as chances
de um evento A acontecer dado evento B, e a equacgdo da probabilidade
total (36), que calcula a probabilidade total, considerando todos o0s
acontecimentos que levam a um evento B.

P(AB)= —P(B'ﬁ) A )
(B)
P(B)=>P(BIA=a)P(A=a) (36)

O célculo de valores através de uma rede de Bayes é apresentado
através de um exemplo, no Quadro 7.

Ha uma forma de simplificar os calculos, utilizando um
normalizador n, conforme mostrado nas equacdes (37), (38), (39) e (40),
e exemplificado no Quadro 8.

P'(AIB)=P(BIA)-P(A) (37)
P'(—AIB) =P(B-A)-P(—A) (38)
n=(P'(AB)+P'(-AB))” (39)

P(AB)=n-P'(AB) (40)
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Teste de Obstaculo 1

Considerando que a probabilidade de haver um obstaculo em
uma area restrita € de P(O) =0,01 e € possivel determinar a presenca ou
ndo de obstaculos através de um sensor, que possui P(+0O)=0,9, ou

seja, confiabilidade de indicar corretamente (e positivamente) a
presenca de obstaculos de 90% e que tem a chance de um falso positivo
acontecer de P(+—0)=0,2 (20%). Calcule a chance de haver um

obstéaculo, dado um resultado positivo no sensor P(O| +) .

P(0)=0,01 Implicaem: P(—0)=0,99
P(+0)=0,9 Implicaem: P(-/0)=0,1
P(+-0)=0,2  Implicaem: P(-4-0)=0,8

Probabilidades Conjuntas:

P(+,0)=P(+0)-P(0)=0,9-0,01=0,009
P(~,0)=P(H0)-P(0)=0,1-0,01=0,001
P(+—0)=P(+—0)-P(—0)=0,2-0,99=0,198
P(~,—0)=P(-|-0)-P(-0)=0,8-0,99=0,792

A probabilidade de um sinal positivo acontecer pode ter origem
de uma medicdo correta e de um falso positivo (Oe—0), portanto:

= ZP(+|O = a) P(O = a) =0,009 + 0,198 =0, 207

P(HO)-P(O) 0,009
(1)~ PLH0)-P(O) _
P(+) 0,207
Ou seja, a probabilidade de que haja um objeto na area restrita é
de apenas 4,3%.

=0,043=4,3%

Quadro 7 — Exemplo de calculo na rede de Bayes.
Fonte: Adaptado de Thrun (2011)
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Teste de Obstaculo 2

Considerando os mesmos dados do exemplo anterior, verifique a
probabilidade de haver um obstaculo, dado dois resultados positivos

P(Ol++), utilizando as férmulas com normalizador.

Priori + + P’ (multiplicagdo dos 3)
0 0,01 09 09 0,0081
-0 0,99 0,1 01 0,039

-1 1

=—————=8,2919
0,081+0,0396

n=(P'(Ol++)+P'(=0|++))

Assim, temos que:

P(O]++)=n-P'(O]++)=0,0081-8,2919 = 0,1698
P(—O|++)=n-P'(=0]++)=0,8301

A probabilidade de haver um obstaculo é de 16,98%.

Quadro 8 — Exemplo de célculo utilizando o normalizador.
Fonte: Adaptado de Thrun (2011)

Figura 49 - Medicéo de uma varidvel ndo observavel.

Estes exemplos demonstram a medi¢do em uma rede Bayesiana
de um estado escondido (ndo observavel) “O” através de estados
observaveis (os testes) (Figura 49). Pode-se afirmar que T1 e T2 sdo
condicionalmente independentes, pois caso haja certeza sobre o valor de
0, ndo havera mais conexdo entre Tl e T2.

Apesar de serem exemplos simples, estes podem ser expandidos
para a robotica. O estado (pose) do rob6 ndo é diretamente mensuravel,
mas o0 que é possivel saber sdo as leituras dos sensores que fornecem
alguma informag&o sobre o movimento robd. Esse mesmo conceito pode
ser aplicado ao mapeamento, dado que o sensor de distancia, a cada
varredura, confirma a presenca ou ndo de um obstaculo com certa
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probabilidade de erro e quanto maior o nimero de confirmag@es, maior
certeza havera sobre a presenca ou nao de obstaculos.

Estas redes exemplificadas sdo estaticas e dependem apenas do
numero de testes realizados, mas quando a rede Bayesiana varia com o
tempo, a mesma recebe a denominacéo de rede Bayesiana Dinamica.

Outra denominagdo importante surge quando na rede Bayesiana o
estado atual depende apenas do estado anterior, recebendo 0 nome de
rede ou cadeia de Markov (Markov Chain).

Assim, se a mesma assume ambas as propriedades, e ainda possui
estados que s6 sdo possiveis de serem observados através de medices, a
rede Bayesiana é denominada de modelo oculto de Markov (HMM —
Hidden Markov Model).

A HMM pode ser utilizada para predizer e analisar séries
temporais (Thrun 2011), sendo aplicada principalmente nos campos da
robdtica, medicina, finangas, linguagem e muitas outras &reas. A HMM
é 0 nucleo central de técnicas como Filtro de Kalman e Filtro de
Particulas, que serdo discutidos em capitulos posteriores.

Um exemplo do funcionamento do célculo de uma HMM ¢ feito
no Quadro 9, utilizando o modelo da Figura 50. Neste, dada uma
sequéncia de objetos de cores variadas, deseja-se classifica-los em
Coloridos e Brancos (C e B, respectivamente). As medi¢Bes sdo dadas
por um sensor que emite um feixe de luz e mede a intensidade de
retorno, sendo R para casos em que ha Reflexéo do raio pela superficie e
A para os casos onde ha absorcao.

No caso mostrado pela figura, quando ha reflexdo ha uma grande
chance do objeto ser Branco. Ainda, o problema foi elaborado
considerando que a probabilidade de haver objetos coloridos ou brancos
sequenciais (0,6 e 0,8) é maior do que a probabilidade de alternancia de

cores (0,4 e 0,2).

0,4
- D

0,2
V\__/

0,4A0,6 0,9/\0,1
RA RA

Figura 50 - Modelo de transi¢6es de uma HMM.
Fonte: Adaptado de Thrun (2011)

0,6 0,8
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Exemplo 1 — Dado que houve uma Reflex&o (R) e que ndo sei a cor do
objeto anterior (Inicial), qual a probabilidade do objeto ser colorido?

Ou seja, no instante inicial P(C,)=0.5 e P(B,)=0.5, e desejo saber
o0 valor no préximo instante (proximo objeto) dado que houve R no
primeiro instante, P(C, |R,).

A solucéo é dada resolvendo a equacdo da regra de Bayes:

P(Rllcl) ) P(C1)

P(CllRl): PR,

Para calcular a probabilidade de o objeto ser colorido, tenho de
considerar a chance de o primeiro ter sido colorido e que a sequéncia se
mantém, mais a possibilidade de que o objeto era Branco e alternou
para Colorido (regra da probabilidade total):

P(Cl) = P(C1|CO) : P(Co)+ P(C1|Bo)'P(Bo)
P(C,)=0,6-0,5+0,2-0,5=0,4

P(Rl) = P(R1|C1)'P(C1)+ P(Rll_‘Cl)'P(_‘Cl)
P(Rl) = P(R1|C1)o P(C1)+ P(R1|Bl)-(1—0,4)
P(Rl)=O,4'0,4+0,9-0,6=O,7

P(CIR,)= 0’3'3'4 =0,229

Ou seja, ha chance de 22,9% do objeto ser colorido.

Quadro 9 — Exemplo de HMM.
Fonte: Adaptado de Thrun (2011)
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Exemplo 2 — Mesmo procedimento que o anterior, mas com a certeza
de que o primeiro objeto era Colorido. Ou seja, P(CO)=1 e

P(B,)=0.
P(C,)=P(CJC,)-P(C,)+P(C,IB,)-P(B,)
P(C,)=0,6-1+0,2-0=0,6

P(R,)=P(R,IC,)-P(C,)+P(R,=C,)-P(=C))
P(R,)=P(R,C,)-P(C,)+P(R,B,)-(1-0,6)
P(R,)=0,4-0,6+0,9-0,4

P(R,)=0,6
0,4-0,6
= 06 =
Ou seja, ha chance de 40% do objeto ser colorido.

Quadro 10 — Segundo exemplo de HMM.
Fonte: Adaptado de Thrun (2011)

P(CIR,) 0,4

Exemplo 3 — Deseja-se saber a probabilidade do objeto ser Branco,
dada a observacdo de uma reflexdo e sabendo que o primeiro objeto era
Branco, P(C,)=0e P(B,)=1.

P(B,)=P(B,[B,)-P(B,)+P(B,IC,)-P(C,)
P(B,)=0,8-1+0,4-0=0,8

P(Rl) = P(RllBl)‘ P(Bl)+ P(R1|_‘Bl)'P(_'Bl)
P(R,)=P(R,B,)-P(B,)+P(R,C,)-(1-0,8)
P(R,)=0,9-0,8+0,4-0,2

P(R,)=0,8
0,9-0,8
= 08 =
Ou seja, ha chance de 90% do objeto ser branco.

P(B,R,) 0,9

Quadro 11 — Terceiro exemplo de HMM.
Fonte: Adaptado de Thrun (2011)

Através dos exemplos, é possivel entender melhor como é feito o
procedimento de calculo em uma HMM. Em cada situagcdo podemos
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observar o efeito nas escolhas dos valores das probabilidades. No
primeiro exemplo, é observada uma Reflexdo, o que indicaria uma boa
chance do objeto ser Branco, com isto, a probabilidade do objeto ser
colorido P(C,) cai de 40%, sem a leitura do sensor, para 22,9% com a

nova informagéo (P(C,|R,)).

Adicionalmente, como ndo se sabe a cor do objeto inicial, esta
informacédo ndo tem grande influéncia sobre o resultado. Isto fica melhor
evidenciado no segundo exemplo, onde foi considerado que o primeiro
objeto é colorido. Como ha uma maior chance de haverem objetos de
cores sequenciais do que alternancia entre a cor dos mesmos, esta
informacdo altera a probabilidade do objeto ser colorido de 40% do
exemplo anterior para 60%, mas com a leitura dos sensores que favorece
0 Branco, diminui para 40% contra 0s 22,9% do primeiro exemplo.

No terceiro exemplo é possivel notar que mesmo todos os fatores
confirmando que o objeto é Branco e aumentando sua certeza para 90%,
ainda ha um espaco para erro de 10%. Essa é uma caracteristica muito
importante das redes bayesianas, pois dificilmente teremos certeza
absoluta sobre algo e sim uma alta ou baixa probabilidade do evento
acontecer.

Aplicado a robdtica, é possivel criar HMMs na localizacéo,
exploracdo e mapeamento. A Figura 51 é um exemplo aplicado a
localizacdo, onde X sdo os estados do rob6 (posigdes e velocidades, por
exemplo), que dependem apenas do estado do instante anterior mais o
sinal de controle u do instante atual. Estes entdo sdo corrigidos pelas
medicOes dos sensores (Z) do instante atual, que possuem alguma

informac&o sobre X.
()

Figura 51 — Rede de Bayes aplicada a robética.
Fonte: Thrun (2006)

No contexto deste trabalho, é importante saber que o filtro de
Kalman é um caso especial de uma HMM, que em vez de utilizar
probabilidades individuais, faz aproximacgdes por distribuigdes
Gaussianas nos seus célculos.



APENDICE D - Simulagéo de Trajetorias

Baseando-se no algoritmo EKF, foi construida uma simulagéo
prévia somente sobre o acompanhamento e predicdo de uma trajetoria
através da fusdo.

Para simular o sistema, foi utilizado o software Matlab. Em um
primeiro momento, foi elaborada uma simulagdo com comportamento
ideal do rob6 realizando uma trajetdria pré-definida e armazenando os
dados das leituras ideais do robd de todos os instantes.

Em uma segunda etapa, foi adicionado ruido a estas leituras (com
intensidade de + 1 para a os sensores da odometria e de + 0,1 para a
IMU) e feitas novas simulag@es, desta vez tentando predizer a trajetoria
do rob6 apenas com as informagdes dos sensores na fusdo de dados.

Com isto, temos uma simulago inicial com 2 curvas, uma com a
trajetdria real da primeira simulagdo e uma segunda com a tentativa de
predizer o caminho utilizando somente a fusdo entre a IMU e a
odometria.
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Figura 52 - Resultados obtidos com o robé real.
Fonte: Menegaldo (2008)

Nas simulagdes iniciais (Figura 53) a trajetéria foi bem simples,
sendo apenas uma linha reta. O deslocamento real estd na cor azul e em
vermelho o trajeto predito pela fuséo.
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Figura 53 - Simulacéo do deslocamento no tempo.

Foi feita uma medicdo de erros durante cada simulagéo, entre o
estado real e estimado, apenas com o intuito de acompanhar a evolucéo
das medicdes. O erro que € gerado a todo instante vai acumulando, mas
com intensidade muito menor do que foi gerado.
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Figura 54 - Erro entre o estado estimado e o estado real no tempo.

E possivel notar que ap6s 1000 amostras um pequeno erro de 0,5,
concluindo que nos casos em que séo utilizados os dados da IMU para
complementar a odometria, a trajetéria consegue ser acompanhada.

Os outros dois casos simulados estdo representados na Figura 55
e Figura 56. Em ambos os casos o filtro de Kalman se comportou
adequadamente prevendo o comportamento do robé com boa preciséo.
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Figura 55 - Segunda trajetoria simulada.
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Figura 56 - Terceira trajetoria simulada.
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Figura 57 - Simulacéo de trajetdrias.

Para comparar os resultados obtidos com a fusdo com a
odometria, foram refeitas as simulagBes para uma trajetoria mais
complexa apresentada na Figura 57.

Esta segue 0 mesmo principio das anteriores, mas agora temos a
trajetdria real em azul, a trajetoria vermelha sendo a da fusdo e em preto,
a da odometria com ruidos 10 vezes menores do que os simulados pela
fuséo.
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Foi escolhido elaborar os ruidos desta maneira, pois a odometria
ndo é robusta o suficiente e diverge muito da trajetdria real. Desta
forma, podemos avaliar o impacto no SLAM de uma predigdo de
trajetdria ndo tdo ruim para a odometria e a que foi obtida com a fus&o.

E possivel notar que o comportamento do filtro é adequado,
mesmo sem uma exata elaboragdo das matrizes Q, R e P. Percebe-se
também que o erro é deveras pequeno se comparado a complexidade das
trajetdrias, mas para uma aplicacdo real, deve-se avaliar uma correta
identificacdo dos pardmetros para melhor desempenho do sistema.



