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Contexto

El presente trabajo se desarrolla en elámbito de la
lı́nea T́ecnicas de Indexación para Datos no Estruc-
turados del Proyecto Tecnologı́as Avanzadas de Bases
de Datos, cuyo objetivo principal es realizar investi-
gacíon b́asica en problemas relacionados al manejo
y recuperacíon eficiente de información no tradicio-
nal, disẽnando nuevos algoritmos de indexación que
permitan realizar b́usquedas eficientes sobre datos no
estructurados.

Resumen

El concepto de b́usquedas por similitud, es decir bus-
car elementos en una base de datos que sean simila-
res o cercanos a uno dado, tiene aplicación en diver-
sasáreas de computación. Las bases de datos que so-
portan este tipo de consultas pueden ser modelizadas
mediante el concepto de espacio métrico. Un espacio
métrico es un par(X , d), dondeX es un conjunto de
objetos yd es una funcíon de distancia definida entre
ellos que mide cúan diferentes son. El procesamiento
de consultas en espacios métricos es un tema de in-
vestigacíon emergente tanto desde el punto de vista de
los algoritmos que las implementan como de losı́ndi-
ces que las soportan. En este trabajo abordamos el
estudio de algoritmos de indexación basados en par-
ticiones compactas buscando mejorar la eficiencia de
los mismos.

Palabras claves: Espacios Ḿetricos, B́usquedas por
Similitud, Índices, Particiones Compactas.

1. INTRODUCCI ÓN

El concepto debúsquedas por similitudo por
proximidad, es decir buscar elementos de una ba-
se de datos que sean similares o cercanos a uno
dado, aparece en diversas áreas de computación,
tales como reconocimiento de voz, reconocimien-
to de imágenes, compresión de texto, biologı́a
computacional, inteligencia artificial, minerı́a de
datos, entre otras.

En [9] se muestra que este problema se puede
expresar como sigue: dado un conjunto de obje-
tosX y una función de distanciad definida en-
tre ellos que mide cuán diferentes son, el obje-
tivo es recuperar todos aquellos elementos que
sean similares a uno dado. Esta funciónd cum-
ple con las propiedades caracterı́sticas de una fun-
ción de distancia:positividad( d(x, y) ≥ 0), si-
metŕıa (d(x, y) = d(y, x)) y desigualdad triangu-
lar (d(x, y) ≤ d(x, z) + d(z, y) ).

El par(X , d) se denominaespacio ḿetrico. La
base de datos será un subconjunto finitoU ⊆ X .
En este nuevo modelo de bases de datos, una de
las consultas tı́picas que implica recuperar obje-
tos similares es labúsqueda por rango, que de-
notaremos con(q, r)d. Dado un elementoq ∈ X ,
al que llamaremosqueryy un radio de tolerancia
r, una búsqueda por rango consiste en recuperar
los objetos de la base de datos cuya distancia aq

no sea mayor quer, es decir,(q, r)d = {u ∈ U :
d(q, u) ≤ r}.

El tiempo total de resolución de una búsque-
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da contiene tres términos, a saber:T= #evalua-
ciones ded× complejidad(d) + tiempo extra de
CPU + tiempo de I/O. En muchas aplicaciones la
evaluación de la funciónd es tan costosa que las
demás componentes de la fórmula anterior pue-
den ser despreciadas.Éste es el modelo usado en
este trabajo; por consiguiente, nuestra medida de
complejidad será la cantidad de evaluaciones de
la función de distanciad.

Una forma trivial de resolver una búsqueda por
rango es examinando exhaustivamente la base de
datos. Para evitar esta situación, se preprocesa la
base de datos por medio de unalgoritmo de inde-
xacióncon el objetivo de construir unaestructura
de datos óındice, diseñada para ahorrar cálculos
en el momento de resolver una búsqueda.

En [9] se presenta un desarrollo unificador de
las soluciones existentes en la temática. En dicho
trabajo, se muestra que todos los enfoques para
la construcción de ı́ndices en espacios métricos
consisten en particionar el espacio en clases de
equivalencia e indexar las clases de equivalencia.
Luego, durante la búsqueda, por medio del ı́ndice
descartar algunas clases, y buscar exhaustivamen-
te en las restantes. La diferencia entre los distintos
algoritmos radica en cómo construyen esta rela-
ción de equivalencia. Básicamente se pueden dis-
tinguir dos grupos:algoritmos basados en pivotes
y algoritmos basados en particiones compactas.

Algoritmos basados en pivotes: en los algo-
ritmos basados en pivotes [1, 3, 5, 7, 8, 9], la rela-
ción de equivalencia se define tomando en cuenta
la distancia de los elementos de la base a un con-
junto preseleccionado de elementos denominados
pivotes; en este sentido, dos elementos son con-
siderados equivalentes si están exactamente a la
misma de distancia de todos los pivotes. El pro-
ceso de indexación consiste en seleccionark pi-
votes{p1, p2, . . . , pk}, y asignar a cada elemento
a el vector o firmaδ(a) = (d(a, p1), d(a, p2), . . . ,
d(a, pk)). Ante una búsqueda(q, r)d, se usa la
desigualdad triangular junto con los pivotes pa-
ra filtrar elementos de la base de datos sin me-
dir su distancia a la queryq. Para ello se compu-
ta la distancia deq a cada uno de los pivotes
pi, y luego se descartan todos aquellos elemen-
tos a, tales que para algún pivotepi se cumple

que | d(q, pi) − d(a, pi) |> r. Los elementos no
descartados pasan a formar parte de un conjunto
de elementos que se comparan directamente con
q para determinar si forman o no parte de la res-
puesta.

Algoritmos basados en particiones compactas:
En el caso de los algoritmos basados en particio-
nes compactas [4, 13, 11, 12], la relación de equi-
valencia se define teniendo en cuenta la cercanı́a
de los elementos a un conjunto preseleccionado
de elementos denominadoscentros; en este caso
dos elementos son equivalentes si tienen al mismo
centroc como su centro más cercano. El objetivo
final es dividir el espacio en zonas tan compactas
como sea posible. Para ello seleccionan un con-
junto decentros{c1, c2, . . . , ck} y dividen el es-
pacio asociando a cada centro. La partición aso-
ciada a un centroci está formada por el conjunto
de puntos que tienen aci como su centro más cer-
cano. Existen muchos criterios posibles para des-
cartar zonas o particiones durante una búsqueda.
Los dos más populares son:

a. Criterio del hiperplano: es el más básico
y el que mejor expresa la idea de partición
compacta. Básicamente, sic es el centro de
la clase[q] (es decir, el centro más cercano a
q) entonces la bola con centroq no intersec-
ta [ci] si d(q, c) + r < d(q, ci) − r. Es decir,
si la bola asociada aq no intersecta el hiper-
plano que divide su centro más cercanoc y
el centroci, entonces cae fuera de la clase de
ci.

b. Criterio del radio de cobertura: en este ca-
so se trata de limitar la clase[ci] consideran-
do la bola centrada enci que contiene todos
los elementos deU que caen en la clase. De-
finimos el radio de cobertura dec en el es-
pacioU comocr(c) = max u∈[c]∩U d(c, u).
Luego, podemos descartar[ci] si d(q, ci) −
r > cr(ci).

Uno de los principales obstáculos en el diseño
de buenas técnicas de indexación es lo que se
conoce con el nombre demaldición de la di-
mensionalidad. El concepto de dimensionalidad



está relacionado a la dificultad o facilidad de bus-
car en un determinado espacio métrico. La dimen-
sión intrı́nseca de un espacio métrico se define
en [9] comoρ = µ2

2σ2 , siendoµ y σ2 la media y
la varianza respectivamente de su histograma de
distancias. Es decir que, a medida que la dimen-
sionalidad intrı́nseca crece, la media crece y su
varianza se reduce. Esto significa que el histogra-
ma de distancia se concentra más alrededor de su
media, lo que influye negativamente en los algo-
ritmos de indexación.

La figura 1 da una idea intuitiva de por qué el
problema de búsqueda se torna más difı́cil cuan-
do el histograma es más concentrado. Los histo-
gramas de la figura representan posibles distribu-
ciones de distancias respecto de algún elementoc

(histogramas locales respecto dec). Considerando
una búsqueda(q, r)d, las áreas sombreadas de la
figura muestran los puntos que no podrán descar-
tarse si se utilizac como centro. Puede observarse
que a medida que el histograma se concentra más
alrededor de su media, disminuye la cantidad de
puntos que pueden descartarse usando como da-
to d(c, q). Este fenómeno es independiente de la
naturaleza del espacio métrico, y nos brinda una
forma de cuantificar cuán dura es una búsqueda
sobre el mismo.

El procesamiento de consultas en espacios
métricos es un tema de investigación emergente
tanto desde el punto de vista de los algoritmos
que las implementan como de los ı́ndices que las
soportan. Por esta razón, en este trabajo aborda-
mos el estudio de algoritmos de indexación basa-
dos en particiones compactas buscando mejorar la
eficiencia de los mismos.

2. LÍNEAS DE INVESTIGACI ÓN Y
DESARROLLO

Se sabe que la forma en que se seleccionan
los centros afecta en gran medida el desempeño
del ı́ndice creado. La selección trivial es la ran-
dom, pero la experiencia marca que aquellas ta-
reas realizadas aleatoriamente pueden mejorarse
incorporando alguna polı́tica especı́fica. El grupo
de centros seleccionados durante la construcción
del ı́ndice no afecta en absoluto la efectividad del
mismo pero es crucial para su eficiencia.
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Figura 1: Histogramas de distancias de baja dimensiona-

lidad (arriba), y de alta dimensionalidad (abajo)

Una buena selección de centros deberı́a elegir
un conjunto de elementos que permitan agilizar
las búsquedas mediante el uso de la información
obtenida al calcular las distancias entre los cen-
tros y la queryq. Es decir, se espera que un buen
conjunto de centros forme particiones en el espa-
cio que minimicen la cantidad de evaluaciones de
la función de distancia necesarias para responder
una búsqueda por similitud.

Una caracterı́stica de un buen conjunto de cen-
tros es que sus elementos no estén muy cercanos
unos de otros o concentrados en una pequeña zona
del espacio ya que, si esto ocurre, es muy proba-
ble que la bola de la query intersecte varias zonas
del espacio las que no podrán ser descartadas.

En [4] se propone una técnica que intenta evi-
tar elegir centros que estén muy cercanos unos de
otros. Para ello se toma una muestra del espacio y
luego se seleccionan los elementos de la muestra
que están más alejados unos de otros. Para lograr
esto, en cada paso, se elije como centroci aquel
elemento que esté más alejado simultáneamente
de c1, c2, · · · , ci−1. Este proceso puede resolver-
se con una complejidad deO(nm) donden es el
número de elementos en la muestra ym es la can-
tidad de centros deseados.

El proceso de descarte de las búsquedas por si-



militid en espacios métricos es sensible a la dis-
tribución de los elementos en el espacio. Es decir,
en las zonas del espacio con mayor concentración
de elementos, el proceso de descarte de la búsque-
da se hace más dificultoso que en otras zonas de
menor concentración de elementos. Como ya vi-
mos, una forma de visualizar la distribución de
los elementos de un espacio métrico es utilizando
histogramas de distancia. En [2] los autores ha-
cen uso de histogramas de distancias para definir
el concepto denúcleo duro y núcleo blandode
un espacio métrico. El núcleo duro está formado
por aquellos elementos que se ubican en la zona
de mayor concentración, que se corresponde con
la zona que se encuentra alrededor de la media del
histograma de distancias, si el mismo tiene forma
de campana de Gauss; el núcleo blando está for-
mado por el resto de los elementos en el espacio
métrico.

En [6] se proponen dos técnicas de selección de
centros basadas en los conceptos de núcleo duro
y núcleo blando. Una de ellas, denominadacloser
elementconsiste en seleccionar los centros desde
el conjunto de elementos pertenecientes al núcleo
blando y la otra, denominadahigh density zone,
consiste en elegirlos desde el conjunto de elemen-
tos pertenecientes al núclo duro. Estas técnicas
no utilizan los núcleos duro y blando del espacio
métrico (como se sugiere en [2]) sino que en cada
paso se crea el histograma local del centro elegi-
do en el paso anterior y la selección del próximo
centro se basa sólo en lo que el centro anterior
verı́a como núcleo duro o núcleo blando (que pue-
de no corresponderse con los núcleos reales del
espacio). Los autores muestran quehigh density
zonees la más competitiva logrando importantes
reducciones en la cantidad de evaluaciones de dis-
tancias cuando se la compara con una selección
aleatoria de centros.

En este trabajo proponemos el estudio de nue-
vas técnicas de selección de centros para ı́ndices
métricos basados en particiones compactas. He-
mos diseñado hasta el momento dos nuevas polı́ti-
cas de selección, las que explicamos a continua-
ción:

Se sabe que el histograma local puede ser
muy diferente del histograma global del es-
pacio; pero si los histogramas locales de di-

ferentes puntos de referencia son similares,
entonces podemos predecir a través de ellos
la distribución de los elementos del espa-
cio métrico. Esta es la observación que usan
los autores en [2] para proponer como méto-
do de detección del núcleo duro, la intersec-
ción de varios histogramas locales. Basándo-
nos en esto, la técnicahigh density zonede-
berı́a mejorar su aproximación al núcleo du-
ro, y en consecuencia mejorar su desem-
peño, si en lugar de considerar sólo el histo-
grama del último centro elegidoci conside-
ra la intersección de los histogramas de to-
dos los centros elegidos hasta ese momento
c1, c2, · · · , ci.

La técnicahigh density zonese basa en his-
togramas con forma de campana de Gauss y
como se muestra en [10] no todos los histo-
gramas tienen esta forma ; en algunos casos
el histograma pueden tener varios máximos
locales que por lo general no se correspon-
den con la media del mismo. Una adaptación
de high density zonea otros tipos de histo-
gramas es realizar la intersección de aquellas
zonas que se encuentren aledañas a todos los
máximos locales.

Actualmente nos encontramos implementando
estas técnicas para su posterior evaluación experi-
mental sobre ı́ndices basados en particiones com-
pactas.

3. RESULTADOS
OBTENIDOS/ESPERADOS

Se espera que las técnicas diseñadas resulten
más competitivas quehigh density zonedado que
estarán aproximando de manera más real el his-
tograma global del espacio métrico y además
tendrán en cuenta las distintas formas que puede
tener un histograma. Los algoritmos implementa-
dos serán evaluados empı́ricamente utilizando los
espacios de prueba ampliamente usados y acep-
tados por la comunidad cientı́fica del área de es-
tudio, los que encuentran disponibles en el sitio
de Similarity Search and Applications (SISAP)
http://www.sisap.org.



4. FORMACI ÓN DE RECURSOS
HUMANOS

El presente trabajo se desarrolla en el ámbito de
la lı́neaTénicas de Indexación para Datos no Es-
tructuradosdel proyectoTecnoloǵıas Avanzadas
de Bases de Datosde la Universidad Nacional de
San Luis. El desarrollo de este trabajo es parte de
un Trabajo Final de la Licenciatura en Ciencias
de la Computación de dicha Universidad.
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