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Este trabalho tem como objetivo principal implementar e avaliar opgoes de
planos amostrais de algoritmos para calculo de centralidade de intermediacao -
uma medida utilizada para identificar vértices importantes e influentes - em redes
complexas, visando melhorar a qualidade das estimativas. A avaliacao estatistica
da qualidade dessas estimativas sera feita através de indicadores propostos, ja
utilizados em amostragem mas nao em mineracao de dados em redes complexas.
As técnicas utilizadas de forma combinada para atingir os objetivos e propor um
novo algoritmo foram: amostragem, agrupamento (ou deteccao de comunidades) e
computacao paralela. O recurso de amostragem vem sendo utilizado amplamente
como ferramenta de reducao de dimensionalidade em problemas de mineracao de
dados para agilizar processos e diminuir custos com armazenagem de dados. As
técnicas de agrupamento para deteccao de comunidades possuem alta correlacao
com a medida que se deseja estimar, a centralidade de intermediacao. Um dos
fatores considerados na escolha dos métodos empregados na implementacao dos
algoritmos foi a possibilidade de se utilizar computagao paralela ou distribuida.
Ap6s revisao da literatura e avaliagao dos resultados dos experimentos realizados,
conclui-se que o algoritmo proposto pelo presente estudo contribui para o estado da
arte da utilizacao de amostragem para estimar centralidade de intermediagao em
grandes redes complexas, um desafio no cendrio atual de big data, ao agregar vérias
técnicas que otimizam a extracao de conhecimento de dados. O algoritmo proposto,
além de melhorar a qualidade das estimativas, apresentou reducao no tempo de

processamento mantendo a escalabilidade.
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The main objective of this work is to implement and to evaluate options of
sampling plans of algorithms for calculation of betweenness centrality, a measure
used to identify important and influential vertices in complex networks aiming to
improve the quality of the estimates. For statistical evaluation of variability of
the estimates, indicators used in sampling, but not yet in data mining in complex
networks, will be proposed. The techniques used in combination to reach the
objectives and propose a new algorithm were: sampling, clustering (or community
detection) and parallel computing. The sampling feature has been widely used as
a tool to reduce dimensionality in data mining problems to streamline processes
and reduce costs with data storage. The techniques of grouping for the detection
of communities have a high correlation with the measure to be estimated, the
betweenness centrality. One of the factors used in choosing the methods used in the
implementation of the algorithms was the possibility of using parallel or distributed
computing. After the review of the literature and evaluation of the results of the
experiments carried out, it is concluded that the proposed algorithm contributes to
the state of the art of the use of sampling to estimate betweenness centrality in large
complex networks, a challenge in the current scenario of big data, by adding several
techniques that optimize the extraction of data knowledge. The proposed algorithm,
in addition to improving the quality of the estimates, presented a reduction in the

processing time while keeping the scalability.
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Capitulo 1

Introducao

Atualmente os bancos de dados estao cada vez maiores e a obtengao de
informacao e conhecimento utilizando os dados nesses bancos torna-se uma tarefa
complexa e, as vezes, inviavel. Com técnicas de amostragem, é possivel obter
informacoes sobre o todo baseando-se no resultado de uma amostra, desde que os
dados sejam bem extraidos, ou seja, que se possa generalizar os resultados para o
todo (BOLFARINE e BUSSAB, 2004)). Estudos recentes mostram a possibilidade
de obtengao de estimativas eficientes para varias tarefas de mineracao de dados,
utilizando amostragem para reduzir custo e tempo de processamento, assim como
espaco de armazenagem de dados.

A principal vantagem da utilizacao de amostragem como estratégia de reducao de
dimensionalidade na fase de pré-processamento dos dados é a reducao de tempo de
execucao dos algoritmos de mineracao de dados (TAN et al., [2009)e, em particular,
neste trabalho, no cédlculo de centralidade de intermediagao dos vértices de redes
complexas, que sao grafos com caracteristicas estruturais nao triviais. Na era do
big data e seus V’s (velocidade, variedade, volume, valor e veracidade), os grafos
representam uma forma de representacao de dados complexos (variedade) util para
extrair informagao dos mesmos (valor). A amostragem age na reducao de volume
e consequentemente na redugao de tempo de execucao (velocidade) e de espago de
armazenamento. E o plano amostral deve ser adequado para se extrair informacao
para o todo de forma fidedigna (veracidade), ou seja, tem que fornecer estimativas
com qualidade.

Um exemplo importante e atual de utilidade da teoria de amostragem estd no
caso de fluxo de dados (data stream), pois sao informagdes em fluxo constante
de atualizacao, e a possibilidade de trabalhar com amostras agiliza a extracao de
informagcao desses dados como, por exemplo, milhares de imagens sendo recebidas
de satélites para avaliagao de uso e cobertura da terra.

O jornal “The Financial Times” possui uma coluna chamada “The big read”

que publica noticias sobre big data e novidades no campo da tecnologia. Numa



reportagem com o titulo “O big data pode revolucionar a formulacao de politicas
pelos governos? Mineragao de informacoes digitais para instantaneos economicos
precisos e atualizados pode ajudar as autoridades a tomar decisoes mais rapidas e
melhores”E], de janeiro de 2018, sao levantadas questoes onde o uso de amostragem
pode ajudar a evoluir o estado da arte das pesquisas que usam big data. Nesta
reportagem sao apresentados casos de sucesso como, por exemplo, o projeto do MIT
chamado “Projeto bilhoes de precos”, que ja consegue estimar inflacao diaria para
varios paises utilizando precos retirados de comerciantes digitais, e a ambicao de se
construir um mapa da economia em tempo real.

Alguns exemplos de amostragem utilizada em big data para estatisticas oficiais
sao os trabalhos realizados pelo grupo de trabalho Global Working Group on big data
for official statistics criado pela Comissao de Estatistica das Nagoes Unidas ( United

Nations Statistical Commission)ﬂ Destacam-se aqui alguns desses exemplos:

e Levantamento de culturas agricolas: usando sensoriamento remoto por satélite
para ajudar a estimar estatisticas agricolas do Instituto Nacional de Estatistica
(INE) da China. O trabalho tem como objetivo construir uma estrutura
de amostragem espacial usando os dados de pesquisas de uso da terra
e do censo agropecudrio, atualizadas com amostras de imagens por satélite
e sensoriamento remoto aéreo. Com as amostras selecionadas pelo método
de amostragem espacial, estima-se a area de plantio e a producao a cada

temporada.

e Explorando o uso de mensagens da midia social para indicadores economicos do
INE da Holanda. Pesquisa que explora a usabilidade de mensagens publicas
de midia social para estatisticas oficiais. Verifica se os resultados do indice
de confianca do consumidor baseado em pesquisa existente poderiam ser
replicados usando apenas essa fonte, reduzindo o tempo de produgao e expande
o conhecimento metodolégico em da teoria da amostragem. Essa fonte
de dados é amplamente considerada como tendo um enorme potencial para
esclarecer uma série de fenémenos sociais. No entanto, o sucesso nao significa
automaticamente a aplicacao as estatisticas oficiais, o que requer uma avaliacao

que vai além da questao da viabilidade técnica.

e Utilizagao de dados online no Indice Harmonizado de Precos ao Consumidor
do INE da Noruega. Este projeto busca identificar areas onde o comércio na
internet é significativo e traz uma discussao sobre como planejar o processo
de amostragem, analisar dados coletados online e avaliar os resultados
obtidos.

Thttps: / /www.ft.com/content /9f0a8838-fa25-11e7-9b32-d7d59aacel67
Zhttps://unstats.un.org/bigdata,/




e Potencial de dados de medicao inteligente para deteccao de domicilios
desocupados do INE do Reino Unido. O INE do Reino Unido adquiriu dados
de medidores inteligentes de uso de energia elétrica. Esses dados tém varios
usos possiveis dentro das estatisticas oficiais e o foco do trabalho esta na
ocupagao. Saber quais areas do pais tém altos niveis de domicilios desocupados
seria benéfico para a logistica do trabalho de campo, além de melhorar
o planejamento amostral das pesquisas domiciliares. O objetivo dessa
pesquisa é comparar estimativas derivadas de dados de medidores inteligentes
com fontes oficiais alternativas de dados sobre propriedades vagas e verificar se
os dados de medidores inteligentes tém alguma vantagem em termos de custo,

pontualidade, geografia ou precisao.

Neste estudo, sao apresentados alguns algoritmos baseados em amostragem para
estimar centralidade de intermediacao em redes complexas e um algoritmo retirado
da revisao da literatura (estado da arte) é implementado e utilizado como base para
novos algoritmos com outras opgoes de plano amostral. Técnicas de amostragem e
medidas de agrupamento formam a base do algoritmo proposto, que busca melhorar
a acuracia e a precisao dessas estimativas.

A centralidade de intermediacao é uma medida de importancia relativa de um
vértice num grafo, e seu calculo é uma das principais tarefas de mineracao de dados
em grafos para identificagao de vértices importantes e influentes. Corresponde a
fragdo de caminhos mais curtos que passam pelo vértice (FREEMAN| |1977), logo, é
necessario encontrar todos os caminhos mais curtos entre todos os pares de vértices
no grafo. Dentre as aplicacoes da centralidade de intermedia¢ao, pode-se enumerar
as seguintes: analise das interacoes em grafos sociais e em grafos de proteina;
para avaliar o trafego de informacoes em grafos de comunicacao; para identificar
intersegoes importantes em estradas; na identificagdo de clientes influentes; na
identificacao de hubs em grafos de energia; para avaliar mercado financeiro (DEL-
VECCHIO et al 2009); deteccao de comunidades; na identificacdo de principais
transmissores de uma doenca e avaliar confiabilidade numa rede (SILVA| 2010)).
Ao ordenar os vértices conforme esta medida de centralidade, pode-se encontrar o

vértice mais importante. Segundo Riondato e Kornaropoulos (2016):

“Indices de centralidade siao métricas fundamentais para analise de redes.
Eles expressam a importancia relativa de um vértice na rede. Alguns
refletem propriedades locais de um grafo, como a centralidade de grau,
por exemplo. Enquanto outros fornecem informacao sobre a estrutura
global da rede, pois sao baseados na contagem de caminhos mais curtos,

como a centralidade de intermediacao. Estamos interessados em estimar



a centralidade de intermediacao, que é, para cada vértice do grafo, a

soma das fracoes de caminhos mais curtos que passam por esse vértice.”

No estudo mais recente sobre redes e fluxos do territorio brasileiro divulgado
pelo Instituto Brasileiro de Geografia e Estatistica (IBGE) , intitulado Logistica
de Energia 2015 (IBGE, 2016), sao utilizadas as centralidades de proximidade e de
intermediacao para identificar os municipios do Brasil mais importantes com relagao
a logistica de energia. A identificacao de vértices que, se desconectados, desconectam
parte do grafo é muito importante pois gera o nao fornecimento de energia para os
vértices do sub-grafo desconectado.

Dois outros estudos da série sobre redes e fluxos do territério brasileiro realizados
pelo IBGE que podem aplicar estas medidas de centralidade para identificacao dos
municipios mais importantes sao: Gestao do Territério (IBGE;[2014al), que consolida
as gestoes publica e privada dos municipios brasileiros, e Ligagoes Aéreas (IBGE]
2013), que busca caracterizar os fluxos derivados do transporte aéreo de passageiros
e carga.

Uma das medidas utilizadas para avaliar a qualidade das estimativas da
centralidade de intermediagao foi o coeficiente de variagao, utilizada pelos Institutos
Nacionais de Estatistica como medida de qualidade das estimativas.

A outra medida proposta para avaliar a qualidade das estimativas foi o efeito do
plano amostral de Kish. Com o efeito do plano amostral de Kish, a variancia de um
estimador sob um plano amostral qualquer é comparada com relacao a um plano
considerado padrao (BOLFARINE e BUSSABJ| 2004). Porém esse indicador nao
ajudou na escolha dos métodos a serem implementados nos algoritmos em fungao
do fato de que, se o vértice nao pertence a amostra, sua estimativa de centralidade de
intermediagao sera zero com estimativa nula de variancia, além de outras situagoes
que serao discutidas no capitulo de resultados.

No que concerne & mineragao em grafos (SAMATOVA et al., 2013)), algumas das
principais tarefas sao a identificacao de sub-grafos, deteccao de anomalias, calculo
de centralidades, andlise de agrupamento, deteccao de comunidades, identificagao
dos top-k vértices ou arestas mais importantes ou influentes. Ao se utilizar dados
modelados como grafos é possivel otimizar as tarefas de mineracao de dados que
possuem o objetivo de analisar relacionamentos e fazer buscas. Além da modelagem
em grafos, também foi aplicada computagao paralela para se obter agilidade do
processamento dos dados para estimacao da centralidade de intermediacao.

Acima foram apresentados o contexto e a importancia de amostragem em big data
e do uso de centralidade de intermediacao para identificacao de vértices importantes
em redes complexas. Também foram apresentados os indicadores de qualidade

propostos para avaliacao das estimativas de centralidade de intermediacao, assim



como a importancia da modelagem de dados em grafos para otimizar a extracao de
informagao de redes complexas.

Para atingir os objetivos que serao descritos a seguir, também foi utilizada uma
técnica de agrupamento para deteccao de comunidades, uma vez que centralidade de
intermediacao e deteccao de comunidades sao tarefas com alta correlacao. Existem
técnicas de deteccao de comunidades que excluem os vértices com maior centralidade
de intermediagao pois estes possuem alta probabilidade de conectar comunidades
(SAMATOVA et al., [2013)).

O objetivo principal desta tese é implementar e avaliar opcoes de planos amostrais
de algoritmos para cdlculo de centralidade de intermediagao em redes complexas
visando melhorar a qualidade das estimativas. Isto sera feito buscando alternativas
de planejamento amostral tomando como base o algoritmo apresentado por Riondato
e Kornaropoulos (2016) e a anélise de agrupamento apresentada por |Suppa e Zimeo
(2015)).

O primeiro algoritmo (RIONDATO e KORNAROPOULOS| 2016) utiliza a
dimensao Vapnik-Chervonenkis (FRIEDMAN et al.,2001)), da teoria de aprendizado
estatistico, para analisar o equilibrio entre tamanho de amostra e qualidade das
estimativas para alguns problemas fundamentais na area de mineracao de dados,
como regras de associacao e centralidade de intermediacao em grafos. Além disso,
apresenta garantias tedricas sobre a acurdcia do estimador para centralidade de
intermediacdo apresentado. J& o segundo algoritmo (SUPPA e ZIMEO, [2015)
utiliza andlise de agrupamento em grafos e uma classificacao dos vértices conforme
algumas caracteristicas topolégicaﬂ de tal forma que estima com qualidade a
centralidade de intermediagao, porém sem garantias tedricas, apenas empiricas. Esse
algoritmo depende apenas do nimero de vértices com as mesmas caracteristicas
topoldgicas enquanto o primeiro depende de alguns caminhos mais curtos sorteados
aleatoriamente.

Outro objetivo é de propor indicadores de variabilidade das estimativas para
avaliacao estatistica de qualidade das mesmas que sao utilizadas em amostragem,
mas nao em mineracao de dados em redes complexas.

As técnicas utilizadas, de forma combinada, para atingir os objetivos e propor
um novo algoritmo foram: amostragem, agrupamento (ou detecgao de comunidades)
e computacao paralela.

Apoés extensa revisao da literatura e avaliagdo dos resultados dos experimentos
realizados em redes complexas artificiais com propriedades estruturais comuns
em redes reais, conclui-se que o algoritmo proposto contribui para o estado da

arte da utilizacao de amostragem para estimar centralidade de intermediacao em

3 As caracteristicas topolégicas sdo: comunidade a qual pertence o vértice, ntimero de caminhos
minimos e distancias entre vértices de comunidades diferentes.



grandes redes complexas, um desafio no cendrio atual de big data, ao agregar vérias
técnicas que otimizam a extracao de conhecimento de dados. O algoritmo proposto,
além de melhorar a qualidade das estimativas, apresentou reducao no tempo de
processamento mantendo a escalabilidade.

Para o desenvolvimento do tema proposto, os capitulos seguintes foram

organizados da seguinte forma:

e O Capitulo 2, “Fundamentacao tedrica”, apresenta conceitos sobre
amostragem e grafos. Foi feito um resumo com as informacoes e defini¢coes que
serao uteis para entendimento da metodologia. Na secao sobre amostragem,
existem exemplos de planos amostrais simples e complexos, assim como de
utilizacao do efeito do plano amostral de Kish. Na secao de grafos temos
as seguintes subsegoes: definigbes (incluindo centralidade), modelos tedricos
(modelos mateméticos para gerar grafos com propriedades especificas) e

agrupamento (método de Louvain para detecgao de comunidades).

e O Capitulo 3, “Revisao da literatura”, traz trabalhos relacionados a
amostragem aplicada a tarefas de mineracao em redes complexas de um
modo geral e outros tratando especificamente do calculo de centralidade
de intermediacao. Ao final do capitulo existe uma tabela com trabalhos

selecionados para ilustrar a evolucao do tema no tempo.

e O Capitulo 4, “Metodologia”, busca desenhar o processo realizado para atingir
os resultados e objetivos desta tese. Ele possui as seguintes secoes: dados,
algoritmos (Brandes para célculo exato e outros para calculos estimados),

planos amostrais e implementacao.

e O Capitulo 5, “Resultados e discussao”, traz o resultado de experimentos
realizados com redes complexas com tamanhos variando de 1 mil até 1 milhao

de vértices. Também apresenta discussao sobre os mesmos.

e O Capitulo 6, “Consideracoes finais”, além de resumir o trabalho e apresentar
os objetivos atingidos, traz sugestoes para trabalhos futuros, como por
exemplo, adaptar o algoritmo resultado desta tese para estimar centralidade

de intermediacao em redes complexas dinamicas.

e No apéndice encontram-se os codigos dos algoritmos de calculo de centralidade
de intermediacao, sao eles: estimado baseado em amostragem CIA
(RIONDATO e KORNAROPOULOS| [2016) usando computagdo paralela e
distribuida, proposto por esta tese CIAVLCM usando computagao paralela.



Capitulo 2

Fundamentacao tedrica

2.1 Amostragem

Em teoria de amostragem temos alguns planos amostrais probabilisticos classicos:
amostragem aleatéria simples com ou sem reposicao, amostragem estratificada
simples, amostragem por conglomerados, dentre outros.

Amostra probabilistica é aquela onde cada possivel amostra tem uma
probabilidade conhecida, a priori, de ocorrer. Desse modo, tem-se toda a teoria
de probabilidade e inferéncia estatistica para dar suporte as conclusoes. O modo
como essas probabilidades sao associadas é que ira definir um planejamento amostral
(BOLFARINE e BUSSAB] 2004]).

Exemplo de amostras nao probabilisticas, as que nao seguem os critérios acima,
sdo: por conveniéncia, de voluntérios, intencional (ou de corte), por cotas, bola de
neve (um indica o outro, seleciona-se os amigos, depois os amigos dos amigos e assim
sucessivamente).

Algumas caracteristicas desejaveis em uma amostra, probabilistica ou nao, sao:

a capacidade de generalizar estimativas da amostra para a populacao;

e imparcialidade;

e menor erro amostral possivel, dado o custo, tempo e restricoes operacionais;
e capacidade de medir a precisao das estimativas;

e simplicidade e possibilidade de se paralelizar a implementagao.

O estudo do erro amostral consiste, basicamente, em estudar o comportamento
da diferenca entre o valor observado na amostra e o parametro de interesse na
populacao. Se o valor esperado desta diferenca for igual a zero, tem-se um estimador

nao viesado. J& o valor esperado do quadrado desta diferenga, o erro quadratico



médio (EQM), informa sobre a precisao do estimador. Procura-se usualmente
estimadores com baixos valores de EQM. Quando o estimador é nao viesado, o EQM
passa a ser a variancia do estimador, calculada em relagao a distribuicao amostral
do estimador. Para recuperar a mesma unidade da varidavel usa-se o desvio padrao,
que é que a raiz quadrada da variancia e pode ser visto como indicador do erro
médio esperado pelo uso deste estimador e desse plano amostral (BOLFARINE e
BUSSAB, [2004)).

Para avaliar os estimadores de acordo com o plano amostral adotado tem-se dois
indicadores: o Coeficiente de Variacao (CV) e o Efeito do Plano Amostral de Kish
(EPA) PESSOA e SILVA| (1998). O coeficiente de variagao ¢ o desvio-padrao sobre a
média, ou seja, € uma medida relativa de variabilidade e é um indicador comumente
utilizado pelos Institutos Nacionais de Estatistica para verificar se os resultados sao
bons o suficiente para serem divulgados. Um exemplo pode ser visto na Tabela [2.1

a seguir:

Tabela 2.1: Exemplo de classificacao quanto a qualidade da estimativa utilizando o
coeficiente de variacao: Statistics Canada.

Nivel de qualidade Diretriz
(CV)

0-16,5 Aceitavel

16,6 — 33,3 Restrito

33,4 ou mais Inaceitavel

Fonte: http://www.statcan.gc.ca/pub/13f0026m/2007001 /table/tab5pl-eng.htm

O IBGE ajustou o tamanho da amostra na Pesquisa Nacional por Amostra de
Domicilios Continua para alcancar CV de no maximo 15% para a estimativa de uma
determinada varidvel (IBGE, 2014b).

Ja o EPA é a razao entre a variancia do estimador sob um plano amostral e
a variancia do estimador sob outro plano amostral considerado base, ou seja, é
utilizado para comparar estratégias amostrais.

Para ilustrar a utilizacao do EPA vamos comparar duas estratégias amostrais:

e Amostra Aleatéria Simples com reposi¢ao (AASc) ;

e Amostra Estratificada com alocacao proporcional ao tamanho do estrato na

populacao com AASc dentro dos estratos (AEp) .

Numa AASc sorteiam-se, com igual probabilidade, » unidades amostrais de uma
lista de N unidades populacionais, retornando essa unidade antes do sorteio da
proxima. Quando o elemento sorteado é removido antes do sorteio do préximo, tem-

se uma amostra aleatdria simples sem reposi¢ao (AASs) . Do ponto de vista prético,
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uma amostra aleatéria simples sem reposicao é mais interessante, pois nao se ganha
mais informagcao se uma mesma unidade aparece mais de uma vez na amostra. Por
outro lado, o plano AASc introduz vantagens estatisticas, como a independéncia
entre as unidades sorteadas, que facilita a determinacao das propriedades dos
estimadores das quantidades populacionais de interesse. Na AEp, a amostra de
tamanho r ¢ distribuida proporcionalmente ao tamanho dos estratos na populagao
N com h =1,..., H, onde H representa a quantidade de estratos.

Suponha que se deseja estimar a média Y de uma varidvel de interesse Y. O

estimador usual de Y sob o plano AASc é a média amostral 7 , cuja variancia é dada
por (BOLFARINE e BUSSAB| 2004):

V(Y)

r

Vaase(y) = (2.1)

Onde r é o tamanho da amostra e V(Y') é a variancia da varidvel original Y.

Sob o plano AEp, a variancia de y é dada por:

1710%
Vagy(@) = 20 (2.2)
E possivel provar que (BOLFARINE e BUSSAB, [2004):
Vaase(®) = Vagp(@) + Ve(Y)/r (2.3)

Onde:
o V(Y)= 143N (V;—Y)? é a variancia de Y;

o Vy(Y)=+ S NWVA(Y), é a variancia dentro dos estratos;

V.(Y)=+ 25:1 Nu(Y), —Y)?, é a variancia entre os estratos;

v, 1 Ny, / P .
Yy = 52201 Yhi, € a média do estrato h;

Va(Y) = 5 SOV (Vi — Yp)?, 6 variancia do estrato h.

Desta forma, a variancia do estimador da média sob AASc é maior ou igual a

variancia sob AEp, logo:

EPAZVAE—P@)<1

Vaase(V)

Existem ainda os planos amostrais complexos como, por exemplo, os planos
utilizados pelo IBGE em suas pesquisas amostrais. Alguns destes planos amostrais

complexos apresentados em |Bolfarine e Bussab (2004) sao: amostragem em 2 ou



mais estdgios e amostragem com probabilidade proporcional ao tamanho (PPT) .

Um possivel plano amostral em dois estagios é:

e 1o estagio: sorteia-se escolas com processo PPT utilizando o niimero de alunos
para medir o tamanho das escolas. Neste caso, as unidades primarias de

amostragem (UPA) sao as escolas.

e 20 estagio: sorteia-se os alunos por processo AASs. Aqui, as unidades

secundérias de amostragem (USA) sdo os alunos.

Estes planos considerados complexos sao os mais comuns na realidade dos INEs.
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2.2 Grafos

2.2.1 Definicoes

Mineracao de dados em grafos é uma area de estudo que tem como objetivo o
descobrimento de conhecimento e extracao de informagao em dados representados
por grafos(SAMATOVA et all, 2013).

Na Figura [2.1] tem-se o fluxo de um processo de mineracao de dados padrao que

pode ser aplicado a grafos.

Dados

Integracdo

Pré- Normalizacdo
processamento Selecdo de caracteristicas

Reducio de dimensionalidade
Descoberta de padries
Mineragdode Classificagio
dados Agrupamento

Regressdo, entre outros
Avaliagdo
Pos- Selecio
processamento Interpretagdo

Visualizacdo de padrges

Padroes
Informacao
Conhecimento

Figura 2.1: Fluxo do processo de mineragao de dados.

Nesta parte do trabalho tem-se a definicao de alguns conceitos e métricas
de grafos e propriedades de redes complexas para facilitar o entendimento dos
procedimentos que serao apresentados nos proximos capitulos.

Em sua definigdo mais geral, uma rede (ou grafo) é uma abstracao que permite
codificar algum tipo de relacionamento entre pares de objetos. Por exemplo, em

redes sociais objetos sao geralmente individuos e relacionamentos representam algum
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tipo de relagao social, como amizade ou trabalho em conjunto (FIGUEIREDO,
2011).

Um grafo G é definido por G = (Vert, E) , sendo que Vert representa o conjunto
de n nds ou vértices e E, o conjunto de m relacionamentos ou arestas (s,t), onde
s,t € Vert. Dois vértices s e t sao vizinhos se eles estao conectados por uma aresta.
Um grafo é dito simples se nao possui lagos (auto conexoes) nem arestas multiplas
(tipos diferentes de relacionamentos entre os vértices s e t).

Alguns exemplos de caracteristicas estruturais de um grafo s@o: tamanho,
densidade, graus, distancias, agrupamentos, centralidades, dentre outras. Essas
caracteristicas fornecem uma ideia geral da estrutura do grafo e sao importantes
porque podem determinar o comportamento geral de algum processo, como
epidemias, por exemplo.

Um grafo pode ser direcionado ou nao direcionado, conforme pode ser visto
na Figura Nos grafos direcionados, ou digrafos, as relagdoes possuem uma
dire¢do, como por exemplo, a relacao de seguidores no Twitter. Ja nos grafos
nao direcionados, as relacoes nao possuem direcao, como por exemplo, amizades

no Facebook.

/.?{'““‘- //\1

\“‘\\ &/ T
R >

Figura 2.2: Grafos nao direcionado e direcionado. As pontas mais escuras indicam
a direcao da aresta.

Um grafo ponderado é aquele que atribui um peso a cada aresta, representado
da forma w(s,t), ou seja, w(s,t) é o peso associado a aresta que une os vértices s e
t.

A densidade de um grafo d é fracao do nuimero de arestas m sobre o numero
maximo possivel de arestas:

d=— (2.4)

O grau de um vértice v, denotado por g(v) , é o numero de arestas incidentes

em v. Um vértice de grau 0 é um vértice isolado. A equagao a seguir fornece o grau
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médio de um grafo , pois cada aresta aponta para 2 vértices:
_ g(v) _ 2m
— — 2.
g= > =" (2.5)
veVert

A distribuicao de probabilidades dos graus é definida por:

P(D = k) = numero de vértices com grau k (2.6)

n

A distancia dist(s,t) é o tamanho do caminho mais curto entre os vértices s e ¢
medido em ntimero de arestas entre s e t, ou seja, quantidade de passos necesséarios
para sair da origem s e atingir o vértice destino .

A excentricidade de um vértice é a maior distancia de um vértice v a todos
os outros vértices. O diametro diam(G) é a maior distancia entre dois vértices
quaisquer do grafo, ou seja, a maior excentricidade.

A medida VD(G) corresponde ao nimero de vértices no caminho do diametro.
Cabe destacar que, para um grafo nao ponderado, VD(G) = diam(G) + 1.

O agrupamento de um vértice é a tendéncia de formacao de triangulos. O
agrupamento em cada vértice C'(v) é a probabilidade dos vizinhos do vértice v
também serem vizinhos, ou seja, é fracao do nimeros de arestas entre os vizinhos
de v sobre o nimero total possivel de arestas entre eles.

O agrupamento médio, ou coeficiente de agrupamento, do grafo é dado por:

oG =Y Cf;’) (2.7)

veVert

Outro conceito importante na avaliacao de redes complexas, foco deste estudo,
é a centralidade, cujo objetivo é ordenar os vértices em relacao a sua importancia,
usando métricas locais ou globais. As centralidades locais dependem apenas da
vizinhanga do vértice, grau por exemplo, e as globais dependem do grafo inteiro,
como por exemplo: intermediacio e PageRank™ (PAGE et al., 1999)E|.

Duas destas medidas de centralidade serao descritas em seguida, sendo uma local,
a centralidade de grau, e outra global, a centralidade de intermediagao (NEWMAN]|
2010).

e Centralidade de Grau: E definida como o ntimero de arestas incidentes em
um vértice. O grau pode ser interpretado como a probabilidade de um vértice

receber alguma informagao do grafo. O ideal é normalizar esta medida.

Um vértice com maior grau tem maior nimero de conexoes com outros. Em

um processo de comunicagao na rede, vértice de grau alto é um canal direto

PageRank™ ¢é um algoritmo utilizado pela ferramenta de busca Google e mede a importancia
de uma pagina contabilizando a quantidade e qualidade de links apontando para ela.
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de informacao, popularidade e influéncia. Sao vértices com grande potencial

de atividade dentro de uma rede.

Em grafos direcionados é importante diferenciar graus de entrada e saida.
Grau de entrada é nuimero de arestas que chegam a um vértice. Grau de
saida é o numero de arestas que saem de um vértice. Grau é uma medida de

centralidade local.

Dois nés com o mesmo grau podem nao ter a mesma capacidade de influenciar,
por exemplo se o grau é usado para medir influéncia local, entdao o poder do

vértice depende de quem sao os seus vizinhos e do tipo de interagao.

Centralidade de Intermediacao: Mede o quanto no meio do caminho um
vértice estd. Foi introduzido por [Freeman (1977) como uma medida para
quantificar o controle de um ser humano sobre a comunicacao entre outros

seres humanos numa rede social. Sejam:

054(v)- Nimero de caminhos mais curtos entre s e ¢ que passam pelo vértice
v;
05+~ Numero de caminhos mais curtos entre os vértices s e ¢

Entao:

civy= Y Y Uat—(t”) (2.8)

s#veVert tAveVert ’

E a centralidade de intermediacao padronizada:

C']p(v):; >y ”Ut—(:’) (2.9)

n(n—1
( ) s#veEVert t#AveEVert i

Intermediagao mede a frequéncia relativa com que o vértice aparece no menor
caminho entre dois vértices quaisquer. Vértices com alto CI(v) possuem
grande potencial de controle do fluxo de informacao na rede. Podem ajudar
na coordenacao de processos dentro de um grupo, influenciar na comunicagao
da rede, atrasando ou perturbando o fluxo de informagao, por exemplo,

propagacao de doencas em estudos de epidemia.

Vértices com alta centralidade de intermediacao tem potencial para conectar
comunidades diferentes. Eliminar vértices de alta intermediacao pode ter o
efeito de desconectar a rede. Esta propriedade é usada em algoritmos de

deteccao de comunidades.
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Tome como exemplo o grafo da Figura [2.3] abaixo:

Figura 2.3: Exemplo de cdlculo de centralidade CI(v).

A centralidade de intermediacao de cada um dos vértices é dada por:
CI(1)=1,0,CI(2) =0,5,CI(3)=1,0,CI(4) =3,5e CI(5) =0,0.

No caso do vértice 1, por exemplo, existem 2 caminhos minimos entre os

vértices 2 e 5, sendo que um deles passa pelo vértice 1. O mesmo ocorre entre
os vértices 2 e 4. Logo CI(1)=1/2+1/2=1.

Estas métricas de centralidade sao as mais utilizadas e intuitivas para se atribuir
importancia aos vértices de uma rede.

Exemplos das centralidades descritas acima numa rede de co-autoria:
e Grau: autores que possuem muitos co-autores publicando artigos.

e Intermediagao: autores que desempenham um papel crucial na ligacao de

diferentes comunidades.

Na Figura [2.4] o autor com maior centralidade de grau é o A e o de maior

centralidade de intermediacao ¢ o D.

g/g\gﬁ D
R
Sl -

~N0.

Figura 2.4: Rede de co-autoria. Fonte: http://matteo.rionda.to/centrtutorial/.
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Para se escolher uma medida de centralidade, é necessaria uma referéncia externa
que depende do contexto e do objetivo da ordenagao. Numa rede elétrica, o interesse
estd nos vértices com maiores centralidades de intermediacao pois sao os vértices
que interligam as comunidades dentro da rede.

Nesta secao, foram descritas as métricas de teoria dos grafos utilizadas nesta

tese.

2.2.2 Modelos tedricos e redes complexas

Redes complexas sao grafos que apresentam propriedades estruturais nao
encontradas em grafos simples.
Conforme |Albert e Barabasi| (2002):

“Redes complexas descrevem uma ampla gama de sistemas na natureza
e na sociedade, dois exemplos muito citados sao: a célula, uma rede de
produtos quimicos ligados por reagoes quimicas, e a Internet, uma rede
de roteadores e computadores conectados por conexoes fisicas. E cada
vez mais reconhecido que a topologia e a evolucao das redes reais sao

governadas por principios organizacionais robustos.”

As caracteristicas, ou propriedades, principais de redes complexas sao:
propriedade mundo pequeno, coeficiente de agrupamento maior que em redes
aleatorias e distribuicao de graus que segue uma lei de poténcia. Essas caracteristicas
sao comuns em muitas redes reais. Outras duas caracteristicas que muitas redes
reais possuem em comum sao o fato de serem esparsas, ou seja, possuem bem menos
arestas do que poderiam ter (densidade menor que 1); e o fato de que uma parte do
grafo estd mais conectada entre si que com o resto do grafo, ou seja, sao modulares,
formam comunidades.

A seguir, tem-se a descricao de alguns modelos tedricos de redes complexas:

e Aleatério de Erdos-Rényi:

Erdos e Rényi (1959, 1960) comegaram a estudar grafos como objetos
estocasticos e nao deterministicos, o que os levou a introducao do conceito
de grafos aleatérios como um conjunto de vértices conectados aleatoriamente.

Estes modelos também sao chamados de modelo G, ;, ou binomial.

e Mundo pequeno de Watts-Strogatz:

Milgram| (1967)), um pesquisador de sociologia em Harvard, investigou a
hipdtese de “mundo pequeno”, ou seja, de que ha poucas pessoas separando
duas outras pessoas quaisquer no mundo. No seu experimento de investigacao,

Milgram pediu a varias pessoas de distintos lugares que enviassem cartas a
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alguns determinados destinatarios. Ele descobriu que a maioria das cartas
acabavam chegando, dando origem a teoria dos "6 graus de separacao”, que
seria a quantidade de pessoas necessarias para a carta chegar ao destino. Ou

seja, a propriedade mundo pequeno diz que os vértices sao separados por

distancias pequenas. [Watts e Strogatz| (1998)) descobriram que o fenémeno de

mundo pequeno também é observado em outras redes reais como é o caso da

rede elétrica dos Estados Unidos.

e Redes sem escala de Barabasi-Albert:

Barabasi e Albert| (1999)) descobriram que a distribuicao de grau dos vértices

em redes complexas, como a World Wide Web (WWW), segue uma lei de
poténcia, ou seja, a distribui¢do de graus é sem escala e é da forma P(D =
k) = K=*. De acordo com Newman| (2003), \ estd entre 2 e 3.

2.2.3 Agrupamento

Girvan e Newman| (2002) mostraram que a maioria das redes reais possuem

estrutura modular, isto é, elas possuem grupos de vértices com mais conexoes entre
si do que com o restante da rede. Um bom exemplo de redes com esta estrutura sao
as redes sociais onde os individuos com mesma opiniao tendem a pertencer a mesma
comunidade.

Na Figura tem-se um exemplo de rede com 3 comunidades, no qual trés

partes do grafo tém vértices mais conectados entre si que com o resto do grafo.

Figura 2.5: Exemplo de rede complexa nao direcionada e sem peso com 3
comunidades. Fonte: http://www.pnas.org/content/103/23 /8577 full.
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O método Louvain (BLONDEL et al., 2008) ¢ um algoritmo heuristico utilizado
para deteccao de comunidades baseado em otimizacao da medida de modularidade

Q(BLONDEL et al., 2008; CLAUSET et al., 2004):

K
Q= Z (exr — az) (2.10)
k=1

Na Equagao k representa uma das K comunidades, e, é a fracao de arestas
que estao inteiramente na comunidade £ e a;, é a fracao de arestas que possuem pelo
menos um extremo na comunidade k. A modularidade assume valores entre -1 e 1,
sendo que, quanto mais préximo de 1, melhores sao as estruturas de comunidades
encontradas.

Também ¢é um método de natureza aglomerativa, assim como o algoritmo
de Brandes (2008)), o que favorece a implementagao de programacgao paralela.
Assumindo que a entrada é uma rede ponderada com n vértices, o funcionamento
do método ¢é dividido em duas fases.

Na primeira fase, cada vértice é considerado uma comunidade. Apds, para cada
vértice v, considera-se cada um de seus vizinhos e avalia-se o ganho de modularidade
que ocorreria se o vértice v fosse removido de sua comunidade e colocado na
comunidade do vizinho. Ao final da avaliacao em todos os vizinhos, o vértice v
é colocado na comunidade onde o ganho é méaximo, mas apenas se o ganho for
positivo. Senao, o vértice permanece em sua comunidade. Esse processo se repete
até que nenhum individuo possa melhorar a modularidade.

A segunda fase consiste em construir uma nova rede onde os vértices sao as
comunidades encontradas na primeira fase. Para isto, os pesos das conexoes entre
os novos vértices sao dados pela soma dos pesos das arestas entre vértices nas
duas comunidades correspondentes. Conexoes entre vértices na mesma comunidade
tornam-se lagos nesta comunidade na nova rede. Uma vez que a segunda fase esteja
concluida, a primeira fase é reaplicada na nova rede.

Os processo prossegue até que nao ocorram mais mudancas e a maxima
modularidade seja obtida.

Esse método consegue um bom desempenho em redes de tamanhos variados.
Além disso, o método obtém melhores valores de modularidade em comparacao aos
obtidos pelos algoritmos [Newman e Girvan| (2004)).

O método Louvain possui vantagens interessantes sobre os outros métodos, como
seu tempo de execucao linear e comunidades com maior qualidade, de acordo com

os valores de modularidade obtidos em comparagao aos demais algoritmos.

18



2.3 Amostragem em grafos

Nesta tese nao se busca uma amostra considerada representativa de todo o
grafo, e sim uma amostra de caminhos minimos que permita estimar a centralidade
de intermediagao com acurédcia, precisao e bom tempo de processamento,
principalmente para os top-k vértices mais importantes de acordo com esta medida.

Na tese “Efeito da amostragem nas propriedades topoldgicas de redes
complexas” (BOAS, 2008), existe uma anédlise sobre amostragem aplicada em
redes complexas. Nesse estudo, o autor mostra que o processo de amostragem
pode resultar em redes estudadas com estrutura diferente das redes originais,
levando a caracterizacao, classificacdo e modelagem incorreta. Além disso, os
processos dinamicos como propagacao de opinioes e doencas (PASTOR-SATORRAS
e VESPIGNANTI, 2001), por serem dependentes da estrutura da rede, sdo afetados
pelo processo de amostragem empregado.

Cormode e Dufhield| (2014)), no tutorial “Sampling for Big Data” apresentado
na conferéncia internacional anual ACM SIGKDD (ACM Special Interest Group on
Knowledge Discovery and Data Mining) de 2014, apresentaram a amostragem como
uma forma de otimizar a obtencao de resultados em varios problemas envolvendo
grandes volumes de dados. O trabalho apresentou a amostragem como uma forma de
otimizar a obtencao de resultados em varios problemas envolvendo grandes volumes
de dados, com aplicacoes para grafos e fluxo de dados.

Para fluxo continuo de dados foram apresentados alguns planos amostrais
como amostragem ponderada via “reservoz'r”(TILLE, 2006), amostragem com
probabilidade de inclusao proporcional ao tamanho com estimador de total nao-
viesado de Horvitz-Thompson (COHEN et al. 2011), dentre outros.

E para amostragem em grafos, eles destacam objetivos distintos como: estudos
locais (vértices e arestas) e globais (quantidade de caminhos minimos), assim como
selecao de subgrafo representativo para que os algoritmos aprendam mais rapido no
subgrafo do que usando todo o grafo. No caso em que a amostra deve ser um subgrafo
representativo, deve-se verificar quais caracteristicas do grafo devem ser preservadas
como, por exemplo, distribui¢ao de grau. Os autores do tutorial agrupam os modelos

de amostragem para grafos em dois grandes grupos:

e Estaticos: sao modelos onde se tem acesso a todo o grafo para selecao da

amostra.

e Dinamicos: sao modelos que possuem arestas ou vértices chegando

arbitrariamente.

Também apresentam algumas heuristicas, algoritmos com plano amostral nao

probabilistico como, por exemplo:
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e Amostragem bola de neve: usa busca em largura, ou seja, sao sorteados
varios vértices iniciais e depois seus vizinhos. Para esse plano amostral nao-
probabilistico existe viés pois ha uma maior probabilidade de vértices com

grau alto serem sorteados;

e Passeios aleatdrios: é uma técnica que se mostra eficiente para cédlculo da

centralidade de PageRankTM;

e Amostragem baseada em contagem de triangulos e coeficiente
de agrupamento: eficiente mas viesada pois é um tipo de amostragem
preferencial, onde os vértices com maiores probabilidades de formarem
triangulos, e consequentemente subgrafos conexos, possuem maior
probabilidade de serem selecionados. A abordagem baseada em contagem de

triangulos pode ser aplicada em grafo de fluxos de dados ( “stream graph”)

(AHMED et al., 2014ayb).

Cormode e Duffield| (2014) deixam em aberto a andlise de como a amostragem
afeta as tarefas de mineragao de dados e aprendizado de maquina e sugerem estudos
mais especificos, como ao invés de “amostragem-agrupamento”, “probabilidade de
inclusao proporcional ao tamanho (PPT)+k-médias”. Nesta tese foi estudado um
caso especifico como sugerido pelos autores, onde o plano amostral é o definido em
Riondato e Kornaropoulos (2016)) e a técnica de agrupamento sugerida por Suppa e
Zimeo| (2015).
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Capitulo 3
Revisao da literatura

As caracteristicas para se escolher qual algoritmo adotar para estimar
centralidade de intermediacao em grandes redes complexas envolvem tamanho
da amostra, qualidades tedricas e empiricas dos estimadores, simplicidade de
implementagao, possibilidade de rodar processos em paralelo e rapidez na execugao
de consultas analiticas. No geral, as amostras probabilisticas apresentam garantias
tedricas de qualidade. Porém, existem amostras nao probabilisticas que apresentam
garantias empiricas, ou seja, podem apresentar menor viés, menor variabilidade,
melhor implementacao mesmo sem as garantias tedricas. Um exemplo sao os
métodos apresentados por Riondato e Kornaropoulos| (2016)), com garantias teéricas,
e o de|Geisberger, Sanders, e Schultes| (2008), maior acurdcia sem garantias teéricas,
apenas empiricas. Ambos os algoritmos encontram-se implementados no pacote
NetworKit (STAUDT et al. [2016). Riondato e Upfal (2015) também apresentam
aplicagoes de amostragem para busca de itens frequentes e regras de associacao,
uma tarefa de mineracao de dados utilizada em sistemas de recomendacao como,
por exemplo, indicagao de filmes para usuarios da Netflix.

Um exemplo de utilizacao de técnicas de amostragem aplicadas a grandes
volumes de dados é o estudo para estimar o numero de sitios com dominio
“.com.br” (SILVA et al., 2014)). Nesse estudo, verificou-se um conjunto inicial de
aproximadamente 12 mil dominios “.gov.br” e sitios redirecionados que também
fossem “.gov.br”. Esse censo de sitios “.gov.br” foi coletado em 3 semanas,

¢

enquanto que a realizagao de um estudo similar para o dominio “.com.br” levaria
aproximadamente 11 anos, o que ratifica a necessidade da utilizacao da amostragem.

Outros dois exemplos de utilizacao de amostragem para tarefas de mineracao
de dados sao da Amazon (LINDEN et all 2003)) e do Facebook (GJOKA et al.l
2010). A Amazon utiliza amostragem para desenvolvimento de seus sistemas de
recomendacao. O Facebook apresenta formas de selecionar usuarios uniformemente,
como passeio aleatério via Metropolis-Hastings e passeio aleatério reponderado. Tais

opcoes de técnicas de amostragem fornecem estimativas nao-viesadas para algumas
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propriedades dos usudarios como, por exemplo, a centralidade de intermediacao.

Para a execucao dessa tarefa de mineracao em grafos foi utilizado o algoritmo
estado da arte de [Brandes| (2001) para o calculo exato da centralidade de
intermediacao de todos os vértices. Os calculos exatos podem ser feitos com o
algoritmo de Brandes, de complexidade O(nm) para grafos nao ponderados, e
O(nm + n*logn) para grafos ponderados. Foram implementados e avaliados outros
algoritmos para estimar a centralidade de intermediacao que serao apresentados no
capitulo sobre metodologia.

Riondato e Kornaropoulos (2016) provam que seu algoritmo é de trés a
quatro vezes mais rapido do que outros algoritmos que estimam a centralidade de
intermediacao(BRANDES e PICH| [2007; JACOB et al., 2005), com menos trabalho
computacional e com garantias de eficiéncia sobre a estimativa. JACOB et al.| (2005)
e Brandes e Pich! (2007)) apresentaram algoritmos que imitam o exato com a diferenca
de que nao calculam as contribuicoes de todos os vértices para a centralidade
de intermediacao considerando apenas a contribuicao de alguns vértices sorteados
aleatoriamente. Brandes e Pich (2007) escolhem alguns vértices como pivos para
aplicar um algoritmo de busca de caminhos mais curtos, sem resultados significantes.

Suppa e Zimeo (2015) conseguem apresentar um algoritmo baseado em
agrupamento pelo método de Louvain para deteccao de comunidades, descrito
no capitulo anterior, e em classificacao dos vértices em redes artificiais que
simulam a rede social Facebook, obtendo bons resultados em termos de eficiéncia e
escalabilidade. Suppa e Zimeo| (2015) se fazem valer da propriedade de que vértices
com maior valor de centralidade de intermediacao tendem a conectar comunidades.

Thompson| (1998)) apresenta amostragem utilizando técnicas adaptativas. De

acordo com [Thompson, (2012)):

“Amostragem adaptativa é aquela na qual o procedimento de selecao
das unidades a serem incluidas na amostra pode depender dos
valores das variaveis de interesse observados durante a pesquisa, por
exemplo, estudos sobre risco de transmissao de HIV, onde planejamento
adaptativo de rastreamento através de relacionamentos sociais é a tnica
forma de se obter uma amostra de tamanho suficiente para a realizacao

do estudo.”

Thompson| (2012)) apresenta uma revisao de estratégias amostrais para dados
estruturados como grafos que ele chama de rastreamento de relacionamentos (link-

tracing designs):

e Amostragem bola de neve (também mencionada por (Cormode e Duffield

(2014))): ¢é solicitado para uma amostra inicial de individuos que indiquem
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uma quantidade determinada individuos, e assim repete-se o procedimento
sucessivamente para um numero fixo de vezes. Alguns autores como por
exemplo Frank e Snijders| (1994)) desenvolvem métodos para estimar o tamanho
de populagoes escondidas ou dificeis de atingir considerando o plano amostral

por bola de neve.

Amostragem de rede ou multiplicidade: relacionamentos sociais, de
parentesco ou administrativos sao utilizados para obter unidades amostrais

adicionais. Também é um processo com estimativas viesadas.

Passeios aleatorios: amostra onde apenas um individuo é selecionado
aleatoriamente para entrar na amostra (THOMPSON| 2006).

Amostras intencionais: se escolhe elementos de populacoes de dificil acesso

através de mapeamento etnografico usado para estratificacdo da amostra
(THOMPSON; [2006).

Conglomerado adaptativo: é uma classe de planos amostrais onde unidades
vizinhas sao adicionadas a amostra quando um valor observado satisfaz um
critério. Numa amostra espacial, a vizinhanca é definida geograficamente,
enquanto que, numa amostra em grafos, os vizinhos sao determinados pelas
conexoes sociais. Esta estratégia amostral proporciona estimadores nao-
viesados quando o procedimento de selecao depende de valores associados
tanto ao vértice quanto a aresta, inclusive para grafos direcionados (DRY VER
e THOMPSON| 2005)).

Estratificada com alocagao adaptativa: sao amostras onde a alocacao
num estrato depende da observacao, durante a pesquisa, de uma variavel de
interesse. Estratégias de alocacao adaptativa sao descritas em [Thompson e
Seber]| (1995)).

Note que tanto bola de neve quanto passeios aleatérios sao técnicas amplamente

utilizadas para amostragem em grafos. Por serem técnicas que conduzem a

estimadores viesados, deixam o desafio de se utilizar estas amostras com cautela para

se obter resultados confidveis. [Zhang e Patone, (2017)) resumem a teoria existente de

amostragem para grafos e desenvolvem uma abordagem geral para o estimador de

Horvitz-Thompson para amostragem em bola de neve.

Com relacao a amostragem em grafos dinamicos, importante para analises em

tempo real, podemos destacar os seguintes trabalhos:

e AHMED et al.| (2014a)) Nesse artigo é proposto um algoritmo de amostragem

para anédlise de grandes grafos, chamado amostragem com retencao (Graph
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Sample and Hold ou gSH). O gSH essencialmente mantém uma pequena
quantidade de estado e passa por todas as arestas do grafo de maneira
continua. O gSH fornece uma estrutura genérica para a estimativa imparcial
das contagens de subgrafos, usando a abordagem de Horvitz-Thompson, na
qual a contagem de qualquer objeto amostrado é ponderada pela divisao por

sua probabilidade de selecao.

Ahmed, Neville, e Kompella, (2014b) apresentam uma estrutura para
o problema geral de amostragem em grafos. Além disso, propoem
modelos computacionais para amostragem em grafos, variando do modelo
tradicionalmente estudado baseado na suposicao de um dominio estatico para
um modelo mais desafiador que é apropriado para dominios dinamicos que
preservam eficientemente muitas das propriedades topolégicas dos grafos de

entrada.

Riondato e Upfal (2016) apresentam o algoritmo ABRA (Approzimating
Betweenness Centrality in Static and Dynamic Graphs with Rademacher
Averages). O algoritmo estima a centralidade de intermediagao utilizando
médias Rademacher, um conceito de teoria do aprendizado estatistico, e
amostragem progressiva para garantir boa acuracia para as estimativas. O
objetivo da amostragem progressiva é comecar com amostras pequenas e
progressivamente aumenta-las, desde que a precisao do modelo melhore o

suficiente de acordo com uma condicao de parada.

Bergamini e Meyerhenke| (2016) apresentam o primeiro algoritmo para
estimar centralidade de intermediacao com computagao realizada em memoria,
resultando em ganho de velocidade de processamento em grafos com milhoes
de vértices. A acuracia da estimativa é inferior as garantias tedricas e a
classificagao dos vértices mais importantes é bem preservada, principalmente
para os vértices com maior centralidade de intermediacao. |Bergamini e
Meyerhenke| (2016) possuem alguns algoritmos implementados no pacote
NetworKit (STAUDT et al2016), dentre eles, um para célculo de centralidade
de intermediagao de um vértice especifico apds a inser¢ao de uma nova conexao

ou aresta (BERGAMINI et al. 2017).
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A Tabela apresenta alguns dos principais estudos de amostragem aplicada a

tarefa de calculo de centralidade de intermediacao em grafos organizados em ordem

cronoldgica.

Tabela 3.1: Linha do tempo de artigos relevantes sobre a utilizacao de amostragem
para grandes volumes de dados, énfase em grafos.

K
j

(
K
i

(
(
K
(
(
(
(
(

K
(

Autores

Titulo

THOMPSON; [1998))

Adaptive sampling in graphs

BARABASI e ALBERT], [1999)

Emergence of scaling in random networks

BRANDES] 2001)) (algoritmo exato)

A faster algorithm for
betweenness centrality

JACOB et al 2005)

Algorithms for centrality indices

BRANDES e PICH, 2007)

Centrality estimation in large networks

GEISBERGER et al., 2008)

Better approximation of betweenness
centrality

AHMED et al., 2014b)

Network sampling: from static to
streaming graphs

CORMODE e DUFFIELD), [2014)

Sampling for big data

AHMED et al., [2014a)

Graph sample and hold: a framework
for big-graph analytics

SUPPA e ZIMEO, 2015

A clustered approach for fast computation
of betweenness centrality in social networks

RIONDATO e UPFAL, 2016)

ABRA: Approximating Betweenness
Centrality in Static and Dynamic Graphs
with Rademacher Averages

BERGAMINI e MEYERHENKE, |2016)

Approximating betweenness centrality
in fully dynamic networks

RIONDATO e KORNAROPOULOS; 2016)

Fast approximation of betweenness
centrality through sampling

ZHANG e PATONE] 2017)

Graph sampling

SOUZA e EBECKEN] 2018)

Sampling for large data volumes:
an application on complex networks
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Capitulo 4

Metodologia

4.1 Dados

Neste trabalho, as redes artificiais estudadas sao do tipo Barabasi-Albert
(BARABASI, 2014), ou sem escala, e foram geradas pelo pacote Networkx
(HAGBERG et al.,2018)), ou seja, as ligacoes (arestas) sao criadas seguindo o modelo
de conexao preferencial, onde as novas arestas se conectam aos vértices de maior
grau. O modelo de conexao preferencial também é conhecido como propriedade de
redes onde “o rico cada vez fica mais rico”.

Estas redes artificiais foram geradas de tal forma que possuissem as seguinte

propriedades de redes complexas reais:
e Mundo pequeno;
e Alta modularidade;
e Sem escala e
e Esparsas.

Com as redes artificiais sendo geradas com as propriedades acima, este estudo
pode ser aplicado em varias redes reais. Alguns repositérios de dados para realizacao
deste estudo em redes reais sdao: projeto de anélise de redes de Stanford (Stanford
Network Analysis Project)E]; Kaggleﬂ uma plataforma de competicao mundial em
aprendizado de méquina; 10° desafio DIMACS (Center for discrete mathematics
& theoretical computer Science)lﬂ; e Network Repositaryﬁ, que funciona como um

repositério de repositérios.

Thttp://snap.stanford.edu/

2https:/ /www.kaggle.com/datasets

3https:/ /www.cc.gatech.edu/dimacs10/downloads.shtml
“http:/ /networkrepository.com/
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4.2 Algoritmos

4.2.1 Algoritmo exato de Brandes

O algoritmo estado da arte para calculo exato da centralidade de intermediacao é
o algoritmo de Brandes| (2001). Este algoritmo baseia sua eficiéncia em uma técnica
de acumulagao.

A partir de um vértice fonte de cada vez, sao computados todos os caminhos mais
curtos partindo deste vértice para todos os outros vértices (Single Source Shortest
Paths-SSSP). A centralidade de intermediagao de um vértice v, C'I(v), é obtida a
partir da soma das contribuigoes de todos os caminhos mais curtos do grafo. Dado
um vértice fonte (ou pivo) inicial s, um vértice destino ¢ e um vértice genérico v,

Brandes| (2001)) define a dependéncia de pares de s e t em v da seguinte forma:

bos(v) = 22 (4.1)

Ost

)

De acordo com a Equagao (2.8), ¢é possivel calcular a centralidade de
intermediacao de v, somando a dependéncia de cada par de vértices em v. Para
reduzir a complexidade, |Brandes| (2001) também introduz o conceito de dependéncia

de s em v como sendo:

0o (v) = ) baslv) (4.2)

teVert
Logo:

Cl(w)= 3 6.(0) (1.3)

seVert
Se um vértice v é antecessor de outro vértice w num caminho mais curto que
comece em s, v também é antecessor em qualquer outro caminho minimo que comece
em s e passe por w. Desta forma pode-se reescrever a Equacao da seguinte

forma:

by =Y T(1 44, (w) (4.4)

o
wwePs(w) Y

Onde Ps(w) é o conjunto de antecessores diretos de um vértice w nos
caminhos mais curtos de s para w, encontrado com algoritmo de busca em largura
(BARABASI, 2014)), para grafos ndo ponderados, e com algoritmo de Dijkstra
(1959), para grafos ponderados.
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Abaixo esta o pseudocédigo do algoritmo de |Brandes (2001) para célculo exato

da centralidade de intermediacao para grafos nao ponderados.

Algoritmo 1: Calcula valores exatos da centralidade de intermediagao
Entrada: Grafo G = (Vert, E) com |V| = n vértices
Saida: Conjunto de valores exatos CI(v) das centralidades de intermediacao

1 CI(v) + 0,v € Vert

2 para cada s € Vert faga

3 S«
4 Py[w] + [l,w € Vert
5 olt] < 0,t € Vert
6 ofs] + 1
7 d[t] « —1,t € Vert
8 d[s] + 0
9 Queue < [s]; inicia fila
10 enquanto Queue faga
11 v < Queue; S v
12 para cada vizinho w de v faga
13 // w ja foi visitado?
14 se d[w] < 0 entdo
15 ‘ Queue « w; djw] < d[v] +1
16 fim
17 // w existe caminho mais curto para w via v?
18 se d[w] = d[v] + 1 entao
19 ‘ olw] + olw] + ov]; Plw] + v
20 fim
21 fim
22 fim
23 0[v] - 0,v € Vert; // S retorna vértices em ordem nao-crescente de distancia de s
24 enquanto S faga
25 S+—w
26 para v € P;[w] faga
27 | 0] = ] + (ool /ofw]) = (1 + 8[uw])
28 fim
29 se w # s entao
30 | Cl[w] « CIw] + 6[w]
31 fim
32 fim
33 fim
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4.2.2 Algoritmo para estimar centralidade de intermediacao

baseado em amostragem (CIA)

No algoritmo base deste trabalho (RIONDATO e KORNAROPOULOS, 2016)),
utilizou-se a dimensao Vapnik-Chervonenkis (VC) (FRIEDMAN et al, 2001) para
calcular um tamanho da amostra suficiente para obter uma estimativa de alta
qualidade, ou seja, com o tamanho r de caminhos mais curtos tem-se uma estimativa
da centralidade de intermediacao com uma margem de erro ¢ do verdadeiro
resultado com probabilidade minima de 1 — §. O plano amostral e teoria presentes
neste algoritmo sao apresentados na se¢ao sobre planos amostrais complexos deste
capitulo.

O algoritmo inicia um vetor de valores de centralidade de intermediagao para
cada vértice no grafo com o valor zero e calcula o tamanho r de caminhos mais
curtos em funcao do valor estimado do nimero de vértices no caminho do diametro,
VD(G).

Entao, o algoritmo realiza passos descritos a seguir r vezes:

1. Estima VD(G);
2. Sorteia um par de vértices s e t;

3. O algoritmo calcula todos os caminhos mais curtos entre (s, t), S P, utilizando
o algoritmo de busca em largura (BARABASI, 2014), para grafos nao
ponderados e |Dijkstra; (1959) para grafos ponderados;

4. Faz a variavel auxiliar u=t. Sorteia um vértice antecessor, z, com
probabilidade proporcional ao tamanho, ou seja, com probabilidade o ./ .

Este procedimento é realizado enquanto v for diferente de s;

5. Por fim, atualiza a centralidade de intermediacao estimada para esse vértice
sorteado z adicionando 1/7, e assim sucessivamente até chegar no inicio do

caminho.

Ao final do algoritmo, a amostra final serd composta pelos r caminhos mais
curtos encontrados pelos passos descritos anteriormente. Em termos de vértices, a
amostra sera composta pelos vértices internos a esses r caminhos mais curtos.

O numero de vértices no maior caminho mais curto, VD(G), é estimado pois,
se o algoritmo fosse calcular o valor exato, poderia calcular a centralidade de
intermediacao exata também, pois calcularia todos os caminhos mais curtos. Para
o estimar V' D(G), Riondato e Kornaropoulos (2016) calculam os caminhos mais
curtos que partem de um vértice fonte, SSSP, escolhido aleatoriamente, s, e estimam

VD(G) pela soma dos comprimentos dos dois maiores caminhos mais curtos para
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grafos conectados, nao ponderados e nao direcionados. Para as classes de grafos
restantes (direcionadas e / ou ponderadas), os autores estimam VD(G) com o
tamanho da maior componente conexa. Nesta tese, foi usado o método de estimagao
do diametro do pacote NetworKit (STAUDT et al., [2016) que, por sua vez, utiliza
o algoritmo ANF do artigo “A fast and scalable tool for data mining in massive
graphs” (PALMER et al.,|2002)), pois ele foi mais veloz que o proposto por Riondato
e Kornaropoulos| (2016]) e descrito no paragrafo anterior para estimar V' D(G). Para
se estimar o diametro, o grafo tem que ser conexo, ou seja, para todo par de vértices
deve haver um caminho os conectando. Entao, para casos onde os grafos nao sao
conexos, utiliza-se a maior componente conexa do mesmo.

Esse algoritmo pode ser aplicado em redes complexas ponderadas (pesos
positivos) ou nao, direcionadas ou nao, sem lagos e sem miltiplas arestas. A
centralidade de intermediacao dos algoritmos apresentados nesta tese esta baseada
em vértices, ou seja, deseja-se saber qual o vértice mais no meio dos caminhos mais
curtos. O algoritmo de Riondato e Kornaropoulos (2016)) também pode ser utilizado
para estimar a centralidade de intermediacao de arestas ao invés de vértices, ou seja,
quando se deseja estimar qual a aresta que estd mais no meio de todos os caminhos

mais curtos.
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Abaixo estd o algoritmo baseado em amostragem CIA (RIONDATO
KORNAROPOULOS| 2016)) para grafos ponderados ou nao.

Algoritmo 2: Calcula valores estimados para a centralidade de

intermediagao utilizando técnicas de amostragem

Entrada: Grafo G = (Vert, E) com |Vert| = n vértices; ¢, § € (0,1)
Saida: Conjunto de valores estimados C~Ip(v) das centralidades de intermediacao
padronizada para todos os vértices em Vert
1 CIp(v) + 0
2 VD(G) «+ VD(G)
8 14 55 [[logy, (VD (G)—2)] +1+In(3)]
4 para cada i de 1 até r faga

5 //sorteia por AASs (s,t)
6 SP,; < todos os caminhos mais curtos entre s e ¢
7 se SP;; # () entao
8 atualiza as estimativas
9 U<t
10 enquanto u # s faga
11 sorteia z com probabilidade (o5,./05 4)
12 se z # s entao
13 CTp(v) « Clp(v) +1/r
14 U<z
15 fim
16 fim
17 fim
18 141+ 1
19 fim
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4.2.3 Algoritmo baseado em amostragem e agrupamento
proposto (CIAVLCM)

Como visto na revisao da literatura, os principais algoritmos para estimar

centralidade de intermediacao em redes complexas sao:

e Brandes e Pich (2007)) escolhem alguns vértices como pivos para aplicar um
algoritmo de busca de caminhos mais curtos, sem resultados significantes.

Estimador nao viesado e com garantias sobre o erro absoluto.

e Geisberger, Sanders, e Schultes| (2008) usam raciocinio similar ao de Brandes
e Pich| (2007), porém fazem buscas SSSP executadas para frente ou para tras,
melhorando a acurédcia ao atribuir menos peso as contribuicoes dos vértices

proximos dos selecionados na amostra.

e Suppa e Zimeo (2015) conseguem apresentar um algoritmo baseado em
agrupamento e em classificacao dos vértices em redes artificiais, obtendo bons

resultados em termos de eficiéncia e escalabilidade.

e Riondato e Kornaropoulos| (2016)) provam que seu algoritmo é de trés a quatro
vezes mais rapido do que o de Brandes e Pich| (2007)), com menos trabalho
computacional e com garantias de eficiéncia sobre a estimativa. Ao invés de
usar amostra de vértices, utilizam amostra de caminhos mais curtos, o que

permite provar as garantias tedricas.

Foram avaliados varios algoritmos da literatura para a proposta de um novo
algoritmo. Varios experimentos foram realizados com formas diferentes de sorteio
dos pares de vértices s e t no algoritmo CIA. Inspirado nos conceitos de agrupamento
utilizados no algoritmo de |Suppa e Zimeo| (2015), foram elaboradas as seguintes

estratégias para sorteio de s e t utilizando as comunidades encontradas pelo método

Louvain (BLONDEL et al., [2008]):

e Vértices limitrofes (CIAVL): sorteio nos vértices limitrofes das comunidades.
Vértices limitrofes sao vértices que unem comunidades. Estes vértices

limitrofes podem pertencer a mesma comunidade;

e Vértices limitrofes em comunidades diferentes (CIAVLCM): sorteio nos

vértices limitrofes que pertencem a comunidades diferentes;

e Vértices em comunidades diferentes (CIACM): sorteio de s e ¢t em comunidades

diferentes.
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b S

Figura 4.1: Vértices limitrofes.

Para ilustrar os grupos apresentados observe a Figura 4.1l Os vértices 1, 2, 3
e 4 sao limitrofes pois unem as duas comunidades, e os vértices 1 e 2 pertencem a
mesma comunidade.

Dentre as trés propostas acima foi selecionada a que apresentou: menor EQM;
menor tempo de processamento mantendo escalabilidade e menor CV. O algoritmo
proposto por esta tese buscou combinar formas de otimizar o processo, usando
computacao paralela e distribuida, e de melhorar acuracia e precisao ao utilizar,
associando ao método proposto por Riondato e Kornaropoulos (2016 a divisao
do grafo em comunidades, uma vez que centralidade de intermediacao tem alta
correlacao com deteccao de comunidades, pois os vértices com maior centralidade

tendem a unir comunidades.
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Abaixo encontra-se o algoritmo proposto CIAVLVM, que combina conceitos de

amostragem e agrupamento.

Algoritmo 3: Calcula valores estimados para a centralidade de

intermediacao utilizando técnicas de amostragem e agrupamento
Entrada: Grafo G = (Vert, E) com |Vert| = n vértices; €, § € (0,1)

Saida: Conjunto de valores estimados C}p(v) das centralidades de intermediacao

padronizada para todos os vértices em Vert
1 CTp(v) <0
2 VD(G) «+ VD(G)
3 14 55 [[logy, (VD (G)—2)] +1+In(3)]
4 CM(v) < comunidade de v
5 VL < vértices limitrofes

6 para cada i de 1 até r faga

7 //sorteia por AASs (s,t) dentre os vértices limitrofes em V' L
8 se CM(s) # CM(t) entao
9 SP;; + todos os caminhos mais curtos entre s e ¢
10 se SP;; # () entao
11 atualiza as estimativas
12 Ut
13 enquanto u # s faga
14 sorteia z com probabilidade (o5 /05 4)
15 se z # s entao
16 CTp(v) «+ CIp(v) +1/r
17 U<z
18 fim
19 fim
20 fim
21 fim
22 1+ 1+1
23 fim
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4.3 Planos amostrais

4.3.1 Plano amostral do algoritmo CIA

Deseja-se obter uma amostra aleatéria de tamanho r, onde os resultados do
estimador da centralidade de intermediacio CIp(v), Vv € Vert estao a uma margem
de erro € do verdadeiro resultado, C'Ip(v),VYv € Vert, com probabilidade minima
de 1 — §. Riondato e Kornaropoulos| (2016) conseguem este resultado, Teorema 2,
utilizando a teoria da dimensao Vapnik-Chervonenkis (VC) (FRIEDMAN et al.,
2001), através da qual pode-se obter relacdo entre tamanho da amostra, sua
complexidade e acuracia dos resultados. A dimensao VC de uma classe de funcgoes
¢ o maior numero de pontos que podem ser separados pelos membros dessa classe
(FRIEDMAN et al., 2001).

Trazendo para o contexto deste trabalho, no algoritmo base CIA, se utiliza
dimensao VC para célculo do tamanho da amostra suficiente para obter uma
estimacao de alta qualidade. A dimensao VC é limitada por uma quantidade
caracteristica dos dados facil de se calcular e fornece um nimero de exemplos
suficiente para o aprendizado estatistico. Esse limite permite um algoritmo rapido
para mineracao de dados. A escolha da dimensao VC é justificada por dois
motivos: porque fornece um tamanho de amostra que depende apenas de uma certa
quantidade, sendo esta quantidade pequena e independente do nimero de objetos; e
também porque os resultados e técnicas da dimensao VC podem ser utilizados para
varios tipos de problemas sem necessitar de premissas com relagao a distribuicao da
medida de interesse, nem com relagao a existéncia de algum conhecimento prévio
dos dados (RIONDATO, 2014)).

Sejam:
e Sg: dominio, conjunto de todos os caminhos mais curtos do grafo G|
e A: amostra de r caminhos minimos, subconjunto de Sg;

e T,: o conjunto de todos os caminhos mais curtos onde o vértice v é um vértice

dentro do caminho, ou seja, esta no meio e nao é um dos extremos;
® p,: um caminho minimo entre s e ¢;

e V(C(T,): dimensao VC do conjunto Ty;

o T(pst) = m distribuicao de probabilidade em Sg, ou seja,

probabilidade do caminho mais curto p,; pertencer a amostra A, que é
o produto da probabilidade de escolher o par de vértices s e t, vezes a
probabilidade de se percorrer um dos caminhos minimos entre s e ¢, conforme

demonstrado a seguir.
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Teorema 1 (Riondato e Kornaropoulos (2016)) - Lema 5). Um caminho construido

pelo processo do algoritmo CIA possui probabilidade de sele¢ao dada por (1/0s,).

Prova(Riondato e Kornaropoulos| (2016) - Lema 5).

Suponha px = {s, 21, 22, ..., Zjps|—2, t} um caminho sorteado conforme algoritmo
CIA. Inicialmente px = {t}. Depois um vértice antecessor a t, zjp.|_2, é sorteado
com probabilidade T2 -2 /0s¢. Posteriormente, outro antecessor é sorteado, 2|3,

com probabilidade O, 2|3 / Ts,21e e assim sucessivamente. Logo:

-2

Os,z Os,z 1 1
Pl(px) = < |px|—2 *|px[—3 —
(p ) ( gs,t O—s,z‘p*‘,g 0-5722 Us,t

, como queriamos demonstrar.

Os Teoremas e Lemas a seguir também possuem a prova realizada em Riondato

e Kornaropoulos| (2016):

Teorema 2 (Riondato e Kornaropoulos| (2016 - Terorema 1 e Lema 7). Sejam
VC(T,), e > 0,0 <1, ew a distribui¢ao de probabilidades em Sg conforme acima.
Seja ainda A um subconjunto de Sg amostrados conforme ™ com tamanho minimo

definido abaizo:
1 1
Al > — T, - 4.
| ‘_252 {VC’( u)—l—lné} (4.5)
Entao, com probabilidade minima de 1 — ¢, todas as estimativas do algoritmo CIA

estao a uma distancia € do seu real valor:
P(|CIp(v) — CIp(v)| > &) < 6 (4.6)

Teorema 3 (Riondato e Kornaropoulos (2016]) - Corolario 1). A dimensao VC é
limitada por:
VC(T,) < [log2(VD(G) —2)| + 1 (4.7)

Lema 1 (Riondato e Kornaropoulos (2016)). Se r caminhos mais curtos sdo
amostrados conforme m, entdo com probabilidade de no minimo (1 — ), CIp(v)
estao a € de Clp(v). Sendo r o tamanho da amostra de caminhos mais curtos

independente do tamanho do grafo, a formula para cdlculo do tamanho da amostra
r € obtida substituindo-se[{.7] em[4.5.

r= 2% llog, (VD (G) —2)] +1+ ln(%) (4.8)

O estimador nao-viesado para o parametro centralidade de intermediacao
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padronizada para todos os vértices é dado por:

CTp(v) _% Y o) (4.9)

s#EVEA t#vEA

Logo, o nimero de vértices na amostra vai variar de acordo com os tamanhos dos

caminhos mais curtos. Note que, para os vértices que nao sao internos aos caminhos

mais curtos na amostra selecionada, a estimativa da centralidade de intermediacao

sera zero.

Para fins ilustrativos, suponha r = 3 e o grafo da Figura [4.2

Figura 4.2: Exemplo ilustrativo do algoritmo CIA.

O algoritmo realiza os seguintes passos:

1.

As estimativas de centralidade de intermediacao padronizada iniciam com valor

Z€ero:

CTp(1) = 0; CIp(2) = 0;CIp(3) = 0; CIp(4) = 0; CIp(5) = 0.

Suponha que no primeiro passo, ¢ = 1, sendo ¢ = 1,2,3, foram sorteados
os vértices 2 e 5. Posteriormente foi sorteado um antecessor de 5, o vértice
4. Neste passo, C’~Ip(4) =0+ 1/r = 0,3. Novamente sorteia-se um vértice
antecessor ao 4, o vértice 1. Entao faz-se CIp(1) = 0,3. Como o préximo

vértice antecessor é o inicio do caminho, ¢ <— 7 + 1.

. Neste segundo passo da iteracao em ¢, onde ¢ = 2, sao sorteados os vértices 2 e

4. Posteriormente sorteia-se o antecessor 1, fazendo C~Ip(1) =0,340,3=0,6.

. Por fim, no ultimo passo da iteracdo em ¢, onde ¢ = 3, sao sorteados os

vértices 2 e 4 novamente. Posteriormente sorteia-se o antecessor 3, fazendo

CIp(3) =0,3.
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Logo, as estimativas finais de CIp(v) sao:
CIp(1) =0,6;CIp(2) = 0;CIp(3) =0,3;CIp(4) = 0,3;CIp(5) = 0.
O plano amostral do algoritmo baseado em amostragem de Riondato e

Kornaropoulos (2016) utiliza a seguinte estratégia em dois estagios:

e 1o estégio:

Sorteia um par de vértices s e t por AASs de Vert, que é o conjunto de todos

os vértices da rede. Logo, as UPAS sao os pares de vértices sorteados.

e 20 estagio:

Calcula todos os caminhos minimos entre s e t e faz o caminho de volta de
t para s sorteando o vértice antecessor z com probabilidade proporcional ao
tamanho, sendo a variavel de tamanho dada pela quantidade de caminhos mais
curtos que unem s e z, ou seja, 0, /0. Este procedimento é repetido r vezes,
onde r é a quantidade de caminhos mais curtos necessaria para que o estimador
tenha as garantias de qualidade tedricas apresentadas anteriormente. Ou seja,
as USAs sao os caminhos minimos sorteados no segundo estagio. A estimativa
da centralidade de intermediacao sera 1/r multiplicado pelo nimero de vezes

em que o vértice estava nos caminhos mais curtos amostrados.

Para avaliar as propriedades do estimador [4.9, tem-se os conceitos a seguir.

Suponha que se deseja estimar um parametro € usando o seu estimador 6.

e Estimador nao-viesado: sao estimadores onde o valor esperado do estimador

~

¢ o parametro a ser estimado, ou seja, E(0) = 6.

e Estimador consistente: sao estimadores cuja variancia tende a zero, ou seja,

V(6) — 0 quando o tamanho da amostra tende a infinito (r — 00).

Lema 2. CIp(v) € estimador ndao-viesado para o parametro CIp(v).

Prova.

BCTp0)] = Bl 3 3 ouilo)

s#EVEA t#vEA

0D I

s#FVEA tFvEA
1
1YY o)
s#EVEA t#vEA

Como o teorema 1 diz que a probabilidade de um caminho minimo construido

pelo algoritmo CIA ser selecionado é 1/0g;, temos:
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() Y Y o))

s#veVert tAveVert
1
= 2 > ouly = CIp(v),
n(n — 1)0S ‘
s#veVert t#veVert

como queriamos demonstrar.
Lema 3. CIp(v) € estimador consistente para o parametro CIp(v).

Prova.

V[Cfp(

2ot

s;ﬁveA t#£veEA

v Y o)

s#FVEA tFvEA

que tende a zero quando r — oc.

4.3.2 Plano amostral do algoritmo proposto CIAVLCM

O algoritmo proposto foi elaborado com experimentos sobre o sorteio do par
de vértices, com o objetivo de melhorar a acuracia e precisao das estimativas do
parametro de interesse centralidade de intermediagao para todos os vértices.

O plano amostral do algoritmo proposto por esta tese utiliza a seguinte estratégia

em dois estagios:

e 1o estégio:

Esta fase divide os vértices em dois grupos. O primeiro grupo é formado
por vértices que sao limitrofes entre as comunidades encontradas por um
determinado método de deteccao de comunidades e ao mesmo tempo
pertencem a comunidades diferentes. Esta estratégia foi escolhida pois estes
vértices possuem maior centralidade de intermediacao (SUPPA e ZIMEO|
2015). Como a centralidade de intermediagao é utilizada para identificagao
de vértices mais influentes, o interesse maior estd nos vértices com maior
valor desta centralidade. Podemos chamar este grupo de Vert;. Sorteia-
se um par de vértices s e t por AASs de Vert;, um subconjunto de Vert,
conforme descrito acima. Observe que ao realizar os sorteios em Vert;, os
demais vértices nao sao excluidos da amostra, pois os vértices sorteados s e t
serao respectivamente os vértices de origem e destino do caminho selecionado,
e os vértices da amostra sao os vértices internos a estes caminhos. Logo, as

UPAS sao os pares de vértices sorteados em Verty.
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e 20 estagio:

E igual ao segundo estagio do plano amostral do algoritmo CIA. Calcula todos
os caminhos minimos entre s e t e faz o caminho de volta de t para s sorteando
o vértice antecessor z com probabilidade proporcional ao tamanho, sendo
a variavel de tamanho dada pela quantidade de caminhos mais curtos que
unem s e z, ou seja, 0, ,/0s:. Este procedimento é repetido r vezes, onde
r é a quantidade de caminhos mais curtos necessaria para que o estimador
tenha as garantias de qualidade tedricas apresentadas na se¢ao anterior. Ou
seja, as USAs sdo os caminhos minimos sorteados no segundo estdgio ou os
vértices internos aos caminhos minimos. A estimativa da centralidade de
intermediacao serd 1/r multiplicado pelo nimero de vezes em que o vértice

estava nos caminhos mais curtos amostrados.

Esta proposta altera a probabilidade 7(p,;) = ——2——, probabilidade do

n(n—1)os¢

caminho mais curto ps, pertencer a amostra A. A nova probabilidade ¢ dada por:

1

o 4.10
T1(Ps) |Verty|([Verty| —1)os, ( |

O préximo passo a ser realizado em sequencia desta tese sera provar teoricamente
que o plano amostral proposto satisfaz as mesmas condigoes do plano amostral
anterior, colocando o algoritmo proposto entre o algoritmo de |Riondato e
Kornaropoulos (2016)), o melhor com garantias tedricas, e o de |Geisberger, Sanders,

e Schultes| (2008)), o melhor sem garantias tedricas.

4.4 Implementacao

O software livre Python foi escolhido porque, além de ser gratuito, apresenta

outras vantagens:
e esta sempre sendo atualizado pelos usuarios;
e possui vasta literatura disponivel;

e possui muitos cddigos disponibilizados no GitHub (uma plataforma de

hospedagem de cédigo-fonte com controle de versao);

e tem uma comunidade de usudrios muito ativa no Stack Overflow (sitio que
apresenta perguntas e respostas em uma grande quantidade de tépicos de

programagao de computadores).

Os cédigos gerados para esta tese foram elaborados utilizando intensamente as

fontes de informagao acima, principalmente o GitHub e Stack Overflow.
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Na Figura[4.3]tem-se a utiliza¢ao de c6digos abertos em aprendizado de méquina.
Observe que o aumento proporcional de usuarios em Python foi maior que para a

linguagem R.

Open Source Technology Adoption

] 63
Python
Data from Hadoop or other big data store
Spark
MNotebooks
Scala
0 10 20 30 40 50 60 70
2017, n=601 Average Percentage of Users
2016, n =568 22017 ®=2016 Gartner.

Figura 4.3: Cdédigos abertos utilizados em 2016 e em 2017.

Os algoritmos foram processados em Python 3.6.4, num servidor de alto
desempenho de 20 ntcleos (2 processadores Intel Xeon E5-2670v2 de 10 Niicleos
cada) e 256GB de memoéria RAM com processamento paralelo via biblioteca
“multiprocessing” do Python.

Para avaliar escalabilidade foram criadas redes complexas artificiais de diferentes
tamanhos (1 mil a 1 milhdo de vértices) usando o modelo Barabési-Albert
(BARABASI e ALBERT, [1999) implementado por NetworkX(HAGBERG et al.,
. As redes complexas artificiais deste estudo foram geradas de forma a possuir

caracteristicas de varias redes reais como as redes sociais por exemplo. Elas possuem

em comum as seguintes caracteristicas: sao esparsas, possuem a propriedade de
mundo pequeno, seguem lei de poténcia e sao modulares.

As bibliotecas para se trabalhar com grafos e redes complexas avaliadas foram:

° NetworkXﬂ: foi utilizada para gerar as redes artificiais e para andlise
estrutural das mesmas. Este pacote rodou nos 3 ambientes testados: notebook,
cluster e plataforma Spark na nuvem da Databricks. Os cdédigos fonte dos

pacotes estao disponiveis no GitHub em Python.

. NetworKitﬂ foi utilizada para deteccao das comunidades, para encontrar a

maior componente conexa, para estimar o diametro e para andlise estrutural

Shttps://networkx.github.io/documentation /stable/tutorial.html
Shttps://networkit.iti.kit.edu/api/modules.html
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das redes. S6 funcionou no cluster com Linux. Os cdédigos fonte dos
pacotes estao disponiveis no GitHub em C++4-. O algoritmo de |[Riondato e
Kornaropoulos| (2016)) estd implementado neste pacote, o que tornou possivel
a conferéncia dos resultados da minha implementagdo em Python para
obtencao dos tempos de processamento dos algoritmos com os mesmos tipos

de otimizacao.

° Igraphﬂ e SNAPH: houve dificuldade para instalacao destes pacotes para

Python com sistema operacional Windows.
° GraphXﬂ: nao foi utlizada pois nao é em Python, e sim, em Scala.

° GraphFrameﬂ quando testada, esta biblioteca se apresentou instavel,

gerando problemas na execucgao.
Para implementacao computacional foram testadas duas opgoes:

1. usando computacao paralela com a biblioteca “multiprocessing” do Python

rodando em um cluster;

2. usando plataforma de processamento distribuido com tolerancia a falhas Spark
sobre HDFS (Hadoop File Systems )]

Os resultados apresentados no préoximo capitulo sao referentes ao processamento
usando a biblioteca “multiprocessing” do Python no cluster descrito anteriormente.
Porém os resultados de tempo utilizando Spark no modo autonomo, ou seja, sem
ser distribuido de fato, reduziu o tempo de processamento pela metade. Uma opgao
para trabalho futuro é rodar os algoritmos utilizando uma nuvem. A Databricks
possui uma versao gratis, a community editz’on@, onde sao disponibilizados 6GB de
memoria e roda Spark sobre HDF'S.

Foram utilizados os pacotes para linguagem Python: NetworkX(HAGBERG
et al., 2018) e NetworKit(STAUDT et al., [2016). A implementagao foi realizada
para grafos nao direcionados, nao ponderados, sem lagos ou multiplas arestas. Para

grafos nao conexos foi utilizada a maior componente conexa.

"http://igraph.org/python/

8http://snap.stanford.edu/snappy/index.html

Yhttps://spark.apache.org/docs/latest /graphx-programming-guide.html

Ohttps://graphframes.github.io/user-guide.html

HPlataforma de armazenamento distribuido voltada para clusters e processamento de grandes
volumes de dados, com tolerancia a falhas.

2https://databricks.com/try-databricks
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Capitulo 5
Resultados e discussao

Na Tabela tem-se algumas caracteristicas topolédgicas das redes artificiais
desta tese. Estas redes nao sao ponderadas nem direcionadas. Também nao possuem
lacos nem multiplas arestas, uma vez que multiplas arestas podem facilmente ser

transformadas em arestas ponderadas, o que é feito na maioria dos estudos.

Tabela 5.1: Algumas caracteristicas topoldgicas das redes artificiais desta tese:
nimero de vértices, nimero de arestas, grau médio, densidade e diametro.

Numero de | Numero de | Grau médio | Densidade Diametro
vértices (n) | arestas (m)

1.000 49.705 99,41 0,09951 3
10.000 500.767 100,15 0,01002 3
100.000 5.000.831 100,02 0,00100 3
200.000 12.504.957 50,02 0,00010 4%
1.000.000 4.995.470 9,99 0,00001 T

*Diametro dos dois ultimos grafos sao estimados.

Estas redes artificiais foram geradas de tal forma que possuissem as seguinte

propriedades de redes complexas reais:
e Mundo pequeno;
e Sem escala e
e Esparsas.

O fato das redes serem esparsas pode ser percebido pela baixa densidade das
mesmas, resultados que podem ser verificados na Tabela 5.1} A propriedade mundo
pequeno pode ser percebida pelo diametro das redes, também na Tabela onde
o maior valor é 7 para rede de 1 milhao de vértices. E é sem escala pois foi gerada
como rede Barabési-Albert(BARABASI e ALBERT) [1999).
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Os experimentos realizados para andlise dos algoritmos tém como objetivo
avaliar: acuracia, precisao, tempo de processamento em comparagao com o algoritmo
tomado como base e escalabilidade em funcao do tamanho da rede complexa como
quantidade de vértices.

Os parametros para calculo do tamanho da amostra r foram e = 0,05e 6 =0, 10
para permitir a comparacgao dos resultados do algoritmo proposto com os resultados
do algoritmo CIA.

Foi realizado um teste de hipdteses para verificar se os valores de EQM dos
algoritmos propostos sao diferentes do algoritmo CIA com nivel de significancia de
5%, e todos os resultados foram significantes, ou seja, obtiveram p — valor < 0,05.
Neste teste de hipdteses, a hipotese nula é de que o EQM do método alternativo
CIVLCM ¢ igual ao EQM do método base CIA. A estatistica de teste utilizada foi
o p — walor.

Nas tabelas a seguir estao os resultados dos indicadores escolhidos para a

avaliacao da qualidade das estimativas:

e Erro quadratico médio (EQM): utilizado para medir a acuracia da estimativa.
Foram realizadas as simulagoes e, para o resultado de cada simulagao, o erro
quadratico foi calculado como sendo o quadrado da diferenca entre o valor
da estimativa e o valor exato da centralidade de intermediacao padronizada
calculado pelo algoritmo de Brandes| (2001). Posteriormente foi calculada a
média desses resultados. Suponha que tenham sido realizadas J simulagoes,

entao:

pou- Ly 3 [On) o Clp()? (51)

veVert j=1
e Coeficiente de variagdo médio (CV): para medir a precisdo da estimativa.

e Efeito do plano amostral (EPA): para comparar a precisao de dois desenhos
amostrais. Neste caso, é dado pela variancia da estimativa segundo o
plano amostral proposto, que leva em consideracao as comunidades as quais

pertencem os vértices, e o desenho amostral do algoritmo CIA (V/Vera).

e Tempo do algoritmo proposto sobre tempo do algoritmo CIA (T/T¢cra).
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Tabela 5.2: Resultados de 100 simulagoes para uma rede nao ponderada, nao
direcionada, com 1.000 vértices e 49.705 arestas.

Algoritmo | EQM/EQMc¢ra | CV/CVeia | T/Tera EPA p-valor
EQM
CIAVL 0,799 0,816 0,624 0,821 0,0000
CIAVLCM 0,813 0,881 0,617 0,765 0,0000
CIACM 0,830 0,021 0,597 0,749 0,0000

Tabela 5.3: Resultados de 100 simulagoes para uma rede nao ponderada, nao
direcionada, com 10.000 vértices e 500.767 arestas.

Algoritmo | EQM/EQMcra | CV/CVera | T/Tera p-valor

EQM
CTAVL 0,690 0,787 0,623 0,0000
CIAVLCM 0,588 0,836 0,695 0,0000
CIACM 0,635 0,899 0,589 0,0000

Tabela 5.4: Resultados de 20 simulagoes para uma rede nao ponderada, nao
direcionada, com 100.000 vértices e 5.000.831 arestas.

Algoritmo | EQM/EQMc¢ra | CV/CVeia | T/Tcora p-valor

EQM
CIAVL 0,639 0,423 0,903 0,0000
CIAVLCM 0,444 0,486 0,700 0,0000
CIACM 0,444 0,576 0,696 0,0000

Com base nos resultados contidos nas Tabelas[5.2] [5.3]e[5.4] o algoritmo escolhido
foi o que apresentou melhora significante de acuracia e precisao, além de reduzir o
tempo de processamento foi o CIAVLCM, ou seja, baseado em amostragem, levando
em consideracao a comunidade a qual pertence o vértice e se ele é um vértice que une
comunidades. Note que para avaliar precisao foi utilizado o indicador CV/CV 4 e
nao o EPA sugerido anteriormente. Este fato ocorreu em virtude das redes com mais
de mil vértices apresentarem muitos zeros na variancia, logo o indicador EPA ficou
ineficiente para comparar precisao pois EPA = V/Vgy4, e 0 zero no denominador
nao permite avaliagao desta medida.

Os tamanhos de amostras de caminhos mais curtos r se encontram na Tabela [5.5]

abaixo, note que ele depende somente da medida V D(G), que é o nimero de vértices
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no caminho do diametro do grafo, ou seja, o maior caminho mais curto do grafo.
Como os grafos deste estudo sdo nao ponderados, o VD(G) = diam(G) + 1. Esta
medida é ponto crucial para escalabilidade do algoritmo, pois, gracas a propriedade

mundo pequeno, os diametros das redes complexas tendem a ser valores baixos.

Tabela 5.5: Tamanho das amostras utilizadas nas simulacoes por tamanho da rede
em numero de vértices.

Numero de VD(G) Tamanho das

vértices (n) amostras (r)
1.000 4 861
10.000 4 861
100.000 4 861
500.000 5 861
1.000.000 8 1061

Embora a rede com 500 mil vértices ndo possua o mesmo VD(G) das redes anteriores, o tamanho
da amostra foi igual pois a férmula de r utiliza valores truncados.

O algoritmo proposto melhorou a qualidade das estimativas das centralidades
de intermediacao obtidas em redes complexas grandes, porém nao traz ganhos em
redes pequenas. Tome como exemplo um grafo com 100 vértices e diametro 4, que
resultaria numa amostra de tamanho 861.

Para as redes com 500 mil e 1 milhao de vértices, nao foi possivel calcular o
valor exato da centralidade de intermediacao e consequentemente, o erro quadratico
médio. Para solucionar este problema, nao ter os valores exatos, pode-se usar
o método da replicagdo conforme sugerido por [Pessoa e Silval (1998). A ideia
é construir uma amostra de como a uniao de amostras selecionadas de forma
independente e usando o mesmo plano amostral nr (nimero de réplicas) vezes,
e usar a média dos estimadores das replicagoes como estimador do parametro de

interesse.

Tabela 5.6: Resultados de 2 simulacoes para uma rede nao ponderada, nao
direcionada, com 500.000 vértices e 12.504.957 arestas e de 1 simulagao para uma
rede nao ponderada, nao direcionada, com 1.000.000 vértices e 4.995.470 arestas.

Vértices T/Tecra
500 mil 0,87
1 milhao 0,92
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Tabela 5.7: Resultados de 100 simulagoes para as redes de 1 mil e de 10 mil vértices;
e 20 simulagoes para uma rede de 100 mil vértices. Estes resultados sao para os
top-100 vértices com maior centralidade de intermediacgao.

Viértices EQM/EQM¢;a CV/CV¢ia
1 mil 1,00 1,02
10 mil 0,52 1,13
100 mil 0,31 0,56

O tempo e escalabilidade na Figura mostram que o algoritmo CIAVLCM é

mais rapido mantendo a escalabilidade.

Mempo de execugao (minutos)
[%; ]
=]
{==]
LY
N

o 200 400 600 BOO 10:00 1200

Momero de veértices (x1000)

@ CIA  ==e-- CIAVLCM

Figura 5.1: Tempo e escalabilidade.

Também foi feita a verificagao sobre o Teorema 2, que afirma que uma amostra
de caminhos mais curtos de tamanho r fornece estimativas de centralidade com a

propriedade abaixo, sendo € = 0,05 e 6 = 0, 10:

P(|CIp(v) — CIp(v)| > ) <6 (5.2)

Para tal verificacao, foi feita a contagem de quantas vezes a diferenga absoluta
entre parametro e estimativa ficaram acima de €. Para todas as redes e todas as
simulacées, todos os erros absolutos |C'Ip(v) — CIp(v)| ficaram abaixo de e.

Resultados esperados e atingidos:

e Ao aplicar os algoritmos nas redes artificiais esperava-se obter estimativas com
CV menores que os originais assim como EPA menor que 1, ao comparar os
algoritmos. Como nao foi possivel utilizar o EPA, essa verificacao foi realizada

com o CV.
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e O resultado também melhorou o tempo e as estimativas para os top-100
vértices. Este é um resultado importante pois o objetivo principal do calculo
das medidas de centralidade de intermediacao é identificar os vértices mais

importantes segundo esta medida.

e Para as redes com 500 mil e 1 milhao de vértices foram rodadas 2 simulacoes
que obtiveram tempos menores de processamento quando comparados ao

algoritmo base, 0,87 e 0,92, respectivamente e conforme Tabela [5.6
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Capitulo 6
Consideracoes finais

Neste trabalho foram estudados planos amostrais aplicados a grandes redes
complexas. O campo de estudo ainda permite muitas pesquisas uma vez que 0s
algoritmos com melhores acurdcia e precisao nao possuem garantias tedricas.

O que levou o resultado ao ganho tanto de tempo quanto de simplicidade no

processamento foi utilizar algoritmos paralelizaveis e de natureza aglomerativa como:
e 0 método de Louvain para detec¢ao de comunidades (BLONDEL et al., 2008));

e a ideia de contribuigdes parciais do algoritmo de |Brandes (2008]) com busca

em largura e
e 0 algoritmo de Riondato e Kornaropoulos| (2016)).

Com base nos resultados obtidos no capitulo anterior, pode-se concluir que
os algoritmo baseado em amostragem e em deteccao de comunidades CIAVLCM
reduziu o erro quadratico médio, logo, melhorou acuricia das estimativas das
centralidades de intermediagao em comparagao com algoritmo CIA, assim como
reduziu consideravelmente o tempo de processamento, o que pode ser verificado nas
Tabelas [5.2] 5.3 e [5.4]

Ao avaliar a performance do algoritmo proposto nos 100 vértices com maior
centralidade de intermediagao, uma vez que esta é uma medida para se identificar
quais os vértices mais influentes, os resultados foram melhores. Pode-se avaliar
este resultado ao comparar a reducao no EQM e no CV, como por exemplo para
o grafo com 100 mil vértices onde, considerando toda a rede, o algoritmo proposto
apresentou EQM/EQM¢ra de 0,44 ¢ CV/CVera de 0,49 conforme Tabela e
considerando os top-100 vértices com maior centralidade de intermediagao, este
indicadores foram 0,31 e 0,56 respectivamente conforme Tabela [5.7]

O algoritmo proposto melhorou a qualidade das estimativas das centralidades
de intermediacao obtidas em redes complexas grandes, porém, nao traz ganhos

significativos em redes pequenas.
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Como sequéncia desta tese, serd iniciado um projeto de andlise em tempo real
com dados em “stream” da rede social online Twitter. Os objetivos deste projeto
sao: classificar e monitorar mensagens danosas para a imagem da instituicao IBGE;,
posicionamento do IBGE nas redes sociais modeladas em grafo para extracao da
estrutura onde o IBGE esté inserido, e possiveis estudos demogréficos sobre migragao
e movimentos pendulares usando dados georreferenciados, como o realizado pelo
INEGI (MUNOZ, 2015) no contexto do grupo de trabalho sobre uso de big data
para estatisticas oficiais da comissao estatistica das Nacoes Unidas. No projeto de
analise em tempo real, a amostragem serd utilizada para dar agilidade a todos os
modelos do projeto.

Seria interessante continuar este estudo com valores menores de ¢ e utilizando o
Spark. O tempo de processamento dos algoritmos para uma rede com mil vértices
caiu pela metade ao se utilizar o Spark no modo standalone ao invés da biblioteca
“multiprocessing” do Python. O cédigo implementado para a plataforma Spark se
encontra no Apéndice.

Outros desdobramentos possiveis deste trabalho sao:

e Anidlise de técnicas de amostragem para grafos dindmicos, uma vez que muitas

redes complexas reais sao dinamicas, como por exemplo as redes sociais.

e Amostragem para utilizar em fluxo continuo de dados (data stream), pois
avaliar todos os dados e manter os modelos, sejam de previsao ou de
classificagao ou outro, é complicado. Atualizar os modelos com dados entrantes
bem amostrados pode garantir eficiéncia em qualquer que seja a fase do

processo de mineracao de dados.

e Rodar mais simulagoes utilizando Spark sobre HDF'S. Uma versao do algoritmo
CIA utilizando o Spark reduziu o tempo de processamento pela metade, mesmo

tendo como otimizar mais. O c6digo encontra-se no apéndice.

e Elaboracao de pacotes ou fungoes ou painéis de controle (dashboards)
para estudos posteriores utilizando analise de redes complexas utilizando
amostragem com resultados em tempo real ou nowcasting. Um trabalho similar
foi desenvolvido pelo INE do México (INEGI) para analise de sentimento

utilizando dados do Twitter.

e Anadlise téorica do algoritmo proposto para validar que o novo método de
selecao da amostra de caminhos mais curtos melhora acuracia e precisao. O
que deixaria este algoritmo como o melhor algoritmo com garantias tedricas.
Ou seja, a evolucao temporal dos algoritmos para estimar centralidade de

intermediagao seria:
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4.
D.

. Exato de |Brandes| (2001]).

Estimado de Brandes e Pich| (2007)), que seleciona vértices, apresenta

estimador nao viesado. Brandes e Pich (2007)) sugerem PPT utilizando

o grau do vértice como varidavel de tamanho.

Estimado de Geisberger, Sanders, e Schultes| (2008)), adaptam a parte de

busca do algoritmo de Brandes e Pichl (2007) conseguindo estimativas

com melhor acuracia nos vértices com maior grau.

Estimado de |[Riondato e Kornaropoulos (2016)), algoritmo CIA.

Estimado pelo algoritmo CTAVLCM.

e Testar o algoritmo novo CIAVLCM em redes ponderadas, direcionadas,

dinamicas, em redes reais, variar € e 0 e avaliar os conjuntos de top-k%.
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Apeéendice A

Cddigos dos algoritmos

implementados em Python

A.1 CIA e CIAVLCM

# importa pacotes

import networkit as nk

import networkx as nx

import time

import pandas as pd

import random

from numpy.random import choice
import math as m

from heapq import heappush, heappop
from itertools import count
import multiprocessing

from multiprocessing import Pool

# funcdo que calcula SSSP do vértice s para todos os outros via busca em largura
def _single_source_shortest_path_basic(G, s):

P ={}

for v in G:

Plv] = []

sigma = dict.fromkeys(G, 0.0)

D= {}

sigmals] = 1.0

D[s] =0

Q = [s]

o7



while Q:
v = Q.pop(0)
Dv = D[v]
sigmav = sigmal[v]
for w in G[v]:
if w not in D:
Q.append (w)
D[w] = Dv + 1
if D[w] == Dv + 1:
sigmal[w] += sigmav
P[w] .append(v)

return P,sigma

# funcdo que excuta o algoritmo CIA
def vc(G):

cia

dict.fromkeys(G, 0.0)
u,v = random.sample(G.nodes(), 2)

if nx.has_path(G,u,v):

P,sigma = _single_source_shortest_path_basic(G, u)
t=v
while t != u:

pred = P[t]

dl=sigmal[t]
peso = [sigma[n]/dl for n in pred]
z = choice(pred, p=peso)
if z = u:
cialz]+= 1/r
t=z

return cia

# executa a fungdo "vc" em paralelo
def ci_am2(G):
#map
pl = Pool(processes=multiprocessing.cpu_count())

cia_results=pl.map(vc, [G for i in range(r)])
#reduce

bt_c = cia_results[0]

for bt in cia_results[1:]:
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for n in bt:
bt_c[n] += bt[n]

return bt_c

# funcdo que excuta o algoritmo CIAVLCM
def vcbnem(G,bnl,c):
cibn = dict.fromkeys(G, 0.0)
u,v = random.sample(bnl, 2)
if nx.has_path(G,u,v) and c[ul'=c[v]:
P,sigma = _single_source_shortest_path_basic(G, u)
t=v
while t != u:
pred = P[t]
dl=sigmal[t]
peso = [sigma[n]/dl for n in pred]
z = choice(pred, p=peso)
if z 1= u:
cibn[z]+= 1/r
t=z

return cibn

def multiruni(args):

return vcbncm(*args)

# executa a fungdo "vcbncm" em paralelo
def ci_bncm(G):
nkG = nk.nxadapter.nx2nk(G)
vert=nkG.nodes ()
bn=]
communities = nk.community.detectCommunities(nkG)
for i in vert:
for j in nkG.neighbors(i):
if not communities.inSameSubset(i,j):
bn.append (i)
bnil=1list(set(bn))

c=communities.getVector()

#map

p2 = Pool(processes=multiprocessing.cpu_count())
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cibn_results=p2.map(multirunl, [(G,bnl,c) for i in range(r)])

#reduce
bt_c = cibn_results[0]
for bt in cibn_results[1:]:
for n in bt:
bt_c[n] += bt[n]

return bt_c

# executa as simulagdes dos algoritmos CIA e CIAVLCM

if __name__ == "__main__":

G = nx.read_edgelist("grafo.txt",nodetype=int)

giant = max(nx.connected_component_subgraphs(G), key=len)

nkG = nk.nxadapter.nx2nk(giant)
diam=nk.distance.EffectiveDiameterApproximation(nkG) .run()
vd=diam.getEffectiveDiameter ()+1

epsilon=0.05

delta=0.1
r=m.ceil((0.5/(epsilon*epsilon))*(m.floor(m.log2(vd-2))+1-m.log(delta)))
print (vd,r)

print(nx.info(G))

cia_simula = []
s=50 # simulacgdes
for j in range(s):
cia=ci_am2(G)
cia_simula.append(list(cia.values()))
cia_simulal=pd.DataFrame(cia_simula)

cia_simulal.T.to_csv("100milcia_simulab0a.csv")

cibncm_simula = []
s=50 # simulagdes
for j in range(s):
cibncm=ci_bncm(G)
cibncm_simula.append(list(cibncm.values()))
cibncm_simulal=pd.DataFrame(cibncm_simula)

cibncm_simulal.T.to_csv("100milcibncm_simulab50a.csv'")
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A.2 CIA-Spark

#inicia Spark Context

from pyspark import SparkContext, SparkConf

conf = SparkConf () .setAppName (’MyFirstStandaloneApp’)
sc = SparkContext (conf=conf)

print (sc)

# importa pacotes

import networkit as nk

import networkx as nx

import time

import pandas as pd

import random

from numpy.random import choice
import math as m

from heapq import heappush, heappop
from itertools import count

import pyspark

# funcdo que calcula SSSP do vértice s para todos os outros via busca em largura

def _single_source_shortest_path_basic(G, s):

P ={}
for v in G:
Plv] = [l
sigma = dict.fromkeys(G, 0.0)
D= {}
sigmals] = 1.0
D[s] =0
Q = [s]
while Q:
v = Q.pop(0)
Dv = D[v]

sigmav = sigmal[v]
for w in G[v]:
if w not in D:
Q.append (w)
D[w] = Dv + 1
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if D[w] == Dv + 1:
sigmal[w] += sigmav
P[w] .append(v)
return P,sigma

# funcdo que excuta o algoritmo CIA
def vc(G):
cia = dict.fromkeys(G, 0.0)
u,v = random.sample(G.nodes(), 2)
if nx.has_path(G,u,v):
P,sigma = _single_source_shortest_path_basic(G, u)
t=v
while t != u:
pred = P[t]
dl=sigmal[t]
peso = [sigma[n]/dl for n in pred]
z = choice(pred, p=peso)
if z = u:
cialz]+= 1/r
t=z

return cia

# executa a fungdo "vc" no Spark no modo standalone na nuvem

# da Datbricks sobre HDFS

def ci_am4(G):
grafos = sc.parallelize([G for i in range(r)],20).cache()
cia_results=grafos.map(vc).flatMap(lambda x:
[(k,v) for (k,v) in x.items()]).reduceByKey(lambda x,y: x+y).collect()

return dict(cia_results)

# simulagdes de CIA

G = nx.read_edgelist("grafo.txt",nodetype=int)

giant = max(nx.connected_component_subgraphs(G), key=len)

nkG = nk.nxadapter.nx2nk(giant)
diam=nk.distance.EffectiveDiameterApproximation(nkG) .run()
vd=diam.getEffectiveDiameter ()+1

epsilon=0.05

delta=0.1
r=m.ceil((0.5/(epsilon*epsilon))*(m.floor(m.log2(vd-2))+1-m.log(delta)))
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print (vd,r)
print (nx.info(G))

cia_simula = []
=50 # simulagdes
for j in range(s):
cia=ci_am4(G)
cia_simula.append(list(cia.values()))
cia_simulal=pd.DataFrame(cia_simula)

cia_simulal.T.to_csv("100milcia_simula50a.csv")
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