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Legańes, 2004

brought to you by COREView metadata, citation and similar papers at core.ac.uk

provided by Universidad Carlos III de Madrid e-Archivo

https://core.ac.uk/display/29427555?utm_source=pdf&utm_medium=banner&utm_campaign=pdf-decoration-v1


Departamento de Informática
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sidad Carlos III de Madrid, por permitirme formar parte deél y gracias a cuyos
medios, experiencia y soporte ha sido posible la finalización de esta investigación.

A mi mama Letyy mi viejo, que a pesar de la distancia siempre han estado a
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siempre, por querer ser parte de mi proyecto de vida, y por haber dejado todo en
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Resumen

Una de laśareas que ḿas auge ha tenido en losúltimos ãnos dentro del apren-
dizaje autoḿatico es aqúella en donde se combinan las decisiones de clasificadores
individuales con la finalidad de que la decisión final de a qúe clase pertenece un
ejemplo sea realizada por un conjunto de clasificadores. Existen diversas técnicas
para generar conjuntos de clasificadores, desde la manipulación de los datos de
entrada a la utilización de meta-aprendizaje. Una de las maneras en las que se cla-
sifican estas técnicas es por el número de algoritmos de aprendizaje diferentes que
utilizan con el fin de generar los miembros del conjunto. Aquellas técnicas que
utilizan unúnico algoritmo para generar todos los miembros del conjunto se dice
que generan un conjunto homogéneo. Por otra parte, aquellas técnicas que utili-
zan ḿas de un algoritmo para generar los clasificadores se considera que generan
un conjunto de clasificadores heterogéneo. Entre los algoritmos de generación de
conjuntos heteroǵeneos se encuentraStacking, el cual, adeḿas de generar los cla-
sificadores del conjunto a partir de distintos algoritmos de aprendizaje, utiliza dos
niveles de aprendizaje. El primer nivel de aprendizaje o nivel-0 utiliza los datos
del dominio de manera directa, mientras que el meta-nivel o nivel-1 utiliza datos
generados a partir de los clasificadores del nivel-0.

Un problema inherente aStackinges determinar la configuración de los paŕame-
tros de aprendizaje del algoritmo, entre ellos, qué y cúantos algoritmos deben ser
utilizados en la generación de los clasificadores del conjunto. Trabajo previos han
determinado que no hay un número exacto de algoritmos a utilizar que sea elópti-
mo para todos los dominios. Tampoco está perfectamente definido qué algoritmos
se debeŕıan utilizar, aunque existen trabajos que utilizan algoritmos representativos
de cada tipo.

Uno de los objetivos de esta tesis doctoral es la utilización de algoritmos geńeti-
cos como t́ecnica de optimización para determinar los algoritmos que deben ser
utilizados para generar el conjunto de clasificadores, al igual que la configuración
de los paŕametros de aprendizaje deéstos. De esta manera el método que se propo-
ne es independiente del dominio, mientras que la configuración de los paŕametros
deStackingencontrada, dependerá del dominio.

El crecimiento del comercio electrónico y las aplicaciones en laWorld-Wide-
Webha motivado el incremento de los entornos en donde intervienen agentes. Estos
entornos incluyen situaciones competitivas y/o colaborativas en donde el conoci-
miento que se posea sobre los individuos involucrados en el entorno, proporciona
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una clara ventaja a la hora de tomar una decisión sobre qúe accíon llevar a cabo.
Existen diversas formas de adquirir este conocimiento. Una de ellas es a través del
modelado del comportamiento de los agentes.

A su vez, existen diversas formas de construir el modelo de un agente. Algunas
técnicas utilizan modelos previamente construidos y su objetivo es intentar empa-
rejar el comportamiento observado con un modelo existente. Otras técnicas asumen
un comportamientóoptimo del agente a modelar con el fin de crear un modelo de
su comportamiento.

Un segundo objetivo de esta tesis doctoral es la creación de un marco general
para el modelado de agentes basándose en la observación del comportamiento del
agente a modelar. Para ello se propone la utilización de t́ecnicas de aprendizaje
autoḿatico con el proṕosito de llevar a cabo la tarea de modelado basándose en la
relacíon existente entre la entrada y la salida del agente.



Abstract

In the last years, one of the most active research areas in Machine Learning
is that of ensembles of classifiers. Their purpose is to combine the decisions of
individual classifiers so that all classifiers in the ensemble are taken into account
in order to classify new instances. There are many techniques that generate such
ensembles. Some manipulate the input data, while others use meta-learning. In ge-
neral, ensembles can be homogeneous or heterogeneous. Homogeneous ensembles
consist of several classifiers generated by the same learning technique, whereas
heterogeneous ensembles contain classifiers generated by different algorithms. A
well-known approach to generate heterogeneous ensembles is Stacking. Stacking
uses two levels of learning. The first learning level or level-0 uses direct data from
the domain, whereas the meta-level or level-1 uses data generated by classifiers
from level-0.

An inherent problem to Stacking is to determine the right configuration of the
learning parameters, like how many classifiers, and which learning algorithms,
must be used in the generation of the ensemble of classifiers. Previous work ha-
ve shown that there is no optimal decision for all the domains, although there are
works that use representative algorithms from each type.

One goal of this thesis is to use Genetic Algorithms as an optimization techni-
que in order to determine the type and number of algorithms to be used to generate
the ensemble of classifiers, as well as the configuration of the learning parameters
of these algorithms. The proposed method is domain independent, and the Genetic
Algorithm will be able to adapt to particular domains.

The growth of the e-commerce and applications over the World-Wide-Web
has motivated the increase of environments where agents can interact. These envi-
ronment include competitive and/or colaborative situations where the knowledge
about other individuals involved in the environment, provides a clear advantage
when making decision about actions to perform. There are several ways to acquire
this knowledge. One of them is by modeling the behavior of other agents.

There are several ways to construct an agent’s model. Some techniques use
previously constructed models and its goal to match the observed behavior with
an existing model. Other techniques assume that the agent to model carries out an
optimal strategy in order to create a model of its behavior.

In this thesis, a second approach to model agents will be used based on the
observation of other agents behavior. In order to do this, a general framework that
uses machine learning techniques for agent modeling is proposed.
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“Sólo los que construyen sobre ideas, construyen para la eternidad”
- Emerson -
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6.3. Ĺıneas de Investigación Futuras . . . . . . . . . . . . . . . . . . . 73

III Modelado de Agentes mediante Aprendizaje Autoḿatico 75
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9.2.2. Módulo de Construcción del Modelo (MCM) . . . . . . . 93
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12.3. Ĺıneas de Trabajo Futuro . . . . . . . . . . . . . . . . . . . . . .124

IV Conclusiones Generales 126

13. Conclusiones Generales 127
13.1. Sumario . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .127
13.2. Publicaciones . . . . . . . . . . . . . . . . . . . . . . . . . . . .128

A. Algoritmos de Generacíon de Conjuntos de Clasificadores 142

B. Configuraciones deGA-Stacking 145

C. Detalles de la Evaluacíon del MABO 157
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11.1. Situacíon simulada para estimar la utilidad del modelo del portero
adquirido por el atacante. . . . . . . . . . . . . . . . . . . . . . .118

A.1. Algoritmo de generación de conjuntos homogéneosBootstrap Ag-
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10.5. Reglas deĺarbol de regresión generado porM5. . . . . . . . . . . 105
10.6. Modelos lineales generados porM5. . . . . . . . . . . . . . . . . 105
10.7. Tasa de aciertos (en %) deC4.5 y C4.5-RULES en el proceso de
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contrados con las deḿas configuraciones deGA-Stackingy su sig-
nificación estad́ıstica (+/− es mejor/peor significativamente). . .154
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Caṕıtulo 1

Introducci ón

La aplicacíon de la Inteligencia Artificial a la resolución de problemas es algo
muy coḿun en la actualidad en la mayor parte de los sectores, aunque puede es-
tar oculto bajo otros términos comoData Mining, Business Intelligenceo incluso
Rob́otica. Hoy en d́ıa estas incursiones de la Inteligencia Artificial varı́an desde las
aplicaciones industriales hasta las aplicaciones en el mundo de los negocios, pa-
sando por el mundo académico y de investigación. Cabe sẽnalar que la Inteligencia
Artificial incluye una diversa gama de técnicas capaces de resolver problemas en
entornos complejos y dinámicos. Es en estos entornos en donde los resolvedores de
problemas1 tienen que ser capaces de encontrar una solución a la situacíon plan-
teada ya sea individualmente o mediante la colaboración con otros resolvedores
de problemas. En la primera parte de esta tesis doctoral se busca definir formas
de combinar las soluciones propuestas por diferentes resolvedores de problemas.
Por otro lado, en la segunda parte se abordan situaciones en donde los resolvedo-
res de problemas poseen la caracterı́stica de ser autónomos y pueden competir y/o
colaborar con otros resolvedores de problemas, razón por la cual la posesión de
informacíon acerca de los individuos presentes en el entorno es una ventaja con
vistas a resolver la tarea asignada.

El primero de los temas que aborda esta tesis doctoral se concentra en un tipo
concreto de resolvedores de problemas como los son los conjuntos de clasificado-
res. En ḿas detalle, el objetivo perseguido en esta parte de la tesis doctoral es la
obtencíon de la configuración óptima de los parámetros del algoritmo de genera-
ción de conjuntos conocido comoStacked Generalization, o Stacking. EnStacking
se genera un conjunto de clasificadores a partir de distintos algoritmos de aprendi-
zaje, por lo que se puede decir que es un conjunto de clasificadores heterogéneo.
Además de generar el conjunto de clasificadores a partir de distintos algoritmos,
Stackingutiliza el concepto demeta-aprendizaje; es decir, el objetivo es aprender a

1Se ha elegido el nombreresolvedores de problemascomo traduccíon del t́ermino ingĺesproblem
solvers.

2
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combinar las predicciones dadas por los clasificadores (resolvedores de problemas)
para un ejemplo dado (problema). Un problema inherente aStackinges determi-
nar la configuracíon óptima de los paŕametros que intervienen en la generación del
conjunto de clasificadores; entre ellos, el número y tipo de algoritmos que han de
utilizarse en los dos niveles de aprendizaje que poseeStacking. En esta tesis se pro-
pone una solución a este problema mediante la utilización de algoritmos geńeticos.

El segundo tema de la tesis se enmarca dentro de los sistemas de agentes, más
concretamente en la tarea de adquisición de informacíon sobre los deḿas agentes
presentes en el entorno de acción de un determinado agente. Uno de los dominios
elegidos para validar la propuesta de modelado de agentes en esta tesis doctoral
es el simulador de fútbol de laRoboCup, utilizado ampliamente como entorno de
prueba para el desarrollo de software multiagente.

Se asume que cada agente puede ser visto como un sistema entrada/salida que
puede ser modelado mediante técnicas de aprendizaje automático. Aśı, un agente
cuyo rol es el de delantero de un equipo de fútbol, puede obtener el modelo de un
agente que actúa como portero del equipo contrario basándose en observaciones de
su comportamiento. Comportamiento que es descrito a través de la relación exis-
tente entre las entradas y salidas del agente a modelar. Posteriormente, el delantero
puede utilizar el modelo adquirido con el propósito de predecir las acciones del
portero y anticiparse áestas.

En este documento se describen, para ambos temas, el estado de la cuestión,
la propuesta para resolver el problema planteado y los resultados obtenidos. En la
Parte II se detalla la aplicación de algoritmos geńeticos para encontrar la combina-
ción óptima de paŕametros deStacking(GA-Stacking). En la Parte III se presenta
una propuesta para llevar a cabo la tarea del modelado de agentes mediante técnicas
de aprendizaje autoḿatico (MABT y MABO).

A continuacíon se describen en ḿas detalle ambos temas para una mejor com-
prensíon del resto del documento.

1.1. GA-Stacking

Una de laśareas de investigación dentro del aprendizaje automático que ḿas se
ha desarrollado en lośultimos ãnos son losconjuntos de clasificadores. Un conjun-
to de clasificadores es un grupo de clasificadores cuyas decisiones individuales son
combinadas de alguna manera para clasificar nuevos ejemplos [30]. El propósito
de combinar clasificadores es mejorar la precisión que se puede obtener utilizando
un único clasificador.

Existen muchas maneras de construir un conjunto de clasificadores, pero las
más utilizadas sonBagging[12], Boosting[116] y Stacking[145]. Baggingcons-
truye un grupo de clasificadores por submuestreo de los ejemplos de entrenamien-
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to para generar diferentes hipótesis. Despúes de que las diferentes hipótesis son
generadas,́estas son combinadas mediante votos.Boostingtambíen utiliza un sis-
tema de votos para combinar los clasificadores pero en lugar de submuestrear los
ejemplos de entrenamiento, genera las hipótesis dando un peso a cada instancia de
entrenamiento y ajustando este peso de acuerdo a su importancia. De esta mane-
ra, en cada repetición se genera un clasificador enfocado en las instancias que han
sido tratadas incorrectamente por el clasificador previo. Ambos,Baggingy Boos-
ting generan clasificadores homogéneos, es decir, clasificadores generados a partir
del mismo algoritmo de aprendizaje. Por otra parte,Stackinggenera clasificadores
a partir de diferentes algoritmos de aprendizaje siguiendo un proceso similar a la
validacíon cruzada y utiliza un clasificador en un nivel superior (alto nivel) para
combinar los clasificadores generados (bajo nivel). El conjunto de clasificadores
formado por clasificadores heterogéneos en dos niveles, es el que lleva a cabo la
clasificacíon de un nuevo ejemplo.

Se sabe que no existe un algoritmo de aprendizaje que sea el mejor en todas las
tareas de aprendizaje. El enfoque utilizado porStackingest́a basado en la teorı́a de
que diferentes algoritmos de aprendizaje aplican diferentes heurı́sticas llevando a
cabo b́usquedas en distintasáreas del espacio de hipótesis para obtener resultados
diversos.

Uno de los problemas deStacking, es determinar la configuración de los paŕame-
tros de aprendizaje que utilizáeste, como por ejemplo, qué algoritmo puede ser
utilizado para generar el clasificador de alto nivel y cuáles utilizar para los de bajo
nivel. En el enfoque presentado en esta tesis doctoral se plantea esta tarea como
un problema de optimización para la cual se propone la aplicación de algoritmos
geńeticos con la finalidad de obtener la configuración ideal de los parámetros de
aprendizaje deStacking.

1.2. Modelado de Agentes mediante Aprendizaje
Automático

El desarrollo de software basado en agentes sufre problemas análogos a otras
metodoloǵıas de desarrollo de software o paradigmas. En concreto, esta tesis doc-
toral se centra en el proceso de adquisición de conocimiento; esto es, dónde y ćomo
extraer conocimiento para construir un sistema. En el caso de la tecnologı́a basada
en agentes, existen muchos tipos de conocimientos que podrı́an ser adquiridos con
el proṕosito de construir tales sistemas, como el modelo interno, modelo de otros
agentes, estrategias de comunicación, o heuŕısticas de razonamiento. Una manera
de resolver este problema es adquirir dicho conocimiento manualmente a partir de
expertos u otras fuentes de conocimiento. Por otra parte, otras aproximaciones con-
sisten en el aprendizaje automático de estos modelos mediante el análisis de casos
pasados [85], experimentación con el entorno [15, 123], observación del compor-
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tamiento de otros agentes [138], o compartiendo el conocimiento adquirido entre
los agentes [51, 129].

En esta tesis doctoral se propone un esquema para la adquisición de uno de
los tipos de conocimiento que se ha mencionado con anterioridad: la descripción
y codificacíon del modelo de otros agentes. Según Kitano et al. [81] el modelado
de agentes se puede definir como el modelado y razonamiento acerca de las metas,
planes, conocimientos, capacidades o emociones de otro agente.

El enfoque propuesto se basa en el aprendizaje de estos modelos a partir de la
observacíon del comportamiento de otros agentes sin conocimiento de su estructura
interna. Como primera aproximación, se han seleccionado tareas de razonamiento
de un-paso. En estas tareas, el proceso de razonamiento puede ser complicado,
pero la solucíon (salida) dada para unos valores dados correspondientes a un grupo
de atributos (entradas) es unaúnica alternativa de un conjunto predeterminado de
alternativas. Por ejemplo, tareas de clasificación, tareas de predicción, juegos de
dos oponentes de suma-cero con conocimiento perfecto (e.g. ajedrez o damas) o
tareas de diagńostico.

1.3. Objetivos de la Tesis

Tal y como se plantéo en la seccíon anterior, esta tesis doctoral abarca dosáreas
de evidente interés dentro del aprendizaje automático. Por esta razón se detallan los
objetivos relacionados con cada uno de los temas por separado.

Stackinges uno de los algoritmos de generación de conjuntos de clasificado-
res heteroǵeneos ḿas utilizados. Este algoritmo combina clasificadores generados
a partir de distintos algoritmos de aprendizaje con la finalidad de aprovechar las
heuŕısticas de cada algoritmo al buscar en el espacio de hipótesis. Por otra parte,
los algoritmos geńeticos han demostrado su utilidad como técnica de optimización
en una amplia gama de dominios.

Uno de los objetivos generales que persigue esta tesis es diseñar un ḿetodo
capaz de determinar la configuración ideal de los parámetros de aprendizaje invo-
lucrados en la utilización deStackingmediante algoritmos genéticos. Para lograr
este objetivo general, se citan a continuación los objetivos especı́ficos que se deben
cumplir:

Desarrollo de una codificación del problema para la aplicación de los algo-
ritmos geńeticos.

Determinacíon de una funcíon de evaluación de las soluciones generadas por
los algoritmos geńeticos.

Evaluacíon de la utilizacíon de algoritmos geńeticos en la configuración de
los paŕametros deStacking.
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La capacidad de poder crear un modelo del agente o agentes con los que se
est́a interactuando proporciona información que resulta de mucha importancia a la
hora de tomar una decisión sobre que acción llevar a cabo. Por otra parte, las técni-
cas de aprendizaje automático son ampliamente utilizadas en entornos en donde
intervienen agentes.

El objetivo general, en cuanto al modelado de agentes se refiere, es el desarro-
llo de un marco que permita a un agente tomar decisiones en presencia de otros
agentes, utilizando para ello, entre otras cosas, el modelo del comportamiento de
otro agente. La adquisición de este modelo está basada en la observación de las
acciones que realiza el agente que es objeto del modelado. Para ello se propone
la utilización de t́ecnicas de aprendizaje automático, tanto en el proceso realizado
para adquirir el modelo, como en la fase de utilización del mismo.

Con el proṕosito de alcanzar el objetivo general propuesto, se plantean una
serie de objetivos especı́ficos que se detallan a continuación:

Desarrollo de un marco conceptual que permita llevar a cabo la tarea del
modelado de un agente y la utilización de este modelo en el proceso de toma
de decisiones.

Desarrollo de un ḿetodo de adquisición de datos para el modelado de agen-
tes en entornos dinámicos. Estos datos son necesarios para construir el mo-
delo propiamente dicho. Los subobjetivos de este objetivo son:

• Definición de t́ecnicas para la adquisición de datos relacionados con
las acciones llevadas a cabo por los agentes a modelar.

• Definición de t́ecnicas de preprocesado de los datos.

• Definición de t́ecnicas de almacenamiento de los datos.

Desarrollo de un marco basado en aprendizaje automático para crear un mo-
delo de otros agentes basado en la información obtenida por el ḿetodo de
adquisicíon de datos. Los subobjetivos son:

• Definición de las distintas técnicas de aprendizaje automático y paŕame-
tros que se utilizaŕan para la construcción del modelo de otros agentes.

• Definición de t́ecnicas de representación y almacenamiento de los mo-
delos adquiridos de tal forma que puedan ser utilizados con posteriori-
dad.

Definición de un ḿetodo de razonamiento que utilice los modelos de los
agentes adquiridos para tomar una decisión sobre qúe accíon realizar. Para
ello, se debeŕan definir t́ecnicas capaces de utilizar la salida dada por los
modelos de los agentes. Sin estas técnicas la decisión habŕıa que tomarla sin
tener en cuenta la predicción sobre lo que va a hacer el otro agente.
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Caṕıtulo 2

Introducci ón

En una reuníon de la junta de una gran empresa directiva se debe tomar una de
las decisiones ḿas importantes de lośultimos ãnos para la empresa: se está deba-
tiendo la posible ampliación de capital de acuerdo a losúltimos datos de mercado
y al comportamiento de la economı́a global. Es necesario que esta decisión sea me-
ditada lo suficiente porque una decisión erŕonea conllevarı́a importantes ṕerdidas.
Dada la importancia de esta medida, la decisión no puede recaer sólo en el presi-
dente de la empresa, sino que es importante que todos los miembros de la junta
directiva, baśandose en su experiencia yárea de trabajo, den su opinión al respec-
to, con el proṕosito de tomar enconjuntola decisíon adecuada. Este ejemplo hila
con la necesidad que surge dentro del aprendizaje automático de sistemas que sean
capaces de tomar decisionesen conjuntovalorando la aportación de distintos sis-
temas de aprendizaje, incluso decidiendo cuál de ellos resulta ḿas adecuado para
cada caso. Ası́ una de laśareas que despierta mayor interés dentro del aprendiza-
je autoḿatico es la combinación de clasificadores con la finalidad de incrementar
la precisíon en la clasificación [30]. Este enfoque es conocido comoconjuntos de
clasificadores. La idea principal detŕas de los conjuntos, es que a menudo, estos
son mucho ḿas precisos que cualquiera de los clasificadores que forman parte de
éste.

La mayoŕıa de las investigaciones dentro delárea de conjunto de clasificadores
se centra, generalmente, en la generación de clasificadores a partir de la aplicación
de unúnico algoritmo de aprendizaje [31]. Estos clasificadores son denominados
clasificadores homogéneos. Existen varios ḿetodos utilizados en la generación de
los clasificadores homogéneos que forman el conjunto. Estos métodos se pueden
agrupar en aqúellos que llevan a cabo un submuestreo de los ejemplos de entre-
namiento (e.g. Bagging [12] y Boosting [48]), los que manipulan los atributos de
entrada para generar distintos datos de entrenamiento [20], los que manipulan
la salida esperada (e.g.ECOC [33]) y aqúellos que mediante la incorporación de
aleatoriedad en el algoritmo de aprendizaje [84] generan los clasificadores del con-
junto. Una vez que han sido generados los clasificadores, estos son combinados, en

8
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la mayoŕıa de los casos por un mecanismo de voto mayoritario o mediante votos
con peso asignado.

Otras investigaciones dentro delárea de conjuntos de clasificadores aplican
diferentes algoritmos de aprendizaje sobre el conjunto de datos para generar los
clasificadores (heterogéneos) que forman parte del conjunto. Un ejemplo repre-
sentativo de este tipo de técnicas es la conocida comoStacked Generalizationo
Stacking[145]. Una vez que han sido generados los clasificadores del conjunto
a partir de algoritmos de aprendizaje distintos,Stackingutiliza lo que se conoce
comometa-aprendizajepara combinar las decisiones deéstos. En otras palabras,
Stackingplantea una tarea de aprendizaje de nivel superior, en donde se utiliza un
algoritmo para aprender de qué manera combinar las salidas de los clasificadores
de nivel base. El trabajo realizado en esta tesis doctoral se centra en este método
de generación de conjuntos.

Uno de los problemas inherentes aStackinges la obtencíon de la combinación
adecuada de los parámetros del algoritmo (i.e. los clasificadores de nivel-base, tipo
de datos del meta-nivel y el meta-clasificador) dado a un conjunto de datos especı́fi-
co. Si el ńumero de clasificadores y algoritmos que se pueden utilizar para generar
estos es pequeño, este problema se puede resolver por un método simple en tiem-
po razonable (i.e. b́usqueda exhaustiva). Pero, cuando el espacio de búsqueda es
grande, la b́usqueda de la configuración óptima deStackingpuede resultar difı́cil.
En el enfoque que se presenta en esta tesis doctoral, se plantea este problema como
una tarea de optimización. Se propone la utilización de t́ecnicas de optimización
basadas en búsqueda heurı́stica para resolverla. Ḿas precisamente, se propone la
aplicacíon dealgoritmos geńeticos[63] para obtener autoḿaticamente la configu-
ración ideal de los parámetros deStacking.

Con la finalidad de dar una visión general del tema que se trata en esta tesis
doctoral, en el caṕıtulo 3 se da una panorámica general del estado del arte. En el
caṕıtulo 4 se presenta la propuesta de esta tesis doctoral en lo referente a los con-
juntos de clasificadores. En el capı́tulo 5 se muestra la evaluación de la propuesta
presentada. Finalmente, en el capı́tulo 6 se presentan las conclusiones y trabajos
futuros.



Caṕıtulo 3

Estado del Arte

El objetivo de este capı́tulo es brindar una visión general deĺarea en la cual se
enmarca esta parte de la tesis doctoral. En primera instancia y a manera de intro-
duccíon en la sección 3.1 se hace una breve descripción del concepto deAprendi-
zaje Autoḿatico y su taxonoḿıa. Posteriormente, en la sección 3.2 se desarrolla el
concepto deconjuntos de clasificadorestomando en cuenta aspectos como la de-
finición, razones de su eficiencia y las técnicas de construcción. En la seccíon 3.3
se presenta la técnica de generación de conjuntos heterogéneos conocida como
Stacked Generalizationo Stackingla cual sirve de base del enfoque propuesto en
esta tesis doctoral. Adeḿas, se muestran losúltimos avances relacionados con esta
técnica. En la sección 3.4 se presentan los algoritmos genéticos, t́ecnica de optimi-
zacíon utilizada en el planteamiento propuesto en esta tesis doctoral. Porúltimo, en
la seccíon 3.5, se presentan algunas conclusiones derivada de los puntos abordados.

3.1. Aprendizaje Automático

En general, el aprendizaje automático trata de la construcción de programas
que, utilizando la experiencia sean capaces de mejorar automáticamente su ren-
dimiento. Este campo ha recibido la influencia de otros muchos campos como la
estad́ıstica, la inteligencia artificial, la biologı́a y la teoŕıa de la informacíon, entre
otros.

Mitchell [97] sẽnala que “un programa de ordenador se dice que aprende de
la experienciaE con respecto a una cierta clase de tareaT y medida de funciona-
mientoP , si su funcionamiento en la tareaT seǵun lo medido porP , mejora con
la experienciaE.”

Debido a la amplitud y variedad de este campo de investigación, en esta te-
sis doctoral no se pretenden detallar todas las técnicas y enfoques que abarca. En
cambio, se da una idea general de las técnicas utilizadas. Dependiendo del tipo de

10
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realimentacíon, se puede clasificar el tipo de aprendizaje en tres grupos: aprendi-
zaje supervisado, aprendizaje no supervisado y aprendizaje por refuerzo.

3.1.1. Aprendizaje Supervisado

El aprendizaje supervisado consiste en un tipo de aprendizaje automático en
donde al algoritmo que se utiliza se le proporcionan una serie de ejemplos con sus
correspondientes etiquetas, es decir, que todos los ejemplos han sido clasificados
“a priori”. De esta forma en el proceso de aprendizaje, el algoritmo compara su
salida actual con la etiqueta del ejemplo para luego realizar los cambios que sean
necesarios.

En el caso del aprendizaje supervisado cada ejemplo (a menudo llamado ins-
tancia) dentro del conjunto de aprendizaje se puede expresar mediante la forma
atributo-valor o mediante relaciones. Cuando a un programa de aprendizaje se le
pasan un conjunto de ejemplos{(x1, ym), . . . , (xm, ym)} para descubrir una fun-
ción desconociday = f(x), los valores dexi son vectores de la forma

(xi,1 , xi,2 , . . . , xi,n )

donde(xi,j ) se refiere a cada caracterı́stica (atributo) de(xi) y n es el ńumero
total de atributos de la instancia. Los atributos que forman parte de la instancia
pueden ser categóricos o nominales y nuḿericos. Por ejemplo, el atributo Sexo es
cateǵorico con sus posible valores (Masculino o Femenino). Por otro lado, los valo-
res de los atributos Tamaño, Peso y Edad pueden ser numéricos y, en consecuencia,
pueden ser llamados continuos.

Los valores dey pueden ser también nominales o continuos. Si estos valores
pertenecen a un número definido de clases{1, . . . ,K} se dice que es una tarea de
clasificacíony si el valor dey es continuo la tarea es unaregresíon.

El conjunto de todos los posibles valores que pueden tomar los atributos de
x se conoce como espacio de instancias o espacio de entrada. El conjunto de los
posibles valores dey se conoce como espacio de salida.

Generalmente, cuando se lleva a cabo una tarea de clasificación o de regresión,
se utiliza un conjunto de instancias para que el algoritmo de aprendizaje construya
un clasificador. Este conjunto de ejemplos es llamado conjunto deentrenamiento
o aprendizaje. Un clasificador es una hipótesis sobre la función realf . Para validar
este clasificador, generalmente, se utiliza un conjunto de instancias que no se ha
utilizado para construir el clasificador. Este conjunto recibe el nombre de conjunto
depruebao test.

Ejemplos de una tarea de clasificación pueden ser: predecir si un paciente pue-
de tener ćancer o no, predecir el tiempo, secuencias en la cadena de ADN, etc.

A la hora de evaluar la precisión de un clasificador se utiliza el conjunto de test
sobre el cual se obtiene unaprecisíon de clasificacíon que es calculada basándose
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en los ejemplos del conjunto de test que el clasificador ha clasificado correctamen-
te. Al medir la precisíon de un clasificador se puede utilizar también la tasa de
error que es el complemento de la precisión de clasificacíon.

La tarea de clasificación se puede definir como tomar como entrada un ejemplo
nuevo, con clase desconocida, y utilizar un clasificador o método para obtener la
clase de dicho ejemplo.

Dentro del aprendizaje supervisado, de acuerdo al tipo de representación de los
datos de entrada, se puede hacer una clasificación en dos grupos: los representados
en la forma atributo-valor y los que están representados en forma de relaciones
(utilizan lógica de primer orden).

Dentro del grupo de algoritmos que utilizan la representación de atributo-valor
existen a su vez dos grupos: algoritmos simbólicos y subsimb́olicos. Entre los al-
goritmos simb́olicos se pueden destacar losárboles de decisión (e.g.ID3 [105],
C4.5 [110]), y los sistemas basados en reglas (AQ [94] y PART [47]). Ejemplos de
aprendizaje subsimbólico son lasredes de neuronas[62] y los algoritmos geńeti-
cos [63] (cuandoéstos se utilizan como técnica de clasificación). Adeḿas de los
ejemplos mencionados anteriormente existen algoritmos del tipo numérico, como
los basados en regresión (M5 [106]) y en probabilidades (Naive Bayes[77]).

FOIL [109] y PROGOL[98] son ejemplos de sistemas que utilizan la represen-
tación relacional.

3.1.2. Aprendizaje No Supervisado

A diferencia del aprendizaje supervisado en este tipo de aprendizaje no se co-
noce “a priori” el atributo dependiente. Ejemplos de este tipo de aprendizaje son
los algoritmos de agrupamiento oclusteringentre los que se pueden señalarCOB-
WEB[45], EM [28], K-Medias[91] y losSistemas Clasificadores[89].

3.1.3. Aprendizaje por Refuerzo

En el aprendizaje por refuerzo, el algoritmo utilizado recibe las entradas y una
evaluacíon (en forma de recompensa, que puede venir retardada en el tiempo) de
tal manera que el algoritmo debe aprender qué accíon es la que brinda mayor ren-
dimiento a largo plazo. Entre los algoritmos de aprendizaje por refuerzo se pueden
mencionarQ-learning[140, 141] yARTDP(Adaptative Real Time Dynamic Pro-
gramming) [3].
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3.1.4. Taxonoḿıa Basada en Otros Criterios

Otro tipo de clasificación de las t́ecnicas de aprendizaje automático es la que
clasifica dicho aprendizaje como aprendizaje inductivo y aprendizaje deductivo.

La idea principal del aprendizaje inductivo es que a partir de un número elevado
de ejemplos, asumiendo que existe un concepto o conceptos en los que se encua-
dran dichos ejemplos, se puede construir una representación de dichos conceptos.
Una vez construida la representación, ésta puede ser utilizada para realizar predic-
ciones sobre nuevas instancias, utilizando esencialmente el conocimiento obtenido
a partir de los ejemplos disponibles. Algoritmos que se clasifican como inducti-
vos son los que se han mencionado hasta este punto dentro de la clasificación de
aprendizaje autoḿatico.

Por el contrario, el aprendizaje deductivo utiliza, principalmente, conocimien-
to del dominio y alǵun ejemplo, de tal forma que su objetivo principal es hacer
operativo el conocimiento que posee el sistema y no generar conocimiento nue-
vo. El tipo de aprendizaje deductivo más estudiado es elAprendizaje Basado en la
Explicacíon (EBL) [95]

Existen otro grupo de algoritmos capaces de combinar el aprendizaje inductivo
con el deductivo como sonKBANN[134] y HAMLET[8].

3.2. Conjuntos de Clasificadores

En este punto se presentan los sistemas en los que se enmarca parte de la pre-
sente tesis doctoral. Cabe señalar queStackingse apartado especı́fico.

Seǵun Dietterich [30], un conjunto de clasificadores es un grupo de clasifica-
dores cuyas decisiones individuales se combinan de alguna manera (generalmente
mediante votos) con la finalidad de clasificar nuevos ejemplos. Son diversos y nu-
merosos los estudios realizados en elárea, que demuestran que, habitualmente, los
conjuntos de clasificadores mejoran la precisión de cualquiera de los clasificadores
individuales que forme parte deéste [4, 12, 32, 49, 108].

Para que un conjunto de clasificadores mejore la precisión de cualquiera de los
miembros que lo componen, es una condición necesaria y suficiente que los clasi-
ficadores sean a su vez precisos y diversos [61]. Se considera que un clasificador
es preciso si el error que comete es menor que el que se podrı́a obtener eligiendo
aleatoriamente una clase de entre las clases disponibles. Por otra parte, se conside-
ra que dos clasificadores son diversos, si los errores que cometen sobre los datos
de entrada no están correlados, es decir, que no cometen los mismos errores.

Con el proṕosito de apreciar la necesidad de que los clasificadores que formen
parte del conjunto sean precisos y diversos, considérese un ejemplo en donde se
tienen tres clasificadores:h1, h2, h3 y una nueva instancia a clasificarx. En una
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situacíon en la que los tres clasificadores no sean diversos, es decir, sean idénticos,
se da el caso de que sih1(x) es erŕoneo,h2(x) y h3(x) tambíen estaŕan errados.
Por otra parte, si los errores que cometen los clasificadores no están correlados,
en el caso queh1(x) est́e errado,h2(x) y h3(x) podŕıan ser correctos, en cuyo
caso utilizando el voto mayoritario, la instanciax seŕıa clasificada correctamente.
Precisando ḿas, si la tasa de error deL hipótesishl son todas iguales ap < 1/2
y los errores que comenten son independientes, la probabilidad de que utilizando
el voto mayoritario para combinar las decisiones de los clasificadores esté errada,
viene dada por eĺarea bajo la curva de una distribución binomial en donde ḿas
deL/2 hipótesis est́en erradas. En la Figura 3.1 se muestra un hipotético conjunto
formado por 21 hiṕotesis, cada una de ellas con una tasa de error del 0.3. Elárea
bajo la curva en donde 11 o más hiṕotesis est́en simult́aneamente erradas es 0.026,
que es mucho menor que la tasa de error individual de las hipótesis [30].
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Figura 3.1: Probabilidad de que exactamentel (de 21) hiṕotesis cometan un error, asumien-
do que cada hiṕotesis tiene una tasa de error de0,3 y comenten sus errores independiente-
mente de las deḿas hiṕotesis [30].

3.2.1. ¿Por qúe Funcionan los Conjuntos de Clasificadores?

Existen, seǵun Dietterich [31], tres razones fundamentales por las cuales se
pueden encontrar buenos conjuntos de clasificadores. Estas razones son:

Estad́ıstica: un algoritmo de aprendizaje se puede ver como una búsqueda en
un espacio de hiṕotesis,H, con la finalidad de identificar la mejor hipótesis
en dicho espacio. Si el conjunto de datos que se posee es demasiado pequeño
en comparación con el espacio de hipótesis, surge el problema estadı́stico. Si
los datos disponibles no son suficientes, el algoritmo de aprendizaje puede
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encontrar una gran cantidad hipótesis dentro deH con igual precisíon so-
bre los datos disponibles. Si estos clasificadores se combinan, disminuye el
riesgo de seleccionar un clasificador que devuelva una hipótesis erŕonea. En
la figura 3.2 (parte superior izquierda) se representa gráficamente esta situa-
ción. El espacio de hiṕotesis est́a representado por la curva exterior, la curva
interior representa las hipótesis con una precisión buena, yf representa la
hipótesis real. Como se puede apreciar, si se promedian las hipótesis dentro
de la curva interior, se puede obtener una buena aproximación def .
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Figura 3.2: Razones fundamentales por las que un conjunto de clasificadores puede fun-
cionar [31].

Computacional: en los casos en los que los datos de entrenamiento son sufi-
cientes, y por ende no existe el problema estadı́stico, se puede presentar otro
problema de tipo computacional. Este problema se da debido a que muchos
algoritmos de aprendizaje funcionan llevando a cabo búsquedas locales que
pueden quedar atrapadas en máximos locales. Por esta razón puede ser com-
putacionalmente difı́cil que el algoritmo encuentre la mejor hipótesis para un
conjunto de datos dado. Por ejemplo, el entrenamientoóptimo para las redes
de neuronas y lośarboles de decisión es un problemaNP-completo[7, 71].
Si se llevan a cabo una serie de búsquedas locales con puntos de partida di-
ferentes para obtener hipótesis que luego se combinan, se puede obtener una
mejor aproximacíon a la hiṕotesis real, en vez de utilizar cualquiera de las
hipótesis generadas (Figura 3.2 parte superior derecha).
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Representacional: en la mayoŕıa de las aplicaciones de aprendizaje automáti-
co la funcíon real,f , puede no ser representada por ninguna de las hipótesis
enH. Al combinar varias hiṕotesis, es posible que se aumente el espacio
de posibles funciones representables y con ellas las hipótesis que se pueden
representar y, de esta manera se podrı́a aproximar mejor la función real (f )
(Figura 3.2 parte inferior).

3.2.2. Construccíon de Conjuntos de Clasificadores

En la actualidad existen muchos métodos para generar conjuntos de clasifica-
dores. Tomando en consideración aquellos ḿetodos que se pueden aplicar a una
gran cantidad de algoritmos, Dietterich [31] los clasifica en:

Voto bayesiano: enumeración de hiṕotesis.Baśandose en el teorema de Ba-
yes se consideran todas las hipótesis enH como parte del conjunto, cada
una deéstas con un peso asignado equivalente a su probabilidad posterior.
Este ḿetodo es aplicable en tareas de aprendizaje en donde se pueden enu-
merar todas las hiṕotesishl y calcular su probabilidad “a posteriori”. El voto
bayesiano trata sobre todo el componente estadı́stico de conjuntos.

Manipulacíon de los ejemplos de entrenamiento. Una manera de generar
conjuntos de clasificadores es a partir de la manipulación de los ejemplos
de entrenamiento con la finalidad de obtener diferentes hipótesis. El algo-
ritmo de aprendizaje, cualquiera que sea, se ejecuta repetidamente utilizan-
do un conjunto distinto de instancias de entrenamiento cada vez, generando
aśı los clasificadores que forman parte del conjunto. Esta técnica funciona
mejor con algoritmos de aprendizajeinestables, es decir aquellos cuyo mo-
delo resultante puede variar mucho al cambiar en menor grado los ejemplos
de entrenamiento. Por ejemplo, losárboles de decisión, las redes de neuronas
artificiales y los algoritmos de inducción de reglas, son algoritmos inestables.
En cambio, los ḿetodos de regresión lineal y el vecino ḿas cercano, suelen
ser muy estables.

Dentro de los ḿetodos que manipulan los ejemplos de entrenamiento para
generar los clasificadores, el más sencillo es conocido comoBagging(deri-
vado debootstrap aggregation) [12]. Esta t́ecnica se basa en el submuestreo
con reemplazo del conjunto de entrenamiento para generar un grupo diferen-
te de hiṕotesis, utilizando cada muestra obtenida como conjunto de entrena-
miento. Cada una de las muestras (bootstrap replicates) contiene el mismo
número de instancias que el conjunto original. Además poseen, en prome-
dio, un 63.2 % de las instancias del conjunto original de las cuales existen
instancias que se repiten múltiples veces.Baggingcombina las decisiones de
los clasificadores en una sola predicción por medio del mecanismo de voto
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mayoritario (la clase que obtiene más votos por parte de los clasificadores,
es la clase ganadora). En el Anexo A se detalla el algoritmoBagging.

Otro método que se basa en la manipulación de los ejemplos de entrena-
miento es conocido comoBoosting[116]. Existen diferentes versiones de
este ḿetodo, siendo el ḿas representativo el algoritmoAdaBoost(Adaptative
Boosting) [48, 49].AdaBoostgenera los clasificadores de manera secuencial,
dándole ḿas importancia a los ejemplos que fueron clasificados de manera
errónea por el clasificador anterior mediante la asignación de un peso a cada
instancia del conjunto de entrenamiento. Este peso es actualizado en cada
interaccíon. Una vez generados los clasificadores, las decisiones deéstos se
combinan mediante un mecanismo de voto con peso. El peso correspondien-
te a cada clasificador varı́a de acuerdo a la precisión deéste sobre el conjunto
de entrenamiento (con instancias con peso) utilizado para construirlo. En el
Anexo A se muestra el algoritmoAdaBoost.M1.

Existen otros ḿetodos que manipulan los ejemplos de entrenamiento para
generar los clasificadores. Entre estos métodos se pueden señalar loscross-
validated committees[102] que siguen un proceso similar a la validación
cruzada para generar los clasificadores.

Manipulacíon de los atributos de entrada. Una tercera t́ecnica general para
generar conjuntos, según Dietterich, es mediante la manipulación de los atri-
butos de entrada disponibles a la hora de utilizar el algoritmo de aprendizaje.
Un ejemplo de este tipo de técnica es el aplicado por Cherkauer [20] en don-
de lleva a cabo diferentes agrupaciones de los atributos de entrada para ge-
nerar los clasificadores que forman parte del conjunto. Tumer y Ghosh [135]
aplican una t́ecnica similar a una base de datos de sonar. Una debilidad de es-
ta t́ecnica es que sólo funciona cuando los atributos de entrada son altamente
redundantes.

Manipulacíon de las salidas. Otra t́ecnica para generar conjuntos de clasi-
ficadores es la manipulación de la salida esperada, es decir, la clase de la
instancia (y). Un método representativo de estas técnicas es conocido como
ECOC(error correcting output code) [33]. ECOCasume que el ńumero de
clases,K, es grande. De esta forma se crean nuevas tareas de aprendizaje di-
vidiendo aleatoriamente lasK clases en dos subconjuntosA` y B`. Los datos
de entrada son entonces re-etiquetados de forma tal que todas la instancias
en el conjuntoA` de cualquiera de las clases originales son re-etiquetadas
con0 y todas las instancias de cualquier clase enB` son re-etiquetadas con
1. Con estos datos re-etiquetados se entrena el algoritmo de aprendizaje, ge-
nerando aśı un clasificadorh`. Al repetir este procesoL veces se obtiene un
conjunto formado porL clasificadores (h1, ..., h`).

Una vez creado el conjunto, ECOC clasifica una nueva instanciax aplicando
cada clasificadorh` a ésta. Sih`(x) = 0 , entonces cada clase enA` recibe
un voto, sih`(x) = 1, cada clase enB` recibe un voto. Una vez que losL
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clasificadores han votado, la clase con el mayor número de votos será selec-
cionada como la predicción del conjunto.

Introduccíon de aleatoriedad. La incorporacíon de aleatoriedad dentro del
algoritmo de aprendizaje es otra técnica utilizada para la generación de con-
juntos. Por ejemplo, Kolen & Pollack [84] muestran que entrenando una red
de neuronas con el mismo conjunto de entrenamiento, pero con diferentes
pesos iniciales aleatoriamente seleccionados, se pueden obtener clasificado-
res bastante distintos.

El algoritmo de generación deárboles de decisión, C4.5, ha sido utilizado
para generar conjuntos introduciendo aleatoriedad a la hora de evaluar la
ganancia de los atributos [32, 87]. Ali y Pazzani [2] incorporan aleatoriedad
en el algoritmo de generación de reglas estiloProlog, FOIL, para generar
conjuntos.

La clasificacíon propuesta por Dietterich [31] sólo considera los conjuntos de
clasificadores que se forman a partir de unúnico algoritmo de aprendizaje, es decir
que los clasificadores generados son homogéneos. Existe otra manera de generar
conjuntos de clasificadores mediante la aplicación de distintos algoritmos de apren-
dizaje al momento de generar los miembros del conjunto. De esta forma, el con-
junto que se genera está formado por clasificadores heterogéneos, aprovechando
aśı los distintosbiasde los algoritmos utilizados. Entre estos métodos de genera-
ción de conjuntos heterogéneos destaca el conocido comoStacking[145]. Adeḿas
de utilizar distintos algoritmos de aprendizaje para generar los clasificadores que
forman parte del conjunto,Stackingutiliza lo que se conoce como meta-aprendizaje
en la etapa de combinación de las predicciones de los clasificadores generados. En
otras palabrasStackingutiliza un algoritmo de aprendizaje para generar un clasifi-
cador que combine las predicciones de los demás clasificadores. En la sección 3.3
se detallaŕan ḿas aspectos de este método.

3.3. Stacked Generalization

3.3.1. Definicíon

Stackinges quiźas, junto conBaggingy Boostingla técnica de generación de
conjuntos de clasificadores más utilizada.Stackinges la abreviación deStacked Ge-
neralization[145]. A diferencia de otras técnicas de generación de conjuntos como
Baggingy Boosting, Stackingutiliza diferentes algoritmos de aprendizaje para ge-
nerar el conjunto de clasificadores. La idea principal que subyace trasStacking,
es la combinación de clasificadores generados a partir de diferentes algoritmos de
aprendizaje como son: lośarboles de decisión, los algoritmos basados en instan-
cias, las redes de neuronas, etc. Puesto que cada uno de estos algoritmos utiliza
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maneras diferentes de representar el conocimiento y diferentesbias o sesgos de
aprendizaje, el espacio de hipótesis seŕa explorado de manera distinta, generando
aśı clasificadores diferentes. De este modo, se espera que los clasificadores gene-
rados no estén correlados.

Una vez que los clasificadores han sido generados,éstos han de ser combina-
dos.Stackinga diferencia deBaggingy Boosting, no utiliza un mecanismo de votos
porque, por ejemplo, si la mayorı́a de los clasificadores llevan a cabo malas predic-
ciones, esto conducirı́a a una clasificación final erŕonea. Para tratar este problema,
Stackingutiliza el concepto demeta-clasificador. El meta-clasificador (o modelo
de nivel-1) generado utilizando un algoritmo de aprendizaje, intenta modelizar el
cómo se deben combinar las decisiones de los clasificadores base (o modelos de
nivel-0). En la Figura 3.3 se muestra el funcionamiento general deStacking.
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Figura 3.3: Funcionamiento general deStacking.

Formalmente, dado un conjunto de datosS, Stackinggenera, en primer lugar,
un subgrupo de conjuntos de entrenamientoS1, ...ST para luego seguir un proceso
similar al de la validacíon cruzada: se deja uno de los subconjuntos fuera (e.g.Sj)
para utilizarlo posteriormente. El resto de las instanciasS(−j) = S−Sj son utiliza-
das para generar los clasificadores de nivel-0 mediante la aplicación deK algorit-
mos de aprendizaje distintos,k = 1, ...,K, para obtenerK clasificadores. Después
de que los modelos de nivel-0 han sido generados, el conjuntoSj es utilizado para
entrenar el meta-clasificador (clasificador de nivel-1). Los datos de entrenamiento
de nivel-1 se forman a partir de las predicciones de los modelos de nivel-0 sobre
las instancias enSj , las cuales han sido reservadas para este propósito (Figura 3.4
a). Los datos de nivel-1 tienenK atributos cuyos valores son las predicciones de
cada uno de losK clasificadores de nivel-0 para cada instancia enSj . De este mo-
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do, una instancia de entrenamiento de nivel-1 está constituida porK atributos (las
K predicciones) y la clase objetivo, la cual es la clase real para cada instancia en
particular enSj . Una vez que los datos de nivel-1 han sido construidos a partir de
todas la instancias enSj , cualquier algoritmo de aprendizaje puede ser utilizado
para generar el modelo de nivel-1 (Figura 3.4b). Para completar el proceso, los
modelos de nivel-0 son regenerados a partir del conjuntoS completo (de esta ma-
nera se espera que los clasificadores sean ligeramente más precisos) (Figura 3.4
c). En la Figura 3.4d se muestra la estructura final del conjunto de clasificadores
generados medianteStacking. Para clasificar una nueva instancia, los modelos de
nivel-0 producen un vector de predicciones que es la entrada al modelo de nivel-1,
el cual genera la predicción final del conjunto (Figura 3.5).

3.3.2. Trabajos Relacionados

Dentro del grupo de técnicas capaces de construir conjuntos utilizando elMeta-
Aprendizajeexisten las que se centran en la predicción del algoritmo adecuado para
un problema especı́fico, baśandose en las cualidades del conjunto de datos [11] o
basados en el rendimiento de otro algoritmos de aprendizaje más simples [103].
Sin embargo el proṕosito de esta sección es dar una visión general de los trabajos
realizados baśandose enStackingu otros algoritmos similares relacionados con
éste.

Los trabajos basados enStacking, o que mantienen similitudes conéste, se
pueden agrupar en dos grupos: aquéllos que abordan la selección de paŕametros
deStackingy aqúellos que de alguna manera son o se pueden considerar variantes
de Stacking. A continuacíon se considerarán los trabajos relevantes de estos dos
grupos.

Seleccíon de Paŕametros y Enfoques Relacionados

Como sẽnalara inicialmente Wolpert [145], algunos aspectos enStacking, co-
mo la seleccíon de los clasificadores base, el tipo de meta-datos y el clasificador
que se debe utilizar en el nivel-1 son considerados comomagia negra(del ingĺes:
black art). Algunos trabajos que tratan sobre la configuración de estos parámetros
y otros temas relacionados se detallan a continuación.

Skalak [120] presenta una perspectiva general sobre los métodos de construc-
ción de conjuntos. Otra contribución significativa del trabajo de Skalak es el estu-
dio de los conjuntos de clasificadores basados enStacking, en donde se considera
la utilización de clasificadores basados-en-instancias (almacenando solo unos po-
cos prototipos por clase) como clasificadores de nivel-base (nivel-0) y como meta-
clasificador (nivel-1) uńarbol de decisíon.

Fan et al. [42] proponen determinar la precisión total del conjunto generado
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Figura 3.5: Proceso de clasificación de una nueva instancia en un conjunto generado me-
dianteStacking.

medianteStackingutilizando unaestimacíon de la precisíon basada-en-conflicto.
Los clasificadores de nivel-base utilizados son dos basados enárboles y uno basado
en reglas; en cuanto al meta-clasificador utilizan unárbol de decisíon sin podar.
Esta configuración es evaluada utilizado cuatro conjuntos de datos (dos de ellos
artificiales). A pesar de que los autores afirman que la medida que proponen es
mejor que cualquiera de las otras medidas propuestas previamente, no queda claro
en sus resultados que se pueda generalizar esta estimación a un ńumero mayor de
conjuntos de datos o en la aplicación de otros meta-clasificadores.

Ting y Witten [132], abordan dos problemas de configuración deStacking: el ti-
po de clasificador que se debe utilizar en el nivel-1 y el tipo de datos del meta-nivel.
Proponen que las salidas de los clasificadores de nivel-0 no sean la predicción de
la clase dada por el clasificador, sino una distribución de probabilidad de clase. De
esta manera, los atributos del meta-nivel están formados por la concatenación de
las distribuciones de probabilidad de todos los clasificadores de nivel-0 seguidas
del valor real de la clase. Los autores argumentan que utilizando distribuciones de
probabilidad como meta-datos, son utilizados, tanto la predicción, como la con-
fianza de los clasificadores de nivel-base. En cuanto al tipo de meta-clasificador
que se debe utilizar, los autores concluyen que una técnica deregresíon lineal de
multi-respuesta(MLRpor sus siglas en inglésmulti-response linear regression) re-
sulta la ḿas adecuada como algoritmo de meta-nivel, al menos cuando se utiliza
distribuciones de probabilidad. Por otra parte, Ting y Witten investigan la necesi-
dad de utilizar restriccionesno-negativasen los pesos de los atributos dentro de
los modelos lineales, ya que tanto Breiman [13] como LeBlanc y Tibshirani [90]
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informan de la necesidad de utilizar las restricciones no-negativas al utilizarStac-
kingen una tarea de regresión. Ting y Witten [132] concluyen que las restricciones
no-negativas no son necesarias enStackingcuando se está llevando a cabo una
tarea de clasificación y, en el momento de buscar una mejora en la precisión del
conjunto. Sin embargo,éstas resultańutiles si se desea mejorar la interpretabilidad
del modelo de nivel-1.

Basado en el trabajo de Ting y Witten [132], Seewald [117] propone queMLR
utilice un grupo distinto de atributos en el meta-nivel, con el propósito de superar
una debilidad deStacking con MLRen dominios de ḿas de dos clases, debilidad
que no estaba presente en la versión original deStacking. Seewald argumenta que
la dimensionalidad de los meta-datos puede ser la causa probable de esta debilidad.
Este ḿetodo, conocido comoStackingC, propone utilizar śolo la probabilidad de
la clase con la ḿas alta probabilidad dentro de todas la posibles clases, reduciendo
aśı la dimensionalidad de los atributos del meta-nivel en un factor correspondiente
al número de clases. Los resultados de esta investigación muestran una mejora so-
breStacking con MLRcon el conjunto completo de distribuciones de probabilidad.
Adicionalmente, el autor argumenta que la mejora observada no solo se debe a la
reduccíon de la dimensionalidad de los atributos del meta-nivel, sino también a la
alta diversidad de los modelos lineales de clase generados en el meta-nivel. Esta
diversidad es notable al compararStackingCconStacking con MLR, en donde to-
dos los modelos lineales están basados, exactamente, en los mismos atributos del
meta-nivel.

Recientemente Ďzeroski yŽenko [41] proponen dos nuevas versiones deStac-
king. La primera de estas versiones aborda el problema del tipo de datos del meta-
nivel. En su trabajo proponen extender el conjunto de atributos del meta-nivel in-
cluyendo la distribucíon de probabilidad multiplicada por la probabilidad máxima
y las entroṕıas de las distribuciones de probabilidad. Por otra parte, proponen otra
extensíon deStackingen donde utilizan un modelo de inducción deárboles en vez
de una regresión lineal como algoritmo del meta-nivel. Este método es llamado
Stacking con modelo déarboles multi-respuesta(del ingĺes:Stacking with multi-
response model trees). Una de las principales conclusiones de su trabajo es que, al
compararStacking con MLRcomo meta-clasificador es, en el mejor de los casos,
competitivo con la selección del mejor clasificador por validación cruzada (X-val)
y no es significativamente mejor como señalan algunos trabajos. Por otra parte,
Džeroski yŽenko llevan a cabo una amplia comparación de enfoques relativos al
estado del arte en cuanto aStackingse refiere. En su trabajo, comparanStacking
con metaárboles-de-decisión [133], Stacking con MLR[132], StackingC[117],
Stacking con un ńumero ampliado de atributos en el meta-nively Stacking con mo-
delo deárboles multi-respuesta. Adeḿas utilizan como base otros enfoques como
X-val (seleccíon del mejor clasificador mediante validación cruzada) y un siste-
ma simple de selección por votos. Derivado de esta comparación, concluyen que
Stacking con modelo déarboles multi-respuestaposee un rendimiento mejor que
cualquiera de los enfoques deStackingexistentes, incluyendoStackingCy la se-
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lección del mejor clasificador del conjunto por validación cruzada (X-val).

Variantes deStackingy Esquemas Alternativos

Existe una serie de trabajos relacionados conStackingque se pueden considerar
implementaciones basadas en este enfoque o bien mantienen muchas similitudes
conéste.

Chan y Stolfo [18] formulan un algoritmo muy similar aStackingal cual llaman
combinador. Adeḿas proponen una variante deéste a la que llamancombinador-
de-atributos, en el cual, los atributos del meta-nivel están formados, no solo por las
predicciones de clase sino que mantienen también los atributos originales de la ins-
tancia. Como muestran los resultados presentados por Schaffer [115] en su estudio
del bi-nivel deStacking, esto puede llevar a un peor rendimiento del conjunto.

Por otra parte Chan y Stolfo [18] proponen un enfoque que utiliza lo que de-
nominan un “́arbitro”. El árbitro es un clasificador individual independiente del
resto de los clasificadores base, que es entrenado sobre un subconjunto del conjun-
to original de datos. Este subconjunto está formado por las instancias en las que los
clasificadores base están en desacuerdo. El propósito de uńarbitro es brindar una
prediccíon alternativa y ḿas elaborada cuando los clasificadores base presentan
contradicciones. Adicionalmente, Chan y Stolfo proponen lo que llaman “árbol-
árbitro” en el cual lośarbitros que se especializan en resolver conflictos entre pares
de clasificadores son organizados en unárbol de decisíon binario. Para llevar a cabo
la clasificacíon de una instancia se parte de los nodos hoja formados por los clasifi-
cadores base y se va subiendo por elárbol hasta llegar al nodo raı́z que proporciona
la clasificacíon final.

Ting [131] propone la utilización de las predicciones de los clasificadores base
para aprender una función que refleje la medida interna de confianza del algoritmo
en una estimación de su precisión sobre la salida. Esta función puede ser utilizada
para combinar los conocimientos del clasificador.

Una condicíon necesaria para crear un buen conjunto de clasificadores es que
los errores de los clasificadores de nivel-base no estén correlados [61]. Partiendo
de este hecho, Merz [93] propone una variante deStackingque utiliza ańalisis de
correspondencia con el propósito de detectar correlaciones entre los clasificado-
res de nivel-base. Una vez que las dependencias del espacio original de datos del
meta-nivel se hayan eliminado, un método del vecino ḿas cercano (algoritmo de
meta-nivel) se aplica sobre el espacio de atributos resultante. De acuerdo a sus re-
sultados sobre datos sintéticos, su enfoque, denominadoSCANN, es equivalente al
voto plural si los modelos cometen errores no-correlados.

Gama y Brazdil [50] propone un ḿetodo muy relacionado conStackingal que
denominanCascade Generalization. En este ḿetodo los clasificadores son apli-
cados secuencialmente y no existe un meta-clasificador como tal. Cuando cada
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clasificador base es aplicado sobre los datos,éste incrementa el conjunto de datos
añadiendo su distribución de probabilidad de clase. Este nuevo conjunto de datos es
utilizado por el siguiente clasificador, de esta manera, el orden en que se empleen
los clasificadores se convierte en un factor a tener en cuenta.

Una variante deStackingque predice qúe clasificador es el ḿas indicado dado
un ejemplo especı́fico, es descrita por Todorovski y Džeroski [133]. Esta variante
utiliza un nuevo ḿetodo de aprendizaje en el meta-nivel. Este método, conocido co-
mo metaárboles de decisión (MDT por sus siglas en inglés -meta decision trees),
sustituye las predicciones clase-valor en sus nodos hoja por los clasificadores de
nivel-base. Los meta-datos están compuestos de propiedades de las distribucio-
nes de probabilidades que reflejan la confianza de los clasificadores de nivel-base,
como la entroṕıa y la probabilidad ḿaxima, en vez de las propias distribuciones.
Basados en estas propiedades, se generan pequeñosMDT’s.

Seewald y F̈urnkranz [118] proponen el esquema conocido comoGrading. Este
esquema crea un clasificador de meta-nivel por cada clasificador de nivel-0. La
tarea de aprendizaje para cada clasificador de nivel-1 es predecir si la predicción
del clasificador de nivel-0 es incorrecta. Los meta-datos están compuestos por los
atributos de nivel-base y los valores de la clase (i.e.correcto o incorrecto). Un
mecanismo de votos con pesos sobre las predicciones de los clasificadores base
produce como resultado la predicción final de la clase. El peso asignado al voto
de cada clasificador base es la confianza en que su predicción sea correcta. Este
peso es estimado por el meta-clasificador asociado al clasificador base. Este trabajo
mantiene algunas similitudes con el trabajo realizado por Ting [130].

3.4. Algoritmos Geńeticos

3.4.1. Definicíon

Los Algoritmos Geńeticos (AG’s) son procedimientos de búsqueda muy liga-
dos a la teoŕıa de la evolucíon mediante la selección artificial [63]. En t́erminos de
búsqueda cĺasica, los AG’s se pueden ver como un tipo de búsqueda en haz [36].
Los tres principales componentes son:

El haz, denominado población en este tipo de técnica. Contiene el conjun-
to de puntos (soluciones candidatas llamadas individuos) en el espacio de
búsqueda que el algoritmo está actualmente explorando. Todos los puntos
son representados usualmente mediante cadenas de bits. Esta representación,
independiente del dominio de las posibles soluciones, hace que los AG’s sean
muy flexibles.

Operadores de búsqueda.́Estos transforman las soluciones candidatas actua-
les en nuevas soluciones candidatas. Su principal caracterı́stica es que, como
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Figura 3.6: Algoritmos Geńeticos: sobrecruzamiento de uno (a) y dos puntos (b).

operan sobre cadenas de bits, son independientes del dominio. Los operado-
res de los AG’s están tambíen basados en analogı́as bioĺogicas [63, 64]. Los
tres operadores ḿas utilizados son:

• Reproduccíon: copia una solución candidata sin modificación.

• Cruzamiento: toma dos soluciones candidatas, las mezcla y genera dos
nuevas soluciones candidatas. Existen muchas variaciones de este ope-
rador (principalmente, de un punto y de dos puntos). Ver figura 3.6.

• Mutación: invierte un bit de una solución candidata (puede mutar de 0
a 1ó de 1 a 0). El bit mutado es seleccionado aleatoriamente de entre
los bits del individuo, con una cierta probabilidad que es parámetro del
método, aunque en la bibliografı́a son habituales tasas de mutación del
1 %.

La función heuŕıstica (o funcíon defitness). Esta funcíon mide el valor de una
solucíon candidata. La meta de un AG es encontrar soluciones candidatas
que maximicen esta función.

Los AG’s parten de una población creada aleatoriamente. A continuación se
aplican los operadores genéticos para evaluar las soluciones candidatas (de acuerdo
con la funcíon heuŕıstica) hasta que es obtenida una nueva población (nueva gene-
ración). Un AG contińua produciendo nuevas generaciones hasta que se encuentra
un individuo que se considera lo suficientemente bueno, o cuando el algoritmo lle-
ga a un punto donde es incapaz de encontrar mejores individuos (o hasta que el
número de generaciones llega a un limite predefinido).

Los AG’s se basan en el siguiente pseudocódigo:

1. Generacíon aleatoria de población inicialG(0).
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2. Evaluacíon de los individuos enG(0) con la funcíon heuŕıstica.

3. Repetir hasta que se encuentre una solución o la poblacíon converja:

3.1 Aplicar seleccíon-reproduccíon:G(i) −→ Ga(0)
3.2 Aplicar sobrecruzamiento:Ga(i) −→ Gb(i)
3.3 Aplicar mutacíon:Gb(i) −→ Gc(i)
3.4 Obtener una nueva generaciónG(i + 1) = Gc(i)
3.5 Evaluar la nueva generaciónG(i + 1)
3.6 i = i + 1

La produccíon de una nueva generación G(i + 1) a partir deG(i) (pasos
3.1, 3.2, 3.3) se describe a continuación. Primero, una nueva poblaciónGa(i), tam-
bién denominada población auxiliar, es generada por medio de la selección. Con
el proṕosito de completar la población den individuos paraGa(0), las soluciones
candidatas son estocásticamente seleccionadas con reemplazo deG(i) n veces. La
probabilidad de seleccionar un individuo es, en la mayorı́a de los casos, el cociente
entre sufitnessy el fitnesstotal de la poblacíon. Esto quiere decir que habrá va-
rias copias de individuos muy buenos enGa(0), mientras que probablemente no
se encuentren individuos cuya función defitnesssea pobre. Sin embargo, debido
a la aleatoriedad, aún los malos individuos tienen una probabilidad de aparecer en
Ga(0). Este ḿetodo es conocido como “selección proporcional al fitness”, pero
existen otros varios ḿetodos ḿas, como el torneo y el ranking [59, 96].

Para obtenerGb(i) se aplica el sobrecruzamiento a un porcentaje fijo,pc, de in-
dividuos seleccionados aleatoriamente enGa(i). Como en cada sobrecruzamiento
se toman dos padres y se producen dos descendientes, el sobrecruzamiento se lleva
a cabopc/2 veces. De igual forma,Gc(i) es generada a partir deGb(0) aplicando
la mutacíon a un porcentajepm de los individuos.

1ª GENERACIÓN

selección aplicación de
operadores

...

2ª GENERACIÓN

Figura 3.7: Proceso general de los Algoritmos Genéticos.

En la Figura 3.7 se muestra gráficamente el proceso seguido por los Algoritmos
Geńeticos.



CAPÍTULO 3. ESTADO DEL ARTE 28

3.4.2. Optimizacíon mediante AG’s

En losúltimos ãnos han ido apareciendo un conjunto de técnicas que compar-
ten un principio coḿun, el de emular los principios de la evolución natural, para la
optimizacíon de problemas. De todas estas técnicas, que han mostrado serútiles y
potentes, las ḿas asentadas y aceptadas por la comunidad cientı́fica son losAlgo-
ritmos Geńeticos, AG’s. Esta mayor aceptación se traduce en que son las técnicas
más empleadas en la industria: diseño de circuitos, distribución de componentes
en la superficie de una antena, optimización del recorrido de tuberı́as en un edifi-
cio, etc, proporcionando resultados tan buenos, que han sorprendido a los propios
expertos.

Desde el punto de vista ḿas formal, son láunica de estas técnicas que posee
una base mateḿatica, que aunque ha sido discutida en numerosas ocasiones, no ha
sido rebatida y es aceptada por todos [64]. Se trata del problema conocido como
two-armed-bandit, descrito ampliamente en [64] y [59].

Desde el punto de vista de la utilidad de los AG’s en problemas de optimiza-
ción, han sido empleados también conéxito en la optimizacíon de funciones con
restricciones, abordado por una parte, mediante el diseño de operadores genéticos
que incorporaban esas restricciones, por ejemplo en la resolución del problema del
TSP con AG’s, o para evitar la pérdida de generalidad en el método que esto supo-
ne, mediante la transformación en un problema sin restricciones, donde se produce
la penalizacíon de las soluciones que incumplen la restricción, incluýendolo en la
función de fitness.

En cuanto a la utilización de AG’s en la optimización de conjuntos de clasi-
ficadores, recientemente Zhou et al. [150] determinan el número correcto clasifi-
cadores que forman parte del conjunto utilizando AG’s. Es importante señalar que
todos los clasificadores son homogéneos puesto que todos son redes de neuronas.

3.5. Conclusiones

Una de las principales conclusiones de todos los trabajos vistos sobreStacking
es que existen resultados contradictorios en la literatura y que no existe un consenso
sobre cúal configuracíon de clasificadores es la mejor.

Además, de todas ellas emana la sensación de que es necesario un conocimien-
to muy profundo del sistema y del problema para la determinación de los valores
de cada uno de los parámetros deStacking.

Por ello, se propone emplear una técnica de optimización que ha sido amplia-
mente probada en otros campos, los AG’s, a la optimización de configuraciones de
Stacking.



Caṕıtulo 4

GA-Stacking

Dado que un conjunto de clasificadores generado a partir deStackingest́a com-
puesto por un grupo de modelos creados a partir de distintos algoritmos de aprendi-
zaje, surge la pregunta: ¿Qué algoritmos deben ser utilizados para generar los mo-
delos de nivel-0 y que algoritmo debe utilizarse para generar el modelo de nivel-1?.
Wolpert [145] originalmente señala que muchos aspectos sobre los parámetros de
Stacking, incluidos los algoritmos que generan los clasificadores, se pueden con-
siderar comomagia negra. En principio, cualquier algoritmo puede ser utilizado
para generar los clasificadores de ambos niveles. En el capı́tulo anterior se han
mostrado una serie de trabajos encaminados a dar respuestas a estas preguntas. Por
ejemplo, Ting y Witten [130] mostraron que un modelo lineal esútil para generar el
clasificador de nivel-1 cuando se utilizan salidas probabilı́sticas de los modelos de
nivel-0, Seewald [117] propone una variación en el espacio de atributos del nivel-
1, Džeroski yŽenko [41] proponen la utilización de unárbol de regresión como
meta-clasificador en vez del modelo lineal propuesto por Ting y Witten [130].

Tomando como base la idea de utilizar de distribuciones de probabilidades de
clase como datos del meta-nivel propuesta por Ting y Witten [130], en este capı́tulo
se describe un nuevo enfoque, basado en algoritmos genéticos, que busca obtener la
configuracíon óptima de los paŕametros deStackingpara un problema dado. En la
seccíon 4.1 se describe el marco general propuesto en donde se aplican algoritmos
geńeticos en la b́usqueda de la configuración óptima deStacking. En la seccíon 4.2
se presenta la codificación propuesta para la utilización de los AG’s. Poŕultimo
en la seccíon 4.3 se detalla el ḿetodo de evaluación de las posibles soluciones
encontradas por los AG’s.

29
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4.1. Marco General:GA-Stacking

El términoGA-Stackinges el acŕonimo en ingĺes deGenetic Algorithms for
Stacking. GA-Stackingplantea las respuestas a las preguntas de, ¿qué y cúantos
algoritmos de aprendizaje utilizar para generar los clasificadores de nivel-base? y
¿qúe algoritmo utilizar para genera el clasificador del meta-nivel?, como un proble-
ma de optimizacíon, el cual puede ser resuelto mediante la aplicación de algoritmos
geńeticos.

En la Figura 4.1 se muestra el esquema propuesto, en donde se puede apre-
ciar que, tomando como entrada los datos del dominio de aplicación, se aplican
los algoritmos geńeticos con la finalidad de obtener como salida del sistema la
configuracíon óptima de los paŕametros deStacking.

Datos

101001010110110101
111101010010100111
101001011010110101
111101010010100111
101001010010110101
111101011110100111
101001010010110101
111101011010100111

Algoritmos
Genéticos

parámetros 
de Stacking

Figura 4.1: Esquema General deGA-Stacking.

La aplicacíon de los algoritmos genéticos a un problema de optimización dado
requiere, principalmente, el estudio de dos aspectos: la especificación de la codi-
ficación de las soluciones y la definición de la funcíon defitness. El proceso de
codificacíon de las soluciones se produce en lo que se puede considerar una fa-
se previa (Figura 4.2, Fase I) a la ejecución de los algoritmos genéticos en śı. En
cuanto a la evaluación delfitness, es un proceso iterativo que se lleva a cabo en
cada generación de los algoritmos genéticos (Figura 4.2, Fase II) sobre todos los
individuos (p) de la poblacíon (P ). La fase de codificación de las soluciones se
detalla en la sección 4.2. La evaluación de la funcíon defitnessde cada individuo
se detalla en la sección 4.3

4.2. Codificacíon de las Soluciones

Existen diversas maneras de representar las soluciones de un problema para
que éste pueda ser tratado mediante la aplicación de algoritmos geńeticos (e.g.
codificacíon binaria, decimal, hexadecimal, etc). Para representar las posibles so-
luciones o individuos en el enfoque que se propone, se ha optado por una repre-
sentacíon binaria ya quéesta permite el empleo de los AG’s canónicos. Son es-
tos AG’s la forma original propuesta por Holland [63, 64], donde los operadores
geńeticos tienen un carácter completamente general y la base matemática es ḿas
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Figura 4.2: Marco Propuesto:GA-Stacking.

rigurosa. Adeḿas, existe un amplio estudio de la capacidad de barrido del espacio
de b́usqueda (hiṕotesis de los bloques constructivos [59, 96]) que no está contras-
tado cuando la base de codificación deja de ser binaria. Sin embargo, esquemas
de codificacíon no binarias, con sus correspondientes modificaciones en los opera-
dores geńeticos, han sido muy empleadas. Una interesante recopilación se puede
encontrar en [36]. Adeḿas, en este caso concreto, el empleo de codificaciones en
bases distintas de la binaria, no serı́an imprescindibles, aunque pudieran reducir la
longitud del cromosoma en algún caso.

En cuanto al tamãno del cromosoma que representa al individuo,éste est́a dado
en funcíon de dos factores:

el número de algoritmos,m, que pueden ser seleccionados para generar los
clasificadores, tanto los del nivel-base como el del meta-nivel.
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el número ḿaximo de clasificadores de nivel-base,n, que pueden formar
parte del conjunto.

Si en la codificacíon de los individuos śolo se considera el nombre del algorit-
mo que se utiliza para generar un clasificador, el tamaño del gen que representa al
algoritmo dependerá del ńumero de algoritmos disponibles. Por ejemplo, si existen
7 algoritmos de aprendizaje que se pueden seleccionar para generar los clasificado-
res del conjunto, se puede utilizar un gen con una longitud de tres bits para repre-
sentar cualquiera de los algoritmos de aprendizaje posibles y representar también
la opcíon de no seleccionar ninguno deéstos.

En la Figura 4.3 se muestra la codificación de un individuo en donde los prime-
ros cuatro genes del cromosoma representan los cuatros algoritmos de aprendizaje
a partir de los cuales se construirán los clasificadores de nivel-0 y elúltimo gen
representa el algoritmo a partir del cual se construirá el clasificador de nivel-1. La
longitud de cada gen es de tres bits, razón por la cual se pueden seleccionar de
entre 7 algoritmos de aprendizaje y la no presencia de ninguno.

0 1 0 1 1 1 0 0 0 1 1 0︸ ︷︷ ︸
nivel−0

nivel−1︷ ︸︸ ︷
0 0 1

Figura 4.3: Descripción de la codificacíon binaria del individuo.

Por otra parte, si se considera que los parámetros de aprendizaje de los algo-
ritmos deben formar parte de la tarea de optimización, se utilizan, adeḿas del gen
que representa el nombre del algoritmo, una serie de genes que representan los
paŕametros de aprendizaje deéste. El tamãno de cada uno de estos genes depende
de los paŕametros de aprendizaje que representen.

De esta manera, el tamaño del cromosoma dependerá del ńumero de genes
que se utilicen para representar un algoritmo (G). En otras palabras, el tamaño del
cromosoma en genes,Tc, est́a dado por:

Tc = G(n + 1)

La longitud en bits del cromosoma se deriva del número y tamãno de los genes
utilizados para representar los algoritmos capaces de generar un clasificador. En
otras palabras la longitud en bits,Tb, del cromosoma está dada por:

Tb = (n + 1)

(
G∑

i=1

xi

)
en dondexi representa el ńumero de bits utilizados para codificar el geni. En el
caso del ejemplo mostrado en la Figura 4.3,G = 1 y xi = 3.
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4.3. Evaluacíon delFitness

El proceso de evaluación u obtencíon delfitnessde los individuos que confor-
man la poblacíon se lleva a cabo en dos etapas. La primera deéstas (Figura 4.4
[a]) implica la decodificacíon del individuo y, baśandose en esta representación,
la seleccíon de los algoritmos que serán utilizados para generar los clasificadores
del conjunto. Una vez que los clasificadores han sido seleccionados, se procede a
la generacíon del conjunto de clasificadores, utilizando una parte del conjunto de
datos disponibles (datos de entrenamiento). Al finalizar esta etapa, se tiene como
resultado el conjunto de clasificadores.

La segunda etapa (Figura 4.4 [b]) en el proceso de evaluación delfitnessde los
individuos consiste en estimar la precisión del conjunto de clasificadores sobre un
conjunto de datos que no ha sido utilizado en la construcción del conjunto (datos de
validacíon). De esta forma, elfitnessde cada individuo es el porcentaje de aciertos
que obtenga el conjunto de clasificadores sobre las instancias del conjunto de datos
de validacíon.

datos
entrenamiento

CC C ...

M

1 2 m

conjunto

∀ Pp ∈

CC C ...

M

1 2 m

conjunto0 01 1 0 01 10 01 1 0 01 1

A2A1 A4A3 An

[a]

Decodificación y Construcción del Conjunto

Generalization
Stacked 

Evaluación del Fitness

(fitness)
% de aciertos

[b]

validación
datos

Figura 4.4: Evaluación delfitnessenGA-Stacking.

Una alternativa a dividir el conjunto de datos en entrenamiento y validación
unaúnica vez, es realizar una validación cruzada. De esta manera, elfitnesses la
media del porcentaje de aciertos de la validación cruzada, realizando ası́, una mejor
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estimacíon de la precisíon de la solucíon.

4.4. Otros Paŕametros de los AG’s

Además del tipo de codificación y del ńumero de genes que componen el cro-
mosoma, los AG’s poseen una serie de parámetros que deben ser configurados
antes para llevar a cabo la búsqueda en el espacio de hipótesis. Paŕametros de ti-
po estructural, como el tamaño de la poblacíon, y paŕametros de ejecución como
la tasa y el tipo de mutación, tipo de selección, etc, han de ser configurados para
ejecutar los AG’s. Sin embargo, se han empleado los valores utilizados con mayor
frecuencia en estos sistemas [59]

Los valores asociados a estos parámetros se detallan en el capı́tulo de evalua-
ción (caṕıtulo 5).



Caṕıtulo 5

Evaluación

Hasta este punto se ha presentado el sistemaGA-Stackingpara la obtención de
la configuracíonóptima del algoritmo de generación de conjuntos,Stacking. Cómo
cualquier otro sistema de aprendizaje,éste debe ser evaluado con la finalidad de
comprobar si la configuración obtenida es la adecuada. Con el propósito de llevar
a cabo esta evaluación, se han realizado una serie de experimentos que van desde
los realizados con la finalidad de evaluar la viabilidad de la propuesta hasta los
experimentos comparativos con los enfoques más actuales en cuanto a conjunto de
clasificadores se refiere.

En la seccíon 5.1 se reflejan los resultados obtenidos en la primera fase de
formulacíon de la propuesta. En la sección 5.2 se muestran los experimentos rea-
lizados con el proṕosito de evaluar los diferentes parámetros involucrados enGA-
Stacking. Una comparativa de los resultados obtenidos medianteGA-Stackingcon
los bien conocidos ḿetodos de generación de conjuntos de clasificadores,Bagging
y Boosting, al igual que con los ḿas recientes ḿetodos de generación de conjuntos
de clasificadores basados enStacking, se presenta en la sección 5.3.

5.1. Viabilidad deGA-Stacking

En esta sección se muestran los resultados obtenidos en el proceso de evalua-
ción de la viabilidad de utilizarGA-Stackingcon el proṕosito de obtener la confi-
guracíon óptima de los paŕametros deStacking. Para llevar a cabo esta evaluación
se han utilizado dominios del conocido repositorio de datos del UCI [6]. En una
primera serie de experimentos, se obtienen resultados prometedores, pero al llevar
a cabo un ańalisis de los mismos, se muestran ciertos signos de sobreadaptación
de los AG’s a los datos utilizados para obtener elfitnessde los individuos. Con el
proṕosito de evitar esta sobreadaptación observada en los primeros experimentos,
se lleva a cabo una segunda serie de experimentos en donde varı́a la forma de eva-

35
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luar al individuo, de esta manera el cálculo del fitness de los individuos es distinto
al método utilizado en los experimentos preliminares.

Para la realización de los experimentos que se muestran en esta sección, se
han utilizado las implementaciones de los distintos algoritmos de aprendizaje que
est́an disponibles en la herramienta conocida como WEKA [144] (versíon 3.1.7).
Esta herramienta incluye todos los algoritmos de aprendizaje utilizados, desde los
algoritmos individuales hasta los algoritmos de construcción de conjuntos utiliza-
dos (i.e.Bagging, Boostingy Stacking).

La implementacíon deGA-Stackingcombina dos partes: la primera deéstas
se basa en los algoritmos de aprendizaje implementados en WEKA mientras que
la implementacíon de los Algoritmos Geńeticos esta basada en la librerı́a GAJIT

(Genetic Algorithm Java Implementation Toolkit) [43].

5.1.1. Resultados Preliminares

Los resultados que se muestran en esta sección corresponden a la evaluación
inicial deGA-Stackingllevada a cabo sobre dos dominios (ionospherey dermato-
logy) del conocido repositorio de datos del UCI.

En la Tabla 5.1 se muestran los valores de los parámetros de los AG’s utilizados
en estos experimentos.

Tabla 5.1: Paŕametros de los algoritmos genéticos.

Paŕametros Valores
Poblacíon 10
Generaciones 10
Tasa déelite 0.10
Tasa de desecho 0.40
Tasa de mutación 0.067

Tanto el tamãno de la poblacíon como el ńumero de generaciones utilizados en
estos experimentos, se configuraron basándose en el tamaño del espacio de búsque-
da de los AG’s. El espacio de búsqueda está determinado por el número de posibles
combinaciones de algoritmos a partir de los cuales se generarán los miembros del
conjunto siguiendo el algoritmoStacking. Existen490 posibles combinaciones de
algoritmos si se considera que un algoritmo dado sólo puede aparecer una vez en
cada combinación. Por otra parte, si se permite que un algoritmo pueda aparecer
una o ḿas veces dentro de una combinación, existe2310 combinaciones posibles.
En estos experimentos, el espacio de búsqueda utilizado es el que contempla la
posibilidad de la presencia de un algoritmo una o más veces dentro de una combi-
nacíon. En cuanto a las tasas deélite, desecho y mutación, se utilizaron los valores
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que aparecen en los ejemplos de funcionamiento que proporciona GAJIT.

Ocho algoritmos de aprendizaje forman el grupo de algoritmos que pueden
ser utilizados para generar, tanto los clasificadores de nivel-0 como el clasificador
de nivel-1, dentro del conjunto de clasificadores generado medianteStacking. A
continuacíon se detallan los algoritmos de aprendizaje utilizados:

C4.5 [110]. Generáarboles de decisión - (C4.5).

Un clasificadorNaive Bayesprobabiĺıstico [76] - (NB).

IB1 [1]. Este es un algoritmo basado en instancias - (IB1).

PART [47]. Forma listas de decisión a partir déarboles de decisión parcial-
mente podados, generados utilizando la heurı́stica deC4.5 - (PART).

Decision Table[83]. Es un clasificador simple que utiliza la clase mayorita-
ria. - (DT).

Decision Stump[72]. Generáarboles de decisión de un solo nivel - (DS).

IBk [1]. Algoritmo deK-vecinos ḿas cercanos - (IBk).

Un clasificadorNaive Bayessimple en donde los atributos numéricos son
modelados por una distribución normal [35] - (NBS).

Es importante sẽnalar que en IBk por defecto el valor deK es 1, por esta razón
su comportamiento es similar a IB1. De igual forma, los resultados que obtiene
NBS son similares a NB y, en algunos dominios, por su forma de generar el cla-
sificador, no es capaz de construiréste. No obstante, cabe mencionar que estos
algoritmos han sido utilizado con el fin de redondear el número de algoritmos dis-
ponibles a ocho con la finalidad de poder representar los mismos mediante un gen
de tres bits. Por estas razones, en estos experimentos, se hace referencia sólo a los
resultados obtenidos por IB1 y NB.

Por otra parte, se han utilizado dos métodos de generación de conjuntos con la
finalidad de comparar los resultados obtenidos medianteGA-Stacking. Estos ḿeto-
dos son:

Bagging: Método de construcción de conjuntos homogéneos basado en el
submuestreo del conjunto de datos. (ver sección 3.2.2). En este caso el algo-
ritmo base utilizado esC4.5.

Boosting: Método de construcción de conjunto homoǵeneos basado en la
asignacíon de pesos a las instancias del conjunto de datos (ver sección 3.2.2).
La implementacíon utilizada es la del algoritmoAdaBoostM1. El algoritmo
base utilizado esC4.5.
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Para evaluar el conjunto de clasificadores generado a partir de la configuración
de Stackingencontrada porGA-Stacking, se realiźo el proceso que se detalla a
continuacíon:

cada conjunto de datos fue dividido aleatoriamente en dos partes,A y B

la parteA, que posee alrededor de un 85 % del total de instancias disponibles
en el dominio, fue utilizada como conjunto de entrenamiento y a su vez como
conjunto de evaluación de la funcíon defitness.

para calcular elfitnessde cada individuo de la población, se genera un con-
junto de clasificadores medianteStacking. Los paŕametros deStacking(en
este caso los algoritmos de aprendizaje) están codificados en el individuo.
Una vez generado el conjunto de clasificadores, se utiliza como función de
fitnessla precisíon del conjunto de clasificadores a la hora de clasificar las
instancias que forman el conjunto de datosA

el conjunto de datosB es utilizado como conjunto de test para estimar la
precisíon de las hiṕotesis obtenidas medianteGA-Stackingsobre un conjunto
de datos que no ha sido utilizado en su construcción. Cabe sẽnalar que por la
condicíon de preliminares de estos experimentos, la evaluación delfitnessno
se lleva a cabo como se detalla en la sección 4.3, en donde se propone dividir
el conjunto de entrenamiento en dos o realizar una validación cruzada.

En esta serie de experimentos se seleccionaron dos dominios del repositorio de
datos del UCI,ionospherey dermatology. Estos dominios han sido ampliamente
utilizados en estudios previos en cuanto a conjunto de clasificadores se refiere.

Los resultados obtenidos en esta serie de experimentos se reflejan en la Ta-
bla 5.2. Las columnas dos y cuatro muestran la precisión en la tarea de clasificación
del conjunto de clasificadores sobre el conjunto de entrenamiento en los dominios
de ionospherey dermatologyrespectivamente. Por otro lado, las columnas tres y
cinco reflejan los resultados obtenidos sobre los conjuntos de test.

La parte superior de la tabla muestra los resultados obtenidos utilizando indivi-
dualmente los algoritmos de aprendizaje disponibles. En la parte central de la tabla
se refleja los resultados obtenidos por los algoritmos de generación de conjuntos
homoǵeneos,Baggingy Boosting, y por la hiṕotesis encontrada porGA-Stacking.
La hipótesis evaluada corresponde al mejor individuo de laúltima generacíon de
los AG’s. Esta hiṕotesis obtiene un 100 % de precisión sobre el conjunto de en-
trenamiento en ambos dominios, igualadoúnicamente porIB11. Sin embargo, los
resultados sobre los conjuntos de test (85.71 % enionospherey 95.45 % enderma-
tology) reflejan un rendimiento inferior sobre los datos que no han sido utilizados

1Dado que las instancias de test se evalúan baśandose en las instancias de entrenamiento almace-
nadas
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en la fase de entrenamiento. En el dominio deionosphereel resultado obtenido me-
dianteGA-Stackinges superado por PART (88.57 %), la tabla de decisión (88.57 %)
y Boosting(91.43 %), siendo estéultimo el mejor de todos de los algoritmos uti-
lizados. En tanto que en el dominiodermatology, el resultado sobre el conjunto
de test obtenido por la hipótesis encontrada porGA-Stackinges superada por los
clasificadores generados a partir deNaive Bayesy Boosting, obteniendo ambos los
mejores resultados en este dominio (96.97 %).

Sin embargo, si se analiza la evolución de los individuos, se pueden encontrar
hipótesis en generaciones previas de los AG’s que obtienen mejores resultados que
cualquiera de los clasificadores individuales y los de generación de conjuntos, so-
bre los conjuntos de test de ambos dominios (parte inferior de la Tabla 5.2). Estos
resultados y el hecho de que en ambos dominios el porcentaje de acierto sobre el
conjunto de entrenamiento es del 100 %, indican queGA-Stackingse est́a sobrea-
daptando a los datos de entrenamiento a medida que pasa cada generación.

Tabla 5.2: Resultados preliminares de la evaluación deGA-Stacking.

Algoritmo Ionosphere Dermatology
Entrenamiento Test Entrenamiento Test

Individuales
C4.5 98.42 82.86 96.67 92.42
Naive Bayes 85.13 82.86 98.67 96.97
PART 98.73 88.57 96.67 93.94
IB1 100.00 82.86 100.00 92.42
Decision Stump 84.18 80.00 51.33 45.45
Decision Table 94.94 88.57 96.67 87.88
Conjuntos
BaggingconC4.5 97.78 85.71 97.00 93.94
BoostingconC4.5 100.00 91.43 100.00 96.97
GA-Stacking 100.00 85.71 100.00 95.45
Generaciones previas
(AG’s)
GA-Stacking 97.78 94.29 98.67 98.48

En la Figura 5.1 se muestra la evolución delfitnessen el dominiodermatology.
Como se puede apreciar en la tercera generación existe un individuo que obtiene
el máximofitness(100 % de acierto), pero los resultados sobre el conjunto de test
empeoran a partir de esta generación. Por otra parte, también se encuentran refleja-
das la media de aciertos de los tres mejores individuos de cada generación, tanto en
entrenamiento/fitnesscomo los resultados sobre el conjunto de test. Cabe destacar
que elfitnesspromedio llega a alcanzar el 100 % de acierto en la sexta generación,
generacíon hasta la cual el porcentaje de acierto sobre el conjunto de test ha ido
decrement́andose generación tras generación.
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Figura 5.1: Evolucíon delfitnessen el dominiodermatology(mejor individuo y promedio
de los tres mejores individuos en cada generación).

5.1.2. Evitando la Sobreadaptacíon

En los experimentos preliminares de la sección anterior, los individuos se so-
breadaptan porque el valor de la función defitnessse obtiene a partir de las mis-
mas instancias de entrenamiento que fueron utilizadas para construir el conjunto
de clasificadores mediante la configuración deStackingasociada al individuo. Ob-
viamente, la precisión del individuo sobre las instancias que fueron utilizadas en su
construccíon es alta. Por esta razón, con el proṕosito de evitar la sobreadaptación,
en esta nueva serie de experimentos, el valor de la función defitnessfue calculada
a partir de un conjunto de datos denominado conjunto devalidación. En otras pala-
bras, el conjunto de instancias de entrenamiento se dividió, a su vez, en dos partes
aleatoriamente. El 80 % de las instancias de entrenamiento se utilizan para cons-
truir el conjunto de clasificadores a partir de la configuración deStackingasociada
a cada individuo, y el restante 20 % - el conjunto de validación - se utiliza para dar
una estimacíon sin sesgo de la precisión del individuo. Es decir, el segundo con-
junto se utiliza para evaluar elfitnessdel individuo. Cabe destacar que al utilizar
un 20 % del conjunto de entrenamiento como conjunto de evaluación delfitness, el
conjunto de clasificadores se genera a partir de menos instancias de entrenamiento
que en los experimentos previos.
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Con vistas a evaluar experimentalmenteGA-Stackingcon un ńumero mayor de
dominios que en los experimentos anteriores, se amplió la cantidad de dominios
utilizados a seis. Todos los dominios han sido utilizados previamente en otros es-
tudios relacionados con conjuntos de clasificadores y están disponibles en el repo-
sitorio de bases de datos para aprendizaje automático del UCI. Las caracterı́sticas
de estos conjuntos de datos se describen en la Tabla 5.3.

Tabla 5.3: Descripción de los dominios utilizados en la evaluación deGA-Stacking.

Dominio Atributos Tipo de Atributos Instancias Clases
dermatology 34 nuḿerico-nominal 366 6
dna-splice 60 nominal 3190 3
heart 13 nuḿerico-nominal 303 2
ionosphere 34 nuḿerico 351 2
musk 166 nuḿerico 476 2
sonar 60 nuḿerico 208 2

Los paŕametros de los AG’s utilizados en estos experimentos son los mismos
que se utilizaron en la primera serie de pruebas y que se muestran en la Tabla 5.1.
Con el proṕosito de estimar la tasa de acierto de los algoritmos evaluados, se rea-
lizó una validacíon cruzada de 5carpetas(del ingĺes:folders). Por razones expe-
rimentalesGA-Stackingfue ejecutado unáunica vez en cada ciclo de la validación
cruzada. Es decir, se exploró el espacio de b́usqueda partiendo de unúnico punto
con cada conjunto de datos.

La precisíon de clasificacíon de cada clasificador/conjunto,C, para un dominio
dado es estimada mediante la media de la validación cruzada realizada, denomina-
daprec(C). Para comparaciones entre dos algoritmos de aprendizaje, se calculan
las mejoras relativas yt-testpareados, como se describe a continuación.

Para medir la mejora en la tarea de clasificación en un dominio dado utilizan-
do un clasificador/conjuntoC1 en comparación a utilizarC2 se calcula la mejora
relativa mediante:1− error(C1)/error(C2). El error de un clasificador/conjunto
C viene dado por1− prec(C). La media de la mejora relativa (MMR) sobre todos
los dominios es calculada utilizando la media geométrica de la reducción del error
en dominios individuales:1−media geométrica(error(C1)/error(C2)) [41].

La significacíon estad́ıstica de la diferencia en el rendimiento de los algoritmos
es llevada a cabo mediante unt-testpareado (C1 y C2 utilizan exactamente los mis-
mos conjuntos de datos) con un nivel de significación del 95 %:+/− a la derecha
de un dato en la tablas que reflejan los resultados de los clasificadores indican que
C1 es significativamente mejor/peor queC2.

La Tabla 5.4 muestra los resultados de los clasificadores individuales sobre
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los dominios de prueba y en la Tabla 5.5 se muestra la precisión obtenida por los
tres ḿetodos de construcción de conjuntos, incluyendo la hipótesis encontrada por
GA-Stacking. Los mejores resultados están resaltados.

Tabla 5.4: Tasa de precisión de los algoritmos individuales.

Dominio C4.5 PART NB IB1 DT DS

dermatology 94.33 94.59 97.03 94.59 87.83 50.40
dna-splice 94.12 92.11 95.63 75.62 92.49 62.42
heart 74.00 82.00 83.00 78.00 76.33 70.67
ionosphere 90.14 89.30 82.82 87.61 89.30 82.82
musk 83.33 85.21 74.38 86.46 82.08 71.46
sonar 72.38 73.81 67.62 79.52 71.90 73.93

Tabla 5.5: Tasa de precisión de los algoritmos de generación de conjuntos.

Dominio Bagging Boosting GA-Stacking
dermatology 94.59 97.03 97.30
dna-splice 94.56 94.43 95.72
heart 76.33 79.67 80.67
ionosphere 92.11 91.83 90.42
musk 87.29 88.96 83.96
sonar 80.00 79.05 80.48

A excepcíon de un dominio (heart), los algoritmos de generación de conjuntos
obtienen mayor precisión que cualquiera de los clasificadores individuales. El con-
junto de clasificadores generado a partir de la configuración de los paŕametros de
Stackingencontrada por los algoritmos genéticos obtiene mayor precisión en tres
de los seis dominios utilizados en los experimentos en comparación con los otras
técnicas de generación de conjuntos.

En la Tabla 5.6 se muestra la comparación de los conjuntos de clasificadores
generados a partir de la configuración deStackingencontrada porGA-Stackingcon
los clasificadores individuales y las otras técnicas de generación de conjuntos. Co-
mo se puede apreciar, las soluciones generadas a partir deGA-Stackingmejoran,
en promedio, a todos los clasificadores individuales y aBagging, no aśı a Boos-
ting. Sin embargo, si se analiza la significación estad́ıstica de los resultados, las
soluciones deGA-Stackingno son significativamente peores que ninguno de los
clasificadores individuales ni que ninguno los métodos de generación de conjuntos
en ninguno de los dominios. Por otra parte,GA-Stackinges mejor, significativa-
mente, que cualquiera de los clasificadores individuales o las técnicas de genera-
ción de conjuntos al menos una vez, como se puede apreciar en laúltima fila de la
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Tabla 5.6: Mejora relativa en precisión (en %) de las hiṕotesis encontradas porGA-Stacking
compaŕandolas con los distintos clasificadores individuales y las técnicas de clasificación
de conjuntos homoǵeneosBaggingy Boostingy su significacíon estad́ıstica (+/− es me-
jor/peor, ’.’ es no significativa.)

Dominio C4.5 PART NB IB1 DT DS Bagging Boosting
heart 25.64 . -7.41 . -13.73 . 12.12 . 18.31 . 34.09 + 18.31 + 4.92 .
sonar 29.31 . 25.45 . 39.71 + 4.65 . 30.51 . 26.79 . 2.38 . 6.82 .
musk 3.75 . -8.45 . 37.40 + -18.46 . 10.47 . 43.80 + -26.23 . -45.28 .
ionosphere 5.77 . 7.92 . 42.64 + 20.48 . 7.92 . 42.64 + -24.96 . -20.65 .
dermatology 52.39 . 50.01 + 9.12 . 50.01 + 77.78 + 94.54 + 50.01 . 9.11 .
DNA splice 27.27 + 45.82 + 2.16 . 82.45 + 43.10 + 88.62 + 21.39 + 23.16 +
Promedio 25.94 22.51 22.37 35.92 37.58 68.55 11.08 -1.36
Gana/pierde 1+/0- 2+/0- 3+/0- 2+/0- 2+/0- 5+/0- 2+/0- 1+/0-

Tabla 5.6.

En cuanto a la evolución delfitness, en la Figura 5.2 se muestra una compara-
tiva entre la utilizacíon de un mismo conjunto de datos, tanto como para generar
el conjunto de clasificadores como para evaluar la función defitness(a), y la uti-
lización de un conjunto de datos de validación reservados para evaluar la función
defitness(b). Como se puede apreciar, al utilizar dos conjuntos de datos en el pro-
ceso de obtención del conjunto de clasificadores, el porcentaje de aciertos sobre el
conjunto de datos de test es superior al obtenido al utilizar unúnico conjunto para
entrenamiento yfitness. Por otra parte, si se analiza la evolución de las curvas que
reflejan elfitness, es evidente que la utilización de dos conjuntos de datos evita, en
cierta medida, la sobreadaptación de las soluciones.

En las Figuras 5.3 y 5.4 se muestra la evolución delfitnessy la evolucíon de la
precisíon sobre los conjuntos de entrenamiento y test para los distintos dominios
utilizados en estos experimentos. En ninguno de los dominios se alcanza un 100 %
de acierto sobre el conjunto de entrenamiento o sobre el conjunto defitness. Por
otro lado los resultados sobre el conjunto de test, a pesar que en algunos dominios
experimenta un leve decremento, se pueden considerar como buenos. A partir de
este ańalisis se puede señalar que el utilizar conjuntos distintos para entrenamiento
y fitnesses adecuado para prevenir la sobreadaptación.

5.2. Paŕametros deGA-Stacking

Una vez establecida la viabilidad de la aplicación de AG’s a la tarea de con-
figuracíon deStacking, se han llevado a cabo una serie de experimentos con la
finalidad de determinar la configuración adecuada de los parámetros asociados a
GA-Stacking. Estos paŕametros van, desde los algoritmos de aprendizaje que pue-
den ser utilizados porGA-Stacking, hasta la configuración de los paŕametros de
aprendizaje de cada uno de estos algoritmos. En las secciones 5.2.1, 5.2.2 y 5.2.3,
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Figura 5.2: Comparación de la evolucíon delfitnessutilizando el mismo conjunto de datos
para entrenar y calcular elfitness (a)o distintos conjuntos(b) en el dominioDermatology.
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Figura 5.3: Evolucíon delfitnessde las soluciones comparado con la precisión sobre el con-
junto de entrenamiento y el conjunto de test para los dominios dedermatology, ionosphere
y heart.
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Figura 5.4: Evolucíon delfitnessde las soluciones comparado con la precisión sobre el
conjunto de entrenamiento y el conjunto de test para los dominios desonar, musky DNA
splice.
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se detallan los parámetros involucrados en la configuración deGA-Stacking. En la
seccíon 5.2.4 se explica la configuración de los experimentos realizados. Porúlti-
mo en la sección 5.2.5 se muestran los resultados obtenidos en la comparación de
las diferentes configuraciones.

5.2.1. Algoritmos de Aprendizaje

Con el proṕosito de ampliar el espacio de configuraciones en el cual los AG’s
llevan a cabo la b́usqueda de la configuración óptima de los paŕametros deStac-
king, se amplío el ńumero de posibles algoritmos de aprendizaje que pueden ser
utilizados para generar los miembros del conjunto. Estos algoritmos pueden ser
utilizados para generar tanto los clasificadores base como el meta clasificador.

En adicíon a los algoritmos utilizados en los primeros experimentos,C4.5,
Naive Bayes, IBk, PART, Decision Stumpy Decision Table, se han incorporado los
siguientes algoritmos:

Random Forest[14]. Este algoritmo construye unBosque Aleatorioque se
forma combinando una gran cantidad deárboles de decisión no podados -
(RF).

Random Tree[144]. Este algoritmo construye unárbol que consideraK atri-
butos al azar en cada nodo. No lleva a cabo ninguna poda - (RT).

MLR [132]. Una regresíon lineal de multirespuesta (multi-response linear
regression- (MLR).

MRMT [40]. Un árbol de regresión multirespuesta (multi-response model
tree) - ( MRMT).

K* [22]. Este es un algoritmo basado en instancias que utiliza una medida
de la distancia basada en la entropı́a - (K*).

VFI [27]. Es un algoritmo que genera un clasificador que lleva a cabo la
tarea de clasificación mediante votos, basado en intervalos de valores de los
atributos. - (VFI)

Conjunctive Rule. Es un algoritmo que genera un clasificador simple de re-
glas conjuntivas - (CR).

JRip[25]. Un algoritmo de generación de reglas proposicionales - (JRIP).

Nnge[92]. Algoritmo del tipo vecino ḿas cercano el cual utiliza ejemplos
generalizados no jerarquizados - (NNGE).

Hyper Pipes[144]. Genera un clasificador que construye unHyper Pipepara
cada categorı́a, el cual contiene todos los puntos de esa categorı́a - (HP).
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Para utilizar los clasificadores MLR y MRMT se utiliza un método de clasifi-
cacíon denominado“clasificación por regresíon” (CPR) implementado en WEKA.
De esta forma, la selección de MLR o MRMT es un parámetro de aprendizaje del
método mencionado. Por omisión, el algoritmo utilizado es MLR.

5.2.2. Paŕametros de Aprendizaje de los Algoritmos Utilizados

En los todos los trabajos relacionados con la configuración deStacking, los al-
goritmos que se utilizan tanto, para construir los clasificadores de nivel-0 como el
clasificador de nivel-1, se utilizan los parámetros de aprendizaje por omisión. Dado
que estos parámetros pueden influir en los resultados que obtiene cada clasificador,
GA-Stackingadeḿas de seleccionar entre los algoritmos de aprendizaje disponi-
bles, puede realizar una búsqueda en el espacio de parámetros de cada uno de los
algoritmos utilizados. En la Tabla 5.7 se detallan los parámetros de aprendizaje de
los algoritmos utilizados que han sido seleccionados para ampliar el espacio de
búsqueda.

Tabla 5.7: Paŕametros de aprendizaje los algoritmos utilizados porGA-
Stackingpara generar el conjunto de clasificadores.

Algoritmo Opcíon Descripcíon
Naive Bayes -K Utilizar estimacíon del ńucleo para

atributos nuḿericos en vez de una sim-
ple distribucíon normal.

PART -B Utilizar división binaria para atributos
nominales.

-C Establece el umbral de confianza pa-
ra llevar a cabo la poda (por omisión:
0.25).

C4.5 -R Utiliza la poda para reducir el error. No
se desarrolla ninǵun sub-́arbol.

-U Utiliza árbol sin podar.
-B Utilizar división binaria para atributos

nominales.
-S No desarrollar sub-árboles.
-C Establece el umbral de confianzar pa-

ra llevar a cabo la poda (por omisión:
0.25).

-A Si est́a fijado, se utiliza un suavizado
Laplace para la predicción de probabi-
lidades.

Contińua ...
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Algoritmo Opcíon Descripcíon
IBk -F Se asigna un peso a los vecinos equiva-

lente su similitud cuando se vota (por
omisión: igual peso).

-D Se asigna un peso a los vecinos equiva-
lente al inverso de su distancia cuando
se vota (por omisión: igual peso).

-N No se utiliza normalización.
-S cuandoK es seleccionado por vali-

dacíon cruzada para atributos numéri-
cos, minimiza el error cuadrático me-
dio (por omisíon: error medio absolu-
to).

-K Fija el número de los vecinos ḿas cer-
canos que se utilizarán para llevar a ca-
bo la prediccíon (por omisíon: 1).

Decision Stump - No posee parámetros configurables.
Decision Table -I Utiliza el vecino ḿas cercano en vez de

mayoŕıa global de la tabla.
Clasificacíon porRegresíon -W Especifica el nombre del algoritmo de

prediccíon nuḿerica que será utilizado
como base del clasificador.

Random Tree -S Fija la semilla para el generador de
números aleatorios (por omisión:1).

-K Fija el número de atributos a tener en
cuenta en cada nodo.

-M Fija el número ḿınimo de instancias
por nodo.

Random Forest -I Fija el número déarboles en el bosque
(por omisíon: 10).

-K Fija el número de atributos a conside-
rar. (por omisíon: logM + 1. M es el
número de entradas.

-S Fija la semilla para el generador de
número aleatorios (por omisión:1).

K* -B Fija la mezcla global (por omisión:20).
-E Establece si se utiliza mezcla entrópica

autoḿatica.
-M Establece el ḿetodo para manejar va-

lores desconocidos (por omisión: curva
media de la entropı́a de la columna).

VFI -B Fija el bias exponencial hacia interva-
los confidentes (por omisión: 1.0).

Contińua ...
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Algoritmo Opcíon Descripcíon
-C No pesa los intervalos de votación por

confianza.
Conjunctive Rule -S Fija la semilla para la aleatorización

(por omisíon:1).
-R Fija sinose usa aleatorización.
-E Fija si se considera expresiones exclu-

sivas para atributos nominales.
-N Fija el ńumero de carpetas. Una carpeta

es utilizado para llevar a cabo la poda
(por omisíon: 3).

-M Fija los pesos ḿınimos de las instancias
en el proceso de división (por omisíon:
2.0).

JRIP -O Fija el ńumero de ejecuciones en el
proceso de optimización (por omisíon:
2).

-P Sinose utiliza poda.
-E Si no se verifica que la tasa error>=

0,5 dentro del criterio de parada (por
omisión: verificar).

-F Fija el ńumero de carpetas. Una carpeta
es utilizada para llevar a cabo la poda
(por omisíon: 3).

-N Fija los pesos ḿınimos de las instancias
en el proceso de división (por omisíon:
2.0).

NNGE -G Fija el ńumero de intentos de la gene-
ralizacíon (por omisíon: 5).

-I Fija el número de carpetas para calcular
la informacíon mutua.

Hyper Pipes - No posee parámetros configurables.

Es importante sẽnalar que en algunos casos no se han utilizado todos los paráme-
tros configurables de un algoritmo dado, puesto que se han utilizado los que se
consideran de mayor relevancia en la construcción del clasificador.

5.2.3. Otros Paŕametros

Además de los algoritmos de aprendizaje y sus parámetros configurables, exis-
ten otros aspectos ligados aGA-Stacking, como son el tamãno del conjunto de
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clasificadores, la representación de las soluciones y los parámetros ligados a los
AG’s. En esta sección se abordan en detalle estos parámetros.

Tamaño del Conjunto de Clasificadores

El número de algoritmos que deben ser utilizados para generar los clasificado-
res de nivel-0 varı́a de un estudio a otro según la literatura. Por ejemplo, Ting y
Witten [132] utilizan tres algoritmos, mientras que Seewald [117] utiliza seis al-
goritmos. Recientemente Džeroski yŽenko [41] utilizan tres y siete clasificadores
base para llevar a cabo la comparación entre los distintos ḿetodos de construcción
de conjuntos.

Como se puede apreciar no hay un consenso en cuanto al número de clasifica-
dores base que deben formar parte del conjunto de clasificadores. En vista de tal
situacíon, se estableció como paŕametro deGA-Stackingla determinacíon del ta-
mãno del conjunto en donde sólo se fija el ńumero ḿaximo de posibles clasificado-
res base. Para que el número de clasificadores base fuese variable, se consideró la
posibilidad de no utilizar ninǵun algoritmo de aprendizaje como una alternativa
más a los algoritmos disponibles. De esta manera se reduce el número de clasifi-
cadores base generados. Es decir, dado un número ḿaximo de clasificadores base,
n, y el número de algoritmos disponibles,m, la probabilidad de que un algoritmo
o la ausencia de algoritmos se encuentre codificada en la solución encontrada por
GA-Stacking, E, est́a dada por:

p(E) =
C
(
m+1

n

)
− C

(
m
n

)
C
(
m+1

n

)
en dondeC es la combinación dem elementos en grupos den elementos.

Para llevar a cabo un estudio detallado de la influencia del número de cla-
sificadores base que forma el conjunto de clasificadores, el número ḿaximo de
clasificadores base se ha fijado en cuatro y diez clasificadores. De esta forma, se
incluyen el ńumero de clasificadores utilizado por los estudios previos reflejados
en la literatura.

Representacíon de las Soluciones

Como se detalla en la sección 4.2, la codificacíon binaria es la codificación uti-
lizada para representar las soluciones dentro deGA-Stacking. La representación de
las soluciones depende esencialmente de tres factores previamente mencionados:
el número de algoritmos disponibles, la utilización de los paŕametros de aprendi-
zaje de dichos algoritmos y el número ḿaximo de clasificadores base dentro del
conjunto de clasificadores. Tomando en cuenta estos factores, se han desarrollado
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0 1 0 1 1 1 0 0 0 1 1 0︸ ︷︷ ︸
nivel−0

nivel−1︷ ︸︸ ︷
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Figura 5.5: Codificacíon binaria de la configuración GAS5SPI.

0 1 0 0 1 1 1 1 0 0 0 1 1 1 0 1︸ ︷︷ ︸
nivel−0

nivel−1︷ ︸︸ ︷
0 0 1 1

Figura 5.6: Codificacíon binaria de la configuración GAS5SPII.

seis configuraciones deGA-Stackingcon la finalidad de determinar la mejor de
éstas. A continuación se detallan las codificaciones utilizadas para cada una de las
configuraciones.

GAS5SPI2. La primera de las configuraciones deGA-Stackingen estos expe-
rimentos es similar a la utilizada en los experimentos previos (sección 5.1).
La única diferencia es que en estos experimentos se considera lano presen-
cia de algoritmos en una posición dada del cromosoma. El número ḿaximo
de posibles clasificadores base es cuatro (n = 4) y no se incluyen en la
solucíon los paŕametros de aprendizaje de los algoritmos. El número de al-
goritmos disponibles es siete (m = 7). En la Figura 5.5 se puede apreciar la
codificacíon de las soluciones utilizada en estos experimentos.

El número de genes del cromosoma esTc = 5 y el tamãno en bits esTb = 15.

GAS5SPII. Esta configuracíon es similar a la anterior, con laúnica diferencia
de que, en este caso, el número de algoritmos disponibles es 15 (m = 15).
En la Figura 5.6 se puede apreciar la codificación de las soluciones utilizada
en estos experimentos.

El número de genes del cromosoma esTc = 5 y el tamãno en bits esTb = 20.

GAS5CPI. En esta configuración deGA-Stackingse incorpora a la tarea de
optimizacíon la b́usqueda de los parámetros de aprendizaje de cada uno de
los algoritmos con la finalidad de encontrar la combinación adecuada para un
dominio dado. En estos experimentosm = 7 y n = 5. Debido a la cantidad

2El nombre de las configuraciones deGA-Stackingderiva de,GA-Stacking, “GAS”, el número
de clasificadores que pueden formar el conjunto, “5” y “ 11” (incluyendo el meta-clasificador), la
utilización o no de los parámetros de aprendizaje de los algoritmos, “CP” y “ SP”, y la versíon del
experimento dependiendo del número de algoritmos disponibles, “I” o “II” (7 y 15 respectivamente).
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nombre︷ ︸︸ ︷
0 1 1 0 1 0 0 1 1 1 1 0︸ ︷︷ ︸

parámetros

... n

Figura 5.7: Codificacíon binaria de un clasificador dentro de la configuración GAS5CPI.

nombre︷ ︸︸ ︷
0 0 1 1 0 1 0 0 1 1 1 1 0︸ ︷︷ ︸

parámetros

... n

Figura 5.8: Codificacíon binaria de un clasificador dentro de la configuración GAS5CPII.

de algoritmos que se pueden utilizar y la diversidad de sus parámetros de
aprendizaje, se optó por crear una representación general que incorporase la
mayoŕıa de los paŕametros disponibles. En la Tabla 5.8 se puede apreciar la
relacíon de los paŕametros de aprendizaje de cada algoritmo y el gen que los
representa. Dado que el número y tipo de parámetros de aprendizaje varı́a
de un algoritmo a otro y, que para un mismo algoritmo existen parámetros
mutuamente excluyentes, se diseño una codificacíon lo más general posible,
aunque esto implique que en algunos casos los genes no representen ningún
paŕametro debido al algoritmo de aprendizaje.

En la Figura 5.7 se muestra la codificación de un clasificador dentro del cro-
mosoma que representa las soluciones en estos experimentos. Como se pue-
de apreciar, se utilizan seis genes para representar un clasificador, uno para
el nombre y cinco para codificar los parámetros de aprendizaje del mismo.

El número de genes del cromosoma esTc = 30 y el tamãno en bits esTb =
60.

GAS5CPII. En esta configuración el valor dem = 15. Por esta raźon el
tamãno en bits del cromosoma esTb = 65 mientras que el ńumero de genes
del cromosoma sigue siendoTc = 30. En la Figura 5.8 se puede observar la
codificacíon utilizada. Por otra parte, en la Figura 5.9 se muestra un ejemplo
de la codificacíon de un clasificador que se generará a partir deC4.5.

GAS11SP. En esta configuración deGA-Stackingse amplia el ńumero ḿaxi-
mo de clasificadores base que pueden formar parte del conjunto. En este caso
m = 10 y la codificacíon es similar a la utilizada por GAS5SPII. En cuanto
a la longitud del cromosoma,ésta est́a dada porTc = 11 y Tb = 44.

GAS11CP. En laúltima de las configuraciones deGA-Stackingevaluadas el
número ḿaximo de clasificadores base que pueden formar parte del conjunto
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gen 1=3︷ ︸︸ ︷
0 0 1 1 0 1︸ ︷︷ ︸

gen 2=1

gen 3=0︷︸︸︷
0 0︸︷︷︸

gen 4=0

gen 5=5︷ ︸︸ ︷
0 1 0 1 1︸︷︷︸

gen 6=1

Gen Valor Opcíon
1 3 c4.5
2 1 -R
3 0 -
4 0 -
5 5 -C 0.35
6 1 -A

Figura 5.9: Ejemplo de la representación deC4.5 y sus paŕametros de aprendizaje mediante
una codificacíon binaria.

es 10 al igual que la configuración anterior, pero en este caso se incluyen
los paŕametros de aprendizaje de los algoritmos. Para estos experimentos la
codificacíon es similar a la utilizada por GAS5CPII, tomando en cuenta el
nuevo valor dem. En cuanto a la longitud del cromosoma,ésta est́a dada por
Tc = 66 y su longitud en bits,Tb = 143.
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íon
bi

na
ria

.

`
`

`
`

`
`

`
`

`̀
G

en
es

A
lg

or
itm

o3
N

A
4

N
B

PA
R

T
C

4
.5

IB
k

D
S

D
T

C
P
R

5
R

T
R

F
K

*
V

F
I

C
R

JR
IP

N
N

G
E

H
P

Va
lo

r
0

1
2

3
4

5
6

7
8

9
10

11
12

13
14

15

G
en

#
2

0
-

-
-

-
-

-
-

-
-

-
-

-
-

-
-

-
1

-
-

-
-R

-F
-

-
-

-S
1

-S
1

-B
10

-B
2.

0
-S

2
-O

3
-G

2
-

2
-

-
-

-U
-D

-
-

-
-S

2
-S

2
-B

30
-B

3.
0

-S
3

-O
4

-G
3

-
3

-
-

-
-

-
-

-
-

-S
3

-S
3

-B
40

-B
4.

0
-S

4
-O

5
-G

4
-

G
en

#
3

0
-

-
-

-
-

-
-

-W
A

-
-

-
-

-
-

-
-

1
-

-K
-B

-B
-N

-
-I

-W
B

-K
10

-K
10

-E
-C

-R
-P

-
-

G
en

#
4

0
-

-
-

-
-

-
-

-
-

-
-

-
-

-
-

-
1

-
-

-
-S

-S
-

-
-

-
-

-
-

-E
-E

-
-

G
en

#
5

0
-

-
-C

0.
10

-C
0.

10
-K

1
-

-
-

-
-

-
-

-
-

-
-

1
-

-
-C

0.
15

-C
0.

15
-K

2
-

-
-

-K
5

-I
2

-M
m

-
-N

4
-F

4
-I

2
-

2
-

-
-C

0.
20

-C
0.

20
-K

3
-

-
-

-K
10

-I
4

-M
n

-
-N

5
-F

5
-I

3
-

3
-

-
-C

0.
25

-C
0.

25
-K

4
-

-
-

-K
15

-I
6

-M
a

-
-N

6
-F

6
-I

4
-

4
-

-
-C

0.
30

-C
0.

30
-K

5
-

-
-

-K
20

-I
8

-M
d

-
-N

7
-F

7
-I

5
-

5
-

-
-C

0.
35

-C
0.

35
-K

6
-

-
-

-K
25

-I
10

-
-

-N
8

-F
8

-I
6

-
6

-
-

-C
0.

40
-C

0.
40

-K
7

-
-

-
-K

30
-I

12
-

-
-N

9
-F

9
-I

7
-

7
-

-
-C

0.
45

-C
0.

45
-K

8
-

-
-

-K
35

-I
14

-
-

-N
10

-F
10

-I
8

-
8

-
-

-C
0.

50
-C

0.
50

-K
9

-
-

-
-K

40
-I

16
-

-
-

-
-I

9
-

9
-

-
-C

0.
50

-C
0.

50
-K

10
-

-
-

-K
45

-I
18

-
-

-
-

-I
10

-
10

-
-

-C
0.

50
-C

0.
50

-K
11

-
-

-
-K

50
-I

20
-

-
-

-
-

-
11

-
-

-C
0.

50
-C

0.
50

-K
12

-
-

-
-K

55
-I

22
-

-
-

-
-

-
12

-
-

-C
0.

50
-C

0.
50

-K
13

-
-

-
-K

60
-I

24
-

-
-

-
-

-
13

-
-

-C
0.

50
-C

0.
50

-K
14

-
-

-
-K

65
-I

26
-

-
-

-
-

-
14

-
-

-C
0.

50
-C

0.
50

-K
15

-
-

-
-K

70
-I

28
-

-
-

-
-

-
15

-
-

-C
0.

50
-C

0.
50

-K
16

-
-

-
-K

75
-I

30
-

-
-

-
-

-

G
en

#
6

0
-

-
-

-
-

-
-

-
-

-
-

-
-

-
-

-
1

-
-

-
-A

-
-

-
-

-M
5

-
-

-
-M

3
-N

3
-

-

3
E

s
re

pr
es

en
ta

do
po

r
el

G
en

#1
.

4
N

in
gú
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5.2.4. Configuracíon Experimental

En esta sección se describe en detalle la configuración de los experimentos
llevados a cabo con la finalidad de evaluar las diferentes versiones deGA-Stacking.

Dominios

Para la prueba experimental de las distintas configuraciones deGA-Stackingse
han utilizado 18 dominios del repositorio del UCI. Estos dominios han sido am-
pliamente utilizados en otros estudios sobreStacking. Con el proṕosito de evaluar
GA-Stackingcon un grupo de instancias distintas a las que utiliza como conjunto
de entrenamiento, se ha dividido cada dominio en dos partes: la parteA utiliza-
da para evaluar las configuraciones encontradas por cada una de las versiones de
GA-Stacking, y la parteB que es utilizada como conjunto de entrenamiento para
encontrar la configuración óptima. En la Tabla 5.9 se muestran las caracterı́sticas
de los dominios utilizados.

Tabla 5.9: Descripción de dominios utilizados.

Dominio Atributos Instancias Parte A Parte B Clases
australian 14 690 345 345 2
balance 4 625 312 313 3
breast-w 9 699 349 350 2
car 6 1728 1382 346 4
chess 36 3196 2876 320 2
diabetes 8 768 384 384 2
echo 6 132 66 66 2
german 20 1000 500 500 2
glass 9 214 100 100 6
heart 13 270 135 135 2
hepatitis 19 155 77 78 2
hypo 25 3163 2846 317 2
image 19 2310 1848 462 7
ionosphere 34 351 175 176 2
iris 4 150 75 75 3
soya 35 683 341 342 19
vote 16 435 217 218 2
wine 13 178 89 89 3
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Parámetros de los AG’s

En vista que el espacio de búsqueda de configuraciones se ve incrementado con
la incorporacíon de ḿas algoritmos y los parámetros de aprendizaje deéstos, se
increment́o el ńumero de individuos de la población y el ńumero de generaciones.
Otra diferencia con respecto a los primeros experimentos (sección 5.1) es la tasa
de mutacíon que se vio incrementada con la finalidad de generar cambios en los
individuos en menos generaciones. Los valores de los parámetros de los AG’s para
estos experimentos se muestran en la Tabla 5.10.

Tabla 5.10: Paŕametros de los algoritmos genéticos.

Paŕametro Valores
Poblacíon 50
Generaciones 50
Tasa déelite 0.10
Tasa de desecho 0.40
Tasa de mutación 0.10

Comparación de las Versiones deGA-Stacking

Con el proṕosito de evaluar las distintas versiones deGA-Stacking, cada una de
las configuraciones deGA-Stackingfue ejecutada tres veces en cada dominio con
el conjunto de datosB. El mejor individuo de estas ejecuciones es tomado como la
configuracíonóptima deStackingencontrada por una versión dada deGA-Stacking.
Este individuo no es un conjunto de clasificadores construido a partir deStacking,
sino una configuración de los algoritmos que se deben utilizar para generar los
clasificadores nivel-base y el clasificador del meta-nivel. Todas las configuraciones
encontradas por las versiones deGA-Stackingson comparadas entre sı́ mediante
una validacíon cruzada estratificada de 10 carpetas sobre el conjunto de datosA.
Un t-test pareado se utiliza para medir la significación estad́ıstica con un nivel del
95 %.

Con el proṕosito de calcular la mejora relativa obtenida por las configuraciones
de Stackingencontradas por una versión deGA-Stackingdada sobre el resto de
versiones, se calcula lamejora relativa media(MRM) sobre todos los dominios
utilizados.
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Otros

Tanto las implementaciones de los algoritmos de aprendizaje utilizados, como
la prueba estadı́stica utilizada (t-test), corresponden a la versión 3.4 de WEKA.

Analizando los resultados obtenidos en los experimentos para evitar la sobrea-
daptacíon a los datos de entrenamiento (sección 5.1.2) se puede apreciar que se
evita que los AG’s se sobreadapten tanto a los datos defitnesscomo a los datos
de entrenamiento. Sin embargo,Stackingcuenta con menos datos para generar los
clasificadores que formarán parte del conjunto. Adeḿas puede existir alǵun sesgo
hacia el conjunto defitness. Por esta raźon la funcíon defitnessen estos experimen-
tos se calcula mediante un proceso de validación cruzada de 2 carpetas. Es decir, el
conjunto de datos disponibles se divide en dos partes, primero se entrena con una
de ellas y se obtiene el porcentaje de aciertos sobre la otra parte y viceversa. El va-
lor delfitnesses el promedio de aciertos de la validación cruzada. En la Figura 5.10
se muestra el proceso llevado a cabo para obtener elfitnessde todos los individuos
de la poblacíon.
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Figura 5.10: Ćalculo delfitnessmediante una validación cruzada de 2 carpetas.

Por otra parte,Stackinglleva a cabo un proceso de validación cruzada interna
para construir los datos del meta-nivel. El número de carpetas utilizadas en este
proceso, por omisión, es 10 y al igual que en los experimentos previos, no se ha
incluido como paŕametro en la evolución de las soluciones.
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5.2.5. Resultados Experimentales

En esta sección se muestran los resultados obtenidos en la evaluación de las
diferentes configuraciones deGA-Stacking.

El porcentaje de aciertos de los conjuntos de clasificadores formados a partir
de las configuraciones deStackingencontradas por las distintas versiones deGA-
Stackingse muestran en la Tabla 5.116. Sin embargo, con la finalidad de comparar
el rendimiento de las soluciones encontradas por las distintas versiones deGA-
Stacking, la Tabla 5.12 es ḿas interesante: esta tabla refleja la mejora relativa media
de X sobreY para cada par de solucionesX e Y , al igual que el ńumero de
ganados:perdidos calculado a partir de unt-test realizado sobre los resultados de
una validacíon cruzada de 10 carpetas (1× 10 t-test).

Tabla 5.11: Resultados de la validación cruzada de 10 carpetas de las configuraciones de
Stackingencontradas por las distintas versiones deGA-Stacking.

Dominios GAS5SPI GAS5SPII GAS5CPI GAS5CPII GAS11SP GAS11CP

australian 86.93 87.21 88.11 87.22 88.09 88.08
balance 90.08 94.23 94.54 92.95 94.22 94.23
breast 95.42 95.71 97.14 95.99 96.57 96.28
car 96.02 95.15 97.03 97.18 95.88 97.47
chess 99.27 99.17 99.23 99.24 99.34 99.27
diabetes 73.41 73.93 75.24 73.93 74.99 75.24
echo 86.67 84.17 87.50 90.00 84.17 90.00
german 74.00 75.40 71.00 75.00 71.00 73.60
glass 62.45 63.45 67.27 76.00 66.27 74.55
heart 82.75 83.57 82.03 82.80 75.44 82.75
hepatitis 80.89 80.89 79.64 78.57 80.71 79.64
hypho 99.30 99.12 99.26 98.98 98.95 99.23
images 97.94 97.89 97.56 98.16 97.62 98.10
ionosphere 89.02 90.23 91.93 89.61 90.26 90.23
iris 93.57 92.32 93.57 92.32 94.82 97.32
sonar 97.18 94.27 91.36 93.36 97.18 95.27
vote 95.87 93.07 95.84 95.87 91.75 94.00
wine 94.44 96.67 98.89 97.78 94.31 92.22

Examinando en detalle la Tabla 5.12 se puede ver que la diferencia en la media
de la mejora relativa en todos los dominios entre la distintas configuraciones de
Stackinges baja (entre -1.86 % y 1.82 %). Sin embargo, si se analiza laúltima co-
lumna de la tabla en donde se refleja la cantidad de veces en que las soluciones en-
contradas por las versiones deGA-Stackingson significativamente mejores o peo-
res, en diferencia global, las versionesGA-Stackingque incorporan los parámetros
de aprendizaje de los algoritmos utilizados, están por encima de las que no incor-

6En el Aṕendice B se muestran las comparaciones individuales de cada una de las versiones de
GA-Stackingcon el resto.
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Tabla 5.12: Mejora relativa de las soluciones encontradas por las distintas configuraciones
deGA-Stacking. Las entrenadas en la filaX y columnaY muestran la mejora relativa de
X sobreY en % y en ńumero de ganados:perdidos (de acuerdo a un1× 10 t-test).

GAS5SPI GAS5SPII GAS5CPI GAS5CPII GAS11SP GAS11CP Total
GAS5SPI 0.12 1:1 0.80 1:3 1.46 2:3 -0.22 3:1 1.60 1:3 8:11
GAS5SPII -0.14 1:1 0.66 0:2 1.33 0:2 -0.36 2:0 1.47 0:2 3:7
GAS5CPI -0.81 3:1 -0.67 2:0 -0.67 2:0 -1.03 4:1 0.81 0:1 11:3
GAS5CPII -1.48 3:2 -1.35 2:0 -0.67 0:2 -1.71 4:1 0.14 2:1 11:6
GAS11SP 0.22 1:3 0.36 0:2 1.02 1:4 1.68 1:4 1.82 0:3 3:16
GAS11CP -1.63 3:1 -1.49 2:0 -0.82 1:0 -0.14 1:2 -1.86 3:0 10:3

poranéstos. En otras palabras, GAS5CPI (+8)7, GAS11CP (+7) y GAS5CPII (+5),
est́an por encima de GAS5SPI (-3), GAS5SPII (-4) y GAS11SP(-13).

Como se puede apreciar, la utilización de los paŕametros de aprendizaje de los
algoritmos con el proṕosito de ampliar el espacio de búsqueda de los AG’s obtienen
mejores resultados en comparación a no utilizarlos. Sin embargo, el incremento
del ńumero de algoritmos disponibles y el número de posibles clasificadores en el
conjunto no parece que mejoren elfitnessde las soluciones por sı́ solos. Esto puede
deberse a que el espacio de búsqueda se incrementa significativamente y dado que
se llevan a cabo 50 generaciones de 50 individuos, el número de configuraciones
exploradas es relativamente pequeño en comparación con el espacio de búsqueda.
Por otra parte, si se combinan la utilización de los paŕametros de aprendizaje de los
algoritmos, con el incremento del número de algoritmos y el número ḿaximo de
miembros del conjunto (GAS11CP), los resultados son comparables con la mejor
de las versiones deGA-Stacking. En otras palabras, si se compara GAS5CPI y
GAS11CP, ambos son tres veces significativamente peores que otra configuración
de GA-Stacking, sin embargo GAS5CPI es, en un caso ḿas, significativamente
mejor que otra configuración deGA-Stacking. Pero, si se comparan las diferencias
significativas entre uno y otro, GAS11CP es la mejor de las dos versiones (+1).

En cuanto a la evolución del fitness, en todas las versiones deGA-Stacking
se nota un incremento constante en casi todos los dominios (ver Apéndice B) a
excepcíon de los dominiosechoy sonaren donde se alcanza elfitnessmáximo en
la primera generación.

5.3. Rendimiento deGA-Stacking

Con la finalidad de medir el rendimiento deGA-Stacking, se ha llevado a cabo
una comparativa de los resultados obtenidos mediante la aplicación deGA-Stacking

7El número entre paréntesis indica la diferencia absoluta entre ganados y perdidos
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(versíon GAS11CP) y los resultados obtenidos aplicando los conocidos algoritmos
de generación de conjuntos homogéneos,Boostingy Bagging, adeḿas de otros
algoritmos de generación de conjuntos heterogéneos basados enStacking.

5.3.1. Configuracíon Experimental

En esta sección se muestran en detalle la configuración de los experimentos
llevados a cabo con la finalidad de compararGA-Stackingcon otros ḿetodos de
generacíon de conjuntos y combinación de clasificadores.

Dominios

Con el proṕosito de compararGA-Stackingcon los diferentes ḿetodos de ge-
neracíon de conjuntos, se ha utilizado un subconjunto de los dominios utilizados
en la evaluacíon de las diferentes versiones deGA-Stacking(seccíon 5.2.4). La
seleccíon de estos dominios se llevó a cabo tomando en cuenta el número de cla-
ses, instancias y atributos con la finalidad de utilizar dominios representativos. Los
dominios seleccionados son:australian, balance, car, diabetesy glass.

Parámetros de los AG’s

Como se ha mencionado al principio de esta sección, la configuracíon deGA-
Stackingutilizada para comparar el rendimiento de este método con el resto de al-
goritmos de generación de conjuntos es GAS11CP. Esta versíon tiene como ḿaxi-
mo 10 clasificadores base e incluye la configuración de los paŕametros de aprendi-
zaje de cada uno de los algoritmos utilizados para generar, tanto los clasificadores
base como el clasificador del meta-nivel. Los parámetros de los AG’s utilizados
son los mismos utilizados en los experimentos de comparación de las distintas
configuraciones deGA-Stackingy que est́an reflejados en la Tabla 5.10.

Algoritmos de Aprendizaje

Dentro de los algoritmos utilizados en estos experimentos existen dos cate-
goŕıas. La primera de estas categorı́as incluye los algoritmos de generación de cla-
sificadores individuales. Estos algoritmos son los utilizados porGA-Stackingy los
otros sistemas de construcción de conjuntos basados enStackingpara generar los
miembros del conjunto. La otra categorı́a incluye los algoritmos de generación de
conjuntos y ḿetodos de combinación de clasificadores.

Los algoritmos de generación de clasificadores individuales utilizados son los
que aparecen detallados en los experimentos de comparación de las distintas ver-
siones deGA-Stacking(seccíon 5.2.1). Por otra parte, los algoritmos de generación
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de conjuntos y combinación de clasificadores utilizados se describen a continua-
ción:

VOTO: Sistema de combinación de predicciones mediante votos.

MEJORCV: Sistema que selecciona al mejor clasificador basado en una va-
lidación cruzada del conjunto de entrenamiento.

Bagging. El algoritmo base utilizado esC4.5.

Boosting (AdaBoostM1)El algoritmo base utilizado esC4.5.

SMRMT: Stackingcon modelo déarboles multi-respuesta como se describe
en la seccíon 3.3.2. Dado que un estudio reciente utiliza grupos de tres y
siete algoritmos para generar los clasificadores base [41], se han utilizado
dos versiones de este algoritmo con dos grupos de clasificadores base. El
primer grupo esta compuesto porC4.5, IBk y Naive Bayes, mientras que en
el segundo grupo se agregan K*,Decision Table, MLR y Kernel Density.

SCMLR (StackingC): Stackingcon un ńumero reducido de atributos del meta-
nivel como se describe en la sección 3.3.2. Se han utilizado tres grupos de
algoritmos para generar los clasificadores del nivel-base. En primera instan-
cia, se ha usado el grupo utilizado por Seewald [117] (Decision Table, C4.5,
Naive Bayes, Kernel Density, MLR y K* ). Adeḿas, se han utilizado los gru-
pos de tres y siete algoritmos utilizados por Džeroski yŽenko [41] descritos
en el punto anterior.

SMLR: Stackingcon regresíon lineal multi-respuesta (MLR) propuesta por
Ting y Witten [132]. Ver seccíon 3.3.2. Al igual que en los otros algoritmos
basado enStacking, se han utilizado los grupos de tres y siete algoritmos
descritos anteriormente.

En un estudio reciente realizado por Džeroski yŽenko [41] se lleva a cabo
una comparativa entre los métodos de construcción de conjuntos basados enStac-
king. En este estudio se concluye que SMRMT tiene un mayor rendimiento que
cualquiera de los otros ḿetodos de construcción de conjuntos basados enStacking.

Comparación de los Resultados

Con el proṕosito de estimar la tasa de precisión de los algoritmos usados se
ha utilizado una validación cruzada estratificada de 10 carpetas. A fin de comparar
los resultados obtenidos porGA-Stackingcon cada uno de los algoritmos utiliza-
dos, se ha llevado a cabo el calculo de la mejora relativa que obtieneGA-Stacking
sobre otro algoritmo en cada dominio. Además, se ha llevado a cabo unt-test pa-
reado (1×10) con la finalidad de estimar si la mejora obtenida porGA-Stackinges
estad́ısticamente significativa.
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5.3.2. Resultados Experimentales

El porcentaje de aciertos que obtienen los diferentes algoritmos utilizados en
estos experimentos se encuentra reflejado en la Tabla 5.13. Como se puede apreciar
los resultados obtenidos porGA-Stackingson mejor en 4 de los 5 dominios utili-
zados. Por otra parte, con el propósito de comparar el rendimiento deGA-Stacking
con cada uno de los algoritmos utilizados, en la Tabla 5.14 se muestra la mejora
relativa en porcentaje que obtieneGA-Stackingal compararlo con los otros algo-
ritmos de combinación y su significacíon estad́ıstica basado en unt-test de1× 10.
Los resultados serán analizados en ḿas detalle a continuación.

Comparaciones

En primera instancia se analizarán los resultados deGA-Stackingen compara-
ción con los ḿetodos de construcción de conjuntos homogéneosBaggingy Boos-
ting. Como se puede apreciar en la Tabla 5.14, en cuatro de los cinco dominios
utilizados,GA-Stackinges significativamente mejor queBoosting. En el caso de
Bagging, GA-Stackinges mejor significativamente en tres de los cinco dominios.
Por otra parte, la mejora relativa en ambos casos, supera el 58 %.

Al compararGA-Stackingcon los ḿetodos de combinación por votos (VOTO)
y la seleccíon del mejor por validación cruzada (MEJORCV), se obtienen resulta-
dos distintos. Es decir, si se comparaGA-Stackingcon MEJORCV, en los cinco
dominios utilizados,́este es mejor significativamente en todos los dominios, con
una mejora relativa que ronda el 60 %. Sin embargo, al compararlo con el esquema
de votacíon, las mejoras significativas se reducen a dos de los cinco dominios, pero
la mejora relativa media sigue estando por arriba del 52 %.

Una vez analizados los resultados comparativos de los métodos de construc-
ción de conjuntos homogéneos y otros ḿetodos de combinación de clasificadores,
se comparaGA-Stackingcon los otros ḿetodos de construcción de conjuntos ba-
sados enStacking(SMRMT, SCMLR, SMLR). En primera instancia, al comparar
GA-Stackingcon las dos versiones de SMRMT (tres y siete clasificadores base), se
observa que el ńumero de veces en queGA-Stackinges significativamente mejor
vaŕıa de acuerdo al ńumero de clasificadores base que formen el conjunto de cla-
sificadores generados por SMRMT. GA-Stackinges significativamente mejor en un
dominio ḿas si compara con SMRMT7 en lugar de con SMRMT3. Por otra parte, la
mejora relativa en comparación con ambas versiones ronda el 29 %. En cuanto a las
comparaciones con las tres versiones de SCMLR (tres, cinco y siete clasificadores
base), los dominios en queGA-Stackinges mejor significativamente, es similar en
las versiones SCMLR5 y SCMLR7 (2+). Sin embargo, el ńumero de dominios en
queGA-Stackinges significativamente mejor se ve duplicado si se compara con la
versíon de śolo tres clasificadores base. Por otra parte, la mejora relativa media en
todos los casos es superior al 50 %.
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Por otra parte, si se comparan los resultados deGA-Stackingcon los obtenidos
por SMLR en sus dos versiones (tres y siete clasificadores base) la mejora relativa
media al igual que en los resultados de SCMLR es superior al 50 %, pero además
en tres de los cinco dominios utilizados,GA-Stackinges significativamente mejor
que SMLR.

Estos resultados demuestran que el número de clasificadores base que formen
parte del conjunto influye en el error que puede cometeréste al igual que el tipo de
meta-clasificador que se utilice.

Cabe sẽnalar, como se aprecia en laúltima fila de la Tabla 5.14, que en ningu-
no de los dominiosGA-Stackinges significativamente peor que cualquiera de los
algoritmos con los que se compara.
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Tabla 5.15: Ńumero medio de clasificadores base en las soluciones encontradas porGA-
Stacking.

Dominio # de bases
australian 9.3
balance 9.4
car 9.5
diabetes 9.4
glass 9.6

Descripción de las Soluciones (Individuos)

Con la finalidad de observar la estructura de las configuraciones deStacking
obtenidas medianteGA-Stacking, se han analizados los mejores individuos de cada
una de las carpetas de la validación cruzada estratificada. Es decir, de las tres ejecu-
ciones deGA-Stackingllevadas a cabo en cada una de las carpetas de la validación
cruzada, se ha analizado el mejor de los individuos de la ejecución con mayor valor
en la funcíon defitness.

En la Tabla 5.15 se muestra la media del número de clasificadores base que
poseen las soluciones. Como se puede ver, el número de clasificadores está entre
9 y 10 clasificadores base que es el número ḿaximo que permite la configuración
GAS11CP deGA-Stacking.

En cuanto a los algoritmos utilizados para generar los clasificadores base, en
la Figura 5.11 se muestran el número de carpetas (superiores a seis) en las que
aparece un algoritmo. Como se puede ver, en cada dominio existen entre tres y
cuatro algoritmos que están presentes por lo menos en 7 de las 10 carpetas de la
validacíon cruzada.

Por otra parte, en cuanto al clasificador del meta-nivel, en la Figura 5.12 se
muestran los algoritmos utilizados para generar los clasificadores del meta-nivel
en cada uno de los dominios utilizados. Como se puede apreciar, los mejores in-
dividuos de cada carpeta, tienden a utilizar el mismo algoritmo para generar el
clasificador de nivel-1. Por ejemplo, tanto en el dominio debalancecomo en el
decar, el algoritmo utilizado para generar el clasificador del meta-nivel en todas
las carpetas esRandom Forest. Esto indica que de acuerdo al dominio, la búsqueda
realizada por los AG’s tiende a converger en un mismo algoritmo para generar el
clasificador de nivel-1.

Otros investigadores señalan que utilizar MLR [132, 117] o MRMT [40] para
generar el clasificador del meta-nivel proporciona buenos resultados sin importar
los clasificadores base. Sin embargo, los algoritmos utilizados porGA-Stackingpa-
ra generar el clasificador del meta-nivel varı́an de acuerdo al dominio. Por ejemplo,
Naive Bayes(8/10) paraaustralian, Random Forest(10/10) para los dominioscar y
balance, MLR (8/10) endiabetesy IBk (7/10) englass. Estos resultados muestran
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Figura 5.11: Ńumero de carpetas (seis o más) en la validación cruzada en la que se utilizan
los algoritmos para generar los clasificadores de nivel-base en cada uno de los dominios
utilizados.

que adeḿas de las soluciones propuestas por otros investigadores, existen alterna-
tivas a los algoritmos propuestos, para el meta-nivel, que dependen del dominio.

Evolución delFitness

Otro aspecto a tomar en cuenta en estos experimentos es el comportamiento de
la función defitness. En la Figura 5.13 se puede apreciar la evolución de la funcíon
de fitnesspara cada uno de los dominios utilizados. Los datos utilizados corres-
ponden a la media delfitnessobservado en la validación cruzada. Elfitnessde cada
carpeta es el promedio de las tres ejecuciones llevadas a cabo en dicha carpeta. El
comportamiento delfitnesses muy parecido en todos los dominios: se produce el
mayor incremento en las primeras generaciones y luego se mantiene en constante
crecimiento, incluso al llegar a láultima generacíon. Esto indica que existe una
evolucíon en las soluciones encontradas porGA-Stacking. Adeḿas, dado el cons-
tante incremento delfitness, es viable incrementar el número de generaciones con
la finalidad de encontrar mejores individuos.
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Figura 5.12: Ńumero de carpetas en la validación cruzada en la que se utilizan los algorit-
mos para generar el clasificador del meta-nivel en cada uno de los dominios utilizados.

Discusíon de los Resultados

Al igual que los algoritmos basados enStackingutilizados son variantes de
SMLR, GA-Stackingest́a basado enStackingcon distribuciones de probabilidades
como datos del meta-nivel, lo mismo que SMLR. Seewald [117] presenta resulta-
dos experimentales en donde argumenta que SMLR se comporta peor en dominios
multiclase (si se compara con dominios de dos clases). Seewald argumenta que este
decremento puede ser causado por la dimensionalidad de los datos del meta-nivel
y sugiere como mejora la reducción de esta dimensionalidad (lo que lleva a cabo
SCMLR).

Recientemente, Ďzeroski y Ženko [41], argumentan que en situaciones con
pocos clasificadores base, la utilización de la certeza de las predicciones prevale-
ce. Esto es llevado a cabo mediante un algoritmo denominado SMLRE (ver sec-
ción 3.3.2). En sus resultados Džeroski yŽenko muestran que al incrementar el
número de clasificadores base, la ventaja comparativa de SMLRE sobre SMLR, se
ve reducida. Poŕultimo, y basado en el trabajo de Frank et al. [46] sobre la clasifi-
cacíon por regresíon, sẽnalan queStackingconárboles de decisión multi-respuesta
(SMRMT) presenta un mejor rendimiento queStackingcon regresíon lineal multi-
respuesta dado el uso de distribuciones de probabilidades en el meta-nivel.



CAPÍTULO 5. EVALUACIÓN 69
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Figura 5.13: Evolucíon delfitnessen los dominios utilizados.

Džeroski yŽenko [41] concluyen que SMRMT posee un mejor rendimiento
que SMLR y que SCMLR. Sẽnalan que la ventaja de SCMLR sobre SMLR es la
reduccíon de la dimensionalidad de los datos del meta-nivel, pero que se deja a
un lado informacíon importante. Por esta razón, argumentan que, aparentemente,
SMRMT es capaz de manejar el problema de la dimensionalidad sin dejar datos a
un lado y haciendo uso de estos.

Como se ha visto en las secciones anteriores,GA-Stackinges capaz de encon-
trar configuraciones deStackingcon distribuciones de probabilidades en el meta-
nivel, que en el 80 % de los dominios utilizados logra una mejora relativa sobre
todos los ḿetodos de construcción de conjuntos y combinación de clasificadores
superior al 29 %. Y en un 40 % de los dominios la mejora es significativamente
mejor si se compara con SCMLR y SMRMT. En ninguno de los dominios utiliza-
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dos, cualquiera de los ḿetodos utilizados son significativamente mejores que las
soluciones encontradas porGA-Stacking.

Por otra parte, las soluciones propuestas porGA-Stackingtienden a converger
en un mismo algoritmo para generar el clasificador del meta-nivel el cual puede
variar de acuerdo al dominio. En resumen, qué y cúantos algoritmos tienen que ser
utilizados para generar el conjunto de clasificadores depende en gran medida de
los datos del dominio, por lo que fijar una configuración “a priori” puede llevar a
obtener conjuntos de clasificadores sub-óptimos.



Caṕıtulo 6

Conclusiones y Trabajos Futuros

En esta primera parte de la tesis se ha presentado un método que combina
algoritmos geńeticos y un algoritmo de generación de conjuntos de clasificadores
heteroǵeneos con la finalidad de obtener la mejor configuración de clasificadores
para un dominio dado (GA-Stacking). Como se ha visto,Stackinges una t́ecnica
de generación de conjuntos de clasificadores heterogéneos que utiliza dos niveles
de aprendizaje. En el primer nivel de aprendizaje o nivel base se utilizan datos
del dominio como entrada. Por otra parte, en el segundo nivel o meta-nivel, los
datos son generados a partir de las predicciones de los clasificadores del nivel base.
Al utilizar el conjunto generado porStackingpara clasificar un nuevo ejemplo,
este es dado a los clasificadores del nivel base y basándose en las predicciones
de éstos, el clasificador del meta-nivel determina la clase a la que pertenece el
ejemplo. Un problema inherente aStackinges determinar cúales algoritmos deben
ser utilizados para generar los clasificadores del primer nivel y qué algoritmo debe
ser utilizado para generar el clasificador del segundo nivel. A pesar de que existen
diversos estudios relacionados con la configuración de estos parámetros, no existe
un consenso sobre los valores que deben tomar los mismos.

En esta tesis se propone un método basado en algoritmos genéticos para de-
terminar la configuración óptima de los paŕametros deStackingpara un dominio
dado. Baśandose en la variante deStackingque utiliza distribuciones de probabi-
lidades como datos del segundo nivel,GA-Stackinglleva a cabo una b́usqueda en
el espacio de combinaciones de algoritmos y sus parámetros de aprendizaje, con
el proṕosito de determinar la configuración óptima deStackingpara un dominio
dado.

A fin de estimar la influencia de los parámetros de aprendizaje asociados al
método propuesto, se han realizado experimentos en dieciocho dominios con el fin
de determinar la mejor configuración de estos parámetros.

Con el proṕosito de validar el ḿetodo propuesto, se han llevado a cabo experi-
mentos utilizando cinco dominios para medir su rendimiento frente a variantes de

71
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Stackingy otros ḿetodos de generación de conjuntos.

6.1. Conclusiones

Las principales conclusiones que se extraen al analizar los resultados obtenidos
en la evaluacíon del ḿetodo propuesto se exponen a continuación.

GA-Stackingposee, adeḿas de los paŕametros inherentes a los algoritmos genéti-
cos, tres paŕametros adicionales: el número ḿaximo de posibles clasificadores ba-
se, el ńumero de algoritmos de aprendizaje disponibles y la opción de incluir los
paŕametros de aprendizaje de estos algoritmos en el proceso de búsqueda. Com-
binando estos parámetros se han evaluado seis configuraciones deGA-Stacking.
Analizando los resultados obtenidos por las configuraciones evaluadas se demues-
tra que el ampliar el espacio de búsqueda, no implica que se obtendrá una mejora
significativa en las soluciones encontradas. Por ejemplo, si sólo se incrementa el
número de posibles clasificadores base, los resultados muestran que, a igual núme-
ro de generaciones, se pueden obtener resultados inferiores a los obtenidos por
configuraciones deGA-Stackingcon menos clasificadores. Sin embargo, si además
de incrementar el ńumero de clasificadores, se incluyen los parámetros de aprendi-
zaje de los algoritmos que los generan, los resultados mejoran significativamente.

Con el proṕosito de compararGA-Stackingcon otros algoritmos de genera-
ción de conjuntos, incluyendo las variantes más recientes deStacking, se utiliźo la
versíon deGA-Stackingcuyo espacio de b́usqueda es mayor.

Los resultados empı́ricos demuestran que las soluciones que encuentraGA-
Stackinggeneran conjuntos de clasificadores que al ser comparados con los méto-
dos de generación de conjuntos homogéneos,Baggingy Boosting, muestran me-
jores resultados. De igual forma, si se compara con el mejor de los clasificadores
generados por los algoritmos disponibles seleccionado por validación cruzada o
con la combinacíon estos a trav́es de votos, los resultados deGA-Stackingsiguen
siendo mejores.

Por otro lado, al comparar los resultados deGA-Stackingcon las variantes de
Stackingmás recientes, los resultados varı́an de acuerdo a la configuración propia
de cada algoritmo. Pero, en cualquier caso,GA-Stackingobtiene mejores resultados
en la mayoŕıa de los dominios utilizados.

Las principales diferencias deGA-Stackingcon respecto a los trabajos previos
relacionados conStackinges que eńeste no se seleccionan “a priori” algunos de los
paŕametros deStacking. Por ejemplo, no se determinan con anterioridad a la cons-
trucción del conjunto de clasificadores parámetros como: qúe algoritmo debe ser
utilizado para generar el clasificador del meta-nivel, los parámetros de aprendizaje
de este algoritmo, el ńumero de clasificadores base, cuáles de los algoritmos dispo-
nibles utilizar para generar los clasificadores base, ni los parámetros de aprendizaje
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de estos algoritmos.

La principal ventaja deGA-Stackinges su flexibilidad y el no fijar “a prio-
ri” de los paŕametros de aprendizaje deStacking. Este sistema es muy extensible.
GA-Stackingse puede beneficiar de nuevos algoritmos de aprendizaje puesto que
estos pueden ser fácilmente incorporados en el grupo de algoritmos disponibles,
al igual que sus parámetros de aprendizaje, con cambios leves en la codificación
del cromosoma. Otra ventaja deGA-Stackinges que las soluciones que encuentra
son dependientes del dominio en el cual se aplica, como se puede ver en el análi-
sis de las soluciones encontradas. De esta manera,GA-Stackingse adapta a los
bias y atributos del dominio, mientras de los otros enfoques establecen la misma
configuracíon, independientemente del dominio en el que se apliquen.

6.2. Limitaciones

La principal limitacíon deGA-Stackinges el recurso computacional que re-
quiere para encontrar la configuración óptima deStackingsi se compara con el
resto de los algoritmos que utilizan una configuración fija. Sin embargo, es impor-
tante sẽnalar que, una vez encontrada la configuración y construido el conjunto de
clasificadores, la eficiencia deéste es id́entica a la de un conjunto de clasificadores
construido por otro ḿetodo de generación de conjuntos de clasificadores, depen-
diendo, evidentemente, del número de clasificadores que formen parte del mismo.

6.3. Ĺıneas de Investigacíon Futuras

El trabajo desarrollado en esta parte de la tesis plantea lı́neas de investigación
que pueden ser estudiadas y desarrolladas en un futuro. Entre estas lı́neas se pro-
ponen las siguientes:

Al incrementar la cantidad de algoritmos disponibles e incluir los parámetros
de aprendizaje déestos, el espacio de búsqueda se incrementa de manera
notable. Al llevar a cabo la comparación de las diferentes configuraciones
de GA-Stacking, se opt́o por seleccionar la versión que llevaba a cabo la
búsqueda en el espacio más amplio. Los resultados demuestran que el valor
de la funcíon defitnessmantiene un constante crecimiento incluso al llegar
al lı́mite de generaciones fijado. Es necesario llevar a cabo un estudio con
la finalidad de determinar el número adecuado de generaciones necesarias
para lograr la convergencia de las soluciones en las distintas versiones de
GA-Stacking.

Otro factor a tomar en cuenta en futuros trabajos, es la influencia de la co-
dificación de las soluciones utilizadas. Se plantea la utilización de una codi-
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ficación diploide en donde se codifiquen por separado los algoritmos y sus
paŕametros de aprendizaje, con una tabla de dominancias, con el fin de hacer
más flexible el proceso de aprendizaje.

Dos de las variantes deStackingestudiadas, SMRLE y SCMLR, llevan a ca-
bo una ampliacíon o reduccíon de los datos del meta-nivel respectivamente.
Estas variaciones pueden ser incluidas enGA-Stackingcon la finalidad de
determinar el tipo de datos de meta-nivel más adecuado a un dominio o con-
figuracíon deStackingdada.

Al evaluar la funcíon defitness, GA-Stackingsólo toma en cuenta la precisión
de un conjunto de clasificadores generado a partir deStacking. Sin embargo,
si dos conjuntos poseen la misma precisión, ambos tienen el mismofitness,
pero siguiendo el principio de lanavaja de Occam, debeŕıa primar la solu-
ción más simple. Por esta razón se plantea modificar la función defitnesscon
la finalidad de encontrar configuraciones simples y precisas.

Además deStacking, existen otras técnicas de generación de conjuntos de
clasificadores heterogéneos. Dados los resultados obtenidos al utilizar AG’s
en el proceso de optimización de los paŕametros deStacking, se plantea la
posible aplicacíon deéstos a otras técnicas de generación de conjuntos.



Parte III

Modelado de Agentes mediante
Aprendizaje Automático
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Caṕıtulo 7

Introducci ón

Un equipo de f́utbol vuelve a jugar con un antiguo rival, aquel rival al que no ha
podido ganar en lośultimos ãnos, pero esta vez el nuevo entrenador emplea la tec-
noloǵıa como parte del entrenamiento de su equipo y hace que sus jugadores obser-
ven una y otra vez una serie de vı́deos de partidos anteriores del equipo contrario.
Los defensas observan detalladamente las jugadas ensayadas de los delanteros ri-
vales y los delanteros hacen lo propio con relación a la posicíon y distribucíon de la
defensa rival. Lo que el entrenador busca es que su equipoaprendade lo sucedido
en el pasado, de tal forma que pueda utilizar este conocimiento en busca de mejor
rendimiento. Una vez llegado el gran dı́a, el equipo está preparado y da comienzo
el partido pero el equipo contrario está alineando delanteros no habituales y que
no juegan como juegan los habituales, pero la defensa del equipo está preparada
y observa cuidadosamente el comportamiento del rival y utiliza esta información
para evitar que los delanteros profundicen por las bandas y puedan penetrar en su
área.

Un comando de elite del ejercito está realizando un reconocimiento aéreo del
área enemiga y el comandante en jefe da la orden de silencio absoluto, no puede
haber ninguna comunicación entre los miembros del equipo para evitar ser detec-
tados por el enemigo. La experiencia y los conocimientos de los miembros del
equipo pasan a ser de vital importancia para llevar a cabo la misión. Cada uno de
los miembros del equipo puede utilizar la información de su radar para detectar
los movimientos de los deḿas miembros del equipo y es capaz de interpretar los
mismos de tal manera que se lleve a cabo una estrategia colectiva y elárea enemiga
sea reconocida sin ninguna baja.

Los ejemplos que se han mencionado pueden corresponder a situaciones de la
vida real en donde el conocimiento que se posea de los miembros del equipo con-
trario, en el caso de situaciones competitivas, o de los otros miembros del equipo
del que forma parte, en caso de situación colaborativa, proporcionan información
útil a la hora de tomar una decisión y de llevar a cabo una acción.

76
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El incremento en la investigación en laúltima d́ecada en lo referente a los
agentes y sistemas multiagentes ha propiciado que existan ambientes simulados
en donde los agentes se enfrentan a situaciones de la vida real como las descritas
con anterioridad. Recientemente, una de lasáreas de investigación que ḿas auge
ha tenido en cuanto a lo que agentes se refiere, es la capacidad de un agente de
obtener informacíon del oponente o de un compañero e intentar saber cuál es el
comportamiento que está llevando a cabo, es decir,modelar a los otros agentes.

Seǵun Kitano et al. [81] el modelado de agentes se puede definir como el mo-
delado y razonamiento acerca de las metas, planes, conocimientos, capacidades o
emociones de otro agente. Con tal fin se han utilizado una variedad de técnicas
para obtener el modelo de un agente, entre las que se pueden mencionar las que
han utilizado t́ecnicas recursivas [55, 58], autómatas finitos [17] y t́ecnicas proba-
bilı́sticas [126], entre otras.

Otra manera de modelar el comportamiento de un agente es considerarlo como
una caja negra e intentar modelar su comportamiento en términos de la relación
existente entre sus entradas y salidas. Este tipo de técnicas denominadas IOAM (del
inglésInput-Output Agent Modeling), han sido utilizadas cońexito en el modelado
de usuarios, campo relacionado con el modelado de agentes.

En esta tesis doctoral se utiliza el enfoque que plantean las técnicas IOAM.
Es decir, que los agentes se pueden modelar a partir de sus entradas y salidas. En
primera instancia, se plantea la utilización de t́ecnicas de aprendizaje automático
con la finalidad de construir modelos de los agentes que interactúan con el agente
que construye el modelo. A diferencia de otros enfoques IOAM utilizados en el
área de modelado de usuarios, se pretende aplicar el enfoque propuesto a dominios
dinámicos y complejos con la finalidad de identificar el tipo de técnicas necesarias
para construir el modelo del agente.

Por otro lado, en la mayorı́a de los entornos en donde intervienen agentes no se
puede tener acceso directo a las entradas y salidas del agente a modelar. Esta situa-
ción plantea un problema al enfoque basado en las entradas y salidas del agente.
Por esta raźon, se propone un nuevo enfoque que utiliza técnicas de aprendizaje
autoḿatico para superar esta dificultad. Además, se propone utilizar técnicas de
aprendizaje autoḿatico en la fase de utilización del modelo.

A fin de introducir al lector en el tema tratado en esta segunda parte de la
tesis doctoral, en el capı́tulo 8 se da una panorámica general del estado del arte en
cuanto a modelado de agentes se refiere. La propuesta para llevar a cabo la tarea
de modelar un agente utilizando técnicas de aprendizaje automático se describe
en el caṕıtulo 9. En el caṕıtulo 10 muestran los resultados obtenidos al evaluar la
propuesta presentada. Finalmente, en el capı́tulo 12 se presentan las conclusiones
y trabajos futuros.



Caṕıtulo 8

Estado del Arte

En este caṕıtulo se da una perspectiva global de las investigaciones relaciona-
das con el segundo tema abordado en esta tesis doctoral, el modelado de agentes.

La revisíon de la literatura comienza con la definición del concepto deagente.
A continuacíon se presentan las investigaciones relacionadas con elárea de mo-
delado de agentes, desde el enfoque clásico, representado por la teorı́a de juegos
hasta el reconocimiento de planes.

8.1. ¿Qúe es un Agente?

A pesar del creciente número de investigaciones que se han realizado y se están
realizando dentro delárea de agentes en losúltimos ãnos, no existe una definición
aceptada por todos los implicados en lo referente al término “agente”. Existe una
gran cantidad de definiciones de lo que es un agente, y en lo que todas estas defi-
niciones parecen estar de acuerdo es en el concepto de autonomı́a (i.e. que puede
actuar independiente de otros). Las demás cualidades que debe tener un agente de-
penden del entorno en donde se defina el concepto. Una de las definiciones más
aceptadas es la de Wooldridge [146] en donde establece como requisitos funda-
mentales que debe poseer el agente, su autonomı́a, sociabilidad, capacidad para
reaccionar y para tomar la iniciativa. Además, agrega otras caracterı́sticas menos
convencionales a los agentes como movilidad, benevolencia, veracidad y raciona-
lidad. En [70, 147], se puede encontrar un compendio de definiciones y teorı́as de
agentes.
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8.2. Modelado de Agentes

En dominios competitivos, el conocer datos acerca del conocimiento que posee
un oponente u oponentes proporciona una clara ventaja, dado que se puede utilizar
esta informacíon para predecir, de alguna manera, lo que va a hacer el oponente
y actuar en funcíon de dicha predicción [137]. De igual forma, en dominios co-
laborativos, el poseer información acerca de un compañero adquirida mediante la
observacíon del comportamiento del mismo, sin tener que recurrir a una comunica-
ción expĺıcita, conlleva un ahorro de recursos y permite utilizar los conocimientos
adquiridos en el momento de tomar una decisión de ćomo actuar [127].

La tarea de modelar un agente se puede definir comoel modelado y razona-
miento acerca de las metas, planes, conocimientos, capacidades o emociones de
otro agente[81].

Recientemente, las investigaciones sobre modelado de agente se han visto in-
crementadas especialmente desde el punto de vista de los Sistemas Multiagentes
[122, 78] y la Interaccíon Hombre-Ḿaquina debido sobre todo a la utilidad de po-
seer un modelo de los agentes con que se interactúa (agente o humano) [9].

La utilización de un modelo del oponente no es algo nuevo. Por ejemplo, en
Teoŕıa de Juegos, el objetivo es poder jugaróptimamente contra un oponente. En
un principio los enfoques se centraban en la mecánica del juego pero después se
comprendío que la utilizacíon del conocimiento acerca del oponente podı́a incre-
mentar la eficacia del sistema. Es por eso que se puede considerar a la Teorı́a de
Juegos como la base del modelado de agentes. Otros conceptos que se asocian
con el modelado de agentes son: el reconocimiento de planes, reconocimiento de
comportamiento, modelado de usuario, monitorización de agentes, seguimiento de
agentes y coordinación basada en observación.

Las investigaciones dentro delárea de modelado de agentes se han desarrollado
en una gran variedad de dominios tales como modelado de oponentes en situacio-
nes competitivas, detección de fallos, monitorización de aplicaciones distribuidas
y modelado de usuario, entre otras. También son muchas las técnicas que se han
utilizado para abordar este tema como son el aprendizaje automático, razonamien-
to bayesiano, diagńostico, etc. En las siguientes secciones se hace una revisión de
los distintos modos de abordar este problema.

8.2.1. Enfoque cĺasico - Teoŕıa de Juegos

En t́erminos generales, laTeoŕıa de Juegosexamina el comportamiento es-
trat́egico para la toma de decisiones por parte de los participantes en situaciones de
conflicto.

La Teoŕıa de Juegos, desde el punto de vista clásico, se basa en la construcción
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de una matriz que permite entender el conflicto entre las partes involucradas y
sus posibles soluciones. En el enfoque clásico, se asume que un jugador posee un
conjunto de las posibles acciones que puede realizar y que en cada jugada conoce
dicho conjunto, al igual que conoce el conjunto de acciones que puede realizar el
oponente. De la misma manera se asume que el jugador conoce lautilidad propia y
la del contrario, que pueden recibir al llevar a cabo una jugada. También se asume
que los jugadores son racionales, es decir, que buscan el máximo beneficio propio
(utilidad).

Un ejemplo de t́ecnicas utilizadas en Teorı́a de Juegos para juegos con opo-
nentes es el algoritmo de búsquedaminimax. Minimax asume que se conocen las
posibles acciones que puede llevar a cabo el oponente al igual que se supone que
dicho contrincante está actuando de maneraóptima. En otras palabras, se asume
que el oponente (AGENTE A) actúa para maximizar sus beneficios lo cual, proba-
blemente, sea lo peor para el modelador (AGENTE B).

Sin embargo, minimax es un algoritmo diseñado para dominios con contrin-
cantes (por turno), información completa y acciones discretas. Por el contrario, el
objetivo de esta tesis doctoral es la creación de un marco que permita el modelado
de agentes en entornos con información incompleta, ruidosa, con un espacio con-
tinuo de acciones y en donde no hay turnos. Por otra parte, según [74] en juegos
complejos un agente puede actuar de manera sub-óptima puesto que es muy difı́cil
o imposible encontrar una estrategiaóptima.

Otra de las suposiciones que se encuentran detrás del algoritmo minimax es
que no se posee información acerca del proceso de toma de decisiones del opo-
nente. Por esta razón Carmel y Markovitch [16] proponen una generalización del
mismo para que incorpore modelos de oponentes en la búsqueda. En dicho trabajo
se asume que existe un conjunto fijo de modelos que abarcan a todos los posibles
oponentes. Carmel y Markovitch definen el modelo del oponente como una estruc-
tura recursiva que está formada por la función de evaluación del oponente y su
modelo de jugador. Al seleccionar una acción que llevar a cabo, el algoritmoM∗
genera los sucesores del estado actual, luego aplica el modelo del oponente sobre
cada sucesor para obtener la respuesta del oponente. Porúltimo, evaĺua cada una de
estas respuestas aplicando el algoritmo de manera recursiva (con una profundidad
definida).

Al igual que el minimax, este algoritmo está disẽnado para juegos de turnos y
no se pueden aplicar directamente a sistemas multiagente en donde se interactúe
por turnos. Por otra parte, la utilización de este algoritmo en sistemas en donde el
número de acciones posibles a realizar no sea discreto, hace que la comprobación
recursiva de todos los posibles estados no sea factible. Por otra parte, puede resultar
difı́cil la creacíon de una funcíon de evaluación eficiente y precisa.

En un trabajo posterior [17], Carmel y Markovitch presentan un método donde
el modelo del oponente es inferido basándose en su comportamiento previo (en-
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trada/salidas). Este modelo es representado como un autómata finito determinista
(AFD). Una vez que se posee el modelo, se utilizaéste (predicciones) para diseñar
la estrategia que maximice la recompensa del agente modelador en un entorno de
juego repetitivo de dos jugadores. Puesto que el AFD utiliza una tabla de observa-
ciones para mantener un modelo consistente con el comportamiento del oponente,
este enfoque se ve limitado a dominios discretos. De igual forma posee una alta
sensibilidad al ruido. Carmel y Markovitch limitan las estrategias del oponente a
estrategias que puedan ser modeladas con un AFD.

8.2.2. Modelos de Usuarios

Otra área de estudio relacionada con el modelado de agentes es el modelado
de usuario ouser modeling. En principio este campo era designado con el nombre
de modelado de estudiantes, pero debido al el incremento del comercio electrónico
y las aplicaciones en laworld-wide-web, las investigaciones dentro delárea de
recuperacíon de la informacíon se han visto incrementadas, lo que ha provocado el
cambio de denominación [143].

Se define modelo de estudiante como una aproximación, posiblemente par-
cial, de una representación cualitativa del conocimiento del estudiante sobre un
dominio, tema o caracterı́stica del dominio particular, teniendo en cuenta total o
parcialmente los aspectos especı́ficos del comportamiento del estudiante [119].

Entre los distintos enfoques utilizados para encarar el problema del modelado
de usuarios se encuentra el aprendizaje automático. Seǵun Webb [143], dependien-
do del proṕosito para el cual se desee adquirir el modelo del usuario,éste vaŕıa en
su formacíon. Seǵun Webb, los modelos de usuarios pueden buscar describir:

los procesos cognitivos detrás de las acciones del usuario

las diferencias entre las habilidades del usuario y las habilidades del experto

los patrones de comportamiento del usuario o preferencias del usuario, o

caracteŕısticas del usuario.

La mayor parte de las aplicaciones del aprendizaje automático al modelado
de usuarios se centran en los dos primeros puntos. Sin embargo en [142] Webb
presenta un paradigma para el modelado basado-en-caracterı́stica (Feature-Based
Modeling- FBM) que se centra en la adquisición de patrones de comportamiento
del usuario y no en intentar modelar el proceso cognitivo subyacente. El trabajo
de Webb es un ejemplo del tipo de técnicas denominadas IOAM (Input-Output
Agent Modeling). Este tipo de t́ecnicas han sido utilizadas conéxito en el modelado
de estudiantes. Por ejemplo el modelado basado en la relación (Relational Based
Modeling - RBM) [86], el FBM y el C4.5-IOAM [21] han demostrado una alta
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precisíon en la prediccíon en el dominio de la resta elemental. Tanto el FBM como
el RBM utilizan ḿetodos de inducción disẽnados para esta tarea, mientras que
C4.5-IOAM utiliza C4.5 [110] como mecanismo de inducción.

En esta tesis se utilizan técnicas de aprendizaje automático, entre ellasC4.5,
con representación atributo-valor, en donde los atributos son las caracterı́sticas de
las acciones y del contexto de las tareas. Es decir, el modelo adquirido posee rela-
ciones del tipoX → a, en dondeX es un conjunto de caracterı́sticas del entorno y
a es una acción simple. El presente trabajo utiliza este enfoque a la hora de adqui-
rir el modelo de otro agente, aunque se aplica a otro tipo de dominios (dinámicos,
continuos, ruidosos, etc).

8.2.3. Reconocimiento de Planes

El reconocimiento de planes, como su nombre indica, mantiene una relación
con la planificacíon tradicional en Inteligencia Artificial. Sin embargo, a diferencia
de la planificacíon tradicional, en la cual la tarea principal es la generación de una
serie de pasos a seguir para llegar a una meta y la ejecución de dicho plan consiste
en la aplicacíon secuencial de las acciones planificadas, en el reconocimiento de
planes la tarea principal es la inferencia del plan o planes que está siguiendo un
agente a partir de la observación de sus acciones.

Existe una gran cantidad de investigaciones realizadas en elárea de recono-
cimiento de planes en laśultimas dos d́ecadas. Por ejemplo, a principios de los
años 80 Cohen et al. [24] distinguen entre dos clases de reconocimiento de planes,
los denominados“Key hole” y los intencionados. Kautz y Allen [80] definen el
reconocimiento de planes como el problema de identificar un conjunto mı́nimo de
acciones de alto nivel suficientes para explicar el conjunto de acciones observadas.
Esta investigación es considerada como la base de una gran parte de los trabajos de
reconocimiento de planes [60].

Pollack [104] hace una formalización lógica del reconocimiento de planes en
situaciones en donde los agentes pueden construir planes inválidos. Adeḿas, argu-
menta que un plan puede ser visto, no como una fórmula est́atica que determina
una accíon, sino como actitudes mentales complejas.

En [136] van Beek y Cohen estudian el reconocimiento de planes en sistemas
pregunta-respuesta, de tal forma que este reconocimiento del plan, detrás de las
preguntas del usuario, permita generar una respuesta apropiada. Plantean la nece-
sidad de resolver o no la ambigüedad utilizando la comunicación con el usuario.

Charniak y Goldman [19] proponen un enfoque probabilı́stico general para el
reconocimiento de planes que puede explı́citamente razonar sobre la incertidum-
bre en sistemas multiagente. Este trabajo está relacionado con [68], en donde Hu-
ber et al. describen ḿetodos que trasladan los posibles planes que puede ejecutar
otro agente generados por un planificador a redes de creencias probabilı́sticas para
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respaldar la tarea de reconocimiento de planes. En [67], Huber utiliza el enfoque
anterior aplićandolo a la monitorización del trabajo de equipos en un dominio mi-
litar de reconocimiento, incentivado, sobre todo, por lo poco fiable y costoso de
las comunicaciones en este dominio. En [69], Huber estudia el uso del reconoci-
miento probabiĺıstico de planes aplicados a la coordinación por observación en el
dominio Netrek1. Huber demuestra que los agentes que utilizan el reconocimiento
de planes para coordinarse superan a los agentes que utilizan comunicación para
coordinarse.

Devaney y Ram [29] realizan una combinación de reconocimiento de patro-
nes, reconocimiento de planes y seguimiento de objetos para el reconocimiento
de t́acticas militares durante batallas de entrenamiento. De igual forma, Intille y
Bobick [73] presentan un marco probabilı́stico para reconocer jugadas de fútbol
americano. Las jugadas están descritas en forma de metas para los agentes y li-
mitadas por restricciones temporales entre las acciones. Al igual que Charniak y
Goldman [19] y Huber [68], utilizan redes de creencias para incorporar las ob-
servaciones. Ambas investigaciones utilizan datos generados a partir de agentes
humanos.

Washington [139] propone una variante del reconocimiento de planes en la
coordinacíon con otros agentes o procesos representados como Procesos de Deci-
sión de Markov Parcialmente Observables (POMDP). Washington se enfoca sobre
todo en hacer este proceso computacionalmente tratable. Cabe señalar que en es-
te trabajo el agente que monitoriza no ejerce ninguna influencia sobre el agente
monitorizado.

Recientemente Goldman et al. [60] presentaron un marco probabilı́stico para el
reconocimiento de planes basado en la ejecución de los planes y no en la concep-
ción de los planes como objeto formal.

Tambe [128] presenta un algoritmo para el “seguimiento de agentes” en en-
tornos flexibles y reactivos (RESC: REal-time Situated Commitments). Mediante
RESCun agente puede llevar a cabo el seguimiento de otro agente infiriendo una
jerarqúıa de operadores (del agente modelado) aprovechando su propia arquitec-
tura. De esta forma ejecuta el modelo del otro agente y compara las predicciones
generadas por el modelo con las acciones del otro agente para verificar posibles fa-
llos. Adeḿas,RESCutiliza una t́ecnica de retroceso para recuperarse de los fallos
que se puedan dar por la presencia de ambigüedades. Los agentes se desarrollan
utilizando la arquitecturaSOAR[88]. Esta t́ecnica est́a basada en lo que se cono-
ce como reconocimiento de planes reactivos y elaborado para funcionar en tiempo
real y con aplicacíon pŕactica en dominios militares con información parcialmente
observable. Algunos autores no consideran esta investigación dentro deĺarea de
reconocimiento de planes porque no se ciñe estrictamente a la definición dada por
Kautz y Allen [80]. En cambio otros autores la consideran como reconocimiento

1Netrek es un juego de simulación de batalla multijugador basado en Start Trek
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de planes reactivos.

En [127] Tambe amplı́a el trabajo realizado en [128] con el fin de recono-
cer planes ejecutados por equipos, como equipos y no como agentes individuales.
RESCteam est́a basado enRESC, pero incluye mejoras para afrontar la tarea de
formacíon de sub-equipos, asignación de roles y desviación de sub-equipos. Los
modelos de equipo que utiliza están basados en elMarco de Intenciones Conjun-
tas [23]. RESCteam se enfoca explı́citamente en la explotación del razonamiento
del trabajo en equipo. Kaminka et al. [79], desarrollan un algoritmo de reconoci-
miento de planes reactivos llamadoRESL(REal-time Situated Least-commitment).
La representación que utilizaRESLes similar a la que utilizaRESCteam con la dife-
rencia de que cuandoRESCteam se utiliza en entornos no colaborativos utiliza una
heuŕıstica del peor-coste. De esta forma sólo razona sobre las hipótesis que impli-
can el mayor costo para el agente que realiza la monitorización. En cambio,RESL
permite la representación de varias hiṕotesis y la utilizacíon de distintos ḿetodos
de eliminar la ambig̈uedad.

Las investigaciones sobre reconocimiento de planes citadas hasta este punto
asumen que el agente modelador posee cierto conocimiento acerca de los planes
que puede ejecutar el agente modelado, i.e. librerı́a de planes. La tarea del agente
entonces es identificar cuál de estos planes es el que está siguiendo el otro agente.

Por otra parte, Kaminka et al. [78], proponen técnicas para convertir entradas
dinámicas, complejas, continuas y multivariadas correspondientes a los estados del
mundo, en series temporales de comportamientos atómicos reconocidos que luego
son analizados para encontrar subsecuencias repetidas de eventos que caractericen
el comportamiento de un equipo. Para llevar a cabo esto, se utilizan “reconocedo-
res” que interpretan las entradas de los sensores en busca de “eventos”. Una vez
almacenados los eventos en untrie [82] utiliza técnicas estadı́sticas que permitan
realizar un ańalisis estad́ıstico de los eventos en busca de secuencias de comporta-
miento.

8.2.4. Otros Enfoques en Sistemas Multiagentes

Además de los ḿetodos utilizados para el modelado de agentes que se han
mencionado, basados en la teorı́a de juegos y el reconocimiento de planes, existen
otro grupo de trabajos relacionados con el modelado de agentes propiamente dicho.

Entre estos ḿetodos se puede señalar el Ḿetodo de Modelado Recursivo (Re-
cursive Modeling Method - RMM) [38, 39, 55, 56, 57, 58, 101] muy relacionado
con la teoŕıa de juegos. MedianteRMM, un agente puede representar y utilizar el
conocimiento que posee sobre sus pagos esperados al realizar una acción y el pago
que reciben los deḿas mediante las matrices de pago. De esta manera un agente
puede modelar el estado interno de otro agente y sus estrategias a la hora de llevar
a cabo una acción. Este ḿetodo es recursivo porque un agenteA puede modelar a
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otro agenteB y éste a su vez modelar al agenteA y el agenteA a su vez modelar
lo que cree que el agenteB sabe déel y aśı sucesivamente (modelos anidados).
Sólo se deja de modelar cuando se alcanza el conocimiento cero, es decir cuan-
do no se posee información del agente que está siendo modelado. Esta estrategia
puede llegar a conducir a jerarquı́as (matrices de pago) muy profundas y costosas
de analizar. Vidal y Durfee [137] y Durfee [37] proponen técnicas para limitar la
profundidad de la jerarquı́a de matrices.

Un problema del enfoque delRMMes que asume que conoce el estado interno
de los otros agentes, al igual que sus posibles acciones con el fin de construir la
matriz de pago. Esta suposición es poco realista puesto que en entornos reales se
tiene poca o ninguna información del estado interno de los otros agentes, problema
que se busca abordar en esta tesis doctoral.

A pesar de que las matrices de pago utilizadas enRMM resumen la informa-
ción contenida en los diagrama de influencia [101], Suryadi y Gmytrasiewicz [126]
utilizanéstos para representar los modelos de los agentes indicando que los diagra-
mas de influencia [65] brindan una mejor percepción del problema de aprendizaje.
Mediante estos modelos un agente puede interactuar con otros agentes y predecir
su comportamiento. Presentan un marco para crear modelos de agentes basados
en sus capacidades, creencias y preferencias. Parten de modelos previos, represen-
tados como diagramas de influencia, y de un historial del comportamiento de un
agente. Se pueden construir nuevos modelos ajustando los parámetros del diagrama
de influencia que representa el modelo.

Hu y Wellman [66] llevan a cabo una serie de experimentos en donde crean mo-
delos de otros agentes utilizando métodos de regresión. Realizan las predicciones
de dos maneras. Mediante la primera sólo se toma en cuenta el comportamiento
previo del otro agente y se modelaéste utilizando series temporales sin intentar
modelar el proceso de decisión del agente. En el segundo caso, se asume que el
otro agente está intentando maximizar su recompensa, de tal forma que existe una
relacíon funcional entre las acciones de los agentes y sus estados internos. Este
método posee niveles de recursividad atendiendo al tipo de forma funcional que se
asuma. Este trabajo considera la versión “on-line” del modelado de agentes y utili-
za como dominio de prueba un sistema de subastas (doble). Hu y Wellman asumen
que todos los estados del otro agente son observables y que cada agente conoce su
función de pago.

Garrido et al. [53] llevan a cabo un estudio empı́rico cuyo fin es cuantificar los
beneficios que puede obtener un agente al modelar a otro. Para esto utilizan como
dominio de aplicacíon el Juego de Asignación de Reuniones (Meeting Scheduling
Game) [52]. Utilizan distintos tipos de estrategias, desde una estrategia aleatoria
en donde el agente no utiliza información acerca de los otros agentes, hasta es-
trategia de oŕaculo en donde el agente supone correctamente toda la información
acerca del otro agente. Adicionalmente, crean estrategias que van decrementando
el conocimiento que posee el agente acerca del otro agente e incrementan la capa-
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cidad de modelado utilizando modelos probabilı́sticos. En [54] amplı́an el trabajo
arriba mencionado e introducen un agente capaz de modelar a otros agentes uti-
lizando modelos probabilı́sticos y capaz de actualizar dichos modelos de manera
incremental e iterativa mediante un mecanismo bayesiano.

Quizás uno de los dominios de prueba más utilizados, en cuanto a agentes se
refiere, es el simulador de fútbol de laRoboCup[81]. Dentro de las competiciones
que se llevan a cabo en laRoboCup, existen categorı́as que incluyen agentes fı́sicos
y otras que se desarrollan en entornos simulados. Uno de estos entornos simulados
est́a basado en un sistema cliente/servidor denominadoSoccer Server System[100].
Basados en este servidor, existen actualmente tres competiciones, la liga 2D, la liga
3D y la competicíon de entrenadores (coach). Las ligas 2D y 3D son partidos de
fútbol simulados en donde interactúan 22 agentes, 11 por equipo, simulando un
partido de f́utbol en dos y tres dimensiones respectivamente. Por otra parte, en
la liga decoach, los 22 agentes que interactúan son estándar y la competición
consiste en crear un agenteentrenadorque d́e consejos al equipo que entrena con
la finalidad de aprovechar la visión del partido quéeste posee. Dado que en los
últimos ãnos las ligas de simulación se han convertido en un conocidotestbeden
el área de agentes, han sido desarrolladas una serie de investigaciones relacionadas
con el modelado de agentes en estos dominios. Cabe destacar que la mayorı́a de los
trabajos relacionados con el modelado de agentes dentro de la liga de simulación
se basan en la utilización del agentecoacho entrenador. Ejemplos de estos trabajos
se detallan a continuación.

Stone et al., [124] proponenIMBBOP (Ideal Model Based Behavior Outcome
Prediction). Esta t́ecnica predice las acciones de otro agente (compañero u oponen-
te) en relacíon con el comportamiento ideal del agente en una situación dada. Es
decir,IMBBOPno asume que el agente esté llevando a cabo las acciones definidas
como “óptimas” para el agente, sino que describe su comportamiento esperado co-
mo una desviación de estéoptimo. Este comportamiento ideal es independiente del
agente. De esta forma,éste puede ser calculado basándose śolo en un modelo de la
dinámica del entorno (dominio). A excepción de los trabajos que se detallan pos-
teriormente, Stone lleva a cabo un modelado de bajo-nivel (agente-agente). Cabe
sẽnalar que asumir que el contrario está actuando de maneraóptima podŕıa llevar a
conclusiones erróneas.

En [34], Druecker et al. utilizan una red de neuronas artificiales para clasificar
los posibles tipos de formación del equipo contrario con el fin de comunicar a los
agentes unacontra-formacíon. En esta tesis doctoral se busca realizar un modela-
do a bajo nivel (agente-agente) y no reconocer formaciones del oponente, aunque
esta informacíon pueda servir como información adicional a la hora de resolver
ambig̈uedades.

En [112], Riley asume que se conocen“a priori” un ńumero de “clases de
adversarios” e intenta clasificar el comportamiento del equipo oponente basándose
en la equiparación de los datos de los sensores con las clases predefinidas.
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Recientemente, Riley y Veloso [113], presentaronATAC(Adaptive Team - Ad-
versarial Coaching) en donde el agentecoach(entrenador) genera planeson-line
en forma de “Redes Temporales Simples” [26] basadas en el reconocimiento de
los planes del oponente y luego los comunica a sus compañeros de equipo para que
lleven a cabo el plan de manera distribuida. El agentecoachposee“a priori” un
conjunto de modelos del oponente los cuales son representaciones probabilı́sticas
de las posiciones de los oponentes. A la hora de seleccionar un modelo utilizan
Naive Bayes [77].

Baśandose en [112], Steffens [122] presenta un marco llamadoFBDOM (Fea-
ture Based Declarative Opponent Modeling) para el modelado de oponentes en
sistemas multiagente. Este sistema asume que un agente puede identificar ciertas
caracteŕısticas en el oponente que describen su comportamiento. Dicho comporta-
miento puede ser formalizado utilizando una extensión del lenguaje que utiliza el
agente “entrenador” para comunicarse con el resto de los jugadores en el simula-
dor. De esta forma, cuando se observa el comportamiento de un equipo, se busca
emparejar este comportamiento con alguno de los modelos de oponentes que se
poseen“a priori” .

8.3. Conclusiones

Se ha presentado una serie de investigaciones relacionadas con el modelado de
agentes aplicadas a una amplia gama de dominios. Algunos de estos trabajos asu-
men la existencia de información completa o alguna suposición de conocimiento
interno de los otros agentes. En esta tesis doctoral se busca la creación del modelo
de otros agentes basándose śolo en la observación de su comportamiento. En cuan-
to a las investigaciones que han utilizado como dominio de prueba el simulador de
fútbol de laRoboCup, uno de los dominios de prueba de esta tesis, una gran parte
de éstas se centra en el modelado a alto-nivel (equipos). Esta tesis doctoral tiene
por objetivo el modelado de agentes a bajo-nivel, es decir, de agente a agente. Por
ejemplo, un delantero podrı́a aprender a predecir si el portero va a salir en busca o
no de la pelota, y de esta manera actuar en consecuencia.



Caṕıtulo 9

Modelado de Agentes

Se supone que el comportamiento de un agente puede ser descrito en términos
de sus entradas y salidas. Si se piensa en todas las posibles entradas,éstas pueden
ser representadas como un grupo de parámetros de entrada. Por lo tanto, hay una
clara analoǵıa con la tarea de clasificación en la cual cada parámetro de entrada
del agente puede ser representado como un atributo que puede tener tantos valores
como el correspondiente parámetro. En relación con la salida, puesto que se han
seleccionado un grupo de tareas que poseen la caracterı́stica de generar decisiones
enun paso(soluciones que no requieren de un conjunto de pasos, como en planifi-
cacíon), se puede pensar enéstas como salidas atómicas. En t́erminos de una tarea
de clasificacíon, esto permite definir una clase por cada posible salida. De esta ma-
nera, la tarea de modelado se convierte en una tarea de clasificación. Por ejemplo,
en el simulador de fútbol (sistema cliente-servidor) de laRoboCup, uno de los do-
minios seleccionados para probar la viabilidad de esta propuesta, las entradas del
agente son los datos que recibe a través de sus sensores de cuerpo, auditivo y de
visión (enviados por el servidor) y la salida son las posibles acciones que puede
llevar a cabo (enviándolas al servidor).

Una vez se ha determinado la tarea de clasificación, cualquier t́ecnica de cla-
sificacíon puede ser empleada para resolver esta tarea: aprendizaje basado en ins-
tancias [1],́arboles de decisión [105], aprendizaje de reglas [94, 107], o redes de
neuronas [114]. Sin embargo, además de obtener el modelo de un agente, se quiere
que este modelo sea relativamente fácil de entender y depurar para lo cual se nece-
sita utilizar algoritmos que utilicen una representación declarativa. Por esta razón,
se propone utilizar técnicas de aprendizaje automático comoárboles de decisión o
generadores de reglas.

En la realizacíon de esta tesis doctoral se han tomando dos vertientes. En la
primera, a la cual se le ha denominadoModelado de Agentes Basado en Trazas
(MABT), se presupone que el agente modelador tiene acceso directo a las entradas
y salidas del agente a modelar, mas no ası́ a su estructura interna. Es decir, se
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poseen datos del comportamiento del agente a modelar generados en interacciones
previas. La segunda de las vertientes desarrolladas en esta tesis, aborda la tarea de
modelado en situaciones más complejas, en donde el agente modelador no tiene
acceso directo a las entradas y salidas del agente a modelar. Por esta razón, el
modelado debe realizarse en dos fases, la observación y recoleccíon de datos y, el
modelado en śı. El esquema propuesto para resolver esta tarea ha sido denominado
Modelado de Agentes Basado en la Observación (MABO).

9.1. Modelado de Agentes Basado en Trazas (MABT)

Una suposicíon inherente a MABT es el acceso directo a las entradas y salidas
del agente a modelar. Es decir, el agente modelador, AGENTE B, tiene acceso a los
pares entrada/salida generados por el AGENTE A en situaciones pasadas.

En la Figura 9.1 se muestra el marco general del Modelado de Agentes Basado
en Trazas. Como se puede apreciar, el proceso de modelado requiere una etapa
previa en donde se registran las interacciones del AGENTE A con el entorno y con
el propio AGENTE B. En esta etapa se forman los pares entrada/salida en donde la
entradas son los datos recibidos por los sensores del AGENTE A y la salida es la
accíon llevada a cabo poŕeste.

Agente

Registro
de Datos Agente

EntradasEntradas

A
módulo

de construcción
del modelo

módulo
de 

razonamiento

B

Registro de Trazas Modelado Razonamiento

Entorno

traza del
Agente A

Agente B

m:modelo

del Agente A

salidas

salidas
Agente A

Figura 9.1: Marco general del Modelado de Agentes Basado en Trazas (MABT).

En cuanto al AGENTE B o agente modelador, MABT propone la incorporación
de dos ḿodulos a la arquitectura del agente con la finalidad de llevar a cabo la tarea
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de modelado del AGENTE A. El primero de estos ḿodulos, denominadoMódulo
de Construccíon del Modelo(MCM), es el encargado, como su nombre indica, de
llevar a cabo la construcción del modelo del AGENTE A. El otro módulo propuesto
dentro de MABT se denominaMódulo de Razonamiento, (MRA), cuya funcíon
principal es utilizar el modelo del AGENTE A en el proceso de tomar la decisión
sobre qúe accíon llevar a cabo.

El núcleo delMCM son una o varias técnicas de aprendizaje automático capa-
ces de generar el modelo del AGENTE A, m, baśandose en los datos adquiridos en
la etapa del registro de trazas. Por otra parte, la arquitectura delMRA puede ser
desde el modelo del AGENTE A, en el caso ḿas simple, hasta procesos de razona-
miento complejos que incorporen parte de la arquitectura original del AGENTE B
con t́ecnicas de aprendizaje automático con el fin de determinar la mejor acción en
un momento dado.

La tarea de modelado llevada a cabo en este enfoque, entra dentro de las técni-
cas conocidas como IOAM (Input/Ouput Agent Modelling). Los enfoques IOAM
asumen que se puede modelar a un agentes a partir de sus entradas y salidas. Un
enfoque similar al utilizado en MABT es el modelado basado-en-caracterı́sticas
(Feature Based Modelling- FMB) [142]. FMB es aplicado al modelado de es-
tudiantes. Los dominios de aplicación del MABT van ḿas alla del modelado de
estudiantes.

El objetivo de este esquema es conocer el lı́mite superior que se puede alcanzar
en el modelado de otros agentes, puesto que en la práctica en la gran mayorı́a
de los dominios en donde intervienen agentes, no se tiene acceso directo a las
entradas/salidas del agente a modelar.

9.2. Modelado de Agentes Basado en la Observación
(MABO)

En MABT se dispone de antemano de un conjunto de datos que representan
las entradas y salidas del agente a modelar. Este enfoque se puede aplicar en do-
minios est́aticos en donde se disponga de los datos“a priori” y se desee obtener
un modelo del AGENTE A. Sin embargo, en gran parte de los dominios en donde
intervienen agentes no se puede contar“a priori” con este conjunto de datos. Por
esta raźon, se extendió el marco propuesto anteriormente a un nuevo enfoque que
incluye un ḿodulo para la obtención de estos datos. Por ejemplo, en uno de los
dominios utilizados para la evaluación de esta propuesta, el simulador de fútbol
de laRoboCup, un equipo o en este caso un jugador, no tiene acceso directo a las
entradas del oponente (o compañero) en tiempo real, es decir, a lo que realmente
est́a observando para tomar decisiones de que acciones ejecutar. Tampoco conoce
qué accíon ha realizado. Por esta razón el agente modelador tiene que obtener datos
sobre el oponente desde su punto de vista e inferir la acción que ha llevado a cabo.
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En otras palabras, el agente que lleva a cabo la tarea de modelado debe ser capaz
de inferir las acciones que ha realizado el agente a modelar en instantes anteriores
a partir de sus propias entradas.

Dada la necesidad de adquirir los datos para llevar a cabo la tarea de modelado
MABO lleva a cabo en dos fases. La primera de estas fases es la creación de un
módulo geńerico capaz de etiquetar laúltima accíon llevada a cabo por el AGENTE

A basado en la observación del comportamiento déeste (Módulo de Etiquetado de
Acciones -MEA). La necesidad de utilizarMEA surge al querer modelar el com-
portamiento de otros agentes en dominios dinámicos en donde no se tiene acceso
directo a las entradas y salidas de los demás agentes que interactúan en el entorno
(lo que exactamente está percibiendo el otro agente a través de sus sensores y la
accíon que lleva a cabo en un momento dado). La segunda fase dentro de MABO
es la creacíon del modelo del otro agente basado en los datos generados porMEA.
Esta tarea es llevada a cabo por elMódulo de Creacíon del Modelo(MCM). Dado
que el poseer el modelo del agente con que se está interactuando proporciona una
ventaja comparativa sólo si éste es utilizado, en MABO se propone la incorpora-
ción de un ḿodulo adicional denominadoMódulo de Razonamiento(MRA), cuya
finalidad es la de utilizar el modelo generado en la etapa previa.

La Figura 9.2, se muestra el marco general delModelado de Agentes Basado
en la Observacíon.
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Figura 9.2: Marco general del Modelado de Agentes Basado en la Observación (MABO).
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9.2.1. Módulo de Etiquetado de Acciones (MEA)

Con el proṕosito de predecir el comportamiento del agente a modelar (AGEN-
TE A), es necesario obtener un número suficiente de instancias de la forma entra-
da/salida, de tal forma quéestas puedan ser utilizadas para aprender. Sin embargo,
en la mayoŕıa de los dominios en donde intervienen agentes, las entradas y sali-
das del AGENTE A no son accesibles directamente por parte del agente modelador
(AGENTE B). O, mejor dicho, las acciones del AGENTE A deben ser inferidas por
el AGENTE B mediante la observación del comportamiento déeste.

El proṕosito delMEA es clasificar las acciones llevadas a cabo por el AGENTE

A baśandose en las observaciones deéste realizadas por el AGENTE B. Esto puede
ser visto como una tarea de clasificación. En este caso, se necesitan instancias de
la formadatosdel agenteA, accíon del agenteA en donde los datos del AGENTE

A son generados por el AGENTE B, tal y comoéste lo percibe cuando realiza la
accíon.

Una descripcíon general del ḿodulo de etiquetado de acciones se muestra en
la Figura 9.3
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Figura 9.3: Creación del Módulo de Etiquetado de Acciones.

Dependiendo del dominio, existe una serie de acciones genéricas que se eje-
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cutan de la misma manera independientemente del agente que la ejecute. Por esta
raźon, elMEA es independiente del AGENTE A, y puede ser utilizado para inferir
las acciones de cualquier agente. Dada la generalidad del clasificador,éste śolo se
construye una vez.

A continuacíon se detallan los pasos llevados a cabo en la construcción del
MEA:

1. El AGENTE A y el AGENTE B interact́uan un ńumero determinado de veces.
En cada instante, algunas variables relacionadas con el AGENTEA, variables
relacionadas con el entorno obtenidas por el AGENTE B, y las acciones del
AGENTE A son registradas para producir una traza del comportamiento del
AGENTE A desde el punto de vista del AGENTE B.

2. Cada ejemploI en la traza está compuesto por tres partes: un grupo de atri-
butos relacionados con el AGENTE A, F , algunas variables relacionadas con
el entorno,E, y la accíon llevada a cabo por el AGENTE A, C, en un ins-
tante de tiempo dado,t. En otras palabrasIt = Ft + Et + Ct. A partir de
esta traza es fácil obtener una serie de ejemplos,D, basado en los cuales el
AGENTE B puede inferir mediante la aplicación de t́ecnicas de aprendizaje
autoḿatico, la accíon llevada a cabo por el AGENTE A, utilizando ejemplos
de dos instantes de tiempos consecutivos.

3. SeaD el conjunto completo de los ejemplos disponibles de la traza del
AGENTE A. Cada ejemplodi ∈ D est́a compuesto por dos partes: un vec-
tor n-dimensional que representa los atributos,a(di) y el valor dec(di) que
representan la clase a la que pertenece el ejemplo. En más detalle,a(di) =
Ft, Et, Ft−1, Et−1, Ct−1, V y c(di) = Ct. V representan una serie de atribu-
tos calculados basándose en la comparación de las diferencias de variables
entre los instantes de tiempo.

4. Una vez que el clasificador o los clasificadores han sido construidos,éstos
son utilizados con la finalidad de etiquetar la acción llevada a cabo por el
AGENTEA. Este clasificador o grupo de clasificadores, constituyen el núcleo
del MEA.

9.2.2. Módulo de Construccíon del Modelo (MCM)

Una vez construido e incorporadoMEA en la arquitectura del AGENTE B, el
siguiente paso consiste en crear un modelo capaz de predecir el comportamiento
del AGENTE A basado en las observaciones realizadas desde el punto de vista del
AGENTE B. Para llevar a cabo esta tarea, se debe partir de ejemplos de la forma
Ft, Et, Cmeat registradas durante las interacciones del AGENTE A con el AGENTE

B, en dondeCmeat es la accíon etiquetada porMEA a partir de las observaciones
ent y t− 1.
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En más detalle, los datos consisten en tuplas,I ′s, con caracterı́sticas acerca
del AGENTE A, algunas variables relacionadas con el entorno, y la acción que
el AGENTE B infiere que ha llevado a cabo el AGENTE A. En vez de considerar
utilizar śolo un instante de tiempo, se consideran varios instantes de tiempo en una
misma instancia de aprendizaje. Además, las tuplas de aprendizaje son de la forma
It, It−1, ...It−(w−1), en dondew es el tamãno de la ventana de tiempo considerada.
Al igual que enMEA se han utilizado atributos calculados,V .

Los pasos llevados a cabo para obtener el modelo del AGENTE A son los si-
guientes:

1. MEA se incorpora a la arquitectura del AGENTE B. De esta manera,́este
puede etiquetar (inferir) las acciones del AGENTE A.

2. El AGENTE A y el AGENTE B interact́uan en diferentes situaciones. En cada
instante de tiempo, el AGENTE B obtiene informacíon acerca del AGENTE

A al igual que la accíon llevada a cabo, la cual es etiquetada por elMEA.
Toda esta información es registrada con la finalidad de producir una traza
del comportamiento del AGENTE A.

3. Al igual que en la construcción delMEA, cada ejemplo,I, en la traza está com-
puesto por tres partes: un grupo de atributos relacionados con el AGENTE A,
F , algunas variables relacionadas con el entorno,E, y la accíon llevada a
cabo por el AGENTE A, C (etiquetada por elMEA), en un instante de tiempo
dado,t. En otras palabrasIt = Ft + Et + Ct. En este caso se quiere prede-
cir la accíon que lleva a cabo el AGENTE A en un instante de tiempo dado
y se necesita información acerca déeste de unos instantes de tiempo atrás.
El número de instantes de tiempo utilizados para llevar a cabo la tarea de
modelado es denominadaw.

4. SeaD el conjunto completo de los ejemplos disponibles en un instante de
tiempo dado. Cada ejemplodi ∈ D esta compuesto por dos partes: un vector
n-dimensional que representa los atributos,a(di) y el valor dec(di) que
representan la clase a la que pertenece el ejemplo. En más detalle,a(di) =
Ft, Et, Ft−1, Et−1, Ct−1, ...Ft−(w−1), Et−(w−1), V y c(di) = Ct. En donde
V representa una serie de atributos calculados basándose en la comparación
de las diferencias de variables entre los instantes de tiempo.

5. A partir deD se crea al clasificador capaz de predecir la acción que lleva a
cabo el AGENTE A en un instante de tiempo dado.

9.2.3. Módulo de Razonamiento (MRA)

Predecir las acciones de un agente no es suficiente. Las predicciones se deben
utilizar de manera tal que el agente modelador se pueda anticipar y reaccionar a las
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acciones del oponente en situaciones competitivas, o colaborar con el compañero
en situaciones colaborativas.

Al igual que en elMEA y el MCM, en este ḿodulo se pueden aplicar técnicas
de aprendizaje autoḿatico con la finalidad de aprovechar el modelo que se posee
del agente o agentes con los cuales se interactúa. En el ḿas simple de los casos, el
núcleo de este ḿodulo puede ser hecho a mano aprovechando la arquitectura del
agente que utiliza MABO.



Caṕıtulo 10

Evaluación: MABT

En el caṕıtulo anterior se han descrito dos propuestas para llevar a cabo la
tarea de modelar el comportamiento de un agente. En este capı́tulo se muestran los
resultados obtenidos en la evaluación del primero de los enfoques propuestos, el
Modelado de Agentes Basado en Trazas( MABT).

Con la finalidad de llevar a cabo la evaluación del MABT, se ha realizado una
serie de experimentos que van desde aquéllos en donde se pretende demostrar la
viabilidad de la propuesta (sección 10.1), hasta la evaluación del MABT en domi-
nios complejos (sección 10.3), pasando por la aplicación del enfoque con vistas a
utilizar el modelo generado (sección 10.2).

10.1. Modelado de Agentes en Dominios Estáticos

Con vistas a determinar la viabilidad del MABT, como primera aproximación,
se ha simulado la interacción del agente modelador y el agente a modelar en situa-
ciones denominadas estáticas. Es decir, se han utilizado dominios de clasificación
a partir de los cuales se ha generado el comportamiento del agente a modelar o
AGENTE A, para posteriormente generar el modelo deéste, partiendo de sus entra-
das y salidas.

10.1.1. Configuracíon Experimental

Para determinar si el conocimiento generado por el AGENTE B es capaz de
modelar el comportamiento del AGENTE A, considerado como una caja negra, se
ha llevado a cabo una serie de pasos que se detallan a continuación. A efectos de
la experimentación, se considera que el AGENTE A est́a basado en un clasificador
generado a partir de un algoritmo de aprendizaje. Por esta razón, antes de registrar
el comportamiento del AGENTE A, el núcleo deéste, debe ser generado. En la

96
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Figura 10.1 se muestra el proceso llevado a cabo para generar el clasificador que
sirve de base al AGENTE A. Se asumen que se dispone de ejemplos para poder
generar al ńucleo del AGENTE A. Igualmente se muestra el proceso de generación
del modelo.

El proceso de generación del ńucleo del AGENTE A y la posterior generación
del modelo déeste por parte del AGENTE B, se detallan a continuación:

1. SeaT el conjunto completo de las instancias disponibles. Cada ejemploti ∈
T consta de dos partes: un vector n-dimensional que representa los atributos
a(ti) y un valorc(ti) que representa la clase a la cual pertenece. El conjunto
T se divide aleatoriamente en tres partes distintas, llamadasT 1, T 2 y T 3.

2. T 1 es utilizado para generar el clasificador que será la base del AGENTE A.
Las entradas que recibe el AGENTE A son los atributos de los ejemplos y la
salida que producéeste es la clase a la que el clasificador generado determina
que pertenecen estos ejemplos.

3. A continuacíon, los atributos de cada ejemplo,a(t2i ), enT 2 son utilizados
como entrada al AGENTE A, el cual genera una predicción de clase det2i .
Esta clase se denominaĉ(t2i ). Despúes, un nuevo conjunto de ejemplosT̂2 es
creado a partir de cada para(t2i ), ĉ(t

2
i ).

4. El nuevo conjuntôT 2 es utilizado como entrada alMCM del AGENTE B, el
cual genera un modelo del AGENTE A. Como la clase de los ejemplos en
T̂ 2 son las salidas del AGENTE A, las reglas obtenidas (modelo) deben ser
capaces de modelar el comportamiento del AGENTEA. Esto quiere decir que
el conocimiento adquirido por el AGENTE B debeŕıa ser capaz de predecir
la salida del AGENTE A, sin importar si las predicciones que el AGENTE A
realiza son correctas o no.

Para determinar la capacidad de modelado del AGENTE B sobre el comporta-
miento del AGENTE A se lleva a cabo el siguiente proceso:

1. El conjunto de datosT 3 es utilizado como entrada para ambos, AGENTE A
y AGENTE B, como se muestra en la Figura 10.2.

2. Las salidas producidas tanto por el AGENTE A como por el AGENTE B se
comparan. Esta comparación se mide como el ńumero de ejemplos en que la
clase que predice el modelo en el AGENTE B difiere de la dada por el AGEN-
TE A supuestos los mismos atributos de entrada. Por razones experimentales,
estas diferencias se miden a partir de un conjunto de datos llamadoT̂ 3 cuyo
vector de atributos corresponde a los atributos que poseeT 3 y la clase a la
que corresponden estos atributos es la predicción que realiza el AGENTE A.
De esta forma, la precisión que logre el AGENTE B sobre este conjunto de
datos brinda una estimación de la precisíon del modelo.
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a(T )2 c(T )2^

2T̂

módulo de 
construcción
del modelo

razonamiento
módulo de 

T1

T2 a(T )2 c(T )2

T3

Agente A

Construcción del
núcleo del 
Agente A

Agente Bclasificador

m:modelo del
Agente A

instancias

Datos disponibles

predicción

atributos

instancias

Figura 10.1: Registro de trazas y construcción del modelo del AGENTE A.
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Figura 10.2: Validacíon del modelo obtenido por el AGENTE B.

Para la comprobación experimental de este enfoque, se ha utilizado como núcleo
del AGENTE A una red de neuronas generada mediante el algoritmo de retropropa-
gacíon y, como t́ecnica de aprendizaje automático base delMCM del AGENTE B, se
ha utilizado el algoritmo de generación deárboles de decisión C4.5 [107]. ElStutt-
gart Neural Network Simulator(SNNS) [149] ha sido utilizado como herramienta
para la generación de la red de neuronas del AGENTE A.

En cuanto a los datos de prueba utilizados, se han utilizado tres dominios del
conocido repositorio de datos del UCI [6]. La selección de estos dominios se ha
llevado a cabo tomando en consideración la tarea de aprendizaje de cada uno de
éstos, considerando que estos dominios son ejemplos tı́picos en donde un modelado
entrada/salida a partir de la interacción de dos agentes resulta de gran importancia.
A continuacíon se detalla la tarea de clasificación en cada dominio y el posible uso
del proceso de modelado.

Datos de registros de votos del Congreso de los Estados Unidos de América.
Este es un ejemplo de un posible agente de negociación. En este caso, el
modelo del otro agente generado por el AGENTE B, puede ayudar a decidir



CAPÍTULO 10. EVALUACIÓN: MABT 99

cómo negociar con el otro agente observando y categorizando los rasgos
poĺıticos de un tercer agente.

Datos Tic-Tac-Toe (Endgame). Este dominio es un ejemplo de dominios en
donde poseer información sobre el comportamiento de los otros agentes es
de mucha importancia. Si se posee un modelo del comportamiento del opo-
nente en cualquier juego de conocimiento completo de suma-cero, se puede
utilizar éste en la b́usqueda de la mejor jugada dada una situación de juego.
En estos casos, una búsquedaalfa-betapuede ser transformada en un tipo
de t́ecnica de b́usqueda del mejor-primero, permitiendo una búsqueda ḿas
profunda en ramificaciones de interés. Cuando la b́usquedaalfa-betatiene
que expandir el grupo de posibles movimientos del oponente a un número
impar de niveles deĺarbol, el modelo aprendido del oponente puede ser uti-
lizado para predecir la salida del otro agente. Esto permite podar el resto de
las ramas, convirtiendo uńarbol minimax en uńarbol max (el movimiento
seleccionado es aquél cuyas ramas llevan al nodo hoja con el máximo valor
de la funcíon heuŕıstica).

Datos de Ćancer de Senos. El modelo obtenido en este dominio podrı́a ser
un ejemplo de cúan útil puede ser este enfoque cuando los datos utilizados
para construir el AGENTE A no est́an disponibles y alǵun tipo de conoci-
miento sobre este agente es necesario, como en las técnicas de envoltura
(wrappers) para el desarrollo de agentes [75]. Por ejemplo, en este caso, un
hospital podŕıa haber creado, en el pasado, un sistema de diagnóstico ba-
sado en agentes cuyo motor de inferencia son redes de neuronas, y puede
no poseer los datos originales con el que fue creado. Registrando su com-
portamiento, y utilizando el esquema propuesto, se podrı́a tener acceso a un
conjunto de reglas que declarativamente pueden describir este conocimiento.

La caracteŕısticas de los dominios utilizados se reflejan en la Tabla 10.1. Para
obtener una estimación apropiada de la capacidad de modelado del AGENTE B,
los resultados que se muestran son el promedio de una validación cruzada de diez
carpetas. Es decir, se han generado diez grupos diferentes deT 1, T 2 y T 3. Por otra
parte, las redes de neuronas, que son el núcleo del AGENTE A, se obtienen a partir
del entrenamiento del algoritmo de aprendizaje hasta alcanzar la convergencia.

Tabla 10.1: Dominios utilizados para evaluación del MABT en situaciones estáticas.

Dominio Atributos Clases Instancias
Registros de votos 16 2 435
Tic-Tac-Toe 9 2 958
Cáncer de Senos 30 2 569



CAPÍTULO 10. EVALUACIÓN: MABT 100

10.1.2. Resultados

En la Tabla 10.2 se muestran los resultados obtenidos en el proceso de eva-
luación del modelo generado por el AGENTE B. La segunda columna muestra la
tasa de aciertos obtenida por el AGENTE A (basado en redes de neuronas) sobre
el conjunto de datosT 3. En la segunda columna se muestra la precisión del mode-
lo generado por elMCM del AGENTE B sobre el mismo conjunto de prueba. Sin
embargo, los resultados más interesantes son los que se muestran en laúltima co-
lumna, en donde se refleja la precisión del modelo creado por elMCM del AGENTE

B sobre el conjunto de datos a partir deT̂ 3. En otras palabras, esta columna re-
fleja las diferencias entre la salida del AGENTE A y la prediccíon realizada por el
AGENTE B sobreT 3.

Tabla 10.2: Tasa de aciertos (en %) del AGENTE A y del modelo déeste generado por el
AGENTE B sobre el conjunto de datosT 3 y la tasa de aciertos del modelo sobre el conjunto
de datoŝT 3.

Dominio AGENTE A/T 3 AGENTE B/T 3 AGENTE B/ T̂ 3

Votos 95.6 94.6 96.4
Tic-Tac-Toe 97.9 90.2 90.7
Cáncer 97.4 94.0 94.5

En los tres dominios utilizados, el modelo del AGENTE A generado por el
AGENTE B basado en el algoritmo de aprendizajeC4.5, obtiene una tasa de preci-
sión superior al 90 % sobre el conjunto de datosT̂ 3, lo que indica que el modelo
generado reproduce de forma aproximadamente correcta la misma salida que el
AGENTE A.

10.2. Utilización del Modelo Generado

Una vez determinada la viabilidad de la construcción de modelos de agentes
mediante la aplicación del MABT en el caso de dominios de clasificación, deno-
minados dominios estáticos, se plantea la necesidad de aplicar MABT a dominios
en donde la tarea de aprendizaje sea distinta. Por otra parte, el poseer un mode-
lo del agente con el cual se está, o pretende, interactuar puede proporcionar una
ventaja śolo si este modelo es utilizado en el proceso de razonamiento del agente
que los posee. Por esta razón, adeḿas de utilizar MABT en dominios con tareas
de aprendizaje distintas a las denominadas tareas de clasificación, en esta serie de
experimentos se utiliza el modelo adquirido por el agente modelador mediante el
MCM como reemplazo del motor de inferencia del AGENTE B (MRA). El objetivo
es comprobar si el comportamiento original del AGENTE A y el comportamiento
generado por el modelo son similares.
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10.2.1. Configuracíon Experimental

El dominio seleccionado para evaluar el MABT en este caso es elSimulador
Distribuido de Agentes Autónomos - SimDai[121]. SimDai permite la simulación
de robots aut́onomos equipados con una serie de sensores y distintas arquitecturas
de control.

La situacíon simulada es el movimiento de un robot en un entorno bidimen-
sional en el cual se encuentran presentes obstáculos con diversidad de formas. El
objetivo del robot es moverse, de manera eficiente, hasta un punto marcado como
meta.

La Figura 10.3 muestra la descripción del robot. El mismo posee cinco senso-
res. Tres de ellos informan al robot sobre cuán cerca están los obst́aculos (sensores
de proximidad). Los otros dos miden cuán lejos se encuentra el robot de la posi-
ción final y cúal es elángulo a ese punto de destino. El robot posee dos ruedas
que se pueden mover a distintas velocidadesv1 y v2

1. De esta manera, el robot
puede llevar a cabo giros. Sin embargo, por razones experimentales, la velocidad
de la rueda 1,v1, se considera constante. En otras palabras, las dos ruedas están en
movimiento, pero la dirección del robot se controla mediantev2.

Con vistas a aplicar MABT, el robot es considerado como el agente a modelar,
es decir, el AGENTE A. El control de este agente está basado en el esquema de
Braitenberg [10] en donde las relaciones entre los sensores y los actuadores son
definidas por una red de neuronas obtenida mediante Coevolución Uniforme [5].
Como se ha mencionado, la velocidad de una de las ruedas del robot,v1, se con-
sidera constante, y por esta razón, el objetivo de la red de neuronas es controlar la
velocidad de la rueda dos, es decir,v2.

En cuanto al AGENTE B o agente modelador,éste se considera como un robot
idéntico al AGENTE A con la salvedad de que es controlado por el modelo adquiri-
do del AGENTE A. Es decir, elMCM construyeoff-line el modelo del AGENTE A,
m, basado en la traza del comportamiento deéste. Posteriormente,m pasa a ser el
MRA del AGENTE B.

El MCM del AGENTE B utiliza como t́ecnica de aprendizaje automático un
algoritmo de generación deárboles de regresión y un algoritmo de generación de
árboles de decisión, dependiendo de la tarea de aprendizaje, tal y como se describe
más adelante.

En todos los experimentos realizados en este dominio para estimar la precisión
en la tarea de generación del modelo del AGENTE A, se ha utilizado una validación
cruzada de diez carpetas.

1La velocidad se encuentra en el rango [-1.0, 1.0].
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Figura 10.3: Descripción del robot utilizado en SimDai.

Modelo Basado en Arboles de Regresión

En la fase del registro de trazas, se han obtenido los datos correspondientes a
seis simulaciones del AGENTE A. El número total de instancias es de 976 y el valor
a predecir es la velocidad de la rueda dos,v2, del robot. Para generar elárbol de
regresíon se ha aplicado el algoritmoM5 [111]. La versíon deM5 utilizada es la
implementada en WEKA (versíon 3.1.7) [144].

Modelo Basado en Arboles de Decisión

Además de demostrar la viabilidad de aplicar el MABT a este tipo de domi-
nios, otro objetivo de estos experimentos es obtener un modelo del AGENTE A más
fácil de entender si se compara con una red de neuronas. A pesar de que losárboles
de regresíon son relativamente ḿas f́aciles de entender que una red de neuronas,
los modelos lineales asociados a cada clase disminuyen en cierta medida su com-
prensibilidad. Con vistas a superar este problema, se ha aplicado el algoritmo de
generacíon deárboles de decisión C4.5. Dado queC4.5 śolo puede trabajar con
clases discretas, es necesario transformar los datos correspondientes a la velocidad
de la rueda dos,v2, en datos discretos. Esta discretización ha sido realizada manual-
mente tomando en consideración la distribucíon de los datos. Se han considerado
un total de 11 clases que se muestran en la Tabla 10.3.

El número de instancias utilizadas en estos experimentos es igual que en la
generacíon deárboles de decisión del punto anterior (976 instancias).

Una vez que el modelo del AGENTE A, m, ha sido generado, se utilizaéste
como si fuese elMRA del AGENTE B. Cabe sẽnalar quem es capaz de predecir
valores discretos y la velocidadv2 tiene que ser continua. Por esta razón, para pa-
sar de clases discretas a continuas, se reemplaza la predicción dem por un valor
correspondiente a la media de los datos incluidos en el intervalo discretizado uti-
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Tabla 10.3: Intervalos de velocidad de la rueda dos (v2) y su equivalencia en clases discre-
tas.

intervalo clase discreta instancias
-1.0000 ḿınima 158

-0.7501 a -0.9999 baja 60
-0.5001 a -0.7500 mediobaja 101
-0.2501 a -0.5000 pocobaja 58
-0.0001 a -0.2500 cerca0 negativo 94

0.0000 nula 6
0.0001 a 0.2500 cerca0 positivo 102
0.2501 a 0.5000 pocoalta 81
0.5001 a 0.7500 mediaalta 158
0.7501 a 0.9999 alta 145

1.0000 ḿaxima 13

lizado para entrenar. Por ejemplo, para el intervalo comprendido entre−0,5001
y −0,7500 correspondiente a la etiquetapocobaja el valor asignado es−0, 6206
equivalente a la media del valor de la clase de las instancias incluidas en dicho
intervalo.

Una vez configurado el AGENTE B, se utiliza el simulador para crear situa-
ciones con el fin de comparar al AGENTE A con el AGENTE B. Concretamente,
se realizaron 50 ejecuciones (simulaciones de búsqueda de blancos) tanto para el
AGENTE A como para el AGENTE B, cuyoMRA esm. Cada ejecución comienza
desde un punto distinto en un mundo bi-dimensional (Figura 10.4) y consiste en
alcanzar la meta de manera eficiente.

Para comparar el comportamiento del AGENTE B con el comportamiento del
agente modelado, AGENTE A, se han utilizado las variablesdistancia recorriday
tiempo utilizado. La distancia recorrida se refiere a la distancia que recorre el robot
desde el punto de partida al punto en donde se encuentra el objetivo. De igual
forma, el tiempo utilizado representa al tiempo que consume el robot en alcanzar
el objetivo. Por razones experimentales el tiempo máximo est́a fijado a 2000 ciclos.

10.2.2. Resultados

En esta sección de muestran los resultados obtenidos en el proceso de genera-
ción del modelo del AGENTE A por parte del AGENTE B. Adeḿas, se muestran
los resultados del proceso de utilización del modelo por parte del AGENTE B.
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Figura 10.4: Mundo Bi-dimensional utilizado en SimDai.

Arboles de Regresíon

En la Tabla 10.4 se muestran los resultados que obtieneM5 en el proceso de
generacíon del modelo del AGENTE A. Como se puede apreciar, se obtiene un
coeficiente de correlación cercano al 1, lo que indica que el modelo adquirido por
el AGENTE B es muy similar al comportamiento del AGENTE A. Por otra parte,
en la Tabla 10.5 se muestra el resumen delárbol de regresión generado porM5.
Cada nodo hoja deĺarbol tiene asociado un modelo lineal (Tabla 10.6) que estima
el valor de la clase (velocidad de la rueda 2 del robot).

Tabla 10.4: Resultados de la aplicación deM5.

Coeficiente de Correlación 0.9954
Media del Error Absoluto 0.0342
Ráız Media Error Cuadŕatico 0.0641

Arboles de Decisíon

En la Tabla 10.7 se muestran los resultados obtenidos al utilizarC4.5 como
técnica de aprendizaje automático dentro delMCM del AGENTE B. Como se puede
apreciar, tantoC4.5 comoC4.5-RULES, generan un modelo que, en alrededor del
84 % de los casos, genera la misma salida que el AGENTE A para los mismos
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Tabla 10.5: Reglas delárbol de regresión generado porM5.

Sensor 1 Sensor 2 Sensor 3 Sensor 4 Sensor 5 Modelo
≤ 0.0333 - ≤ 0.233 ≤ -0.841 ≤0.29 LM1
≤ 0.0333 - ≤ 0.233 > -0.841 and≤ -0.743 ≤0.29 LM2
≤ 0.0333 - ≤ 0.233 > -0.743 ≤0.29 LM3
≤ 0.0333 - ≤ 0.233 ≤-0.59 >0.29 and≤0.761 LM4
≤ 0.0333 - ≤ 0.233 ≤-0.59 >0.761 and≤0.975 LM5
≤ 0.0333 - ≤ 0.233 ≤-0.59 >0.975 LM6
≤ 0.0333 - ≤ 0.233 >-0.59 and≤ -0.453 - LM7
≤ 0.0333 - ≤ 0.233 >-0.453 - LM8
≤ 0.0333 - > 0.233 ≤-0.161 - LM9

> 0.0333 and≤0.22 - - ≤-0.161 - LM10
>0.22 and≤0.587 - ≤0.213 ≤-0.161 - LM11
>0.22 and≤0.587 - >0.213 ≤-0.161 - LM12

>0.587 - - ≤-0.161 - LM13
≤0.193 - - >-0.161 and≤0.134 - LM14
≤0.193 - - >0.134 and≤0.711 - LM15
≤0.193 - - >0.711 - LM16
>0.193 - - >-0.161 - LM16

Tabla 10.6: Modelos lineales generados porM5.

Modelo Prediccíon Factor Sensor 1 Sensor 2 Sensor 3 Sensor 4 Sensor 5
LM1: clase = 0.36 -0.0936 +0.0711 -0.895 -0.723 - 0.276
LM2: clase = 0.358 -0.0936 +0.129 -1.25 -0.668 -0.35
LM3: clase = 0.0201 -0.0936 +0.0288 -1.2 -1.15 -0.423
LM4: clase = 0.201 -0.0936 +0.0751 -1.29 -0.969 -0.531
LM5: clase = 0.886 -0.0936 +0.0365 -1.11 -0.427 -0.859
LM6: clase = 0.933 -0.0936 +0.0365 -1.11 -0.427 -0.943
LM7: clase = 0.0814 -0.0936 +0.0257 -0.312 -1 -0.134
LM8: clase = -0.0041 -0.0936 +0.0202 -1.22 -1.2 -0.453
LM9: clase = -0.00956 -0.0936 +0.0155 -1.14 -1.12 -0.166
LM10: clase = -0.073 -2.6 +0.0441 -0.964 -1.03 -0.264
LM11: clase = -0.149 -2.23 +0.0065 -0.407 -0.895 -0.0413
LM12: clase = -0.427 -1.33 +0.0065 -0.424 -0.488 -0.0413
LM13: clase = -0.719 -0.62 +0.0065 -0.226 -0.305 -0.0413
LM14: clase = -0.0313 -2.87 +0.0897 -1.14 -1.13 -0.33
LM15: clase = -0.0435 -2.25 +0.0879 -1.11 -1.11 -0.329
LM16: clase = -0.408 -0.757 +0.0364 -0.38 -0.652
LM17: clase = -0.839 -0.126 +0.013 -0.129 -0.135

valores de los atributos de entrada. Estos resultados dan una idea de la precisión del
modelo, pero no permiten estimar su utilidad en una situación real. Por esta razón
el modelo,m, se utiliza como si fuese elMRA del AGENTE B como se explićo en
la configuracíon experimental.

Como se puede ver en la Figura 10.5, la distancia cubierta por el AGENTE A y
el AGENTE B es muy similar. De igual manera, el tiempo consumido en alcanzar
la meta, (Figura 10.6) es similar. El AGENTE A no alcanza la meta en una ocasión
(tiempo> 2000) mientras que el AGENTE B controlado porm, no alcanza la meta
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Tabla 10.7: Tasa de aciertos (en %) deC4.5 yC4.5-RULESen el proceso de generación del
modelo.

Aciertos/C4.5 Aciertos/C4.5Rules
Promedio 84.44 % 84.02 %
Desviacíon 3.8624 4.2424

Tabla 10.8: Ejemplo de reglas generadas porC4.5-RULES.

Rule 13:
sensor5 > 0.940451

class = null [79.4 %]
Rule 1:
sensor1 ≤ 0.08 AND
sensor3 ≤ 0.426667 AND
sensor4 ≤ -0.863739 AND
sensor5 ≤ 0.298303

class = very-high [89.9 %]
Rule 73:
sensor1 > 0.346667 AND
sensor2 ≤ 0.16 AND
sensor5 ≤ 0.141961 AND

class = very-low [98.1 %]
Rule 80:
sensor1 > 0.573333

class = super-low [98.0 %]
Rule 69:
sensor1 > 0.28 AND
sensor4 > -0.039041

class = super-low [97.1 %] ...
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Figura 10.5: Distancia recorrida por el AGENTE A y el AGENTE B (controlado por el
modelo generado utilizandoC4.5) antes de alcanzar el objetivo.
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Figura 10.6: Tiempo consumido por el AGENTE A y el AGENTE B (controlado por el
modelo generado utilizandoC4.5) en alcanzar el objetivo.

en dos ocasiones. Estos resultados indican que a pesar de que la precisión en la
construccíon del modelo no sobrepasa el 85 %, el conocimiento reflejado en el
modelo captura en gran medida el comportamiento del AGENTE A.

10.3. Modelado en Entornos Dińamicos

La Robot World Cup Initiative(RoboCup) [81] es una iniciativa internacional
que busca promover la investigación en Inteligencia Artificial y Rob́otica propo-
niendo un problema estándar donde un amplio rango de tecnologı́as pueden ser
integradas y estudiadas. LaRoboCupha seleccionado el fútbol como t́opico cen-
tral de la investigación, teniendo como objetivo innovaciones que puedan ser apli-
cadas en problemas sociales significativos y de la industria. Laúltima meta del
proyecto de laRoboCupes que para el año 2050 se haya desarrollado un equipo
de robots humanoides totalmente autónomos que pueda ganar en un partido contra
el campéon del mundo de f́utbol de humanos. Entre las tecnologı́as que pueden ser
integradas en un equipo de robots están el disẽno de agentes autónomos, colabora-
ción multiagente, adquisición de estrategias, razonamiento en tiempo real, robótica
y fusión de sensores.

A pesar de que el objetivo final de laRoboCupcontempla el desarrollo de
robots , actualmente existen simuladores que permiten el desarrollo de investiga-
ciones enfocadas, sobretodo, en la adquisición de estrategias y el comportamiento
de los agentes y no en las caracterı́sticas f́ısicas de estos. La liga o categorı́a de
fútbol simulada se basa en elSoccer Server System[100]. Este es un sistema que
permite que dos equipos de 11 agentes, implementados en diversos lenguajes de
programacíon, jueguen un partido de fútbol.
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Para ello, se utiliza una arquitectura cliente-servidor. El servidor, proporciona
un campo virtual y simula los movimientos de los jugadores y el balón. La comuni-
cacíon entre el servidor y los clientes se realiza vı́asocketsUDP/IP. Aśı, los clientes
pueden ser implementados en cualquier arquitectura que permita comunicaciones
de este tipo.

Los clientes definen el comportamiento de los jugadores, controlando sus mo-
vimientos de forma que cada uno de ellos dirige a un jugador. Mediante la conexión
UDP/IP, recibe información sensorial (visual, auditiva y sobre el estado de su cuer-
po) desde el servidor, y también a trav́es de dicha conexión env́ıa susórdenes, o lo
que es lo mismo, las acciones que quiere ejecutar sobre el entorno.

La informacíon visual que los agentes reciben del entorno es variada. Pueden
recibir informacíon sobre la posición del baĺon, de los jugadores, y sobre marcas
situadas por el campo (ver Figura 10.7) que dan idea a los jugadores de dónde
est́an situados los diversos elementos del entorno (como las porterı́as y el centro
del campo). Toda esta información que reciben los agentes es subjetiva, es decir,
relativa a su propia posición. Esto significa que un agente no recibe nunca un men-
saje visual de que, por ejemplo, el balón est́a en la posicíon x e y del campo, sino
que el baĺon est́a a una distanciad deél, y que lo est́a “viendo” con unánguloa.
Si se ãnade a esto que la información que se recibe del simulador, se recibe con un
ruido proporcional a la distancia de los objetos, se comprende una de las principa-
les dificultades del dominio consistente en obtener una representación completa de
la realidad.

(flag t l 50) (flag t l 30) (flag t l 10) (flag t 0) (flag t r 10) (flag t r 30) (flag t r 50)
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Figura 10.7: Marcas o banderas del campo de fútbol dentro del simulador de laRoboCup.
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El simulador de f́utbol ha sido seleccionado como dominio de prueba del MABT
con vistas a determinar su aplicabilidad en entornos dinámicos.

Para determinar que el conocimiento generado por el agente, o JUGADOR B
es capaz de modelar el comportamiento del agente o JUGADOR A, considerado
como una caja negra, se han llevado a cabo dos etapas, la generación de trazas y el
proceso de modelado.

El proceso de generación de trazas se detalla a continuación:

1. Seleccíon de un jugador de un equipo situado entre los mejores de lasúltimas
competiciones como JUGADOR A. Al seleccionar un jugador de un equipo
situado entre los mejores, se asegura que el comportamiento deéste sea co-
rrecto en una situación dada. Es estos experimentos se ha utilizado un juga-
dor del equipo TsinghuAeolus [148], equipo campeón de la competición del
año 2001.

2. El JUGADOR A es utilizado en una situación en donde no tiene contrarios
ni compãneros en el terreno de juego, puesto que se desea determinar si
se puede obtener un modelo correcto del oponente en el caso más sencillo
posible. Su objetivo es dirigir el balón hacia la porterı́a contraria y disparar
el baĺon con el fin de marcar gol.

Una vez que ha sido adquirida la traza del JUGADOR A, se procede a obtener
el conocimiento que intenta modelar el comportamiento deéste. El detalle de la
fase de construcción del modelo se detalla a continuación:

1. Por razones experimentales la experimentación relacionada con el JUGADOR

B se limita a la generación del modelo del JUGADOR A mediante el ḿodulo
de construccíon del modelo (MCM). Es decir, el JUGADOR B no llega a ser
implementado en el simulador.

2. Se han disẽnado dos tareas de aprendizaje: modelado simple y el mode-
lado jeŕarquico. En el modelado simple, se utilizaC4.5 como t́ecnica de
aprendizaje autoḿatico para generar el modelo, mientras que en el modela-
do jeŕarquico se utilizanC4.5 y M5. Ambos algoritmos de aprendizaje están
implementados en WEKA [144].

10.3.1. Modelado Simple

Como primera aproximación al problema, se ha aplicado el enfoque utilizado
en las secciones anteriores con el fin de obtener el modelo del JUGADOR A. En
este caso, śolo se ha utilizado un conjunto de entrenamiento con 291 instancias
correspondientes a medio tiempo de un partido de fútbol simulado.
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La informacíon que se ha utilizado para generar el modelo del JUGADOR A
corresponde a la información en bruto que recibéeste a trav́es de sus sensores.
Se han utilizado 120 atributos con información sobre la posición relativa del JU-
GADOR A con respecto a las banderas de localización y ĺıneas del terreno de juego
(distancia y direccíon a cada punto y lı́nea en un instante de tiempo dado). Además,
cuatro atributos relativos a la posición del baĺon (distancia, dirección, cambio de
radio, cambio déangulo). Al igual que los atributos relacionados con el terreno de
juego, los atributos relacionados con el balón son recibidos a partir del sensor de
visión. Por otra parte, la información sobre el sensor del cuerpo está compuesta
por 16 atributos (el tiempo de simulación, dos atributos relacionados con la fuerza,
dos atributos relacionados con el tipo de visión, dos atributos relacionados con la
velocidad, eĺangulo de la cabeza, y ocho contadores de acciones realizadas). En
resumen, se ha utilizado un total de 140 atributos.

Un jugador puede llevar a cabo entre 6 y 7 acciones distintas dependiendo del
tipo de jugador (i.e.catch, dash, kick, move, say, turn y turnneck). Algunas de estas
acciones se pueden llevar a cabo en el mismo instante de tiempo. Además, la ma-
yoŕıa de estas acciones tiene asociado uno o varios parámetros nuḿericos. En estos
experimentos la clase de cada instancia es la combinación de las acciones que se
pueden ejecutar en el mismo ciclo (e.g.dash− turn neck) con el correspondiente
valor nuḿerico siéste es el caso (e.g.dash100− turn neck103,13). Estos valores
numéricos son obtenidos discretizando los valores originales con una variante del
algoritmo de Lloyd generalizado [44].

Los resultados de este experimento están etiquetados como ejecución 01 en
la Tabla 10.9. ElMCM del JUGADOR B obtiene ḿas de un 45 % de precisión en
la prediccíon de la accíon que va a ejecutar el oponente asociada con el parámetro
discretizado. Si se considera que existen 51 clases y que se utiliza como entrada 140
atributos, los resultados se pueden catalogar como regulares. Todos los resultados
reflejados en la Tabla 10.9 han sido obtenidos mediante una validación cruzada de
diez carpetas.

Con el proṕosito de mejorar los resultados anteriores, se incrementó el ńume-
ro de instancias aumentando la duración del partido. Adicionalmente se añadieron
dos nuevos atributos: las coordenadasX e Y dadas por la arquitectura del JUGA-
DOR A mediante un pre-procesado de los datos en bruto recibidos a través de los
sensores. De esta manera, se añade informacíon sobre la posición del JUGADOR A
en lugar de que el modelo intente deducirla mediante los atributos de banderas del
campo. Como consecuencia de la introducción de estos nuevos atributos, el núme-
ro de total de atributos se reduce de manera drástica al eliminar la mayorı́a de los
que est́an relacionados con las banderas de campo (sólo se conservan los atributos
relacionados con el centro del campo y los relacionados con el centro de ambas
porteŕıas). En esta ejecución el ńumero de clases se incrementa debido a la exis-
tencia de un mayor ńumero de instancias, y el rango numérico tambíen crece. Se
aplicó nuevamente la variante del algoritmo de Lloyd generalizado para discretizar
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las clases continuas. Los resultados de este experimento se pueden apreciar en la
Tabla 10.9 etiquetados como ejecución 02. En este caso se logra un 55.72 % de
precisíon, a pesar del incremento en el número de clases.

En el ańalisis del modelo obtenido en este experimento, se observó que atri-
butos con un gran ńumero de valores desconocidos generaban un modelo muy
difı́cil de entender. Por lo tanto, se sustituyeron los valores desconocidos por valo-
res nuḿericos muy elevados para representar objetos que se encontraban fuera del
campo de visíon del JUGADOR A (por ejemplo, una bandera que se encuentra muy
lejos para ser vista). Llevando a cabo este reemplazo, la precisión en la prediccíon
permanećıa casi sin variación (55.57 %) pero el modelo obtenido tenı́a más senti-
do. Los resultados de esta ejecución se muestran en la Tabla 10.9 etiquetados como
ejecucíon 03.

Al analizar la matriz de confusión de la ejecución 03, se observ́o que mu-
chas clases solo estaban instanciadas en pocos casos, con lo cual se hacı́a muy
difı́cil obtener reglas para la clasificación de estas instancias. Por esta razón se
decidío realizar pruebas limitando la tarea de aprendizaje a la predicción de la
accíon, sin incluir el paŕametro correspondiente, lo que provoca una gran disminu-
ción en el ńumero de clases. Por ejemplo, todas las instancias con clase del tipo
dash100 − turn neck103,13 son compactadas adash − turn neck, para con
posterioridad, llevar a cabo el aprendizaje de los parámetros. El ńumero de clases
es de 7:narrowhigh-turn-turnneck, wide-high, dash, dash-turnneck, kick, turn, y
turnneck. La clasedash-turnneckquiere decir que las acciones se llevan a cabo de
manera concurrente. Como en la ejecución anterior, se llev́o a cabo la experimenta-
ción reemplazando los valores desconocidos. La precisión en la prediccíon mejora
hasta el 69.66 % (ejecución 04, con valores desconocidos) y 72.82 % (ejecución
05, sin valores desconocidos), como se muestra en la Tabla 10.9. Esta precisión en
la prediccíon es razonable dado el nivel de ruido que existe en el simulador.

Tabla 10.9: Resultados obtenidos en el proceso de generación del modelo del AGENTE A.
* sin valores desconocidos.

Ejecucíon Instancias Atributos Clases Precisión
01 291 140 51 45.36 %
02 2595 32 69 55.72 %
03* 2595 32 69 55.57 %
04 2595 32 7 69.66 %
05* 2595 32 7 72.82 %
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Figura 10.8: Arquitectura del aprendizaje jerárquico.

10.3.2. Modelado Jeŕarquico

Una vez analizados los resultados obtenidos, se decidió realizar un aprendizaje
de las acciones y los parámetros por separado. A este tipo de aprendizaje secuencial
se le ha llamado aprendizaje jerárquico. En la Figura 10.8 se muestra la arquitectura
general del modelado jerárquico.

Conjuntamente, se decidió aprender śolo las acciones principales (view, dash,
kick y turn) que son mutuamente excluyentes ya que son las más relevantes a la
hora de utilizar el modelo aprendido. En estos experimentos se han utilizado 32
atributos (las banderas de campo principales e información del sensor de cuerpo),
al igual que en las ejecuciones 02,03,04 y 05 reflejadas en la Tabla 10.9.

Primero, se utiliza el conjunto completo de instancias de entrenamiento para
obtener el modelo que es capaz de predecir la acción del oponente utilizando para
ello C4.5. Los resultados de esta experimentación est́an reflejados en la Tabla 10.10
etiquetados como ejecución 01. Se obtiene un 72.74 % de precisión, resultado simi-
lar las ejecuciones 04 y 05 mostradas en la Tabla 10.9. Después, para cada acción
se genera uńarbol de regresión utilizando el algoritmoM5, con el fin de modelar
los paŕametros (con valores continuos). Estos parámetros son:Turn-Angle(TA),
Dash-Power(DP), Kick-Power(KP) y Kick-Direction (KD). Los resultados son
mostrados en la Tabla 10.10, etiquetados como ejecuciones 02 a la 05.

Los resultados paraDash-Power(DP) yKick-Power(KP) se pueden considerar
como buenos (0.98 C.C. y 0.83 C.C., respectivamente). Pero en los parámetros re-
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Tabla 10.10: Tasa de acierto (en % y coeficiente de correlación - C.C.) obtenidas por las
distintas t́ecnicas de aprendizaje automáticos utilizadas en la generación del modelo. Clase
C indica clase continua.

Ejecucíon Prediccíon Algoritmo Instancias Clases Precisión
01 accíon C4.5 2594 4 72.74 %

principal
02 TA M5 321 C 0.52 C.C.
03 DP M5 1331 C 0.94 C.C.
04 KP M5 929 C 0.83 C.C.
05 KD M5 929 C 0.58 C.C.
06 KD C4.5 929 5 62.10 %
07 TA C4.5 321 5 62.30 %
08 KD NB 929 5 45.64 %
09 TA NB 321 5 48.91 %

lacionados cońangulos,Turn-Angle(TA) y Kick-Direction (KD), los coeficientes
de correlacíon son peores (0.52 C.C. y 0.58 C.C., respectivamente). Por esta razón,
se han discretizado, tomando en cuenta la distribución de los datos, los valores de
estos paŕametros y se ha aplicado sobre estos datos dos algoritmos (C4.5 y Naive
Bayes - NB) que trabajan con clases discretas. Después de la discretización, re-
sultan 5 clases: centro (50o a -50o), centro-izquierda (50o a 100o), centro-derecha
(-50o a -100o), izquierda (100o a 180o), y derecha (-100o a -180o). Se trata de
discretizar de la mejor manera estosángulos en donde la predicción del comporta-
miento del oponente es másútil. Por ejemplo, se considera que es masútil predecir
la direccíon del movimiento (o la dirección de un disparo) cuando el oponente se
dirige hacia adelante que cuando va hacia atrás. Los resultados son denominados
ejecuciones 06, 07, 08, y 09 en la Tabla 10.10. Estos muestran que utilizandoC4.5
se obtienen mejores resultados (62.10 % KD y 62.30 % TA) que con Naive Ba-
yes (45 % KD y 48.91 % TA). También se quieren comparar los resultados sobre
el conjunto de datos discretizados con los resultados obtenidos sin la discretiza-
ción. Esta tarea resulta difı́cil, dado que los resultados sobre datos discretizados
obtenidos utilizandoC4.5 son menos precisos que los valores dados por el modelo
generado porM5, y por lo tanto la predicción sobre el comportamiento del opo-
nente posee ḿas incertidumbre. Pero asumiendo que las 5 clases discretas (centro,
centro-derecha, etc) son todo lo que se necesita a la hora de utilizar el modelo, en-
toncesM5 y C4.5 pueden ser comparados discretizando la salida deM5 en 5 clases
y calculando el porcentaje de precisión. Para llevar a cabo esta comparación, se ha
dividido aleatoriamente las instancias en conjunto de entrenamiento y conjunto de
prueba (80 %/20 %). En relación al Turn-Angle, C4.5 obtiene 64 % mientras que
M5 da un 54 % de precisión. Resultados similares se han obtenidos en la predic-
ción deKick-Direction: 61 % paraC4.5 y 44 % paraM5. De esta manera, y si se
considera que una salida discreta es lo que hace falta a la hora de la utilización del
modelo obtenido,C4.5 es la mejor opción.
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Evaluación: MABO

Es evidente que en dominios como el simulador de fútbol de laRoboCup, en
donde el agente modelador no tiene acceso directo a las entradas y las salidas del
agente a modelar, MABT solo puede ser aplicado con propósitos experimentales.
Dado que esta situación es coḿun a la gran mayorı́a de los dominios en donde
interact́uan agentes, es necesaria la utilización de MABO con la finalidad de llevar
a cabo la tarea de modelado en este tipo de dominios.

En este caṕıtulo se muestran los resultados obtenidos en las diferentes etapas
de la aplicacíon de MABO al dominio del simulador de fútbol.

11.1. Configuracíon Experimental

El MABO consta de tres ḿodulos: ḿodulo de etiquetado de acciones, módulo
de construccíon del modelo y el ḿodulo de razonamiento. Dado que cada uno de
estos ḿodulos involucra una serie de experimentos, se ha creado una situación
simulada coḿun con el fin de determinar la utilidad de MABO en este dominio.

A diferencia de los experimentos realizados sobre el dominio del simulador de
fútbol aplicando el MABT, en este caso, las entradas que son consideradas no son
las entradas directas que recibe el agente a través de los sensores. En este caso, tanto
en la creacíon delMEA como en elMCM y el MRA, se aprovecha la arquitectura del
agente modelador el cual realiza un procesado de las entradas de los sensores con
la finalidad de utilizar información de ḿas alto nivel.

El AGENTE A utilizado en estos experimentos es un portero del equipo OR-
CA [99] y el AGENTE B o agente modelador es un delantero basado en el código
del equipo CMUnited-99 [125]. El objetivo del AGENTE B es conducir la pelota
hacia la porteŕıa que defiende el AGENTE A con el fin de marcar un gol. Por el
contrario, el AGENTE A debe evitar que el AGENTE B marque goles.

114



CAPÍTULO 11. EVALUACIÓN: MABO 115

11.2. Módulo de Etiquetado de Acciones

Los datos utilizados para la creación delMEA son una combinación de la per-
cepcíon acerca del AGENTE A que posee el AGENTE B y la accíon real llevada
a cabo por el AGENTE A basada en registros de interacciones previas (partidos
anteriores). Para generar los datos necesarios para la construcción del MEA, se
simuló una situacíon en donde interviene un atacante (AGENTE B y un portero
AGENTE A. Mientras ambos agentes están interactuando, se lleva a cabo un regis-
tro del comportamiento déestos. A partir de la traza generada por el AGENTE B, se
genera un conjunto de entrenamiento con un total de 68 atributos (ver Apéndice C).
De estos atributos, 44 son datos acerca del AGENTE A y del entorno en dos instan-
cias de tiempo consecutivas,t y t − 1. El resto de los atributos, 24, son atributos
calculados mediante la comparación de los atributos relacionados con el AGENTE

A y el entorno. Por otra parte, la clase asociada a cada instancia es tomada de la
traza del comportamiento del AGENTE A. Los valores de la clase puede serturn,
kick, dashy none. Adeḿas existe otra clase denominadadesconocidaque es asig-
nada a una instancia para la cual no se posee la clase real por motivos del ruido
existente en el dominio.

Una vez que se han generado los datos, se procede a generar los clasificadores
capaces de deducir las acciones realizadas por el oponente.

Cabe mencionar que para la creación MEA se ha seguido el enfoque jerárquico
descrito en la sección 10.3. Para generar el clasificador que etiqueta la clase prin-
cipal se ha utilizado PART mientras que los parámetros nuḿericos son etiquetados
por un clasificador generado porM5. Los resultados obtenidos en la generación de
estos clasificadores se detallan en la Tabla 11.1.

Tabla 11.1: Resultados de la creación de los clasificadores que forman el núcleo delMEA.

Tarea Instancias Atributos Clases Precisión
Principal 5095 69 5 70.81 %
Turn 913 69 continua 0.007 C.C.
Dash 3711 69 continua 0.21 C.C.
C.C.: coeficiente de correlación

Existen tres filas en la Tabla 11.1. La primera deéstas refleja la predicción de
la accíon del AGENTE A, mientras que las otras dos filas muestran la predicción
de los paŕametros nuḿericos de dos acciones,turn y dash. Dado que el AGEN-
TE A es un portero, por razones experimentales, sólo se consideran relevantes los
paŕametros de estas acciones y no se consideran los parámetros nuḿericos asocia-
dos a la accíon kick. Las columnas representan el número de instancias utilizadas
en la tarea de aprendizaje, el número de atributos utilizados y el número de clases
(continua para clases numéricas). En láultima columna se muestra la precisión ob-
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tenida en la predicción. Para los parámetros nuḿericos, se muestra el coeficiente de
correlacíon. Estos resultados han sido obtenidos utilizando una validación cruzada
estratificada de 10 carpetas.

El clasificador generado para etiquetar las acciones del AGENTEA y que forma
parte delMEA, obtiene un 70 % de precisión, lo cual es un resultado aceptable si
se considera que el simulador añade ruido a la ya incierta tarea del etiquetado de la
accíon. Por otro lado, los resultados obtenidos en la predicción de los paŕametros
numéricos asociados a las acciones son pobres. Quizás las t́ecnicas utilizadas para
construir los modelos nuḿericos no son las ḿas apropiadas, o quizás se pueden
obtener mejores resultados discretizando los valores continuos de la clase. Gene-
ralmente no es necesario predecir los valores numéricos con gran precisión; una
estimacíon aproximada es suficiente si se busca tomar ventaja de la predicción. Por
ejemplo, puede ser suficiente predecir si el portero va a girar hacia la derecha o a
la izquierda en vez de predecir elángulo exacto en que va a girar. En estos expe-
rimentos se utilizaŕa solo la prediccíon de la accíon principal con la finalidad de
llevar a cabo una acción en una situación dada.

11.3. Módulo de Construccíon del Modelo

Una vez que han sido generados los clasificadores que son el núcleo delMEA,
se incorporáeste a la arquitectura del agente con el fin de generar información
sobre el oponente. La situación simulada es la misma que la utilizada en la cons-
trucción del MEA. De igual forma, se han utilizado los mismos atributos que al
construir elMEA con laúnica salvedad de que esta vez se incluyen los atributos
correspondientes a la clasificación de la accíon llevada a cabo por el oponente. Un
total de tres atributos por cada uno de los dos instantes de tiempo tomados en con-
sideracíon son ãnadidos. En cada instante de tiempo se incluyen la acción realizada
por el oponente y sus dos parámetros nuḿericos asociados. Por otra parte, se su-
prime el atributoOpponentNumberpor considerarlo de poca utilidad en la tarea de
aprendizaje. En tanto que el número de clase se ve incrementado en uno ya que se
añade la claseno hayque se asigna a las instancias a las cuales elMEA no puede
clasificar.

Al igual que en el proceso de creación delMEA se ha utilizado PART y M5 para
construir los modelos. Los resultados obtenidos a la hora de crear estos modelos se
encuentran reflejados en la Tabla 11.2. Como se puede apreciar, el clasificador que
genera elMCM con la finalidad de predecir la acción que llevaŕa a cabo el AGENTE

A, obtiene una precisión por encima del 80 % lo cual es un resultado aceptable
en esta tarea. Por otra parte, los clasificadores generados por elMCM para llevar
a cabo la predicción de los paŕametros nuḿericos asociados a las accionesturn y
dashobtienen resultados mejorables.
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Tabla 11.2: Resultados de la creación de los clasificadores que forman parte del modelo
del AGENTE A llevado a cabo por elMCM.

Tarea Instancias Atributos Clases Precisión
Principal 5352 73 6 81.13 %
Turn 836 73 C 0.67 C.C.
Dash 4261 73 C 0.41 C.C.
C.C.: coeficiente de correlación

11.4. Módulo de Razonamiento

11.4.1. Utilizacíon del Modelo

Una vez que el JUGADOR B ha adquirido el modelo,m, del JUGADOR A y ha
sido incorporado a su arquitectura (probablemente dentro de un módulo de razo-
namiento),́este puede ser utilizado para predecir las acciones del oponente en una
situacíon dada. La tarea seleccionada para probar el modelo adquirido escuando
disparar[124]. Cuando el jugador atacante se aproxima a la porterı́a,éste tiene que
decidir si dispara a la porterı́a o si sigue avanzando con el balón. En este caso, el
AGENTE B (el atacante) tomará esa decisión basado en el modelo del comporta-
miento del portero (AGENTE A).

Cuando decide disparar, el AGENTE B primero selecciona un punto dentro de
la porteŕıa como elblanco del lanzamiento. En este caso, un punto a cada lado la
porteŕıa. El agente entonces considera su propia posición y la posicíon del portero
para seleccionar que punto será el blanco del lanzamiento. Una vez que el agente
esta cerca de la porterı́a, utiliza el modelo del portero construido por elMCM con el
proṕosito de predecir la reacción del portero y decide si disparar o no en un instante
de tiempo dado. Por ejemplo, si se predice que el portero permanecerá quieto, el
atacante avanza con el balón hacia la porterı́a.

Con el proṕosito de estimar la efectividad del MABO en un partido de fútbol
simulado, se han realizado 100 simulaciones en donde solo dos jugadores están
presentes en el terreno de juego. Para cada simulación, el atacante (AGENTE B) y
el baĺon son colocados en 30 posiciones diferentes del campo seleccionadas aleato-
riamente. Esto hace un total de 3000 oportunidades de ataque. El portero se coloca
cerca de la porterı́a. La tarea del atacante es marcar gol mientras que la del portero
es evitarlo.

Para probar la utilidad del modelo se compara a un atacante que utiliza el mode-
lo del portero con un atacante que no utiliza dicho modelo. En todas las situaciones,
el atacante conduce el balón hacia la porterı́a hasta que decide cuándo disparar. El
delantero que no utiliza el modelo decide cuándo disparar basándose śolo en la dis-
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tancia hasta la porterı́a, mientras que el atacante que utiliza el modelo, considera la
distancia a la porterı́a y la prediccíon de la accíon del portero.

En la Figura 11.1 se muestra la situación simulada. La distancia a la cual el
atacante toma de decisión de disparar es de 25 metros. Por otra parte elblanco de
lanzamientodependeŕa de la posicíon del portero. Si eĺangulo que hace el portero
con elblanco de lanzamientomás cercano al delantero es inferior a 20o, el disparo
se dirige a ese punto en concreto. En caso contrario se elegirá comoblanco de
lanzamientoel lado opuesto de la porterı́a. En el caso del atacante que utiliza el
modelo, adeḿas de la distancia, utiliza la predicción de la accíon que llevaŕa a
cabo el portero. Es decir, si el atacante se encuentra dentro delárea que comprende
los 25 metros desde el centro de la porterı́a, y el modelo predice que el portero
avanzaŕa hacia su posición (realizaŕa undashsuponiendo que la dirección es hacia
el baĺon), el atacante llevará a cabo el disparo, en caso contrario seguirá avanzando
con el baĺon. Adicionalmente, se ha fijado unárea de 15 metros desde el centro
de la porteŕıa en donde el atacante disparará siempre que esté en ella, ya que se
encuentra muy cerca del portero el cual puede evitar que siga avanzando.

balón
atacante

blanco de lanzamiento
portero

15 m.
25 m.

Figura 11.1: Situación simulada para estimar la utilidad del modelo del portero adquirido
por el atacante.

Los resultados obtenidos en la realización de estos experimentos se muestran
en la Tabla 11.3.

Como muestran los resultados, la media de goles utilizando el modelo es su-
perior a la media de goles sin utilizar el modelo. Estos resultados pueden ser re-
sumidos como que, de cada 30 disparos, un gol extra es marcado si se utiliza el
modelo. Adeḿas, los tiros dirigidos hacia fuera de la porterı́a se reducen si se uti-
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Tabla 11.3: Resultados de comparativos de la utilización del modelo.

Delantero Media de Goles Media de tiros fuera
sin modelo 4.65 11.18
con modelo 5.88 10.47

liza el modelo. Se ha realizado un pruebat-test para determinar si estas diferencias
son significativas con unα = 0,05. Los resultados demuestran que sı́ existe di-
ferencia significativa entre utilizar el modelo o no. A pesar de que el AGENTE B
utiliza de una manera muy simple el modelo del AGENTE A, se obtiene una mejora
significativa.

11.4.2. Utilizacíon Automática del Modelo

En el apartado anterior se utilizó el modelo del AGENTE A para ayudar al
AGENTE B a decidir que acción ejecutar. Pero la estrategia era fija y programada
a mano. En este apartado se quiere generar de manera automática dicha estrategia
mediante la utilizacíon de t́ecnicas de aprendizaje automático. Aśı pues, con vistas
a utilizar de forma autoḿatica el modelo del AGENTE A adquirido por el AGENTE

B, se llev́o a cabo un nuevo experimento en donde la decisión de disparar a por-
teŕıa o seguir avanzando se realiza de manera automática mediante un clasificador
(CAu).

Al igual que en la sección anterior, el modelo del AGENTE A y CAu son śolo
una parte del MRA ya quéeste se basa, en gran medida, en la arquitectura del
agente modelador.

Para construirCAu es necesario generar una gran cantidad de datos. El proceso
llevado a cabo con vistas a generar los datos necesarios para la construcción de
CAu se detalla a continuación:

La situacíon simulada para generar los datos es la misma que se utilizó en
la seccíon 11.4.1. Un atacante (agente modelador) y un portero (agente a
modelar) interact́uan un ńumero elevado de veces.

Una vez que el AGENTE B se encuentra en elárea de 25 metros, decide
aleatoriamente si disparar o no.

Si al disparar a porterı́a, el AGENTE B marca gol, el ejemplo es considerado
como positivo. En caso contrario se considera negativo.

Cada ejemplo está formado por 18 atributos (ver Tabla 11.4) que correspon-
den a los valores de algunas variables del entorno además de las predicciones
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Tabla 11.4: Atributos utilizados en la creación delCAu.

Nombre Descripcíon
BallKickable ¿se puede disparar el balón?
OpponentX coordenada X del oponente
OpponentY coordenada Y del oponente
OpponentDistance distancia al oponente
BallX coordenada X del balón
BallY coordenada Y del balón
MyX coordenada X del agente modelador
MyY coordenada Y del agente modelador
DistanceRM Their Goal distancia hasta la porterı́a
DistanceRM LF Flag distancia al poste izquierdo de la porterı́a
DistanceRM RF Flag distancia al poste derecho de la porterı́a
AngleFromBodyRM Their GR Flag ángulo a la porterı́a
LastAction última accíon realizada
LastAngle ángulo de láultima accíon
LastPower fuerza de láultima accíon
OpponentActionPrediction predicción de la accíon del oponente
OAPrediction prediccíon de elángulo de la acción del oponente
OPPrediction predicción de la fuerza de la acción del oponente
class positivo si se marca gol, negativo en caso contrario

llevadas a cabo por el modelo del AGENTE A en el instante de tiempo en que
realiza el disparo. Adeḿas de estos atributos, cada instancia es etiquetada
positivo o negativo seǵun sea el caso.

Una vez generado los datos, se utiliza un algoritmo de aprendizaje generar
el CAu. En este caso se ha utilizado el algoritmo de generación de reglas
PART [47].

Por último, se incorpora elCAu generado a la arquitectura del AGENTE B
para decidir cúando disparar.

Puesto que se quiere determinar la influencia de las predicciones realizadas por
el modelo del AGENTE A incorporado en la arquitectura del AGENTE B, se han
realizado experimentos en donde no se incluyenéstas. De esta manera, el clasifi-
cador es generado a partir de 15 atributos y la clase.

La distribucíon original de los datos generados en el proceso de simulación
posee 7414 casos negativos y 2082 casos positivos. Al aplicar PART, se lograba
un porcentaje de aciertos del 77.85 %. Pero al analizar la matriz de confusión, esta
revela que la practica totalidad de los ejemplos eran clasificados como negativos.
Por esta raźon, se decidío incrementar el ńumero de instancias positivas cuadri-
plicando las existentes para hacer un total de 8328 instancias positivas. El nuevo
conjunto de datos posee 15742 instancias y el número de atributos es 19 cuando se
utilizan las predicciones del modelo y de 16 cuando no se utilizan. PART obtiene
un 63.49 % de aciertos sobre el conjunto de datos que no incorpora las prediccio-
nes del modelo y un 68.06 % sobre el conjunto de datos que si las incorpora. Estos
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resultados y el ańalisis del conjunto de reglas generados, indican que la utilización
de las predicciones influye positivamente a la hora de generar elCAu.

Los resultados obtenidos en la generación delCAu muestran que la utilización
del modelo del AGENTE A incrementa el porcentaje de aciertos en el proceso de
decisíon de si disparar o no (positivo y negativo respectivamente). Pero como se
quiere determinar si este clasificador esútil con esa precisión, se incorporáeste a
la arquitectura del AGENTE B. Una vez que elCAu es parte de la arquitectura del
AGENTEB, se utilizaéste en el simulador con las mismas condiciones en las cuales
se evaluaron el delantero sin modelo y con modelo cuyos resultados se reflejan en
la seccíon anterior. En la Tabla 11.5 se muestran los resultados obtenidos por el
delantero sin modelo, el delantero con modelo y el delantero con modelo y elCAu,
el cual determina la acción a llevar a cabo.

Tabla 11.5: Resultados comparativos de la utilización autoḿatica del modelo.

Delantero Media de Goles Media de tiros fuera
sin modelo 4.65 11.18
con modelo 5.88 10.47
con modelo +CAu 5.97 9.61

Como se puede apreciar, el AGENTE B que utiliza autoḿaticamente el mode-
lo mediante elCAu obtiene un media superior de goles. Sin embargo al aplicar
un t-test con una significación del 95 %, no existe diferencia significativa con el
AGENTE B que utiliza el modelo mediante una programación realizada a mano.
Por otra parte, la utilización del modelo conCAu por parte del AGENTE B es sig-
nificativamente mejor que no utilizar modelo. En cuanto a la media de tiros fuera,
el agente que utiliza el modelo y elCAu reduce de manera significativaéstos si se
compara con cualquiera de los otros dos agentes. Estos resultados indican que la
utilización delCAu por parte del AGENTE B, obtiene resultados, al menos, com-
parables a la utilización del modelo mediante la programación del comportamiento
realizado por un experto.
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Conclusiones y Trabajos Futuros

En esta parte de la tesis se han presentado dos enfoques para la obtención del
modelo de un agente basado en la observación de su comportamiento. En entornos
en donde intervienen agentes, el conocimiento que se posea sobreéstos proporcio-
na una clara ventaja al agente que es capaz de adquirir dicho conocimiento. Existen
diversas formas de obtener el modelo de un agente. Algunas de ellas equiparan las
observaciones realizadas sobre el comportamiento del agente con modelos previa-
mente construidos. Otras, asumen que el agente se comporta de maneraóptima
y parten de esta suposición para construir un modelo. Una manera de modelar el
comportamiento de un agente es considerar aéste como una caja negra y realizar
el modelado intentando inferir la relación existente entre las sus entradas y sali-
das. Este tipo de modelado, conocido como modelado de agentes entrada/salida
(IOAM por sus siglas en inglés), ha sido aplicado conéxito en eĺarea de modelado
de usuarios.

En esta tesis se presentan dos esquemas para el modelado de agentes los cuáles
entran dentro de las técnicas IOAM. Estos esquemas aplican técnicas de apren-
dizaje autoḿatico con la finalidad de construir el modelo del agente. En primer
lugar se propone un esquema denominadoModelado de Agentes Basado en Tra-
zas(MABT) en donde se asume que el agente modelador tiene acceso a los datos
de entrada y salida del agente a modelar. MABT está compuesto esencialmente
por dos ḿodulos, el ḿodulo de construcción del modelo (MCM) y el módulo de
razonamiento (MRA).

Además, se extiende el esquema anterior con la finalidad de poder utilizarlo en
dominios en donde no se tiene acceso directo a las entradas y salidas del agente
a modelar. Esto da origen al esquema denominadoModelado de Agentes Basado
en la Observacíon (MABO). Este nuevo esquema incorpora un módulo encarga-
do de inferir las acciones llevadas a cabo por el agente a modelar basándose en
informacíon de interacciones previas (módulo de etiquetado de acciones -MEA).

Con la finalidad de evaluar el MABT se han llevado a cabo experimentos tanto
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en dominios estáticos como dińamicos. Por otra parte se quiere determinar el lı́mite
superior al que se puede llegar utilizando las entradas y salidas del agente a modelar
como base del proceso de modelado.

Para validar MABO, en el cúal asume que no se tiene acceso directo a las en-
tradas y salidas del agente a modelar, se han realizado experimentos en el conocido
dominio del simulador de fútbol de laRoboCup.

12.1. Conclusiones

Las principales conclusiones que se extraen de la evaluación de los resultados
del MABT se exponen a continuación.

En la evaluacíon del MCM de MABT se ha observado que la utilización de
técnicas de aprendizaje automático con el proṕosito de generar el modelo de un
agente han demostrado una alta precisión. Adeḿas, en uno de los dominios de
prueba, al utilizar el modelo generado como núcleo delMRA, el agente modelador
se comporta de manera muy similar al agente modelado.

Sin embargo, en un dominio en donde las entradas son complejas y las acciones
realizadas por el agente a modelar involucran una combinación de paŕametros, se
hace necesaria la utilización de un enfoque de aprendizaje automático jerarquizado
como ńucleo delMCM. Los resultados obtenidos en el proceso de construcción del
modelo en este dominio, reflejan que la complejidad de las entradas tiende a limitar
la calidad del modelo adquirido.

En cuanto al proceso de evaluación del MABO se pueden extraer las siguientes
conclusiones.

Al aplicar el aprendizaje jerárquico con la finalidad de construir el núcleo del
MEA se obtienen resultados diversos. Es decir, de acuerdo a la tarea de aprendi-
zaje que estén llevando a cabo las técnicas de aprendizaje automático utilizadas,
se obtienen resultados muy distintos. A pesar de esto, se puede considerar que los
resultados son aceptables para el uso que se pretende dar al modelo.

En cuanto a los resultados obtenidos en la creación del modelo (MCM) se puede
considerar que el aprendizaje jerárquico obtiene resultado aceptables. Pero quizás
los resultados ḿas interesantes son los obtenidos en la evaluación delMRA. A pesar
de que el agente que incorpora MABO dentro de su arquitectura utiliza el modelo
de una forma simple,́este obtiene mejores resultados que un agente que no utiliza
MABO.
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12.2. Limitaciones

Una de las principales limitaciones de MABT es queéste asume que puede te-
ner acceso directo a las entradas/salidas del agente a modelar. Sin embargo, MABT
se puede utilizar en dominios en donde esto sea cierto. Por otra parte, dependiendo
de la complejidad de las entradas y/o salidas en un dominio dado, MABT puede
ver limitado su rendimiento.

En cuanto a las limitaciones de MABO, quizás la ḿas importante puede ser
el tiempo necesario para construir el modelo del agente siéste se utiliza en un
dominio en donde el tiempo es un factor determinante. Sin embargo, dependiendo
del dominio se pueden establecer estrategias para limitar el tiempo de construcción
y actualizacíon de los modelos generados. Otra limitación de MABO, en dominios
como el simulador de fútbol de laRoboCupes la cantidad de datos necesarios para
construir el modelo.

12.3. Ĺıneas de Trabajo Futuro

La realizacíon de este trabajo plantea lı́neas de investigación que pueden ser
estudiadas, desarrolladas y evaluadas en un futuro. A continuación se detallan al-
gunas de estas lı́neas.

En las evaluaciones de MABT realizadas hasta ahora, el uso de técnicas de
aprendizaje autoḿatico se limita a la creación del modelo del agente. Sin em-
bargo existen situaciones donde no basta con reemplazar el núcleo delMRA

por el modelo adquirido. Para este tipo de situaciones se propone la utiliza-
ción de t́ecnicas de aprendizaje automático con la finalidad automatizar la
utilización del modelo.

La calidad del modelo generado depende en gran medida de la calidad de
los datos etiquetados por elMEA. Por esta raźon se propone la utilización de
otras t́ecnicas de aprendizaje y/o estadı́sticas con la finalidad de incrementar
la calidad de los datos etiquetados por elMEA.

Se propone la utilización del modelo adquirido en comportamientos más
complejos. Puesto que elMRA utiliza de una forma simple el modelo ad-
quirido por el agente, se propone que se utiliceéste en comportamientos en
donde se vean involucrados más de dos agentes. Por ejemplo, en el simulador
de fútbol de laRoboCupse podŕıan crear situaciones en donde el agente mo-
delador tenga que utiliza el modelo en una situación que involucre oponentes
y/o compãneros.

Utilización de otras t́ecnicas de aprendizaje automático en elMRA que pue-
dan aprovechar aún más el modelo adquirido. Un ejemplo de estas técnicas



CAPÍTULO 12. CONCLUSIONES Y TRABAJOS FUTUROS 125

seŕıa el aprendizaje por refuerzo.

El proceso de modelado realizado en el simulador de fútbol de laRoboCup
es un modelado agente-agente, considerado de bajo nivel. Por esta razón
se propone modelar series de acciones y no una acción en especifico para
intentar eliminar las ambig̈uedades presentes en este tipo de dominios.

Evaluacíon de MABT y MABO en otros dominios. Tomando en considera-
ción las restricciones de MABT,éste puede ser utilizado en otros dominios
en donde intervienen agentes. Por otra parte, MABO podrı́a ser utilizado en
entornos multiagentes como el dominio de subastas electrónicas o el de la
competicíon de agentesentrenadoresdentro del propio simulador de fútbol
de laRoboCup.
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Caṕıtulo 13

Conclusiones Generales

13.1. Sumario

Como se ha mencionado en la introducción de esta memoria, existen distintas
maneras de resolver un problema mediante la aplicación de t́ecnicas que implican
la utilización de la Inteligencia Artificial.

Existen entornos en donde técnicas o resolvedores de problemas deben colabo-
rar con la finalidad de cumplimentar la tarea asignada. Dentro de estos entornos se
encuentran los conocidos conjuntos de clasificadores, los cuales combinan las de-
cisiones de un grupo de clasificadores (resolvedores de problemas) con la finalidad
de llevar a cabo la tarea de asignada. Uno de los objetivos de esta tesis ha consisti-
do en el desarrollo y experimentación de un ḿetodo capaz de encontrar, basándose
en un algoritmo de generación de conjuntos, un grupóoptimo de resolvedores de
problemas para un problema especı́fico. Este ḿetodo, denominadoGA-Stacking,
utiliza algoritmos geńeticos con el proṕosito de encontrar la configuración óptima
de los paŕametros del algoritmo de generación de conjuntos heterogéneos conocido
comoStacking.

Para conseguir este objetivo ha sido necesario el diseño y desarrollo de las codi-
ficaciones de las soluciones, la función defitnessnecesaria para la utilización de los
AG’s al igual que la evaluación del ḿetodo propuesto. Finalmente, la experimenta-
ción ha permitido determinar la configuración adecuada del ḿetodo propuesto con
la finalidad de resolver una tarea asignada.

En otros entornos en donde los resolvedores de problemas no sólo cooperan
con otros resolvedores de problemas, sino que pueden llegar a competir conéstos,
cualquier informacíon que se posea sobre los demás individuos que interactúan en
el entorno resulta de mucha utilidad. En este tipo de entornos, los resolvedores de
problemas poseen cierto grado de autonomı́a. El objetivo de este trabajo, relaciona-
do con este tipo de resolvedores de problemas, ha sido desarrollar un esquema ge-
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neral que permita adquirir el modelo de un agente basándose en el comportamiento
deéste. Cabe señalar que en realidad se han desarrollado dos esquemas cuyo fin es
el modelado del comportamiento de otros agentes, elModelado de Agentes Basa-
do en Trazas(MABT) y el Modelado Basado en la Observación (MABO). Ambos
han sido evaluados experimentalmente.

Con el proṕosito de conseguir este objetivo, ha sido necesaria la conceptuali-
zacíon y desarrollo de los ḿodulos que se incorporan a la arquitectura del agente
modelador. Adeḿas, fue necesario determinar las relaciones existente entre estos
módulos. Por otra parte, ha sido necesario el desarrollo de un esquema experimen-
tal que permitiese evaluar los métodos propuestos. Este marco experimental ha
permitido validar el correcto funcionamiento de los métodos propuestos.

13.2. Publicaciones

En esta sección se enumeran las publicaciones a las que ha dado origen la
elaboracíon de esta tesis doctoral.

Tı́tulo: Empirical Evaluation of Optimized Stacking Configurations
Autores: Agapito Ledezma, Ricardo Aler, Araceli Sanchis, y Daniel Bo-

rrajo
Congreso: The 16th IEEE International Conference on Tools with Artificial

Intelligence
Publicacíon: por publicar

Lugar de publicacíon:
Año: 2004

Tı́tulo: Predicting Opponent Actions by Observation
Autores: Agapito Ledezma, Ricardo Aler, Araceli Sanchis y Daniel Bo-

rrajo
Congreso: RoboCup 2004 Symposium

Publicacíon: por publicar
Lugar de publicacíon:

Año: 2004

Tı́tulo: From Continuous Behaviour to Discrete Knowledge
Autores: Agapito Ledezma, Fernando Fernández, Ricardo Aler

Congreso: 7th International Work-Conference on Artificial and Natural
Neural Networks

Publicacíon: Proceedings of IWANN 2003
Lugar de publicacíon: Espãna

Año: 2003
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Tı́tulo: Predicting Opponent actions in the RoboSoccer
Autores: Agapito Ledezma, Ricardo Aler, Araceli Sanchis y Daniel Bo-

rrajo
Congreso: 2002 IEEE International Conference on Systems, Man and Cy-

bernetics
Publicacíon: Proceedings of the SMC 02

Lugar de publicacíon: Túnez
Año: 2002

Tı́tulo: Heuristic Search-Based Stacking of Classifiers
Autores: Agapito Ledezma, Ricardo Aler y Daniel Borrajo

Libro: Heuristic and Optimization for Knowledge Discovery
Editorial: Idea Group Publishing
Páginas: 54-67

Lugar de publicacíon: Reino Unido
Año: 2001

Tı́tulo: Automatic Symbolic Modelling of Co-evolutionarily Learned
Robot Skills

Autores: Agapito Ledezma, Antonio Berlanga y Ricardo Aler
Congreso: 6th International Work-Conference on Artificial and Natural

Neural Networks
Publicacíon: Proceedings of IWANN 2001

Páginas: 799-806
Lugar de publicacíon: Espãna

Año: 2001

Tı́tulo: Extracting Knowledge from Reactive Robot Behavior
Autores: Agapito Ledezma, Antonio Berlanga y Ricardo Aler

Congreso: AGENTS-01 Workshop on ”Learning Agents”
Publicacíon: Proceeding of the AGENTS-01 Workshop on ”Learning Agents”

Páginas: 7-12
Lugar de publicacíon: Canad́a

Año: 2001

Tı́tulo: Learning Models of Other Agents
Autores: Agapito Ledezma, Ricardo Aler, Daniel Borrajo e Inés Galv́an

Congreso: AGENTS-00/ECML-00 - Workshop on ”Learning Agents”
Publicacíon: Proceeding of the AGENTS-00/ECML-00 Workshop on ”Lear-

ning Agents”
Páginas: 1-5

Lugar de publicacíon: Espãna
Año: 2000
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Apéndice A

Algoritmos de Generacíon de
Conjuntos de Clasificadores

En este aṕendice se detallan los algoritmos de construcción de conjuntos ho-
moǵeneos ḿas utilizados. En la Figura A.1 se muestra el algoritmo de generación
de conjuntos de clasificadores homogéneos denominadoBootstrap Aggregatingo
Bagging. Por otro lado, en la Figura A.2 se detalla el algoritmo AdaBoostM1 co-
nocido algunas veces comoBoosting.
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APÉNDICE A. ALGORITMOS 143

Algoritmo Bagging
Entradas

Conjunto de entrenamiento,S

Algoritmo de aprendizaje base,B

Número de muestrasbootstrap, T

Procedimiento
Parai = 1 hastaT {

S′ = muestrabootstrapdeS(S′ es una muestra con reemplazo deS)
C = B(S′) (crea un nuevo clasificador a partir deS′)

}
C∗(x) = arg max

y∈Y

X
iCi(x)=y

1(etiqueta ”y” mayoritaria)

Salida

ClasificadorC∗

Figura A.1: Algoritmo de generación de conjuntos homogéneosBootstrap Aggregating
(Bagging).
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Algoritmo AdaBoostM1. La fórmula[[E]] es 1 cuando esE es cierto y 0 de otra forma
Entradas

Conjunto de entrenamientoS, de instancias etiquetadas:S =
{(xi, yi), i = 1, 2, ..., m}
Clasesyi ∈ Y = {1, ..., K}
Algoritmo de aprendizaje base (clasificador débil) B

Número de iteracionesT

Procedimiento
Inicializar para todoi : w1(i) = 1/m Asigna el mismo peso a todas

las instancias
Parat = 1 aT{

parai : pt(i) = wt(i)/(
P

i wt(i)) Normaliza el peso de las instan-
cias

Ct = B(pt) Aplica el algoritmo base con los
pesos normalizados

εt =
P

i pt(i)[[Ct(xi) 6= yi]] Calcula el error deCt

si εt > 1/2 entonces
T = t− 1
termina bucle

βt = εt/(1− εt)

Para todoi : wt+1(i) = wt(i)β
1−[[Ct(xi) 6=yi]]
t cálculo de nuevos pesos

}
Salida

Clasificador C∗ = arg max
y∈Y

TX
t=1

„
1

βt

«
[[Ct(xi) = yi]]

Figura A.2: Algoritmo de generación de conjuntos homogéneosAdaBoostM1(Boosting).



Apéndice B

Configuraciones deGA-Stacking

En este aṕendice se muestran los resultados obtenidos en el proceso de evalua-
ción de las diferentes configuraciones deGA-Stacking. En la Tabla B.1 se puede
apreciar la evolución del fitness en los dominios utilizados de las diferentes confi-
guraciones deGA-Stacking. Las gŕaficas correspondientes a los dominios deecho
y sonarno se muestran pues en la primera generación se alcanzaba elfitnessmáxi-
mo.

Por otro lado, en las Tablas B.2, B.3, B.4, B.5, B.6, B.7 se muestran los resul-
tados de la comparación de los individuos encontrados por las diferentes configu-
raciones deGA-Stacking.
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Tabla B.1: Evolucíon delfitnessen los distintos dominios con cada una
de las configuraciones deGA-Stacking. El valor reflejado es el promedio
de las tres ejecuciones del algoritmo sobre el conjunto de datos.
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Tabla B.1. (Continuacíon)
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Tabla B.1. (Continuacíon)
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Tabla B.1. (Continuacíon)
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Tabla B.1. (Continuacíon)
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Tabla B.1. (Continuacíon)
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Tabla B.1. (Continuacíon)
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Tabla B.1. (Continuacíon)
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Tabla B.2: Comparación de los resultados obtenidos por los individuos seleccionados me-
diante GAS5SPI con el resto de los individuos encontrados con las demás configuraciones
deGA-Stackingy su significacíon estad́ıstica (+/− es mejor/peor significativamente).

Dominio GAS5SPI GAS5SPII GAS5CPI GAS5CPII GAS11SP GAS11CP
australian 86.30 87.10 88.10 87.20 88.90 88.80
balance 90.80 94.30+ 94.40+ 92.50+ 94.20+ 94.30+
breast 95.20 95.10 97.40 95.90 96.70 96.80
car 96.20 95.50 97.30+ 97.80+ 95.80 97.70+
chess 99.70 99.70 99.30 99.40 99.40 99.70
diabetes 73.10 73.30 75.40+ 73.30 74.90 75.40
echo 86.70 84.70 87.50 90.00 84.70 90.00
german 74.00 75.40 71.00 75.00 71.00 73.60
glass 62.50 63.50 67.70 76.00+ 66.70 74.50+
heart 82.50 83.70 82.30 82.80 75.40− 82.50
hepatitis 80.90 80.90 79.40 78.70 80.10 79.40
hypho 99.30 99.20 99.60 98.80− 98.50− 99.30
images 97.40 97.90 97.60 98.60 97.20 98.10
ionosphere 89.20 90.30 91.30 89.10 90.60 90.30
iris 93.70 92.20 93.70 92.20 94.20 97.20
sonar 97.80 94.70 91.60− 93.60− 97.80 95.70
vote 95.70 93.70− 95.40 95.70 91.50− 94.00−
wine 94.40 96.70 98.90 97.80 94.10 92.20

Tabla B.3: Comparación de los resultados obtenidos por los individuos seleccionados me-
diante GAS5SPII con el resto de los individuos encontrados con las demás configuraciones
deGA-Stackingy su significacíon estad́ıstica (+/− es mejor/peor significativamente).

Dominio GAS5SPII GAS5SPI GAS5CPI GAS5CPII GAS11SP GAS11CP
australian 87.10 86.30 88.10 87.20 88.90 88.80
balance 94.30 90.80− 94.40 92.50 94.20 94.30
breast 95.10 95.20 97.40+ 95.90 96.70 96.80
car 95.50 96.20 97.30+ 97.80+ 95.80 97.70+
chess 99.70 99.70 99.30 99.40 99.40 99.70
diabetes 73.30 73.10 75.40 73.30 74.90 75.40
echo 84.70 86.70 87.50 90.00 84.70 90.00
german 75.40 74.00 71.00 75.00 71.00− 73.60
glass 63.50 62.50 67.70 76.00 66.70 74.50+
heart 83.70 82.50 82.30 82.80 75.40− 82.50
hepatitis 80.90 80.90 79.40 78.70 80.10 79.40
hypho 99.20 99.30 99.60 98.80 98.50 99.30
images 97.90 97.40 97.60 98.60 97.20 98.10
ionosphere 90.30 89.20 91.30 89.10 90.60 90.30
iris 92.20 93.70 93.70 92.20 94.20 97.20
sonar 94.70 97.80 91.60 93.60 97.80 95.70
vote 93.70 95.70+ 95.40 95.70+ 91.50 94.00
wine 96.70 94.40 98.90 97.80 94.10 92.20
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Tabla B.4: Comparación de los resultados obtenidos por los individuos seleccionados me-
diante GAS5CPI con el resto de los individuos encontrados con las demás configuraciones
deGA-Stackingy su significacíon estad́ıstica (+/− es mejor/peor significativamente).

Dominio GAS5CPI GAS5SPI GAS5SPII GAS5CPII GAS11SP GAS11CP
australian 88.10 86.30 87.10 87.20 88.90 88.80
balance 94.40 90.80− 94.30 92.50 94.20 94.30
breast 97.40 95.20 95.10− 95.90 96.70 96.80
car 97.30 96.20− 95.50− 97.80 95.80− 97.70
chess 99.30 99.70 99.70 99.40 99.40 99.70
diabetes 75.40 73.10− 73.30 73.30 74.90 75.40
echo 87.50 86.70 84.70 90.00 84.70 90.00
german 71.00 74.00 75.40 75.00 71.00 73.60
glass 67.70 62.50 63.50 76.00 66.70 74.50
heart 82.30 82.50 83.70 82.80 75.40− 82.50
hepatitis 79.40 80.90 80.90 78.70 80.10 79.40
hypho 99.60 99.30 99.20 98.80− 98.50 99.30
images 97.60 97.40 97.90 98.60 97.20 98.10
ionosphere 91.30 89.20 90.30 89.10− 90.60 90.30
iris 93.70 93.70 92.20 92.20 94.20 97.20
sonar 91.60 97.80+ 94.70 93.60 97.80+ 95.70+
vote 95.40 95.70 93.70 95.70 91.50− 94.00
wine 98.90 94.40 96.70 97.80 94.10− 92.20

Tabla B.5: Comparación de los resultados obtenidos por los individuos seleccionados me-
diante GAS5CPII con el resto de los individuos encontrados con las demás configuraciones
deGA-Stackingy su significacíon estad́ıstica (+/− es mejor/peor significativamente).

Dominio GAS5CPII GAS5SPI GAS5SPII GAS5CPI GAS11SP GAS11CP
australian 87.20 86.30 87.10 88.10 88.90 88.80
balance 92.50 90.80− 94.30 94.40 94.20 94.30
breast 95.90 95.20 95.10 97.40 96.70 96.80
car 97.80 96.20− 95.50− 97.30 95.80− 97.70
chess 99.40 99.70 99.70 99.30 99.40 99.70
diabetes 73.30 73.10 73.30 75.40 74.90 75.40
echo 90.00 86.70 84.70 87.50 84.70 90.00
german 75.00 74.00 75.40 71.00 71.00− 73.60
glass 76.00 62.50− 63.50 67.70 66.70 74.50
heart 82.80 82.50 83.70 82.30 75.40− 82.50
hepatitis 78.70 80.90 80.90 79.40 80.10 79.40
hypho 98.80 99.30+ 99.20 99.60+ 98.50 99.30+
images 98.60 97.40 97.90 97.60 97.20 98.10
ionosphere 89.10 89.20 90.30 91.30+ 90.60 90.30
iris 92.20 93.70 92.20 93.70 94.20 97.20
sonar 93.60 97.80+ 94.70 91.60 97.80+ 95.70
vote 95.70 95.70 93.70− 95.40 91.50− 94.00−
wine 97.80 94.40 96.70 98.90 94.10 92.20−
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Tabla B.6: Comparación de los resultados obtenidos por los individuos seleccionados me-
diante GAS11SP con el resto de los individuos encontrados con las demás configuraciones
deGA-Stackingy su significacíon estad́ıstica (+/− es mejor/peor significativamente).

Dominio GAS11SP GAS5SPI GAS5SPII GAS5CPI GAS5CPII GAS11CP
australian 88.90 86.30 87.10 88.10 87.20 88.80
balance 94.20 90.80− 94.30 94.40 92.50 94.30
breast 96.70 95.20 95.10 97.40 95.90 96.80
car 95.80 96.20 95.50 97.30+ 97.80+ 97.70+
chess 99.40 99.70 99.70 99.30 99.40 99.70
diabetes 74.90 73.10 73.30 75.40 73.30 75.40
echo 84.70 86.70 84.70 87.50 90.00 90.00
german 71.00 74.00 75.40+ 71.00 75.00+ 73.60
glass 66.70 62.50 63.50 67.70 76.00 74.50
heart 75.40 82.50+ 83.70+ 82.30+ 82.80+ 82.50+
hepatitis 80.10 80.90 80.90 79.40 78.70 79.40
hypho 98.50 99.30+ 99.20 99.60 98.80 99.30+
images 97.20 97.40 97.90 97.60 98.60 98.10
ionosphere 90.60 89.20 90.30 91.30 89.10 90.30
iris 94.20 93.70 92.20 93.70 92.20 97.20
sonar 97.80 97.80 94.70 91.60− 93.60− 95.70
vote 91.50 95.70+ 93.70 95.40+ 95.70+ 94.00
wine 94.10 94.40 96.70 98.90+ 97.80 92.20

Tabla B.7: Comparación de los resultados obtenidos por los individuos seleccionados me-
diante GAS11CP con el resto de los individuos encontrados con las demás configuraciones
deGA-Stackingy su significacíon estad́ıstica (+/− es mejor/peor significativamente).

Dominio GAS11CP GAS5SPI GAS5SPII GAS5CPI GAS5CPII GAS11SP
australian 88.80 86.30 87.10 88.10 87.20 88.90
balance 94.30 90.80− 94.30 94.40 92.50 94.20
breast 96.80 95.20 95.10 97.40 95.90 96.70
car 97.70 96.20− 95.50− 97.30 97.80 95.80−
chess 99.70 99.70 99.70 99.30 99.40 99.40
diabetes 75.40 73.10 73.30 75.40 73.30 74.90
echo 90.00 86.70 84.70 87.50 90.00 84.70
german 73.60 74.00 75.40 71.00 75.00 71.00
glass 74.50 62.50− 63.50− 67.70 76.00 66.70
heart 82.50 82.50 83.70 82.30 82.80 75.40−
hepatitis 79.40 80.90 80.90 79.40 78.70 80.10
hypho 99.30 99.30 99.20 99.60 98.80− 98.50−
images 98.10 97.40 97.90 97.60 98.60 97.20
ionosphere 90.30 89.20 90.30 91.30 89.10 90.60
iris 97.20 93.70 92.20 93.70 92.20 94.20
sonar 95.70 97.80 94.70 91.60− 93.60 97.80
vote 94.00 95.70+ 93.70 95.40 95.70+ 91.50
wine 92.20 94.40 96.70 98.90 97.80+ 94.10



Apéndice C

Detalles de la Evaluacíon del
MABO

En este aṕendice se muestran en detalle las caracterı́sticas de los datos utiliza-
dos con el proṕosito de evaluar el proceso de generación del ḿodulo de etiquetado
de acciones. En la Tabla C.1 se muestran los atributos del conjunto de datos utili-
zados y la descripción de los mismos.
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Tabla C.1: Atributos utilizados en el proceso de construcción de los clasificadores que son
el núcleo delMEA dentro de MABO.

Nombre Descripcíon
ATRIBUTOS DEL INSTANTEt

SeeOpponent ¿puedo ver al oponente?
OpponenteNumber número del oponente
BallKickableForOpponent ¿puede el oponente disparar el balón?
CanFaceOpponentWithNeck ¿puedo encarar al oponente girando el cuello?
CanSeeOpponentWithNeck ¿puedo ver al oponente girando el cuello?
BallMoving ¿el baĺon se esta moviendo?
BallKickable ¿puedo disparar el balón?
OpponentPositionValid grado de certeza sobre la posición del oponente
OpponentDistance distancia al oponente
OpponentSpeed velocidad del oponente
OpponentAngleFromBody ángulo del oponente desde mi cuerpo
OpponentAngleFromNeck ángulo del oponente desde mi cuello
BallPositionValid grado de certeza sobre la posición del baĺon
BallSpeed velocidad del balón
BallDistance distancia del balón
BallAngleFromBody ángulo del baĺon desde mi cuerpo
BallAngleFromNeck ángulo del baĺon desde mi cuello
MyBodyAng ángulo de mi cuerpo
MySpeed mi velocidad
MyAction mi accíon
MyActionAngle elángulo asociado a mi acción
MyActionPower el poder asociado a mi acción

ATRIBUTOS DEL INSTANTEt− 1
Iguales a los anteriores se utilizan los mismos que en el instantet

ATRIBUTOS CALCULADOS

DIF-BKFO diferencia en dos instantes de tiempo del atributo BallKickableForOpponent
DIF-CFOWN diferencia en dos instantes de tiempo del atributo CanFaceOpponentWithNeck
DIF-CSOWN diferencia en dos instantes de tiempo del atributo CanSeeOpponentWithNeck
DIF-BM diferencia en dos instantes de tiempo del atributo BallMoving
DIF-BK diferencia en dos instantes de tiempo del atributo BallKickable
DIF-OX diferencia en dos instantes de tiempo de la coordenada X del oponente
DIF-OY diferencia en dos instantes de tiempo de la coordenada Y del oponente
DESP-O desplazamiento del oponente de un instante de tiempo a otro
DIF-OD diferencia en dos instantes de tiempo del atributo OpponentDistance
DIF-OS diferencia en dos instantes de tiempo del atributo OpponentSpeed
DIF-OAFB diferencia en dos instantes de tiempo del atributo OpponentAngleFromBody
DIF-OAFN diferencia en dos instantes de tiempo del atributo OpponentAngleFromNeck
DIF-BX diferencia en dos instantes de tiempo de la coordenada X del balón
DIF-BY diferencia en dos instantes de tiempo de la coordenada Y del balón
DESP-Ball desplazamiento del balón de un instante a otro
DIF-BS diferencia en dos instantes de tiempo del atributo BallSpeed
DIF-BD diferencia en dos instantes de tiempo del atributo BallDistance
DIF-BAFB diferencia en dos instantes de tiempo del atributo BallAngleFromBody
DIF-BAFN diferencia en dos instantes de tiempo del atributo BallAngleFromNeck
DIF-MyX diferencia en dos instantes de tiempo de mi coordenada X
DIF-MyY diferencia en dos instantes de tiempo de mi coordenada Y
DESP-My mi desplazamiento de un instante a otro
DIF-MyBA diferencia en dos instantes de tiempo del atributo MyBodyAng
DIF-MyS diferencia en dos instantes de tiempo del atributo MySpeed
CLASS accíon llevado a cabo por el agente a modelar en el instantet− 1


