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Resumen: La estimación de parámetros biofísicos como el índice de área foliar (IAF) ha sido 
un reto en los últimos años. Los métodos directos e indirectos existentes hasta el momento son 
costosos tanto en tiempo como en dinero. El desarrollo en los últimos años de las plataformas 
de fenotipado ha abierto la posibilidad de crear nuevas herramientas que ayuden a los 
mejoradores a tomar decisiones. El objetivo de este trabajo ha sido el desarrollo de una red 
neuronal artificial (ANN) para estimar IAF a partir de imágenes RGB y comparar su poder 
predictivo con otro método indirecto basado en el uso de imágenes hemisféricas y la teoría de 
la fracción de huecos. Los valores de IAF estimados con ambos métodos indirectos se 
compararon con medidas de IAF obtenidas de forma no destructiva con una relación 
alométrica determinada previamente en las parcelas de ensayo que explica en un 93% la 
variabilidad del área foliar unitaria observada (RMSE = 0.22 cm2). Los valores de IAF 
obtenidos con imágenes hemisféricas obtuvieron, en comparación con los medidos con la 
relación alométrica, un error próximo al 19%. Sin embargo, los valores de IAF obtenidos con la 
ANN obtuvieron un error notablemente inferior y próximo al 7%. Estos resultados muestran el 
gran potencial del modelo desarrollado, el cual puede continuar mejorando a través de la 
optimización del dataset utilizado. 
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1. Introducción 

Es un hecho constatado que la población humana aumentará notablemente en las próximas 
décadas [1]. En este contexto será necesario incrementar la producción agrícola [2] en un 
escenario de escasez de recursos y preservación del medio ambiente [3]. Dicho aumento deberá 
producirse en todos los cultivos, pero muy especialmente en aquellos cultivos básicos como el 
trigo, el cual aporta en torno al 20% de la ingesta calórica diaria para un ser humano [3,4]. El 
aumento medio anual del rendimiento en trigo que los mejoradores han conseguido en las 
últimas décadas a nivel mundial oscila en torno al 0.9%, mientras que las previsiones demandan 
que dicho aumento debería de ser en torno al 2.4% para satisfacer la creciente demanda 
mundial de alimentos [4–6]. Para salvar esta diferencia, los mejoradores demandan gran 
cantidad de información de los cultivos que les ayuden a tomar decisiones a la hora de 
seleccionar nuevas variedades [7]. Sin embargo, mucha de esta información es obtenida en 
laboratorios y bajo condiciones controladas, lo cual difiere del comportamiento en campo [7]. 
Por otra parte, la información que es obtenida en campo se hace de forma manual basándose en 
la experiencia de un técnico especializado la cual puede ser fuente de error [8]. En este contexto, 
el fenotipado de alto rendimiento tanto en plataformas terrestres como áreas [9–11], que 
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permite la evaluación precisa con sensores remotos de las respuestas a estreses abióticos y 
bióticos de los cultivos, han emergido como una herramienta prometedora, ya que permite la 
monitorización de parámetros biofísicos de manera rápida, precisa, no destructiva y barata [12]. 
Entre la gran cantidad de parámetros fisiológicos y estructurales que se pueden monitorear o 
estimar a nivel de planta, el Índice de Área Foliar (IAF) es un parámetro biofísico del cultivo 
que tiene gran importancia agronómica y es un indicador de la capacidad fotosintética del 
cultivo, estando estrechamente relacionado con la producción final [13] . Su valor, se puede 
obtener de forma directa dividiendo el área foliar de un cultivo y el área de suelo sobre el cual 
se encuentra establecido [14,15]. Para el cálculo del IAF tradicionalmente se han utilizado 
métodos directos (destructivos) e indirectos (no destructivos). Los métodos directos, además de 
ser destructivos, requieren mucho tiempo y son costosos [16], por lo que su uso queda 
normalmente relegado a la validación de métodos indirectos (e.g. análisis de la fracción de 
huecos en fotografías hemisféricas), utilizados con mucha mayor frecuencia [17]. Sin embargo, a 
pesar de que los métodos indirectos son bastante precisos, estos necesitan un post-
procesamiento que consume mucho tiempo [18]. El desarrollo de redes neuronales basadas en 
aprendizaje profundo o Deep Learning (DL), un subconjunto del aprendizaje automático o 
Machine Learning (ML), y concretamente las redes convolucionales (CNN o CovNet) se 
presentan como alternativa para hacer estimaciones de IAF [19]. Este tipo de redes permiten 
transferir lo aprendido por la red en un escenario en el que dispone de datasets o conjuntos de 
datos de gran tamaño a otros escenarios con menores datos con el propósito de resolver un 
problema concreto, técnica conocida como transfer learning [20]. Por tanto, el objetivo del 
presente trabajo ha sido crear un modelo basado en CNNs a partir de una arquitectura de red 
existente y entrenada para estimar el IAF a partir de imágenes RGB.  

2. Materiales y métodos 

2.1. Descripción de la parcela experimental 

El estudio tuvo lugar en una parcela experimental de la empresa Agrovegetal S.A. (finca La 
Aceñuela), en el término municipal de Escacena del Campo (Huelva) (37.457333, -6.363585). 
Dicho ensayo tuvo lugar durante la campaña 2017/2018, sembrándose el 25 de noviembre de 
2017, y cosechándose el 15 de junio de 2018. Las variedades se sembraron inicialmente en micro-
parcelas de 6.50 m de largo y 1.20 m de ancho. Posteriormente, se segaron químicamente para 
establecer unas dimensiones definitivas de 6.00 m de largo y 1.20 m de ancho. El ensayo estuvo 
compuesto por las siguientes 10 variedades de trigo blando (Triticum aestivum L.): Antequera, 
Conil, Galera, Gazul, Marchena, Montalbán, THA 3753, THA 3829, Tujena y Valbona. Se 
establecieron tres repeticiones por variedad, siendo 30 el número total de micro-parcelas que 
formaron parte del estudio. Las condiciones de cultivo del trigo para toda la campaña fueron en 
secano como suele ser habitual en la región. En este sentido el único aporte hídrico que recibió 
el cultivo procedió de la precipitación, unos 509 mm, la cual se repartió entre unos 10-12 días 
antes de la siembra hasta el día de la cosecha. 

2.2. Medidas manuales y relación alométrica 

La determinación del IAF mediante métodos destructivos es en muchas ocasiones la única 
forma de poder validar las estimaciones de IAF realizadas mediante métodos indirectos. En este 
trabajo, debido a que la destrucción de plantas de trigo harinero en las parcelas para estimar de 
forma directa el IAF afectaría a la determinación del potencial productivo de cada variedad, se 
decidió recolectar tres plantas por micro-parcela de la zona que posteriormente se segaría. Las 
plantas recolectadas fueron introducidas inmediatamente en bolsas de plástico y éstas, a su vez, 
en una nevera portátil refrigerada con placas de hielo. Posteriormente, una vez en el 
laboratorio, se determinaron las dos dimensiones principales de cada hoja (longitud máxima y 
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anchura máxima) y el área foliar unitaria con el medidor Li-Cor 3100 (Li-Cor Inc., Lincoln, 
Nebraska, USA). Finalmente, una vez conocidas las dimensiones principales y el área foliar 
unitaria de las hojas muestreadas se buscaron relaciones empíricas que permitiesen predecir 
con precisión el área foliar de hojas de trigo mediante la medida en campo de sus dimensiones 
principales. 

2.3. Toma de fotografías 

Durante los días del año (DDA) 25, 40, 53, 80, 87, 93, 108 y 117, se tomaron dos fotografías 
por micro-parcela utilizando la cámara de un móvil Huawei P8 en condiciones de luz natural. 
La primera fotografía se tomó desde el centro de la micro-parcela mirando hacia el cielo (up-
view). Esta imagen fue de tipo hemisférico, ya que para tomarla se utilizó una lente tipo ojo de 
pez a través de la cámara del móvil. La otra fotografía fue adquirida usando únicamente la 
cámara del móvil posicionada en el centro de la micro-parcela a una altura sobre el cultivo de 
0.75 m y mirando hacia abajo (down-view). Para la toma de esta última fotografía, con el fin de 
validar el uso de esta metodología en plataformas de fenotipado masivo, se utilizó una 
plataforma de fenotipado desarrollada por los autores para su utilización en programas de 
mejora de trigo (Figura 1). La resolución de ambas fotografías fue de 4000x3000 píxeles. 

 

 
Figura 1. Fotografía obtenida con la cámara del teléfono Huawei P8 utilizando lente de ojo de 
pez (A), fotografía obtenida con la cámara del Huawei P8 sin lente adicional (B) y plataforma de 
fenotipado utilizada en B (C). 

2.4. Obtención del Índice de Área Foliar del maíz a partir de la relación alométrica  

El primer día que se tomaron fotografías (DDA 25), se seleccionaron y se marcaron al azar 
tres plantas de cada micro-parcela dentro del área que no se iba a segar. Posteriormente, con 
una cinta métrica se midieron las dimensiones principales de todas las hojas de cada planta, 
acción que fue repetida durante los DDA 87 y 108. Estas medidas fueron utilizadas para 
determinar el área foliar de cada hoja mediante la relación alométrica descrita en el epígrafe 2.2. 
El área foliar total de cada planta se determinó sumando el área unitaria de todas las hojas de 
una planta. El Índice de Área Foliar de las treinta parcelas del estudio fue calculado a partir de 
la siguiente expresión: 

𝐼𝐼𝐼𝐼𝐼𝐼 =  
𝑃𝑃𝑃𝑃𝐼𝐼 (𝑚𝑚2)
𝑀𝑀𝑃𝑃 (𝑚𝑚2)

 

donde PLA es el área foliar de la planta y MP el marco de plantación. 
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2.5. Construcción de la ANN, software  y equipo utilizado 

La arquitectura de la ANN utilizada en este proyecto está basada en el trabajo realizado por 
Ahmed y Moustafa (2016) [21], donde se combinan imágenes y texto como atributos para entrenar 
una red neuronal (Figura 2). Para el entrenamiento de la red neuronal en este trabajo se 
emplearon 180 imágenes (down-view) obtenidas en 6 fechas distintas y los valores de IAF 
calculados a partir de la relación alométrica (DDA 87) y los obtenidos a partir de las imágenes (up-
view) usando el software Can-Eye [14] para los DDA 40, 53, 80, 93, y 117). Para lograr la 
combinación de datos numéricos e imágenes se utilizó la librería Keras, una librería de redes 
neuronales de código abierto escrita en lenguaje de programación Python [22]. Hay poca literatura 
científica en la que se utilice la combinación de datos mixtos para hacer predicciones utilizando 
Keras, ya que la mayor parte de modelos utilizan la interfaz de programación de aplicaciones o 
API secuencial desarrollada para datos secuenciales [23]. Sin embargo, existe la API funcional que 
es utilizada para modelos más complejos que utilizan datos no secuenciales [23,24]. En este caso, 
partiendo de los datos de entrada, se utilizan dos redes neuronales, la Multi-Layer Perceptron 
(MPL) que se encarga de los datos y la Convolutional Neural Network (CNN) que trabaja con las 
imágenes. Posteriormente estas dos redes se concatenan y junto con una Fully-Connected Layer 
(FC) más una función de activación se predice el valor del IAF. El hardware utilizado para todo el 
proceso de modelado fue el MacBook Pro (MacOs High Sierra 10.13.4) equipado con un 
procesador de 2.5 GHz Intel Core i7, 16 GB de memoria RAM y una gráfica AMD Radeon R9 
M370X 2048 MB Intel Iris Pro 1536 MB. 

 

 
Figura 2. Croquis de la arquitectura de la red neuronal utilizada para predecir el valor del LAI a 
partir de imágenes RGB. 

2.6. Análisis estadístico 

La comparación entre los valores de IAF obtenidos con el software Can-Eye y con la ANN 
y los estimados de forma directa con la relación alométrica para el (DDA 108) se ha llevado a 
cabo mediante dos valores estadísticos: la raíz del error cuadrático medio (RMSE) y el error 
porcentual absoluto medio (MAPE). 

𝑅𝑅𝑀𝑀𝑅𝑅𝑅𝑅 = �∑ (𝑂𝑂𝑖𝑖−𝑆𝑆𝑖𝑖)2𝑁𝑁
𝑖𝑖=1

𝑁𝑁
  𝑀𝑀𝐼𝐼𝑃𝑃𝑅𝑅 =  1

𝑁𝑁
 ∑ |𝐼𝐼𝐼𝐼𝐼𝐼𝐼𝐼−𝐼𝐼𝐼𝐼𝐼𝐼𝐼𝐼|

𝐼𝐼𝐼𝐼𝐼𝐼𝐼𝐼
𝑁𝑁
𝑖𝑖=1  

donde N se refiere al número de valores comparados, Oi el valor observado i, Si el valor 
predicho i, 𝑶𝑶�  el valor medio de los valores observados, IAFr el valor real del IAF y IAFe el valor 
estimado. 
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3. Resultados y discusión 

3.1. Relación alométrica utilizando las dimensiones características de la hoja y el área foliar unitaria 

La obtención de una relación alométrica que permita estimar el área foliar de hojas 
individuales de trigo de forma no destructiva, resulta de gran interés para la validación de otros 
métodos no destructivos en ensayos donde no se pueda destruir el material vegetal, como es el 
caso de un ensayo de variedades donde la variación en el número de plantas por micro-parcela 
alteraría los resultados de productividad de las variedades. En este sentido, el análisis de las 
dimensiones características y la superficie individual de hojas de trigo ha permitido obtener una 
relación empírica capaz de predecir el 93% de la variabilidad del área foliar unitaria observada 
(Figura 3). La relación es una ecuación de primer grado de la forma 𝑌𝑌 = 𝑎𝑎𝑎𝑎, donde la variable 
independiente (x) se determina a partir del producto de la anchura máxima (W) y la longitud de 
la hoja (L), y el parámetro a toma el valor 0.92. Esta relación ha sido propuesta con frecuencia 
para determinar de forma no destructiva el área individual de hojas de trigo, si bien es cierto 
que el valor de a propuesto por otros autores es de 0.75 [25], ligeramente inferior al obtenido 
con el material vegetal empleado en este estudio. Así mismo el error cuadrático medio (RMSE = 
0.22 cm2) obtenido indica un buen ajuste del modelo. 

 

 
Figura 3. Relación alométrica obtenida entre las dimensiones características de la hoja de trigo y 
el área foliar unitaria. W: anchura máxima de la hoja; L: longitud de la hoja. 

3.2.Validación de las estimas de IAF realizadas mediante la relación alométrica 

Al observar las estimaciones de IAF obtenidas en la Tabla 1, se puede comprobar que son 
valores muy similares a los obtenidos por otros autores en los mismos periodos fenológicos [26]. 
El error obtenido en las estimas de IAF usando el software Can-Eye es superior al obtenido con 
la ANN, lo que demuestra el gran potencial de utilizar esta metodología, que no solo es más 
rápida, sino que acorde a los datos obtenidos es más precisa.  
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Tabla 1. Estimaciones de LAI obtenidas con Can-Eye y con la ANN frente al obtenido con la 
relación alométrica para el (DDA108). 

 
IAF medido IAF estimado 

 con Can-Eye 
IAF estimado 

 con ANN 
Variedad Valor  

medio 
Valor 
medio 

Error (%) Valor medio Error (%) 

GAZUL 5.980 5.12 14.38 5.56 7.02 

GALERA 5.913 6.29 6.43 5.33 9.86 

VALBONA 6.343 5.02 20.86 5.86 7.62 

ANTEQUERA 6.383 4.53 29.09 6.15 3.66 

CONIL 5.857 6.29 7.46 5.67 3.19 

MARCHENA 6.883 5.02 27.07 6.34 7.89 

TUJENA 6.853 5.53 19.36 6.32 7.78 

MONTEMAYOR 6.367 5.72 10.21 5.82 8.59 

THA3752 7.090 4.81 32.20 6.77 4.51 

THA3820 5.993 4.78 20.30 5.47 8.73 

Los errores de casi un 10% obtenidos utilizando la ANN sugieren que aún hay margen de 
mejora para optimizar el modelo. Esto se podría conseguir aumentando el número de imágenes 
del dataset, modificando los pesos de la red neuronal, introduciendo nuevos valores como 
(altura, número de hojas, dias despues de la siembra, estado fenológico, etc.) en las entradas de 
la red neuronal. 

4. Conclusiones 

Los resultados obtenidos demuestran el alto potencial que hay para estimar el IAF 
utilizando imágenes RGB adquiridas desde una plataforma de fenotipado. En el futuro, para 
mejorar la estimación del IAF, se podría aumentar el número de imágenes utilizadas como 
dataset para entrenar la ANN, así como incorporar otros atributos en la capa MPL de la red 
neuronal tales como: altura del cultivo, estado fenológico, días después de la siembra, fracción 
de cubierta, etc., para observar si estas modificaciones también influyen en la precisión de la 
estimación. 

Una forma alternativa de aumentar el dataset podría ser utilizando videos grabados desde 
la plataforma a medida que ésta se desplaza sobre las micro-parcelas. Posteriormente, se 
extraerían los frames de cada video, lo que permitiría representar la variabilidad de IAF de una 
misma micro-parcela. 
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