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Capítulo 1Introduión1.1. ObjetivosDentro del Grupo de Robótia de la universidad de Zaragoza, se vienetrabajando en los últimos años en la utilizaión de ténias de aprendizajey de interfaes erebro omputador para el ontrol de robots inteligentes. Elobjetivo último de estos trabajos es el de rear una simbiosis entre el usuarioy el robot que permita un aprendizaje ontinuo y mutuo entre ambos. Uno delos retos eseniales planteados en este esenario es la posibilidad de utilizarla atividad erebral del usuario para evaluar el omportamiento del robot.En partiular, el Grupo de Robótia ha estado estudiando los potenialesde error, un tipo de atividad erebral que se genera espontáneamente omoresultado de una aión ejeutada u observada. Si la aión o su resultadono han sido los esperados, se genera un potenial partiular en el erebro.Para trabajar on estos poteniales, se utilizan lo que omúnmente se de-nomina eletroenefalograma (EEG en adelante), o leturas de la atividadelétria del erebro a lo largo del tiempo tomadas en determinadas áreas dela super�ie de la abeza.Uno de los retos más importantes en este ontexto, y en el ampo delos interfaes erebro-omputador en general, es el desarrollo de algoritmosde deteión y lasi�aión �ables, ya que las medidas de los poteniales deerror obtenidas on EEG suelen ser altamente ruidosas y no estaionarias.En la literatura, se pueden enontrar distintos métodos de lasi�aión ondiferentes grados de omplejidad y on mayor o menor tasa de aierto. Elmétodo que se había venido utilizando en el grupo había sido las máquinasde soporte vetorial o SVM. Esta soluión ha venido siendo la más utilizadaen la literatura por ser la que menor tasa de error ometía en una ampliavariedad de apliaiones de EEG, inluyendo la lasi�aión de potenialesde error.Reientemente, se han desarrollado un nuevo tipo de redes neuronalesllamadas redes de reenia profunda o deep belief networks (en adelante4



DBN), introduidas por Geo�rey Hinton en 2002 [15℄. Diversos trabajos hanido desarrollando algoritmos de entrenamiento, estudios de onvergenia yapliando este tipo de modelos a varios problemas de aprendizaje omo lalasi�aión de imágenes, la generaión de movimiento a partir de datos ap-turados o las series temporales, entre otros. Las DBN han demostrado seruna soluión muy efetiva en una amplia variedad de problemas, superandoen la mayoría de los asos a la mayor parte de las soluiones propuestas hastael momento. Además de su gran versatilidad, (son apaes de afrontar pro-blemas de aprendizaje supervisado omo no supervisado), las DBN puedenllegar a ser entrenadas de una manera espeialmente rápida y produir redesde gran e�aia.El objetivo de este proyeto es estudiar el omportamiento de estas redesde nueva apariión sobre los datos de EEG orrespondientes a potenialesde error, para evaluar su tasa de error y omparar sus prestaiones on elmétodo de lasi�aión basado en SVM utilizado hasta el momento.La realizaión del proyeto ha onsistido en tres tareas seueniales. Enprimer lugar, la doumentaión disponible está basada prinipalmente enartíulos publiados en onferenias internaionales. Ésta ontiene multitudde versiones de redes y variaiones de los algoritmos de entrenamiento origi-nales, siendo difíil evaluar sus diferenias y ompararlas entre sí. En otraspalabras, todavía no existe un onsenso de�nitivo en uanto a qué algorit-mos funionan mejor en ada aso. Obviamente, tampoo existe una libreríade ódigo que permita utilizar las DBN omo una herramienta estándar ysimplemente ajustar los parámetros del método. Por lo tanto, la primera ta-rea ha onsistido en realizar un estudio en profundidad del estado del artetratando de identi�ar los distintos métodos para seleionar aquellos quefuesen mas adeuados a nuestro problema.Una vez realizado el estudio de las DBN y de sus distintos algoritmos deentrenamiento, el segundo paso es realizar una implementaión de los mode-los de redes de reenia profunda y los métodos de entrenamiento orrespon-dientes. Para ello se omenzó on un modelo básio al que inrementalmentese le añadieron las modi�aiones y mejoras seleionadas. Este proeso per-mite tomar ontato on las DBNs y, sobre todo, omparar los resultadosde la implementaión on los resultados obtenidos en los diferentes artíulosientí�os publiados hasta la feha en la literatura. En partiular, nos en-traremos en el estudio de la base de datos del MNIST, ompuesta por ifrasesritas a mano que deben de lasi�arse orretamente en 10 lases entre el0 y el 9.Una vez desarrollado el software de entrenamiento y lasi�aión y veri�-ado su orreto funionamiento, la última tarea fue estudiar la apliaión delmodelo de red seleionado a los datos de EEG. Para ello se utilizó un pro-toolo de poteniales de error (en adelante, ERPS) desarrollado en el Grupode Robótia que proporiono los datos orrespondientes. Como se ha dihoanteriormente, los datos de EEG son altamente ruidosos y normalmente re-5



quieren un pre-proesamiento que inluye la apliaión de diferentes �ltrosantes de ser utilizados para lasi�aión. Los �ltros implementados inluyenténias estándar omo reduión de dimensionalidad basado en omponen-tes prinipales y/o independientes y �ltrado en freuenias así omo �ltrosespaiales espeialmente diseñados para señales EEG, los Common SpatialPatterns. Los datos proesados fueron �nalmente usados para lasi�aiónutilizando tanto las DBNs omo SVM.1.2. Desripión del doumentoSe ha intentado on el doumento agrupar de la mejor manera posiblelas distintas áreas que se han venido tratando a lo largo de la realizaión delproyeto, intentando rear un doumento laro que permita al letor fami-liarizarse progresivamente on todas las tenologías utilizadas. Sin embargoy debido a restriiones de espaio, se presentan numerosas referenias quepueden ampliar los datos que aquí se presentan.En el primer apítulo, se intenta presentar un resumen de los objetivosdel proyeto, de la metodología utilizada y de los resultados obtenidos, asíomo dar una pequeña introduión a lo que se puede enontrar en el restodel doumento.El segundo apítulo introdue las redes de reenia profunda, desde susorígenes omo máquinas restringidas de Boltzmann hasta las tendenias másatuales. Puede enontrarse más informaión a este respeto en los anexos,donde se presentan las modi�aiones más omunes y que han sido utilizadasen este proyeto y en las numerosas referenias que se van itando a lo largodel texto.El terer apítulo trata, de una manera ligera ya que no es el tema entraldel proyeto, la teoría que sostiene las máquinas de vetores soporte o SVMy las distintas implementaiones que de él se dan en la literatura.En el uarto apítulo presentamos los distintos onjuntos de datos quese han utilizado a lo largo del proyeto, presentando sus araterístias másespeiales y prestando un espeial interés al análisis de los datos de EEG,su pre-proesado y las distintas manipulaiones realizadas sobre estos datosantes de alimentar las redes de reenia profunda.En el quinto apítulo, se presentan los resultados obtenidos por las DBNen ada uno de los onjuntos de datos, así omo los análisis de onvergeniaque se han realizado sobre estas redes para demostrar su orreto funiona-miento.Por último, el sexto y séptimo apítulo quedan reservados, respetiva-mente, a la presentaión de la evoluión que ha seguido el proyeto a lo largodel tiempo y a las onlusiones �nales.En los anexos puede enontrarse informaión detallada aera de las va-riaiones más omúnmente itadas por los distintos artíulos sobre las DBN,6



algunas de las uales produen mejoras evidentes en los resultados, omo he-mos podido omprobar a lo largo del proyeto. También puede enontrarseuna pequeña introduión y tutorial de los distintos programas esritos a lolargo del proyeto, por si se desea ampliar el estudio y se quieren utilizaromo base para futuros desarrollos.
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Capítulo 2Redes neuronales y DBN2.1. IntroduiónLas redes neuronales, aunque han demostrado su alta apaidad de re-presentar funiones de alta no linealidad y gran variabilidad, han presentadotradiionalmente un problema de entrenamiento que reía onforme aumen-taban el número de apas y el tamaño de estas apas. Aunque se ha podidodemostrar que en multitud de apliaiones, al aumentar el número de apas,las soluiones aportadas en términos de parámetros y resultados son muhomás e�ientes [5℄, la di�ultad de entrenamiento en redes muy profundas,suele ausar que, al partir de pesos iniiales aleatorios, las redes quedenatasadas en mínimos loales muy alejados del mínimo real de la funión deenergía de la red. Esto ha provoado que en problemas de gran omplejidad,las soluiones aportadas por redes muy simples (una o dos apas oultas)hayan dado iguales o mejores resultados que las redes más omplejas [30℄, apesar de que las redes de mayor profundidad pudieran, en teoría, aproximarmejor la distribuión de probabilidad de los datos.Las redes de reenia profunda o deep belief networks (de ahora en ade-lante DBN), son un aso onreto de redes neuronales multiapa que, dadassus araterístias que posteriormente expliaremos, se han apliado reien-temente y on muho éxito en ámbitos omo la lasi�aión, la reduiónde dimensionalidad [12℄, el �ltrado olaborativo [24℄ o omparaión de dou-mentos [26℄... Este éxito radia prinipalmente en la forma de entrenamiento,ya que, a diferenia de lo que se venía haiendo on las redes multiapas, elentrenamiento deja de haerse por retropropagaión (bakpropagation), queausaba que las redes se estabilizaran en torno a mínimos de energía loa-les, para pasar a utilizar el método desrito por Geo�rey Hinton [15℄, querestringe la onetividad de las redes multiapa y asimila de esta forma unared multiapa on una pila de máquinas restringidas de Boltzman (en ade-lante Restrited Boltzmann Mahine o RBM), para las que existe una formaextremadamente rápida y a la vez preisa de entrenamiento.8



A ontinuaión, se va a omenzar a desgranar todos los detalles téniosque sustentan las redes de reenia profunda y ómo estos modelos han idopoo a poo evoluionando en el tiempo para llegar a lo que hoy en díaonoemos omo DBN. Comenzaremos nuestro estudio on las máquinas deBoltzmann (Seión 2.2), haiendo breves referenias a las redes de Hop�eldde las que derivan. Posteriormente, restringiremos la onetividad de estetipo de redes para de�nir las máquinas de Boltzmann restringidas. Podemosonsiderar a las máquinas restringidas de Boltzmann omo las preursoras delas DBN, es por ello que nos entraremos en detalle en las diferentes formasde entrenarlas (Seión 2.2.1), ya que estos algoritmos serán los mismos queposteriormente utilizaremos en las redes de reenia profunda.Comprendidas las máquinas de Boltzmann, pasaremos a ompliar nues-tro diseño para inluir varias apas oultas, dando lugar a lo que se onoeomo redes de reenia profunda (Seión 2.3), estudiando su forma de en-trenamiento (Seión 2.3.1) e introduiendo métodos omplementarios parael ajuste �no de los pesos (Seión 2.3.2). Por último, y dado que las redes deBoltzmann y sus derivadas son redes no supervisadas y nosotros neesitamosredes supervisadas para la lasi�aión de patrones de entrada, plantearemosuna forma de onvertir una red no supervisada en otra supervisada (Seión2.3.3).2.2. Máquinas de BoltzmannHasta la apariión de las máquinas de Boltzmann, la mayor parte de lasredes neuronales que se habían utilizado presentaban un omportamientopuramente determinista, esto es, ante una determinada entrada, y dadasunas mismas ondiiones iniiales y unos parámetros de la red �jos, siempredesribían el mismo omportamiento, reduiendo el nivel de energía de lared hasta alanzar un punto estable onsiderado omo óptimo. Sin embargo,uando lo que se pretende es que una red sea apaz de generar datos quesean similares a un onjunto dado, lo que es neesario es que esta red seaapaz de aprender la distribuión de probabilidad subyaente en los datos y,una vez aprendida y asimilada, sea apaz de generar nuevos datos reíblesa partir de ellos. Diho de otra forma, dada una entrada x, en las redestradiionales y alanzado el equilibrio, la salida siempre es una y = f(x),mientras que si lo que busamos es modelar una distribuión de un onjuntode datos determinado, neesitamos que para un dato x obtengamos unamuestra aleatoria de la distribuión de probabilidad P (y|x).Uno de los métodos que se propusieron para soluionar este problemason las máquinas de Boltzmann, en las que el estado de ada una de lasneuronas que forman la red se deide de una forma estoástia en funiónde sus entradas. En realidad, la máquina de Boltzmann no es más que unasimple generalizaión estoástia de una red Hop�eld [16℄.9
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Figura 2.1: Red Boltzmann on N neuronas y una únia apaEn una red Hop�eld de una únia apa, omo la mostrada en la �gura 2.1,on onexiones simétrias, la regla de atualizaión es muy senilla, en unmomento dado, una neurona alula la energía de la red en sus dos posiblesestados, enendida y apagada (0 o 1), y toma el estado que tenga una menorenergía, disminuyendo así la energía global de la red y aerándose al óptimo.La energía de la red, tanto en el aso de una red Hop�eld omo en unamáquina de Boltzmann, puede alularse omo:
E(s) =

∑

j,i<j

wijsisj +
∑

i

sibi (2.1)De donde se deriva que la variaión de energía viene dada por:
∆Ei =

∑

j,i 6=j

sjwij + bi (2.2)siendo di los datos de entrada a la red, gi los datos de salida de la red, siy sj el estado de ualquiera de los nodos de la red, wij el peso dado a lasinapsis que une ambos nodos y bi el bias del nodo i. Diho de otra forma,la variaión de la energía al enender la neurona i viene dada por la sumade los pesos provenientes del resto de neuronas j en estado enendido másel bias de la propia neurona i.Al igual que en la red de Hop�eld, pero de forma estoástia, una red deBoltzmann [3℄, [2℄ realiza el álulo de la variaión de energía entre los dosposibles estados que puede tomar, pero la neurona tomará el estado ativode auerdo a la siguiente probabilidad:10



p(si = 1) =
1

1 + e−∆Ei/T
=

1

1 + e−(
∑

j sjwij+bi)/T
(2.3)siendo T un parámetro que desribe la �Temperatura� de la red y que nor-malmente toma valor 1.Observando la euaión 2.3, resulta senillo entender que para valoresmuy positivos en la variaión de la energía, es deir, uando al enender laneurona i aumentamos muho la energía global de la red, p(si = 1) tiende a0 y por tanto es muy probable que la neurona se quede en estado apagado.Si por el ontrario, la variaión de la energía de red es muy negativa, alenender la neurona i disminuimos la energía global de la red y p(si = 1)tiende a la unidad, siendo muy probable que la neurona se enienda. El ruidoque se produe para valores de variaión de energía próximos a 0, es el quenos permite esapar de mínimos de energía loales.Una vez esogidos unos pesos y unos biases orretos para la red, proesoque detallaremos en el apartado 2.2.1, y dado un dato de entrada d, el proesoa seguir para obtener una salida r es el siguiente:1. Damos un valor iniial al vetor de estados s haiendo s = d2. Dejamos libre la red, iniiando una adena de Markov, tomando en adaiteraión de la adena una muestra de la distribuión de probabilidadde los estados s, proeso denominado sampleado de Gibbs o Gibbssampling.3. Alanzado el equilibrio, bien tras un número determinado de iteraioneso porque la variaión de la energía de la red entre iteraiones es muyesasa, damos valor al vetor de salidas r omo g = sCuando la red se enuentra en equilibrio, es muy senillo alular laprobabilidad de un determinado estado s de la red a partir de su energía yde la energía del resto de estados u omo:

P (s) =
e−Es

∑

u
e−Eu

(2.4)El problema del aprendizaje es muho más interesante uando se añadenapas oultas que no dependen diretamente de los datos, ya que éstas nue-vas neuronas extraen las araterístias subyaentes de los datos y permitenmodelar distribuiones de probabilidad que no podrían reonstruirse únia-mente mediante la onexión direta de las unidades visibles. Aunque se haplanteado el estudio de BM de mayor orden [27℄, la máquina de Boltzmannmás utilizada onsta de dos apas binarias, una apa visible, formada por lasvariables observables v ∈ {0, 1}n y una apa de variables oultas o latentes
h ∈ {0, 1}m. 11
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d3 g3d2 g2d1 g1 dN gNFigura 2.2: Máquina Restringida de Boltzmann on N neuronas en apavisible y M en apa oultaGeneralizando la euaión (2.1), la energía de red de una BM vendríadada por:
E(v,h, θ) = −vTWh− vT Iv − hTLh− cTv − bTh (2.5)donde θ = (W, I, L,b, c) son los parámetros de la red, siendo:

W los pesos de las onexiones entre ada uno de los nodos de la apavisible y de la oulta
I los pesos de las onexiones entre los nodos de la apa visible
L los pesos de las onexiones entre los nodos de la apa oulta
c el término de bias de la apa visible
b el término de bias de la apa oultaPara evitar realimentaión, los valores de la diagonal de las matries I y

L son igual a ero.Durante muhos años, las Boltzmann mahine se onsideraron intratablesomputaionalmente por su alto oste de entrenamiento. Por ello surgierondeterminadas restriiones a la onetividad y al número de apas oultas enestas máquinas, lo que permitía aelerar de una manera extrema la veloidadde entrenamiento.Smolenski y Hinton, [29℄ y [13℄ presentaron una nueva modalidad de má-quinas de Boltzmann, en las que no se permitían onexiones entre unidades12



en la misma apa y en las que el número de apas quedaba restringido ados únias apas, una visible, en la que se podían introduir vetores de en-trada y obtener valores de salida, y una oulta, que se oupaba de busary memorizar las araterístias subyaentes en los datos introduidos (ver�gura 2.2). Al eliminar las onexiones intraapa, podemos eliminar I y L dela euaión (2.5), por lo que la energía quedaría reduida a:
E(v,h, θ) = −vTWh− bTv − cTh (2.6)El funionamiento de la red mostrada en la �gura 2.2 es relativamentesimilar al de las máquinas de Boltzmann de una únia apa, tras argar unvetor de datos en la apa visible v = d, se alula las probabilidades en laapa oulta de la red hasta obtener un vetor h. A partir de este vetor h,se podría alular un nuevo vetor v′. Este proeso de obtener un v′ a partirde un vetor v se denomina sampleado alterno de Gibbs o alternating Gibbssampling y nos permite rear una adena de Markov que lleve a la red alequilibrio. De nuevo, llegados al equilibrio, podemos extraer una muestra dela respuesta de la red omo g = s. Esta muestra, si el entrenamiento ha sidoel orreto, debería ser muy similar al dato de entrada d al modelar la redla distribuión de probabilidad de los datos.Existen muhas otras variaiones de las máquinas de Boltzmann que pre-tenden dar soluión a los problemas que presentan su apliaión a determi-nados problemas, omo pueden ser maquinas semirestringidas de Boltzmann(SRBM) [23℄ al anular úniamente L, de las que derivan las RBM de impa-to loal o LIRBM [11℄. También se podrían itar las RBM onvoluionales oCRBM [22℄ [20℄ o las máquinas de Boltzmann de terer o mayor orden [28℄.2.2.1. Métodos de entrenamientoHasta ahora hemos expliado el funionamiento de las redes de Boltz-mann, sin embargo nada se ha diho de ómo estableer los parámetros delas redes, los pesos wij y los biases bi. El objetivo es lograr que dado unonjunto de datos, los parámetros de la red sean apaz de reonstruirlos deuna manera lo más aertada posible, esto es, generar, on los parámetros dela red, una distribuión en la que los datos tengan alta probabilidad. Pa-ra ello, tenemos que realizar un entrenamiento previo de la red, que tratede enontrar los parámetros wij y bi que maximien la probabilidad de losdatos.En una red Hop�eld, la regla para atualizar los pesos es∆wij =

1
N (sisj),(aprendizaje Hebbs o hebbian learning), en el aso de una máquina Boltz-mann sin unidades oultas (ver �gura 2.1), al tratar de maximizar la proba-bilidad, derivando la euaión (2.4) y teniendo en uenta que ∂E(s)

∂wij
= −sisjse puede demostrar que (ver [1℄): 13



∂ logP (s)

∂wij
=< sj(si − s′i) > (2.7)Donde <> es una media de los datos utilizados (puede ser un úniovetor de datos o, omo se explia en la seión A.4, un onjunto de vetoresde datos) y s′i es la probabilidad de que la variable i se enuentre enendidadado el estado de sj . Diho de otra forma, dado un vetor de entrada s,podemos alular, una vez eliminado este estímulo, la probabilidad de quela unidad i esté enendida omo s′i. Con esto lo tratamos de minimizar ladiferenia entre los datos s y la versión reonstruida de esos mismos datospor la red s′Generalizando este método y suponiendo que wij = wji podemos llegara la regla de atualizaión de una RBM (ver [15℄):

∂ logP (s)

∂wij
= < vihj >data −< vihj >model (2.8)donde < vihj >data es el valor esperado en la distribuión de entrada y

< vihj >model el valor esperado uando la máquina de Boltzmann está to-mando muestras de vetores de estado en equilibrio. Para llegar a este estadode equilibrio, iniiamos una adena de Markov haiendo uso del sampleadoalterno de Gibbs hasta alanzar el equilibrio.Como ya se ha omentado, el objetivo es enontrar aquellos pesos quemaximizan la probabilidad de ada uno de los estados, o, lo que es lo mismo,los pesos que minimizan la energía de la red para ada uno de los estados de lared, para ello, lo que haemos es aumentar los pesos ωij una pequeña fraión
ǫ denominada tasa de aprendizaje, del resultado de la euaión anterior. Lomismo ourre on los términos de bias, salvo que no se tienen en uenta los
hj :

wt
ij = wt−1

ij + ǫ(< vihj >data −< vihj >model)
t−1 (2.9)

bti = bt−1
i + ǫ(< vi >data −< vi >model)

t−1 (2.10)Donde t es un indie que da idea del número de datos leídos del onjun-to de entrenamiento, que orresponde a otras tantas atualizaiones de losparámetros de la red.Para que los pesos y los biases se ajusten de manera orreta a la distri-buión que deseamos modelar, es neesario que todos los datos presentes enel onjunto de entrenamiento sean introduidos al menos una vez en la redy que los pesos sean atualizados on respeto a ellos. La opión más omúnes introduir de uno en uno ada uno de los datos de entrada, atualizandopara ada uno de ellos los pesos de la red. Es normalmente de gran utilidad14



que ada una de las muestras del onjunto de entrenamiento sean introdui-das varias vees en la red, ya que las primeras muestras que entran a la redenuentran una red muy poo ajustada y apenas son reordadas por ella.Como puede verse, estimar la formula (2.8) y por tanto las reglas de a-tualizaión (2.9) y (2.10) es intratable en el aso de utilizar una o más apasoultas, ya que esto impliaría onoer la distribuión de probabilidad en lasapas oultas y poder extraer muestras de ella, y, aun en este último aso, im-pliaría esperar a que la red alanzara el equilibrio y tomar muestras de esteequilibrio, muestras que, debido a tratarse de variables estoástias, puedenllegar a ser muy ruidosas. Por ello, se han propuesto determinados algorit-mos que busan soluiones al entrenamiento de las máquinas de Boltzmann.Por supuesto, los algoritmos presentados de ahora en adelante úniamenteexplian el proeso a seguir para un aso onreto de dato de entrada, siendoneesario para un orreto entrenamiento repetir el mismo algoritmo paraada uno de los datos de entrada.La aproximaión más utilizada para aprender en una BM [1℄ onsta dedos fases, en la primera fase (fase positiva) damos un valor a las entradasy una vez alanzado el equilibrio, aumentamos el peso entre las onexionesentre dos neuronas que se enuentren enendidas. En la segunda fase (fasenegativa), no se da ningún valor en las entradas y se deja a la red libre, unavez alanzado el equilibrio, se derementa el peso de las onexiones entre dosneuronas que se enuentren ativadas.El prinipal problema de este tipo de entrenamiento es la lentitud, debe-mos repetir muhas vees la fase positiva y la fase negativa para onseguirlograr aerar la red a un estado óptimo. Es por este motivo que, a pesar desus buenas araterístias omo aproximador, las máquinas de Boltzmannhan sido reemplazadas por modelos más senillos y limitados.Las RBM, al tener limitada su onetividad, onsiguen que las unidadesoultas sean ondiionalmente independientes dado un valor de entrada enla apa visible, por lo que es posible obtener una muestra no sesgada de
< vihj >data en un únio paso. Sin embargo, sigue resultando ompliadoobtener una muestra de < vihj >model, ya que impliaría esperar hasta quela red se estabilizara.Aunque simpli�ada enormemente, el entrenamiento de estas redes siguiósiendo relativamente lento hasta la introduión en 2002 de lo que Geo�reyHinton denominó Contrastive Divergene learning algorithm, un método que,a pesar de no seguir estritamente el gradiente de la variaión del logaritmode la probabilidad, sí que, al menos, es apaz, en media, de indiar el sentidode variaión adeuado, aunque el valor no sea el orreto. Este algoritmo, quedetallaremos posteriormente on detalle, omienza una adena de Markovon uno de los datos que utilizamos para alular (< vihj >data), omo puntode partida para, tras realizar varios proesos de alternating Gibbs samplingompletos, tomar la on�guraión resultante omo una estimaión del estadodel modelo, < vihj >model. 15
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< vihj >model = < vihj >

∞.La idea es que podemos tener una buena aproximaión a < vihj >modeltrunando la adena de Markov tras K iteraiones (on K normalmentemenor a 15) y utilizando en su lugar < vihj >
K . El algoritmo es el siguiente:(Ver Figura 2.4)1. Tomamos un dato de entrada y forzamos las unidades visibles a losvalores dados por el dato de entrada, obteniendo un vetor v02. Calulamos la probabilidad de ativaión de ada una de las unidadesoultas dado el dato de entrada v0 (P (h0j = 1|v0)) on la euaión(2.3)3. Una vez alulada la distribuión de probabilidad en apa oulta, to-mamos una muestra de esta distribuión, dando un valor a ada unade las neuronas de la apa oulta, la denominamos h016
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wt
ij = wt−1

ij + ǫ(v0i h
0
j − vKi hKj )t−1 (2.11)

btj = bt−1
j + ǫ(h0j − hKj )t−1 (2.12)

cti = ct−1
i + ǫ(v0i − vKi )t−1 (2.13)8. Repetimos el proeso tomando otro dato de entrada distinto y aumen-tando el valor de t.Sobre este modelo, se pueden apliar numerosas variaiones que tratende modi�ar y mejorar el omportamiento del entrenamiento, las utilizadasen este proyeto quedan desritas en el anexo A.En la mayoría de los asos, la estimaión del segundo término de la eua-ión (2.8) es su�ientemente buena tomando úniamente un K = 1 (deno-minado CD-1) (ver �gura 2.5), lo que úniamente nos indiaría la direión17



d
a
to
s

v
0 1 2 Ni

2 3 Mj1

vihj<

<

1 2 Ni

2 3 Mj1

vihj<

<10

h
0

h
1

v
1

k=0 k=1Figura 2.5: Algoritmo CD-1 apliado a una RBMen la que deberíamos movernos para disminuir la energía. Valores mayoresde K son también omunes, lo que vendría a dar la nomenlatura generalCD-K para referirse al algoritmo ontrastive divergene.La idea detrás de todo este algoritmo es exatamente la misma que utili-zábamos en las redes de Hop�eld, esto es, aumentar el peso de una onexiónuando una araterístia j se ativa a la vez que un pixel i, rebajándolouando esta araterístia se ativa sobre una fantasía i.PCDEl algoritmo Contrastive Divergene, en onreto CD-1, es muy rápido,presenta una varianza baja y es una relativa buena aproximaión al gradiente,sin embargo, en algunos asos puede no ser su�iente. Normalmente y si eltiempo de entrenamiento lo permitiera, sería reomendable utilizar CD-Kon K lo su�ientemente elevado omo para obtener una aproximaión losu�ientemente buena de la respuesta de la red neuronal en ausenia deestímulos externos. Sin embargo, el tiempo de entrenamiento de una RBM ypor extensión, omo posteriormente veremos, de una DBN, es un parámetroruial, por lo que, siguiendo las diretries maradas en [21℄ para redesde reenia (Belief nets o BN de ahora en adelante), se propuso un nuevoalgoritmo basado en CD-K denominado Persistent Contrastive Divergene oPCD [31℄.La idea básia sobre la que se asienta este nuevo algoritmo es que, si lasvariaiones de los pesos son muy esasas entre las distintas iteraiones delalgoritmo PCD, el modelo de la red neuronal entre una iteraión y la siguientees prátiamente estable, por lo que, partiendo del estado estable anterior,en unos poos muestreos alternos de Gibbs, podemos volver a alanzar ladistribuión propia de la red. Si la red apenas ha ambiado, < vihj >modelen una iteraión, será muy pareido al valor en la siguiente iteraión. Por loque, para variaiones de los pesos tendiendo a ero y usando un algoritmo18



CD-K on K tendiendo a in�nito, esta suposiión es orreta.Como posteriormente veremos uando hablemos de los parámetros deentrenamiento, este algoritmo neesita una tasa de aprendizaje muy pequeña,para que las variaiones entre iteraiones sean esasas a la vez que presentamuy buenos resultados on tamaños de bath grandes (ver Anexo A.4), yaque permite realizar una mejor aproximaión al gradiente.Como ya vimos, en el algoritmo CD-K estamos trunando una adenade Markov tras K iteraiones, esto nos hae perder informaión de la res-puesta original de la red. En PCD se pretende no realizar ese trunado, sinoontinuarlo en la siguiente iteraión del algoritmo. A diferenia de lo queharíamos en CD-K, no usamos h0 para alular una �fantasía� en la apavisible vK sino que, si nos enontramos en la primera iteraión, haemos unpaso de Gibbs sampling para obtener una �fantasia� a partir de unos datosaleatorios gaussianos, o si no, usamos diretamente la �fantasía� vK de laiteraión anterior. (Ver Figura 2.6)De esta forma, el nuevo algoritmo a utilizar para ada vetor de datosquedaría de la siguiente forma:1. Tomamos un dato de entrada v0 y alulamos la probabilidad de a-tivaión de ada una de las unidades oultas dado el dato de entrada
P (h0j = 1|v0) y tomamos una muestra h0 de esta distribuión.2. A partir de v0 y h0 obtenemos < vihj >datos, tomando vi = v0i y
hj = h0j3. Si nos enontramos en la primera iteraión, haemos un paso de al-ternating Gibbs sampling para obtener una �fantasía� a partir de unosdatos aleatorios gaussianos. Si no es la primera iteraión usamos dire-tamente la �fantasía� vK de la iteraión anterior.4. A partir de esta �fantasía�, iniiamos una adena de Markov de Kpasos, para alular un nuevo vK , que guardamos omo �fantasía� deiniio para la próxima iteraión, y un hK muestreando P (hKj = 1|vK)5. Terminado el proeso, estimamos el segundo término de la euaión(2.8) omo vKi hKj (Donde vK es el resultante de la última iteraión dela adena de Markov)6. Por último, al igual que en CD-K atualizamos los pesos entre las apas(wij) y los biases de auerdo a las euaiones (A.1), (A.2) y (A.3)7. Repetimos el proeso on un nuevo dato de entrada y aumentamos elvalor de tComo puede verse, estamos haiendo de nuevo una aproximaión, ya queel modelo de red está ambiando poo a poo mientras se realiza el proeso19
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Figura 2.8: Red de reenia profunda o DBN (dereha) y su división en RBMs(izquierda)omputaionalmente, omo Up-Down, que expliaremos más adelante.En la primera parte, los pesos de reonoimiento (pesos que generan unadistribuión de probabilidad en una apa superior a partir de datos en unainferior) entre v y h, se mantienen iguales a los de generaión (los que realizanel proeso ontrario, in�riendo un estado para las apas inferiores a partirdel estado de las superiores), por lo que W T
rec = Wgen para todas los pares deapas. El algoritmo básio de entrenamiento (para un modelo más ompletover seión A) se podría resumir de la siguiente forma:1. Al prinipio, se omienza entrenando una RBM formada por la apa 1y la 2 a partir de los datos de entrada2. Entrenada la primera RBM, se introduen de nuevo los datos, paraalular la distribuión de probabilidad generada en la apa oulta.3. Esta distribuión se toma omo dato de entrada para el entrenamientode la RBM formada por la apa 2 y 3.4. El proeso se repetiría hasta entrenar todas las apas.Una vez repetido este proeso para todo el onjunto de entrenamiento,tenemos una red profunda entrenada al onjunto de los datos de entrada,pero de una manera no óptima. Para ompletar el proeso de entrenamiento,tenemos que haer uso del algoritmo Wake-Sleep o su variante para DBN,Up-Down. 22
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Figura 2.9: Separaión entre pesos de reonoimiento (naranja) y generaión(rojo)2.3.2. Algoritmo Up-DownUna vez que se han aprendido todos los pesos en todas las apas de unaDBN omo un apilamiento de RBM, tenemos una buena red, pero no laóptima, esto se debe a que ni los pesos, ni el proedimiento utilizado sonóptimos para las apas bajas. El no utilizar una soluión óptima puede serno demasiado grave en asos omo la lasi�aión, donde un ierto gradode error puede ser más bene�ioso que un sobreajuste de la red. Pero enasos omo la generaión de datos a partir de un modelo, puede dar lugar averdaderos problemas.Para llegar a una soluión todavía más ajustada, se utiliza una variantedel algoritmo wake-sleep [14℄ denominada por G. Hinton omo el algoritmoUp-Down. Tras haber obtenido unos buenos parámetros de iniializaión, elprimer paso es separar los pesos utilizados en reonoimiento de los utiliza-dos en generaión para todas las RBM que omponen la DBN salvo para laúltima, (Ver Figura 2.9) puesto que es neesario atualizarlos por separado.Dado que wij 6= wji ya no podemos utilizar la euaión (2.8) para la atuali-zaión de pesos, sino que debemos de usar diretamente (2.7) que, apliadaa nuestro aso, quedaría de la siguiente forma:
∂ log P (v)

∂wij
=< h0j (v

0
i − v1i ) > (2.14)que, apliando una tasa de aprendizaje, vendría a onvertirse en:

wt
ij = wt−1

ij + ǫ(h0j (v
0
i − v1i ))

t−1 (2.15)A esta euaión se le pueden apliar y de heho en la mayoría de asosse aplian, de igual modo, todos los métodos desritos en el anexo A.23



Teniendo en uenta todo lo diho hasta el momento, para ada uno delos datos de entrenamiento, el proeso a seguir para la atualizaión de lospesos es muy senillo:1. Separamos los pesos de generaión de los de reonoimiento.2. Tomando un dato de entrada v0, alulamos los estados en ada una delas apas de la DBN usando los pesos de reonoimiento. Obteniendoasí h0 para ada una de las apas.3. A partir de ada una de los estados h0 de ada una de las apas,alulamos, usando los pesos de generaión, una fantasía en la apainmediatamente inferior v1.4. Atualizamos los pesos de generaión en ada RBM exepto en la úl-tima usando la euaión (2.15).5. Realizamos un entrenamiento RBM onvenional en las dos últimasapas de la DBN.6. Tomando el estado de la última iteraión del alternating Gibbs sam-pling, propagamos el estado de la última apa hasta la primera, usandolos pesos de generaión y reando fantasías en todas las apas. Conse-guimos así v2 y un h2 para ada una de las apas oultas.7. Partiendo de la fantasía generada en ada una de las apas, alulamos,usando los pesos de reonoimiento, una fantasía en la apa inmedia-tamente superior h3.8. De forma similar y modi�ando la euaión (2.15), atualizamos lospesos de reonoimiento omo wt
ji = wt−1

ji + ǫv0i (h
0
j − h1j).9. Repetimos de nuevo el proeso tomando un nuevo dato de entrada.Como puede observarse, el proeso puede dividirse laramente en tresfases, en la primera se hae una pasada de abajo haia arriba en la DBNpara atualizar los pesos de generaión, en la segunda se entrena una RBMen la apa superior y en la última se hae una pasada de arriba a abajo,atualizando los pesos de reonoimiento. Todo este proeso puede verse deuna forma más lara en la �gura (2.10)2.3.3. Modelo no supervisado frente a supervisadoHasta el momento hemos venido hablando de métodos de aprendizaje dedatos, pero en ningún momento nos hemos aproximado al problema de la la-si�aión. Las máquinas de Boltzmann, así omo las DBN, fueron diseñadasen sus orígenes omo generadores de datos, es deir, tras haber reibido una24



Figura 2.10: Algoritmo UP-DOWNsu�iente antidad de datos, estas redes son apaes de generar unas nuevosdatos oherentes on los datos originales. A este tipo de redes se les denominaredes no supervisadas, ya que no requieren para su entrenamiento de ningunaseñal externa que lasi�que los datos de entrada omo perteneientes a ungrupo o a otro.Para realizar tareas de lasi�aión propiamente dihas, las DBN debende modi�arse ligeramente de forma que permitan la entrada de etiquetasasoiadas a los datos. Según el método desrito en [15℄, lo más aonsejablees modi�ar la penúltima apa de la DBN, añadiendo las etiquetas a ladistribuión generada por los datos en esa apa, omo se puede ver en la�gura (2.11). La idea detrás de este método es poder modi�ar el estadode las dos últimas apas de la red, que vendrían a ser omo la memoria delsistema, logrando de esta forma seleionar on las etiquetas, las ativaionesde la memoria que orresponden a ada uno de los dígitos.Es importante remarar que las neuronas que se añaden no son el mismotipo de neuronas que hemos venido utilizando (sigmoideas), sino que, alontrario, se trata de neuronas soft-max. Este tipo de neuronas presenta unomportamiento tendente a que una sola de las neuronas sea la que presenteel estado enendido.
25
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Capítulo 3Modelos kernel y máquinas devetores soporte (SVM)3.1. IntroduiónPreviamente al naimiento de las redes de reenia profunda o DBN, losmétodos que más interes susitaron en el ámbito de la inteligenia arti�ialfueron los denominados métodos kernel, sobretodo por los buenos resultadosonseguidos por el que se ha onsiderado omo el primer método kernel, lasmáquinas de vetores soporte o support vetor mahines (SVM).3.2. Prinipios teóriosEl elemento primordial de todo método kernel es lo que se denominala funión kernel, que sirve omo meanismo de representaión de la infor-maión de entrada al algoritmo. Obviando las ondiiones matemátias quetienen que umplir este tipo de funiones y que se pueden enontrar fáilmen-te en la bibliografía, diremos que la funión kernel se oupa de transformarlos datos de entrada a un nuevo espaio de araterístias donde es máse�az la lasi�aión. Esto nos permite una gran variedad de apliaiones,ya que diseñando una funión kernel adeuada, podemos utilizar el mismoalgoritmo de lasi�aión para apliaiones tan dispares omo el tratamientode imágenes a la lasi�aión de riesgos en inversiones.Los métodos basados en funiones kernel proponen una forma de repre-sentar la informaión radialmente diferente a los métodos tradiionales. Enlugar de asoiar a ada elemento del dominio de entrada una representaiónen el espaio de araterístias, se utiliza una funión kernel que alula lasimilitud de ada pareja de objetos del onjunto de datos de entrada. Alapliar la funión kernel obtenemos es una matriz K de n× n valores realesorrespondientes a apliar la funión k a ada una de las posibles parejas dedatos de entrada, de forma que Ki,j = k(xi, xj).27
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Datos

Función kernel

Espacio de 
CaracterísticasFigura 3.1: Ejemplo de transformaión del espaio de datos al de araterís-tiasEsta nueva representaión de los datos permite separar de alguna for-ma la implementaión del algoritmo de análisis de la representaión de losdatos y, lo que es más importante, permite que algoritmos de análisis re-lativamente senillos enuentren relaiones omplejas entre objetos de unamanera extremadamente e�iente. Como podemos ver en la �gura (3.1), unafunión kernel adeuada puede transformar una lasi�aión ompliada o-mo es la que tenemos en el espaio de datos a una extremadamente simpleen el espaio de araterístias.Existen multitud de funiones kernel apliables a distintos tipos de datosy no vamos a entrar a valorar ada una de las posibles variantes, tan sólodiremos que en nuestro estudio de las señales de EEG hemos utilizado unkernel lineal, que úniamente alula el produto esalar de los datos deentrada. Este kernel ha mostrado buenos resultados en lasi�aión y porello y por su simpliidad ha sido el esogido en nuestro estudio.3.3. Máquinas de vetores soporteEl método kernel más utilizado son las máquinas de vetores soporte oSVM (support vetor mahine). Fueron introduidas por Vapnik a prinipiosde los noventa [10℄, [8℄ omo una nueva forma de afrontar las tareas deaprendizaje. En lugar de tratar de onstruir hipótesis que ometan poos28
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Capítulo 4Conjuntos de datos a Analizar4.1. IntroduiónEn esta seión vamos a detallar las araterístias y diferenias entrelos grupos de datos que se han utilizado durante la realizaión del proyeto.Fundamentalmente se han utilizado tres onjuntos de datos para probar laefetividad de las redes DBN y ompararlas on los resultados ofreidos tantoen los artíulos omo los logrados por otros algoritmos omo las máquinasde vetores soporte. El primero de ellos, se ha utilizado para los tests deprogramaión, así omo para analizar la onvergenia del método. El segundose utilizó para omparar los resultados obtenidos on los presentes en losartíulos de revistas ientí�as que hemos analizado, mientras el terero,que ha entrado gran parte de nuestro trabajo, se utilizó para omparar losresultados de las DBN on los obtenidos on las SVM.4.2. Datos de testPara realizar los primeros ajustes en la red así omo para omprobarla onvergenia del método empíriamente se reó un pequeño onjunto dedatos de 150 imágenes de 6x6 pixeles lasi�adas en 3 tipos distintos. Estostipos pueden verse en la parte superior de la �gura 4.1. A estas imágenes,se le añadió un ruido gaussiano de varianza 0.1 para difereniar un datopartiular de otro y onvertir los valores en reales. Al añadirle este ruido, sehizo neesaria una normalizaión que devolviera los valores que eran mayoresque 1 y menores que 0 al rango (0,1). Para ello, se realizó una traslaión yuna ompresión de los datos, de forma que el mínimo pasara a ser 0 y elmáximo 1. No se realizó ningún tipo de saturaión, por lo que la distribuiónde probabilidad global de los datos pasó a ser la de la �gura 4.2. Un ejemplode ada uno de los datos de entrada �nales puede verse en la parte inferiorde la �gura 4.1.Para introduir estos datos en la red neuronal, es neesario onvertir estas30
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Figura 4.4: Montaje para la grabaión de las señales de EEGLos poteniales elétrios están ligados en tiempo a unos estímulos presen-tados al sujeto, sujeto que ativa inonsientemente una o varias partes desu erebro en respuesta al estímulo. Estas respuestas, quedan grabadas en32 reeptores situados alrededor de la abeza del sujeto, para su posteriorestudio y lasi�aión.Entre los distintos tipos de poteniales que se pueden medir, son de par-tiular interés los poteniales de error (ErrP). Estos poteniales se generanuando se produe una disonformidad entre lo que el usuario espera y loque que realmente ourre. Existen diversos tipos, por ejemplo, uando unsujeto se da uenta de haber ometido un error al realizar una tarea bajo untipo de presión externa (ErrP de respuesta), al dársele al sujeto un estímuloque le die que ha ometido un error (ErrP de realimentaión), uando elsujeto observa un error ometido por otra persona (ErrP de observaión) ouando el sujeto manda una orden y una máquina ejeuta otra (ErrP deinteraión).El grupo de robótia de la Universidad de Zaragoza, omo se puede veren [17℄, se enuentra trabajando en lasi�adores de esta lase de potenialesde error para su apliaión al ontrol y aprendizaje en robótia. En este asoonreto (ver �gura 4.4) el sujeto es presentado frente a una pantalla en laque se muestra las 5 posibles posiiones haia las que es posible que el robotse mueva. Se onsidera que la entral (posiión 3) es la orreta, mientras quelas posiiones más eranas al entro (posiión 2 y 4) se onsideran erroresleves y las posiiones más alejadas (posiión 1 y 5) son onsideradas erroresgraves.El onjunto de datos está formado por las señales ERP de 32 analesde 3 sujetos distintos enfrentados a 500 movimientos del robot, distribuidos33
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Figura 4.5: Media de la señal de EEG y 5 ejemplos de señalequitativamente entre las 5 posiiones �nales y por una señal de ontrol,sinronizada a los datos, que india el aso mostrado al sujeto. De esta forma,podríamos deir que tenemos 100 asos orretos, 200 asos perteneientesa errores leves (100 error leve a dereha, 100 error leve a izquierda) y 200asos perteneientes a errores graves (100 a dereha y 100 a izquierda). Estasseñales son grabadas durante el segundo y medio posterior a la presentaióndel estímulo, muestreadas a 256Hz y posteriormente �ltradas para eliminarla señal entre 0.5 y 10Hz. Es posible también onseguir otras 1.236 muestrasperteneientes a la no atividad del sujeto, grabadas durante los intervalosde desanso entre muestras.Las posibilidades de lasi�aión son varias, aunque nos hemos entradoen el estudio de ada sujeto por separado, ya que tratar de lasi�ar simultá-neamente las señales erebrales de varios sujetos, se presenta exesivamenteompliado. De entre todas las posibilidades restantes, nos hemos entradoen tres prinipalmente:1. Distinguir, error frente a no error (100 muestras orretas frente a 400inorretas)2. Separar error frente a no error y frente a no atividad (100 muestrasorretas, 400 inorretas y 1.236 de no atividad)3. Clasi�ar ada una de las ino señales de movimiento del robotEl heho de estar tratando, aun on un únio sujeto, un tamaño impor-tante en los datos de entrada, onretamente 32 anales de 384 muestrasada uno, nos obliga a reduir el número de datos de entrada. De no serasí, una DBN tendría que ontener en su primera apa 12.288 neuronas, (elMNIST usaba 784), y el tamaño de las matries de pesos y el tiempo deentrenamiento para lograr una soluión orreta sería exesivo.De igual forma, la gran omplejidad de la señal, tanto por su alto nivelde ruido, omo por su gran variabilidad (ver �gura 4.5, nos obliga a realizarun omplejo preproesado de la señal.Teniendo en uenta las numerosas posibilidades a la hora de reduir ladimensionalidad omo a la hora de esoger la normalizaión o el tratamiento34



Cortado 
de la señal

Datos puros

Datos cortados 

Saturación CSP

PCA

Subsampling

Selección de
canales

Normalización
global

Normalización
por señal

Normalización
por canal

Normalización
por valor

Normalización
mixta

Normalización
Exponencial

Correcto / 
Incorrecto

Corr / Incorr /
No señal

Clasificación
5 clases

Figura 4.6: Esquema de las diferentes opiones para preproesar la señalde los datos, podemos deir que estamos trabajando on un set de test muyextenso, omo se puede ver en la �gura 4.6. Más informaión sobre los dis-tintos proesos de normalizaión, reduión del tamaño de datos y seleióninteligente de los anales a utilizar puede enontrarse en el anexo B.

35



Capítulo 5Tests5.1. IntroduiónEn esta seión vamos a tratar de presentar de la manera más resumidaposible todos los resultados que se han obtenido en el análisis de los distintostipos de onjuntos de datos. Aunque se presentan los análisis para los tresonjuntos de datos menionados en el apítulo anterior, hay que reseñar queel análisis de EEG presenta a su vez un onjunto asi in�nito de subonjuntosde datos, ya que ada una de las tres posibles tareas de lasi�aión menio-nadas anteriormente, presenta, omo se omenta en los anexos, numerosasposibilidades de normalizaión y de transformaión de los datos. Es por elloque se presentan los mejores resultados obtenidos para ada uno de los tresproblemas de lasi�aión menionados anteriormente.5.2. Test en generaiónLas redes de reenia profunda o DBN, omo ya se omentó en su mo-mento, naieron omo un tipo de redes apaes de aprender la distribuiónde probabilidad subyaente en los datos y generar nuevas muestras a partirde esta distribuión.Una vez entrenada una DBN resulta relativamente senillo extraer mues-tras de ella, basta on dar valores aleatorios a la penúltima apa de la DBNy �jar la etiqueta que representa a la lase de la que queremos generar nue-vas muestras. Tras varios proesos de muestreado alternativo en las últimasapas (dejando siempre �jas las etiquetas), la red irá tendiendo haia unequilibrio en las últimas apas (Ver �gura 5.1). A partir de ese equilibriopodemos empezar a utilizar los pesos de generaión para dar valor a las a-pas inferiores, hasta generar una fantasía en la apa visible. Si la red estáonvenientemente entrenada, la salida debería ser muy similar al onjuntode datos de entrada. 36



2 310 Q 2 31 Q

2 31 R

2 31k Q

2 31 R

2 31 Q

2 31k R

2 31 P

2 31v
2 N

hL-1 hL-1
1
hL-1

hL1hL0 hL

k+1hL-1

2hL-2

e
ti
q
u
e
ta
s

a
le
a
to
ri
o

e
ti
q
u
e
ta
s

e
ti
q
u
e
ta
s

e
ti
q
u
e
ta
s

Figura 5.1: Funionamiento de una DBN en generaiónUna vez que la red ha alanzado el equilibrio en las apas superiores, lared, al ser estoástia, irá generando muestras diferentes de la misma lase.
5.3. Test en reonoimientoEl test en reonoimiento es el más importante y el que más ha entradonuestros esfuerzos, ya que es en él donde realmente se prueba la apaidadlasi�adora de la red. A lo largo de la literatura se presentan varios métodosde probar la red en reonoimiento, el más utilizado omienza tomando lamuestra a analizar y alimentando on ella la red. Posteriormente, podemosmuestrear una a una las apas utilizando los pesos de reonoimiento hastallegar a la penúltima apa. Llegados a este punto e iniializando las etiquetasa un valor aleatorio, se realiza un sampleado alternativo de Gibbs hasta quese onsidere que la red ha alanzado la estabilidad. Durante este proeso,úniamente se permite ambiar de valor en la penúltima apa a las neuronasque representan las etiquetas, el resto quedan �jas on la señal provenientede las apas inferiores. Una vez estable la red, podemos extraer el valor delas etiquetas de las neuronas destinadas a ello. Todo este proeso puede verseen la �gura 5.2.Los resultados se validan on dos subonjuntos de datos, el primero ex-traído del onjunto de datos de entrenamiento, y el segundo de ellos es unonjunto de datos que no ha sido utilizado para el entrenamiento y que porlo tanto la red no onoe, denominado onjunto de datos de test.37
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Figura 5.2: Funionamiento de una DBN en Reonoimiento5.4. Resultados5.4.1. Datos de testPara los datos de test hemos entrenado una red de reenia profunda de4 apas on la distribuión mostrada en la �gura 5.3. La primera apa tienetantas neuronas omo la dimensión de los datos, 36, la segunda y tereratienen 20 neuronas y la última apa tiene 100. La apa lateral, en la quese introduen las etiquetas, tiene 3 neuronas. En su entrenamiento hemosusado PCD, utilizando 40 pasadas de los datos para el entrenamiento deada RBM. La tasa de aprendizaje se ha �jado en 0.1, el deaimiento en0.001, el momento en 0.3 para el primer 70% del entrenamiento y de 0.8 parael último 30%. El tamaño de bath, teniendo en uenta el pequeño númerode muestras del que disponemos, se ha �jado en 10 muestras. Dado que losresultados obtenidos han sido inmejorables, no hemos utilizado ningún tipode repesado �nal.En el onjunto de datos de entrenamiento, el porentaje de aierto hasido del 96,15% obteniendo la siguiente matriz de onfusión (en tanto poriento):




95,122 2,2727 2,2222
0 97,727 2,2222
4,878 0 95,556



En el onjunto de datos de test el porentaje de aierto es un poo inferior,del 94,67%, on una matriz de onfusión dada por:38
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Figura 5.3: Esquema general de la DBN usada para las pruebas




96 4 4
0 92 0
4 4 96



La generaión de datos en el onjunto de datos de test funiona de manera�uida, dando muestras prátiamente iguales a las que se utilizaron para elentrenamiento (Ver �gura 5.4)

Figura 5.4: Ejemplo de datos generados por la DBN39



Figura 5.5: Ejemplo de dígitos generados por la DBN (1,3,6 y 9)
5.4.2. MNISTEl modelo de red utilizado para los datos del MNIST es el mismo mos-trado en la �gura 5.3, salvo que el tamaño de las apas varía. La primeraapa tiene en este aso 784 neuronas, la segunda y terera 500 y la última2.000, mientras que la apa de etiquetas tiene 10 neuronas.En uanto a los parámetros de entrenamiento, realizamos 10 pasadas delos datos en el entrenamiento de ada RBM. Estos datos han sido agrupadosen onjuntos de 100 muestras. Hemos utilizado PCD on k=3, una tasa deaprendizaje de 0.1, un deaimiento de 0.001 y un momento al iniio de 0.3,que ambia a 0.8 superado el 70% del entrenamiento.La generaión de datos para el MNIST neesita de un mayor tiempode estabilizaión en las apas superiores de la red, pero aun así, es posiblegenerar muestras de la red sin ningún problema. En la �gura 5.5 se muestranalgunos ejemplos de números generados on la red DBN.A la hora de reonoer, las DBN se omportan de una manera más queaeptable, obteniendo un 90,22% de aiertos en el reonoimiento de losdatos de entrenamiento. La matriz de onfusión se muestra a ontinuaión:40



































95,65 0 1,14 0,4 0,1 1,41 0,77 0,39 0,4 0,49
0,64 99,31 12,75 9,33 3,56 5,57 2,31 5,57 34,31 4,41
0,08 0,28 76,56 1,41 0,13 0,18 0,17 0,34 1,08 0,3
0,23 0,03 1,27 0,32 0,02 3,71 0,04 0,02 3,4 1,03
0,3 0,1 2,35 0,27 90,24 1,23 0,86 1,67 2,28 9,43
0,53 0,07 0,06 3,43 0,08 83,05 1,69 0,04 5,53 0,62
2,08 0,13 1,73 0,74 0,91 2,28 94,08 0,02 1,39 0,04
0,26 0,08 2,96 2,05 0,23 0,68 0,04 89,66 0,82 4,59
0,06 0 0,34 0,72 0,02 0,16 0,02 0 45,44 0,07
0,19 0 0,84 1,32 4,72 1,72 0,02 2,31 5,36 79,03































A la hora de reonoer los datos de test, los resultados son bastantesimilares, obtenemos un 89,49% de tasa de aierto, on la matriz de onfusiónsiguiente:
































95,68 0 1,34 0,88 0 0,59 0,47 0,16 0,34 0,27
0,37 99,08 14,89 9,14 2,84 6,61 3,25 4,92 31,76 3,54
0,07 0,27 71,09 0,98 0,21 0 0,03 0,06 0,48 0,3
0,03 0,09 2,05 81,73 0,03 4,32 0 0,1 4,1 0,88
0,14 0,06 2,18 0,46 90,96 2,77 1,15 1,98 3,28 11,35
0,41 0 0,2 2,15 0,1 80,41 0,54 0,1 4,68 0,17
2,36 0,03 1,71 0,95 0,99 3,28 94,45 0,03 2,15 0,07
0,24 0,45 4,47 2,22 0,31 0,33 0,1 89,78 0,48 3,3
0,1 0 0,64 0,23 0 0,18 0 0 47,66 0,07
0,61 0,03 1,41 1,27 4,55 1,51 0 2,88 5,06 80,07































En los artíulos que hemos enontrado los resultados eran algo mejores,en torno al 95-97% de aierto, sin embargo, en todos ellos, se entrenabanvarias redes on un tiempo de entrenamiento erano a la semana. Mientrastanto, por limitaiones de hardware, nuestro tiempo de entrenamiento apenasha superado las 10-12 horas.5.4.3. EEGA la hora de trabajar on las señales de EEG las DBN se han mostradoen general muy poo efetivas, omo se puede omprobar en los anexos, se haintentado realizar muhas variaiones en los datos que llevaran a una mejorlasi�aión. Sin embargo, tristemente, los resultados son malos, más aún si,omo vamos a mostrar a ontinuaión, los omparamos on los resultadosobtenidos on SVM. 41



Reonoimiento de señales orretas e inorretasSe han probado numerosas on�guraiones de red y muhas variaionesde parámetros, sin embargo, en ningún aso se han onseguido resultadosdignos de destaar. En el mejor de los asos, usando una normalizaión porseñal seguida de una normalizaión por valor, on 30 pasadas de los datos,un k = 3, una tasa de aprendizaje de 0.01, un momento entre 0.3 y 0.8 yun deay de 0.001 obtenemos en el análisis de los datos de entrenamientoapenas un 56,11%, on una matriz de onfusión dada por:
(

66,389 54,167
33,611 45,833

)Los resultados en el análisis de los datos de test son ligeramente mejores,un 65% on la siguiente matriz de onfusión:
(

72,5 42,5
27,5 57,5

)Simultáneamente, en la misma tarea de lasi�aión y on los mismosdatos de entrada, la máquina de vetores soporte on un kernel lineal, on-sigue separar el 94,16% de los datos de entrenamiento, on una matriz deonfusión dada por:
(

96,491 7,9365
3,5088 92,063

)En uanto al onjunto de datos de test, los resultados son peores, peromuho mejores que los obtenidos on las DBN, manteniendo una tasa deaierto del 85%, on la siguiente matriz de onfusión:
(

88,889 18,182
11,111 81,818

)Reonoimiento de señales orretas, inorretas y no señalLa idea detrás de inluir en el análisis la no presenia de ningún tipo deseñal era permitir a la DBN desartar aquellas entradas que fueran aleato-rias y que no aportaran nada al problema de lasi�aión. Sin embargo, losresultados no son tampoo los esperados.Usando los mismos parámetros que en el apartado anterior, los mejoresresultados se obtienen usando una normalizaión por valor seguida de unanormalizaión por anal. En el aso de analizar el onjunto de dato de en-trenamiento, obtenemos una tasa de aierto del 51,44%, siendo la matriz deonfusión: 42







60 53,056 25,463
35,556 37,5 21,296
4,4444 9,4444 53,241



Simultáneamente, la tasa de aierto en el aso del onjunto de test es del
49,5%, dada por esta matriz de onfusión:





47,5 47,5 25
45 47,5 24,167
7,5 5 50,833



Reonoimiento de ada señal por separadoEn el aso del reonoimiento de las ino señales por separado, presen-tamos los mismos problemas que anteriormente, la red es apaz de distinguiron ierta failidad las señales orretas, pero omete numerosos errores enla distinión del resto de señales entre sí. Poniéndolo en números, los mejo-res resultados, tomando los parámetros anteriormente itados, los obtiene laombinaión de una normalizaión por anal seguida de una normalizaiónpor valor.En este aso, el porentaje de aierto en los datos de entrenamiento esúniamente del 24,66%, siendo la matriz de onfusión:












22,222 25,556 8,8889 24,444 15,556
25,556 14,444 11,111 10 18,889
28,889 26,667 45,556 30 33,333
15,556 15,556 14,444 17,778 8,8889
7,7778 17,778 20 17,778 23,333











En el aso del onjunto de datos de test los resultados son muy similares,una tasa de aierto del 26% on la matriz de onfusión siguiente:












24 12 16 36 14
10 24 6 18 14
24 26 50 10 40
22 14 18 14 14
20 24 10 22 18











5.5. Test de onvergeniaVistos los malos resultados obtenidos en el análisis de EEG, nos plantea-mos estudiar los proesos internos que estaban teniendo lugar en las DBN,para intentar tener más pistas de lo que podía estar suediendo.El primer paso fue omprobar la onvergenia de los pesos de la red, estonos puede dar idea de si la red ha alanzado un régimen estable o no. En este43
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Figura 5.6: Variaión de varios de los pesos de una DBN entrenándose ondatos de EEG a lo largo del tiempo
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Figura 5.7: Variaión de la energía de red a lo largo del tiempoaso, tras omprobar la variaión de varios de los pesos de la red durante1.800 atualizaiones, pudimos ver, omo se muestra en la �gura 5.6, que lospesos habían onvergido a una soluión estable, aunque, vistos los resultadosanteriores, no lo su�ientemente óptima.Comprobada la onvergenia de los pesos, pasamos a analizar la ener-gía de red, que, en media, debería disminuir onforme avanza el proeso deentrenamiento. Como se puede ver en la �gura 5.7, el entrenamiento haeque la red se vaya moviendo haia estados de menor energía, umpliendo portanto lo que era de esperar.Tras desehar un mal funionamiento de la red, los malos resultados nospueden estar indiando que la red ha quedado atrapada en un mínimo deenergía loal. Algo que puede ser muy plausible al disponer de tan poosdatos de entrada en omparaión on la di�ultad de los datos. Por poner unejemplo, en los dígitos del MNIST se dispone de 60.000 imágenes, mientras44



que en nuestro aso apenas se disponen de 500, problema que se agrava altener en uenta la gran variabilidad que presentan las señales de EEG.
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Capítulo 6Fases del proyetoSiguiendo los objetivos desritos en el primer apítulo, las primeras sema-nas de trabajo se dediaron exlusivamente a la reopilaión de informaiónen forma de artíulos de revista, videos, onferenias y presentaiones quetrataban el tema de las redes de reenia profunda o DBN. A partir de ellos,se omenzaron a estudiar los anteedentes y los distintos algoritmos previos,para poner estas redes en su debido ontexto. Por este motivo se estudiaronlas redes de Boltzmann, las redes de Boltzmann restringidas y las redes dereenia.Comprendidos los fundamentos de este nuevo tipo de redes, se omenza-ron a intentar extraer de entre los numerosos artíulos, los esasos detallesreferentes a la implementaión de las DBN en la realidad y se omenzarona entender los fundamentos de los algoritmos ontrastive divergene y losalgoritmos de repesado �nal omo el Up-Down. Conforme se iba avanzandoen este estudio, se iban programando las primeras lineas de ódigo para mo-delar las DBN en Matlab, así omo se reaban un onjunto básio de datostest para omprobar su orreto funionamiento.Una vez validado este primer algoritmo, se pasó a probar on la basede dígitos esritos del MNIST, obteniendo resultados positivos y on lasprimeras señales de EEG, donde no se obtuvieron los resultados deseados.Para mejorar el reonoimiento de las señales de EEG, se deidió utilizaruna nueva oleión de datos de EEG y se omenzó a estudiar los posiblesefetos de la normalizaión, la orreta seleión de los anales de entrada,PCA, efetos omo los parpadeos... et. Paralelamente y visto que los resul-tados seguían sin ser positivos en EEG, se deidió implementar una DBNde mayor omplejidad haiendo uso de PCD y las modi�aiones desritasen los anexos. Esto permitía un entrenamiento más rápido y un ajuste más�no, on la esperanza de ser apaes de modelar on una mayor preisión ladistribuión de probabilidad de los datos.Las pruebas on esta nueva red fueron orretas tanto en el onjunto dedatos de prueba omo en el MNIST, sin embargo los resultados obtenidos en46



EEG distaban muho de los obtenidos on otras ténias omo las máquinasde vetores soporte, por lo que se estudiaron las bases de las máquinas devetores soporte y se probaron repetidamente sobre las distintas formas depreproesar la señal, omprobando que los resultados ofreidos por las má-quinas de vetores soporte eran muho mejores a los obtenidos por las DBNen todas las on�guraiones probadas.Dados los problemas de las DBN en separar inluso las señales orretasde las inorretas, se deidió probar un método onoido omo patrones espa-iales omunes (Common Spatial Patterns o CSP) para intentar preproesarla señal de forma que se failitase a las DBN el reonoimiento. Este prepro-esado mejoró el reonoimiento de la red, pero no llegó en ningún aso asuperar los resultados obtenidos on las máquinas de vetores soporte.Por último, se trató de realizar un estudio más �no de los parámetros delas DBN que obligó a una reestruturaión ompleta del software para lograranalizar en profundidad las variaiones que ada uno de los parámetros podíaaportar a la mejora del reonoimiento en EEG. Sin embargo, se omprobóque la red, en el aso de EEG, onvergía siempre a unos valores que no eranóptimos, quedando atrapada en mínimos de energía loales.
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Figura 6.1: Diagrama de Gantt on las fases del proyeto y su distribuión en el tiempo
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Capítulo 7Conlusiones y trabajo futuroEl objetivo del proyeto era desarrollar los algoritmos neesarios paraevaluar el potenial de las DBNs en tareas de lasi�aión de poteniales deerror medidos on EEG y su omparaión on los lasi�adores utilizadoshasta el momento.Para lograrlo, se ha realizado un estudio detallado del estado del arte, apartir de una reopilaión de artíulos publiados en onferenias internaio-nales aera de las DBN y de la teoría que las sustentaban, omo las RBM olas Boltzmann Mahine, así omo de los distintos métodos de entrenamientoy de sus diversas variantes. Esta reopilaión y su estudio detallado, ademásde dar una expliaión atualizada del estado del arte atual de las DBN y desus futuras tendenias, ha permitido desarrollar una ompleta guía tutorialprátiamente inédita en el mundo de las DBN. En estos momentos, únia-mente existe un tutorial, publiado durante la realizaión de este proyeto,aera de las DBN, de similares araterístias al que aquí se presenta [18℄.El estudio en profundidad de las redes de reenia profunda y sus distin-tos algoritmos de entrenamiento nos ha permitido lograr una implementaiónde las DBN en Matlab que ontiene un onjunto amplio de las distintas va-riantes presentadas en la literatura. Se ha desarrollado una librería propia(ver Anexo C que permite automatizar el proeso de entrenamiento de la redy su posterior funionamiento y testeo, permitiendo la arga de los paráme-tros neesarios ómodamente desde �heros de on�guraión. Este softwarepermite además seleionar de manera externa el algoritmo de entrenamientoque se desea utilizar de entre los varios desritos en los artíulos ientí�os,siendo por tanto muy senillo omparar los resultados obtenidos on adauno de ellos. Esta librería es únia por el momento ya que previamente a es-te trabajo úniamente había una versión de entrenamiento de las DBN muyrudimentaria proporionada por Hinton en su página web [25℄. Sin embargo,esta versión requería una modi�aión de los parámetros diretamente en elódigo fuente y no implementaba algoritmos de entrenamiento omo CD-K,PCD o SML ni permitía un orreto testeo de la red.49



Para omprobar el orreto funionamiento de las soluiones implemen-tadas, se han reado onjuntos de datos de test y se han evaluado los resulta-dos obtenidos en distintas publiaiones ientí�as sobre la base de datos delMNIST, siendo los resultados obtenidos on nuestro software omparableson los obtenidos por la omunidad ientí�a.De la misma forma que on el entrenamiento y testeo de las redes dereenia profunda, se han desarrollado programas para automatizar todos losproesos de preproesado de la señal de EEG, desde los más simples omola normalizaión o saturaión, hasta los más omplejos omo los CommonSpatial Patterns. También se han validado los resultados obtenidos en elgrupo de robótia de la Universidad de Zaragoza on los lasi�adores SVM,permitiéndonos omprobar que el preproesado realizado a la señal era eladeuado.Una vez que la implementaión de los algoritmos estaba ompleta y va-lidada, se utilizo para lasi�ar los datos de EEG orrespondientes a lospoteniales de error y su omparaión on el lasi�ador SVM. A pesar delos esfuerzos realizados a nivel de pre-proesamiento y de ajuste de paráme-tros de la DBN, los resultados no han sido sueriores a los onseguidos porSVM. Los motivos que haen que las DBN no funionen para este tipo deseñal pueden ser varios. Entre ellos el más destaable es el esaso número demuestras de ada una de las lases, la base de datos del MNIST por ejemplouenta on 60.000 dígitos, mientras que en EEG apenas ontábamos on 500.Otros fatores omo la alta variabilidad de las señales de EEG, la normaliza-ión, la diferente distribuión de probabilidad de los datos del MNIST y deEEG o inluso la neesidad de modelos más omplejos de DBN que tenganen uenta la evoluión temporal de los datos, pueden ser otros fatores atener en uenta.En onlusión y a pesar de no obtener los resultados esperados on EEG,se presenta un trabajo pionero en la investigaión de las DBN, ofreien-do simultáneamente un tutorial de las DBN y una ompleta plataforma depruebas, que puede ser utilizado en el futuro para la reaión de nuevos la-si�adores sobre distintos tipos de datos, así omo ampliarse fáilmente parainorporar las nuevas tendenias que pueden ir surgiendo.Para terminar, este proyeto no debería ser un punto y aparte, quedanmuhas osas por haer y que investigar, ya no sólo en la apliaión de lasDBN a otros tipos de tareas de lasi�aión, que sería lo más senillo, nisiquiera en ontinuar la investigaión de las DBN on las tendenias másatuales. Puede ontinuarse el estudio de las DBN apliadas al ampo de lalasi�aión de EEG on modelos más omplejos omo las redes de reen-ia profunda onvoluionales (CDBN), que tienen en uenta la dependeniatemporal de las señales y que paree que han dado buenos resultados enseñales de audio, modi�ando los algoritmos de entrenamiento de las RBMutilizando pesos rápidos (FPCD) o utilizando ampos medios (MFCD). Co-mo se puede ver, estamos hablando de una tenología muy novedosa, que50



está evoluionando muy rápido y que presenta numerosas apliaiones en elfuturo.Sería también reomendable la grabaión de nuevas señales de EEG, osaque lleva meses de trabajo y que, por salirse fuera del ámbito del proyeto,no se ha podido realizar. Con estas nuevas señales podría ontinuarse elestudio de la apliaión de las DBN a las señales de EEG, porque, omo seha demostrado en numerosos estudios, en presenia de una gran antidadde datos de entrenamiento, las DBN son apaes de superar a los mejoresmétodos de lasi�aión utilizados hasta el momento.
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