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Resumo

O presente trabalho, teve como objetivo a construcdo de um sistema de detecdo de surtos,
nomeadamente de sarampo, com dados recolhidos a partir da rede social Twitter utilizando
uma plataforma Web para executar algoritmos de Machine Learning. Com os modelos
resultantes, pretendeu-se detetar em tempo real a ocorréncia de surtos de sarampo (ou outras
doencas) providenciando uma ferramenta Util para fins de monitorizacdo da saude publica.
Foram utilizados vérios datasets de diferentes dimensdes e quatro algoritmos: LinearSVC,
Multiplayer Perceptron, Random Forest e Logistic Regression. A excecdo do Random
Forest todos os algoritmos conseguiram um bom desempenho na dete¢do de surtos de
sarampo, mas constatou-se que para tal é necessario ter um dataset com muitos tweets e,

sobretudo, com igual nimero de tweets em ambas as classes (surto e nao surto).

Palavras-chave: Twitter, machine learning, detecdo de surtos, data mining, satde,

epidemiologia.
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Abstract

This work aimed to develop an outbreak detection system, for detecting measles, that uses
Twitter data to spot outbreaks in real time. In order to achieve this, we implemented a Web
application, to run Machine Learning algorithms. With the constructed model we want to
identify the presence of measles outbreaks (or other diseases) so we can provide a useful tool
to public health surveillance. Several datasets (with different sizes) and four training
algorithms were used: LinearSVC, Multiplayer Perceptron, Random Forest and Logistic
Regression. Except for Random Forest, every algorithm performed well in detecting measles
outbreaks. It is important to have a dataset with a lot of tweets and, above all, with an equal
number of tweets in both classes (outbreak and not outbreak), otherwise the algorithm will

not perform acceptable.

Keywords: Twitter, machine learning, outbreak detection, data mining, health,

epidemiology.
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Sistema de Detecdo de Surtos através do Twitter

1. Introducao

Nos ultimos anos, ndo s6 o volume de dados gerados na Internet tem crescido
significativamente, como as constantes inovagdes no campo das TIC (Tecnologias de
Informacdo e Comunicacao) tém possibilitado novas oportunidades de servicos capazes de

lidar com essa grande quantidade de dados.

Atualmente, as pessoas encontram-se constantemente ligadas as redes sociais partilhando
detalhes sobre 0 seu quotidiano e tornando estas tecnologias parte integrante da sua vida pelo
que as redes sociais constituem uma forma privilegiada de partilha de informacéo [4]. As
redes sociais sdo uma forma facil e rapida de partilhar informagdo gerando uma grande
quantidade de dados o que tem impactos relativamente a arquitetura de armazenamento de
dados [9]. Assim, a andlise dos dados proveniente das redes sociais surge com
preponderancia e como uma oportunidade na busca de informages relevantes em diversas
aplicacdes. Quando explorados e analisados, estes dados podem ser uma importante fonte
de rentabilidade para organizagdes publicas e privadas, seja através de novas formas de
interacdo com cidadaos e clientes, seja no desenvolvimento de novos produtos, servigos ou
estratégias [7][13].

Um outro foco € a construcdo de processos e ferramentas que permitam analisar o sentimento
presente em determinada area, em relacdo a uma marca a um servi¢o ou a qualquer entidade
[13]. Cada vez mais, diversas organizacdes utilizam este meio para obter um acesso direto
as opinides das pessoas, permitindo assim a organizacdo, aferir a sua presenca no mundo
digital, identificando diferentes oportunidades para melhorar ou diversificar produtos,

Servicos ou estratégias.

Embora mais focadas numa perspetiva de negécio, empresas como a Google!, a Amazon?
ou o Ebay® ja se baseiam em tecnologias que tentam percecionar os comportamentos das
pessoas [103] [104].

1 https://www.google.com
2 https://www.amazon.com
3 https://www.ebay.com
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Uma area em que estas tecnologias sdo também usadas, que é o foco deste trabalho, é a area
da saude. Os objetivos podem ser diversos, incluindo por exemplo a melhoria do acesso a
salude, bem como a partilha de dados entre a sociedade e os diversos sistemas e/ou

organizacOes de contexto medico e hospitalar.

Contudo, o volume de dados gerados digitalmente dificulta muitas vezes a possibilidade de
uma analise precisa, visto que, tais dados ndo se encontram organizados nem sdo

estruturados, ou seja, podem ser videos, fotografias, textos, etc.

1.1. Motivacgao

A érea da saude é um exemplo onde a geracdo de dados em redes sociais e na Internet em
geral é efetuada em grande escala. Instituicdes publicas e privadas, marcas e cidaddos geram
diariamente muitos dados que sao maioritariamente dispersos e dificeis de operacionalizar
de uma forma sistematica quer para cidaddos, quer para pessoal meédico, quer para
instituicOes. No entanto, existe um grande potencial de aplicacdo desta informacéao, podendo
também estimular de forma natural o surgimento de redes de apoio e/ou comunidades de

partilha de informacdo entre as pessoas com interesses comuns na area da satde.

Neste contexto existem alguns projetos com objetivos especificos, como por exemplo, redes
sociais exclusivas a médicos, como: a Doximity*, a Doctors Way® ou a iMeds®. Outros
exemplos, sdo solucdes simples como a cria¢do de grupos dedicados nas redes sociais mais
populares como o Facebook’ e o Twitter®, mas ndo existem ainda solug@es direcionadas que

permitam tirar total partido desta informagéo.

Verifica-se assim, a necessidade de ferramentas que permitam o tratamento e/ou filtragem
desses dados publicos, como por exemplo, a analise de sentimento dos utilizadores em
relacdo a um determinado servico, tdpico ou produto na area da salde, sendo essa a area em

que se enquadra este trabalho.

A ideia de utilizacdo de dados abertos (open source) de uma forma inteligente tem vindo a
afirmar-se numa area denominada Open Source Intelligence (OSINT) com o objetivo de

4 https://www.doximity.com
5 https://doctorsway.com

® https://imeds.co.za

" https://facebook.com

8 https://twitter.com
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obter informag&o ou detetar padrdes em dados disponiveis para todos de forma a acrescentar
informac&o valiosa [1]. A &rea da salde, dado o seu interesse generalizado de uma forma
global, e a necessidade de acesso a informacéo, serd sem duvida uma das aplica¢@es Obvias
deste tipo de abordagens. Note-se, no entanto, que, sendo uma area sensivel, qualquer

solucdo deve ser 0 mais aberta possivel suportando decisdes de uma forma interpretavel.

Assim, ter uma solucdo web desse tipo e que seja disponivel de forma gratuita, seria uma
colaboracéo na prevencéo de epidemias, usando as mensagens escritas nas redes sociais para

detetar um possivel surto.

1.2.0bjetivos

Apresentam-se de seguida 0s objetivos gerais definidos para este trabalho:

= Analisar o estado da arte de sistemas de recolha de informacéo publica na area da salde;

= Analisar o estado da arte das tecnologias para obter informagéo das redes sociais e da
forma de processamento.

= Construir um conjunto de dados (dataset) que permita simular um grande volume de
informacao disponivel na rede social Twitter.

= Desenhar uma arquitetura para a construcdo de modelos de aprendizagem e detecdo de
padrdes com base no conjunto de dados construido.

= Implementar e testar a arquitetura proposta e os seus modelos no conjunto de dados.

= Desenvolver um prototipo de aplicacdo que permita a utilizacdo dos modelos em dados

reais de uma rede social em tempo real.

1.3. Estrutura do Documento

O presente documento encontra-se estruturado da seguinte forma: Capitulo 2 Redes Sociais
Em Saude; Capitulo 3 Tecnologias de Machine Learning; Capitulo 4 Proposta; Capitulo 5
Implementacao; Capitulo 6 Anélise de Funcionamento e Capitulo 7 Conclusdes e Trabalho

Futuro.

No Capitulo 2 é efetuada uma revisdo teodrica sobre o tema Redes Sociais em Saude.
Primeiramente, é definido o conceito de rede social e de que forma é que as redes socias
podem ser utilizadas como fonte de dados em processos de Data Mining bem como algumas
técnicas de Data Mining utilizadas neste campo. Seguidamente é abordado o caso particular

do Twitter e procura-se mostrar a importancia do seu estudo em processos de Data Mining
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e varios exemplos de trabalhos ja realizados utilizando esta rede social. O capitulo termina

com algumas consideragdes sobre os desafios nesta area.

O Capitulo 3 constitui uma revisdo da literatura sobre o conceito de Machine Learning. Nele,
é apresentada uma definicdo mais exaustiva deste conceito e de como ele se insere no
processo de Data Mining tendo em conta os métodos utilizados neste campo. E também
apresentada uma descrigcdo sobre os algoritmos de aprendizagem mais comuns incluindo
aqueles utilizados neste projeto. O conceito de redes neuronais € também profundamente
abordado e sdo apresentados alguns exemplos de utilizacdo destes algoritmos na area da
salde bem como algumas frameworks de deep learning que podem auxiliar o trabalho nesta

area.

O Capitulo 4 apresenta a proposta de projeto e descreve os objetivos do projeto, a arquitetura

da aplicacdo desenvolvida, as tecnologias utilizadas e 0 modelo de dados proposto.

O Capitulo 5 versa sobre as questdes de implementacdo da aplicacdo Sistema de Detecdo de
Surtos. Descreve a estrutura do projeto e as diferentes funcionalidades disponibilizadas bem
como a forma como foram implementadas e como podem ser utilizadas de forma a treinar

modelos e a classificar tweets tendo por base os modelos treinados.

O Capitulo 6 é dedicado a andlise de funcionamento e apresenta uma discussdo dos
resultados alcancados em classificacdo tendo em conta os diferentes algoritmos de treino e

as diferentes métricas analisadas.

O Capitulo 7 é o capitulo final onde sdo apresentadas as conclusdes da realizacdo deste
trabalho, os obstaculos encontrados e as sugestdes de trabalhos a desenvolver no futuro.
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2. Redes Sociais em Saude

2.1. Introducéo

Apesar de estarmos na iminéncia da era da web 4.0, foi naweb 2.0, em 2004, que apareceram
0s servicos partilhados por todos os utilizadores gerando conteido de forma colaborativa e
ndo apenas numa oOtica de consumo de informacdo [7][53]. De facto, a Internet e, em
particular, as redes sociais tém assumido um papel muito relevante na publicacdo de eventos,
noticias e até na expressdo de sentimentos. Assim, as redes sociais tém-se tornado objetos
de grande interesse por permitirem uma analise em tempo real e a elaboracéo de predi¢bes
de forma mais precoce do que outros meios. Este tipo de abordagem € utilizado nas mais
diversas areas, tais como: a monitorizacao do transito, a area da gestéo, previsao de desastres,

as noticias, entre outros. [53].

Esta partilha de informacédo estendeu-se, também, a &rea dos cuidados de saude [3]. Desta
forma, foram-se criando relagoes e estabelecendo contactos, fazendo com que se acentuasse
0 crescimento do social media, onde se destacam as redes sociais. Atualmente as redes
sociais fazem parte do quotidiano das pessoas tornando-se as principais ferramentas para o
aumento da informac&o gerada na Internet [4]. Esta massificacdo e intensificacdo do uso das
redes sociais acarretou mudancas no comportamento das pessoas e no fluxo de informacao
da sociedade, facilitando a sua circulacdo. Podendo, por exemplo, tornar-se numa

dependéncia e de uma necessidade de estar sempre informado sobre acontecimentos.

As redes sociais constituem espacos privilegiados de interacdo social, comunicacao e
partilha de informac&o providenciando informacdo de forma rapida e constante. Uma vez
que a informacdo ja ndo se encontra limitada a uma localizac&o fisica a sua difusdo €, agora,
muito maior pelo que as redes sociais contribuem largamente para a construcdo, partilha e

difusdo de informacéo [4].

Em 2018, estimou-se cerca de 2,65 mil milhdes de utilizadores de redes sociais por todo o
mundo ndmero que tendera a aumentar para cerca de 3,1 mil milhdes até 2021 [5]. O gréafico
da Figura 1 permite ter uma ideia desta evolugédo ao longo do tempo.
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SOCIAL MEDIA PENETRATION IN 2019

BASED ON ACTIVE USERS OF THE TOP SOCIAL NETWORKS IN EACH COUNTRY / TERRITORY, COMPARED TO TOTAL POPUIATION
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Figura 1 — Taxa de penetracdo das social media em 2019 [6].

A nivel aplicacional alguns dos websites de social media mais utilizados sdo o Youtube®, o
Facebook e o Twitter [7]. No ambito deste projeto, focamo-nos, em particular, nas redes

sociais que descreveremos na sec¢ao 2.2.

O grande crescimento na diversidade de ferramentas de social media e massiva utilizacao
destas formas de comunicacao e de partilha tém-nas tornado interessantes na investigacéo
sobretudo ao nivel da analise dos seus contetdos utilizando processos de inteligéncia

artificial.

O presente projeto visa a elaboragdo de um sistema que permita detetar surtos de doencas
através do Twitter pelo que iremos focar-nos nesta rede social em particular. Assim, este
capitulo encontra-se estruturado da seguinte forma: a sec¢do 2.2 apresenta uma breve
explicacdo sobre a utilidade, técnicas e métodos utilizados no processo de data mining para
trabalhar dados provenientes das redes sociais. Nas seccdo 2.3 é elaborada uma breve
descricdo do Twitter e do seu funcionamento seguida de uma explicagédo sobre como pode
ser utilizado na area da saude, a seccdo 2.4 descreve como é que as redes socias podem ser
utilizadas para fornecer informacao relevante para a area da saude e a seccdo 2.5 foca-se em

mostrar como é possivel utilizar as redes sociais para identificar surtos de doencas de forma

® https://youtube.com
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rpida bem como os desafios e limitagdes inerentes. Por fim, a sec¢do e 2.6 apresenta um

resumo sobre as ilagdes mais relevantes deste capitulo.

2.2. As Redes Sociais

As redes sociais podem ser definidas como um tipo de aplicagdo computacional que promove
relacdes sociais entre pessoas partindo de interesses generalistas, conhecimentos e atividades
[8]. Nos ultimos anos tem crescido a investigacdo sobre as redes sociais ao nivel da analise
dos conteudos nelas partilhados. Estas investiga¢es procuram métodos, técnicas e modelos
que permitam tirar partido daquilo que estas redes disponibilizam: grandes quantidades de
dados a partir dos quais se pretende gerar informagdo. Por exemplo, no &mbito da saude
publica, o uso das redes sociais pode revelar-se rico em fornecer indicios precoces sobre
epidemias e dar o feedback sobre as politicas de prevencéo e resposta implementadas [7].
Ao nivel da analise do social media, a abordagem passa por desenvolver ferramentas que
recolhem, analisam, resumem e disponibilizam dados a partir, por exemplo, das redes
sociais. A partir destes dados, numa perspetiva de inteligéncia, pretende-se derivar
informacdo utilizavel e desenvolver procedimentos de tomada de decisdo projetando novas
arquiteturas e frameworks que permitam beneficiar do conhecimento adquirido [7]. No
entanto, é preciso ter em conta que as redes sociais sdo enormes e a recolha de informacéo
do mundo real a partir destas estruturas pode ser desafiante ao nivel, por exemplo, dos
processos de extracdo e processamento dessa informacdo bem como ao nivel da
representacdo e armazenamento da mesma [9]. Na seccdo 2.5.1 podemos ter uma melhor
percecdo dos desafios e limitagcOes inerentes a este tipo de abordagens.

Utilizar as redes sociais para criar mecanismos de decisdo relacionados com a saude publica
parece ser de grande interesse para os profissionais de salde [13]. As pessoas colocam posts
nas redes sociais descrevendo as suas vivéncias em relacdo a sintomas e tratamentos
relacionados com o seu estado de saude. Este tipo de posts sdo denominados Invisible Patient
Reported Outcomes (iPRO) uma vez que fornecem informacéo clinica relevante, embora de

dificil extracdo utilizando os métodos tradicionais.

Assim, a utilizacdo de classificadores do contetido dos posts pode ajudar a detetar individuos
que publicam informagdes sobre as suas doengas. Ao reunir estas publicacdes sobre os posts
é possivel efetuar uma analise de sentimento para encontrar temas emocionais semelhantes

entre os dados, como por exemplo através de expressdes ou carateres expressivos. Desta



Sistema de Detecdo de Surtos através do Twitter

forma os iPROs recolhidos das redes sociais podem fornecer informagéo relevante para os
profissionais de saude e até para os organismos publicos da area da satde [13]. Em Gltima
instancia, o objetivo destes procedimentos é o de promover e proteger as comunidades de

saude utilizando informac&o proveniente das redes sociais [14].

Como o ambito deste trabalho incide sobre o Twitter, iremos focar-nos particularmente em
trabalhos realizados com esta plataforma (para mais informacao sobre o Twitter, consultar a

seccdo 2.3).

2.2.1. Redes sociais e Data Mining
Dada a riqueza e a quantidade de informag&o que circula nas redes sociais, estas fornecem
material importante para ser usado em técnicas de Data Mining (DM). Estas técnicas
envolvem a descoberta de modelos preditivos a partir de métodos, gerando a interpretacéo
imparcial dos dados que pode ser usada em muitas areas para gerar conhecimento ou prever
padrdes de comportamento [10]. Quanto ao seu proposito, 0 DM pode ser categorizado de
duas formas: DM preditivo e DM descritivo. Enquanto o primeiro se foca em criar modelos
a partir dos dados recolhidos, 0 segundo encarrega-se de gerar data sets a partir dos dados

[10]. O processo de DM sera descrito de forma mais detalhada no capitulo 3.2.

2.2.2. Técnicas de Data Mining
Existem vérios tipos de analise de redes sociais que podem ser distribuidos por duas
categorias principais: analise de redes sociocéntrica e analise de redes egocéntrica. A analise
de redes sociocéntrica surgiu da sociologia e pretende quantificar a interacdo entre um grupo
de pessoas com o objetivo de detetar padrdes estruturais globais sendo a mais utilizada em
analise de redes socias. A analise egocéntrica emergiu da psicologia e da antropologia e
pretende quantificar as interacdes dentro de um individuo de forma a generalizar as

caracteristicas encontradas em redes individuais [9].

As técnicas aplicadas para recolha de dados e geragdo de modelos sdo diversificadas e
incluem: caracterizacao, classificacdo, regressdo, associacao, detecdo de desvios, analise

de links, clustering, detecdo de alteracdes e procura de padrdes sequenciais. [10].

A caracterizacdo visa resumir e generalizar as diferentes caracteristicas dos dados. A
classificagdo distribui os dados por diferentes classes. A regressao opera da mesma forma
que a classificacdo, mas preveé objetos continuos, contrariamente a classificacao que trabalha

com dados discretos. A associagdo procura associagdes entre vérias bases de dados e



Sistema de Detecdo de Surtos através do Twitter

também entre os atributos de uma base de dados. A dete¢do de desvios procura desvios
significativos entre o valor esperado do objeto e o seu valor atual. A andlise de links procura
criar modelos a partir de padrdes relacionais detetados através das ligacdes entre os objetos.
O clustering agrupa dados em varias classes capazes de descrever esses dados conseguindo
formar pequenos grupos a partir de grandes datasets sendo o seu foco o que conseguir
aumentar a semelhanca entre os objetos da mesma classe e reduzir a semelhanca entre as
classes. A procura de padrdes sequenciais visa encontrar padrfes que ocorrem

frequentemente nos dados [10].

No caso das redes sociais, 0 DM pode ser aplicado usando varios tipos de métodos, dos
quais se destacam os métodos baseados em grafos (teorias que estudam as relag@es entre os
objetos de um conjunto), extracdo de texto (text mining), técnicas de machine learning,
modelos de topicos, entre outros. Nao obstante, muitas vezes estes métodos interligam-se

para dar origem a novos modelos.

Os métodos de grafos, como a classificacdo, detecdo, medicdo de padrdes, predicdo,
processamento de dados, evolucédo e estrutura dos dados, modelagem e comunidades dos
dados permitem responder a questBes nas mais diversas areas de forma mais rapida [10]. Isto
é possivel através da construcdo de modelos preditivos, com base num conjunto de dados
fornecido a partida, que vai ser analisado tentando perceber de que forma os dados se
relacionam e também permitem extrair relacdes de causa-efeito entre dados de input e
output. Apds uma fase de aprendizagem, ao alimentar esses modelos com novos dados, €
possivel responder a perguntas de forma automatica. Por exemplo, na area da saude,
utilizam-se dados provenientes de diversas fontes para construir modelos capazes de
identificar a predominancia de doencas numa dada populacgdo, saber quando determinadas
epidemias ocorrem e quais os fatores associados a elas ou até descobrir como sintetizar

novos medicamentos através de analise exploratoria.

O estudo das redes socias é uma area multidisciplinar que surgiu do cruzamento de varias
disciplinas, como: a sociologia, a estatistica, a psicologia e a teoria dos grafos. De acordo
com a teoria dos grafos, as redes sociais consideram que nas relagbes socias entre 0s
individuos estes sdo representados por pontos/nds e as relagbes sdo representadas por
linhas/links [12]. A Figura 2 mostra um exemplo da representagdo de uma rede social de

acordo com a teoria dos grafos.
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Figura 2 - Exemplo da rede social Zachary's Karate Club em forma de grafo [12].

Na literatura encontram-se varios exemplos de como a elaboracgédo de grafos pode contribuir
para a detecdo de comunidades afetadas pela gripe [67]. Este é um exemplo de um trabalho
que utilizou o método da extracdo de texto, grafos e também métodos estruturados de DM
[67].

Muita da informacao retirada das redes sociais encontra-se sob a forma de texto pelo que sdo
necessarias metodologias especificas para identificar informacdo textual. Por exemplo, no
caso concreto de aplicacdo das redes sociais a area da salde, os métodos baseados em
aprendizagem supervisionada, a extracdo de texto (através de palavras-chave, por exemplo),
andlise de sentimento, entre outros [55]. A extracdo de texto € um processo que utiliza dados
ndo estruturados, para encontrar informacdo pertinente que é, por exemplo, um método
muito usado para detetar surtos de gripe [55][67]. Ainda no ambito da extracdo de texto,
existem diferentes tipos de andlise, entre as quais: a anélise de coocorréncias e analise
historica de padrbes. A andlise de coocorréncias procura encontrar as frequéncias de
determinadas palavras-chave num documento com o objetivo de encontrar publicagdes nas
redes sociais com melhor precisdo e maior relevancia [68]. Ja na andlise historica de padrbes
é possivel usar padrfes presentes em eventos historicos que ocorreram no passado para tentar
prever eventos futuros. Alguns desses padrdes encontram-se, por exemplo, relacionados com

pesquisas efetuadas nos motores de busca ou publicagdes deixadas nas redes sociais [55].

10
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Os métodos baseados em palavras-chave necessitam de um dicionério que tenha palavras
relacionadas com doengas para que um texto proveniente das redes sociais seja considerado
relacionado se contiver uma dessas palavras, ou classificado como ndo-relacionado, em
caso contrario. Varios estudos sobre palavras-chave relacionadas com a gripe procuram
identificar, ndo apenas os surtos de influenza, mas também doencas que se assemelham a ela
usando dados provenientes do Twitter [41]. Ja outros, conseguiram identificar uma relacao
entre as pesquisas para influenza e os resultados de pesquisa para palavras-chave influenza
e gripe no motor de busca do Yahoo'? [43]. Os métodos baseados em aprendizagem
supervisionada também sdo usados para a extracdo de texto. Estes consistem em usar dados
de treino categorizados (por humanos) para classificar a informacéo [41]. Por exemplo,
Collier e Doan propuseram um algoritmo para detetar tweets relacionados com doencas
usando classificadores de Bayes e Support Vector Machines (SVMs) também usados noutros
estudos para treinar classificadores de forma a identificar tweets relacionados com a gripe
[44].

Das técnicas de machine learning mais utilizadas destacam-se: 0 SVM, que é um modelo de
aprendizagem supervisionada e que é dos mais usados para classificar publicacdes
relacionadas com a gripe [2][55]; as redes neuronais, ja utilizadas para rastrear a gripe huma
populacdo através de palavras-chave relacionadas com gripe e com 0s seus sintomas (como
as redes neuronais s@o uma das metodologias usadas neste trabalho, falaremos delas em
maior pormenor no Capitulo 3); ou o Naive Bayes, um classificador ja utilizado por varios

investigadores para analisar informacédo preveniente de tweets [69].

Por fim, os modelos de tépicos sdo uma abordagem em que se utilizam os dados recolhidos
das redes sociais para gerar modelos que permitam identificar um determinado assunto. A
titulo de exemplo destaca-se o Ailment Topic Aspect Model (ATAM) que é um modelo capaz
de associar palavras com o0s seus topicos subjacentes e que foi utilizado para encontrar posts
relacionados com o topico doenca no Twitter [29]. Este modelo era capaz de relacionar

sintomas e tratamentos com uma determinada doenca.

10 https:// https://www.yahoo.com
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2.3. O Twitter

2.3.1. Definicéo e funcionamento
O Twitter, lancado em julho de 2006 nos Estados Unidos da América, com o intuito de
funcionar como um servico de mensagens na Internet, € uma rede social gratuita de
microblogging. E uma das redes sociais mais usadas estimando-se uma média mensal de 326
milhdes de utilizadores. A Figura 3 contém um grafico com a utilizagdo mensal média de

utilizadores no Twitter e mostra a evolucédo da sua utilizacao entre 2017 e 2018.

statista%

Figura 3 - Média mensal de utilizadores ativos no Twitter em milhdes [17].

O Twitter proporciona a interacdo do individuo com a populacdo onde estdo incluidas
entidades politicas, organizacOes e até celebridades [13]. Nesta rede social, os utilizadores
podem partilhar diversas informagdes através de mensagens curtas até 280 caracteres
(originalmente 140), denominadas por tweets [15]. Contrariamente ao Facebook que utiliza
um sistema de amizade, onde as pessoas se aceitam mutuamente, no Twitter o individuo
pode escolher livremente quem quer seguir, através da opc¢do follow, e com quem pretende
comunicar sem ser necessario consentimento da pessoa/grupo seguida(o) [15].

Os tweets podem conter no seu conteddo um ou mais cardinais (#) antes de uma determinada
palavra, de modo a demarcar o seu assunto. O uso desse caracter foi transportado tambem

para outras redes sociais e é designado como hashtag.

A hashtag ajuda a categorizar os tweets com base no contexto em que esta inserido,
permitindo ter melhores resultados de pesquisa constituindo, assim, um categorizador de
conteudos eficaz [16]. Podem ser inseridas em qualquer parte do tweet e quando o0s
utilizadores clicam nela, sdo redirecionados para a categoria que agrupa todos os tweets dos

utilizadores que tém o mesmo assunto. A Figura 4 mostra um exemplo de um tweet.

12
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Figura 4 - Exemplo de um tweet.

Dada a sua popularidade, esta ferramenta tornou-se uma fonte importante de dados

linguisticos carregada de opiniGes, sentimento e discussédo [13].

2.3.2. AplicacGes do Twitter na area da saude
Né&o faltam trabalhos que tentam associar a utilizacdo do Twitter a possibilidade de reunir
indicios sobre doencas que afetam a populacgéo [24]. A classificacdo dos dados provenientes
do Twitter em categorias pode ajudar a compreender a forma como os utilizadores reagem e
comunicam [25]. Alguns dos trabalhos realizados neste campo usam queries de pesquisa
efetuadas no motor de busca da Google para monitorizar os surtos de doencas [57] € muitos
deles procuram desenvolver modelos preditivos que ajudem a prever quando € que essas

epidemias vao surgir [58] [59].

No entanto, existe um conjunto de desvantagens associadas a esta préatica pelo que se optou
por usar o Twitter como fonte de dados do presente trabalho.

Como ja foi mencionado, o Twitter pode ser um aliado poderoso para os profissionais de
salde e entidades de salde publica. Assim, tém sido realizados varios trabalhos com foco
sobre a utilizagdo do Twitter como fonte de informagdo para a &rea da saude. Além de
providenciar uma grande quantidade de dados, o Twitter permite disponibilizar essa
informacdo praticamente em tempo real e numa escala global [25]. Isto permite que
epidemias e surtos sejam detetados numa fase precoce e tem a vantagem de permitir uma
comunicacdo mais rapida entre as entidades de saude e o publico [56]. N&o obstante, os
tweets conseguem ser mais descritivos e disponiveis para o publico do que uma pesquisa nos

motores de busca [53]. A anélise de tweets em vez de queries de pesquisa permite ainda ir

13



Sistema de Detecdo de Surtos através do Twitter

um pouco além e analisar também o ambiente de quem publicou as mensagens obtendo
assim mais informacao como dados demograficos e outros detalhes que poderdo enriquecer
o resultado [53]. Outra das vantagens, € que a utilizacdo do Twitter € massiva e as idades
dos utilizadores sdo muito diversificadas contribuindo para aumentar a representatividade
da amostra [54]. Uma vez que as hashtags podem alcangar uma vasta audiéncia, o foco na
sua andlise pode ser muito rico em fornecer informac&o para a analise de sentimento. Desta
forma, ao comparar os sentimentos dos tweets com hashtags mais frequentes é possivel

clarificar a percecdo do publico e as suas reagdes relativamente a eventos mundiais [13].

Varios estudos utilizaram processos de DM no Twitter para monitorizar a satde publica e
conseguiram identificar sintomas relacionados com doencas de varios tipos [19] como
iremos perceber no capitulo seguinte: 2.4.

2.4. Aplicacdo das redes sociais na area da saude

De forma a melhorar a monitorizagcdo na area da salde tém sido desenvolvidas vérias
plataformas e aplicacdes. Brownstein lancou uma ferramenta de social media, 0 website
HealthMap!!, vocacionado para a monitorizagdo de doencas infeciosas que extrai
informacdo de sites de noticias, alertas do governo, testemunhos de pessoas e outra
informacdo sobre surtos de vérias doencas em todo 0 mundo. Esta informacdo é reunida num
mapa global que disponibiliza informacdo em tempo real [46]. O mesmo autor também
langou uma aplicacdo para iPhone designada por Outbreaks Near Me'? que disponibiliza o
HealthMap no telemdvel. Existe, ainda, o Flu Near You®® criado pela American Public
Health Association e pela Skoll Global Threats Fund of San Francisco através do qual as
pessoas reportam o seu estado de saude semanalmente, fornecendo informacdo sobre

potenciais surtos [46].

A Google também tem tido a sua participacdo neste campo e langou 0 Google Flu Trends
que consiste num website que permite a comparagéo entre a procura de topicos relacionados

com gripe e as taxas de incidéncia reportadas graficamente num mapa. Este website €

1 http://healthmap.org

12 https://www.healthmap.org/outbreaksnearme
13 https://flunearyou.org

14 https://www.google.org/flutrends/about
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considerado um importante aliado para a detecdo precoce da gripe em determinadas
localizagGes [46].

Como ja foi mencionado na seccao anterior, o uso do Twitter € um poderoso aliado para
alcancar este objetivo e varios sdo os estudos nesta area que envolvem o uso desta
ferramenta. Por exemplo, Lamb et al. conseguiram rastrear e monitorizar a incidéncia do
virus influenza através da combinagdo de dados provenientes do website Google Flu Trends
e Health Tweets. Este estudo concluiu que o rastreamento das taxas de infecao por influenza
era mais eficaz quando eram utilizados dados provenientes do Twitter a nivel municipal e

menos eficaz se fossem recolhidos dados a nivel regional ou nacional [20].

Através dos seus estudos com populagdes vitimas de cancro utilizando redes neuronais para
classificar os tweets relacionados com esta tematica, Crannel concluiu que a utilizacdo de
iIPROs pode ajudar os profissionais de saude a elaborar planos de tratamento mais
personalizados para os seus pacientes [18]. Um trabalho realizado por Clark também
concluiu, também que a andlise da informacéo proveniente das redes sociais pode ser uma
forma eficaz de elaborar estratégias de monitorizacdo da saude publica [13]. A area das
doencas mentais também tem sido objeto de estudo. Reece, por exemplo, utilizou tweets para
criar modelos computacionais capazes de prever o aparecimento de doengas mentais tais
como a Depressdo e a Perturbacdo de Stress Pos-Traumatico (PSPT) nos utilizadores do
Twitter. Estes modelos foram construidos a partir da medida do afeto, estilo linguistico e
contexto dos tweets que depois foram usados para alimentar algoritmos de aprendizagem
[21]. Dentre estes estudos, parece emergir a ideia de que é possivel encontrar indicios de
doenca fisica e psicolégica mesmo antes de o utilizador da rede social saber que a carrega

permitindo a sua detecdo numa fase mais precoce [22].

Alguns estudos usaram também metadados dos tweets para construir algoritmos de
classificacdo. Alguns dos metadados usados foram: o numero de seguidores, a frequéncia de
publicacdo, o tamanho do username, a longevidade da conta, 0 nimero de retweets e o
numero de respostas ou mencgéo ao utilizador [23]. Estes estudos também tém utilizado o
ciclo de atividade humana para identificar entidades que parecem organicas, mas, na
verdade, destinam-se a propagar conteldo promocional [23]. Estes estudos mostram como a
investigacdo se tem interessado em identificar contas ficticias em redes sociais (que

pertencem a robots).
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Rodriguez-Martinez & Garzén-Alfonso consideraram que a maioria das abordagens que visa
recolher dados a partir do Twitter para rastrear a incidéncia de doengas sobre a populacéo,
pecam por se basearem na procura por palavras-chave o que consideram que pode conduzir
a resultados menos precisos pois o aparecimento desta palavra pode ndo estar diretamente
relacionado com a presenca da doengca em si. Uma outra desvantagem deste tipo de
abordagens esté relacionada com o facto de se focarem no treino de classificadores e analise
estatistica, descurando a escalabilidade dos métodos usados para extrair dados das redes
sociais e processa-los. Ndo obstante, para implementar streaming de dados em larga escala
e ferramentas de big data, sdo necessarios varios sistemas independentes: de processamento
de streaming, armazenamento de dados, ferramentas de Machine Learning (ML) e
armazenamento de big data. Como este tipo de solucdo tem muita procura torna dificil as

organizagOes de salde conseguirem contrata-los.

Rodriguez-Martinez & Garzon-Alfonso apresentaram, entdo, a framework Twitter Health
Surveillance (THS) que descreveram, como uma plataforma integrada que auxilia os
profissionais de salde a recolher tweets, determinar se estdo relacionados a condigdes
médicas, extrair metadados deles e criar um big data warehouse para utilizar em analises
futuras de dados. Isto levou a classificacdo de trés tipos de servicos disponibilizados pelo

THS: aquisicdo de dados, classificacdo do tweet e big data warehousing [24].

A aplicabilidade do Twitter a area da salde publica serve diversos prop6sitos, entre 0s quais:
a monitorizacao de doencas, a geolocalizacdo, a dete¢do de surtos (que desenvolveremos na
sec¢do 2.6), a previsdo de surtos, a reacdo publica e o estilo de vida [25].

No campo da monitorizacdo de doencas destacam-se varias abordagens interessantes como
0 ATAM, jamencionado na secc¢do 2.3.1, que se propde identificar tweets relativos a doencas
[29], ou 0 M-Eco, um sistema de monitorizacdo da doenca que processa dados provenientes
de diversas fontes, incluindo o Twitter, a radio, os blogs, os foruns e programas de televisdo
para obter informacé&o relevante sobre as epidemias. O M-Eco filtra palavras-chave a partir

dos dados e analisa os textos de forma a definir a sua importancia [28].

No que concerne a reagdo publica, autores como Adrover e outros procuraram identificar
utilizadores do Twitter com Virus da Imunodeficiéncia Humana (VIH) e perceber se 0s
sentimentos e os tratamentos farmacoldgicos podiam ser detetados através do Twitter [30].
Utilizaram vérias abordagens, tais como: a filtragem por palavras-chave, algoritmos

computacionais, machine learning e crowdsourcing. A analise de sentimento é uma das
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abordagens mais usadas no que concerne a analise da reacdo publica e Behera e Eluri
desenvolveram um método de analise de sentimento que se propde monitorizar a propagagao
das doencas de acordo com a localizacdo e o tempo [31]. Estes autores pretendiam medir o
nivel de preocupacdo subjacente aos tweets a propdsito de trés doencas: maléria, cancro e

gripe suina.

A aplicabilidade do Twitter as situagdes de emergéncia e surtos também ja foi alvo de vérias
investigacdes. Por exemplo, Odlum e Yoon recolheram cerca de 42000 tweets relacionados
com o virus ébola durante o surto em 2014. Eles utilizaram estes dados para procurar
tendéncias na propagacao da informacao, perceber o conhecimento publico relativo ao virus

e tentar detetar precocemente a epidemia.

Verificaram que, efetivamente, se registou um aumento na propagacao da informacéo sobre
0 ébola (fatores de risco, prevencdo, etc.) no Twitter alguns dias antes de ser dado o alerta
oficial sobre o surto 0 que mostra a importancia que o Twitter pode ter como sistema de
alerta precoce [32]. Também Gomide e outros apresentaram uma metodologia de
monitorizacdo quadrimensional para rastrear epidemias de dengue no Brasil. As quatro
dimens6es utilizadas foram: o volume, o nimero de tweets que mencionavam a palavra
dengue; o tempo, em que altura os tweets eram publicados; a percecdo publica, isto €, o
sentimento sobre a epidemia de dengue; e a localizacdo referente aos tweets [33]. Mais
informacBes sobre a utilizacdo do caso particular do Twitter para a prevencdo de surtos

poderdo ser consultadas na seccao 2.5 deste subcapitulo.

Como foi referido anteriormente, aplicabilidade do Twitter também é valida para efeitos de
predicdo. Kautz e Sadilek, por exemplo, sugeriram um modelo preditivo do estado de satde
futuro de um individuo com 91% de precisdo. Neste trabalho, milhdes de tweets foram
recolhidos e os utilizadores foram investigados através de processos de DM sobre a sua
comunicacdo online, a localizacdo, 0 ambiente e status social dos utilizadores para descrever
0 comportamento do utilizador. Os autores conseguiram correlacionar uma saude fraca com

a proximidade de fontes de poluigéo e o elevado status social com uma saude melhor [34].

Relativamente ao estilo de vida publico, alguns estudos tém indicado a importancia do
Twitter como meio de classificagdo. Assim, existem trabalhos que propuseram a modelagao
de dados do Twitter a partir do método Latent Dirichlet Allocation (LDA) para analise de

topicos de conversacdo no ambito da saude publica [25].
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No que concerne a geolocalizagdo existem algumas investigagdes sobre como o Twitter pode
ser aplicado. Desde trabalhos que propuseram sistemas para determinar a localizagdo
geografica dos tweets, como o Carmen [35] a utilizacdo de sistemas de geotagging que
permitem extrair informacéo geogréafica (metadados) acerca dos tweets, como o LIW-META
[36]. Este sistema utiliza informacdo implicita (termos relacionados com localiza¢des) e
explicita (palavras que indicam localizagdes) e combinam-na com informacdo do perfil de
utilizador para inferir a geolocalizacdo dos tweets, algo que este estudo conseguiu alcancar

com precisédo [36].

Vale a pensa referir que muitas das investigacOes atras referidas centram-se em recolher
dados a partir dos tweets ignorando os dados sobre quem os publicou, o que pode acarretar
problemas de precisdo e credibilidade dos resultados. No entanto, existem algumas
aplicacdes de machine learning que procuram eliminar esta limitacdo fornecendo
abordagens que tém em conta o perfil do utilizador no Twitter e procuram inseri-lo numa
classificacdo. E o caso do estudo realizado por Pennacchiotti e Popescu onde foram
utilizadas informacbes sobre o comportamento do utilizador, a linguagem utilizada e a
estrutura da rede para inferir a orientacdo politica e a etnia dos mesmos. Os resultados
sugeriram que caracteristicas associadas a linguagem por parte do utilizador mostram-se
muito importantes para fornecer indicios sobre a orientacdo politica, a identificacdo com
uma etnia ou o interesse por um determinado assunto, pelo que esta abordagem parece ser

util para a classificagdo dos utilizadores [60].

Um outro estudo utilizou os dados provenientes de redes sociais, incluindo o Twitter, para
compreender as opinides e comportamentos das pessoas sobre questdes relacionadas com a
vacina da influenza. Foram implementados varios classificadores de linguagem natural para
encontrar padrdes comportamentais relacionados com a vacinagéo contra a influenza e foram
utilizadas trés dimens@es: o tempo, localizacdo geogréfica e a demografia (o género). Os

resultados conseguiram uma correlacdo elevada [64].

2.5. AplicacOes de detecdo de surtos em redes sociais

A epidemiologia é uma ciéncia dedicada ao estudo dos fendmenos de saude, doenca e da
forma como estes se distribuem pela populacdo. Esta ciéncia tem apostado na investigacéo
para identificar a incidéncia, a distribuicédo e a etiologia das doencas de forma a facilitar a

sua prevencdo, controlo e tratamento [25]. Este é o grande objetivo dos profissionais de
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salde que procuram prevenir a doenga recorrendo a monitorizacdo da salde publica
recolhendo, gerindo, analisando e interpretando os dados de forma sistematica. Os dados sdo
disseminados em programas que facilitam ac6es em saude publica [25]. Ao mesmo tempo,
0s surtos/epidemias tém-se tornado cada vez mais frequentes e diversificadas o que tem
contribuido para o desenvolvimento de novas ferramentas de detecéo de surtos [26]. Entre
estas, encontram-se as ferramentas de analise de dados digitais. Na verdade, um dos fatores
mais importantes na detecdo de epidemias esta relacionado com a rapidez de resposta de
forma a combater eficazmente a emergéncia de doencas infeciosas [25]. A inovacgdo
tecnoldgica podera, assim, ter um importante contributo para a previsdo de determinadas
doencas, contributo este que podera partir de rotinas de monitorizacdo ja existentes, como

as utilizadas no caso do virus influenza [27].

De entre varias redes socias, destaca-se a utilizagdo do Twitter para a detecdo de surtos

possibilitando a recolha de informacdo em tempo real [25].

Woo e outros, realizaram um estudo com o objetivo de identificar palavras-chave coreanas
para detetar epidemias de influenza a partir de dados recolhidos do Twitter e de blogs. No
seu trabalho, procederam a selecdo de palavras-chave, elaboracdo de uma série temporal de
palavras-chave através de pré-processamento, construgdo e validacdo de modelos, SVM e
Random Forest Regression (RFR). Utilizando estes métodos, conseguiram detetar epidemias
de influenza a partir de um conjunto de 15 palavras-chave [2]. Um outro estudo realizado
com dados provenientes do Twitter teve como objeto os surtos de €bola e de Zika de 2014 e
providenciou vetores de palavras-chave relacionadas com estas doengas para identificar
tweets relacionados com elas [40]. Os resultados deste estudo indicaram que 0s conjuntos de
palavras especificas destas doencas retiradas do Twitter conseguiam extrair melhor relaces

semanticas significativas do que a utilizacdo os modelos Word2Vec ou Glover.

A maioria das abordagens para identificar epidemias sdo top-down e consomem muito tempo
pois é baseada em informacéo ja4 conhecida como 0 nome da doenga ou 0s seus sintomas.
Como as abordagens top-down carecem de uma formalizacdo que torne publica a informacao
relacionada com a doencga, acabam por consumir muito tempo e ndo sao apropriadas para
detetar infecOes latentes uma vez que carecem de informac&o prévia [41]. Posto isto, Lim e
outros autores deste estudo apresentaram uma abordagem bottom-up para a identificagdo
deste tipo de infecBes sem necessidade de informagdo prévia [41]. Eles propuseram um
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modelo de machine learning ndo supervisionado capaz de identificar doencas infeciosas

latentes através dos dados das redes sociais.

Existem alguns trabalhos com o propdsito de prever o comportamento de uma pessoa
utilizando apenas informacéo proveniente dos seus amigos nas redes sociais. Foi 0 caso de
um estudo deu origem a um modelo probabilistico capaz de prever se uma pessoa ird adoecer
e quando isso ira acontecer utilizando tweets e um classificador SVM. Os objetivos deste
estudo foram alcancados com alta precisdo e o modelo resultante é altamente escalével
podendo ser aplicado a previsdo de propriedades dindmicas dos individuos em redes sociais
vastas [45]. Os autores comecaram por construir um classificador SVM para inferir o estado
de salde da pessoa através dos seus tweets e, depois, construiram o modelo Conditional
Random Field (CRF) que pretendia prever o estado de satde de um individuo a partir dos
tweets e da localizacdo de outras pessoas ligadas ao individuo, incluindo informagdo como
0 estado de saude dessas pessoas e estimativas de encontros com elas [45]. Este estudo
demarca a importancia do fator localizacdo na propagacéo de doencas infeciosas, do impacto
da duracdo da colocacdo numa transmissdo da doenca e do tempo que medeia entre o
contéagio e o aparecimento dos sintomas [45]. Os autores consideram este modelo Util para
desenvolver campanhas de prevencdo, para orientar uma pessoa a monitorizar o seu estado
de salde tendo em conta as fragilidades do seu organismo e a exposicao a determinados
fatores que poderdo desencadear a doenga. Desta forma o individuo pode proteger-se
evitando o contacto com esses fatores [45].

A utilidade da elaboracgéo de sistemas capazes de detetar e prevenir surtos e doencas a partir
de dados provenientes de redes sociais tem sido amplamente referida. Alguns estudos
conseguiram rastrear com sucesso casos de doencas semelhantes a influenza através dos seus
sintomas. Tais doengas apresentavam sintomas semelhantes aos da infe¢do por influenza,
mas ndo eram suficientes para categorizar a doenga como tal. O estudo conseguiu encontrar
correspondéncia entre frases que usavam 0s termos pior em casa, tosse noturna, dor de
garganta e gripe suina, e os surtos de doencas semelhantes a influenza que foram reportados
no Reino Unido [47].

Um outro estudo mostrou que a aplicacdo das redes sociais, em especial do Twitter, & area
da saude vai mais longe estendendo-se inclusive a area das patologias comportamentais. De
facto, Garcia et al. desenvolveram uma metodologia para detetar e associar falsos perfis do

Twitter que sdo usados para difamar um perfil de um utilizador real. Esta detecdo é realizada
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pela analise de contetdo dos comentarios em ambos os perfis e 0s autores conseguiram
aplicar esta metodologia a um estudo de caso real que detetou e ajudou a travar um caso de

cyberbulling numa escola [50].

Sadilek et al. também levaram a cabo um estudo focado nas relacdes e interacGes entre varios
individuos e como estas afetavam a progressao do contagio de doencas. Utilizaram dados do
Twitter e perceberam que para cada mensagem relacionada com saude existem mais de 1000
mensagens ndo relacionadas com salde. Os autores desenvolveram uma framework capaz
de detetar eficazmente individuos doentes a partir do contetdo das comunicacGes online
[52]. A analise de tweets com geo-tags sugeriu que a ligagéo social a pessoas infetadas com
sintomatologia aumentava significativamente a probabilidade de contrair a doenga num

futuro proximo [52].

Allen et al. [61] partiram de vérios trabalhos ja realizados onde se procura detetar surtos de
gripe e outras doencas e associaram o método GIS para potencializar os efeitos dos modelos
e ferramentas ja existentes. Ao mesmo tempo, 0s autores apresentaram um processo de
machine learning destinado a retirar o ruido dos tweets filtrando informacdo mais credivel
[61].

Um trabalho desenvolvido por Missier et al. tentou determinar o desempenho de duas
abordagens usadas na detecdo de surtos de dengue no Brasil a partir de dados do Twitter:
classificacdo supervisionada e clustering nao supervisionado. A primeira abordagem revelou
um bom desempenho para varias classes: a classe mosquito foi considerada a mais legitima;
a classe doenga foi a mais informativa; a classe noticias consistia numa fonte indireta de
informacdo; e a classe piadas correspondia a 20% dos tweets que foi considerada como ruido
[66]. Na abordagem por clusters concluiu-se que havia menos controlo sobre o conteldo do
gue o método tradicional de classificacdo. No entanto, como esta envolve muitas anotacdes

manuais, acaba por ser mais custosa do que a abordagem por clusters [66].
Desafios

A utilizagdo de DM com dados provenientes do Twitter para prevengdo da doenca na
populacdo tem sido amplamente estudada e utiliza como técnicas principais a classificagcao
de tweets, a analise de sentimento e a classificacdo do utilizador. No entanto, estas técnicas
apresentam algumas limitagdes. Por exemplo, a categorizagéo de tweets em dados pode ser

feita através de varios métodos, mas a maioria deles continua a depender da inteligéncia
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humana para verificar os resultados. Ndo obstante, os métodos de comparacdo entre 0s
resultados de classificacdo dos tweets carecerem de normalizacdo [25]. O facto de a

verificacdo depender largamente da inteligéncia humana também é propicio a gerar erros.

Outra limitacdo é o tamanho e o proposito dos tweets que, como tém um nimero limitado de
caracteres obrigam a utilizacdo de métodos diversificados para conseguir extrair informacéo
pertinente [39][62].

Também existem alguns estudos que sugerem que, embora os tweets relacionados com a
gripe se correlacionem com a monitorizagdo das doengas semelhantes a influenza
proveniente do Centers for Disease Control and Prevention (CDC), nem sempre se confirma

em laboratorio que se trata efetivamente de casos de influenza [48].

A utilizacdo de filtragem por palavras-chave para encontrar tweets relevantes é outro dos
problemas das abordagens utilizadas pois ao recorrer a este método, os tweets que podem
ser relevantes mas que ndo contenham as palavras-chave, sdo excluidos deixando de fora

informagao importante [37].

Ja a utilizacdo da geolocalizagdo para filtragem de tweets pode gerar informacao tendenciosa
[38], devido a forma como a tecnologia é usada entre as areas urbanas e rurais. O modo de
vida e 0 quotidiano entre essas duas realidades tende a gerar informacGes e opinides

diferentes.

Assim, para que o Twitter possa ser considerado um fornecedor credivel de dados para a
monitorizacao da salde, é necessario ultrapassar estas limitagdes [25]. Mas existem ja alguns
trabalhos que indicam que estas fontes de dados tem ganho credibilidade como por exemplo
Zahem et al. que se dedicou especificamente a procurar publicacGes em redes sociais que
pudessem ser consideradas confidveis. Estes autores olharam ndo s6 ao conteddo das
publicacdes, mas ao proprio utilizador que as publicou e propuseram seis filtros que
permitem atribuir um rank aos utilizadores de redes sociais e ndo apenas as suas publicacfes
[49]. Desenvolveram assim uma aplicagdo de biomonitorizagdo que extrai dados das redes
sociais relacionados com bio-eventos e 0s processa de forma a encontrar os utilizadores mais
fidveis e as suas publicacdes que serdo utilizadas noutras aplicagcdes de biomonitorizagédo
[49].
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Uma fonte de dados considerada credivel e precisa reside na recolha de informacéo a partir
de médicos, hospitais e laboratorios a partir dos relatérios gerados. No entanto, isto ndo

permite detetar a emergéncia de um surto com a rapidez necessaria [51].

Existe ainda o problema das a¢es maliciosas que podem ser levadas a cabo impactando
negativamente o trabalho que se pretende fazer nesta area. Por exemplo, os hackers podem
usar este tipo de dados para fins maliciosos como criar falsos alertas sobre surtos [46]. Se
este comportamento, por si SO, é negativo, a alternativa vem limitar a realizac&o de trabalhos
e investigacdes porque algumas entidades acabam por limitar o acesso as informacdes. Por
exemplo, a Google ndo disponibiliza publicamente os termos usados para pesquisas

relacionadas com a gripe para evitar que essa informacao seja usada por hackers [46].

Para ultrapassar estes obstaculos, alguns autores consideraram que sdo necessarios Nnovos e
melhores algoritmos de DM e também maquinas com grande poder computacional para
anular o ruido gerado pela grande quantidade de dados [51]. Os métodos de analise de séries
temporais podem ser Uteis para analisar varios anos de dados e comparar o nivel da epidemia
€ maior ou menos que o ano anterior. A existéncia de plataformas web e aplicagdes méveis
onde a populacdo possa relatar eventos para as entidades de salde também podera ser uma

mais-valia neste campo [51].

Mas existem também alguns trabalhos que procuram confirmar a precisdo/exatiddo dos
dados provenientes de redes sociais aplicados a area da salde. Por exemplo, um estudo
realizado pelo ICF Macro percebeu que as publicacdes referentes a duas questdes de salde
ambiental (perclorato na comida de bebé e problemas com fungos no revestimento de
paredes usado em algumas casas da China) no Facebook e em blogs tinham uma boa

correspondéncia com o que constava nos relatorios oficiais sobre 0s mesmos assuntos [46].

Ja autores como Al-Garadi et al. consideraram que podera nunca ser possivel ter um sistema
de monitorizacdo baseado em dados de redes sociais suficientemente eficaz para substituir
0s meios tradicionais e que 0 maximo que se conseguira atingir sdo meios complementares
de fornecimento de dados que devem ser integrados com os dados recolhidos pelos métodos

tradicionais [56].
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2.6. Conclusao

Os dados provenientes de redes sociais contém informag¢do muito valiosa para a areas da
salde incluindo a possibilidade de auxiliar o rastreio de epidemias mais rapidamente do que
0s métodos tradicionais (como a elaboracdo de relatorios oficiais pelos profissionais de
saude, por exemplo) [56]. Outra das vantagens de utilizar este tipo de dados tem a ver com
o facto de ser possivel adicionar informacdo geografica e temporal para a analise e ter uma
percecdo mais precisa da propagacéo das doencas [56]. Muitos dos estudos encontrados na
literatura visam a elaboracdo de modelos para detetar e tentar prevenir surtos de influenza e
gripe suina. Estes modelos podem, no entanto, ser reformulados para aplicar a detecéo e

previsdo de surtos relacionados com outras doencas [53][56].

Como vimos na seccdo 2.5.1, existem ainda algumas limitagcdes a ultrapassar para que
possamos chegar a resultados mais fidedignos. No entanto, na literatura parece existir um
consenso relativamente a importancia da utilizacdo do Twitter na area da salde, em
particular, aplicado ao caso da detecdo de surtos pois este fornece uma grande quantidade de

dados em tempo real.

Embora existam algumas falhas e limitacdes, no geral, as redes sociais parecem ser uma boa

alternativa para melhorar a saude publica e identificar as populacGes alvo de intervencao.
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3. Tecnologias de Machine Learning

3.1. Introducéo

A quantidade de dados que circunda as nossas vidas tem vindo a crescer exponencialmente
0 que se deve, em grande parte, aos computadores e aos avangos que se tém feito nesta area,
por exemplo, ao nivel da memoria de armazenamento e da Internet [70]. De facto, os discos
externos encontram-se cada vez mais baratos e a emergéncia do armazenamento em cloud
permite-nos guardar cada vez mais dados e até a computacdo ubiqua tem assumido o seu
papel em guardar as nossas decisGes, habitos financeiros, escolhas no supermercado,
viagens, etc. [70]. Além disso, a Internet possibilita que uma grande quantidade de
informacao esteja acessivel a qualquer pessoa e possa ser usada para diversos fins, incluindo,

em estudos de DM.

Como veremos neste capitulo, a analise de grandes volumes de dados, em especial de forma
exploratoria, constitui um método poderoso transversal a diversas areas da nossa vida,
incluindo na &rea da saude onde os avancos tecnolégicos tém impulsionado cada vez mais

novas formas de diagnostico, do combate a doencas e da sua prevencao.

O Machine Learning (ML) possui inUmeros métodos capazes de auxiliar esta tarefa e ja
existem varias frameworks que providenciam formas mais intuitivas, escalaveis e otimizadas
de processar grandes quantidades de informacdo, permitindo tirar ilacbes e construir
informacdo pertinente em pouco tempo quando comparadas com os métodos tradicionais de
analise de dados. Os dados poderdo ser provenientes das mais diversas fontes (como por
exemplo satélites, televisdo, radio, transacdes diversificadas, etc.) de onde se destacam o0s
dados provenientes da web que consistem também o foco deste trabalho. A extracdo de dados
a partir da web providencia uma grande quantidade de dados passiveis de serem analisados
e transformados em informacé&o e que podem incidir em diversas areas das nossas vidas. Por
exemplo, atualmente é muito usual as empresas examinarem hiperlinks das paginas web para
medir a importancia dos websites para as pessoas [70]. A analise de queries dos motores de

pesquisa (ja abordada no tépico 2.2.2) constitui outra dessas fontes.

Como foi referido anteriormente, as redes sociais promovem a partilha de informacéo de
forma massiva. Nelas as pessoas partilham muita informacdo pessoal sobre os seus
sentimentos, opinides, ideologias, etc. e esta partilha pode assumir a forma de comentarios

de texto, videos, gostos musicais ou cinematograficos, locais visitados entre outros [70]. Mas
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como é que estas fontes e estes dados s&o trabalhados de forma a extrair deles informacéo
relevante para determinados propésitos? E esta pergunta que procuraremos responder neste

capitulo.

O presente capitulo encontra-se estruturado da seguinte forma: 3.2, onde é apresentado o
conceito de ML e como ele se insere no processo de DM bem como uma breve descricdo
acerca deste processo; 3.3, que versa sobre os algoritmos e modelos mais predominantes
nesta area distinguindo entre os algoritmos de aprendizagem supervisionada e os algoritmos
de aprendizagem ndo supervisionada; 3.4, um tipo particular de algoritmos de aprendizagem,
que fornece uma breve descricdo sobre a estrutura de uma rede neuronal e apresenta diversos
exemplos de implementacdo destas redes; 3.5, onde é efetuada uma breve referéncia e
descricdo de algumas das frameworks utilizadas para facilitar e otimizar os processos de ML;
3.6, que expBe uma breve apresentacdo sobre o tipo de aplicacbes que os métodos de ML
permitem nas areas da saude dando alguns exemplos do que ja existe e do que se pretende

alcancar; e 3.7, que apresenta uma breve reflexao sobre os topicos abordados neste capitulo.

3.2. Machine Learning
Definicéo
Como foi referido no Capitulo 2, o DM é o processo de extrair informacdo Util que se
encontra implicita ou desconhecida a partir de dados. Assim, constroem-se modelos que

procuram a existéncia de padrdes entre os dados que possam ser usados para fazer previsdes

sobre dados futuros. A Figura 5 ilustra o processo de DM.
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Figura 5 - llustracdo das fases do processo de DM [70].

E impossivel expor no presente relatério todas as componentes e complexidade que
envolvem o processo de DM. No entanto, podemos fazer uma breve referéncia as fases que
o constituem de forma a clarificar este conceito. Antes de mais, & importante perceber que o
processo de DM ¢ ciclico, isto é, que todas as fases se encontram interligadas e que no final
de cada fase poderemos voltar ao inicio do processo [93]. Tal acontece porque s6 a medida
gue se avanga no processo é que vamos compreendendo melhor os dados, vao surgindo
questdes a esclarecer e varios aspetos que nao foram contemplados no inicio do processo. O
ciclo de vida apresentado na Figura 5 foi definido por um modelo de referéncia denominado
Cross Industry Standard Process for Data Minning (CRISP-DM) [70].

A compreensdo do negécio (business understanding) pretende responder a pergunta “Qual
é 0 objetivo a alcancar? ”. Ou seja, é a fase em que se define para que se pretende utilizar o
DM. Para tal, é necessario: compreender os objetivos e requisitos do negdcio, se estes podem
ser alcangados atraves deste processo e estabelecer que tipo de dados recolher para construir

um modelo [93].

Na fase de compreenséo dos dados (data understanding) constroi-se um dataset inicial que
vai ser estudado para perceber se é Util ou ndo continuar com o processo. Muitas vezes 0s
dados disponiveis sdo insuficientes ou incompletos e é necessario encontrar fontes de dados
alternativas para conseguir avangar com o processo. E por isto que nesta fase podera ser

necessario voltar a fase anterior e reajustar ou redefinir o objetivo [70].
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Os dados compreendidos na fase anterior encontram-se em estado bruto e tém que ser
processados para que os algoritmos consigam produzir um modelo, 0 que acontece na fase
de preparacdo dos dados. No entanto, o que acontece frequentemente é que a preparacao
dos dados pede ajuda a modelacéo, pois a fase de processamento pode necessitar de construir
modelos a partir dos dados para depois os transformar. Assim, estas duas fases estdo
interligadas e os resultados obtidos na modela¢do impactam grandemente, e obrigam a

redefinir, nas técnicas de processamento escolhidas na fase anterior [70].

A fase de avaliacdo é aquela que garante a qualidade dos modelos obtidos. Nela, procura-se
perceber se 0s modelos obtidos permitem fazer previsdes ou ndo e existem diversas técnicas
que podem ser usadas para alcancar este objetivo tendo sido algumas delas descritas na
seccdo 2.2.2 e outra que serdo referidas no topico 3.3.

Na verdade, as fases de preparacao dos dados, modelacéo e avaliagcdo constituem o nucleo
dos métodos de ML, ou seja, as técnicas que sustentam o processo de DM [70]. Este é
utilizado para extrair informacdo a partir de dados em bruto. Esta informacdo sera
compreensivel e podera ser aplicada a varios propositos. O ML envolve um processo de
abstracdo que implica inferir qualquer estrutura subjacente aos dados, isto é, descobrir
padrBes estruturais nos dados [70]. Um padrdo estrutural podera fornecer um conjunto de
regras ou umas arvores de decisdo que serdo usadas para ajudar o ser humano a tomar uma
decisdo. Para encontrar um padrédo estrutural é necessario um conjunto de inputs sobre 0s
quais se vao gerar todas as combinages. Um input pode ser um conceito, uma instancia ou
um atributo. O que se pretende aprender sera a descri¢do do conceito. O material fornecido
para aprendizagem materializa-se em instancias (cada uma delas com o seu proprio conceito)
e 0s atributos sdo 0 que caracteriza cada instancia (sdo medidas de varias caracteristicas da
instancia) [71]. Os outputs constituem resultado da aprendizagem e podem assumir

variadissimas formas.

O ML encontra-se bastante ligado a area da estatistica. Ambos 0s campos utilizam técnicas
de andlise de dados. Na verdade, podemos considerar que existe uma linha continua de
técnicas de analise de dados sendo que umas derivaram dos cursos de estatistica e outras
estdo mais associadas ao tipo de ML possibilitado pelas ciéncias computacionais [71]. No
entanto, podemos considerar que a estatistica € uma disciplina mais centrada em testar

hipdteses ao passo que 0 ML procura formular o processo de generalizacdo procurando a
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partir das hipoteses possiveis [70]. As duas areas acabam por se complementar e a estatistica
é usada para validar os modelos obtidos a partir do ML e os seus algoritmos.

O ML ¢, portanto, um conjunto de técnicas de aprendizagem a serem utilizadas no processo

de DM [93]. Na secc¢éo seguinte apresentamos alguns desses metodos e modelos.

3.3. Tipos de algoritmos em Machine Learning

Existem varias formas de categorizar os algoritmos utilizados em ML mas podemos inseri-
los nas seguintes categorias: aprendizagem supervisionada;, aprendizagem nao-

supervisionada; aprendizagem semi-supervisionada e aprendizagem por reforgo.

Na aprendizagem supervisionada, o output esperado ao fornecer um determinado input ja é
conhecido, ou seja, ja sabemos o resultado que pretendemos alcancar dado um determinado
input. Assim, este tipo de aprendizagem pressupde que existe uma relagdo entre os dados de
entrada e os dados de saida e que se A ocorrer, entdo devera ocorrer B, sendo B conhecido a
priori [71]. No fundo, a aprendizagem supervisionada visa prever uma variavel dependente

a partir de uma varidvel independente.

A aprendizagem ndo supervisionada pode ser aplicada a procuras exploratorias pois permite
responder a problemas em que ndo sabemos qual sera o output. Assim, perante um conjunto

de dados, podemos extrair padrfes estruturais ou modelos que desconhecemos a partida [71].

As redes neuronais sdo um exemplo e modelos que, de facto, se inserem nestas duas
categorias 0 que vai depender do output desejado [77]. Como os algoritmos utilizados neste
projeto provém de redes neuronais estas merecem uma explicagdo mais aprofundada que

pode ser consultada na secc¢édo 3.4.

A aprendizagem semi-supervisionada € um meio-termo entre as duas anteriores
combinando-as para alcancar os resultados desejados. E (til para problemas do mundo real
onde os resultados dos inputs podem ser conhecidos ou ndo, ou seja, 0s dados podem ou nao
ter rotulos [71].

A aprendizagem por reforgo visa descobrir a melhor resposta ou agéo a executar perante as
circunstancias [94]. N&o existe conhecimento a priori sobre o tipo de resposta, pelo que o
agente é exposto a um determinado ambiente e aprende por tentativa e erro. Através da
experiéncia passada, o agente procura escolher a melhor agdo a executar perante

determinadas circunstancias. A Figura 6 ilustra de forma simples este fluxo.
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Figura 6 - llustracao do fluxo de aprendizagem por reforgo [76].

Dado o proposito e o enquadramento do presente trabalho, iremos focar-nos nas duas

primeiras abordagens que descrevemos ja de seguida.

3.3.1. Algoritmos de aprendizagem supervisionada
Nesta seccdo serdo apresentados de forma breve alguns algoritmos de aprendizagem
supervisionada mais comummente usados: regressao linear, aprendizagem baseada em

instancias, aprendizagem baseada em multiplas instancias, classificador de Bayes e SVMs.
Regresséao linear

A regressdo linear € um método emprestado da estatistica que procura relagcdes entre duas
ou mais variaveis partindo de dados existentes para construir um modelo que permita prever
dados futuros. A regresséo linear pode ser classificada em: Regresséo Linear Simples (RLS)
ou Regressao Linear Mdltipla (RLM). Enquanto a RLS encontra relagdes de um para um, a
RLM encontra rela¢6es de um para muitos [70]. Os algoritmos de regressao linear procuram,
entdo, identificar correlacdes entre variaveis podendo essa correlacdo ser positiva ou
negativa. A regressao procura descobrir a funcdo que expressa a existéncia de correlagdes
ou padrdes nos dados.

Um caso particular de regressao linear é o de Regressdo Logistica que foi utilizado neste
projeto para construir modelos. A diferenca, € que na Regressdo Logistica a variavel

dependente é binaria.
Aprendizagem baseada em instancias

Este tipo de aprendizagem difere dos demais porque, em vez de originar um modelo

descritivo, ele armazena os exemplos de treino e parte para a generalizagdo quando surge a
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classificagdo de uma nova instancia. Para estes métodos, as instancias s&o pontos num espago
euclidiano [71]. Um exemplo da representacdo de um determinado tipo de flor no espaco

euclidiano pode ser observado na Figura 7.

x = Petal Width, y = Petal Length, z = Sepal Length

Figura 7 - Espago euclidiano representativo das dimensdes de um tipo de flor (largura da pétala, comprimento da
pétala e comprimento da sépala [73].

A aprendizagem por instancias vai apenas guardar os exemplos de treino e depois procura
um conjunto de instancias semelhantes para classificar uma nova instancia. O resultado da
aprendizagem € um conjunto de distancias entre a nova instancia e os exemplos de treino.
Existem vérios algoritmos para executar esta tarefa, mas o mais elementar é o algoritmo k-
NN onde as instancias sao representadas por pontos num espaco n-dimensional e utiliza a
regra dos vizinhos mais proximos para classificar a nova instancia que é considerada a mais
frequente entre as k amostras mais proximas [71]. Uma das vantagens deste método é que
toda a informacéo dos exemplos de treino fica guardada, mas tem a desvantagem de poder
tornar-se computacionalmente pesado pois todo o processamento € feito durante a

classificacao.
Aprendizagem baseada em multiplas instancias

A aprendizagem baseada em mdltiplas instancias € um método de aprendizagem
supervisionada utilizado quando existe incompletude nos rotulos (labels) dos exemplos de
treino. Neste tipo de aprendizagem, em vez de ser fornecido um conjunto de instancias
individualmente rotuladas, o algoritmo recebe um conjunto de bags (conjuntos de instancias)
com um rétulo. Cada bag contém vérias instancias. Existem varias formas de implementar
este tipo de aprendizagem sendo a mais simples a classificagdo binaria. Neste tipo de
classificacdo, a categorizagdo do bag sera positiva se contiver pelo menos uma instancia
positiva, ou negativa se ndo contiver nenhuma [74]. A Figura 8 mostra um exemplo de como

podera ser feita a categorizacao atras descrita.
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Figura 8 - llustracdo do conceito de aprendizagem baseada em multiplas instancias [75].

A partir desses bags o algoritmo pode realizar uma destas tarefas: induzir o conceito para

rotular cada instancia ou aprender como rotular as instancias sem aprender o conceito [74].
Classificador de Bayes

O classificador de Bayes, quando aplicado a um conjunto de treino (conjunto de dados) e a
um conhecimento a priori da a classe/hipotese mais provavel, ou seja, da-nos a classificacdo
6tima de um padrdo de dados de acordo com um determinado critério [74]. Portanto, permite

calcular a posteriori a hipotese maxima a priori (MAP).
Support Vector Machine (SVM)

Este é um dos métodos utilizados para classificacdo no presente projeto onde foi escolhida
a sua versdo LinearSVC. Este método utiliza a analise de regressdo e a classificagdo
procurando reconhecer padrdes dado um conjunto de dados. Perante um conjunto de dados,
é capaz de predizer a qual uma de duas classes esse conjunto pertence sendo um classificador
binario. Os exemplos de treino sdo representados como pontos num espaco onde 0s
exemplos de cada categoria estédo divididos por um espaco evidente. Assim, ao receber um
novo conjunto de dados, o0 SVM coloca-0s no mesmo espaco e prediz a categoria em que
eles se inserem [70]. A Figura 9 mostra uma representacéo de um espago com duas classes

distintas.
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Support Vectors | "

Figura 9 - Representacdo de um espago com duas classes utilizando o SVM [78].

O SVM é um excelente método para dominios onde existe uma margem de separacao
evidente. No entanto, ndo é um bom método a utilizar quando os dados tém muito ruido o
que é um problema se houver sobreposi¢cdo de classes, quando o conjunto € muito grande
(pois aumenta muito a complexidade computacional) [71].

3.3.2. Algoritmos de Aprendizagem nado supervisionada
Alguns dos algoritmos mais utilizados em aprendizagem nédo supervisionada séo: regras de
associacdo, os algoritmos de clustering e o dividir para conquistar. Sdo estes que

apresentamos de seguida.
Regras de associacéo

As regras de associacdo sao padrdes descritivos que indicam se a existéncia de um conjunto
de itens numa base de dados esta associada a presenca de um outro conjunto na mesma base
de dados [70]. Esta técnica de analise também é chamada de Market Basket Analysis porque
teve a sua origem na analise de dados relativos a cestos de compras num supermercado para
descobrir conjuntos de produtos que costumavam ser adquiridos frequentemente. Numa
regra de associacdo ha dois conjuntos de itens: um antecedente (LHS) e um consequente
(RHS) onde se o antecedente existir, entdo existe 0 consequente chama-se comprimento do
conjunto ao namero de itens em cada conjunto [95]. Para discriminar as associa¢des mais
relevantes recorre-se a varias medidas, entre as quais se destacam: o suporte, ou a contagem
das transacOes onde todos os itens aparecem nos dois conjuntos (antecedente e consequente);

a confianca, que indica a probabilidade condicional de ocorrer B quando A ocorreu; os itens
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frequentes, que sdo os itens que se repetem com frequéncia elevada; e os itens raros, que

constituem os conjuntos de itens que se manifestam numa percentagem reduzida [95].
Clustering

O objetivo dos algoritmos de clustering é agrupar os dados fornecidos de acordo com o grau
de semelhanca de um determinado critério formando clusters (grupos de dados). Dada a sua
natureza, o clustering € muito utilizado para encontrar padrdes inesperados entre os dados.
E um método muito utilizado em extracdes de texto onde o agrupamento dos dados visa

juntar textos que versam sobre um mesmo tema [70].

Existem muitos algoritmos de clustering que podem categorizar-se em Varios tipos: 0s
métodos de particBes, os baseados em densidade, os baseados na teoria dos grafos, o0s
hierarquicos, os baseados em grids, os baseados em técnicas de procura combinatéria, 0s

baseados em redes neuronais, entre outros [71][96][70].

Os métodos de parti¢Bes, por exemplo, visam construir particbes/grupos de objetos e avaliar
cada particdo de acordo com um critério. Um exemplo deste tipo de método € o algoritmo
K-Means onde perante um conjunto de dados com n instancias constroi k parti¢des/grupos
(onde k é definido a priori) de dados sendo sempre k<=n [70]. Ja o clustering hierarquico
utiliza um critério escolhido para decompor e organizar os objetos dando origem a uma
arvore onde os objetos sdo representados por folhas e os pontos, nés das folhas, contém a

estrutura de semelhanga entre os pontos [96].

O clustering tem a vantagem ser um 6timo método de exploracdo de dados, mas 0s seus
resultados dependem francamente da correta representacdo dos dados e das métricas de

semelhanca eleitas.
Dividir para conquistar e arvores de deciséao

Este método consiste em, recursivamente, dividir um problema em problemas mais pequenos
que voltam a ser divididos até atingir o minimo tamanho possivel. Os resultados destes
problemas s&o combinados até encontrar a solucdo para o problema maior [70]. A pesquisa
binaria (algoritmo de pesquisa), 0 quicksort (algoritmo de ordenacdo) e os pares mais
proximos, por exemplo, sdo alguns algoritmos deste tipo. A Figura 10 ilustra o processo do
método dividir para conquistar que se encontra dividido em trés passos: dividir (partir o

problema em problemas menores recursivamente), conquistar (receber muitos sub-
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problemas cada um representando uma soluc¢ao) e combinar (ao resolver o problema mais

pequeno, combinam-se 0s VArios problemas par chegar a solucéo).

Figura 10 - llustragéo do processo do método dividir para conquistar [79].

3.4. Redes neuronais

As redes neuronais, também utilizadas neste projeto, sdo modelos inspirados no Sistema
Nervoso Central (SNC) compostas por varios neurdnios artificiais que se encontram
interligados formando um sistema. Tal como acontece no SNC, também nas redes neuronais,
0s neurdnios recebem/percecionam entradas do ambiente, processam-na e produzem uma
resposta [97]. Sdo muito Uteis para reconhecer padrdes e conseguem resolver problemas que
0s métodos baseados em regras ndo podem resolver. Como séo analogas ao SNC, estes
modelos séo capazes de perceber o meio ambiente e aprender melhorando o seu desempenho
utilizando um processo de ajustamento de pesos durante o treino [97]. Considera-se que a
rede aprendeu quando é capaz de generalizar uma solucdo para uma classe de problemas.
Tal como foi referido anteriormente, as redes neuronais podem inserir-se no ambito da
aprendizagem supervisionada, no ambito da aprendizagem néo supervisionada, ou no &mbito
da aprendizagem por refor¢co dependendo da forma como se relacionam com o ambiente
[70]. Relembrando estes conceitos, agora aplicados ao caso particular das redes neuronais,

temos as seguintes aplicagdes gerais:

= Aprendizagem supervisionada — perante um padrado de entrada ha um agente externo que
comunica a rede neuronal a resposta correta para esse padrdo. E o que acontece nas
tarefas de classificacdo, onde a rede recebe conjuntos de dados com rétulos e ird aprender
correlagbes entre os rotulos e os dados. Alguns exemplos concretos deste tipo de

aplicacdo séo:
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o Reconhecimento de imagem;
o Reconhecimento facial e de expressdes faciais;
o Reconhecimento de gestos;
o Detecdo e reconhecimento de voz;
o Traducdo de voz para texto;
o Classificadores de spam ou fraudes a partir do reconhecimento de texto;
= Aprendizagem ndo-supervisionada — a rede neuronal tera que descobrir a resposta para
os dados de entrada na auséncia de um agente externo que Ihe confirme essa resposta.
Um exemplo ja mencionado anteriormente é o clustering que permite agrupar dados
tendo em conta semelhancas entre eles. E uma abordagem muito consensual com o
mundo real onde muitos dados permanecem desconhecidos pelo que quanto maior a
quantidade de dados que o algoritmo recebe, mais precisa sera a aprendizagem. E muito
usado em procura de semelhangas (em textos, imagens, etc.) e na detecdo de anomalias,
uma vez que ao identificar semelhangas, conseguem identificar diferencas e
comportamentos inesperados.
= Aprendizagem por reforco — a rede neuronal aprende por tentativa em erro e existe um

agente externo que avalia a sua resposta.

As redes neuronais sdo compostas por camadas sendo cada camada composta por nos ou
neurdnios. Cada n6 assemelha-se a um neurénio biolégico na medida em que é ativado
perante um dado estimulo, ou seja, recebe entradas de dados com um conjunto de pesos.
Estes pesos tornam a entrada num estimulo de intensidade maior ou menor para o neurénio.
Apdbs a soma dos pesos, o resultado é passado para uma funcdo de ativacdo que decide se
esse estimulo deve progredir pela restante rede ou ndo e produzir uma classificagdo. A Figura
11 mostra um exemplo de um neurénio bioldgico e de exemplo de um neurénio artificial

simples, também conhecido como percetrao.
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Figura 11 - llustragdo de neurdnio bioldgico e neurénio artificial [81].

Na Figura 11, os valores de xn, correspondem aos dados de entrada que sdo multiplicados
pelos pesos Wy, passando depois por uma fung¢do soma (3)) que adiciona todos oS produtos
dando o potencial de ativagdo (u) utilizando o bias (valor constante) para aumentar ou
diminuir a entrada de u. A Figura 12 é uma representacao simples de uma rede de nés com
trés camadas: a camada de entrada (input layer), a camada escondida (hidden layer) e a

camada de saida (output layer).

output layer

hidden layer

input layer

Figura 12 - Rede de nds com trés camadas [80].

As redes neuronais sdo utilizadas em deep learning permitindo simular o comportamento do

SNC formando grandes redes artificias [80]. O deep learning consiste, na realidade num
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processamento de dados muito superior aquele que é conseguido com uma rede neuronal
comum recorrendo a servigos de armazenamento em nuvem e em Unidades de
Processamento Grafico (GPU’s) [97]. As redes neuronais profundas tém mais do que uma
camada escondida, portanto, sdo redes neuronais com mais do que 3 camadas. Nestas redes,
cada camada de nos recebe da camada anterior um conjunto de caracteristicas diferentes e
treina esse conjunto que se torna mais complexo quanto mais avanca na rede. Isto €
conseguido através da combinacdo e agregacdo de caracteristicas provenientes da camada
anterior. A este fendmeno da-se o nome de hierarquia de caracteristicas, hierarquia esta que
se torna mais complexa e exige maior nivel de abstracdo quanto mais se avanca na rede [82].
Assim, é possivel treinar com datasets de muitas dimensdes e encontrar estruturas até entao
desconhecidas dentre dados ndo estruturados e ndo rotulados, como é o caso de dados
provenientes de fontes media (imagens, audio, video, etc.) e da maioria dos problemas no
nosso mundo [71]. E também o que acontece com dados provenientes de texto onde as redes
neuronais profundas conseguem separar textos de acordo com 0 Seu teor ou tema em

diferentes categorias (por exemplo, separar emails considerados spam, dos outros).

E muito importante que as redes neuronais tenham, tal como os humanos, capacidade de
generalizacdo, isto €, de aplicar a outros contextos aquilo que aprenderam com a sua
experiéncia. Desta forma, as redes neuronais artificiais devem ser capazes de ter sucesso
com dados desconhecidos. Muitas vezes, o que ocorre com redes mais complexas é que sdo
treinadas em demasia levando a um ajuste de pesos desadequado, problema este que €
conhecido como over-training. Por outro lado, as redes mais simples podem ndo ser capazes

de modelar um problema complexo [97].

Em suma as redes neuronais tém muitas vantagens no que concerne a exploracdo,
aprendizagem de padrdes desconhecidos e reconhecimento e podem ser aplicadas em
inimeras areas para resolver os mais variados problemas da vida real. Por exemplo,
utilizando dados histéricos, elas conseguem aprender e identificar comportamentos normais
ou desejaveis separando-os dos comportamentos andmalos e esta informagdo pode ser usada
na area da saude. Uma enorme vantagem € o facto de estas redes conseguirem tudo isto de

forma automatizada sem necessidade de intervengdo humana.

De seguida apresentamos alguns exemplos de redes neuronais frequentemente utilizados.
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3.4.1. Redes neuronais feedforward
E o tipo de rede onde cada camada esta ligada & camada seguinte, mas a comunicacao segue
apenas uma direcdo que comeca na camada de entrada e termina na camada se saida.
Podemos ver um exemplo de uma rede feedforward com duas camadas escondidas na Figura
13.
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Figura 13 - Exemplo de rede feedforward [82].

Neste tipo de rede, as saidas de uma camada constituem as entradas da camada seguinte.
Para estruturar este tipo de rede é necessario determinar: a camada de entrada, as camadas
escondidas e a camada de saida. Esta definicdo carece de alguns testes para escolher a

estrutura 6tima da rede [97].

3.4.2. Backpropagation
O backpropagation consiste, na verdade, no modo de treino da rede sendo um modo de
aprendizagem supervisionado que consiste em calcular o erro e acertar os pesos em todas as
camadas. Este procedimento é efetuado na direcdo oposta a da rede feedforward, ou seja,

parte da camada de saida até chegar a camada de entrada [98].

3.4.3. Recurrent Neural Networks (RNN)
As RNN sdo o tipo de rede neuronal que permite ver um comportamento dinamico ao longo
do tempo. Nela, as ligagdes entre 0s neurénios materializam um grafico numa sequéncia
temporal e conseguem usar a sua memdria interna para processar entradas de forma
sequencial [97]. Esta capacidade de memoria esta relacionada com o facto destas redes
permitirem ciclos porque, na verdade, é como se uma destas redes fosse composta por varias

copias de si mesma onde os dados passam de uma cdpia para a seguinte, de forma sequencial
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pelo que funcionam bem com dados provenientes de listas [83]. A Figura 14 ilustra bem este
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Figura 14 - Exemplo do comportamento de uma RNN [83].

conceito.
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Neste tipo de rede neuronal, tanto 0 seu input como o output s&o vetores. E possivel utilizar
0 backpropagation com estas redes para saber em que direcdo ajustar 0s pesos, como
veremos no topico 3.4.1. O tipo de aplicacdo desta rede pode ir desde o reconhecimento de

escrita passando pelo reconhecimento de discurso, tarefas de traducéo, etc.

3.4.4. Long Short-Term Memory (LSTM)
As LSTM sdo redes que consistem numa variacdo das RNN gque mantém o erro permitindo
que este seja retropropagado (backpropagated) atraves das camadas possibilitando associar
causas e efeitos remotamente [99]. Estas redes contém um tipo de memoria pois a
informacdo pode ser guardada e acedida (escrita e lida) a partir de um neuroénio e sao estes
quem resolve se a sua informacao pode ser acedida. E como se cada neurdnio tivesse portas
que abrem e fecham consoante os sinais que recebem deixando passar ou ndo a informacao

[99]. Essa informacéo é filtrada de acordo com os seus pesos que sdo também ajustaveis.
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Figura 15 - Exemplo do fluxo de dados num neurdnio com memoria [80].

A Figura 15 demonstra como a informacdo é controlada através das portas do neurénio.
Existem quatro portas neste sistema: a porta forget, que decide que informacéo € descartada
e que informacéo é guardada (o que se deve manter dos estados anteriores); a porta de input,
que faz o update a informacdo (a informacéo de deve ser adicionada ao estado corrente); a
porta do neuronio (cell gate), onde é calculado o estado do neurdnio; e a porta de output,

que decide qual sera o préximo estado escondido [80].

3.4.5. Convolutional Neural Network (CNN)
A CNN € uma rede do tipo feedforward onde sdo usadas camadas de neurénios mdultiplas.
Ela recebe como input uma imagem e atribui importancia a varias caracteristicas da imagem
de forma a distingui-las [97]. A CNN consegue captar as dependéncias temporais e espaciais
de uma imagem e reutiliza os pesos reduzindo as imagens a uma forma de féacil

processamento.

3.4.6. Gated Recurrent Unit (GRU)
A GRU é uma rede semelhante a LSTM baseando-se no mesmo conceito de portas mas tem
apenas duas: uma porta de reset e uma porta de update. A primeira € uma porta onde se
decide quanta da informacdo sera esquecida e a segunda decide que informacéo se vai
descartar e que informag#o se vai reter. E um tipo de rede mais rapida do que a LSTM e néo
tem os estados escondidos como esta [100].
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3.4.7. Random Forest
Esta é uma das redes neuronais utilizadas para treinar modelos no presente projeto. Trata-se
de um tipo de algoritmo utilizado para classificacao e regressdo. Constréi diversas arvores
de decis@o durante o treino [70]. O resultado é a classe que representa a moda das classes,
no caso da classificacdo (que € a tarefa utilizada no projeto). Este tipo de algoritmo tem a

vantagem, de reduzir o overfiting caracteristico das arvores de deciséo.

3.4.8. Multilayer Perceptron
Outra rede neuronal escolhida para treinar modelos no Sistema de detecdo de surtos foi a
Multilayer Perceptron. A semelhanca do Randoom Forest, esta rede neuronal também pode
ser usada para classificacdo e para regressdo, sendo gque no presente projeto se utilizou para
classificacdo. Trata-se de uma rede semelhante a um perceptrdo mas com mais do que uma
camada escondida. A aprendizagem nesta rede é feita através do Backpropagation

mencionado anteriormente.

3.5. Frameworks de Deep Learning

Como pudemaos perceber pelos subcapitulos anteriores, os algoritmos de deep learning estdo
cada vez mais complexos e representam uma mais-valia importante nos processos de
exploracdo de dados. Enquanto continua a ser possivel desenvolver os préprios algoritmos
de raiz, tal consome muito tempo e ndo é uma solucdo préatica para modelos como o0 RNN,
por exemplo. Assim, as frameworks de deep learning ajudam na tarefa de implementar redes
neuronais. Nesta seccdo, apresentamos algumas delas: a TensorFlow, a Keras, a Apache
Mahout, a Scikit-learn e a Apache Spark (utilizada no presente projeto).

3.5.1. TensorFlow
A TensorFlow! é uma framework de deep learning open source desenvolvida pela Google
que consiste numa biblioteca de algoritmos de deep learning. Utiliza grafos de dataflow para
construir modelos [101]. E um sistema que opera a larga escala em ambientes heterogéneos
[84]. A TensorFlow mapeia 0s nos presentes nesses grafos em varias maquinas de clustering
e, dentro de cada uma delas, em varios dispositivos computacionais que no seu conjunto
compdem as Tensor Processing Unit (TPUs). Trata-se de uma arquitetura composta por

Computer Process Units (CPUs) multi core, os GPU e os Application Specific Integrated

15 https://www.tensorflow.org/
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Circuits (ASICs) [84]. Gragas a esta arquitetura, a TensorFlow é muito flexivel e permite
algoritmos de treino muito otimizados. O grafo de dataflow é usado para representar a
computacdo num algoritmo e o estado em que cada algoritmo opera [84]. De acordo com
Abadi et al. este sistema foi inspirado nos modelos de sistemas de dataflow utilizados em
programacao de alto nivel e em ferramentas de parameter server de baixo nivel de eficiéncia
[84].

A TensorFlow distingue-se dos demais sistemas de dataflow porque os seus veértices
representam computacdes que tém um estado préprio que pode ser alterado. As arestas
estabelecem arrays multidimensionais (tensors) entre os nos e a comunicacao distribui-se
entre os varios sub-processamentos [84]. A TensorFlow foi desenvolvida como um
melhoramento do sistema anterior da Google, o DistBelief, tentando superar algumas das
suas limitagBes. E muito usada para reconhecimento de voz, procura por voz, anélise de

sentimento e detecdo de falhas.

3.5.2. Keras
A Keras ¢ uma biblioteca open source de redes neuronais escrita em Python® que corre por
cima de, por exemplo, a TensorFlow, a Theano e outros sistemas. O propdsito desta

biblioteca consistiu em acelerar os treinos com redes de deep learning [86].

E um sistema que se comporta como uma interface/API e ndo um sistema standalone. Ela é
considerada como user-friendly, modular e extensivel, possibilitando uma abstracdo mais
intuitiva e facilitando o desenvolvimento de modelos de redes deep learning

independentemente do backend utilizado para processamento [85].

Esta API pode ser utilizada com redes neuronais tradicionais, com redes recorrentes ou com
combinagbes de ambas. A Keras concebe os seus modelos como médulos standalone que
podem ser combinados para criar novos modelos. Assim, camadas de redes neuronais,
funces de custo, inicializadores de esquemas, funcdes de ativacéo, etc. constituem maédulos

que podem ser combinados para originar novos modelos [86].

16 https://www.python.org
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3.5.3. Apache Mahout
O Apache Mahout foi desenvolvido pela Apache Software Foundation'’ para criar
implementacdes livres de algoritmos de ML escalaveis e distribuidos [87]. Tais algoritmos
séo destinados a tarefas de clustering, classificacéo e filtragem colaborativa. Muitas destas
implementac@es utilizam o Apache Hadoop que descreveremos no topico 3.6.5. O objetivo
desta ferramenta € o de proporcionar a construcdo de aplicacdes inteligentes de forma facil
e rapida [87].

3.5.4. Scikit-learn

A Scikit-learn é uma framework de ML que fornece um conjunto de ferramentas de DM e
de analise de dados. E uma ferramenta open source construida em NumPy'®, SciPy'® e
Matplotlib® [88]. Permite executar tarefas de classificacdo, de regressdo, de clustering, de
reducdo de dimensdes, de selecdo de modelos e de pré-processamento. As tarefas de
classificacdo sdo aplicadas ao reconhecimento de imagem e a detecdo de spam e utilizam
algoritmos como o SVM, o k-nn, entre outros. A regressdo é aplicada para a predicdo de
valores continuos associados como por exemplo no estudo da resposta do organismo a
medicamentos. O clustering, utilizando algoritmos como o K-Means, é aplicado a tarefas de
categorizacdo de clientes, por exemplo. A reducao de dimensdes pretende encurtar o nUmero
de variaveis random a ter em conta e € aplicada a tarefas de visualizacdo e de aumento de
eficiéncia. A selecdo de modelos permite comparar, validar e escolher pardmetros e modelos
e tem como objetivo melhorar a precisao através do ajuste de parametros. Alguns médulos
utilizados para esta tarefa sdo a pesquisa por grids e a validacdo cruzada. O Scikit-learn
providencia ainda uma funcionalidade de pré-processamento que permite a extracdo e
normalizacdo dos dados com aplicacgdes, por exemplo, na transformacéo de dados de texto
para usar em algoritmos de ML [87].

3.5.5. Apache Hadoop
A framework Apache Hadoop?' é uma biblioteca vocacionada para o processamento de
grandes quantidades de dados distribuidos por grupos de computadores, podendo esta

distribuicio ser feita por centenas de maquinas [89]. E uma framework open source

7 https://www.apache.org
18 https://numpy.org

19 https://www.scipy.org

20 https://matplotlib.org

21 https://hadoop.apache.org
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desenvolvida em Java?® e altamente escalavel capaz de detetar falhas na camada da

aplicacdo. Na sua versdo atual (2.9.2) a framework contém os médulos:

= Common — base de bibliotecas comuns a todos os modulos (exemplo: Aliyn OSS Support
e HADOOP Resource Estimater);

= Hadoop Distributed File System (HDFS) — sistema responsavel pelo armazenamento de
dados nos clusters. E um sistema distribuido que permite elevada largura de banda.

= Hadoop Yarn — sistema que gere 0s recursos computacionais dos clusters.

O Hadoop implementa um paradigma computacional chamado MapReduce que consiste na
fragmentacéo da aplicacdo em pedacos de tarefas muito pequenos cada uma das quais pode

ser executada ou reexecutada em cada cluster [89].

3.5.6. Apache Spark
A Apache Spark? é uma framework open source destinada ao processamento de dados de
forma distribuida sendo neste momento propriedade da Apache Software Foundation [90].
Permite alcancar elevada performance no processamento de dados utilizando um
optimizador de queries, um motor de execucdo fisico e um gerenciador Direct Acylic Graph
(DAG) [90]. E uma framework de facil utilizagdo compativel com linguagens como Java,
Scala®*, Python, R?® e SQL. As bibliotecas providenciadas pelo Spark incluem: SQL e
DataFrames, MLib (para ML), GraphX e Spark Streaming. Estas podem ser combinadas na
mesma aplicacdo [90]. Uma vez que esta € uma das frameworks utilizadas no presente

projeto, informacdo mais detalhada podera ser consultada no Capitulo 4.

3.6. O Machine Learning aplicado a area da saude

A aplicacdo dos métodos de ML a area da saude tem tido grande popularidade nos altimos

anos e o interesse neste tema tem vindo a crescer [91]. Algumas dessas aplicacfes incluem:

= Diagnostico em imagiologia médica — o deep learning tem assumido um papel cada vez
mais preponderante nas técnicas de diagnostico, sobretudo, através de imagem
fornecendo mais fontes de dados (exemplo: formas mais ricas e mais diversificadas de

imagiologia) e tornando-se cada vez mais acessivel. Porém, um sistema treinado com

22 https://www.java.com

23 https://spark.apache.org

24 https://www.scala-lang.org

25 https://www.r-project.org/about.html
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deep learning ndo consegue explicar como chegou as suas predi¢cdes, o que é
fundamental em medicina [92].

» Aumentar a recolha de dados medicos — atualmente existe um foco em recolher dados a
partir de varios dispositivos méveis de forma a agregar e estudar dados relacionados com
salide em informacdo utilizavel. Por exemplo, a ResearchKit®® da Apple visa alcancar
isto para aplicar ao tratamento de doencas como Parkinson permitindo aos utilizadores
0 acesso a aplicagdes interativas com reconhecimento facial acedendo, assim, a sua
condic&o ao longo do tempo. Com a utilizacao da aplicacdo os dados recolhidos ao longo
do tempo serviréo para utilizar em estudos futuros [91].

= Descoberta e fabrico de medicamentos — os métodos de ML ndo supervisionados tém
sido utilizados para auxiliar os estudos e trabalhos que levam a descoberta de novos
medicamentos [94]. Ao explorarem os dados sem supervisao podem descobrir caminhos
alternativos para o tratamento de doengas multifatoriais.

= Cirurgia robotica — a cirurgia executada por robots ja ndo é uma novidade na area da
medicina. Atualmente, os robots existentes (exemplo: o Da Vinci robot?’) so utilizados
por cirurgides em cirurgias que requerem elevados niveis de motricidade fina e detalhe
em superficies reduzidas. Para manter a estabilidade dos movimentos utiliza-se ML [93].

» Predicdo de surtos e epidemias — Como ja foi referido no subcapitulo 2.5, a utilizagdo de
algoritmos de aprendizagem sobre dados provenientes, por exemplo, do social media,
tem-se prometido cada vez mais Util e eficaz na monitorizacao da satde publica e detecdo

de epidemias em todo o mundo [93].

Atualmente, comecamos a ambicionar novas formas de cuidar e investigar em saude tirando
partido das potencialidades do ML. Assim, ja se comega a pensar em sistemas de medicina
personalizada, tratamento automatico, cirurgia robotica automatizada, entre outras
aplicacdes [90]. A utilizacdo do ML em medicina personalizada visa conseguir, tendo em
conta a histéria de vida do utente, a sua genética, a sua alimentacdo, etc., recomendar

medicamentos e doses de forma personalizada tendo em conta os sintomas apresentados.

No caso dos tratamentos automaticos, pretende-se que certos tipos de tratamentos possam
ser realizados sem recorrer a intervencdo humana. Hakami, proprietario da Medtronic?, num

video sobre a diabetes, considerou que o objetivo seria que as bombas de verificacdo de

26 http://researchkit.org
27 https://www.davincisurgery.com
28 https://www.medtronic.com
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insulina trabalhassem de forma auténoma para pacientes com diabetes, monitorizando o
nivel de aclcar no sangue e administrando insulina conforme a necessidade sem perturbar a
vida do utilizador [92]. Este cenério pode ser estendido a varias outras formas de tratamento
como administracdo de analgésicos por monitorizacao do nivel de dor, antibioticos, a partir
do rastreamento de dados relacionados com o sangue, sono, alimentagéo, stress, etc. [91]. A
utilizacdo do ML para automatizacdo das cirurgias com robots € um objetivo futuro que tem
merecido muita consideracdo pois poderia ser usado para combinar dados visuais e padrbes
de motricidade de forma a que os robots pudessem executar as cirurgias de forma autbnoma
[90].

3.7. Conclusao

Neste capitulo introduzimos os conceitos de DM e ML com especial incidéncia nas redes
neuronais ndo supervisionadas visto ser um dos algoritmos relevantes no presente trabalho.
A revisdo tedrica efetuada permite-nos concluir que o uso destas redes em diversos contextos
de exploracdo de dados e, em particular, na area da saude é um contributo extremamente
poderoso uma vez que permite detetar padrdes até entdo desconhecidos de forma mais rapida
do que os métodos tradicionais. Foram também apresentados varios exemplos de
frameworks existentes que auxiliam e otimizam este processo. Foi apresentada uma breve
descricdo da aplicacdo dos métodos de ML a area da satde que demonstram o poder atual e
futuro em melhorar a capacidade de investigacdo, tratamentos e detecdo de epidemias. Em
suma, a aplicacdo de algoritmos de ML com o uso de frameworks adequadas podera

contribuir muito para os avancos na area da medicina e da saude publica.
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4.Proposta

4.1. Introducéo

Neste capitulo apresentamos a solucéo proposta para a construcdo de um sistema de detecédo
de surtos a partir da analise de dados provenientes do Twitter. A seccdo 4.2, visa clarificar
0s objetivos e motivacOes da elaboracdo deste trabalho. Na seccdo 4.3, pretende-se
apresentar e explicar as tecnologias e linguagens utilizadas no projeto bem como a forma
como estdo interligadas. Na seccdo 4.4 tecem-se algumas consideracdes finais sobre estes

temas.

4.2. Solugédo Proposta

Sendo a analise de dados uma disciplina cada vez mais utilizadas para ajudar a tomada de
decisdes em varias areas da nossa vida, considerou-se pertinente aplicar as potencialidades
do ML na area da saude. Assim, o que foi proposto desenvolver € o fornecimento de uma
aplicacdo que permita classificar dados recolhidos do Twitter de forma a perceber se esta a
ocorrer um surto para uma determinada doenca ou ndo. Pretende-se que ao utilizar esta
ferramenta seja possivel detetar epidemias em tempo real o que contribuird para uma mais
rapida intervencdo por parte dos profissionais de salde que poderado, por exemplo, alertar a
populacdo para a existéncia de um surto e, consequentemente, a adocao de estratégias de

prevencdo de forma mais atempada e eficaz.
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4.3. Arquitetura

Sistema de detegao de surtos

Java Spring Boot
MvC

Controlador

: ‘ Servigo de Recolha Servigo de Treino e
P Java & Spring Social Classificagao
L Twitter client Spark

P Scripts Python ’ “

Web Interface
Tomcat

Entidades
3| Java, Hibernate

Figura 16 - Diagrama arquitetural do Sistema de detec&o de surtos.

A arquitetura implementada assenta essencialmente num sistema Java Spring Boot [107]

que utiliza o Java SE 11 com padréo arquitetural Model-View-Controller (MVC). E utilizado

0 pacote Spring Social Twitter [117] que implementa um cliente do Twitter em Java de

forma a poder efetuar os pedidos & API do Twitter de forma mais segura e transparente. O

controlador utiliza a framework Spark no Servico de Treino e Classificacdo. Para mapear 0s

objetos do modelo para a base de dados MySQL ¢ utilizado um Object-Relational Mapper

(ORM), o Hibernate. Posteriormente, o controlador recorre ao modelo, utilizando o ORM

para mapear as entidades para a base de dados e guardar o dataset na base de dados MySQL.

Depois, é feito o treino e construgcdo dos modelos utilizando, novamente, as bibliotecas do

Spark-ML e quatro scripts em Python que véo treinar os modelos independentemente e gerar

os ficheiros com os modelos. E o controlador que d& ordem para os scripts correrem.
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Os algoritmos utilizados nesta fase foram: a Regressdo Logistica, 0 Random Forest, Redes
Neuronais Multicamadas e o LinearSVC. A interface de visualizagdo de dados, construida

com Tomcat, permite visualizar dados estatisticos referentes aos modelos treinados.

Para termos uma ideia do fluxo de execucdo da aplicacéo, inicialmente, o Servico de Treino
e de Classificacdo vai utilizar o Spark para treinar os modelos a partir de um dado dataset.
Paratal, recorre aos scripts em python. Seguidamente, é possivel recolher os dados (conjunto
de tweets com uma determinada hashtag) do Twitter através da sua API utilizando o pacote
Spring Social Twitter. Quem leva a cabo esta tarefa é o Servico de Recolha que faz parte do
controlador. Os dados recolhidos sdo mapeados para entidades Java que fazem parte do
modelo e a vista apresenta os resultados da classificacdo. De seguida, séo apresentadas as
tecnologias utilizadas no projeto com maior detalhe.

4.3.1. Spring Boot framework
A framework Spring Boot para a linguagem Java permite a criacdo de aplicacdes standalone
baseadas em Spring de forma intuitiva uma vez que dispensa boa parte das configuracfes
necessarias em Spring (a framework Spring permite a utilizacdo do padréo arquitetural MVC

em Java) [108]. Esta framework possui as seguintes carateristicas:

= Criar aplicacGes Spring standalone;

= Tomcat integrado;

= Fornece um conjunto de configuracdes opcionais para o ficheiro de dependéncias;

» Configuracdo automatica das bibliotecas do Spring;

= Fornece funcionalidades prontas para producdo (exemplo: métricas, healt checks e
configuracBes externas);

= Nao necessita de configuracdo a partir de ficheiros XML.

O Spring Boot corre por cima da framerowk Spring e utiliza um ficheiro pom.xml (Figura
17) para a configuracdo das dependéncias do projeto. Com base nestas configuragdes, o
Maven [109] executa o build do projeto. O Maven é um software de gestdo de dependéncias
do projeto que utiliza o ficheiro “pom”. E 0 Maven que gere o build do projeto efetuando a

gestdo dos plugins a instalar no projeto.
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{project>
<modelVersion:»4.@.8< /modelVersion:

1

2

3. <groupId>com.mycompany.app</groupId:
4 <artifactId>my-app</fartifactId:>

5

<versionx1</version>

6. </project:

Figura 17 - Exemplo de um ficheiro pom [110].

4.3.2. Spring Social Twitter
O Spring Social Twitter € uma biblioteca que implementa um cliente do Twitter de forma a
conseguir realizar pedidos a sua API. Trata-se de uma extensdo do pacote Spring Social que
permite a integracdo com o Twitter. Utiliza o TwitterConnectionFactory para efetuar os
pedidos a APl REST do Twitter.

4.3.3. Padrao Model-View-Controller (MVC)
O padrdo MVC é um padrdo arquitetural largamente usado em projetos de software devido
a sua capacidade para organizar o cddigo em componentes separados. Assim, o padrdo MVC
fornece trés médulos concentrados nos diferentes propoésitos da aplicagdo [110]. A Figura
18 mostra um esbogo simples do fluxo MVC.

Controller

Update Usar Action

Notity Update

Losa | [Lven |

Figura 18 - Exemplo do fluxo do padrdo MVC [111].

Como podemos observar na Figura 18, o MVC pressupde a existéncia dos seguintes

componentes:

= Do modelo — referente a0 modelo de dados. O modelo representa um objeto ou uma
entidade que contém ou mapeia os dados entre a base de dados e a aplicacdo. O modelo
pode conter apenas propriedades ou ter também alguma logica para manipulagdo dos

dados se estes se referirem apenas ao objeto. A titulo de exemplo, consideremos a
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entidade Estudante que tem as propriedades nome e dataDeNascimento. O modelo
podera consistir apenas na especificacdo destas entidades mas podera, também, incluir
métodos como getNome() (para ir buscar o nome do estudante), ou
setDataDeNascimento() (para atribuir um valor a data de nascimento).

= Do controlador — é responsavel por comunicar com a vista e com o modelo. O
controlador executa todas as operacdes de ldgica sobre os dados (pedindo-os ao modelo)
e fornece-o0s a vista para serem apresentados. Portanto, é o controlador que separa a vista
do modelo.

= Da vista — consiste na visualiza¢do dos dados que o modelo contém.

4.3.4. Apache Spark
Conforme foi referido no Capitulo 3, a Apache Spark é uma framework que disponibiliza
uma API que integra com as bibliotecas do Hadoop. O Spark pode correr sobre o Hadoop
ou de forma isolada. Este componente ndo tem acesso aos componentes do Hadoop (HFS e
YARN) e por isso ndo tem mecanismo de persisténcia, pois guarda os dados em memodria,
tendo de recorrer a outros sistemas de armazenamento para computacdo distribuida
(exemplo: S3% | Cassandra®® ou HDFS®?).

Uma das vantagens de utilizar o Spark é que esta ferramenta compila cddigo bytecode (de
linguagem intermédia, que pode ser proveniente de vérias plataformas) para codigo nativo
(da arquitetura da maquina) em tempo de execucdo permitindo melhor desempenho devido
ao Just-in-time-complier (JIT). O Spark permite o processamento de dados de forma paralela
e distribuida e utiliza o conceito de DataFrame para descrever esse conjunto de dados.
Assim, a DataFrame corresponde a um conjunto distribuido de dados organizados em
colunas disponibilizando operacdes de filtragem, agregacdes, agrupamento, entre outras.
A DataFrame é um dataset organizado em colunas semelhantes a uma tabela numa base de
dados relacional [107]. Estes podem ser construidos a partir de varias fontes como ficheiros

de dados estruturados, bases de dados externas, etc.

A Figura 19 mostra os algoritmos de classificacdo e de regressao que a biblioteca do Spark
disponibiliza.

29 https://aws.amazon.com/pt/s3/
30 http://cassandra.apache.org/
31 https://hadoop.apache.org/docs/r1.2.1/hdfs_design.html
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Classificacio | Regressio
’ 1
Binontial logistic regression ’ Linear regression
Multinomial logistic regression | Generalized linear regression
Decision tree classifier ‘ Decision tree regression
. |
Random forest classifier | Random forest regression
Gradient-boosted tree classifier | Gradient-boosted tree reQLression
! + - -
Mudltilayer perceplron lassifier l Survroal regression
| Linear Support Vector Machine | Isotonic regression
One-vs-Rest classifier \
| Naive Bayes |

Figura 19 - Algoritmos disponibilizados pela biblioteca do Spark [115].

Em suma, esta ferramenta foi escolhida para o processamento de dados no presente projeto
devido & sua rapidez (uma vez que trabalha os dados em memoria e hd uma reducdo do
namero de operacdes de acesso ao disco para leitura e escrita), a facilidade em desenvolver
aplicacdes paralelas, uma vez que o Spark fornece 80 operadores de alto nivel, ndo haver
perda de dados devido ao sistema fault-tolerance (que utiliza o Spark RDD) para lidar com

falhas no cluster.

4.3.5. Tomcat
O Tomcat é um software open source que implementa as tecnologias Java Servlet,
JavaServer Pages (JSP), Java Expression Language e Java WebSocket [116]. Trata-se de
um servidor web para Java que contém servlets e tem ferramentas destinadas a configuracéo
e gestdo das paginas da interface do utilizador e que utiliza um servidor com protocolo
HTTP. Também permite usar ficheiros XML para estas configuracdes [116]. E utilizado para

renderizar paginas web utilizando codigo JSP.

4.3.6. Object-Relational Mapping (Hibernate)
O Object-Relational Mapping (ORM) é uma técnica utilizada para mapear os objetos do
modelo para uma base de dados relacional. E responsavel pelas operagdes de CRUD e auxilia
0 processo de desenvolvimento na medida em que automatiza os processos de conversdo
entidade-tabela e tabela-entidade, permite a utilizacdo de menos cddigo e um codigo mais
limpo, melhora a performance uma vez que os objetos ficam em cache e todo o processo é

transparente [112]. A titulo de exemplo, para a entidade estudante, 0 ORM tera uma tabela
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estudante na base de dados onde cada coluna diz respeito as propriedades do objeto (nome,
dataDeNascimento, etc.). O ORM também gere as relagdes entre as entidades. Consideremos
que o estudante tem Vvarios cursos e que um curso tera varios objetos estudante, sendo uma
relacdo de N para N, 0 ORM automaticamente cria uma terceira tabela de chaves estrangeiras

para representar este relacionamento [113].

No presente projeto, foi utilizado um ORM especifico para Java, o Hibernate, que passamos
agora a descrever. O Hibernate é uma framework de ORM utilizada em Java para
mapeamento e persisténcia de dados aplicado a bases de dados relacionais através do Java
Database Connectiviy (JDBC). Implementa a Java Persistence API (JPA) e fornece a sua
propria APl [113]. O Hibernate permite desenvolver classes persistentes seguindo a
abordagem Object Oriented Programming (POO) utilizando os conceitos de heranca,
polimorfismo, associacdo e composicdo. Trata-se de uma framework de elevada
performance e gera grande parte do SQL aquando a inicializa¢do do sistema sendo bastante

escalavel e configuravel [113].

4.3.7. MySQL

O MySQL é um sistema de gestdo de bases de dados relacional escolhido para utilizar neste
projeto [113]. E baseado na linguagem SQL (Structured Query Language) e corre em todas
as plataformas. Assente numa arquitetura cliente-servidor onde o servidor se encarrega de
todos os comandos da base de dados e existe separadamente do cliente para poder ser
utilizado em varios ambientes. Os comandos sdo enviados para o servidor através do cliente
que pode ser instalado no computador, por exemplo. Tem compatibilidade com inimeros
sistemas e suporta publicacdo em sistemas virtualizados [113]. O modelo de dados proposto
para este projeto é apresentado na seccao 4.3.8.

4.3.8. Modelo de Dados
O diagrama do modelo de dados utilizado neste projeto pode ser visto na Figura 20.
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Figura 20 - Diagrama do modelo de dados do Sistema de detecéo de surtos.

O modelo de dados foi concebido de forma a permitir a reutilizacdo de datasets em treinos
futuros bem como a classificacdo de tweets para uma determinada tag ja existente na base
de dados. Neste modelo relacional existem as entidades: dataset, tagdata, tag, tweet, filter e

filterrestriction.

A entidade dataset é responsavel por armazenar datasets para utilizar no treino. Esta
entidade tem as seguintes propriedades: filter (o id do filtro a aplicar, caso exista); data (o id
da tagdata); tag (o id da tag) e name (o nome para identificacdo do dataset). A entidade
dataset tem uma relacdo de 1 para N com a entidade filter pois um dataset poderéa conter
uma lista de filtros a aplicar aquando do treino dos modelos. Tem também uma relacdo de 1
para N com a entidade tagdata, pois um dataset podera conter varias linhas de tags a
classificar num treino. Com a entidade tag existe uma relacdo de N para N onde uma tag

podera corresponder a varios datasets e vice-versa.

A entidade tag tem como atributos apenas o name, que € uma string indicativa do nome da

tag. Esta entidade possui relacGes de N para N com as entidades dataset, filter e tagdata.

A entidade tagdata possui 0s campos tag, timestamp e tweets. A propriedade tag contém o
id da entidade tag com o qual tem uma relagéo. O campo timestamp guarda a data de cria¢do

e 0 campo tweets contem o id do tweet ao qual estd associada. A tagdata tem uma relacéo
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de 1 para N com a entidade tweet, podendo conter uma lista de varios tweets, além das

relacfes j& mencionadas com as entidades dataset e filter.

O objeto filter contém os atributos os tag, filterrstriction e name, onde o primeiro remete
para o id da tag ao qual esté associado, o segundo remete para o id do objeto filterrestriction
(com o qual mantém uma relacdo de N para N) e o terceiro é 0 nome dado ao filtro aquando
a sua criacdo. O objeto filterrestriction contém as restricdes que fazem parte de um dado

filtro e tem duas opc¢des: include e exclude.

Por fim, a entidade tweet, é onde sdo armazenados os tweets que pertencem ao objeto tagdata
com o qual ttm uma relacdo de N para 1. O tweet tem o createdate (a data de criagdo do
tweet), o userid (o id do utilizador que criou o tweet), o user (o username do utilizador que

criou o tweet) e o text (o conteudo do tweet).

4.3.9. Plotly
O Plotly* ¢ uma ferramenta destinada & elaboragdo de graficos. Foi utilizado neste projeto
para apresentar graficos com as métricas associadas aos diferentes modelos gerados e,

também, a classificagdo dos dados recolhidos do Twitter.

4.4. Conclusao

Neste capitulo foi apresentada a arquitetura do projeto e as tecnologias utilizadas no mesmo.
Trata-se de um projeto com uma arquitetura simples tendo em vista um bom desempenho e
rapidez de execucdo, recorrendo ao minimo de ferramentas possivel para ajudar neste
processo. A base de dados e as operagdes de CRUD foram implementadas. No entanto, ndo
se chegou a implementar a utilizacdo de datasets da base de dados para o treino dos modelos.
Desta forma, € possivel criar tags e filtros na base de dados, mas ainda néo € possivel utilizar
o0s datasets sendo estes atualmente fornecidos através de um ficheiro .txt existente numa

diretoria do projeto.

32 https:/iplot.ly/
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5. Implementacao

5.1. Introducéo

Este capitulo é dedicado a descricdo da implementagdo do projeto. Assim, sera apresentada
a forma como os diversos componentes do projeto foram programados e como se interligam
para alcancar os objetivos propostos. A estrutura do capitulo é a seguinte: na sec¢éo 5.2,
onde é descrita a forma como o projeto Java se encontra estruturado, nomeadamente, em
pastas; na sec¢do 5.3 é descrita a funcionalidade que permite criar expressdes de pesquisa; a
seccdo 5.4 descreve a funcionalidade de treino dos modelos e a forma como foi
implementada; a seccdo 5.5 apresenta a implementacdo da funcionalidade que permite
recolher os tweets do Twitter e mapeéa-los para entidades do modelo; a sec¢édo 5.6 explica a
implementacdo da funcionalidade que permite classificar os tweets em surto ou ndo; por fim,
a seccdo 5.7 descreve algumas funcionalidades que ndo ficaram concluidas e o que se
pretende em trabalhos futuros.

5.2. Estrutura do projeto

A implementacdo do projeto em Java foi feita recorrendo a varios modulos que se encontram
estruturados em diferentes pastas, sdo eles: o Collector, o Dataclassifier e o Datavisualizer.
Cada uma destas pastas representa uma funcionalidade do projeto.

A pasta Collector contém os ficheiros responsaveis pela recolha de dados do Twitter a partir
da hashtag. O mddulo Dataclassifier é responsavel pela execucdo do script python que
classifica e treina o modelo. Este modulo, também devolve os resultados do treino e
disponibiliza os datasets existentes para o treino. O médulo Datavisualizer € uma aplicacédo

web que acede ao Dataclassifier e ao Collector para providenciar a interface do utilizador.

Como foi referido no capitulo 4, a configuracdo do projeto é efetuada mediante ficheiros
yaml, o application.yaml, utilizado pelos testes, pela aplicacdo web e pelos submodulos. Um

exemplo de um destes ficheiros de configuragdo pode ser consultado na Figura 21.
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local-classifier:
interpreter: '${PYTHON_INTERPRETER}}"
base-dir: ./classifier
result-prefix: 'Results:’
train-script: '"train_clf _models.py’

classify-script: 'classify.py’

local-dataset:

baseDir: ./classifier/datasets

Figura 21 - Exemplo de um ficheiro de configuragédo yaml.

5.3. Gestao de tags, filtros e datasets

A gestdo de tags, filtros e datasets permite tornar persistente a informacao relacionada com
estas variaveis para ser utilizada mais tarde nos treinos e na classificacao de tweets. Para esta
implementacdo foi utilizado o ORM Hibernate e uma base de dados relacional MySQL. A
Figura 22 mostra a pagina Manage Tags que permite definir uma determinada hashtag para

a qual se vai mais tarde recolher dados do Twitter.

Figura 22 - P4gina Manage Tags onde é possivel criar novas tags ou pesquisar por uma ja existente.

Nesta pagina € possivel criar uma nova hashtag inserindo o seu nome no campo Hashtag e
clicando em Make.

A criacdo de tags ¢ efetuada pelo controlador TagController através do cddigo ilustrado na
Figura 23.
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@PostMapping(”/create™)

public ModelAndView create(@RequestBody TagRequest request) throws TagException

{
ModelAndView view = new ModelAndView( wiewlMame "tag/index :: #searchResult"});
collectorService.createTag(request.getTaghame());

view.addObject( attributeMame: "tags", collectorService.getAllTags());

return view;

Figura 23 - Método create() da classe TagController.

O controlador recebe o nome da tag inserido no input da vista e recorre ao método
createTag() da classe CollectorServicePort para persistir essa informacéo na base de dados.

A vista apresenta ainda a lista de tags ja existentes.

A pagina Manage Filters, na Figura 24, permite aplicar filtros a uma determinada hashtag

possibilitando que, ao procurar por esta tag no Twitter, esses filtros sejam aplicados.

Figura 24 - Pagina Manage Filters.

O campo Name recebe o0 nome que pretendemos dar ao filtro. A dropdowm Filter Type
permite-nos definir o tipo de filtro que queremos aplicar e assume os valores tag e word. O
campo Filter Restriction &, também, uma dropdown com dois valores: include e exclude. O
campo Word serve para indicar a palavra que pretendemos guardar no filtro (que podera ser
usada como tag ou como keyword dependendo da opcéo escolhida em Filter Type e podera
ser incluida ou excluida das pesquisas, dependendo da opcdo selecionada em Filter

Restriction).
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O campo Hahstag serve para definir a qual tag o filtro se ira plicar. A titulo de exemplo da
criacdo de um filtro podemos considerar o seguinte cenario: para a tag Gripe definimos um
filtro onde a palavra é bem e escolhemos o tipo word e a restricdo exclude. Desta forma,
quando pesquisarmos por tweets com a tag Gripe, irdo ser excluidos 0s que contiverem a

palavra bem.

A pagina Manage Datasets ndo chegou a ser implementada e destina-se a implementacéo

futura.

5.4. Treino dos modelos

A home page (Figura 25) possui a opcdo Train Classifiers que permite treinar 0s
classificadores do modelo. O dataset fornecido para o treino encontra-se na pasta

[classifiers/datasets do projeto e ja possui tweets classificados em duas classes: 0 (ndo surto)

e 1 (surto).

@

Figura 25 - Home page da aplicacao.

Na péagina seguinte (Figura 26) é possivel escolher um dataset da lista e clicar em Train

Classifiers para efetuar o treino.
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[ iy

Train

Figura 26 - P4gina Classification para efetuar o treino dos classificadores a partir do dataset.

Dependendo do dataset e dos recursos da maquina o treino podera demorar minutos a horas
para ser completado. No final do treino, € apresentada uma tabela contendo os algoritmos
utilizados no treino e os valores nas métricas utilizadas. E também apresentado um grafico

com a mesma informacdo. Um exemplo desta vista pode ser visto na Figura 27.

Figura 27 - Tabela e gréafico com resultados do treino.

Efetivamente, a comunicacao entre esta vista e 0 respetivo controlador que executa a I6gica
pretendida é efetuada pelo médulo datavisualizer que contém a classe
ClassificationController. Nela, o método trainDataset(), que podemos ver na Figura 28, é o
responsavel por construir um objeto ModelAndView que ir& conter os resultados do treino e

devolver esse objeto para ser renderizado e apresentar os resultados ao utilizador.
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@PostMapping("/train")
public ModelAndview trainDataset((@RequestBody Dataset dataset, HttpSession session) throws ClassifierException {
TrainingResult trainingResult = classifierService.trainClassifiers({dataset, session.getId());

ModelAndView view = new ModelAndvView( viewName: "classification/index :: #trainResult");

session.setAttribute( = "trainResult™, trainingResult);

view.addObject( attributeMame: "trainResult”, trainingResult);

return view;

Figura 28 - Implementagéo do método trainDataset() que devolve a vista com os resultados do treino.

Os modelos sdo armazenados localmente na localizagdo definida no ficheiro de configuragéo
referido no 5.2. Sempre que ocorre um treino, 0s modelos ai armazenados séo substituidos
pelos novos modelos. Os mesmos modelos servirdo de base para classificar os tweets

recolhidos posteriormente e identificar se se trata de um surto ou ndo.

O treino é efetuado com recurso a framework Spark e a um script em python e os algoritmos
utilizados para o treino dos modelos foram: o Random Forest; Logistic Regression,
Multilayer Perceptron e LinearSVC, j& abordados no Capitulo 3. Cada classificador utiliza
0 método cross-validation e um conjunto de parametros de treino, por exemplo, nimero de
hidden layers do Multilayer Perceptron, nimero de estimadores do Random Forest,
parametro de penalidade de erros do LinearSVC e Logistic Regression, entre outros. O cross-
validation consiste em dividir o dataset em partes de forma aleat6ria onde uma das partes €
retirada para testes e as restantes sao treinadas sendo que este processo se repete para cada
conjunto dos parametros do modelo (mais informacdes no Capitulo 6). No final, é escolhido
o melhor modelo de cada algoritmo. Daqui resultam quatro classificadores que s&o
armazenados numa diretoria do utilizador. A configuracdo destes classificadores contém os
scores atingidos para cada modelo e consiste num objeto em formato JSON que contém

pares key-value (sendo a key, o modelo e o value, o valor).

Para cada algoritmo foram passados dois valores como input, um valor refente ao contetdo
do tweet e outro com a classificacéo (surto ou ndo surto). Todos os modelos devolvem apenas

um valor como output que e referente a classificacéo do tweet.
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Para cada um dos algoritmos foram configurados pardmetros para a execugdo, que Sao

listados de seguida:

» Multilayer Perceptron
o NOmero maximo de iteracbes para a solugdo convergir: (‘max_iter’:
[100,200,500]);
o Parametro para regular a penalizacdo L2: (‘alpha’: [0.01, 0.001]);
o Numero de hidden layers. (‘hidden_layer_sizes’: /50,100]), é feito uma tentativa
para treinar e avaliar os modelos com 2 camadas ocultas: uma de 50 neurénios e
outra com 100 neuronios;
»= Random Forest
o Numero de arvores: (‘n_estimators’: /100, 200]);
o Numero minimo de amostras em cada no folha: (‘min_samples_leaf’: /3, 5, 7]);
o Numero maximo de features para ser usado para encontrar a solucéo:
(‘max_features’: /0.5, 0.7, 0.9]);
o Profundidade méxima da arvore: (‘max_depth’: /1, 3, 5]);
o Numero méaximo de processos a correr em paralelo (usando todos os
processadores): (‘n_jobs’: -1);
o Ajuste automatico de pesos para a frequéncia das classes: (‘class_weight’:
‘balanced’);
= Logistic Regression
o Inverso da forca de regularizagédo: (‘C’: /0.001, 0.1, 1, 10]);
o Numero maximo de iteraces para a solugdo convergir: (‘max_iter’: [50, 100,
2007);
o Numero maximo de processos a correr em paralelo (usando todos os
processadores): (‘n_jobs’ = -1);
o Ajuste automatico de pesos para a frequéncia das classes: (‘class weight’:
‘balanced”);
= LinearSVC
o Pardmetro para regular a penalizagdo por erros: (‘C’: /0.001, 0.1, 1]);
o Pardmetro para o nimero méaximo de iteragdes: (‘max_iter’: [100, 200, 500]);
o Ajusto automatico de pesos para a frequéncia das classes: (‘class weight’:
‘balanced”);

o Tipo de kernel linear: (‘kernel’: ‘linear’);
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Todos estes parametros foram usados com o valor por defeito na primeira vez que foram
treinados os modelos. Consoante os resultados, estes pardmetros foram ajustados para os
valores que indicavam melhor performance no modelo final. Assim, a melhor configuracéo

destes parametros foi mantida e usada para treinar os algoritmos.

Quanto ao vocabulario dos tweets utilizados também é armazenado no disco, pois sera
necessario para transformar os tweets antes do processo de classificagdo. Assim, pretende-
se que 0s tweets tenham os mesmos campos depois do dataset transformado.

O modulo Dataclassifier possui a interface ClarrifierService<> que pode ser implementada
dependendo do dataset utilizado e do tipo de utilizador para treinar modelos a partir do

dataset e classificar uma lista de strings.

A classe LocalClassifierService implementa a interface ClassifierService sendo responsavel
pela execucdo dos scripts python com o ficheiro que contém o dataset. Na Figura 29
podemos ver um excerto da classe LocalClassifierService que contém o método
trainClassifiers() que recebe como parametros um objeto do tipo Dataset e uma string

referente ao utilizador.

public TrainingResult trainClassifiers(Dataset dataset, String user) throws Classifierfxception {

String datasetiocation - datasetDao.getDatasetilocation{dataset);

if (catasetlocaticn == nmull) {

throw new Classifierfxception( “Cannot stert training: deotes=t does not exists”);

String modelDir = Filenaseiitils. concot(baseDlir, user);

return runPythonScript{datasetiocation, modelDir, MODEL OIR_PARAN, DATASET PARAM, trainScriptfileNsse, TrainingResult.cless);

Figura 29 - Implementacao do método trainClassifiers().

Este método € responsavel por aceder a localizagdo do ficheiro dataset e devolve os
resultados do treino que consistem num objeto do tipo TrainingResult. Para tal, chama o

método runPythonScript() que vai, efetivamente executar os scripts de treino.
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private <T> T runPythonScript(String dataFile, String medelDir, String modelDirParam, String dataParam,

String scriptFileName, Class<T» resClass) throws ClassifierException {
new File(modelDir).mkdirs();

String relativeScriptFileName = FilenameUtils.concat(baseDir, scriptFileName);

String[] commandArgs = {pythonInterpreter, relativeScriptfileName, modelDirParam, modelDir, dataParam, dataFile};

try {
String resultString = scriptExecutor.exec(commandArgs);

return parseResult(resultString, resultPrefix, resClass);
} catch (I0Exception e) {

throw new ClassifierException(String.format(

"Cannot execute python script ¥s with commands ¥s.", scriptFileName, commandArgs), e);

Figura 30 - Implementagdo do método runPythonScript().

Este método é responsavel por executar o script python que contém os algoritmos de treino
para 0s modelos. Recebe como parametros: datafile (a localizacdo do ficheiro que contém o
dataset); modelDir (a diretoria do utilizador, onde se encontra o ficheiro); modelDirParam
e dataParam que sdo constantes definidas nesta classe para construir o caminho para o
ficheiro; scriptFileName (o nome do ficheiro a ler); e a classe TrainingResult. O método vai
instanciar uma nova diretoria com o nome definido pela constante modelDir utilizando o
construtor File() o método mkdirs(). Depois, constréi um caminho relativo para o ficheiro
concatenando as strings baseDir e scriptFileName. Posteriormente, constroi um array de
strings (o commandArgs) que contém 0s argumentos necessarios para a execuc¢do do script.
Seguidamente, utiliza a instancia da classe ScriptExecuter para executar a leitura do script

com o método exec() que recebe esses argumentos.

O resultado do método exec() € uma string com o resultado da execucao que fica armazenada
na varidvel resultString. Finalmente, 0 método runPythonScript devolve os resultados do
treino recorrendo ao parse da string devolvida pelo método exec() que mapeia as
propriedades desta string para um objeto do tipo TrainingResult e o devolve em formato
JSON. O objecto TrainingResult tem a implementacdo apresentada na Figura 31 e
disponibiliza metodos get() e set() para aceder as métricas: accuracy (fiabilidade do
modelo); precision (precisdo do modelo); recall (razdo entre o nimero de verdadeiros

positivos e de falsos negativos); F1 (média pesada da precision e da recall).
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@aetter
@Setter
@AllArgsConstructor
public class TrainingResult {
private Map<String, Metrics» scores;
@Getter
@setter
@allArgsConstructor
[@NoArgsConstructor
class Metrics {
Double accuracy;
Double[] precision;
Double[] recall;
Double[] f1;

Figura 31 - Implementacéo do objeto TrainingResult.

A interface DatasetService, implementada pela classe DatasetServicelmpl fornece a lista de

datasets disponiveis através do método list() presente na interface DatasetDao.

Depois do treino, sdo apresentados os resultados e graficos relativos aos algoritmos
utilizados. Assim, para cada modelo, sdo indicadas as seguintes métricas: o nivel de

precision de cada classe (0 e 1), a accuracy, o recall e o F1 para cada classe.

AT LR i B

Figura 32 - Resultados do treino de classificadores para um dataset.

A Figura 32, mostra os resultados do treino para cada um dos algoritmos utilizados. Os
resultados sdo mostrados na forma de tabela e de grafico de barras onde, para cada modelo,

sdo indicadas todas as métricas. Esta vista oferece algumas possibilidades de visualizagdo
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do gréfico a partir do conjunto de opcOes apresentado na Figura 33. Estas op¢des incluem
funcdes de escala, zoom, download do gréfico, e visualizacdo das métricas exatas ao fazer

hover sobre o grafico.

¢ o8 - =] ik

Figura 33 - Conjunto de opgdes de visualizacio do gréfico.

Depois de treinar os classificadores e construir os modelos, podemos efetuar a classificacéo
dos dados recolhidos do Twitter.

5.5. Teste dos modelos

Apds o treino, é usado o dataset com os restantes 20%, para ser usado no processo de teste
e validacdo do modelo. A metodologia usada para o teste, consiste em aplicar o dataset de
teste em cada um dos algoritmos para visualizar a sua performance com os dados previstos.
Para cada um dos modelos é adicionado um histograma, como apresentado na Figura 34,
com os resultados reais que cada tweet continha, de forma a poder visualizar a diferenca dos
resultados reais para as previsdes de cada modelo. Sera feita uma referéncia explicativa em
tabela, na andlise dos resultados.

B Cassfiedas 0
B Classfedas !

LinearSvC LogisticRegression RandomForestCiassifier MultilayerPercepiron Classification

Figura 34 - Gréafico com resultados do teste.

A comunicacdo entre esta vista e o respetivo controlador que executa a logica pretendida é
efetuada pelo moédulo datavisualizer que contém a classe TestController. Nela, o método
testDataset(), que podemos ver na Figura 35, é o responsavel por construir um objeto
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ModelAndView que ird conter os resultados do teste e devolver esse objeto para ser
renderizado e apresentar os resultados ao utilizador.
("/test™)

public ModelAndView testDataset(fRae tBody Dataset dataset, HttpSession szession) throws ClassifierException (

TestResult testResult « classifierService,testClassifiers(dataset, session.getld());

Modelandview view = new ModelindView( ! “classification/index :: stestResult™);
session.setattribute( “testResult™, testResult);
view.addObject( nttnbutelame "testResult”™, testResult);

return view;

Figura 35 - Implementacao do método testDataset() que devolve a vista com os resultados do teste.

O cadigo e funcionamento para o teste do modelo é idéntico ao referido no subcapitulo 5.5

no processo de treino, com a diferenca de usar o restante dataset de 20%.

5.6. Recolha de tweets

Apos treinar os modelos, a op¢do Collect and classify tweets fica disponivel abaixo da tabela

com as métricas dos modelos, conforme ilustra a Figura 36.

Figura 36 - Resultados das métricas dos modelos com a opcdo para classificagdo de tweets.

A recolha de dados a partir do Twitter é efetuada recorrendo a um cliente do Twitter para
Java que encapsula os pedidos HTTP, o Spring Social Twitter (apenas necessita da
configuracdo da APl do Twitter com os dados do consumerKey, consumerSecret,
accessToken e accessTokenSecret). Ao clicar em Collect and classsify tweets é apresentada
a pagina Collector que contém um campo para escrever a hashtag pela qual pesquisar e um

botdo para iniciar a pesquisa (Figura 37).
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Figura 37 - Pagina Collector.

No campo Hashtag devemos colocar a tag a pesquisar no Twitter, definindo o tipo de doenca
cujos dados pretendemos recolher e analisar (exemplo: sarampo ou, em inglés, measles).
Apos clicar em Search é apresentada uma lista com os tweets recolhidos da API do Twitter
(Figura 38) sendo possivel executar duas opcoes: classificar todos os tweets (clicando no
botdo Classify All) ou classificar apenas um tweet (clicando em Classify no fim da linha do

tweet).

Figura 38 - Lista de tweets obtida a partir da API do Twitter.

A lista de tweets contém o valor definido no campo de pesquisa, mas também o username.
O modulo por detras desta funcionalidade é o Collector que é constituido por varias classes

gue passamos a explicar.

A classe TwitterClient é uma implementagdo do cliente do Twitter e é responsavel pela
realizacdo do pedido HTTP que nos fornece a lista de tweets apresentada na Figura 38. A
recolha de dados do Twitter é efetuada pelo método searchByHashtag() que podemos ver na
Figura 39.
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public List<Tweet» searchByHashtag(String hashtag) throws SearchParametersException

1
if (hashtag == null || hashtag.length() <= @)

1

throw new SearchParametersException(”Invalid hashtag!"™);

}

return twitterTemplate.searchOperations() SearchOperations

.search(hashtag) &
.getTweets() List

.stream() Stream <Tweet>

.map(tweet -> TwitterUtil.getInstance().mapTweet(tweet)) Stream <Tweet
.collect(Collectors.tolist());

Figura 39 - Implementacgéo do método searchByHashTag() da classe TwitterClient.

Este método recebe uma string com o valor da hashtag que queremos pesquisar e devolve

uma lista de tweets. Recorre a classe TwitterTemplate para a realizacdo de operacfes de

pesquisa (por hashtag) e listagem de tweets. O método map(), que recebe a funcdo

mapTweet() da classe TwitterUtil vai mapear cada tweet para a entidade Tweet e devolve

uma nova stream com os objetos devidamente mapeados. O modelo de dados da entidade

Tweet pode ser verificado na Figura 40.

public class hweet implements Serializable

1
private static final long serialVersionUID = 5@83384874531291448L;

@1d

private Long id;

@ManyToone(fetch = FetchType.LAZY)
@JoinColumn(name = "TAG_DATA_ID")
private TagData tagData;

private Date createdDate;

private long userld;

private String user;

private String text;

public Tweet(String text) { this.text = text; }

Figura 40 - Implementacéo da classe Tweet com 0s seus parametros.

O objeto Tweet tem as propriedades: id (o identificador do tweet no Twitter), createdDate

(data de criagéo), userld (o identificador do utilizador que criou o tweet), user (0 nome do

utilizador) e text (o texto do tweet).
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A interface CollectorServicePort e a sua implementacdo CollectorServicePortAdapter, séo
responsaveis pela implementacdo do método searchByHashtag() que recolhe os tweets
através da API do Twitter. Ou seja, a classe CollectorServicePortAdapter é responsavel por

chamar o método searchByHashtag() da instancia TwitterClient.

5.7. Classificacdo de tweets

Depois de ter os modelos treinados e ter recolhido os tweets existem duas opcdes de
classificagéo:

» Classify — opgéo presente em cada linha da lista de tweets que permite classificar esse
tweet individualmente;

= Classify All — opc¢éo que classifica todos os tweets da lista.

Ao clicar em Classify All a lista de tweets € atualizada de forma a conter, para cada tweet, 0s

resultados da classificacdo com cada modelo (Figura 41), onde:

+ Indica que o resultado da classificacdo de acordo com esse modelo é positivo, ou seja, é
surto (1);

® Indica que o resultado da classificacdo de acordo com esse modelo é negativo, ou seja,
ndo é surto (0).

=
x X x X
X x v X
=l
v v v v
=
x X x X

Figura 41 - Lista de tweets com os resultados da classifica¢do para cada tweet.

71



Sistema de Detecdo de Surtos através do Twitter

Ao fazer scroll é, também, possivel, visualizar um histograma que mostra o0 nimero de tweets

classificados como 0 ou 1 em cada modelo, tal como se pode observar na Figura 42.

B Cussfed2s?
B Casufied sa t
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Figura 42 - Histograma com o nimero de tweets classificados com 0 e 1 para cada modelo.

A classificacdo dos tweets recolhidos é efetuada pelos ficheiros que se encontram no médulo
Dataclassifier. Existe um script em python que efetua a classificacdo dos tweets com base
nos modelos treinados. O script carrega os modelos a partir dos ficheiros anteriormente
gerados, classifica os tweets e devolve os resultados para cada modelo (Figura 43). Os
resultados sdo devolvidos num objeto em formato JSON (predictions) que contém pares key-
value onde a key corresponde ao modelo e o value corresponde a um array com os valores

da classificacéo (0, 1).

def parse_arguments():
parser = argparse.fArgumentParser(formatter_class=RawTextHelpFormatter)
parser.add_argument('--data’', required=True, dest="data', help="A data file for prediction’)
parser.add_argument('--model dir', required=True, dest='model dir',
help="A directory where trained models are saved')
parser.add_argument( ' remainders’, nargs=argparse.REMAINDER)

args = parser.parse_args()

return args.data, args.model_dir

Figura 43 - Excerto do script classify.py em python utilizado para classificar os tweets com base nos modelos
treinados.

O mddulo Dataclassifier trabalha em conjunto com o modulo Datavisualizer para
apresentacdo da interface grafica. Este modulo contém a classe CollectorController
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responsavel por recolher os tweets por hashtag e utiliza 0 médulo Collector devolvendo um

objeto ModelAndView para apresentar os tweets.

@PostMapping(™/collect™)
public ModelAndView collect(@RequestBody String hashtag) throws SearchParametersException

{
ModelAndView view = new ModelAndView( viewMName: “collector/index :: #searchResult™);
view.addObject( attributeMame: "tweets™, collectorService.searchByHashtag(hashtag));
return view;

¥

Figura 44 - Método collect da classe CollectorController.

Como podemos ver na Figura 44, o método collect() € acedido através do endpoint /collect
qguando o botdo da interface Collect Tweets € clicado. Este método ird instanciar um novo
objeto do tipo ModelAndView ao qual adiciona um objeto que contém uma string com o
nome do objeto e 0 método que sera despoletado ao clicar no botdo, o searchByHashtag()
da classe CollectorServicePort que integra 0 médulo Collector. Por fim, devolve a vista para
ser renderizada pelo modulo Datavisualizer. A dindmica é a mesma para todas as interacdes

executadas com a interface.

O método responsavel pela classificacdo dos resultados € o classify() da classe
LocalClassifierService (a mesma utilizada para o treino dos modelos) do maodulo
Dataclassifier. A implementacdo deste método pode ser vista na Figura 45.
@override
public ClassificatieonResult classify(List<String> textlist, String user) throws ClassifierException {
String modelDir = Filenameltils.concat(baseDir, user);

textlist = textlist.stream({).map(s -» StringUtils.remove(s, remover "\n')).collect(Collectors.tolist());

File datafFile = null;

try {
dataFile = writeTextToTempFile(textList, modelDir);

return runPythonScript(dataFile.getAbsolutePath(), modelDir, MODEL _DIR PARAM, DATA PARAM,
classifyscriptFileName, ClassificationResult.class);
} finally {
FileUtils.deleteQuietly(dataFile);

}

Figura 45 - Implementacdo do método classify().
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O método classify() recebe uma lista de string com os tweets a classificar e uma string
indicando o utilizador. Constréi uma string, a modelDir, por concatenacdo da diretoria de
base (baseDir) e da string user, para armazenar o0s resultados. Depois, mapeia cada item da
lista de tweets (textList) para uma string sem “\n’. Seguidamente, escreve essa lista em
ficheiro (varidvel dataFile) e executa 0 método runPythonScript() que ira classificar os
tweets e devolver os resultados. Para remover os ficheiros resultados do treino (contendo os

modelos) quando a sessdo é destruida, é utilizada a classe SessionDestroyerListener.

O HTML das vistas encontra-se na pasta resources. A pasta templates contém ficheiros
HTML para mostrar os modelos devolvidos pelos controladores. Um exemplo deste tipo de
ficheiro pode ser visto na Figura 46.

<!DOCTYPE html>

<tr th:if="${classificationResult != null and classificationResult.predictions != null}"

id="classificationResult"

style="...">

<td colspan="2">

<div style="..." th:each="pred : ${classificationResult.predictions}">

<label th:text="%{pred.key + ': '}"»</label:
<label th:if="${pred.value[@] == 1}" style="...">E&#10004;</label>
<label th:if="${pred.value[@] == 8}" style="...">&#10060;</label>

</div>
</td>
</tr:

Figura 46 - Exemplo de um ficheiro HTML utilizado para mostrar os resultados da classificacdo

A pasta /static/js sdo ficheiros javascript que chamam os endpoints da aplicacdo para
recolher tweets, treinar os modelos e classificar e que atualizam os ficheiros HTML com os

dados.

5.8. Conclusao

Neste capitulo apresentou-se a implementacdo das diferentes funcionalidades que envolvem
o0 treino de modelos, a recolha de dados a partir do Twitter e a classificacdo destes dados
tendo por base os modelos previamente treinados. Até ao momento, e embora ja seja possivel
efetuar a gestao de filtros e tags persistindo essa informacao na base de dados, ainda néo é
possivel persistir os datasets nem usar a informacéo sobre as hashtags guardadas. O que se

pretende, futuramente, € guardar varios datasets configurados e também os modelos
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treinados para cada dataset de forma a poder escolher um deles para utilizar cada vez que se
pretendem classificar tweets. Da mesma forma, pretende-se, ao invés de recolher dados do
Twitter utilizando um campo de input onde se escreve a tag, ir buscar uma tag ja existente

na base de dados para pesquisar por ela, diminuindo, assim, a ocorréncia de erros.
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6. Analise de Funcionamento

6.1. Introducéo

Neste capitulo é efetuada a anélise de funcionamento. Na seccdo 6.2. ¢ feita referéncia a
forma como os dados utilizados foram recolhidos e como deram origem aos datasets
utilizados. Na sec¢do 6.3 sdo mostrados os valores alcangados pelos diferentes algoritmos
para diferentes datasets utilizados tendo em conta a hashtag measles (sarampo). Por fim, o
capitulo 6.4, remete para as conclusfes da andlise de resultados bem como propostas de

implementacéo futura.

6.2. Analise dos dados recolhidos

Os dados utilizados para o treino dos modelos estdo presentes num dataset que contém 20
000 tweets com a hashtag sarampo. Metade dos exemplos do dataset estdo classificados
como surto (valor 1) e os tweets foram recolhidos numa data em que houve ocorréncia de
surto. A outra metade do dataset esta classificada como nao surto (valor 0), em que 0s tweets

foram recolhidos numa data identificada como ndo ocorréncia de nenhum surto.

Os tweets classificados com valor 1 foram recolhidos quando ocorreu um surto de sarampo
em 2016. Os restantes tweets dizem respeito a tweets recolhidos neste ano e ndo tém
correspondéncia com nenhuma época de surto. O dataset utilizado inicialmente continha 10
000 tweets, mas apenas 200 desses tweets estavam classificados com valor 1 pelo que ndo
existia equilibrio entre as classes e os resultados eram muito inconsistentes. Assim, houve a
necessidade de encontrar um dataset mais equilibrado. Para construir o dataset seguiu-se a

seguinte metodologia:

» Foram efetuadas pesquisas na Internet relativas a casos de sarampo e recolheram-se as
datas em que haviam ocorrido esses surtos;

= Tendo em conta a data de ocorréncia dos surtos, foi efetuado download de 10 000 dos
tweets existentes nessa data que contivessem a hashtag ou keyword ‘“‘sarampo”
(measles). Estes tweets foram categorizados com o valor 1;

= Excluindo as datas em que ocorreram as crises, foi efetuado download de 10 000 tweets.
Estes tweets foram categorizados com o valor 0;

= Finalmente, os 20 000 tweets forma colocados num Unico dataset em ficheiro .txt para

poderem ser utilizados pelos algoritmos de treino.
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A vantagem de utilizar a API do Spark para treinar os modelos é que esta ja possui diversas
funcionalidades integradas que permitem efetuar o pré-processamento e a limpeza dos

dados. Neste projeto utilizaram-se as seguintes funcdes de pré-processamento do dataset:

= Remocédo de carateres ocultos e de carateres especiais, como simbolos utilizados em
pontuacao;

» Vectorizacgao dos dados utilizando dos métodos CountVectorizer() e fit_transform(). Este
método converte o conjunto de strings para uma matriz de identificadores que contém a
contagem desses identificadores (onde cada identificador remete para uma string). Desta

forma, consegue-se obter uma melhor performance na execucéo do algoritmo.

A Figura 45 contém um excerto do codigo que procede a vectorizacdo dos dados durante a

execucédo do programa.

def text to vector(text, model dir):
count_vect = CountVectorizer(max features=10088, ngram range=(1, 2), token pattern="(2u)\1b} 1w\ lwllw+11b")

X vect = count_vect.fit_transferm(text)

Figura 47 - Utilizacdo do método CountVectorizer() para vectorizacdo dos dados.

Como foi mencionado anteriormente, os algoritmos responsaveis pelo treino dos modelos
encontram-se no ficheiro train_clf_models.py. Para testar a performance dos modelos foi
utilizado o método de cross-validation. O método cross-validation consiste em guardar parte
do dataset para utilizar na fase de avaliagdo do modelo. Existem vérias formas de
implementar o cross-validation. A mais comum, utilizada neste projeto, consistem em partir
o dataset em N partes de igual tamanho onde X partes serdo utilizadas no treino dos modelos
e uma parte sera utilizadas na avaliagdo dos modelos treinados. Desta forma, pretende-se
evitar o fendmeno de overfiting. A pesquisa por grelha, por sua vez, pretende encontrar a
melhor combinagdo de pardmetros para um modelo. Assim, perante varios modelos onde
cada um tém uma combinac&o diferente dos pardmetros. Cada um destes modelos é treinado
e avaliado utilizando o método de cross-validation para descobrir qual tem o melhor

desempenho. O treino e validacdo dos modelos ocorreu da seguinte forma:

» Inicialmente, o dataset é dividido em 2 datasets mais pequenos, um com 80% dos

dados e outro com 20%;
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Usou-se o dataset com 80% dos dados para treinar e validar o modelo, através da
técnica de k-fold cross validation com 3 folds (visto que o dataset ndo tinha dados
suficientes para fazer o treino e permitir uma boa performance dos modelos);

O método usado foi partir o dataset que ja continha 80% dos dados do dataset
original, dividindo de forma aleatdria em 3 partes de igual dimensao;

Aplicou-se o cross-validation para cada uma das partes e para cada um dos modelos;
O treino foi feito com dois datasets mais pequenos e validado com o terceiro dataset,
repetindo 0 mesmo procedimento mais duas vezes alterando o dataset de validacéo;
Foi escolhida a melhor combinacdo de parametros para o classificador e 0 modelo
final foi treinado com esses parametros abrangendo 80% do dataset. Ou seja, 80% do
dataset foi utilizado para efeitos de treino e 20% foi utilizado para teste e validacao

do modelo sendo de onde resultam as métricas utilizadas.

Pretende-se, com esta abordagem, conseguir métricas mais precisas. Mas antes, é pertinente

classificar alguns conceitos relacionados com a matriz de confusdo, que é frequentemente

utilizada em DM para indicar 0s erros e acertos e baseia-se nos seguintes conceitos:

Verdadeiros Positivos: quando a classe de positivos € corretamente classificada (o
modelo classificou como surto e de facto era surto);

Falsos Negativos: quando o modelo previu uma classe Negativo, mas o valor esperado
era a classe Positivo (o modelo classificou como ndo surto quando na verdade era
surto);

Falsos Positivos: quando o modelo previu que a classe era positiva, mas o valor
esperado era negativo (o modelo classificou como surto quando néo era surto);
Verdadeiros Negativos: quando o modelo classificou corretamente a classe negativa

(o modelo classificou como néo surto e de facto ndo era surto).

As métricas de avaliacdo dos resultados utilizadas neste trabalho foram:

Accuracy — remete para a razdo entre o numero de verdadeiros positivos e 0 niumero
de elementos da amostra. Indica o quéo perto um valor se encontra do valor esperado.
(Mede a performance do modelo treinado e mostra se 0 modelo foi corretamente
treinado).

Precision — numero de verdadeiros positivos a dividir pela soma do nimero de falsos

positivos e verdadeiros positivos. Indica a capacidade de um algoritmo identificar
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corretamente os elementos de uma classe. (Ajuda a detetar quando a taxa de falsos

positivos é alta).

= Recall — nimero de verdadeiros positivos a dividir pela soma de verdadeiros positivos

e falsos negativos. Constitui um indicador da capacidade de um classificador para

encontrar todas as amostras positivas sendo que o melhor valor possivel é 1 e o pior

€ 0. Ou seja, indica a capacidade de um classificador conseguir identificar os casos de

verdadeiros positivos. (Ajuda a detetar quando a taxa de falsos negativos € alta).

» F1 - razdo entre a precisdo e o recall. Constitui um bom indicador de performance.

O melhor resultado é 1 e o pior resultado é 0. (Mede uma performance geral da

precisdo do modelo através da combinacao do Precision e do Recall).

A Figura 48 seguinte ilustra as formulas das diferentes métricas utilizadas para a analise de

desempenho.
Métrica Formula
VP + VN
Accuracy
VeE+VN+FP+FN
Precision VP
VP + FP
VP
Recall S—
Ve + FN
F1 2 = Precision * Recall
Precision + Recall

Figura 48 - Tabela com as métricas utilizadas neste estudo.

Os testes foram realizados utilizando a API do Spark. Os parametros foram aplicados sobre

todos os modelos resultantes dos quatro algoritmos utilizados: Random Forest, LinearSVC,

Multilayer Perceptron e Logistic Regression. Deste modo € possivel obter a comparacéo de

desempenho entre os diferentes modelos e escolher o que se adapta melhor ao caso em

estudo.
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6.3. Analise dos resultados

Como foi referido anteriormente, inicialmente foi utilizado para treino dos modelos um
dataset com 10 000 tweets dos quais apenas 1,6% constituiam casos de surto. Esta situacdo
originou os resultados que se podem observar na Figura 49, referentes a avaliagdo do

desempenho de cada classe em separado e para cada métrica.

Figura 49 - Resultados do treino para o primeiro dataset.

Como se pode observar, os resultados de precision para a classe 1 na maioria dos algoritmos
sdo muito baixos quando o dataset ndo tem um numero equilibrado de tweets distribuidos
por ambas as classes. Como apenas 1,6% do dataset contém a classificacdo 1, isto acaba por
influenciar negativamente os valores de precision para esta classe (o valor mais alto que se
conseguiu foi 0,375, com o algoritmo Multilayer Perceptron), significando que nenhum dos
modelos conseguiu classificar corretamente os tweets desta classe, por oposi¢cdo ao que
ocorreu com a precision da classe 1 que atinge valores maximos em todos os algoritmos. A
semelhanca do que ocorreu com a meétrica precision, também os valores de recall para a
classe 0 sdo satisfatdrios em todos os algoritmos, a excecdo do Random Forest que apenas
obteve 0,796; mas para a classe 1, todos os algoritmos voltam a apresentar um mau
desempenho com resultados abaixo dos 50% para todos os algoritmos, exceto 0 Random
Forest que consegue alcangar os 80% que, ainda assim, ndo é um 6timo resultado. Estes
dados sugerem gque os modelos apresentam dificuldades em encontrar resultados relevantes
para a classe 1, o que vai contra 0s objetivos deste projeto que se pretendem identificar os
casos de surto de doencas.

Para a métrica F1, voltam a verificar-se 0s mesmos bons resultados para a classe 0 e 0 mau
desempenho dos modelos no que toca a classe 1. Estes resultados sdo 0 que se esperaria

tendo em conta o pobre desempenho dos algoritmos relativamente as medidas de recall e
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precision para a classse 1. Com estes valores, percebemos que o dataset ndo poderia ser
constituido maioritariamente por elementos de uma classe e que era necessario encontrar
mais tweets que pudessem ser classificados com valor 1, de forma a treinar os modelos e

alcancar um melhor desempenho.

Concluiu-se que estes dados ndo tinham qualidade suficiente para construir um modelo que
permitisse detetar com precisdo um surto de sarampo, pelo que foi necessério construir um
novo dataset com maior numero de tweets e, também, uma distribui¢cdo mais igualitaria dos
tweets pelas duas classes. Sendo assim, construiu-se um dataset com 20 000 tweets onde

metade estdo classificados com valor 1 e metade estdo classificados com valor O.

A Figura 50 apresenta os resultados do treino para os quatro algoritmos utilizados e tendo

em conta as métricas referidas anteriormente.

Figura 50 - Resultados do treino de modelos.

Os resultados para o algoritmo LinearSVC apresentam uma accuracy de 0,958 sugerindo o
bom desempenho deste algoritmo em encontrar os valores esperados. A precision do
LinearSVC para a classe 0 (néo surto) foi de 0,967 e para a classe 1 (surto) foi de 0,9538 o
que sugere que, quer para uma classe, quer para outra, este modelo consegue identificar com
bastante precisdo cada um dos casos, ou seja, consegue identificar cerca de 95% dos casos

de surto e ndo surto reais.

No que concerne a medida recall, este modelo apresentou uma medida de 0,946 para a classe
0 e 0,971 para a classe 1 o que indica uma boa capacidade deste modelo encontrar 0s
verdadeiros positivos, sobretudo para a classe 1. Assim, este modelo revela-se promissor
para classificar corretamente 0s casos de surto uma vez que devolve a maioria dos resultados
relevantes para esta classe. Relativamente a métrica F1, o LinearSVC apresentou valores de

0,9565 para a classe 0 e 0,962 para a classe 1. Este resultado é indicativo de que os resultados
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deste algoritmo sdo de qualidade e encontra-se em consonancia com as elevadas medidas de
precision e recall obtidas pelo mesmo.

O algoritmo de Logistic Regression apresentou uma accuracy de 0,96 pelo que parece
constituir, também, um bom algoritmo para classificacdo, conseguindo identificar
corretamente 96% dos parametros. As medidas de F1 para ambas as classes (0,957 para a
classe 0 e 0,936 para a classel) vém reforgar o bom desempenho do Logistic Regression para
utilizar como classificador quer dos casos de surto, quer dos casos de ndo surto). Assim, ndo
é de estranhar que as medidas de precision sejam também elevadas indicando que o
algoritmo conseguiu identificar 96% dos casos de ndo surto e 96% dos casos de surto
corretamente. A recall para a classe 0 (0,95) e para a classe 1 (0,97) indicam muito boa
capacidade deste modelo encontrar os casos relevantes para classificagao.

Relativamente ao algoritmo o Random Forest, este apresentou uma accuracy de 0,89 pelo
que ndo parece constituir um modelo tdo promissor para identificar os parametros
corretamente uma vez que cerca de 11% dos parametros foram incorretamente classificados.
As medidas de precision para a classe 0 (0,91) e para a classe 1 (0,87) também sugerem
menos capacidade para identificar corretamente os casos de surto e ndo surto. A medida F1
(0,87 para a classe 0 e 0,90 para a classel) é consistente com os resultados obtidos para
accuracy e precision do Random Forest. No que concerne ao recall, podemos observar que
para a classe 0, este algoritmo obteve um resultado de 0,84 e para a classe 1, teve um
resultado de 0,92 sendo notavel uma discrepancia entre a capacidade para identificar
corretamente os casos relevantes em cada classe. Embora parega conseguir identificar os

casos de surto parece ter mais dificuldade em conseguir o mesmo para 0s casos de ndo surto.

O algoritmo Multilayer Perceptron apresenta boas métricas para todas as medidas estudadas.
E um algoritmo com bom nivel de accuracy, portanto, como boa capacidade de classificar
corretamente os tweets (com 96% dos tweets corretamente classificados). A precision do
Multilayer Perceptron foi de 0,963 para a classe 0 e 0,958 para a classe 1, pelo que parece
ser um modelo adequado para identificar corretamente os casos de surto e ndo surto, com
uma margem de erro de apenas 5%. O F1 de 0,957 para a classe O e de 0,963 para a classe
1, reforga os indicios de bom desempenho em termos de precision e accuracy. A recall, de
0,958 para a classe 0 e 0,952 para a classe 1, também indica boa capacidade do modelo para

identificar os tweets relevantes quer para 0s casos de surto quer para 0s casos de néo surto.
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De entre os quatro algoritmos de treino utilizados, aquele que parece apresentar um pior
desempenho é o Random Forest o que podera explicar-se pelo facto de este algoritmo ser
mais adequado para problemas que apresentam multiplas classes e ndo apenas duas como €é
0 caso do presente estudo. De facto, 0 Random Forest foi Unico algoritmo utilizado com
resultados de desempenho abaixo dos 90% em diversas métricas como, por exemplo a
accuracy, onde apenas chegou aos 88,6% de casos corretamente classificados. Por outro
lado, o algoritmo que parece apresentar o melhor desempenho para este tipo de classificacao
é o Multilayer Perceptron com uma accuracy de 96% e com medidas de precision, recall e

F1 acima dos 95% em ambas as classes.

De facto, este algoritmo acabou por ter resultados muito consistentes com aqueles
apresentados pelo Logistic Regression, onde as métricas para todas as classes diferem por
poucas décimas. Por exemplo, a accuracy do Logistic Regression é de 0,9603, apenas 0,0005
menos do que o Multilayer Perceptron. Esta diferenca mantém-se para as métricas F1 e
precision, existindo apenas uma diferenca maior para a métrica recall na classe 0. Assim, o
Multilayer Perceptron parece ser mais adequado do que o Logistic Regression no que
concerne a identificar corretamente os casos relevantes de ndo surto, embora essa diferenca

seja bastante pequena.

O LinearSVC também parece ser um bom algoritmo a utilizar neste tipo de classificacao,
embora com alguns resultados ligeiramente inferiores aos dos algoritmos inferiores. Por
exemplo, o LinearSVC néo teve tdo bom desempenho em identificar os casos relevantes para
a classe de ndo surto (0,946) mas apresentou medidas igualmente elevadas em todas as outras
métricas incluindo os melhores resultados atingidos em recall para a classe 1 (0,97). Ou seja,
o LinearSVC foi o algoritmo que melhor conseguiu identificar os casos relevantes de surto
de sarampo durante os treinos e apresentou medidas tdo boas de precision e de F1 quanto o
Multilayer Perceptron e o Logistic Regression provando-se, também, um bom algoritmo que

consegue identificar com precisdo os casos de surto e ndo surto.

Importa salientar também que depois de efetuado o modelo de testes, os algoritmos que
apresentaram melhor performance foram o LinearSVC, Logistic Regression e o Multilayer
Perceptron. Sendo o algoritmo Random Forest o que apresentou uma diferenca significativa

comparado com os outros algoritmos.

A Figura 51 apresenta os resultados da classificagdo do dataset para o teste.
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Linear SVC Logistic Random Multilayer | Classificacdo
Regression Forest Perceptron Real
Classe 0 (Nao surto) | 8661 (86.6%) | 8618 (862%) | 7623 (76.2%) | 8739 (87.4%) | 10000 (100%)
Classe 1 (Surto) 9143 (91.8%) | 9182 (91.8%) | 7975 (79.8%) | 9261 (92.6%) | 10000 (100%)

Figura 51 - Resultados da Classificagdo do dataset de teste.

Comparando a Figura 51 com tabela apresentada na Figura 50, ou seja, referente a

classificacdo de treino com o teste, consegue-se perceber que os dados estdo corretamente

classificados se analisarmos os valores de cada modelo com os das métricas, como referido

anteriormente.

Também importa salientar que existiu uma diminui¢do na performance, visto que era um

dataset diferente. No entanto, os modelos conseguiram ter bom desempenho com 0s novos

dados.

A Figura 52 mostra um gréafico comparativo dos resultados obtidos em todas as classes para

cada um dos algoritmos tendo em contra as métricas utilizadas.

0.8
0.G
0.4
0.2

0

Figura 52 - Grafico comparativo do desempenho dos diferentes algoritmos.

Accuracy
Precision class O
Precision class 1
Recall clasz 0
Recall class 1
Fl class O
Flclass 1

Pela observacdo do gréfico da Figura 52, é possivel constatar de forma mais clara 0 bom

desempenho, no geral, de todos os algoritmos uma vez que todos apresentaram medidas
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acima dos 88% para qualquer métrica. E, também, notéria a performance inferior do Random
Forest quando comparado com os restantes trés sobretudo no que concerne a medida de
recall para a classe 0, onde apresentou os piores resultados. No geral, este algoritmo teve

pior desempenho em todas as métricas.

Ja para os restantes algoritmos as medidas de desempenho encontram-se muito equilibradas
entre eles e qualquer um se revela um modelo de qualidade para utilizar em classificagdo e
conseguir identificar corretamente os tweets relativos aos casos de surto de sarampo e aos

casos de ndo surto.

6.4.Conclusao

Para um dataset com uma dimensédo relevante e com dados igualmente distribuidos, todos
os algoritmos utilizados apresentaram um bom desempenho e podem ser considerados de
qualidade para utilizar em detecdo de surtos quando a classificagcdo € do tipo binomial. O
primeiro dataset utilizado, além de dimensao mais reduzida, tinha uma discrepancia entre as
duas classes pois apenas 1,6% dos tweets eram classificados como surto, 0 que gerava
métricas de desempenho muito pobres. Sendo, portanto, os modelos desadequados para este
tipo de detecdo. Um dos problemas podera ser do dataset ndo ter dados suficientes, porque
apesar de ser uma grande quantidade diversificada de tweets, muito provavelmente seria
preciso um dataset com muitos gigabytes de informacdo recolhidos diariamente, onde 0s

dados de n&o surto seriam muito superiores.

Assim, quanto a possivel ocorréncia de uma ma classificacdo poderd ser devido ao
overfitting, ou seja, mesmo que o dataset contenha uma grande quantidade de tweets, estes
podem ndo ser suficientes para conseguir capturar todo o tipo de mensagens e vocabulario
que os utilizadores poderdo usar. Visto que os utilizadores podem escrever uma mensagem
com o conteudo ao seu gosto, podera existir mensagens com contetdo ndo relevante que
deveria ser filtrado, mas nem sempre € possivel detetar todos 0s casos em que iSso acontece.

O que podera influenciar o resultado final quando é feita a classificacéo

Com isto, podemos concluir que, no que concerne a elaboragdo de um sistema de detecdo de
surtos, o cuidado com os datasets utilizados para o treino dos modelos € de grande
importancia sendo o resultado melhor quanto maior for o dataset e também quanto mais
equilibradas estiverem as classes. Concluiu-se ainda que o algoritmo Random Forest ndo

parece ser tdo adequado para utilizar em casos de detecéo de surtos, pelo menos, nos casos
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em que apenas existem duas classes, pois este algoritmo é especificamente vocacionado para

datasets com multiplas classificaces.

Futuramente, seria interessante utilizar mais pardmetros de anélise (exemplo: localiza¢&o)
de forma a ter um dataset com mais classes e poder construir modelos com maior preciséo.
Talvez neste caso, 0 algoritmo Random Forest apresentasse melhores resultados. Seria,
também, interessante utilizar métodos de aprendizagem néo supervisionada de forma a tentar

prever a ocorréncia destes surtos.
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7. Conclusoes e trabalho futuro

O trabalho realizado mostrou ser possivel construir modelos precisos capazes de detetar
surtos de sarampo com dados recolhidos através do Twitter. No entanto, para tal, é necessario
conseguir construir datasets com qualidade suficiente e com dimens&o suficiente para que
0s modelos consigam atingir bons niveis de desempenho. Com isto se conclui que, em
qualquer processo de DM, a qualidade dos dados é muito importante para alcancar os
objetivos pretendidos. Durante a realizacdo do trabalho, a API do Twitter sofreu alteracfes
a nivel comercial tornando-se impossivel ir buscar tweets com mais de 7 dias gratuitamente,

0 que tem impacto ao nivel da classificacdo dos tweets como € o objetivo deste trabalho.

Embora se tenha comec¢ado a implementacdo de um modelo de dados e da persisténcia dos
dados em base de dados, esta funcionalidade ficou por concluir, mas seria interessante
completé-la no futuro para que fosse possivel guardar os datasets em base de dados e efetuar
as pesquisas de tweets para classificacdo recorrendo a tags e keywords ja previamente
configuradas (quanto ao tipo de pesquisa e filtros a aplicar). Também seria interessante
implementar uma funcionalidade que permitisse escolher o algoritmo a utilizar e corre-se
um de cada vez, pois reduzir-se-ia consideravelmente o tempo de execucdo apos sabermos

o0 algoritmo que fornece o melhor modelo.

A andlise de funcionamento foi efetuada para o caso especifico do sarampo, mas seria
possivel utilizar a aplicagdo com qualquer outra doenca desde que se construa um dataset
adequado para treinar um modelo, onde as classes sdo 0 e 1. Futuramente, seria interessante
ter em conta a utilizacdo dos metadados dos tweets para obter informacgdo mais precisa como,
por exemplo, ter em conta a data de criagdo do tweet e a sua localizacdo poderia ajudar a
circunscrever um surto no espacgo e no tempo fornecendo mais informacéo para a adogdo de

estratégias de prevencao.
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