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Predgovor

Predmet Operacijske raziskave logisti£nih, transportnih in ekonomskih sis-
temov (ORLTES) je uvr²£en v tretjestopenjski bolonjski ²tudijski program
Ra£unalni²tvo in informatika kot izbirna u£na enota. Ta dokument predsta-
vlja ²tudijsko gradivo pri tem predmetu. Na naslednji strani sledi uvod, nato
je v naslednjih poglavjih podano zbrano gradivo.

Zahvala

Zahvala dodeljenemu recenzentu, komisiji za e-zaloºni²tvo in zaloºniku.
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Uvod � splo²no o predmetu, vajah in nalogah

�tudijska enota predmeta Operacijske raziskave logisti£nih, transpor-
tnih in ekonomskih sistemov (ORLTES) je sestavljena iz:

� predavanj in

� samostojnega dela.

V nadaljevanju je spodaj navedenih nekaj osnovnih informacij o pred-
metu, nato sledi ²e vsebinski pregled.

� Opis predmeta v katalogu UM: objavljen na https://www.um.si/

studij/podiplomski-studij/Lists/Studjiski%20programi%203sto

pnja/Attachments/38/U%C4%8Dni%20na%C4%8Drti.zip.

� Predavanja: 60 ur (3 ure tedensko).

� Samostojno delo: 210 ur (14 ur tedensko).
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Vsebinski pregled

Za samostojno delo vsebinsko najprej potekajo predavanja, za katera so na
voljo tudi gradiva iz literature oz. je obravnavana snov najprej predavana.
Skozi samostojno delo se nato z uporabo prakti£nih primerov podrobneje
osvoji snov iz predavanj.

Primer prosojnic za predavanja
http://videolectures.net/solomon_zamuda_optimizacija/

Predavanja zajemajo predvsem zbrano gradivo iz naslednje literature:

Evolutionary 
system

Environmental 
sensors / 
models

Vehicle sensors

Path controlTargets

Ale² Zamuda and José Daniel Hernández
Sosa. Success history applied to expert
system for underwater glider path
planning using di�erential evolution.
Expert Systems with Applications, 2019, vol.
119, pp. 155�170. http://dx.doi.org/10.
1016/j.eswa.2018.10.048

A. Zamuda, J. D. Hernández Sosa, L. Adler.
Constrained Di�erential Evolution Op-
timization for Underwater Glider Path
Planning in Sub-mesoscale Eddy Sam-
pling. Applied Soft Computing, 2016, vol.
42, pp. 93-118. http://dx.doi.org/10.

1016/j.asoc.2016.01.038

A. Zamuda, J. D. Hernández Sosa. Di-
�erential Evolution and Underwater
Glider Path Planning Applied to the
Short-Term Opportunistic Sampling of
Dynamic Mesoscale Ocean Structures.
Applied Soft Computing, vol. 24, November
2014, pp. 95-108. http://dx.doi.org/10.

1016/j.asoc.2014.06.048
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A. Viktorin, R. Senkerik, M. Pluhacek,
T. Kadavy, A. Zamuda. Distance Ba-
sed Parameter Adaptation for Success-
History based Di�erential Evolution.
Swarm and Evolutionary Computation, Ava-
ilable online 12 November 2018. http://dx.
doi.org/10.1016/j.swevo.2018.10.013

A. Zamuda, J. Brest. Self-adaptive con-
trol parameters' randomization fre-
quency and propagations in di�eren-
tial evolution. Swarm and Evolutio-
nary Computation, 2015, vol. 25C, pp.
72-99. http://dx.doi.org/10.1016/j.

swevo.2015.10.007

A. Gloti¢, A. Zamuda. Short-term combi-
ned economic and emission hydrother-
mal optimization by surrogate di�eren-
tial evolution. Applied Energy, 1 March
2015, vol. 141, pp. 42-56. http://dx.doi.

org/10.1016/j.apenergy.2014.12.020

A. Zamuda, J. Brest. Vectorized Proce-
dural Models for Animated Trees Re-
construction using Di�erential Evolu-
tion. Information Sciences, vol. 278, pp.
1-21, 2014. http://dx.doi.org/10.1016/

j.ins.2014.04.037

A. Zamuda, J. Brest. Environmental Fra-
mework to Visualize Emergent Arti�-
cial Forest Ecosystems. Information Sci-
ences, vol. 220, pp. 522-540, 2013. http://
dx.doi.org/10.1016/j.ins.2012.07.031
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http://dx.doi.org/10.1016/j.apenergy.2014.12.020
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H. Hamann, Y. Khaluf, J. Botev, M. Div-
band Soorati, E. Ferrante, O. Kosak, J.-
M. Montanier, S. Mostaghim, R. Redpath,
J. Timmis, F. Veenstra, M. Wahby and
A. Zamuda. Hybrid Societies: Challen-
ges and Perspectives in the Design of
Collective Behavior in Self-organizing
Systems. Frontiers in Robotics and AI,
2016, vol. 3, no. 14. http://dx.doi.org/

10.3389/frobt.2016.00014

A. Zamuda, V. Crescimanna, J. C. Burgu-
illo, J. Matos Dias, K. Wegrzyn-Wolska, I.
Rached, H. González-Vélez, R. Senkerik, C.
Pop, T. Cioara, I. Salomie, A. Bracciali.
Forecasting Cryptocurrency Value by
Sentiment Analysis: An HPC-Oriented
Survey of the State-of-the-Art in the
Cloud Era. Koªodziej J., González-Vélez
H. (eds) High-Performance Modelling and Si-
mulation for Big Data Applications. Lec-
ture Notes in Computer Science, vol 11400,
2019, pp. 325-349. http://dx.doi.org/10.
1007/978-3-030-16272-6_12

A. Zamuda. Diferencialna evolucija za re-
konstrukcijo parametriziranih proceduralnih
drevesnih modelov: doktorska disertacija.
Fakulteta za elektrotehniko, ra£unalni²tvo
in informatiko, 2012. https://dk.um.si/

Dokument.php?id=30084

V nadaljevanju tega dokumenta sledijo poglavja z zbranimi gradivi, s
katerimi ²tudent(ka) nadalje gradi, analizira in vrednoti algoritme pri samo-
stojnem delu.
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Poglavje 1

Uvod: osnovni pojmi in primeri operacijskih raziskav
logisti£nih, transportnih in ekonomskih sistemov

To poglavje podaja osnovne pojme, pri vsakem pa tudi primere, ki se po-
javljajo pri logisti£nih, transportnih in ekonomskih sistemih. Preteºni del
zbranega gradiva v tem (in drugem) poglavju je zajetega iz doktorske diser-
tacije, h kateremu so dodane manj²e osveºitve oz. ²e nekaj nedavnih £lankov:

A. Zamuda. Diferencialna evolucija za rekonstrukcijo parametri-
ziranih proceduralnih drevesnih modelov: doktorska disertacija.
Fakulteta za elektrotehniko, ra£unalni²tvo in informatiko, 2012.
https://dk.um.si/Dokument.php?id=30084

Operacijske raziskave

Operacijske raziskave spadajo na podro£je ra£unalni²tva in z njim pove-
zane inteligence [179], kar bi lahko poimenovali tudi umetna inteligenca (angl.
Arti�cial Intelligence) [126]. �e natan£neje lahko podro£je opredelimo kot ra-
£unska inteligenca (angl. Computational Intelligence) [56], oºje najdemo pri-
mere za evolucijskego ra£unanje (angl.Evolutionary Computation) [180, 66,
10, 65, 157, 84] in prvotno matemati£no programiranje (angl.Mathematical
Programming), t.j. matemati£ne optimizacije [145].

V tem podpoglavju podajamo sorodna dela in ozadje operacijskih raz-
iskav, od optimizacije in matemati£nega programiranja, preko evolucijskih
optimizacijskih algoritmov in diferencialne evolucije1 do na²ih izbolj²av al-
goritmov diferencialne evolucije. Podamo ²e na£rt svojega novega algoritma

1Algoritem � postopek; dalj²a razlaga v [143]; beseda ”diferencialna” se je ponekod
ustalila kot prevod, nekateri pa uporabljajo tudi ”diferen£na” � ime izhaja iz razlike med
parametri, ki jo upo²tevamo pri izra£unu smeri spremembe, lahko bi prevedli tudi kot
”razlikovalna” ali skupno kar ”evolucija razlik”.
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za optimizacijo [213], predstavljenega v magistrski nalogi [204], in podamo
njegov psevdokod.

Optimizacija in matemati£no programiranje

Optimizacija (angl. optimization) je postopek pove£evanja ustreznosti izra-
ºenosti pozitivnih lastnosti (kakovosti) re²itve zadanega problema, ki ga s tem
imenujemo optimizacijski problem (angl. optimization problem). Optimi-
zacijske probleme najdemo v najrazli£nej²ih domenah stvarstva in nestvar-
stva z razli£nim ²tevilom lastnosti (pri merjenju, dimenzij), od obstajanja,
trajanja, velikosti, ²tevnosti, razporejenosti, relativnosti, omejitve, porazdeli-
tve, usklajenosti, spremenljivosti, tendence, verjemljivosti, cene, zanesljivosti
in drugih domenskih metrik ter pojmov2.

Najstarej²i optimizacijski problem, glede na samo de�nicijo £asa [60, 82],
je porazdelitev stvari in protistvari v sistemu obstoja £asa, prostora in drugih
dimenzij, ki poteka glede na stvarne in nestvarne vplive (�zikalne materijske
in antimaterijske sile). Tisti del materije, ki ga trenutno sprejemamo kot
ºivi [142] in je optimiziran znotraj tega sistema, pogosto de�niramo s pod-
sistemi atomov in molekul, ki se pojavljajo in z drugimi zdruºujejo na tak
na£in v organske sisteme, da opaºen pojav pojmujemo kot ºivljenje [57].
Primeri teh podsistemov smo ºiva bitja na Zemlji in primeri optimizacij-
skih problemov na²e ºivljenje kot celota, kot skupine ali kot posamezniki.
Kot primer ºivih bitij na Zemlji smo £love²ka bitja (lat. Homo sapiens sapi-
ens [119]) [41, 156], ljudje zdruºeni v civilizacije [32].

Kot tudi druga ºiva bitja, je ºivljenje ljudi spremljala mnoºica izzivov
vplivanja na dogodke in s tem spreminjanja v za£etku omenjene ustrezno-
sti, v tem primeru kakovosti ºivljenja ljudi. Kot podmnoºico teh izzivov
lahko prepoznamo npr. vpliv na skupke stvari in interakcijo z njimi, kot je
npr. uporaba materije za prehranjevanje, gibanje po prostoru, razmnoºevanje
in uporaba predmetnih orodij3. Skozi £as in prostor so ljudje4 tako optimi-
rali razli£na orodja za prehranjevanje, bivanje, umetnost in druge dejavnosti.
Optimirani so bili postopki dolo£itve dimenzij in izdelave orodij (npr. oroºij,
tudi za operacijske raziskave), razporeditve predmetov (npr. gradnja bival-
nih prostorov ali velikih monumentov, kot so piramide in zigurati [8] ter stol-
pnice [96]), dolºin, razmerij in povr²in prostora (npr. ²tiri tiso£letja optimiza-
cije to£nega razmerja π [149, 144] ali zlato razmerje samopodobnosti φ [121];

2Epistemolo²ki opis teh pojmov najdemo v enciklopedijah [203, 192].
3Za de�nicijo orodja kot sredstva za preºivetje oz. splo²neje, pove£anja ustreznosti, beri

knjigo [46].
4Dosti krat lahko navedemo le dolo£eno izvorno civilizacijo nekega izuma, saj nimamo

beleºk avtorstev in je izum toliko teºje to£no pripisati dolo£enemu £loveku.
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oba uporabljana ºe tiso£letja tudi v gradnji in slikarstvu [170]) ter merjenja
£asa (npr. s poloºaji nebesnih teles [67]).

S pove£evanjem zahtevnosti re²enih nekaterih zgoraj navedenih izzivov se
je pove£evala tudi kompleksnost postopkov za dolo£itev optimalnosti. Znan-
stveno podro£je optimizacije, ki obsega pripravo postopka za kora£no izbolj-
²evanje optimalnosti re²itve, je matemati£no programiranje5. Enega prvih
zapisanih optimizacijskih postopkov matemati£nega programiranja je podal
Kepler6. Newton £ez nekaj desetletij kasneje predstavi ra£un, kalkulus [141],
in z njegovo pomo£jo poda gradientno metodo za pomikanje proti optimumu.

Ker jo bomo uporabljali tudi v nadaljevanju tega dela, z ra£unsko psev-
dokodo [141] de�nirajmo optimizacijski postopek in podajmo de�nicije neka-
terih pojmov, kot so jih videli uporabniki tega, za ra£unalni²ko programira-
nje [104], zgodnjega postopkovnega kodnega zapisa. Za razumevanje de�ni-
cije optimizacijskega postopka najprej de�nirajmo problem, ki ga postopek
re²uje. Optimizacijski problem de�niramo kot iskanje dopustnega vektorja
spremenljivk oziroma iskalnih parametrov x = (x1, x2, ..., xD), ki optimira
(minimira) vektorsko funkcijo f(x) z M kriteriji:

f(x) = (f1(x), f2(x), ..., fM(x)). (1.1)

Pri tem vsakemu vektorju spremenljivk x pripada njegov kriterijski vek-
tor f(x), ki ga v prostoru kriterijev dobimo z ovrednotenjem re²itve iz pro-
stora spremenljivk. Vektor x pri tem mora zado²£ati m omejitvam:

gi(x) ≥ 0; i = 1, 2, ...,m, (1.2)

s katerimi podamo omejitve v obliki ve£ enokriterijskih funkcij. Tak vek-
tor imenujemo dopustni vektor in vektor, ki kr²i omejitve, nedopustni vektor.
Omejitve gi(x) lahko dolo£ajo npr. le de�nicijsko obmo£je in zalogo vrednosti
optimizirane funkcije:

g(x) ≥ 0⇔ (xmin,1, xmax,1, ..., xmin,D, xmax,D, fmin,1, fmax,1, ..., fmin,M , fmax,M).
(1.3)

Ob tem lahko povemo, da lahko vsako maksimizacijo kriterijev pretvorimo
na problem minimizacije, tako da kriterije mnoºimo z−1. Od tu naprej bomo
na optimizacijo vedno gledali kot problem minimizacije.

5Pomen besede programiranje se v terminu navezuje na na£rtovanje postopka, upra-
vljanje, in ne na kodiranje s programskim jezikom, kot bi lahko morda pomislili [145].

6V svojem predlogu re²itve problema izbire soproge, ali, kot je kasneje formulacijo
spremenil, osebne tajnice [102].
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V kolikor ºelimo najti optimalni vektor iz celotnega dopustnega obmo£ja,
tak postopek imenujemo globalna optimizacija (angl. Global Optimization).
Podro£je matemati£nega programiranja in posebej globalna optimizacija ob-
seºnej²i razmah doºivi v £asu po drugi svetovni vojni, po predstavitvi digital-
nih ra£unalnikov, ki med drugim omogo£ijo avtomatsko izvajanje postopkov
matemati£nega programiranja [66]. Tukaj omenimo le algoritem preproste
minimizacije s spu²£anjem po hribu navzdol, Nelder-Mead [136], nadzoro-
vano naklju£no preiskovanje [152], simulirano ohlajanje [101] in iskanje s ta-
buji [72].

Kasneje se pojavi ²e numeri£na ve£kriterijska optimizacija (angl.Multi-
objective Optimization) [50]. Pri tej imamo na izbiro ve£ kriterijev za ovre-
dnotenje iste re²itve. Ker so si ti kriteriji pogosto v nasprotju, to pomeni, da
izbolj²anje neke odlo£itve po enem kriteriju lahko povzro£i njeno poslab²anje
po drugih kriterijih. Takrat nimamo opravka samo z eno optimalno moºno
re²itvijo oz. odlo£itvijo, temve£ z mnoºico optimalnih re²itev. Ta pristop
ve£kriterijske optimizacije, t.j. so£asne optimizacije medsebojno kon�iktnih
kriterijev, lahko uporabimo pri bolj²i podpori odlo£anju, saj odlo£anje zah-
teva izbiro ene izmed razli£nih danih moºnosti, pogosto pa si ne ºelimo ºe v
za£etku postaviti prioritet za kriterije.

De�nirajmo ²e relacijo dominantnosti (angl. dominance), ozna£imo jo
z x � y. Vektor x dominira vektor y, £e velja:

fi(x) ≤ fi(y), ∀{i = 1, ...,M}, (1.4)
∃j ∈ {1, ...,M} : fj(x) < fj(y), (1.5)

torej da glede na izjavo 1.4 vektor x ni slab²e ovrednoten od vektorja
y po vseh kriterijih in glede na izjavo 1.5 je vektor x bolj²e ovrednoten od
vektorja y po vsaj enem kriteriju.

Prostor kriterijev <M je z relacijo � delno urejen, saj nekateri vektorji
medsebojno niso primerljivi. Slikovna razjasnitev pojma dominantnosti je
vidna na sliki 1.1. Kot je videti iz slike, je vektor A bolj²e ovrednoten (bolj²i)
od vektorjev B in D ter neprimerljiv (glede na dane kriterije) z E. Pri
tem se neprimerljivost vektorja A nana²a na nedominantnost pripadajo£ega
kriterijskega vektorja f(A), saj primerjavi po kriterijih f1 oz. f2 za f(A) z
f(E) nista istozna£ni.

Pareto optimalni vektor je tak vektor x, ki ga ne dominira noben
drug dopustni vektor z in velja f(z) � f(x). Mnoºica nedominiranih
vektorjev v neki mnoºici vektorjev je mnoºica vseh tistih vektorjev, ki jih
ne dominira noben vektor iz te neke mnoºice. Kriterijski vektorji teh vektor-
jev spremenljivk iz mnoºice nedominiranih vektorjev tvorijo nedominirano
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Slika 1.1: Dvokriterijska funkcija f(x) = (f1(x1, x2), f2(x1, x2)) in dominan-
tnost.

fronto. Mnoºico nedominiranih vektorjev celotnega prostora dopustnih vek-
torjev imenujemo Pareto optimalna mnoºica, njene elemente Pareto op-
timalni vektorji in pripadajo£o nedominirano fronto v prostoru kriterijev
imenujemo Pareto optimalna fronta. Na sliki 1.1 tvorijo mnoºico nedo-
miniranih vektorjev vektorji G, C in F , saj niso dominiran od nobenega
drugega vektorja, t.j. njihovi kriterijski vektorji f(G), f(C) in f(F) imajo
manj²e vrednosti od ostalih po vsaj enem kriteriju.

Pristope ve£kriterijskega optimiranja lahko, predvsem iz zgodovinskih ra-
zlogov [102, 39, 40], lo£imo na dve vrsti. Prvi, t.i. prednostni pristop,
ve£kriterijsko funkcijo pretvori v enokriterijsko (npr. s postavitvijo uteºi wi,
f(x) =

∑
iwifi(x)). Re²i enokriterijski pristop in postopek ponovi, z dru-

ga£no postavitvijo uteºi (wi). �e vnaprej poznamo ali dolo£imo informacijo
o pomembnosti kriterijev (metakriterij), nam to omogo£i uporabo predno-
stnega pristopa. Sicer uporabimo drugi, t.i. idealni pristop, ki najprej po-
i²£e Pareto optimalno mnoºico vektorjev. Nato iz nje sami izberemo vektor,
ki nam najbolj ustreza. Izbiro najustreznej²ega vektorja naredimo na podlagi
dodatne informacije o pomembnosti kriterijev, ki navadno ni znana vnaprej
in jo lahko izvemo ²ele po predstavitvi rezultatov optimizacije. Zato je idealni
pristop bolj pregleden in manj subjektiven od prednostnega pristopa.

Pri optimizaciji z idealnim pristopom ºelimo, da ve£kriterijska optimiza-
cijska metoda najde £im ve£ Pareto optimalnih vektorjev. Ker izmed teh
vektorjev (s pomo£jo informacije o pomembnosti kriterijev) izbiramo naj-
bolj²ega, si ºelimo, da so dobljeni vektorji kar se da enakomerno razporejeni
po prostoru kriterijev (t.j. odlo£itvenem prostoru). Nalogo ve£kriterijskega
optimiranja lahko tako pretvorimo v nalogo iskanja mnoºice nedominiranih
vektorjev, ki jo imenujemo aproksimacijska mnoºica (angl. approximation
set). Za elemente aproksimacijske mnoºice ºelimo, da so £im bliºe Pareto
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optimalni fronti in da so enakomerno razporejeni vzdolº Pareto optimalne
fronte. Ti dve ºeljeni lastnosti algoritmov za ve£kriterijsko optimizacijo si
pogosto nasprotujeta. Zato je ºe sama zadostitev ºeljenih lastnosti ve£krite-
rijske optimizacije lahko ve£kriterijska. Pogosto zanemarjena, tretja ºelena
lastnost algoritmov ve£kriterijske optimizacije je £im kraj²i £as ra£unanja za
doseg prvih dveh ciljev ve£kriterijske optimizacije [49]. Primer zmanj²anja
£asa ra£unanja je uporaba superskalarnih arhitektur, kot je CUDA, na kateri
smo predstavili primer izra£unavanja enega od realnih industrijskih proble-
mov [225]. Z algoritmom ve£kriterijske optimizacije ºelimo dose£i tudi £im
ve£jo robustnost ob razli£nih zagonih algoritma [48, 59], t.j. da algoritem s
£im ve£jo verjetnostjo uspe²no optimizira dan problem.

Oglejmo si osnovno Newtonovo metodo in dve najbolj priljubljeni osnovni
metodi za ve£kriterijsko optimizacijo: metodo uteºene vsote in metodo ε-
omejitev. Ve£ o osnovnih metodah najdemo v [50].

Newton je za funkcijo podal izra£un gradienta, s pomo£jo simboli£nega
ali numeri£nega odvoda funkcije:

f ′(x) = lim
h→0

f(x+ h)− f(x)

h
, (1.6)

kasneje Newtonovo metodo dopolni Lagrange, v postopku za dolo£itev
optimuma, tako da gradient pri²teje, integrira, k izhodi²£ni to£ki:

f ∗(x) = f(x) + ∆xf ′(x), (1.7)

pri £emer ∆x ozna£uje spremembo po spremenljivki x in ∆f(x) pripada-
jo£o spremembo funkcijske vrednosti ter f ∗(x) ozna£uje optimiran pribliºek
in f ′(x) diferencial oz. spremembo funkcije f(x) za interval ∆x.

Metoda uteºene vsote (angl.weighted sum method) je najbolj raz²ir-
jena klasi£na metoda za ve£kriterijsko optimiranje. Ve£kriterijski problem
pretvorimo v enokriterijskega tako, da izberemo uteºi wi, ki dolo£ajo po-
membnost kriterijev. Tako iz naloge

optimiraj f(x) = (f1(x), ..., fM(x)) (1.8)

dobimo nalogo:

optimiraj g(x) = (w1f1(x) + ...+ wMfM(x)), (1.9)
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ki jo re²imo z eno od metod za enokriterijsko optimiziranje. Ker se op-
timum te naloge ne spremeni, £e uteºi pomnoºimo s konstanto, navadno
predpostavljamo, da zanje velja

wi ∈ [0, 1] in
M∑
i=1

wi = 1. (1.10)

Najve£ja prednost te metode je njena enostavnost. �e re²ujemo konve-
ksen ve£kriterijski optimizacijski problem, pri katerem so prednosti kriterijev
poznane, je metoda uteºenih vsot prava izbira. Metoda pa ima ve£ slabosti.
Prva o£itna slabost te metode je lahko, da zahteva vektor uteºi. �e ne po-
znamo prednosti kriterijev, je dolo£itev tak²nega vektorja zahtevna naloga.
Poleg tega moramo, da bi dobili ve£ Pareto optimalnih vektorjev, metodo
uporabiti ve£krat � vsaki£ z druga£no nastavitvijo uteºi. Vendar je pri tem
treba paziti, saj z enakomerno porazdelitvijo vektorjev uteºi ne najdemo
nujno enakomerno porazdeljenih kriterijskih vektorjev na Pareto optimalni
fronti.

Ker nam odvisnost med vektorjem uteºi in vektorji na Pareto optimalni
fronti navadno ni poznana, teºko postavimo nastavitev uteºi, ki bo na²la ºe-
ljen kriterijski vektor Pareto optimalne fronte. Poleg tega razli£ni vektorji
uteºi ne najdejo nujno razli£nih kriterijskih vektorjev na Pareto optimalni
fronti. Podobno tudi en vektor uteºi lahko vrne razli£ne kriterijske vek-
torje Pareto optimalne fronte. �e je ve£kriterijski optimizacijski problem
konveksen, potem lahko vsako to£ko Pareto optimalne fronte izra£unamo z
metodo uteºene vsote. Vendar je metoda omejena na konveksne Pareto op-
timalne fronte, za nekonveksne fronte pa odpove. Metoda je tudi ob£utljiva
na razmerja med vrednostmi kriterijev, zato je dobro te vrednosti predhodno
normirati.

�e se ºelimo izogniti teºavam, ki so zna£ilne za metodo uteºene vsote
pri nekonveksnih Pareto optimalnih frontah, lahko uporabimo metodo ε-
omejitev (ε-constraint method). Predlagali so jo Haimes in sodelavci [76] in
re²uje ve£kriterijski optimizacijski problem tako, da optimira samo en kriterij,
ostale pa doda med omejitve. Preoblikovana optimizacijska naloga se tako
glasi:

optimiraj fj(x) pri pogojih fi(x) ≤ εi, i = 1, ...,M in i 6= j. (1.11)

V tej obliki parameter εi ozna£uje zgornjo mejo za vrednost fi in ne po-
meni nujno majhne vrednosti blizu ni£. Kot zanimivost lahko povemo ²e, da
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se metoda ε-omejitev uspe²no uporablja tudi na podro£ju enokriterijske opti-
mizacije z omejitvami [172], za podoben namen, kako pretvoriti enokriterijski
problem s podanimi omejitvami v enokriterijskega brez omejitev.

Podobno kot metoda uteºene vsote tudi metoda ε-omejitev zahteva infor-
macijo o pomembnosti kriterijev. Tokrat je ta podana v obliki vektorja ome-
jitev. �e izberemo druga£en vektor omejitev ali £e za optimiziranje izberemo
drug kriterij, kot rezultat dobimo druga£no mnoºico kriterijskih vektorjev.
Ker omejujemo kriterije (in ne spremenljivk), nam ta metoda omogo£a laºje
lokaliziranje re²itev v ºeljenih obmo£jih. Poleg tega nima teºav z obliko Pa-
reto optimalne fronte, saj deluje na enak na£in za konveksne in nekonveksne
ter zvezne in diskretne fronte. Metoda tudi ne zahteva normiranja vrednosti
ovrednotenj kriterijev, saj razlike v vrednosti kriterijev upo²tevamo v vek-
torju omejitev.

�e ºelimo v optimizaciji posebej obravnavati ²e kriterijske omejitve, ime-
nujemo tak²no optimizacijo, optimizacija z omejitvami (angl. constraint
optimization). Skozi zgodovino najdemo de�nicijo ²tevilnih metod za obrav-
navo omejitev v optimizacijskih algoritmih. Michalewicz in sod. [132, 108] so
te metode uvrstili v ²tiri skupine:

1. Metode z ohranjanjem dopustnih re²itev. Ta skupina metod zajema
posebne operatorje, ki dopustne vektorje star²ev vedno preslika v do-
pustne nove vektorje potomcev. Za£etna populacija mora vsebovati le
dopustne vektorje in omejitve so lahko le linearne.

2. Metode s kazensko funkcijo. Pri tej skupini metod z zunanjo kazensko
funkcijo ocenimo kazen nedopustnih re²itev. Metode znotraj te skupine
se razlikujejo v podrobnostih, kako pripraviti kazensko funkcijo in kako
jo uporabiti pri kaznovanju nedopustnih posameznikov.

3. Metode s strogim razlikovanjem med dopustnimi in nedopustnimi vek-
torji. Metode v tej skupini strogo lo£ijo med dopustnimi in nedopu-
stnimi vektorji. Primer tak²ne metode je lo£itev vsakega dopustnega
vektorja x in vsakega nedopustnega vektorja y s strogo urejenostjo,
t.j. vsak dopustni vektor je bolj²i od vsakega nedopustnega vektorja.

4. Druge me²ane metode. Tu zdruºimo metode iz ve£ podro£ij.

Ve£ino problemov z omejitvami je mo£ obravnavati z metodami s kazensko
funkcijo. Funkcija meri oceno kr²itve omejitev, ki so lahko enakostne ali
neenakostne. Vektor x je dopusten za neenakostne omejitve gi(x) ≤ 0 in
enakostne omejitve hj(x) = 0, £e:

gi(x) ≤ 0, i = 1, ..., q, (1.12)
|hj(x)| − ε ≤ 0, j = q + 1, ...,m, (1.13)
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kjer enakostne omejitve pred oceno dopustnosti pretvorimo v neenakostne
omejitve za nek interval ε, npr. ε = 0, 0001 za funkcije CEC 2016 [116].
Povpre£no vrednost kr²enja vseh omejitev v lahko de�niramo kot [116]:

v =
(
∑q

i=1Gi(x) +
∑m

j=q+1Hj(x))

m
, (1.14)

kjer

Gi(x) =

{
gi(x), gi(x) > 0,

0, gi(x) ≤ 0,
(1.15)

Hj(x) =

{
|hj(x)|, |hj(x)| − ε > 0,

0, |hj(x)| − ε ≤ 0.
(1.16)

Ta kriterij pravi, da je vsota kr²itev vseh omejitev enaka ni£ za dopustne
vektorje in ve£ja od ni£, ko je kr²ena vsaj ena omejitev. Da bi na²li dopustne
vektorje, ta kriterij uporabimo za vodenje iskanja proti obmo£jem dopustnih
vektorjev. Implementacije tega vodenja v optimizacijskih algoritmih zaje-
majo obseºen nabor idej, povzetek pristopov najdemo v [131, 38].

Matemati£no programiranje in evolucijsko ra£u-

nanje

V 19. stoletju na²ega ²tetja se v raziskavah iz biolo²kih znanosti pojavi vse-
prisotna evolucijska teorija darvinizma [93] in nato z njo vezan neodarvi-
nizem [162], ki poleg Darwinovega zakona naravne selekcije [41] vsebuje
²e Weismannovo teorijo dedne plazme [191] in Mendlove zakone dedova-
nja [127]. Izraz neodarvinizem je bil tudi ²e kasneje populariziran [46] v
namene sklicevanja na moderno evolucijsko sintezo [91]. Teorije o evoluciji
oz. vsaj potomstvu so se dopolnjevale tiso£letja in pravkar citirani pristopi
zajemajo zgolj bolj citirana dela, medtem ko obstajajo ²e ²tevilna druga dela
(npr. predhodna E. Darwina [43] in tudi analogna A. R. Wallacea [188, 42]
leto pred objavo [41]). Obstajajo tudi naravne teorije iz antike in ²e sta-
rej²e, ki nastanek ºivljenja omejijo zgolj na kreacionizem, najpogosteje iz
vode kot generativnega elementa, z na£rtovano pojavitvijo po vodni po-
plavi [176, 159, 81, 135, 36], v£asih ex nihilo [34, 159, 81], ki pa so precej
manj podrobne, bolj skope z empiri£nimi dokazi in pogosto v nasprotju s
prej omenjenimi. Pojem neodarvinizma z modelom odmisli (t.j. metodi£no
abstrahira [83]) dinamiko ºivljenja zgolj na naslednje mehanizme [58, 128]:
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� reprodukcija (angl. reproduction): na£in, kako iz obstoje£ega nabora
primerkov narediti nove,

� mutacija (angl. mutation): manj²a sprememba kodirane dedne za-
snove, ki povzro£i ve£je spremembe v obna²anju primerka,

� tekmovanje (angl. competition): mehanizem za ovrednotenje ocene
ustreznosti primerka v danem okolju in

� selekcija (angl. selection): vzdrºuje ali pove£uje ustreznost populacije,
ustreznost de�nira kot sposobnost preºivetja in reprodukcije v danem
okolju.

Evolucijska ideologija v 20. stoletju vpliva na podro£je matemati£nega
programiranja tako, da znotraj nastajajo£ega skupka algoritmov umetne in-
teligence [179, 126], nastane skupno podro£je evolucijskega ra£unanja [180,
66, 10, 65, 157, 84]. Evolucijsko ra£unanje je tako podro£je algoritmov, ki po
evolucijskem vzoru simulirajo nek naravni proces. Ta naravni proces je ab-
strahiran v model, vsebovan v posameznem algoritmu [64]. Ve£ina teh mode-
lov temelji na pojmu neodarvinizma [92], ki je tako njihova biolo²ka podlaga.
Modeli so najpogosteje de�nirani na treh stopnjah podrobnosti: najprej opi-
sani domensko prozai£no (t.j. za opis so uporabljeni pojmi dolo£ene domene
iz narave), nato zapisani z ra£unskimi postopki (t.j. de�nirane so ²e ra£unske
operacije med pojmi) in ²e kodirani v programskem jeziku (t.j. de�nirani s
tipiziranimi programskimi stavki in strukturami). Te tri stopnje podrobnosti
nam dajo vsaj tri izhodi²£a, kako narediti primerjavo podobnosti modelov,
kje med njimi lo£iti in v kak²ne vrste jih lahko razdelimo.
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Poglavje 2

Arhitektura algoritmov in taksonomija algoritmov za
operacijske raziskave logisti£nih, transportnih in
ekonomskih sistemov

Glede na domensko prozai£ne de�nicije njihovih modelov (danes obstaja pri-
meren £lanek na to temo, ki ga bralec lahko prebere v [168]), lo£imo ve£
vrst algoritmov iz nabora evolucijskega ra£unanja in ti pogosto sluºijo za
optimizacijo. Nekatere posamezne optimizacijske algoritme znotraj evolucij-
skega ra£unanja lahko po dogovorjenem pojmovnem izboru ozna£imo tudi
kot posamezni evolucijski algoritem (angl.Evolutionary Algorithm). Primeri
nekaterih algoritmov iz tega nabora so:

� genetski algoritem (angl. Genetic Algorithm) [75] posameznike izdeluje
tako, da realna ²tevila v posameznem vektorju kodira z binarnim ni-
zom, nato z operatorji mutacije in kriºanja spreminja posamezne bite v
binarni predstavitvi. Operator mutacije navadno deluje uniformno na-
klju£no nad vsakim bitom binarno kodiranega posameznika. Operator
kriºanja zdruºi posamezne bite iz ve£ posameznikov (star²ev) v novega
posameznika, tako da jemlje nekaj bitov iz vsakega od star²ev,

� genetsko programiranje (angl. Genetic Programming) [107, 113] gradi
drevesno strukturo, kot jo pozna programski jezik lisp [125], uporabljeni
genetski operatorji so posebej prirejeni za operacije nad drevesom,

� evolucijsko programiranje (angl. Evolutionary Programming) uporablja
kon£ni avtomat za predstavitev in je bilo predstavljeno kot pristop v
umetni inteligenci [65], enega od kasnej²ih algoritmov pa predstavlja
delo [199], ki daje tudi primerjalno osnovo za ²tevilne medsebojne pri-
merjave ostalih algoritmov nad standardnim izbranim naborom testnih
funkcij za enokriterijsko optimizacijo,
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� memetski algoritem (angl. Memetic Algorithm) zdruºuje evolucijske
pristope s pristopi iskustveno prilagojenih (hevristi£nih) algoritmov za
re²evanje oºje dolo£enih optimizacijskih problemov; primer pregleda
podro£ja zajema [139],

� evolucijska strategija (angl.Evolution Strategy), ki iskalne parametre
kodira z realnimi vektorji, v posameznem vektorju pa kodira tudi kr-
milne parametre iskalnega algoritma (pregled podan v [13, 7, 165], mo£-
nej²i predstavniki izpeljav so [80, 94, 70]),

� umetni imunski sistem (angl.Arti�cial Immune System), ki uporablja
vzor imunskih sistemov za iskanje re²itve proti sovraºnim telesom [100],

� inteligenca rojev (angl.Swarm Intelligence), ki uporablja nek altrui-
sti£ni vzor iz rojev ali kolonij s skupno inteligenco, ki se pojavi ob
sodelovanju in izmenjavi med posamezniki [12];

� optimizacija z rojem delcev (angl. Particle Swarm Optimization) poleg
vsakega vektorja spremenljivk (delca) hrani ²e njegov diferen£ni vek-
tor, ki modelira hitrost premikanja delca v geografskem (kriterijskem)
prostoru [99, 240, 238],

� optimizacija s kolonijo mravelj (angl. Ant Colony Optimization) mode-
lira pomnjenje zgodovine dobrih iskalnih parametrov po vzoru mravelj,
ki v primeru najdene hrane za seboj pu²£ajo feromonske sledi [55, 106,
22],

� optimizacija s £ebelami (angl.Bees Algorithm), ki posnema delovanje
£ebel pri nabiranju hrane [148]; dalj²o razlago in preskus algoritma
najdemo v diplomski nalogi [17],

� optimizacija s kolonijami £ebel (angl.Arti�cial Bee Colony), ki temelji
na vzorih algoritma za optimizacijo s £ebelami in dodaja raz²iritev s
kolonijami [98],

� kukavi£je iskanje (angl.Cuckoo Search), ki posnema parazitstvo valje-
nja kukavi£jih zarodkov v tujih gnezdih [196],

� bakterijsko preiskovanje (angl.Bacterial Foraging Optimization), ki po-
snema iskanje hrane po vzoru bakterij E. coli [147],

� umetne travne kolonije (angl.Arti�cial Weed Colonies), ki posnema rast
trave; algoritem so primerjali tudi z enim od DE v prispevku [111],
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� diferencialna evolucija (angl.Di�erential Evolution), ki zdruºuje sim-
pleks metodo Nelder-Mead [136], nadzorovano naklju£no preiskovanje
[152] in nekatere evolucijske mehanizme ter je opisana v naslednjem
razdelku in ²e

� nabor drugih algoritmov znotraj evolucijskega ra£unanja, kot so har-
moni£no iskanje (angl.Harmony Search) [69], u£ljiv evolucijski model
(angl. Learnable Evolution Model) [193] in algoritem kresni£ke (angl.
Fire�y Algorithm) [195], in ti algoritmi pove£ini vsebujejo vsaj nekaj
gradnikov EA.

Algoritem diferencialne evolucije

DE [171] je populacijski algoritem, ki se uspe²no uporablja za globalno
optimizacijo realno kodiranih [74] numeri£nih funkcij. Algoritem zaradi
svoje narave prilagajanja optimizacijskega koraka (pri tvorbi potomcev se
upo²tevajo diference med star²i) in stabilnega iskanja (angl. steady-state
search) z elitisti£nim selekcijskim mehanizmom navadno daje bolj²e rezultate
od drugih evolucijskih algoritmov [21, 129, 138, 45]. Algoritem diferencialne
evolucije [171] sestoji iz glavne evolucijske zanke, v kateri z evolucijskimi
operatorji mutacije, kriºanja in selekcije postopno in vzporedno po genera-
cijah izbolj²uje pribliºek iskane re²itve. Evolucijski operatorji vplivajo na
vsak primerek xi, ∀i ∈ {0, 1, ..., NP − 1} v populaciji re²itev, iz katerih se
zgradi nova populacija. Posameznike po tem ovrednotimo, skupno ²tevilo
ovrednotenj posameznikov pa ozna£imo s FEs. Algoritem DE je tudi pre-
prost in ima malo parametrov, F � faktor skaliranja diferen£nega vektorja
za mutacijo, CR � stopnja kriºanja, NP � velikost populacije ter v£asih
tudi s � strategija mutacije in kriºanja.

Natan£neje razloºimo osnovni algoritem diferencialne evolucije, ki deluje
za enokriterijsko optimizacijo [171]. DE sestoji iz glavne evolucijske zanke,
v kateri z evolucijskimi operatorji mutacije, kriºanja in selekcije postopno in
vzporedno izbolj²uje pribliºek iskane re²itve. Algoritem DE ima globalno in
lokalno povezano velikost diferen£nega koraka, ki se samoprilagaja skozi £as
glede na poloºaj posameznikov populacije v iskalnem prostoru [95]. Evolu-
cijski operatorji vplivajo na vsak primerek xi, ∀i ∈ {0, 1, ..., NP − 1} v po-
pulaciji re²itev, iz katerih se zgradi nova populacija za naslednjo generacijo
(angl. generation). Eno izdelavo novega posameznika poimenujemo iteracija
(angl. iteration); tega pojma ne smemo zamenjevati s pojmom generacije. V
vsaki iteraciji operator mutacije izra£una mutiran vektor (angl. donor vec-
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tor) vi,g+1:
vi,g+1 = xr1,g + F × (xr2,g − xr3,g), (2.1)

kjer so r1, r2, r3 ∈ {0, 1, ..., NP − 1} paroma in od i razli£ni indeksi pri-
merkov iz populacije v generaciji g ∈ {0, 1, . . . , G − 1}, i ∈ {0, 1, ..., NP −
1} in F ∈ [0, 2]. Vektor r1 imenujemo osnovni vektor (angl. base vec-
tor). Izraz xr2,G−xr3,G imenujemo diferen£ni vektor (angl. di�erence vec-
tor) in po mnoºenju s faktorjem oja£anja F , uteºen diferen£ni vektor
(angl. weighted di�erence vector). Pravkar opisano strategijo mutacije ime-
nujemo rand/1, obstajajo ²e druge [21], kot je strategija best/1:

vi,g+1 = xbest,g + F × (xr1,g − xr2,g), (2.2)

kjer xbest,g ozna£uje najbolje ocenjen primerek iz generacije g. V mutacijo
lahko vklju£imo tudi star²evski primerek xi,g, kot v strategiji rand-to-best/1:

vi,g+1 = xi,g + F × (xbest,g − xi,g) + F × (xr1,g − xr2,g). (2.3)

V kolikor v mutacijo vklju£imo ve£ naklju£nih posameznikov, poznamo
²e strategijo rand/2:

vi,g+1 = xr1,g + F × (xr2,g − xr3,g) + F × (xr4,g − xr5,g) (2.4)

in strategijo mutacije z najbolj²im vektorjem, best/2:

vi,g+1 = xbest,g + F × (xr1,g − xr2,g) + F × (xr3,g − xr4,g). (2.5)

Po mutaciji dobljeni mutiran vektor vi,g+1 kriºamo s ciljnim vektorjem
(angl. target vector) xi,g in tako dobimo poskusni vektor (angl. trial vector)
ui,g+1. Operator kriºanja v algoritmu DE prevzema dve obliki, imenovani
binarno kriºanje (/bin) ali eksponentno kriºanje (/exp). Prvo zapi²emo kot:

ui,j,g+1 =

{
vi,j,g+1 £e rand(0, 1) ≤ CR ali j = jrand

xi,j,g sicer
, (2.6)

kjer j ∈ {1, ..., D} ozna£uje j-to komponento vektorja v prostoru z D di-
menzijami, funkcija rand(0, 1) ∈ [0, 1] ozna£uje vzor£enje uniformno (psevdo)
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naklju£no porazdeljenega ²tevila in jrand izbiro uniformno naklju£nega inde-
ksa iskalnega parametra, ki ga vedno izmenjamo (da bi s tem prepre£ili iz-
delavo enakih posameznikov). CR ozna£uje ºe omenjen krmilni parameter
stopnje kriºanja.

Eksponentno kriºanje lahko izrazimo kot prepis le dolo£enih zaporednih
iskalnih parametrov:

ui,j,g+1 =

{
vi,j,g+1 £e j = 〈n〉D , 〈n+ 1〉D , ..., 〈n+ l − 1〉D
xi,j,g sicer

, (2.7)

kjer 〈〉D ozna£uje operacijo ostanka pri deljenju z D, n ozna£uje indeks
za£etka iz vi,j,g+1 prepisovanega zaporedja in l ∈ [0, D−1] njeno eksponentno
porazdeljeno dolºino zaporedja P (l = υ) = (CR)υ.

Operator selekcije v algoritmu DE je dokaj preprost, saj za vsak novo
generiran primerek zgolj preveri, ali je ocena f(ui,g+1) poskusnega vektorja
ustreznej²a (oz. bolj²a, saj bolj²e pomeni manj²o vrednost) od ocene ciljnega
vektorja f(xi,g), kjer algoritem DE privzema elitisti£en princip preºivetja
najustreznej²ih [41]:

xi,g+1 =

{
ui,g+1 £e f(ui,g+1) < f(xi,g)

xi,g sicer
. (2.8)

Tabela 2.1: Diferencialna evolucija � kombinacije operatorjev kriºanja in
mutacije ter njihovo poimenovanje v implementaciji [150].

1 DE/best/1/exp
2 DE/rand/1/exp
3 DE/rand-to-best/1/exp
4 DE/best/2/exp
5 DE/rand/2/exp
6 DE/best/1/bin
7 DE/rand/1/bin

8 DE/rand-to-best/1/bin
9 DE/best/2/bin
10 DE/rand/2/bin

S kombinacijo na²tetih operatorjev mutacije in kriºanja se je z objavo
implementacije algoritma DE [150] pojavilo o²tevil£enje imen teh kombinacij
v algoritmu DE, ki jih vidimo v tabeli 2.1. V kolikor imamo iskalni problem,
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kjer potrebujemo hitro konvergenco, lahko izberemo strategijo 1 ali strategije
4, 6 in 9. Najpogosteje uporabljena je strategija DE/rand/1/bin, ki jo prika-
zuje postopek 1. Strategije 2, 5 in 10 lahko uporabimo, £e ostale odpovejo,
obstaja pa tudi veliko ²tevilo izbolj²av in dopolnitev osnovnega algoritma
diferencialne evolucije, ki jih navajamo v nadaljevanju.

Postopek 1 Osnovni algoritem DE [171] s strategijo rand/1/bin.

Vhod: f(x) � kriterijska funkcija; D, NP , G, F , CR � krmilni parametri
DE.

Izhod: xbest � optimirani parametri za dano kriterijsko funkcijo.
1: Uniformno naklju£no generiraj za£etno populacijo DE xi,0 za i = 1..NP ;

2: for DE generacijska zanka g (dokler g < G) do
3: for DE iteracijska zanka i (za vse vektorje xi,g v trenutni populaciji)

do
4: DE izra£un poskusnega vektorja xi,g (mutacija, kriºanje):
5: vi,g+1 = xr1,g + F × (xr2,g − xr3,g);

6: ui,j,g+1 =

{
vi,j,g+1 £e rand(0, 1) ≤ CR ali j = jrand

xi,j,g sicer
;

7: DE selekcija z oceno ustreznosti f(ui,G+1):

8: xi,g+1 =

{
ui,g+1 £e f(ui,g+1) < f(xi,g)

xi,g sicer
;

9: end for
10: end for
11: vrni najbolj²i najden posameznik in ga poimenuj xbest;

Osnovni algoritem diferencialne evolucije ima ²tevilne raz²iritve. �e Lam-
pinen je zbral tedaj obseºno zbirko izbolj²av algoritma DE [112]. Sedaj ob-
staja precej izbolj²av osnovnega algoritma DE, omenimo le nekaj pomemb-
nej²ih:

� DE s trigonometri£no mutacijo avtorjev Fan in Lampinen [62], ki je
posebej primeren za re²evanje rotiranih problemov,

� samoprilagodljivi DE avtorjev Liang, Yao in Newton [117],

� ve£kriterijski algoritem DE avtorjev Xue, Sanderson in Graves [194],

� algoritem DE z mehko mutacijo avtorjev Liu in Lampinen [120],

� samoprilagodljivi DE avtorjev Omran, Salman in Engelbrecht [146],
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� algoritem DE avtorjev Qin in Suganthan [154],

� algoritem DE s prilagajanjem dopustnosti za optimizacijo z omejitvami
avtorjev Takahama, Sakai in Iwane [172],

� algoritem DE s prilagajanjem velikosti populacije avtorja J. Teo [175],

� algoritem DE s prilagajanjem krmilnega parametra CR avtorja M. M.
Ali [3],

� algoritem DE s samoprilagajanjem krmilnih parametrov F in CR av-
torjev Huang, Qin in Suganthan [87],

� algoritem DE z logisti£nim samoprilagajanjem krmilnih parametrov F
in CR (jDE) avtorjev Brest s sod. [21, 24], ki je skupaj s svojimi izbolj-
²avami opisan kasneje v nadaljevanju tega poglavja,

� algoritem DE s prilagajanjem izbrane mutacijske strategije avtorjev
Qin, Huang in Suganthan [153],

� algoritem DE za optimizacijo problemov z velikim ²tevilom dimenzij
avtorjev Yang, Tang in Yao [198],

� algoritem DE z novim logisti£nim samoprilagajanjem krmilnih para-
metrov F in CR in spremenjeno mutacijsko strategijo (samoprilago-
dljiva diferencialna evolucija (angl. Self-adaptive di�erential evolution)
(JADE)) avtorjev Zhang in Sanderson [233, 232],

� samoprilagodljivi DE s preiskovanjem okolice avtorjev Yang, He in
Yao [197],

� DE z normalno porazdeljenim samoprilagajanjem krmilnih parame-
trov F in CR po vzoru ES (samoprilagodljiva diferencialna evolucija
(angl. Self-Adaptive Di�erential Evolution) (SA-DE)) avtorjev Brest,
Zamuda, Bo²kovi£ in �umer [29], in ta DE s koevolucijo (diferencialna
evolucija s samoprilagajanjem in kooperativno koevolucijo (angl. Di-
�erential Evolution with Self-adaptation and Cooperative Co-evolution)
(DEwSAcc)) avtorjev Zamuda, Brest, Bo²kovi¢ in �umer [212],

� memetski algoritem DE avtorjev Caponio, Neri in Tirronen [35],

� algoritem DE s podpopulacijami z indeksnim sosedstvom avtorjev Das,
Abraham, Chakraborty in Konar [44],
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� algoritem DE z ansambli strategij avtorjev Yu in Suganthan [201] in
ponovno Mallipeddi, Suganthan, Pan ter Tasgetiren [123],

� algoritem DE za manj²e kompaktne sisteme avtorjev Mininno, Neri,
Cupertino in Naso [133],

� ter ²tudije posebej parametriziranih DE, avtorjev D. Zaharie [202], J.
Tvrdík [183] in zbrani nabori mutacijskih strategij DE avtorjev Price in
Storn [151], knjiga V. Feoktistov [63], knjiga D. B. Fogel [64], pregledih
podro£ja avtorjev Montes s sod. [130, 129], Neri in Tirronen [138] in
predvsem Das in Suganthan [45].

Pri algoritmu DE je bila potrjena tudi potreba po samoprilagajanju kr-
milnih parametrov [117, 120, 146] in uporabljena v [154, 175] in kasneje
npr. [21, 24, 20, 25, 19]. Samoprilagajanje krmilnih parametrov v evolucij-
skih algoritmih v splo²nem izhaja iz evolucijskih strategij [13, 7, 165], kjer
so krmilni parametri vklju£eni v posameznike skupaj z iskalnimi parametri.
Notacija splo²ne evolucijske strategije (ES) je µ/ρ, λ-ES, kjer je µ velikost
star²evske populacije, ρ ²tevilo star²ev za vsakega novega posameznika in λ
velikost nove populacije. Posameznik je de�niran kot p = (x, s, F (x)), kjer
so x iskalni parametri, s krmilni parametri in F (x) ocenitev posameznika.
�eprav obstajajo druge notacije in variante ES [80, 79, 94], omenimo zaradi
umestitve DE zaenkrat zgolj osnovno varianto ES. Ta uporablja logaritmi£no
normalno porazdeljeno [118] prilagajanje krmilnih parametrov, ki se skozi se-
lekcijo samoprilagajajo. Preºivijo le posamezniki, ki se prilagajajo dobrim
krmilnim parametrom in dobrim iskalnim parametrom. Z bolj primernimi
vrednostmi krmilnih parametrov proces iskanja namre£ doseºe bolj²e re²itve
in zaradi tega se iskanje hitreje pribliºuje bolj²im re²itvam, ki preºivijo z
ve£jo verjetnostjo in ustvarijo ve£ potomcev ter s tem raz²irijo svoje krmilne
parametre [59, 58].

Poznamo ve£ razli£ic algoritma DE s samoprilagajanjem krmilnih para-
metrov, izmed katerih natan£neje opi²imo algoritem jDE [21], ki ga prikazuje
postopek 2. Algoritem jDE vklju£uje mehanizem samoprilagajanja krmilnih
parametrov F in CR, ki so ga uvedli Brest s sod. [21]. Slednji mehanizem
uporablja zgoraj predstavljeno strategijo rand/1/bin. Mehanizem iz [21] sa-
moprilagaja krmilna parametra F in CR med evolucijskim procesom; NP
ostaja nespremenjen. Vsak posameznik v populaciji je bil raz²irjen z vre-
dnostmi teh dveh samoprilagodljivih krmilnih parametrov. Njuni vrednosti
se spreminjata:

Fi,g+1 =

{
Fl + rand1 × Fu £e rand2 < τ1,

Fi,g sicer,
(2.9)
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Postopek 2 Algoritem jDE [21] s strategijo rand/1/bin.

Vhod: f(x) � kriterijska funkcija; D, NP , G � krmilni parametri DE.
Izhod: xbest � optimirani parametri za dano kriterijsko funkcijo.
1: Uniformno naklju£no generiraj za£etno populacijo DE xi,0 za i = 1..NP ;

2: for DE generacijska zanka g (dokler g < G) do
3: for DE iteracijska zanka i (za vse vektorje xi,g v trenutni populaciji)

do
4: DE izra£un poskusnega vektorja xi,g (samoprilagajanje, mutacija,

kriºanje):

5: Fi,g+1 =

{
Fl + rand1 × Fu £e rand2 < τ1,

Fi,g sicer
;

6: CRi,g+1 =

{
rand3 £e rand4 < τ2,

CRi,g sicer
;

7: vi,g+1 = xr1,g + Fi,g+1(xr2,g − xr3,g);

8: ui,j,G+1 =

{
vi,j,g+1 £e rand(0, 1) ≤ CRi,g+1 ali j = jrand

xi,j,g sicer
;

9: DE selekcija z oceno ustreznosti f(ui,g+1):

10: xi,G+1 =

{
ui,g+1 £e f(ui,g+1) < f(xi,g)

xi,g sicer
;

11: end for
12: end for
13: vrni najbolj²i najden posameznik in ga poimenuj xbest;

CRi,g+1 =

{
rand3 £e rand4 < τ2,

CRi,g sicer.
(2.10)

Novi vrednosti za F in CR sta shranjeni v nov vektor. randj, j ∈
{1, 2, 3, 4} so uniformno naklju£na ²tevila ∈ [0, 1]. τ1 in τ2 predstavlja ver-
jetnost prilagajanja obeh krmilnih parametrov F in CR. τ1, τ2, Fl, Fu imajo
nespremenljive vrednosti 0,1, 0,1, 0,1, 0,9. Nov F zavzema naklju£ne vre-
dnosti med [0,1, 1,0] in nov CR med [0, 1]. Fi,g+1 in CRi,g+1 sta izra£unana
pred mutacijo, po vzoru iz izku²enj ob razvoju ES. Nova parametra tako
vplivata na mutacijo, kriºanje in selekcijo novega vektorja xi,g+1.

Ena od raz²iritev algoritma jDE je tudi obravnava omejitev, algoritem
ε-jDE [18], ki sloni na osnovnem algoritmu jDE [21] in prvem dopolnjenem
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algoritmu za obravnavo omejitev z jDE, jDE-2 [24]. Algoritem ε-jDE omejitve
obravnava v selekciji, tako da prilagojeno izbira med vektorjema z indeksi i
in j, glede na dopustnost v in ovrednotenje f :

xi,g+1 =


xj,g £e (vi,g > vj,g),

xj,g sicer £e (vj,g = 0) ∧ (f(xj,g) < f(xi,g)),

xi,g sicer.

(2.11)

Algoritem razlikuje med dopustnimi (v = 0) in nedopustnimi vektorji:
vsak dopustni vektor je bolj²i od vsakega nedopustnega. Takahama in Sakai
v [172] sta izpostavila, da je za izbolj²anje optimizacije problemov z ena-
kostnimi omejitvami koristno nadzorovati interval ε, tako da prilagajamo
njegov nivo vpliva. Algoritem ε-jDE uporablja metodo krmiljenje nivoja ε,
tako da vektorje s kr²itvami omejitev do nivoja ε obravnavamo enakovredno
dopustnim vektorjem in primerjamo le njihove kriterijske ocene. Nivo ε pri-
lagajamo, dokler ²tevilo generacij g ne doseºe nadzorne generacije Gc. Ko
²tevilo generacij preseºe Gc, nivo ε postavimo na 0, da najdemo le vektorje
z najmanj²o ²e dovoljeno kr²itvijo omejitev. Metoda je de�nirana kot:

ε0 = ε (2.12)
v0 = v(xθ) (2.13)

vg =

{
α1vg−1, α2v(xβ) < vg−1, 0 < g < Gc

vg−1, sicer
(2.14)

εG =

{
max{vg(1− g

Gc
)cp , ε}, 0 < g < Gc

0, sicer
, (2.15)

kjer predstavlja xθ najbolj²ih θ vektorjev in θ = 0,3NP . xβ ozna£uje naj-
bolj²ih β vektorjev in β = 0,7NP . Pri izra£unu v(xθ) privzamemo ε(0) = 0.
cp je krmilni parameter hitrosti rahljanja dopustnosti omejitev in α1 < 1 ter
α2 > 1 krmilita prilagajanje vrednosti vg, ki prav tako krmili hitrost rahla-
nja dopustnosti omejitev. Parametra α1 in α2 lahko le zmanj²ata vrednost
vg za majhno vrednost, ko je povpre£na kr²itev omejitev v(xβ) za najbolj²ih
β vektorjev, pomnoºena z α1, manj²a od vg. S tem prilagajanjem lahko nivo
ε doseºe vrednost 0 ºe pred g ≥ Gc.

Algoritem jDE pozna ²e ²tevilne druge raz²iritve evolucijskih operatorjev,
kot so dela [20, 18, 29, 23, 26, 19, 27, 31, 22, 30]. Algoritem jDE [21, 27]
smo nadgradili tudi z ve£kriterijskim optimiranjem [28, 211], kar je ob²irneje
razloºeno v nadaljevanju. DE smo s soavtorji pomagali testirati tudi na dina-
mi£nih problemih [105], kjer je algoritem zmagal na svetovnem tekmovanju.
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Za ta algoritem smo opravili ²e primerjavo z algoritmom DASA v revijalni
objavi [22].

Zaradi svoje uspe²nosti je algoritem DE bil ºe ve£krat uporabljen tudi
za ve£kriterijsko optimizacijo [1, 122, 5, 6, 89, 33, 161, 181, 210, 163, 173,
2, 237, 214, 213, 110]. Na za£etku raziskav na podro£ju ve£kriterijske op-
timizacije so bile v uporabi klasi£ne enokriterijske optimizacijske metode
(npr. Newtonova metoda), pri katerih ve£kriterijski problem z uteºno funk-
cijo pretvorimo v enokriterijski problem. Prvi poskus re²evanja ve£krite-
rijskega problema z iskanjem ve£ nedominiranih re²itev je bil predstavljen
v [164]. Od takrat naprej [39, 40] se je nato pri ve£kriterijski optimizaciji
precej pove£al interes za uporabo populacijskih naklju£nih optimizacijskih
algoritmov [50, 51, 241, 1, 242, 89, 161, 160, 54], kot so evolucijski algoritmi,
simulirano ohlajanje [101], iskanje s tabuji [72] in drugi ºe omenjeni. S temi
ºelimo najti £im ve£ in £im ustrezneje porazdeljenih Pareto optimalnih re²i-
tev. Vsi evolucijski algoritmi so populacijsko naravnani, saj ta pristop pride
prav pri ve£kriterijski optimizaciji, kjer ºelimo odkriti mnoºico re²itev, ki
ponujajo ²tevilne kompromise med kriteriji. Pristop izdelave populacijskih
vektorjev z diferencialno evolucijo so izbrali tudi ºe algoritmi za ve£kriterij-
sko optimizacijo, izmed katerih so prvi znani algoritmi [1, 5, 89, 161, 109].
Omenimo nekaj primerkov posameznih evolucijskih algoritmov:

NSGA-II, genetski algoritem z elitisti£nim nodominiranim urejanjem (angl.
Elitist Non-Dominated Sorting Genetic Algorithm) je algoritem Deba in
sodelavcev iz leta 2000 [52] in je zelo uspe²en genetski algoritem (algori-
tem je nadgradnja predhodnega algoritma [169]), ki se je v svojem £asu
odrezal najbolje od vseh (takrat obstoje£ih) evolucijskih algoritmov za
ve£kriterijsko optimizacijo. Algoritem uporablja nedominirano ure-
janje in metriko nakopi£enosti, da tako izlo£a manj obetavne re²i-
tve. Pri prvem gre za urejanje re²itev po frontah, pri £emer po vrsti za
vsako velja, da nobena re²itev iz bolj²e fronte ni dominirana od re²i-
tve iz naslednje slab²e fronte. Metrika nakopi£enosti pomaga razre²iti
neodlo£ene izide po prvem pristopu, t.j. £im bolj oddaljen od re²itev v
isti fronti,

SPEA2, mo£nostni Pareto evolucijski algoritem (angl.Strength Pareto Evo-
lutionary Algorithm) je algoritem Zitzlerja in sod. iz leta 2001 [243, 241]
in je prav tako popularen genetski algoritem za ve£kriterijsko optimi-
zacijo, ki glede na NSGA-II najde enakomerneje porazdeljene (manj
nakopi£ene) re²itve. Vrednotenje posameznikov ne poteka po frontah,
pa£ pa enovito z merjenjem mo£i (strength), grobe uspe²nosti (raw
�tness) in gostote (density) posameznikov. Mo£ posameznika je enaka
²tevilu posameznikov iz populacije, ki jih izbrani posameznik dominira.
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Kot zanimivost povejmo, da Zitzler in sod. ozna£ujejo relacijo domi-
niranosti v obratni smeri, s simbolom �. Grobo spe²nost posameznika
izra£unamo kot vsoto mo£i vseh posameznikov iz populacije, ki ta po-
sameznik dominirajo. Ker z evolucijo ²tevilni posamezniki postanejo
nedominirani (in imajo zato grobo uspe²nost enako ni£), potrebujemo
dodatno informacijo o nakopi£enosti re²itev. Zato za vse posameznike
z enako grobo uspe²nostjo izra£unamo ²e gostoto. Algoritem za njen iz-
ra£un je prilagojena razli£ica algoritma k-tega najbliºjega soseda [167].
Metriko nakopi£enosti posameznika dobimo tako, da se²tejemo grobo
uspe²nost in gostoto,

PDE, diferencialna evolucija s pareto fronto (angl.Pareto-frontier Di�eren-
tial Evolution) kot prvi predstavnik algoritmov diferencialne evolucije
za ve£kriterijsko optimizacijo [1, 122], kjer je v algoritmu dopolnjen
selekcijski operator, tako da upo²teva ve£kriterijsko selekcijo,

POGA, genetski algoritem s preferen£nim urejanjem (angl.Preference Or-
dering Genetic Algorithm) [54] je primer nadgradnje ve£kriterijske se-
lekcije algoritma NSGA-II, ki ima spremenjeno urejanje po frontah
tako, da vpelje delno dominantnost, to je dominantnost na podmnoºici
kriterijev. V primeru, ko sta dva posameznika neprimerljiva oz. ne-
dominantna, se ohrani posameznik, ki po £im ve£ kriterijih dominira
druge,

MTS, ve£trajektorijsko iskanje (angl. Multiple Trajectory Search) [178], ki
z ve£ trajektorijami neodvisno preiskuje kriterijski prostor,

MOPSO, ve£kriterijska optimizacija z rojem delcev (angl. Multiobjective
Particle Swarm Optimization) [240], ki je raz²iritev algoritma optimi-
zacije z rojem delcev na ve£kriterijsko optimizacijo,

MOEA/D, ve£kriterijski evolucijski algoritem z razstavitvijo (angl. Mul-
tiobjective Evolutionary Algorithm based on Decomposition) [234], ki
razstavi ve£kriterijsko funkcijo in dosega dobre rezultate, vidne na pri-
merjavi rezultatov iz tekmovanja CEC 2009 [235],

DEMO, diferencialna evolucija za ve£kriterijsko optimizacijo (angl. Di�e-
rential Evolution for Multi-objective Optimization), ki je ena prvih raz-
²iritev algoritma DE na ve£kriterijsko optimizacijo [161],

GDE, posplo²ena diferencialna evolucija (angl. Generalized Di�erential Evo-
lution) [110], ki je podoben algoritmu DEMO, a ima druga£e nasta-
vljene nespremenljive vrednosti krmilnih parametrov,
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MO-SADE, ve£kriterijska optimizacija s samoprilagodljivo diferencialno evo-
lucijo (angl. Multi-objective Optimization based on Self-adaptive Di-
�erential Evolution) [88], ki je raz²iritev enokriterijskega algoritma
SADE [153] in daje povpre£ne rezultate [86],

MO-SADE, DEMOwSA, DECMOSA-SQP, to so algoritmi: ve£krite-
rijska optimizacija s samoprilagodljivo diferencialno evolucijo (angl.
Multi-objective Optimization based on Self-adaptive Di�erential Evo-
lution) [211], diferencialna evolucija za ve£kriterijsko optimizacijo s sa-
moprilagajanjem (angl. Di�erential Evolution for Multi-objective Op-
timization with Self-adaptation) [210] in diferencialna evolucija s sa-
moprilagajanjem in lokalnim iskanjem za ve£kriterijsko optimizacijo z
omejitvami (angl. Di�erential evolution with self-adaptation and local
search for constrained multiobjective optimization) [214], ki so opisani
v nadaljevanju in

tiso£e drugih ve£kriterijskih algoritmov za optimizacijio in njihovih izpe-
ljank, ki so po ve£ini bile predstavljene v revijah, kot so:

� revija IEEE TEVC (angl. IEEE Transactions on Evolutionary
Computation),

� revija IEEE CYB (angl. IEEE Transactions on Cybernetics),

� revija SWEVO (angl.Swarm and Evolutionary Computaton),

� revija INS (angl. Information Sciences),

� revija ASOC (angl.Applied Soft Computing),

� revija ECJ (angl.Evolutionary Computation) in

� revija SOCO (angl.Soft Computing)

ter na znanstvenih konferencah, kot so: konferenca CEC (angl. IEEE
Congress on Evolutionary Computation), konferencaWCCI (angl. IEEE
World Congress on Computational Intelligence), konferenca GECCO
(angl.Genetic and Evolutionary Computation Conference) in konfe-
renca SEMCCO & FANCCO (angl.Swarm, Evolutionary and Memetic
Computing (SEMCCO) & Fuzzy And Neural Computing (FANCCO)).
Za enega od novej²ih pregledov ve£kriterijskih algoritmov za optimi-
zacijo z literaturo v obsegu 310 £lankov usmerimo bralca na aktualno
objavo avtorjev Zhou s sod. [236] v reviji SWEVO.

Izbolj²ave diferencialne evolucije zajemajo tudi robustnost pri velikih
dimenzijah iskalnega prostora [198, 212]. Kriºanje algoritma DE in evo-
lucijskega programiranja [199] zasledimo v delu [197]. Algoritmu DE je
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soroden tudi algoritem optimizacije s kolonijami mravelj [105], zato smo
izvedli tudi primerjalno ²tudijo optimizacijskih mehanizmov in kakovosti
optimiranja med algoritmoma [22]. Diferencialna evolucija je bila upora-
bljena tudi za ugla²evanje parametrov iger s popolno informacijo in ni£elno
vsoto [16, 15]. Algoritem DE je prav tako rotacijsko invarianten v pro-
storu spremenljivk [151]. Posledica tega je, da lahko dobro re²uje probleme
z nelo£ljivimi iskalnimi parametri. Tak²no lastnost izkazuje precej realnih
oz. industrijskih problemov [151, 63, 97, 177, 182, 239, 124, 190, 137]. Nad
nekaterimi realnimi problemi iz dejanskega sveta smo preskusili tudi algo-
ritem jDE [216, 205]. Tudi uporabnost ve£kriterijskih optimizacijskih al-
goritmov je bila prikazana ºe v razli£nih domenah [50]. Evolucijski algo-
ritmi so se splo²neje pokazali kot zelo uporabni pri re²evanju kompleksnih
ve£kriterijskih optimizacijskih problemov, vklju£no s ²tevilnimi problemi iz
dejanskega sveta [216, 205]. Nekateri novej²i evolucijski algoritmi za ve£kri-
terijsko optimizacijo re²ujejo tudi probleme ²uma v vhodnih podatkih [73].
Laumanns in sodelavci so enokriterijsko optimizacijo z omejitvami re²evali z
ve£kriterijsko optimizacijo [114]. Tan in sodelavci [173] so v ve£kriterijskem
optimizacijskem algoritmu uporabili koevolucijo [37] in optimizacijo izvajali
paralelno. Primer uporabe diferencialne evolucije za ve£kriterijsko optimi-
zacijo realnih problemov vklju£uje tudi podatkovno rudarjenje [2]. Primeri
ve£kriterijskih optimizacijskih problemov iz dejanskega sveta vklju£ujejo ²e
optimizacijo stacionarne plinske gorilne turbine [33], oblikovanje drobilca ka-
mnov [9], problem distribucije naftnih derivatov [47], upravljanje z jedrskim
gorivom [61], planiranje [166], na£rtovanje telekomunikacijskih omreºij [189],
obrambne aplikacije [90], na£rtovanje elektromotorjev [182], rekonstrukcije
prostorskih proceduralnih modelov naravnih dreves [208], optimizacija raz-
porejanja proizvodnje elektri£ne energije med hidroelektrarnami in termo-
elektrarnami [71] in planiranje avtonomne voºnje [231]. Nekateri od teh
pristopov bodo obravnavani tudi v naslednjih poglavjih.
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Poglavje 3

Na£rtovanje algoritmov operacijskih raziskav
logisti£nih, transportnih in ekonomskih sistemov

Primer predstavljenega na£rta temeljnega operacijskega algoritma (za opti-
mizacijo) iz prej²nega poglavja je v tem poglavju vstavljen kot aplikacija pri
operacijskih raziskavah logisti£nih, transportnih in ekonomskih sistemov. S
tem dobimo aplikacijo takega temeljnega algoritma. Primer te aplikacije je
razloºen v nadaljevanju skozi logisti£ni sistem za planiranje poti podmorskih
sond (angl.Underwater Glider Path Planning) (UGPP) � slika 3.1.

Slika 3.1: Arhitektura na£rtovanega sistema algoritmov za operacijske razi-
skave logisti£nih, transportnih in ekonomskih sistemov � na primeru na£r-
tovanja navigacije podvodnih sond.

Zbrano gradivo v tem poglavju, ki je zajeto in prevedeno (prevedeni so
tudi nekateri drugi vklju£eni psevdokodi) iz revijalnega prispevka na koncu
prikazuje postopek 6. Najprej pa so predstavljeni primeri osnovnega dela
tega pristopa, ki predstavljajo optimizacijske algoritme tipa DE (postopki 3,
4 in 5).
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Primer algoritma za operacijske raziskave: L-

SHADE

V tej sekciji je podan primer novej²ega temeljnega algoritma, SHADE z li-
nearnim zmanj²evanjem velikosti populacije (angl. Linear population size
reduction � SHADE) (L-SHADE) [174]. Za osnovo tega algoritma je upo-
rabljen prilagodljivi algoritem diferencialne evolucije, temelje£ na zgodovini
uspehov (angl. Success-History Based Adaptive Di�erential Evolution Algori-
thm) (SHADE), ki vklju£uje ²e mehanizem za linearno zmanj²evanje velikosti
populacije (angl. Linear Population Size Reduction) (LPSR). Zbran in v slo-
ven²£ino preveden psevdokod algoritma prikazuje postopek 3. Algoritem v
vrsticah od 5 do 13 izra£una poskusni vektor na podlagi arhiva in trenutne
populacije, nato pa v vrstici 18 oz. 19 ²e osveºi arhiv oz. krmilne parametre
za generiranje poskusnih vektorjev. Krmilni parametri imajo svoj manj²i po-
mnilni²ki vmesnik, ki je osveºen v vrstici 22, zmanj²evanje populacije LPSR
in arhiv pa sta obravnavana v vrsticah od 23 do 26. Psevdokod postopka (al-
goritma) je zbran in preveden iz nedavnega prispevka, ki obravnava tematike
logisti£nih, transportnih in ekonomskih sistemov in uporablja L-SHADE:

Evolutionary 
system

Environmental 
sensors / 
models

Vehicle sensors

Path controlTargets

Ale² Zamuda and José Daniel Hernández Sosa. Success
history applied to expert system for underwater
glider path planning using di�erential evolution.
Expert Systems with Applications, 2019, vol. 119, pp.
155�170. http://dx.doi.org/10.1016/j.eswa.2018.
10.048

Postopek 3 Optimizacijski algoritem L-SHADE.

Vhod: Spremenljivi parametri � MAX_FES (najve£je ²tevilo dodelje-
nih ovrednotenj kriterijske funkcije), konstante � p in |A| (konstante
L-SHADE za JADE [232] parametre: pohlepnost mutacije p = 0.11, ve-
likost arhiva |A| enaka NP ), NPmin = 4 in NPinit = 5D = 60 (konstante
L-SHADE za najve£jo in najmanj²o velikost populacije DE pri meha-
nizmu spreminjanja velikosti populacije, LPSR),H (konstante L-SHADE
za nastavljanje parametra za velikost pomnilnika hrambe zgodovinsko
uspe²nih krmilnih parametrov Fi in CRi).

Izhod: x � iskani parametri (velikosti D).
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1: uniformno naklju£no generiramo za£etno populacijo DE xi,0,
∀i ∈ {1, 2, ...,NP init}; NP0 = NP init;

2: inicializiramo shrambe L-SHADE: A = ∅, ∀k ∈ {1, 2, ..., H}: MCR,k =
MF,k = 0, 5;

3: for Generacijska zanka DE g = 1 do G, NFE < MAX_FES do
4: for Iteracijska zanka DE, za i (vsi posamezniki xi,g v populaciji) do
5: Izra£un novega poskusnega vektorja DE, xi,g:

6: uniformno naklju£no generiramo ri ∈ [1, H];
7: Fi = randci (MF,ri , 0,1);
8: CRi = randni (MCR,ri , 0,1);
9: P = {∀k ∈ [1,NP g] : xk,g} ∪A;
10: pbest = bp|P |+ 0,5c;
11: izberemo xpbest,g pri pbest iz P, rangirani po ustreznosti;
12: vi,g+1 = xi,g + Fi(xpbest,g − xi,g) + Fi(xr1,g − xr2,g);

13: ∀j ∈ {1, .., D}: ui,j,g+1 =


vi,j,g+1 £e rand(0, 1) ≤ CRi,g+1

ali j = jrand

xi,j,g sicer

;

14: Ovrednotenje ustreznosti v DE (kli£emo kriterijsko funkcijo):
15: f(ui,g) = ovrednoti_kriterijsko_funkcijo(ui,1,g+1);

16: xi,g+1 =

{
ui,g+1 £e f(ui,g+1) ≤ f(xi,g)

xi,g sicer
;

17: if f(ui,g+1) < f(xi,g):
18: zamenjaj najslab²ega posameznika v A z ui,g+1 (ali ga dodaj,

ko |A| < NP g);
19: shrani propagirana Fi in CRi za posodobitev krmilnih pomnil-

nikov MF, MCR;
20: end if
21: end for
22: posodobi pomnilnika MF in MCR s propagiranimi parametri;

23: NP g+1 = NPmin +

⌊
NFE

MAX_FES
(NP init − NPmin) + 0,5

⌋
; // preve-

rimo LPSR
24: if NP g+1 < NP g then
25: za populacijo in arhiv: zmanj²aj velikosti obeh na NP g+1 z odstra-

nitvijo najslab²ih posameznikov;
26: end if
27: end for
28: vrni najbolj²i posameznik, dobljen izmed xi,G;
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Primer algoritma za operacijske raziskave: DISH

Ta sekcija podaja primer za na£rt algoritma, ki je lahko temelj pri logisti£-
nih, transportnih in ekonomskih sistemih. Obravnava algoritem za na raz-
dalji temelje£e prilagajanje krmilnih parametrov za diferencialno evolucijo,
temelje£o na zgodovinskem uspehu (angl. DIstance Based Parameter Adap-
tation for Succes-History based Di�erential Evolution) (DISH). Sledi zbrano
gradivo v tem poglavju, zajeto iz revijalnega prispevka � postopek 4.

A. Viktorin, R. Senkerik, M. Pluhacek, T. Kadavy,
A. Zamuda. Distance Based Parameter Adaptation for
Success-History based Di�erential Evolution. Swarm
and Evolutionary Computation, Available online 12 November
2018. http://dx.doi.org/10.1016/j.swevo.2018.10.013

Prevod psevdokoda algoritma v sloven²£ino iz zgornjega £lanka prikazuje po-
stopek 4. Izvoro kodo algoritma je objavil Ponnuthurai Nagaratnam Sugan-
than v GitHubu na predlog in potrditev Kennetha Priceja v oktobru 2019 po
zaklju£ku tekmovanja CEC 2019 in se nahaja na naslovu https://github.

com/P-N-Suganthan/CEC2019/blob/master/PaperCodes-DISHchain.zip.

Koda vsebuje programski paket, uporabljen tako za izra£une algoritma
DISH v SWEVO, kot tudi postopek 5, predstavljen kasneje v tem zbranem
gradivu. Z modro barvo je v tem postopku v vrstici 54 obarvan tisti del,
ki v ta postopek dodaja druga£en na£in ra£unanja krmilnih parametrov (na
podlagi razdalje).

Postopek 4 Optimizacijski algoritem DISH.

Vhod: Spremenljivi parametri � MAX_FES (najve£je ²tevilo dodelje-
nih ovrednotenj kriterijske funkcije), konstante � p in |A| (konstante
L-SHADE za JADE [232] parametre: pohlepnost mutacije p, velikost
arhiva |A|), NPmin in NPinit (konstante L-SHADE za najve£jo in naj-
manj²o velikost populacije DE pri mehanizmu spreminjanja velikosti po-
pulacije, LPSR), H (konstante L-SHADE za nastavljanje parametra za
velikost pomnilnika hrambe zgodovinsko uspe²nih krmilnih parametrov
Fi in CRi).

Izhod: xbest � iskani parametri (velikosti D).
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1: Nastavi NPinit, NPf, H in zaustavitveni pogoj;
2: NP = NPinit, G = 0, xbest = {}, k = 1, pmin = 2/NP, A = Ø;
3: Naklju£no inicializiraj populacijo P = (x 1,G,. . . ,xNP,G);
4: Nastavi vse vrednosti v MF na 0,5 in MCR na 0,8;
5: Pnew = {}, x best = najbolj²i iz populacije P ;
6: while zaklju£itveni pogoj ni zadovoljen (upo²tevaj MAX_FES) do
7: SF = Ø, SCR = Ø;
8: for i = 1 to NP do
9: r = U [1, H ];
10: if r = H then
11: MF,r = 0, 9;
12: MCR,r = 0,9;
13: end if
14: if MCR,r < 0 then
15: CRi,G = 0;
16: else
17: CRi,G = N (MCR,r, 0,1);
18: end if
19: Nastavi Fi z Fi = C [MF,r, 0,1];
20: if G < 0,6GMAX in Fi,G > 0,7 then
21: Fi,G = 0, 7;
22: end if
23: if G < 0,25GMAX then
24: CRi,G = max(CRi,G, 0,7);
25: else if G < 0,5GMAX then
26: CRi,G = max(CRi,G, 0,6);
27: end if
28: x i,G = P [i ], pi = U [pmin, 0,2];
29: v i,G z mutacijo: vi = xi + Fw(xpBest − xi) + F (xr1 − xr2)

kjer je Fw izra£unan kot : Fw =


0,7F, FES < 0,2MAX_FES,
0,8F, FES < 0,4MAX_FES,
1,2F, sicer.

;

30: u i,G s kriºanjem: uj,i =

{
vj,i £e U [0, 1] ≤ CRi ali j = jrand
xj,i sicer

;

31: if f (u i,G) ≤ f (x i,G) then
32: x i,G+1 = u i,G;
33: else
34: x i,G+1 = x i,G;
35: end if
36: if f (u i,G) < f (x i,G) then
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37: x i,G → A; (→ ozna£uje, da potisnemo xi,G v arhiv A, na konec)
38: Fi → SF , CRi → SCR;
39: end if
40: if |A|>NP then
41: Naklju£no odstrani |A|�NP posameznikov iz A;
42: end if
43: x i,G+1 → Pnew;
44: end for
45: Izra£unaj NPnew glede na:

NP new = round
(
NP init − FES

MAXFES
∗ (NP init −NP f)

)
;

46: if NPnew < NP then
47: Uredi posameznike vP glede na njihove vrednosti kriterijske funkcije

in odstrani NP � NPnew najslab²ih;
48: NP = NPnew;
49: end if
50: if |A|>NP then
51: Naklju£no odstrani |A|�NP posameznikov iz A;
52: end if
53: if SF 6= Ø in SCR 6= Ø then

54: Posodobi MF,k: MF,k =

{
meanWL (SF ) if SF 6= ∅

MF,k sicer
in

MCR,k: MCR,k =

{
meanWL (SCR) if SCR 6= ∅

MCR,k sicer
,

s pomo£jo Lehmerjevega povpre£ja: meanWL (S) =
∑|S|

k=1 wk•S2
k∑|S|

k=1 wk•Sk

z uteºmi, temelje£imi na razdalji, iz wk =

√∑D
j=1 (uk,j,G−xk,j,G)

2

∑|SCR|
m=1

√∑D
j=1 (um,j,G−xm,j,G)

2 ,

k++;
55: if k > H then
56: k = 1;
57: end if
58: end if
59: P = Pnew, Pnew = {}, x best = najbolj²i iz populacije P , G++;
60: end while
61: vrni x best kot najbolj²o najdeno re²itev;
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Primer raz²iritve algoritma za operacijske razi-

skave: DISHv

Ta sekcija podaja primer za na£rt algoritma, ki je lahko temelj pri logisti£-
nih, transportnih in ekonomskih sistemih. Obravnava algoritem DISHv [227]
(DISH [185] s prenosno funkcijo V4 [134]).

�lanek DISHv [227] vsebuje tudi kodo za modi�kacijo izvore kode algo-
ritma DISH, za katerega je izvoro kodo algoritma objavil Ponnuthurai Na-
garatnam Suganthan v GitHubu na predlog in potrditev Kennetha Priceja
v oktobru 2019 po zaklju£ku tekmovanj CEC 2019; koda za DISH se nahaja
na naslovu https://github.com/P-N-Suganthan/CEC2019/blob/master/

PaperCodes-DISHchain.zip. Koda vsebuje programski paket, uporabljen
tako za izra£une algoritma DISH v SWEVO, kot tudi postopek 5. Sledi
zbrano gradivo v tem poglavju, ki je zajeto iz konferen£nega prispevka:

A. Zamuda. Binary 100-digit challenge using IEEE-
754 coded numerical optimization scenarios (100b-
digit) and V-shape binary distance-based success hi-
story di�erential evolution (DISHv). Proceedings of the
Genetic and Evolutionary Computation Conference Compa-
nion, GECCO 2019, Prague, Czech Republic, July 13-17,
2019: 1821�1828. http://dx.doi.org/10.1145/3319619.

3326898

Prevod psevdokoda algoritma v sloven²£ino iz zgornjega £lanka prikazuje
postopek 5, pod£rtan in z modro barvo je v tem postopku v vrsticah 4, 5,
33, 34, 35 in 40 ozna£en tisti del, ki je spremenjen glede na osnovni algoritem
DISH.

Postopek 5 Optimizacijski algoritem DISHv.

Vhod: Spremenljivi parametri � MAX_FES (najve£je ²tevilo dodelje-
nih ovrednotenj kriterijske funkcije), konstante � p in |A| (konstante
L-SHADE za JADE [232] parametre: pohlepnost mutacije p, velikost
arhiva |A|), NPmin in NPinit (konstante L-SHADE za najve£jo in naj-
manj²o velikost populacije DE pri mehanizmu spreminjanja velikosti po-
pulacije, LPSR), H (konstante L-SHADE za nastavljanje parametra za
velikost pomnilnika hrambe zgodovinsko uspe²nih krmilnih parametrov
Fi in CRi).

Izhod: xbest � iskani binarizirani parametri (velikosti D).

36

https://github.com/P-N-Suganthan/CEC2019/blob/master/PaperCodes-DISHchain.zip
https://github.com/P-N-Suganthan/CEC2019/blob/master/PaperCodes-DISHchain.zip
http://dx.doi.org/10.1145/3319619.3326898
http://dx.doi.org/10.1145/3319619.3326898


1: Nastavi NPinit, NPf, H in zaustevitveni pogoj;
2: NP = NPinit, G = 0, xbest = {}, k = 1, pmin = 2/NP, A = Ø;
3: Naklju£no inicializiraj populacijo P = (x 1,G,. . . ,xNP,G),

kjer ∀i : xi,G = {x1,i, x2,i, ..., xD,i} v generaciji G;
4: Binariziraj: ∀i,j : xBi,j = U [0, 1] < |( 2

π
arctan

(
π
2
xi,j
)
|

5: Ovrednoti ∀if(xi,G) := fB(xBi,G)

6: Nastavi vse vrednosti v MF na 0,5 in MCR na 0,8;
7: Pnew = {}, x best = najbolj²i iz populacije P ;
8: while zaklju£ni pogoj ni zadovoljen (upo²tevaj MAX_FES) do
9: SF = Ø, SCR = Ø;
10: for i = 1 to NP do
11: r = U [1, H ];
12: if r = H then
13: MF,r = MCR,r = 0,9;
14: end if
15: if MCR,r < 0 then
16: CRi,G = 0;
17: else
18: CRi,G = N (MCR,r, 0,1);
19: end if
20: Fi,G = C [MF,r, 01];
21: if G < 0,6GMAX and Fi,G > 0,7 then
22: Fi,G = 0,7;
23: end if
24: if G < 0,25GMAX then
25: CRi,G = max(CRi,G, 0,7);
26: else if G < 0,5GMAX then
27: CRi,G = max(CRi,G, 0,6);
28: end if
29: x i,G = P [i ], pi = U [pmin, 0,2];

30: Fw =


0,7× F, FES < 0,2MAXFES,

0,8× F, FES < 0,4MAXFES,

1,2× F, sicer.
31: vi,G = xi + Fw(xpBest − xi) + F (xr1 − xr2);

32: uj,i,G =

{
vj,i if U [0, 1] ≤ CRi or j = jrand
xj,i sicer

;

33: Binariziraj: ∀i,j : uBi,j = U [0, 1] < |( 2
π

arctan
(
π
2
ui,j
)
|

34: Ovrednoti ∀if(ui,G) := fB(uB
i,G)

35: if f B(u i,G) ≤ f B(x i,G) then
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36: x i,G+1 = u i,G;
37: else
38: x i,G+1 = x i,G;
39: end if
40: if f B(u i,G) < f B(x i,G) then
41: x i,G → A;
42: Fi → SF , CRi → SCR;
43: end if
44: if |A|>NP then
45: Naklju£no odstrani |A|�NP posameznike iz A;
46: end if
47: x i,G+1 → Pnew;
48: end for
49: Izra£unaj NPnew glede na:

NP new = round
(
NP 0 − FES

MAXFES
(NP 0 −NP f)

)
;

50: if NPnew < NP then
51: Uredi posameznike vP glede na njihove vrednosti kriterijske funkcije

in odstrani NP � NPnew najslab²ih;
52: NP = NPnew;
53: end if
54: if |A|>NP then
55: Naklju£no odstrani |A|�NP posameznikov iz A;
56: end if

Posodobi MF,k, MCR,k s pomo£jo Lehmerjevega povpre£ja:
57: if SF 6= Ø in SCR 6= Ø then

58: wk =

√∑D
j=1 (uk,j,G−xk,j,G)

2

∑|SCR|
m=1

√∑D
j=1 (um,j,G−xm,j,G)

2

59: meanWL (S) =
∑|S|

k=1 wk•S2
k∑|S|

k=1 wk•Sk

;

60: MF,k =

{
meanWL (SF ) if SF 6= ∅

MF,k sicer

61: MCR,k =

{
meanWL (SCR) if SCR 6= ∅

MCR,k sicer
62: Pove£aj k := k + 1 in £e je novi k > H, ponastavi k na 1;
63: end if
64: P = Pnew, Pnew = {}, x best = najbolj²i iz populacije P , G++;
65: end while
66: vrni x best kot najbolj²o najdena re²itev;
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Zdruºen pristop z optimizacijo za ORLTES

V za£etku tega poglavja so bili predstavljeni osnovni primeri, ki predstavljajo
optimizacijske algoritme tipa DE (postopki 3, 4 in 5). Ti osnovni (temeljni)
primeri bodo sedaj vstavljeni kot gradniki v primeru zdruºenega pristopa za
ORLTES.

Temeljni algoritem za optimizacijo iz za£etka poglavja je v tem podpo-
glavju tako vstavljen kot aplikacija pri operacijskih raziskavah logisti£nih,
transportnih in ekonomskih sistemov. S tem dobimo aplikacijo takega te-
meljnega algoritma. Primer take aplikacije je razloºen v nadaljevanju skozi
logisti£ni sistem za planiranje poti podmorskih sond (angl.Underwater Glider
Path Planning) (UGPP) � slika 3.1.

Evolutionary 
system

Environmental 
sensors / 
models

Vehicle sensors

Path controlTargets

Ale² Zamuda and José Daniel Hernández Sosa. Success
history applied to expert system for underwater
glider path planning using di�erential evolution.
Expert Systems with Applications, 2019, vol. 119, pp.
155�170. http://dx.doi.org/10.1016/j.eswa.2018.
10.048

Arhitektura na£rtovanega sistema algoritmov za operacijske raziskave logi-
sti£nih, transportnih in ekonomskih sistemov je bila na primeru na£rtovanja
navigacije podvodnih sond prikazana ºe na sliki 3.1. Zbrano gradivo v tem
podpoglavju, ki je zajeto in prevedeno iz zgornjega revijalnega prispevka (v
reviji ESWA), prikazuje postopek 6, ve£ o sistemu UGPP pa v poglavju 5.
V naslednjem poglavju je predstavljen primer kompleksne prostorske geome-
trije, na primeru naravnih tvorb, kot so drevesa.

Postopek 6 Algoritem za ORLTES: L-SHADE@UGPP.

Vhod: Spremenljivi parametri � p0 (trenutna lokacija podmorske sonde),
zemljevid (MyOcean IBI), ptarget (nami²ljena ciljna to£ka misije),
MAX_FES (najve£je ²tevilo dodeljenih ovrednotenj kriterijske funk-
cije), konstante � p in |A| (konstante L-SHADE za JADE [232] para-
metre: pohlepnost mutacije p = 0, 11, velikost arhiva |A| enaka NP ),
NPmin = 4 in NPinit = 5D = 60 (konstante L-SHADE za najve£jo in
najmanj²o velikost populacije DE pri mehanizmu spreminjanja velikosti
populacije, LPSR),H (konstante L-SHADE za nastavljanje parametra za
velikost pomnilnika hrambe zgodovinsko uspe²nih krmilnih parametrov
Fi in CRi).
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Izhod: x � seznam navodil (D postopnih sprememb smeri) za navigacijo
podmorske sonde.

1: uniformno naklju£no generiramo za£etno populacijo DE xi,0, ∀i ∈ {1, 2, ...,
NP init}; NP0 = NP init;

2: inicializiramo shrambe L-SHADE: A = ∅, ∀k ∈ {1, 2, ..., H}: MCR,k =
MF,k = 0, 5;

3: for Generacijska zanka DE g = 1 do G, NFE < MAX_FES do
4: for Iteracijska zanka DE, za i (vsi posamezniki xi,g v populaciji) do
5: Izra£un novega poskusnega vektorja DE, xi,g:

6: uniformno naklju£no generiramo ri ∈ [1, H];
7: Fi = randci (MF,ri , 0, 1);
8: CRi = randni (MCR,ri , 0, 1);
9: P = {∀k ∈ [1,NP g] : xk,g} ∪A;
10: pbest = bp|P |+ 0, 5c;
11: izberemo xpbest,g pri pbest iz P, rangirani po ustreznosti;
12: vi,g+1 = xi,g + Fi(xpbest,g − xi,g) + Fi(xr1,g − xr2,g);

13: ∀j ∈ {1, .., D}: ui,j,g+1 =


vi,j,g+1 if rand(0, 1) ≤ CRi,g+1

ali j = jrand

xi,j,g sicer

;

14: Ovrednotenje ustreznosti v DE (simulacija UGPP):
15: b0 = bearing(p0,ptarget);
16: b1 = b0 + ui,1,g+1;
17: p1 = simulate_stint(p0, b1,map);
18: for ∀j ∈ N | 2 ≤ j ≤ D:
19: bj = bj−1 + ui,j,g;
20: p′j−1 = simulate_drift(pj−1,map);
21: {pj} = {pj−1} ∪ simulate_stint(p′j−1, bj,map);
22: end for
23: f(ui,g) =‖ pD − ptarget ‖;

24: xi,g+1 =

{
ui,g+1 £e f(ui,g+1) ≤ f(xi,g)

xi,g sicer
;

25: if f(ui,g+1) < f(xi,g):
26: zamenjaj najslab²ega posameznika v A z ui,g+1 (ali ga dodaj,

ko |A| < NP g);
27: shrani propagirana Fi in CRi za posodobitev krmilnih pomnil-

nikov MF, MCR;
28: end if
29: end for
30: posodobi pomnilnika MF in MCR s propagiranimi parametri;
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31: NP g+1 = NPmin +

⌊
NFE

MAX_FES
(NP init − NPmin) + 0, 5

⌋
; // preve-

rimo LPSR
32: if NP g+1 < NP g then
33: za populacijo in arhiv: zmanj²aj velikosti obeh na NP g+1 z odstra-

nitvijo najslab²ih posameznikov;
34: end if
35: end for
36: vrni najbolj²i posameznik, dobljen izmed xi,G;
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Poglavje 4

Kompleksnost v operacijskih raziskavah logisti£nih,
transportnih in ekonomskih sistemov

Zbrano gradivo v tem poglavju je zajeto iz prispevkov:

A. Zamuda. Diferencialna evolucija za rekonstruk-
cijo parametriziranih proceduralnih drevesnih mo-
delov: doktorska disertacija. Fakulteta za ele-
ktrotehniko, ra£unalni²tvo in informatiko, 2012.
https://dk.um.si/Dokument.php?id=30084

A. Zamuda, J. Brest. Vectorized Procedural
Models for Animated Trees Reconstruction
using Di�erential Evolution. Information Sci-
ences, vol. 278, pp. 1-21, 2014. http://dx.doi.

org/10.1016/j.ins.2014.04.037
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H. Hamann, Y. Khaluf, J. Botev, M. Divband So-
orati, E. Ferrante, O. Kosak, J.-M. Montanier, S.
Mostaghim, R. Redpath, J. Timmis, F. Veenstra,
M. Wahby and A. Zamuda. Hybrid Societies:
Challenges and Perspectives in the Design
of Collective Behavior in Self-organizing Sy-
stems. Frontiers in Robotics and AI, 2016, vol.
3, no. 14. http://dx.doi.org/10.3389/frobt.

2016.00014

Evolutionary 
system

Environmental 
sensors / 
models

Vehicle sensors

Path controlTargets

Ale² Zamuda and José Daniel Hernández Sosa. Success
history applied to expert system for underwater
glider path planning using di�erential evolution.
Expert Systems with Applications, 2019, vol. 119, pp.
155�170. http://dx.doi.org/10.1016/j.eswa.2018.
10.048

A. Zamuda, V. Crescimanna, J. C. Burguillo, J.
Matos Dias, K. Wegrzyn-Wolska, I. Rached, H.
González-Vélez, R. Senkerik, C. Pop, T. Cioara,
I. Salomie, A. Bracciali. Forecasting Cryp-
tocurrency Value by Sentiment Analysis:
An HPC-Oriented Survey of the State-of-
the-Art in the Cloud Era. Koªodziej J.,
González-Vélez H. (eds) High-Performance Mo-
delling and Simulation for Big Data Applicati-
ons. Lecture Notes in Computer Science, vol
11400, 2019, pp. 325-349. http://dx.doi.org/

10.1007/978-3-030-16272-6_12

Zaradi nelinearnosti, soodvisnosti in nekonveksnosti kriterijev je oceni-
tvena funkcija pri zahtevnih modelih kompleksna. Primeri tak²nih funkcij
so rekurzivne funkcije, ki nastopajo pri rekonstrukciji morfologije naravnih
dreves [208, 216].

Primer psevdokoda tak²nega postopka je podrobno opisan v [216, 206], pri
katerem je glavni del algoritma za rekonstrukcijo parametriziranega proce-
duralnega modela drevesa iz slike prikazan kot postopek 8.
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Diferencialna evolucija za rekonstrukcijo para-

metriziranih proceduralnih drevesnih modelov

Pokaºimo, kako je moºno zdruºiti optimizacijski algoritem diferencialne evo-
lucije (opisan v podpoglavju 1) in numeri£no kodiran proceduralni model
dreves (opisan v [206, 216]). Predlagan rekonstrukcijski postopek kodira
parametre proceduralnega modela drevesa iz ogrodja EcoMod [217] v geno-
tipu posameznika iz populacije algoritma jDE [21]. S predlaganim postop-
kom rekonstruiramo trodimenzionalni proceduralni model drevesa, tako da
z algoritmom jDE sku²amo ustrezno parametrizirati parametre procedural-
nega modela [219, 207]. Rekonstrukcijski postopek temelji na primerjavi slik
dreves, ki predstavljajo dvodimenzionalne projekcije referen£nih trodimen-
zionalnih dreves. Rekonstrukcija je toliko bolj uspe²na, kolikor so si slike
referen£nih dreves in slike upodobljenih parametriziranih proceduralnih mo-
delov podobne. Parametrizacija proceduralnega modela poteka postopno in,
bolj, kot so si slike podobne, bolj²a (t.j. manj²a) je optimirana vrednost ovre-
dnotenja primerjave razlik med drevesi [215, 216].

V na²em pristopu bomo za predstavitev trodimenzionalnega drevesa upo-
rabili svoj zgrajen proceduralni model [224, 217], ki ga sku²amo z rekonstruk-
cijo ustrezno parametrizirati. Rekonstrukcijski postopek temelji na razpo-
znavi dvodimenzionalnih fotogra�j naravnih dreves. Rekonstrukcija je toliko
bolj uspe²na, kolikor so si slike fotogra�j dreves in slike upodobljenih pa-
rametriziranih proceduralnih modelov podobne [11, 155]. Parametrizacija
proceduralnega modela poteka postopno [186, 187], z evolucijo po vzoru iz
narave, na primer algoritem jDE [21, 27, 215, 22, 209].

V nadaljevanju opisujemo nekatere pomembnej²e dele rekonstrukcijskega
postopka. Najprej je razloºeno kodiranje genotipa, nato sledi preslikava ge-
notipa v fenotip, nato ²e ovrednotenje fenotipa preko primerjave z referen£no
sliko.

Kodiranje genotipa

Za predstavitev drevesa smo uporabili svoj numeri£no kodiran proceduralni
drevesni model iz programskega sistema EcoMod [217], predstavljenega v [206,
216]. Ta model uporabniku pomaga zgraditi drevesno geometrijo, tako da
zmanj²a nabor parametrov, ki jih uporabnik mora nastaviti, da bi modeliral
geometrijski model drevesa. Tak nabor parametrov sestavljajo npr. debeline
vej, relativne dolºine vej in proporci vejitvene strukture. Nabor poimenujemo
tudi gojitveno seme drevesa [186, 187], saj so v njem zajeti vsi parametri za
izra£un drevesne geometrije. Ko namre£ uporabnik poda to seme, postopek
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v proceduralnem modelu samodejno rekurzivno dolo£i drevesno strukturo
(t.j. morfologijo) in s tem lokacije, rotacije, velikosti ter teksture sestavnih
delov drevesa, kot so ve£ tiso£ vejnih odsekov in ve£ tiso£ listov. Vsak ko-
rak rekurzije izra£una dodaten drevesni gradnik v geometrijskem modelu.
Na tak na£in nad danim naborom numeri£no kodiranih vhodnih parame-
trov, kot so npr. ²irina debla, relativna dolºina vej in vejitvena struktura,
procedura zgradi trodimenzionalno drevesno strukturo [200]. Kon£ni geome-
trijski model posameznega drevesa je generiran s parametrizacijo procedural-
nega modela. Parametriziran proceduralni model lahko kasneje uporabimo
za ra£unalni²ko animacijo, saj s spremembo glavnih ali pomoºnih parame-
trov modela dobimo nekoliko spremenjene podobne modele, ki so primerni
za izra£unavanje klju£nih animacijskih okvirjev [218].

Kot je model de�niran v [206, 216], parametre izbranega proceduralnega
modela lo£imo na skalarne in matri£ne (vektorske). Ta nabor skalarnih in
matri£nih parametrov tvori v prej²njem odstavku omenjeno gojitveno seme.
V [217] smo predstavili tudi vizualno interaktivno orodje s posebno para-
metrizacijo matri£nih parametrov s konvolucijo parametrov po indeksih, ki
smo jih de�nirali z lomljenko na grafu. Izbran model se od nekaterih drugih
modelov [4, 14, 85, 158, 140] razlikuje v tem, da je popolnoma numeri£no
kodiran in je nespremenljive dimenzije. Zaradi tega je ta model ²e posebej
primeren za iskanje parametrov z uporabo diferencialne evolucije [215].

Posamezen genotipni vektor x, i ∈ {0, ..., NP − 1} iz populacije v al-
goritmu jDE kodira nabor parametrov proceduralnega modela v gojitve-
nem semenu. Dimenzionalnost razvijanega realno-kodiranega genotipa x je
D = 4509. Genotip sestoji iz komponent x = xi,j ∈ [0, 1], j ∈ {0, ..., D − 1},
ki kodirajo naslednje parametre gojitvenega semena:

� ²tevilo ºil v drevesu S = 400xi,0+10, S ∈ [10, 410] (dolo£a kompleksnost
drevesa: enako ²tevilu vej z listi, vejnih odsekov manj ena ali polovici
vej manj dve),

� vi²ino prvega odseka debla l0,00 = 10xi,1, l
0,0
0 ∈ [0 m, 10 m],

� koe�cient debeline veje kd = 0,05xi,2, kd ∈ [0, 0,05],

� kot �lotakse αp = 360xi,3, αp ∈ [0◦, 360◦],

� razmerje porazdelitve ºil na podveji pri vejitvah kg,ws = 0,5xi,j + 0,5,
∀j ∈ {4, ...,753}, kg,ws ∈ [0,5, 1],

� kot med izhajajo£ima podvejama pri delitvi αg,w = 180xi,j, ∀j ∈
{754, ..., 1503}, αg,w ∈ [0◦, 180◦],
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� zgornja meja relativne dolºine podvej glede na dolºino osnovne veje
M g,w = 20xi,j, ∀j ∈ {1504, ..., 2253}, M g,w ∈ [0, 20],

� spodnja meja relativne dolºine podvej glede na dolºino osnovne veje
mg,w = 20xi,j, ∀j ∈ {2254, ..., 3003}, mg,w ∈ [0, 20],

� skalirni faktor dolºine veje kg,wl = 20xi,j, ∀j ∈ {3004, ..., 3753}, kg,wl ∈
[0, 20],

� gravicentralizem kc = xi,3754, kc ∈ [0, 1],

� gravimor�zem (t.j. upogibanje vej zaradi gravitacije) αg,wm = 360xi,j −
180, ∀j ∈ {3755, ..., 4504}, αg,wm ∈ [−180◦, 180◦],

� vklju£itev listov na drevesu Bl = xi,4505 < 0,5 ? 0 : 1, Bl ∈ {0, 1},

� velikost listov ll = 0,3xi,4506, ll ∈ [0, 0,3],

� gostoto listov ρl = 30xi,4507, ρl ∈ [0, 30],

� tip porazdelitve listov ltype = 5bxi,4508c z indeksiranimi vrednostmi spi-
ralno (nastavitev v EcoMod, Spiral), naloºeno (nastavitev v Eco-
Mod, Stacked), zloºeno (nastavitev v EcoMod, Staggered), speto
(nastavitev v EcoMod, Bunched) in igli£asto (nastavitev v EcoMod,
Coniferous),

kjer je g ∈ [0, 15], w ∈ [0, 50] in po 750 realnih parametrov kodira po eno
matriko matri£nega parametra. Pri tem j ozna£uje indeks komponente v
genotipu in za matri£ne parametre v gojitvenem semenu te£e kot j = o +
(50g + w), kjer z o ozna£imo indeksni odmik za£etka kodiranja vektorskega
parametra iz gojitvenega semena v genotipu.

Z opisanim kodiranjem je moºno predstaviti ²tevilne razli£ne procedu-
ralne modele dreves [217], podajmo nekaj primerov. Drevo, podobno bukvi,
ki je prikazano kot £etrto drevo iz leve na sliki 4.1, nastane iz gojitvenega
semena s S = 400 ºilami in drugimi skalarnimi parametri S = 400, L0 = 5,
kd = 0,01, αp = 85, kc = 0,3, ll = 0,1, ρl = 5, Bl = 1, ltype = Spiral,
wg = 1,5, w = [0 1 0]T , kf = 1 ter lLOD = 0. Da laºje opi²emo ²e matri£ne
parametre tega semena, jih bomo podali s pomo£jo pomoºnih enodimenzi-
onalnih vektorskih paramerov, ki preko konvolucije svojih grafov posredno
izraºajo pripadajo£e matri£ne parametre. Grafe, ki jih nad temi vektorji de�-
niramo, podamo z lomljenkami, kot smo omenili zgoraj. De�nicija teh grafov
lahko v na²em orodju EcoMod poteka tudi interaktivno, z dolo£itvijo krmil-
nih to£k njihovih lomljenk [217]. Vrednosti na ordinatni osi so realna ²tevila,
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ki jih na poloºajih indeksov g in w vzor£imo iz interpolirane lomljenke. Ma-
tri£ni parameter porazdelitve ºil tako izra£unamo iz pomoºnih enodimenzi-
onalnih vektorskih parametrov iz ena£be za porazdelitev ºil [206, 216]. Za
omenjeno drevo iz slike 4.1 pomoºna parametra kgs ∈ [1

2
, 1] in kws ∈ [0, 2]

zavzameta vrednosti kgs = {( 0, 0, 75), (15, 0, 9)} in kws = {( 0, 1), (50, 1)}.
Matri£ni parameter kotov vejitev med izhajajo£ima podvejama izra£unamo
iz ena£be za kot vejitve [206, 216] in za omenjeno drevo iz slike 4.1 pomoºna
parametra αg ∈ [0◦, 180◦] in αw ∈ [0, 2] zavzameta vrednosti αg = {( 0, 45◦),
(15, 45◦)} in αw = {( 0, 1), (50, 1)}. Matri£ni parameter najve£je relativne
dolºine vej izra£unamo iz ena£be za dolºine vej [206, 216] in za omenjeno
drevo iz slike 4.1 pomoºna parametra M g ∈ [0, 10] in Mw ∈ [0, 2] zavza-
meta vrednosti Mg = {( 0, 1), (15, 1)} in Mw = {( 0, 1), (50, 1)}. Matri£ni
parameter najmanj²e relativne dolºine vej izra£unamo iz ena£be za gravi-
mor�zem [206, 216] in za omenjeno drevo iz slike 4.1 pomoºna parametra
mg ∈ [0, 10] in mw ∈ [0, 2] zavzameta vrednosti mg = {( 0, 1), (7, 5, 0, 45),
(15, 1)} in mw = {( 0, 1), (50, 1)}. Matri£ni parameter skaliranja dolºine
vej izra£unamo iz ena£be za skaliranje vej [206, 216] in za omenjeno drevo
iz slike 4.1 pomoºna parametra kgl ∈ [0, 10] in kwl ∈ [0, 2] zavzameta vre-
dnosti kgl = {( 0, 1), (15, 1)} in kwl = {( 0, 1), (50, 1)}. Matri£ni para-
meter vpliva gravitacije, gravimor�zem, izra£unamo iz ena£be za zna£ilne
dolºine vej [206, 216] in za omenjeno drevo iz slike 4.1 pomoºna parame-
tra αgm ∈ [−180◦, 180◦] in αwm ∈ [0, 2] zavzameta vrednosti αg

m = {( 0, 0◦),
(15, 0◦)} in αw

m = {( 0, 1), (50, 1)}. Gojitvena semena prvih ²tirih dreves iz
leve na sliki 4.1 se razlikujejo zgolj v enem parametru, ki zaporedoma za-
vzame vrednosti S = {10, 50, 100, 400}. Gojitveno seme petega drevesa iz
leve na tej sliki je enako kot pri £etrtem, vendar je upodobljeno brez tekstur
in listov (Bl = 0), z ºi£nim modelom. Skrajno desno drevo se razlikuje glede
na tretje v parametrih kgs = { (0, 0,5), (15, 0,9) }.

Preslikava genotipa v fenotip

Na² rekonstrukcijski postopek temelji na rekonstrukciji iz dvodimenzionalnih
slik naravnih dreves z∗ = {z∗x,y}, ∀x = {0, ..., X�1}, ∀y = {0, ..., Y �1}. Da bi
z drevesom iz referen£nih slik z∗i primerjali razvito tridimenzionalno drevo,
kodirano v genotipu x dimenzije D, genotip najprej preslikamo v fenotip.
Fenotip je nabor upodobljenih dvodimenzionalnih slik razvitega trodimenzi-
onalnega drevesa, zi = {zix,y}, ∀x = {0, ..., X-1}, ∀y = {0, ..., Y -1}. Feno-
tip izra£unamo z gra�£nim upodabljanjem genotipa x, ki predstavlja seme
za vhodne parametre parametriziranega proceduralnega modela za drevo v
sistemu EcoMod. Geometrijski model in fenotipne slike izra£unamo z algo-
ritmom 7. Slednji algoritem pri gradnji sestavnih delov drevesa uporablja
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Slika 4.1: Upodobitev proceduralnih modelov drevesa, podobnega bukvi, z
razli£nim ²tevilom ºil, ºi£ni model skeleta drevesne strukture brez listov in
skrajno desno, enako drevo z druga£no vejitveno strukturo.

geometrijske interpolacije pri postavitvi krmilnih to£k za vozli²£a poligonov,
ki jih upodobi in s projekcijo pretvori iz treh dimenzij v dve dimenziji za
teksturirane dvodimenzionalne barvne slike.

Slike z∗i in zi so dimenzij X × Y . Slike pred medsebojno primerjavo
²e pretvorimo v £rno bele, tako da vsak piksel materiala, ki je razli£en od
ozadja, postavimo na 1 (£rno), ostale piksle na 0 (belo). Slike referen£nega
drevesa pred pri£etkom optimizacije ²e skaliramo na dimenzijo slik projekcij
razvitih modelov. Upodobitev istega razvitega parametriziranega procedu-
ralnega modela vzor£imo ve£krat v trodimenzionalni geometrijski model in
nato dvodimenzionalno projekcijo, da dobimo razli£ne projekcije. Vzor£imo
vsaj dvakrat, iz razli£nih kotov pogleda kamere, npr. zamaknjenih za β = 90◦

vzdolº debla. Vzrok za to je, da z izogibanjem ploskim drevesom zagotovimo
trodimenzionalno razseºnost rekonstruiranih modelov. �e ozna£imo algori-
tem 7 s funkcijskim predpisom g, potem je zi = g(x, βc), c = {1, 2} kjer
β1 = 0◦ in β2 = 90◦.

Primerjava fenotipa z referen£no sliko

Fenotip ovrednotimo z oceno rekonstrukcijske napake. To oceno merimo z
vsoto razlikovanj med slikami razvitih modelov in referen£nimi slikami. Re-
konstrukcija je toliko bolj uspe²na, kolikor bolj so istoleºni piksli v referen£nih
slikah dreves in v slikah upodobljenih parametriziranih proceduralnih mode-
lov enaki. V ta namen smo izbrali naslednji kriterij. Metrika za kriterij
je vsota manhattanskih razdalj od vsakega £rnega (t.j. materialnega) piksla
slike do najbliºjega £rnega piksla referen£ne slike in obratno [11]. Posamezni
fenotip tako ovrednotimo s kriterijem f1:

f1(x) = f(g(x, β1),g(x, β2)) = h1(z1) + h1(z2) (4.1)
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h1(zi) =
∑
x,y

m1(z
i
x,y, z

∗
i;x,y) +

∑
x,y

m1(z
∗
i;x,y, z

i
x,y) (4.2)

kjer z m1 ozna£imo funkcijo za izra£un manhattanske razdalje do naj-
bliºjega piksla v sliki z∗ z vrednostjo 1 (t.j. £rno, material), i ∈ {1, 2}. Kot
vidimo, razlikovanje slik ovrednotenje ocene s pove£anjem poslab²a, zato je
naloga optimizacije v na²em primeru, najti £im manj²e vrednosti obeh funk-
cij.

De�nicijo celotnega predlaganega postopka diferencialne evolucije za re-
konstrukcijo parametriziranih proceduralnih modelov podaja algoritem 8. Kot
je vidno iz uporabe funkcije g, algoritem z dvojno zanko for ovija algoritem 7,
ki ocenjuje razvite modele. Po zaklju£ku omenjenih dvojnih zank algoritem
vrne nabor parametriziranih proceduralnih modelov, t.j. njihova gojitvena
semena.

Kompleksnost v kibernetsko-tehni£ni sistemih po-

stopkov

V kibernetsko-tehni£nih sistemih najdemo ²tevilne izzive zaradi kompleksno-
sti, na konkretnem primeru podmorskih sond obravnava nekatere izmed teh
ºe omenjena objava [231] (algoritem je podan v prej²njem poglavju). Splo-
²neje pa to tematiko obravnava objava [77], ki osvetli nekaj dolo£enih izzivov
iz tematike modeliranja kibernetsko-tehni£nih sistemov, posebej v kontekstu
sodelovanja med druºbami (hibridne druºbe).

Iz vidika analize ekonomskih sistemov je na primer obravnavana sestava
portfelja z optimizacijskimi algoritmi, kar je opisano v [230].
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Postopek 7 Izra£un geometrijske strukture s proceduralnim drevesnim mo-
delom. Rekurzivni algoritem pri£nemo s klicem odsekveje(0, 0, S, 1, l0,00 , I,
I), kjer I ozna£uje matriko identitete.

Vhod: g, w - Graveliusov in Weibullov indeks osnovne veje; S0 - skupno ²te-
vilo ºil v osnovni veji; L0, l0 - relativna in dejanska dolºina osnovne veje;
M0 - koordinatni sistem osnovne veje; M−1

m;0 - v koordinatnem sistemu
osnovne veje izraºena inverzna rotacijska matrika za gravimor�zem; kd,
kc, ltype, kg,ws ,M g,w, mg,w, kg,wl , αg,wm , αg,w, t, kf, ws, wg - podani parametri
semena.

Izhod: slika upodobljenega drevesa,
1: postopek odsekveje(g, w, S0, L0, l0, M0, M−1

m;0):
2: d := kd

√
S0; {izra£un debeline osnovne veje}

3: upodobi osnovno vejo(M0, l0, d);
4: if S0 = 1 then
5: upodobi liste(ltype); return; {zadnji nivo, upodobimo liste}
6: end if
7: S1 := d1 + kg,ws (S0 − 2)e, S2 = S0 − S1; {²tevilo ºil v podvejah}

8: r1 := max
{

min
{√

S1

S0
,M g,w

}
,mg,w

}
; {razmerja dolºin podvej glede na

ºile}

9: r2 := max
{

min
{√

S2

S0
,M g,w

}
,mg,w

}
;

10: L1 := r1L0, L2 := r2L0; {relativna dolºina podvej}
11: l1 := kg,wl L1, l2 := kg,wl L2; {aktivna dolºina podvej}

12: α1 := kc

√
S2

S0
αg,w, α2 := αg,w − α1; {koti vejitve}

13: M1 := Rz(α1)Ry(αp)Ry×ym(αg,wm )Ty(l0)M0; {matrike premika in rota-
cije}

14: M2 := Rz(α2)Ry(αp)Ry×ym(αg,wm )Ty(l0)M0;
15: M−1

m;1 := Ry×ym(−αg,wm )Ry(−αp)Rx(−αx(t))Rz(−α1 − αz(t))M
−1
m;0;

{osveºitev inverzne matrike za postavitev vektorja gravimor�zma}
16: M−1

m;2 := Ry×ym(−αg,wm )Ry(−αp)Rx(−αx(t))Rz(−α2 − αz(t))M−1
m;0;

17: odsekveje(g + 1, w + 1, S2, L2, l2, M2, M−1
m;2); {razvoj stranske veje}

18: odsekveje(g, w + 1, S1, L1, l1, M1, M−1
m;1); {razvoj glavne veje}

19: return; {sestop iz rekurzivnega izra£una za posamezen odsek veje v dre-
vesu}
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Postopek 8 Morfolo²ka rekonstrukcija kompleksnega drevesa iz narave(z∗).

Vhod: S0 - najve£je ²tevilo ºil v deblu; drugi parametri jDE [21] in Eco-
Mod [217].

Izhod: rekonstruiran parametriziran proceduralni trodimenzionalni model
drevesa.

1: Uniformno naklju£no generiraj za£etno populacijo DE xi,0 ∈ [0, 1] za
i = 1..NP ;

2: for DE generacijska zanka g (dokler FEs < 10000) do
3: for DE iteracijska zanka i (za vse vektorje xi,g v trenutni populaciji)

do
4: DE izra£un poskusnega vektorja xi,g (samoprilagajanje, mutacija,

kriºanje):

5: Fi,g+1 =

{
Fl + rand1 × Fu £e rand2 < τ1,

Fi,g sicer
;

6: CRi,g+1 =

{
rand3 £e rand4 < τ2,

CRi,g sicer
;

7: vi,g+1 = xr1,g + Fi,g+1(xr2,g − xr3,g);

8: ui,j,g+1 =

{
vi,j,g+1 £e rand(0, 1) ≤ CRi,g+1 ali j = jrand

xi,j,g sicer
;

9: DE ocena ustreznosti (preslikava genotipa, upodabljanje in primer-
java):

10: z1 = g(ui,g, β1), z2 = g(ui,g, β2) {klic postopka za upodobitev
drevesa, dvakrat za en genotip}

11: h(z1) =
∑

x,ym1(z
1
x,y, z

∗
x,y) +

∑
x,ym1(z

∗
x,y, z

1
x,y); {Metrika po-

dobnosti}
12: h(z2) =

∑
x,ym1(z

2
x,y, z

∗
x,y) +

∑
x,ym1(z

∗
x,y, z

2
x,y); {Za 3D, rota-

cija 90◦}
13: f(ui,g) = f(g(ui,g, β1),g(ui,g, β2)) = h(z1) + h(z2); {Ocena

ustreznosti}
14: DE selekcija:

15: xi,g+1 =

{
ui,g+1 £e f(ui,g+1) < f(xi,g)

xi,g sicer
;

16: end for
17: end for
18: vrni najbolj²ega najdenega posameznika;
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Poglavje 5

Planiranje kompleksnih misij in scenarijev v
nepredvidljivih okoljih

Zbrano gradivo, ki je zajeto v tem poglavju, je prevedeno iz prispevkov:

Evolutionary 
system

Environmental 
sensors / 
models

Vehicle sensors

Path controlTargets

Ale² Zamuda and José Daniel Hernández Sosa.
Success history applied to expert system for
underwater glider path planning using di�e-
rential evolution. Expert Systems with Appli-
cations, 2019, vol. 119, pp. 155�170. http:

//dx.doi.org/10.1016/j.eswa.2018.10.048

A. Zamuda, J. D. Hernández Sosa. Di-
�erential Evolution and Underwater
Glider Path Planning Applied to the
Short-Term Opportunistic Sampling of
Dynamic Mesoscale Ocean Structures.
Applied Soft Computing, vol. 24, November
2014, pp. 95-108. http://dx.doi.org/10.

1016/j.asoc.2014.06.048

V tem poglavju je predstavljena tematika implementacija podpore navi-
gaciji avtonomnih globokomorskih sond. S prostorskimi omejitvami
in realno-£asovnimi spremenljivimi podatki o oceanskih tokovih pod
vodo, ta podpora zahteva pripravo misij (ki so precej kompleksne). Uvedena
je pomo£ pri avtomatizaciji optimizacije poti: pilotu sond olaj²amo naviga-
cijo znotraj £asovnih omejitev za planiranje, posebej pri upravljanju
�ot. Tak²na avtomatizacija je ²e toliko bolj dobrodo²la pri primerih vzor-
£enja morskih vrtincev, saj mora pilot v teh primerih pogosto po²iljati
nove popravke smeri; pogosto tudi ob vnovi£nih zagonih razli£nih
scenarijev dela misije in ker se spreminja tudi vreme in razmere na morju,
je potrebno upo²tevati tudi te.
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Za ta namen je pripravljen algoritem po nedavnih ²tudijah napredka v
modernih optimizacijskih algoritmih po vzoru iz narave, z diferen-
cialno evolucijo in prilagodljivo obravnavo omejitev ter primerjan z ne-
katerimi drugimi pristopi.

Robotska morska sonda Slocum G2

Glede na tehni£ne speci�kacije1 ima ta podmorska robotska sonda veliko
vzdrºljivost, lahko je 25 do 365 dni na morju za eno misijo. Njen doseg je
od 600 do 1500 km (z alkalnimi baterijami) oziroma od 4000 do 6000 km
(z Litij-ionskimi baterijami). Njen vzgonski pogon je horizontalno 0,35m/s
(0,68 vozla) in 2 vozla s propelerjem. Potopi se do globine 1000 metrov,
ima dolg doseg in je modularna, saj integrira senzorje tako �zikalnih para-
metrov, kot biokemi£nih � senzorje temperature, zasoljenosti, raztopljenega
kisika, kalnosti, kloro�la in morskih tokov, moºna pa je tudi hitra zamenjava
senzorjev.

Vzgonski pogon in uporabnost podmorskih sond

Podmorske sonde (jadrilice) delujejo na pogon "yoyo", ki porabi malo ener-
gije, ve£inoma ob spustu in dvigu (saj se vklopi £rpalka); tudi za ohranjanje
smeri porabi malo energije [231]. Uporabljajo se za izbolj²evanje oceanskih
modelov z realnimi podatki, saj zajemajo dejanske podatke na mestu zajema,
vzor£ijo lahko tokove naftnih izpustov, sluºijo lahko za pregled in detekcijo
nepravilnosti (plo²£adi), spremljanje (naftnih) vodov in realno£asovno spre-
mljanje senzorskih podatkov.

Satelitska navigacija in avtonomnost

Radijski valovi vode ne prodrejo globoko, avtonomna sonda (AUV) hitro
izgubi signal GPS [231].

Med potopom AUV navigira avtonomno, AUV za to uporablja interne
senzorje, kot so kompas, globinomer, sonar (dna1), ºiroskop, pospe²kome-
ter, magnetometer, termistor (termometer), merilec prevodnosti in akusti£ni
modem za bezºi£no komunikacijo s podvodnimi privezanimi senzorji.

1http://www.webbresearch.com/pdf/Slocum_Glider_Data_Sheet.pdf
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https://www.google.si/maps/@28.059806,-15.998355,650054m/data=!3m1!1e3

Slika 5.1: Scenariji za UGPP: izris povr²ja trajektorij globinskih vzor£enj.

Slika 5.2: Primer razli£nih trajektorij za UGPP, izrisanih le na povr²ju glo-
binskih vzor£enj.
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Postopek 9 Ovrednotenje ustreznosti poti AUV (simulacija UGPP).

Vhod: p0 (trenutna pozicija vozila), zemljevid (MyOcean IBI), ptarget (navi-
dezna to£ka tar£e), ui,g+1 (poskusni vektor v DE zD postopnih sprememb
smeri);

Izhod: f(ui,g) � ovrednotenje podanega DE vektorja;
1: b0 = bearing(p0,ptarget);
2: b1 = b0 + ui,1,g+1;
3: p1 = simulate_stint(p0, b1, zemljevid);
4: for ∀j ∈ N | 2 ≤ j ≤ D:
5: bj = bj−1 + ui,j,g;
6: p′j−1 = simulate_drift(pj−1, zemljevid);
7: {pj} = {pj−1} ∪ simulate_stint(p′j−1, bj, zemljevid);
8: end for
9: f(ui,g) =‖ pD − ptarget ‖;

Realno-£asovni podatkovni tokovi o okolju in na-

loga optimalne morske trajektorije

Za dostop do realno-£asovnih podatkovnih tokov o okolju za modeliranje
misije lahko uporabimo MyOcean IBI (http://myodata.puertos.es/), ki
hrani raznovrstne satelitske podatke o morju (npr.morski tokovi). Podrob-
neje, uporabimo lahko Regional Ocean Modelling System, ki vsebuje osveºitev
modela na 4 ure, pokriva 19◦ Z 5◦ V 26◦ S 56◦ S, resolucija 1/36◦, poleg tega
pa dodamo ²e nadomestni 3D model tokov, ki je ekstrapolacija iz urnih 2D
povr²inskih podatkov in 3D interpolacija iz sosednjih to£k.

Izziv srednjero£nih vrtincev nato de�niramo nad vulkanski otoki in ocean-
skem morskem okolju, v katerem so ume²£eni. Naloga optimalne trajektorije
nastopi na podlagi tega izziva. Ocenitvena funkcija dolo£i ustreznostni kri-
terij, ki na podlagi simulacije modela realne misije (postopek 9 [231]) lahko
sluºi za izra£unavanje optimalnih trajektorij, ki so nato uporabljene v eks-
pertnem sistemu za avtomatsko vodenje avtonomnih podmorskih sond [231].
Primer Slika 5.1 prikazuje scenarije za UGPP, kjer so pribliºki trajektorij
izrisani na povr²ju. Slika 5.2 prikazuje primer enega izra£una scenarija.

V tem poglavju so bile predstavljene nekatere podrobnosti uporabe po-
stopka za ovrednotenje ustreznosti poti AUV v sklopu ORLTES za UGPP
kot naloge. To nalogo prejme DE v izra£un (optimalne morske trajektorije),
kot je ºe prikazal postopek 6, v vrstici 14 v tem postopku je ovrednotenje vek-
torja DE preko simulacije. V naslednjem poglavju sledi obravnava omejitev,
ki jo lahko vklju£imo v ORLTES tako znotraj DE ali simulatorja.
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Poglavje 6

Obravnava omejitev pri operacijskih raziskavah
logisti£nih, transportnih in ekonomskih sistemov:
primeri iz globokomorske navigacije in ekonomskega
razporejanja s scenariji za ovrednotenje kakovosti

Zbrano gradivo, ki je zajeto v tem poglavju, je prevedeno iz prispevkov:

Evolutionary 
system

Environmental 
sensors / 
models

Vehicle sensors

Path controlTargets

Ale² Zamuda and José Daniel Hernández
Sosa. Success history applied to expert
system for underwater glider path
planning using di�erential evolution.
Expert Systems with Applications, 2019, vol.
119, pp. 155�170. http://dx.doi.org/10.
1016/j.eswa.2018.10.048

A. Gloti¢, A. Zamuda. Short-term combi-
ned economic and emission hydrother-
mal optimization by surrogate di�eren-
tial evolution. Applied Energy, 1 March
2015, vol. 141, pp. 42-56. http://dx.doi.

org/10.1016/j.apenergy.2014.12.020

Morske trajektorije za globinsko pokrivanje vr-

tincev na srednjero£nem prostorskem obmo£ju z

omejitvami oblike koridorja

V delu [222] je predstavljen pristop UGPP, kjer imajo morske trajektorije za
globinsko pokrivanje vrtincev na srednjero£nem prostorskem obmo£ju ome-
jitve oblike koridorja.
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Slika 6.1: Nabor scenarijev UGPP z omejenim koridorjem.

Slika 6.1 v pogledu od zgoraj prikazuje scenarije, de�nirane v [222]: na levi
strani je viden geografski razpon celotne mape, kjer so vstavljeni scenariji;
na desni strani sta prikazana primera dveh scenarijev.

Natan£neje, za dolo£en koridor je de�nirana naloga pokrivanja £im ve-
£jega kotnega razpona kroºnega koridorja (slika 6.2: tukaj so prikazani ze-
mljevidi z morskimi tokovi; slika 6.3: koridor z omejitvami za plovilo; slika
6.4: shematsko prikazano plovilo UGPP, ki mora upo²tevati dane omejitve
koridorjev). Taki koridorji se pogosto pojavljajo kot naloge pilotov, ki v pri-
meru kroºnih (ali druga£e nelinearno kompleksnih oblik) zahtevajo pogoste
popravke linearnih smeri vozila. Kot ºe omenjeno, so ti scenariji prostorski
(globine do 1000 metrov), a so zaradi kompleksnosti izrisa prikazani le pove-
zani odseki trajektorij, ko se vozilo pojavi na povr²ini. Ker se tokovi £asovno
spreminjajo, se ob vsaki novi osveºitvi napovedi tokov na£eloma lahko spre-
meni tudi predvidena optimalna trajektorija, kar naloºi ²e dodatno zahtevo
pilotom. V takih scenarijih je sistem UGPP toliko bolj obvladljiv, £e je izve-
den s pomo£jo avtomatizacije operacijske raziskave logisti£nih, transportnih
in ekonomskih sistemov (angl.Operational research of logistic, transport, and
economic systems) (ORLTES).

Slika 6.3 prikazuje ²e dva scenarija, kjer je posebej obarvan del izven

57



Slika 6.2: Naloga UGPP s scenarijem, kjer je koridor omejen. Prikazane so
²e trajektorije, izra£unane z razli£nimi EA.

koridorja (violi£na barva) oz. ponazorjeno vozilo AUV v prostorskem koor-
dinatnem sistemu.

Postopek 10 prikazuje zdruºen sistem ORLTES, ki ga dobimo z zdru-
ºitvijo DE in obravnavo omejitev na scenarijih UGPP: vrstice od 11 do 25
izra£unajo ustreznost in dopustnost poskusnega vektorja, kar je ovito z zanko
za algoritem DE z obravnavo omejitev.

Postopek 10 Postopek za avtonomno navigacijo pri UGPP z omejitvami
koridorja: CUGPP@DE

1: postopek NPdynεsumjDE/best/1/bin@cUGPP(x)
Vhod: p0 (trenutna pozicija vozila), zemljevid (MyOcean IBI), peddy center (sredi²£e vr-

tinca kot navidezna to£ka tar£e), L (²tevilo to£k trajektorije na potop), L′ (²tevilo
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Slika 6.3: Prikaz morskih tokov (modre pu²£ice) na scenariju UGPP, kjer je
koridor omejen (rde£i krogi), skupaj s prikazom nedopustnih poti (vijoli£ne
tangente od koridorja do trajektorije, ki je zelene barve).

Slika 6.4: Plovilo v scenarijih UGPP, ki se premika v prostoru po oceanu,
predstavljen v razli£nih koordinatnih sistemih.

to£k trajektorije ob lebdenju), MAX_FES (dodeljeno najve£je ²tevilo ovrednotenj
kriterijske funkcije), NPinit (za£etna velikost populacije DE), NPmin (najmanj²a ve-
likost populacije DE), pmax (²tevilo zmanj²anj velikosti populacije), Fl, Fu, τ1, in τ2
(konstante za jDE, τ1 = τ2 = τ ad hoc), η%, gc (parametri za obravnavo omejitev),
rmin, rmax (radij mej koridorja).

Izhod: x � seznam instrukcij (D postopnih sprememb smeri) za navigacijo podmorske
sonde; prav tako, za moºno nadaljnje obravnavanje plana misije, so generirani neka-
teri pomoºni rezultati v evolucijskem zagonu, kot so: 1) £as in datum ra£unanja, 2)
vrednost ustreznosti in kr²itev omejitev dobljene najbolj²e re²itve x, 3) konvergenca
po generacijah za: a) najbolj²o vrednost ali vrednost z najmanj kr²itev omejitev, b)
najmanj²a vrednost omejitev, c) povpre£na vrednost ustreznosti v populaciji in d)
standardna deviacija ocene ustreznosti za populacijo.

2: uniformno naklju£no generiral za£etno populacijo DE, xi,0, ∀i ∈ {1, 2, ...,NP init};
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3: inicializiraj metodo obravnave ε-omejitev: η = bν%NP + 1c;
4: for DE generacijska zanka g (dokler FES < MAX_FES) do
5: for DE iteracijska zanka i (za vse posameznike xi,g v populaciji) do
6: if populacijo zmanj²amo glede na pogoj Gp >

MAX_FES
pmaxNPp

then

7: zmanj²amo populacijo na pol z uporabo ena£be za selekcijo po indeksih (glej [23]);
8: end if
9: DE izra£un novega posameznika xi,g (prilagajanje, mutacija, kriºanje):

10: Fi,g+1 =

{
Fl + rand1 × Fu £e rand2 < τ1,

Fi,g sicer
;

CRi,g+1 =

{
rand3 £e rand4 < τ2,

CRi,g sicer
;

vi,g+1 = xrbest,g + Fi,g+1(xr1,g − xr2,g);

ui,j,g+1 =

{
vi,j,g+1 £e rand(0, 1) ≤ CRi,g+1 ali j = jrand

xi,j,g sicer
,∀j ∈ {1, .., D};

11: DE ovrednotenje ustreznosti in dolo£itev kr²itve omejitev (simulacija UGPP):
12: b0 = bearing(p0,peddy center);
13: for j = {1, 2, ..., D}:
14: bj = bj−1 + ui,j,g+1;
15: {tjl ;∀l = 1, 2, ..., L} = simulate_stint(tj−1L+L′ , bj ,map), kjer je p0

uporabljen kot t0L+L′ ;
16: {tjl ;∀l = L+ 1, L+ 2, ..., L+ L′} = simulate_drift(tjL,map);
17: end for
18: for k = {1, 2, ...,K} kjerK = D(L+L′) in ∀tk ∈ {tjl },∀j = 1, 2, ..., D,∀l =

1, 2, ..., L+ L′:
19: Rtk = deg2utmCan(tk)− deg2utmCan(peddy center);

20: γk = atan2(Rtk,y,
R tk,x), rk =

√
Rt2k,x +R t2k,y;

21: αcumk =

{
0, k = 1,

αcumk−1 + (γk − γk−1) ∀k = 2, 3, ...,K
;

22: νk =

{
0, rk > rmin ∧ rk < rmax

max(rmin − rk, rk − rmax), sicer
;

23: end for

24: f(ui,g+1) = 2π −
(

K
max
k=1

(αcumk )−
K
min
k=1

(αcumk )

)
; FES++;

25: νu,g+1 =
∑K

k=1 νk;
26: DE selekcija: uporabi primerjavo z upo²tevanjem omejitev [222]; posodobi ²e

xbest, £e je izbolj²an:
27: end for
28: prilagodi parametre metode ε-omejitev s ponovnim izra£unom nivoja η;
29: end for
30: vrni najbolj²i najden posameznik xbest;
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Poglavje 7

Robustnost na napake med misijami in zanesljivost
transporta

Zbrano gradivo, ki je zajeto v tem poglavju, je prevedeno iz prispevka:

Evolutionary 
system

Environmental 
sensors / 
models

Vehicle sensors

Path controlTargets

Ale² Zamuda and José Daniel Hernández
Sosa. Success history applied to expert
system for underwater glider path
planning using di�erential evolution.
Expert Systems with Applications, 2019, vol.
119, pp. 155�170. http://dx.doi.org/10.
1016/j.eswa.2018.10.048

Slika 7.1: Izbolj²ava robustnosti: primerjava trajektorij dveh algoritmov, prvi
(rumena barva) vra£a precej razli£ne rezultate, drugi (zelena barva) robustno
in bolj u£inkovito vra£a bolj²o trajektorijo.
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Pri planiranju misij se zaradi prevelike kompleksnosti modeliranih sis-
temov in s tem neskladnosti med modelom in realnim delovanjem narave
pojavljajo razhajanja. V primeru, da je teh manj, jih lahko imenujemo iz-
jeme ali napake. Da bi omejili obravnavo izjem in napak in s tem pove£ali
robustnost planiranja ali avtomatizacije ter s tem pove£ali zmoºnost avto-
nomnosti robota oz. vozila, lahko posku²amo na primer pripraviti £im bolj²i
optimizacijski pristop, ki omogo£a hitri odziv in popravljanje v primeru izjem
in napak [231].

V primeru, ko ºelimo izbolj²ati kakovost optimizirane trajektorije na pod-
lagi obstoje£ih vhodnih vremenskih in drugih podatkov, lahko poskusimo
uporabiti £im bolj²i optimizacijski algoritem. Avtorji [115] za inteligentne sis-
teme UGPP so letu 2017 zatrdili, da so oceanolo²ki znanstveniki sanjali
o revoluciji v oceanskem opazovanju skozi avtonomne platforme in
senzorje, ki sedaj postaja realnost.

To problematiko nadalje obravnavajo publikacije [223, 229]. Glede robu-
stnosti in stabilizacije zna£ilk pri rangiranju kriterijev pa lahko preberemo
v [226]. Kot primer je na sliki 7.1 prikazana primerjava dveh algoritmov
(zagon enega v rumeni barvi, drugega v zeleni), kjer algoritem v zeleni barvi
daje precej bolj stabilne (robustne) rezultate � trajektorije so ne le bolj²e
ocenjene (bliºje tar£i), ampak tudi manj odstopajo od optimalne poti.

Ponovno pa omenimo, da ker se tokovi £asovno spreminjajo, se ob vsaki
novi osveºitvi napovedi tokov na£eloma lahko spremeni tudi predvidena op-
timalna trajektorija. To naloºi ²e dodatno zahtevo pilotom, ki lahko morda
pilotirajo tudi celotno �oto plovil in imajo precej omejen £as planiranja. V
takih scenarijih je sistem UGPP toliko bolj obvladljiv, £e je izveden s pomo-
£jo robustne avtomatizacije ORLTES, ki v primeru pilotovega neodzivanja
sam vozilu po²lje nova navodila. To je ²e posebej uporabno v primeru kroºnih
koridorjev, kjer bi sicer vozilo z voºnjo v ravni smeri (smeri b0, glej vrstico
12 v algoritmu 10) pogosto bilo izven zadanega dopustnega obmo£ja.

V tem poglavju je bila predstavljena robustnost ORLTES s pomo£jo pri-
mera UGPP, v naslednjem poglavju sledi obravnava sistemov sistemov in s
tem povezanih ORLTES in ekonomsko planiranje.
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Poglavje 8

Energetska avtonomnost in algoritmi za ekonomsko
planiranje v sistemih sistemov

Za planiranje avtonomnosti dolo£enega energetskega sistema potrebujemo
dober napovedni model. Primer obravnave modelov za avtonomnost naj-
demo na primer v naslednjih prispevkih (v prvem, avtonomnost energetskega
sistema za delovanje sistema elektrarn, v drugem, primer avtonomnega �-
nan£nega planiranja za kapitalske portfelje):

A. Gloti¢, A. Zamuda. Short-term combi-
ned economic and emission hydrother-
mal optimization by surrogate di�eren-
tial evolution. Applied Energy, 1 March
2015, vol. 141, pp. 42-56. http://dx.doi.

org/10.1016/j.apenergy.2014.12.020

A. Zamuda, V. Crescimanna, J. C. Burgu-
illo, J. Matos Dias, K. Wegrzyn-Wolska, I.
Rached, H. González-Vélez, R. Senkerik, C.
Pop, T. Cioara, I. Salomie, A. Bracciali.
Forecasting Cryptocurrency Value by
Sentiment Analysis: An HPC-Oriented
Survey of the State-of-the-Art in the
Cloud Era. Koªodziej J., González-Vélez
H. (eds) High-Performance Modelling and Si-
mulation for Big Data Applications. Lec-
ture Notes in Computer Science, vol 11400,
2019, pp. 325-349. http://dx.doi.org/10.
1007/978-3-030-16272-6_12
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V tem poglavju bo posebej predstavljen eden od pristopov za optimiza-
cijo razporejanja proizvodnje elektri£ne energije med hidroelektrarnami in
termoelektrarnami [71], ki upo²teva okoljske emisije in ekonomsko ceno pri
proizvodnji elektri£ne energije. Pristop omogo£a hitrej²i izra£un kot je to
bilo moºno do pred tem. To je mogo£e, saj pristop predstavi pred-izra£unan
nadomestni model, ki se med optimizacijo celotnega optimiziranega modela
hidro in termo enot ne spreminja in hrani dobljene vrednosti parametrov
nadomestnega modela v prakti£no uporabni nata£nosti.

Pristop [71] sestoji iz dveh stopenj, dveh algoritmov, ki sta predstavljena
v nadaljevanju: prvi algoritem, samoprilagodljiva diferencialna evolucija z
zmanj²evanjem velikosti populacije in obravnavo omejitev s prilagajanjem ε
nivoja (angl. self-adaptative di�erential evolution with population size reduc-
tion and constraint handling using ε level adjustment) (NPdynεjDE), nasla-
vlja posebno obravnavo omejitev in optimizira razporejanje za termoelek-
trarne; drugi algoritem, paralelna samoprilagodljiva diferencialna evolucija
z nadomestnim modelom (angl. Surrogate Parallel Self-adaptive Di�eren-
tial Evolution) (PSADEs) [71], uporabi rezultate prvega algoritma, da opti-
mizira skupno proizvodnjo s hidro elektrarnami, pri tem pa oba uporabita
prakti£no natan£nost parametrov za urnik obremenitev termoelektrarn. To
izbolj²a u£inkovitost produkcije elektri£ne energije in zmanj²anja izpustov
ter oglji£nega odtisa, s hkratno zadovoljitvijo 24-urnih sistemskih zahtev v
razporejanju povpra²evane energije ter vseh operativnih zahtev.

Ker je za ta pristop poglavitno razumevanje matrike za prakti£no na-
tan£nost, bo ta razloºena v nadaljevanju skozi algoritem NPdynεjDE, ki to
matriko zgradi.

Pristop razdelitve ocenitvene funkcije HTS v NPdynεjDE deluje tako,
da razdeli to funkcijo na dva dela (dvonivojsko), po principu proizvajalec-
potro²nik, kjer NPdynεjDE proizvede matriko, ki jo uporabimo v PSADEs
za realno-£asovni del pristopa HTS [71]. Za izra£unavanje skupne ocenitvene
funkcije se namre£ potem za termoelektrarne uporabijo vrednosti posameznih
TPP razporedov, ki so shranjeni v predizra£unani matriki vrednosti za vsako
od elektrarn:

Scase
pSD

= {scasex , scaseTC , s
case
TE , s

case
ps1

, scaseps2
, scaseps3

}, (8.1)

ki deluje kot nadomestni model za termalni del razporejanja proizvodnje
elektri£ne energije.

Ker je TPP urno neodvisen, je potrebno enkrat izra£unati te vrednosti
dela TPP in jih shraniti v vektor s, ki ga zdruºimo v matriko za razli£ne vre-
dnosti mo£i s korakom natan£nosti 0,01 MW. Vpogled v vrednosti razporeda
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za dolo£eno obremenitev TPP je tako s pomo£jo take matrike zelo hitra in
odpravi celotni del zagona optimizacije v delu za realno-£asovni del.

Za obravnavo omejitev NPdynεjDE uporablja metode iz [18, 214, 30].
Parametri, ki so pri tem uporabljeni, so D = 3, NPinit = 1000, NPmin = 100,
Gc = 500, Cz = 5, ν = 0, 2NP in pmax = 4.

Ker za iskalne parametre velja x1, x2, x3 ∈ [0, 1] in so so meje za pripada-
jo£e spodnje in zgornje in vrednosti referen£nih mo£i za prvo, drugo in tretjo
termoelektrarno v tem modelu nastavljene kot P1 ∈ [20, 175], P2 ∈ [40, 300]
in P3 ∈ [50, 500], je kodiranje fenotipa DE za te termoelektrarne naslednje:

P1 = 155x1 + 20, (8.2)

P2 = 260x2 + 40, (8.3)

P3 = 450x3 + 50. (8.4)

Zdruºen psevdokod algoritma za predizra£un nadomestnega modela za
termalno urno planiranje z uporabo NPdynεjDE prikazuje postopek 11: v vr-
stici 11 najprej shranjene vrednosti pri ovrednotenju potem trajno shranimo
v izhodno nadomestno matriko modela v vrstici 18. Ostali deli algoritma so
podobni obravnavi omejitev za UGPP.

V tem poglavju je bil predstavljen primer zdruºevanja dveh sistemov po-
stopkov za ORLTES v okolju energetike in s tem povezano CI za ekonomsko
planiranje. Drug primer ekonomskega planiranja lahko zasledimo npr. tudi
v trgovalnih sistemih, ve£ o tem v preglednem prispevku [230]. V naslednjem
poglavju je predstavljena primerjava kakovosti algoritmov, kjer je omenjen
tudi doprinos z rezultati pristopa, predstavljenega v tem poglavju.
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Postopek 11 Postopek HTS NPdynεjDE za izra£un nadomestne matrike v
dvonivojskem ekonomskem planiranju sistema sistemov
Vhod: Ps1,min, Ps1,max, Ps2,min, Ps2,max, Ps3,min, Ps3,max � tri meje referen£ne

mo£i TPP;NmaxFeval � najve£je ²tevilo dodeljenih ovrednotenj kriterijske
funkcije; NPinit � za£etna velikost populacije DE; NPmin � najmanj²a
velikost populacije DE; zmax � ²tevilo zmanj²anj velikosti populacije; Fl,
Fu, τa, and τb � jDE konstante; α1, α2, β, η, Cz, Gc � parametri obrav-
nave omejitev; dig � interval natan£nosti (resolucija) za predizra£unano
matriko urnih termalnih modelov razporejanja;

Izhod: Scase
pSD

� matrika urnih modelov razporejanja termoelektrarn; (sesta-
vljena iz po dig korakih natan£ne referen£ne mo£i, zdruºuje: neskalirane
vrednosti DE vektorjev {scasex , skupni stro²ki scaseTC , skupne emisije scaseTE ,
mo£, ki jo ustvari prva TPP, scaseps1

, mo£, ki jo ustvari druga TPP, scaseps2
in

mo£, ki jo ustvari tretja TPP, scaseps3
})

1: for izra£unaj vse dig′l, ∀l ∈ {1, ..., nm} z natan£nostnim korakom dig s
pomo£jo ena£be (30) iz [71] do

2: NP = NP init;
3: uniformno naklju£no generiraj za£etno populacijo xi,0, ∀i ∈ {1, ...,NP};
4: inicializiraj metodo za obravnavo ε-omejitev z ena£bama (24) in (25) iz [71];

5: for DE generacijska zanka G = 1 (dokler FES < NmaxFeval)) do
6: if naj bo populacija zmanj²ana glede na ena£bo (17) iz [71] then
7: zmanj²aj populacijo na polovico po ena£bi (23) iz [71];
8: end if
9: for DE iteracijska zanka i (za vse posameznike xi,G v populaciji) do
10: DE izra£un novega posameznika ui,G (prilagajanje, mutacija, kri-

ºanje): iz [71] uporabimo ena£bi (15) in (16), nato ²e (12) in (13);
11: DE ovrednotenje ustreznosti ui,G: iz [71] uporabimo ena£be (9),

(11) in (32)�(34), shranimo njihove vrednosti;
12: DE selekcija: izra£unaj in ohrani ε-omejitev ν za ui,G in nato

iz [71] uporabi ena£bo (23) za propagacijo;
13: end for
14: G = G+ 1;
15: prilagodi parametre metode za obravnavo ε-omejitev: ponovno izra-

£unaj β, nato iz [71] uporabi ena£bi (26) in (27);
16: end for
17: x?=najbolj²i posameznik (in vse ohranjene vrednosti iz koraka 11) do-

bljene iz {xi,G}, i = 1, ..., NP ;
18: shrani x? na indeksu (po natan£nosti) l v Scase

pSD
: Scase

pSD
(l) := x?;

19: end for
20: vrni Scase

pSD
;
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Poglavje 9

Primerjava kakovosti algoritmov za operacijske
raziskave logisti£nih, transportnih in ekonomskih
sistemov

Zbrano gradivo, ki je zajeto v tem poglavju, je prevedeno iz prispevkov:

Evolutionary 
system

Environmental 
sensors / 
models

Vehicle sensors

Path controlTargets

Ale² Zamuda and José Daniel Hernández
Sosa. Success history applied to expert
system for underwater glider path
planning using di�erential evolution.
Expert Systems with Applications, 2019, vol.
119, pp. 155�170. http://dx.doi.org/10.
1016/j.eswa.2018.10.048

A. Gloti¢, A. Zamuda. Short-term combi-
ned economic and emission hydrother-
mal optimization by surrogate di�eren-
tial evolution. Applied Energy, 1 March
2015, vol. 141, pp. 42-56. http://dx.doi.

org/10.1016/j.apenergy.2014.12.020

Za oceno kakovosti optimizacijskih algoritmov so bile predlagane ºe ²te-
vilne metrike [103, 78], zato je ve£ina obstoje£ih ²tudij in primerjav algo-
ritmov zasnovanih na speci�£nih testnih meritvah. Te ²tudije so najve£krat
statisti£ne, izvedene nad izbranimi testnimi problemi, ki jih algoritem sku²a
re²iti. Pri primerjavi velja posebno pozornost nameniti de�niciji primerjalne
metrike oz. testiranju hipoteze med razli£nimi rezultati posameznih vzor£enj.
Primer agregacije s kvadriranjem (angl. power law) je Friedmanov test [68],
primer ploskega (linearnega) primerjanja razlik pa na primer ²ahovski ran-
girni sistem [184].
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Slika 9.1: Zgled primera za primerjavo algoritmov ORLTES. Vizualizacija
ve£kratnega rangiranja algoritmov iz primera optimizacijskih funkcij pod raz-
li£nimi nastavitvami parametrov za dolo£en algoritem (ve£ v [209]).

Poleg izbora na£ina agregacije moramo v snovanju okolja za primerjavo
kakovosti algoritmov ORLTES nameniti ²e posebno pozornost izboru dveh
zelo pomembnih vhodnih podatkov za optimizacijski algoritem: 1) seme na-
klju£nega generatorja in 2) dolo£itev izbrane ocenitvene funkcije. Namre£,
ker gre za stohasti£ne algoritme, moramo testirati ve£ neodvisnih zagonov
algoritma za isto posamezno testno ocenitveno funkcijo. Poleg tega, pa ker
ob stohasti£nosti algoritmov za optimizacijo ºelimo te uporabiti ne le na eni
posamezni ocenitveni funkciji v izbrani domeni, moramo zato dolo£iti ve£
reprezentativnih testnih ocenitvenih funkcij za to dolo£eno domeno.

�e dobro zastavimo skupek konkretnih primerov testnih funkcij, bo iz-
delan pristop ORLTES toliko bolj uporaben za celotno izbrano domeno v
ORLTES. Pri izbiri nabora testnih funkcij gre za izbiro pravih zna£ilk za
u£enje. Z dobro izbiro ºelimo dose£i stabilnost tega izbora na celotno do-
meno. Obravnava algoritmov za stabilnost presega to u£no gradivo, omenim
lahko le, da je moºno tudi algoritme za izbiro stabilnosti u£iti s pomo£jo
izku²enj snovanja ORLTES, kot je na primer [226].
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Slika 9.2: Vizualizacija primerjave rezultatov optimizacije trajektorij [231].

Kot enostavnej²i primer primerjave algoritmov za ORLTES je rangiranje
algoritmov glede na testne funkcije iz CEC. Na sliki 9.1 je zato podan primer
rangiranja ve£ kot 2000 algoritmov po metodi na podlagi Friedmanovega
testa [68] iz prispevka [209]. Vendar pa za celostni doprinos v ORLTES to
ni dovolj � tak algoritem ali verzijo algoritma je potrebno vklju£iti v okolje,
ki vsebuje tudi druge dele ORLTES, kot je na primer UGPP ali HTS, kot je
zapisano v nadaljevanju tega poglavja.

Primerjava v okolju UGPP

Primer nedavne agregacije (zbora) rezultatov iz razli£nih scenarijev UGPP
podaja slika 9.2, o kateri lahko ve£ preberemo v [231], kot zanimivnost pa
omenimo, da so dobljene razlike pri generiranih trajektorijah v dolºinah tudi
po ve£ kilometrov.

Za primerjavo z neparametri£nimi testi nad algoritmi so v tabeli 9.1 pri-
merjani razli£ni algoritmi DE in EA z ve£ razli£nimi za£etnimi velikostmi
populacije (NPinit). Za izra£un testov je v [231] uporabljena koda iz http:
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//sci2s.ugr.es/keel/multipleTest.zip, ki izra£unava Friedman rangira-
nje [53]. V [231] podana uvrstitev prikazuje rangiranje po zbirni statistiki
relativnih zmogljivosti algoritmov (niºja vrednost ranga ozna£uje bolj²e delo-
vanje algoritma), pri meji intervala zaupanja α = 0, 05 in statisti£ni vrednosti
Friedman testa 4776,1. Indeksne oznaki, ki so podpisane pod imeni, ozna-
£ujejo velikost populacije, ki je bila sicer druga£e privzeto postavljena na
100. V tabeli 9.1 so podane le najzanimivej²e kombinacije, pri drugih je bila
uspe²nost slab²a od objavljenega L-SHADE5 [231]. Tabela 9.1 nato poro£a
post-hoc hipoteze o teh Friedmanovih statistikah, kjer post-hoc postopki za-
vra£ajo hipoteze iste uspe²nosti, t.j. najbolj²i algoritem L-SHADE5 preka²a
kak²en drug algoritem pri posamezni pval-vrednosti: pri Bonferroni-Dunn,
≤0,000909, Holm, ≤0,00714, Hochberg, ≤0,00625, Hommel, ≤0,00714, Hol-
land, ≤0,0073, Rom, ≤0,00657, Finner, ≤0,0447 in Li, ≤0,0288.

Kot lahko re£emo o splo²ni uspe²nosti na tem testnem naboru v tabeli 9.1,
ve£ina post-hoc testov potrjuje, da predlagani L-SHADE5 presega vse algo-
ritme po uvrstitvi 7 v vseh razli£icah, kot so JADE, evolucijska strategija
s prilagoditvijo kovarijan£ne matrike (angl. Covariance Matrix Adaptation
Evolution Strategy) (CMA-ES), diferencialna evolucija s kompozitnimi stra-
tegijami generiranja poskusnih vektorjev in krmilnih parametrov (angl. Di-
�erential evolution with composite trial vector generation strategies and con-
trol parameters) (CoDE) in algoritem diferencialne evolucije z ansamblom
parametrov in mutacijskih in kriºnih strategij (angl.Di�erential Evolution
Algorithm with Ensemble of Parameters and Mutation and Crossover Stra-
tegies) (EPSDE) ter nekaterih razli£icah, kot je DynNP jDE in diferencialna
evolucija, ki se sama prilagaja (angl. Self-adaptive Di�erential Evolution)
(SaDE). Ko spremenimo za£etno populacijo za algoritme na druga£no vre-
dnost kot 100, opazimo v tabeli 9.1 ve£je izbolj²anje rezultatov za SaDE32

z NP = 32 v primerjavi s SaDE z NP = 100. Podobno lahko opazimo pri
JADE, CoDE in EPSDE, ne pa tudi za CLPSO ali CMA-ES, kar daje ²e en
vpogled v primerjavo zmogljivosti in kon�guracijo teh algoritmov za UGPP.

Za SaDE z NP = 32 v tabeli 9.1 post-hoc postopki ne pokaºejo pomemb-
nih izbolj²av, vendar je na lestvici ²e vedno slab²i od L-SHADE5. To kaºe,
da s spremembo velikosti populacije dobimo tudi bolje izvedeno razli£ico
SaDE, ki je na tem primeru konkuren£na v [231] predlaganemu algoritmu L-
SHADE5, medtem ko je prvotna razli£ica L-SHADE z NP = 100 [220] prav
tako izbolj²ana z L-SHADE5 za vse obravnavane scenarije UGPP v [231]. Na-
tan£neje primerjajmo pare prikazanih primerkov kon�guriranih algoritmov in
rezultatov, o katerih so poro£ali v literaturi, to so tudi nove izbolj²ave, ki jih
vidimo v tabeli 9.1: L-SHADE5 izbolj²uje razvrstitev v primerjavi s prej
najbolj²imi algoritmi best/1/bin (brez spreminjanja velikosti populacije) in
best/1/bin64−5−20 (z zmanj²anjem velikosti populacije), SaDE32 v primer-
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Slika 9.3: Primerjava rezultatov ekonomskega in okoljskega planiranja v pro-
izvodnji elektri£ne energije s pristopom z DE [71].

javi s SaDE, JADE32 v primerjavi z JADE, CoDE32 v primerjavi s CoDE,
EPSDE32 v primerjavi z EPSDE in kot zmanj²anje velikosti populacije v pri-
merjavi s �ksnimi pristopi na osnovi jDE tudi best/1/bin64-5-20 v primerjavi
z best/1/bin oz. rand/1/bin32-20-10 v primerjavi z rand/1/bin.

U£inkovitost L-SHADE5 pri uporabi za UGPP se kaºe v podpiranju pre-
dlogov izbolj²evanja ORLTES UGPP, kot opisano v [115]: nove primerjave
in ovrednotenja izbolj²anih EA, ki pomaga pri premagovanju velike ra£un-
ske zahtevnosti. Z izbolj²avo trajektorij za misije se namre£ pojavijo nove
zmoºnosti, ki jih planerji misij lahko uporabijo.

�e natan£neje pojasnimo prispevek prikazane primerjave kakovosti al-
goritmov ORLTES na splo²no, povejmo, da je izbira verzije algoritma za
na£rtovanje prave poti za ekspertni sistem v pomo£ strokovnjakom ORLTES
zelo pomembna pri obravnavi zapletenih in potencialno tveganih situacij, kot
so to med prikazanimi realnimi misijami � npr. v misijah [231] so bili pri-
sotni mo£ni tokovi v obmo£ju za prevzem vozila v bliºini obale. Ra£unsko
intenzivni postopki simulacije in optimizacije so potrebni za zagotovitev £im
ve£ dokazov za sprejemanje odlo£itev, zato lahko majhne razlike v predlagani
poti povzro£ijo pomembne spremembe poti UGPP [231].

Pri izra£unavanju ra£unsko intenzivnih postopkov si lahko pomagamo
tudi s superra£unalniki [230], kar daje temu okolju ORLTES ²e dodatne
raziskovalne moºnosti. Zaradi stro²kovno cenovnih izzivov, s katerimi se je
potrebno soo£iti pri pripravi projektov za misije, pa ponuja okolje razvoja
sistemov ORLTES za planiranje poti podmorskih sond (angl.Underwater
Glider Path Planning) (UGPP) tudi izzive za pridobivanje podpornikov iz
strani �nancerjev in mednarodnega sodelovanja.
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Tabela 9.1: Primerjava s post-hoc postopki nad Friedmanovo statistiko (re-
feren£ni najbolje rangiran algoritem z rangom R0 je algoritem L-SHADE5.

Rang (i) Algoritem z = (R0 −Ri)/SE pval H/H/H Holland Rom Finner Li
(0) (L-SHADE5)
1 SaDE32 0,752 0,452 0,05 0,05 0,05 0,05 0,05
2 L-SHADE3 0,934 0,35 0,025 0,0253 0,025 0,0491 0,0288
3 best/1/bin64−5−20 0,974 0,33 0,0167 0,017 0,0167 0,0482 0,0288
4 best/1/bin256−15−20 1,05 0,292 0,0125 0,0127 0,0131 0,0473 0,0288
5 best/1/bin64 1,37 0,172 0,01 0,0102 0,0105 0,0464 0,0288
6 best/1/bin32 1,42 0,157 0,00833 0,00851 0,00876 0,0456 0,0288
7 best/1/bin512−20−20 1,63 0,104 0,00714 0,0073 0,00751 0,0447 0,0288
8 L-SHADE9 2,79 0,00527 0,00625 0,00639 0,00657 0,0438 0,0288
9 best/1/bin 2,85 0,00438 0,00556 0,00568 0,00584 0,0429 0,0288
10 rand/1/bin32−20−10 2,88 0,00396 0,005 0,00512 0,00526 0,042 0,0288
11 best/1/bin128 3,69 0,000222 0,00455 0,00465 0,00478 0,0411 0,0288
12 JADE32 3,98 6,96e-05 0,00417 0,00427 0,00438 0,0402 0,0288
13 CMA-ES 4,61 4,09e-06 0,00385 0,00394 0,00405 0,0393 0,0288
14 CMA-ES32 4,61 4,09e-06 0,00357 0,00366 0,00376 0,0384 0,0288
15 CMA-ES64 4,61 4,09e-06 0,00333 0,00341 0,00351 0,0375 0,0288
16 CMA-ES128 4,61 4,09e-06 0,00313 0,0032 0,00329 0,0366 0,0288
17 CMA-ES256 4,61 4,09e-06 0,00294 0,00301 0,00309 0,0357 0,0288
18 CMA-ES512 4,61 4,09e-06 0,00278 0,00285 0,00292 0,0348 0,0288
19 SaDE64 5,94 2,91e-09 0,00263 0,0027 0,00277 0,0339 0,0288
20 best/1/bin256 6,43 1,26e-10 0,0025 0,00256 0,00263 0,033 0,0288
21 JADE64 7,65 1,94e-14 0,00238 0,00244 0,0025 0,0321 0,0288
22 L-SHADE18 7,99 1,3e-15 0,00227 0,00233 0,00239 0,0312 0,0288
23 SaDE 8,09 6,18e-16 0,00217 0,00223 0,00229 0,0303 0,0288
24 rand/1/bin32 8,45 2,82e-17 0,00208 0,00213 0,00219 0,0294 0,0288
25 best/1/bin512 8,75 2,12e-18 0,002 0,00205 0,0021 0,0285 0,0288
26 CoDE32 8,78 1,6e-18 0,00192 0,00197 0,00202 0,0276 0,0288
27 SaDE128 9,13 7,06e-20 0,00185 0,0019 0,00195 0,0267 0,0288
28 JADE 9,36 7,96e-21 0,00179 0,00183 0,00188 0,0258 0,0288
29 JADE128 10,1 4,88e-24 0,00172 0,00177 0,00181 0,0249 0,0288
30 JADE256 12,1 6,44e-34 0,00167 0,00171 0,00175 0,024 0,0288
31 SaDE256 13,2 1,01e-39 0,00161 0,00165 0,0017 0,023 0,0288
32 rand/1/bin256−15−40 13,6 5,62e-42 0,00156 0,0016 0,00164 0,0221 0,0288
33 CoDE64 13,6 2,63e-42 0,00152 0,00155 0,00159 0,0212 0,0288
34 EPSDE32 14,1 7,68e-45 0,00147 0,00151 0,00155 0,0203 0,0288
35 SaDE512 14,1 3,92e-45 0,00143 0,00146 0,0015 0,0194 0,0288
36 rand/1/bin64 14,1 2,8e-45 0,00139 0,00142 0,00146 0,0185 0,0288
37 JADE512 14,1 2,06e-45 0,00135 0,00139 0,00142 0,0176 0,0288
38 CoDE 16 5,82e-58 0,00132 0,00135 0,00138 0,0166 0,0288
39 CLPSO 16,5 3,67e-61 0,00128 0,00131 0,00135 0,0157 0,0288
40 CLPSO32 16,5 3,67e-61 0,00125 0,00128 0,00132 0,0148 0,0288
41 CLPSO64 16,5 3,67e-61 0,00122 0,00125 0,00128 0,0139 0,0288
42 CLPSO128 16,5 3,67e-61 0,00119 0,00122 0,00125 0,013 0,0288
43 CLPSO512 16,5 3,67e-61 0,00116 0,00119 0,00122 0,0121 0,0288
44 rand/1/bin 17,2 2,91e-66 0,00114 0,00117 0,0012 0,0111 0,0288
45 CoDE128 17,3 7,41e-67 0,00111 0,00114 0,00117 0,0102 0,0288
46 CoDE256 17,7 2,6e-70 0,00109 0,00111 0,00114 0,00928 0,0288
47 rand/1/bin128 17,7 2,03e-70 0,00106 0,00109 0,00112 0,00836 0,0288
48 EPSDE64 18,6 8,13e-77 0,00104 0,00107 0,0011 0,00743 0,0288
49 CoDE512 19,1 3,81e-81 0,00102 0,00105 0,00107 0,00651 0,0288
50 rand/1/bin512 19,1 2,33e-81 0,001 0,00103 0,00105 0,00558 0,0288
51 EPSDE512 19,1 1,37e-81 0,00098 0,00101 0,00103 0,00465 0,0288
52 rand/1/bin256 19,3 2,22e-83 0,000962 0,000986 0,00101 0,00372 0,0288
53 EPSDE 19,6 2,24e-85 0,000943 0,000967 0,000993 0,00279 0,0288
54 EPSDE128 20,2 1,23e-90 0,000926 0,000949 0,000974 0,00186 0,0288
55 EPSDE256 20,3 1,02e-91 0,000909 0,000932 0,000956 0,000932 0,0288
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Primerjava v okolju ekonomskih sistemov

Na sliki 9.3 vidimo primerjavo rezultatov med pristopi za razporejanje proi-
zvodnje elektri£ne energije iz [71], kjer predlagan paralelni dvostopenjski al-
goritem z nadomestno matriko izbolj²a rezultate predhodnih pristopov. Za-
nimivost agregacije za teste v okolju HTS je, da ta primerja le najbolj²e
dobljene re²itve. Namre£, zaradi zahtevnih omejitev so v preteklosti za pri-
merjavo zadostovali le najbolj²i rezultati posameznih zagonov, saj so navadno
razlike med poro£animi dobljenimi cenami urnikov HTS bistveno razli£ne.
Pristop [71] v okolju HTS tako izra£una prakti£no optimalne rezultate, kar
pred tem ni uspelo nobenemu pristopu. Glavni razlog za tak rezultat je
u£inkovita obravnava omejitev, ki je deloma predizra£unana. Rezultati tega
problema razporejanja na uveljavljenih testih iz literature tudi kaºejo ve£jo
izbolj²avo na vseh scenarijih in vseh kriterijih v primerjavi z do tedaj zna-
nimi pristopi [71]. Poleg tega, da je bila izbolj²ana u£inkovitost produkcije
elektri£ne energije in zmanj²anja izpustov ter oglji£nega odtisa, so hkrati
bile zadovoljene vse 24-urne sistemske in operativne zahteve v razporejanju
povpra²evane energije.

�e navedem ²e kak²no okolje iz nabora ekonomskih sistemov, lahko ome-
nim, da za primerjavo trgovalnih �nan£nih ekonomskih sistemov na primer
lahko obravnavamo sestavo portfelja z optimizacijskimi algoritmi, kar je opi-
sano v [230]. Nek sestavljen portfelj ovrednotimo glede na podane ekonomske
vrednosti ali pa dolo£imo ²e �ltrirni pogoj (signal) za njegovo uporabo.

Izhodi²£e za nadaljnjo literaturo v sklopu ovrednotenja in primerjave ka-
kovosti algoritmov, vklju£no z ORLTES, podaja pregledni prispevek [221],
ki je nastal v okviru skupine za ovrednotenja (angl. Benchmarks) pri ImA-
ppNIO in katerega izsledki so bili predstavljeni in v ve£ delavnicah disku-
tirani tako na GECCO (delavnica za ovrednotenje diskretne optimizacije s
£rno ²katlo (angl.Black Box Discrete Optimization Benchmarking )), PPSN
(tudi delavnica BB-DOB), kot tudi CEC (posebna sekcija za BEADO) in
SEMCCO & FANCCO. Kot zanimivost, na SEMCCO & FANCCO je letos
potekal ²e panel na temo ovrednotenja EA, saj je na konferenci potekalo tek-
movanje EA, katerega rezultati so bili zdruºeni v enoten seznam, ki je rangiral
uvr²£ene algoritme1. Skozi seminar so na tej konferenci bili predstavljeni tudi
izzivi v ORLTES [228].

1Algoritem DISH je na konferenci SEMCCO & FANCCO izkazal vse to£ke, prejel je 100
to£k, kar je Kenneth Price zapisal tudi v poro£ilu https://github.com/P-N-Suganthan/

CEC2019/blob/master/100-DigitChallengeAnalysisofResults.pdf, ki ga je objavil
Ponnuthurai Nagaratnam Suganthan na GitHub (27. 11. 2019).

73

https://github.com/P-N-Suganthan/CEC2019/blob/master/100-Digit Challenge Analysis of Results.pdf
https://github.com/P-N-Suganthan/CEC2019/blob/master/100-Digit Challenge Analysis of Results.pdf


Poglavje 10

Samostojno delo � primeri za preverjanje

V tem poglavju je podanih nekaj primerov za preverjanje znanja in smernice,
na kak na£in tvoriti novo znanje iz tematik ORLTES. Lahko pa je namenjeno
zgolj kot samopreverjanje za ²tudente, ali so zbrano gradivo iz zgornjih po-
glavij dovolj pozorno predelali. Seznam primerov je naslednji:

� Primer: zapis znanja in razumevanja ORLTES preko zapisa
slovarskih vnosov (indeksno kazalo) s pojmi ORLTES

Cilj: seznaniti se z "Hamdy A. Taha. Operations Research: An Intro-
duction (10th Edition). Pearson. 2016."

Referenca na zbrano gradivo za re²itev: ²tudent(ka) zapi²e slovar osnov-
nih pojmov, podobno kot je zapisano pojmovno kazalo v tem doku-
mentu, pri £emer namesto ²tevilk strani navede zaporedne ²tevilke pri-
spevkov iz literature, ki jih nato navede ²e kot reference.

� Primer: zapis znanja in razumevanja ORLTES preko povzetka
£lanka

Cilj: razumeti prispevek: Das, Swagatam, Sankha Subhra Mullick,
and Ponnuthurai N. Suganthan. Recent advances in di�erential evo-
lution�an updated survey. Swarm and Evolutionary Computation 27
(2016): 1-30.

Referenca na zbrano gradivo za re²itev: ²tudent(ka) zapi²e dokument
v LaTeX, v katerem poda besedilo, podobno kot je v tem dokumentu
v razdelku "Algoritem diferencialne evolucije" na strani 18.

� Primer: pregled programske kode, ki je na voljo na GIT-
Hub. Zagon primera testnih funkcij na izbranem optimiza-
torju (kodi)

Cilj: pregledati naslednje tri repozitorije kode:

� https://github.com/P-N-Suganthan.

� https://github.com/jMetal/jMetal.
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� https://github.com/numbbo/coco.

Referenca na zbrano gradivo za re²itev: ²tudent(ka) prenese repozito-
rije na svoj ra£unalnik in izvede teste za CEC 2017, CEC 2019 in
COCO, za algoritem DISH, podobno kot je to narejeno v referenci-
rani literaturi za algoritem DISH v prej²njih poglavjih tega dokumenta.
Izvoro kodo algoritma DISH je objavil Ponnuthurai Nagaratnam Su-
ganthan v GitHubu na predlog in potrditev Kennetha Priceja v ok-
tobru 2019 po zaklju£ku tekmovanja CEC 2019 in se nahaja na na-
slovu https://github.com/P-N-Suganthan/CEC2019/blob/master/

PaperCodes-DISHchain.zip.

� Primer: dopolnitev nabora testnih funkcij s primerom ORL-
TES

Cilj: dodati nov tip testne funkcije za ORLTES.

Referenca na zbrano gradivo za re²itev: priprava prispevka, kjer je opi-
sano, kako dodati nabor testnih funkcij iz primera optimizacije z ome-
jitvami (na primer, kot za UGPP � na referenci http://dx.doi.org/
10.1016/j.apenergy.2014.12.020 oz. za HTS � na referenci http:
//dx.doi.org/10.1016/j.asoc.2016.01.038).

� Primer: Analiza in na£rtovanje primernih sistemov v ORL-
TES za re²evanje izbranega problema iz dolo£enega podpo-
dro£ja

Cilj: identi�cirati, kateri sistem ORLTES je primeren, da lahko zanj
na£rtujemo neko novo re²itev.

Referenca na zbrano gradivo za re²itev: http://dx.doi.org/10.1016/
j.ins.2014.04.037 � v tem prispevku najdemo problem morfolo²ke
rekonstrukcije.

� Uporaba funkcij CEC 2011 � vesoljske misije Messenger in
Cassini

Cilj: modeliranje trajektorij v vesolju.

Referenca na zbrano gradivo za re²itev: s pomo£jo https://github.

com/P-N-Suganthan poi²£emo testni nabor funkcij CEC 2011, med
katerimi je implementiran tudi model za na£rtovanje vesoljskih misij,
kot sta Messenger in Cassini. Nato poºenemo optimizacijski algoritem
za ta model in poro£amo rezultate.
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� Aplikacija algoritma ORLTES za vodenje izbranega sistema v
nepredvidljivem okolju in uporaba funkcij UGPP

Cilj: aplicirati algoritem, ki vodi sistem za navigacijo podvodnih mor-
skih sond (UGPP).

Referenca na zbrano gradivo za re²itev: http://dx.doi.org/10.1016/
j.eswa.2018.10.048� izberemo algoritem L-SHADE in ga zaºenemo
na funkcijah UGPP ter poro£amo rezultate.

� Aplikacija funkcij z omejitvami: problem UGPP z omejitvami

Cilj: aplicirati algoritem, ki vodi sistem za navigacijo podvodnih mor-
skih sond, kjer so posebej obravnavane terenske omejitve (UGPP z
omejitvami).

Referenca na zbrano gradivo za re²itev: http://dx.doi.org/10.1016/
j.asoc.2016.01.038 � izberemo optimizacijski algoritem diferenci-
alne evolucije z obravnavo omejitev in ga zaºenemo na funkcijah UGPP
z omejitvami ter poro£amo rezultate.

� Primer: dopolnitev algoritma ORLTES za funkcije z omeji-
tvami na problemu HTS

Cilj: dopolniti algoritem za optimizacijo, ki obravnava omejitve pri raz-
porejanju delovanja elektrarn.

Referenca na zbrano gradivo za re²itev: http://dx.doi.org/10.1016/
j.apenergy.2014.12.020 � algoritem diferencialne evolucije nadgra-
dimo z dvonivojskim re²evanjem modela z omejitvami in poro£amo
rezultate.

� Zapis prispevka o obravnavi napak med misijami in zanesljivo-
sti transporta � �zikalni izzivi kibernetsko-tehni£nih naprav

Cilj: nasloviti robustnost v delno avtonomnih kibernetsko-tehni£nih na-
pravah.

Referenca na zbrano gradivo za re²itev: http://dx.doi.org/10.3389/
frobt.2016.00014 � opi²emo mala omreºja (angl.small world ne-
tworks) in s tem povezane re²itve za kibernetsko-tehni£ne naprave.

� Dopolnitev ORLTES za ekonomsko planiranje z novo ustvar-
jenim znanjem � funkcije DL/FX

Cilj: za izbrane kriptovalute ºelimo opisati plan investiranja.

Referenca na zbrano gradivo za re²itev: http://dx.doi.org/10.1007/
978-3-030-16272-6_12� preu£imo algoritme za sestavo portfelja, re-
ferencirane v tem prispevku in zaºenemo obdelavo podatkov.
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� Primerjava kakovosti algoritmov in analiza novo na£rtovanega
ORLTES kot celote

Cilj: ºelimo primerjati algoritme in analizirati kakovost novo na£rtova-
nega ORLTES kot celote.

Referenca na zbrano gradivo za re²itev: http://dx.doi.org/10.1016/
j.eswa.2018.10.048 � izberemo primerjavo z rangiranjem in poro-
£amo rezultate nad funkcijami UGPP. Modi�ciramo funkcije UGPP in
poro£amo novo modi�kacijo skupaj z rangiranjem � na primer kot od-
dana naloga na Moodle (estudij.um.si) ali kot objavljeno tehni£no po-
ro£ilo o raziskavi, konferen£ni prispevek na konferenci CEC (za to je na
primer ustrezna posebna sekcija ovrednotenje evolucijskih algoritmov
za diskretno optimizacijo (angl. Benchmarking of Evolutionary Algori-
thms for Discrete Optimization) (BEADO), lahko pa tudi katera druga
posebna sekcije za zvezno optimizacijo) ali konferencah SEMCCO &
FANCCO oz. GECCO, najbolj²e rezultate pa lahko po²ljemo v recen-
zijo pri revijah, kot so npr. SWEVO, ASOC in ESWA, tudi TEVC
in ECJ. Pri pripravi dokumentacije obvezno upo²tevamo tudi ustrezno
navajanje virov.
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Poglavje 11

Zaklju£ek

Skozi poglavja je bil podan pregled zbranega ²tudijskega gradiva za preda-
vanja pri predmetu Operacijske raziskave logisti£nih, transportnih in eko-
nomskih sistemov, uvr²£enem v tretjestopenjski bolonjski ²tudijski program
Ra£unalni²tvo in informatika kot izbirna u£na enota.

To u£no gradivo je pripravljeno v upanju, da bo ²tudentom v pomo£ in do-
datno poglobitev pri svojem delu. V osnovi to gradivo sluºi tudi kot osnutek
izhodi²£nih gradiv za izvedbo avtorskih predavanj pri predmetu ORLTES,
lahko pa tudi kot platforma za dopolnilo k pripravi ²tudenta in izvajalca
predmeta pri uvedbi in spremljanju ²tudijskega dela v primeru mentorske
izvedbe tega predmeta. Ker to zbrano gradivo navaja ²tevilne citate v lite-
raturi in nekatera dela posebej izpostavi, je nadaljnje delo po preu£itvi tega
gradiva predvidena diskusija z izvajalcem u£ne enote, ki na podlagi izzvanih
²tudentskih kriti£nih vpra²anj ponudi nadaljne usmeritve.
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