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 Predložená dizertačná práca rieši možnosť identifikácie a kvantifikácie energetických zdrojov 

použitím navrhnutého klasifikačného nástroja, ktorý umožňuje redukovať celkové množstvo 

organických zlúčenín identifikovaných vo vzorkách a extrahovať len tie najdôležitejšie markery pre 

vybrané energetické zdroje sledovaných oblastí. Na základe selektovaných markerov bol následne 

identifikovaný podiel spaľovaného paliva na znečistení ovzdušia.  

Teoretická časť je venovaná charakteristike špecifických organických látok – tzv. markerom, 

ktoré sú charakteristické pre jednotlivé energetické zdroje znečistenia, resp. typ spaľovaného paliva. 

Konkrétne sú predstavené markery pre spaľovanie biomasy, uhlia, plastov a markery uvoľňované 

z dieselových a benzínových motorových vozidiel. Ďalej sú popísané najpoužívanejšie modely na 

identifikáciu a kvantifikáciu energetických zdrojov na znečistení ovzdušia, ich výhody a úskalia. 

Jednotlivé kroky navrhnutého modelu sú detailne popísaný v metodike práce,  vrátane obhájenia jeho 

matematickej správnosti. Navrhnutý model bol aplikovaný v dvoch meracích kampaniach na území 

malej mierky (Napajedla) a veľkej mierky (Moravsko-sliezsky kraj). 

V rámci meracej kampane realizovanej v meste Napajedla bolo testované, či je možné sa 

v štúdiách na identifikáciu zdrojov zamerať sa len na vybrané prominentné markery, čo by mohlo 

v budúcnosti uľahčiť časovo náročné analytické metódy. Daná metóda sa ukázala byť spoľahlivá pre 

oblasť malej mierky. Dokonca použitie len vybraných markerov v mnohorozmerných metódach 

umožnilo rozlíšiť zdroje medzi jednotlivými odberovými miestami presnejšie než použitím všetkých 

analyzovaných zlúčenín. V rámci meracej kampane realizovanej na území MSK bolo zisťované, ktoré 

z energetických zdrojov sa podieľajú na zhoršenej kvalite ovzdušia zimnom období najvýznamnejšie, 

pričom pozornosť bola upriamená na smogovú situáciu. Na území MSK sa stretávame s úskalím veľkej 

rozmanitosti identifikovaných organických látok naprieč odberovými lokalitami, preto bolo nutné dáta 

vhodným spôsobom zjednotiť na vyťaženie čo najrelevantnejšieho výsledku s čo najmenšou stratou 

informácie. Výsledky ukázali, že každá odberová lokalita je špecifická iným prevládajúcim zdrojom 

znečistenia, niektoré lokality si však boli prevládajúcimi zdrojmi podobné. Pri rozdelení do klastrov bola 

počas smogovej situácie najvýznamnejší faktor lokalita, u nesmogovej situácie bol najvýznamnejší 

faktor deň odberu. Najviac špecifické lokality počas smogovej aj nesmogovej sezóny sa ukázali lokality 

Poruba a Radvanice, čo naznačuje, že dané lokality sú ovplyvnené stálymi lokálnymi zdrojmi, na ktoré 

nemá až taký významný vplyv napr. zmena prúdenia vetra. 

 

Kľúčové slová: organické markery, identifikácia zdrojov, energetické zdroje, druh paliva, 

mnohorozmerné štatistické metódy, kompozičný prístup  
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 The presented dissertation thesis deals with the possibilities of the identification and 

quantification of the energy pollution sources using the proposed classification tool allowing the 

reduction of the total amount of the organic compounds identified in the samples and extraction only 

of the most important markers of the selected energy pollution sources in the sites of interest. Based 

on the selected markers, the influence of the fuel combustion on the air pollution is identified. 

The theoretical part is focused on the characterization of specific organic compounds – markers, which 

are characteristic for the particular energy pollution sources, namely the type of the fuel combusted. 

Specifically, the markers for biomass, coal and plastics burning and markers released from diesel and 

petrol engine vehicles. The most commonly used models for source apportionment of energy air 

pollution sources are also described, mentioning their particular advantages and disadvantages. The 

individual steps of the proposed model are described in the Methods section of the thesis including 

the justification of its mathematical soundness. The proposed model was applied in two measurement 

campaigns performed in a small-scale area (Napajedla) and large-scale area (Moravian-Silesian region). 

During the Napajedla measurement campaign, the possibility of focusing only on the prominent 

markers in the source apportionment studies was tested which would, in future, lead to facilitation of 

the time-consuming analytical techniques. The method was found to be reliable for the small-scale 

area. Moreover, using only the selected markers in the multivariate methods allowed the distinction 

of the pollution sources between the individual sites even more accurately than using all the 

determined compounds. During the Moravian-Silesian region campaign, identification of the most 

important energy pollution sources during the winter period of worsened air conditions was the main 

goal while the study was focused on the smog situation. High diversity of the identified organic markers 

in the PM10 samples between the individual sampling sites was to be addressed in this campaign, 

hence, the data had to be unified to extract as complete dataset as possible – with losing a minimal 

information. The results shown that each sampling site is specific by different prevalent source of 

pollution, some were, however, similar. In the cluster partitioning, the factor of site was found to be 

the most important during the smog season, whereas during the non-smog season, the sampling day 

was the most important factor. The most specific sites during both seasons were sites Poruba and 

Radvanice indicating that these sites are influenced by stable local sources and are not significantly 

influenced by e.g. change in wind direction. 

 

Keywords: organic markers, source identification, energy sources, type of fuel, multivariate analysis, 

compositional principles 
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1 Úvod 
Kvalita ovzdušia v mestských oblastiach je jedným z hlavných environmentálnych problémov v mestách 

po celom svete. Podľa International Energy Agency (IEA) je celosvetovo 6.5 miliónov úmrtí ročne 

spojených so znečisteným ovzduším, a tento alarmujúci stav môže v nasledujúcich desaťročiach ešte 

narásť, pokiaľ energetický sektor nezvýši svoje úsilie o zníženie emisií – IEA upozorňuje, že uvoľňovanie 

znečisťujúcich látok do ovzdušia je spôsobené neregulovanou alebo neefektívnou výrobou a 

využívaním energie (International Energy Agency 2016). 

Energetický sektor (vrátane priemyslového spaľovania a spaľovania v domácnostiach) je historicky 

najvýznamnejším prispievateľom k znečisteniu ovzdušia. Napriek tomu, že sa emisie výrazne znížili, 

čiastočne kvôli zavedeným emisným limitom pre veľké inštalácie, a tiež postupným sprísňovaním 

noriem na kvalitu paliva, emisie z energetiky naďalej prispievajú k prekračovaniu noriem kvality 

ovzdušia. 

Pri navrhovaní spôsobu ochrany a zlepšení kvality ovzdušia sú vždy zásadné dve otázky: „Ktoré zdroje 

majú významný vplyv na kvalitu ovzdušia v danej oblasti?“ a „Aký veľký je príspevok z každého z 

významných zdrojov na celkovú kvalitu ovzdušia danej oblasti?“. Prvá otázka, identifikácie zdrojov, 

musí byť zodpovedaná k dosiahnutiu kvalitatívneho pochopenia problému. Ak však majú byť emisné 

regulácie efektívne uplatnené pre hlavné zdroje, potom je potrebné porozumieť prínosu každého 

zdroja k problému kvality ovzdušia kvantitatívne. Identifikácia zdrojov znečistenia ovzdušia a 

kvantifikácia ich príspevkov k úrovni znečistenia sa v angličtine označuje termínom „Source 

Apportionment“ (SA) – tento pojem v sebe zahŕňa identifikáciu a kvantifikáciu zdrojov, do češtiny a 

slovenčiny ale býva termín nie úplné správne označovaný len ako „identifikácia zdrojov“. 

Presný vklad jednotlivých zdrojov ku koncentráciám polutantov v ovzduší v jednotlivých mestských a 

priemyselných oblastiach stále nie je známy. Keďže uskutočniť štúdiu na rozdelenie zdrojov 

experimentovaním so všetkými hlavnými zdrojmi je vo väčšej oblasti nepraktické – vyžadovalo by to 

drahé regulačné programy len na sledovanie ich účinkov, boli namiesto toho vyvinuté analytické 

metódy a počítačové prediktívne modely, ktoré kvantifikujú vzťahy medzi emisiami znečisťujúcich látok 

a zmenami v kvalite ovzdušia. Každý z modelov má svoje výhody a nevýhody, ktoré sa týkajú hlavne 

požiadaviek na komplexnosť vstupných informácií a obtiažnosti práce s modelmi, ale aj relevantnosti 

získaných výstupov.  

Organické molekulárne markery reprezentujú vybrané zlúčeniny uvoľňované do atmosféry, ktoré sú 

unikátne pre špecifické  zdroje PM, a môžu tak  byť použité k identifikácii hlavných zdrojov znečistenia 

v mestských oblastiach. V štúdiách na identifikáciu zdrojov znečistenia za použitia organických 

markerov sa využíva hlavne metóda diagnostických pomerov, ktorá je ľahká na používanie, avšak 

poskytuje len kvalitatívne výsledky, resp. informácie o zdrojoch znečistenia. Ďalšou limitáciou je, že sa 

pomery môžu počas transportu od zdroja k receptoru meniť, navyše každá oblasť je špecifická svojimi 

zdrojmi a ich zložením emitovaných polutantov, preto aplikácia jednotných pomerov zlúčenín na 

všetky oblasti sveta môže viesť zavádzajúcim výsledkom. 

Predložená práca preto rieši možnosť identifikácie a kvantifikácie energetických zdrojov použitím 

navrhnutého klasifikačného nástroja, ktorý umožňuje redukovať celkové množstvo organických 

zlúčenín identifikovaných vo vzorkách odobraných z voľného ovzdušia a extrahovať najdôležitejšie 

markery pre vybrané energetické zdroje v sledovaných oblastiach, podľa ktorých je následne možné 

rozlíšiť prevládajúce spaľované palivá v daných oblastiach. 
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2 Organické markery 
Atmosférické aerosóly hrajú kľúčovú úlohu v mnohých environmentálnych procesoch v lokálnom aj 

globálnom merítku – ovplyvňujú viditeľnosť, kvalitu ovzdušia, klimatický režim, a majú aj negatívny 

vplyv na ľudské zdravie (respiračné a kardiovaskulárne ochorenia, predčasné úmrtia).   

Organická hmota v PM je zložitá zmes tisícov organických látok (Goldstein a Galbally 2007), jej zloženie 

je veľmi variabilné v závislosti na zdroji, oblasti, sezóne, a mnohých iných faktoroch. Niektoré zo 

zlúčenín – napr. PAU a alkány sú v poprednej pozornosti medzi vedeckou komunitou (Pindado a Perez 

2011). Počet charakterizovaných zlúčenín neustále narastá každým rokom, avšak ich tvorba, zdroje, 

ako aj vplyv na klímu a ľudské zdravie je stále predmetom výskumu (Gilardoni 2017). 

Organická hmota tvorí dominantnú frakciu atmosférických častíc v mestských oblastiach (20-90%) 

(Zhao et al. 2013). Organické látky môžu byť uvoľňované z rôznych zdrojov vrátane spaľovania palív, 

varenia, spaľovania biomasy, či mobilných zdrojov, ale taktiež sa môžu tvoriť oxidáciou prekurzorov 

plynnej fáze v atmosfére. 

S ohľadom na naplnenie cieľa zvýšiť kvalitu ovzdušia, je nevyhnutné dôkladné stanovenie zloženia 

častíc a rovnako kontrola emisií v mieste ich pôvodu. Napriek tomu, že doposiaľ boli organické látky 

prítomné v atmosférických PM rozsiahle analyzované, vďaka čomu bolo identifikované väčšie 

množstvo zlúčenín, rovnako ako ich zdrojov, ich variabilita vedie k potrebe neustálej špecifikácie pre 

každú novú študovanú oblasť (Giri et al. 2013). Následná implementácia efektívnych opatrení 

a stratégií na znižovanie emisií vedú k zníženiu koncentrácií polutantov a následné zlepšenie ľudského 

zdravia (Silveira et al. 2016). 

Napriek významnému pokroku, ktorý bol dosiahnutý v pochopení pôvodu a vlastnostiach organickej 

hmoty v PM, zostáva stále najmenej pochopenou zložkou PM, a to kvôli komplexnosti a obtiažnosti 

v určovaní chemického zloženia, ktoré je limitujúce aj za použitia najmodernejších metód. Doposiaľ 

síce bolo kvantifikovaných už niekoľko stoviek organických zlúčenín, avšak tieto predstavujú len zlomok 

(10 - 20 %) celkovej hmotnosti organického aerosólu. Napríklad, v prípade, kedy je kvantifikovaných 

a identifikovaných niekoľko stoviek organických zlúčenín v PM, môžu reprezentovať len 15 % celkovej 

organickej hmoty v časticiach. 

Menšie množstvo organických látok je označované ako markery alebo indikátory – nesú informáciu 

o špecifickom zdroji alebo skupine zdrojov (Lin et al. 2010b). Napriek tomu, že organické markery môžu 

v niektorých prípadoch poskytovať primeranú informáciu o reprezentácii zdrojov, daná metóda má 

určité obmedzenia, ktoré môžu viesť k skresleniu výsledkov. Metóda identifikácie zdrojov podľa 

príslušných markerov (species) je založená na ideálnom koncepte, v ktorom by mal každý organický 

marker pochádzať z jedného typu zdroja. V skutočnosti však môžu byť emitované z niekoľkých zdrojov 

v rámci vzorkovanej oblasti, a teda nemôžu byť špecifické pre jeden typický zdroj (Dutton et al. 2009). 

Navyše, posledné vedecké štúdie preukázali, že niektoré organické markery môžu byť v atmosfére 

reaktívne (hlavne s OH- a NO3
- radikálmi) a polo-prchavé, a tiež podliehajú priestorovej variabilite – 

napr. levoglukozan, marker pre spaľovanie dreva, je v atmosfére mierne reaktívny, preto môže byť 

rýchlo vyňatý zo zmesi znečistenia (Kalberer 2014). Na druhej strane však štúdia Heo et al. (2013) 

ukázala zhodu pri porovnaní použitia organických markerov vo viacerých modeloch na identifikáciu 

zdrojov, z čoho bolo následne konštatované, že kľúčové markery ako hopány, sterány, PAU, 

a levoglukozan nevykazovali také významné straty kvôli oxidácii alebo oddelenia do plynnej fáze, ktoré 

by ovplyvnili výsledky. 

Organické molekulárne markery sú individuálne kvantifikovateľné organické zlúčeniny emitované 

špecifickými zdrojmi alebo skupinou zdrojov. Bežné skupiny zlúčenín molekulárnych markerov 
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zahŕňajú alkány, cykloalkány, polyaromatické uhľovodíky (PAU), sterány, mastné kyseliny, steroly 

a metoxyfenoly. Mnohé z týchto organických zlúčenín je toxických alebo karcinogénnych (Spurny 2010; 

Pope et al. 2002), avšak môžu byť užitočné ako markery k identifikácii zdrojov.  

Malé množstvo organických zlúčenín je považované za molekulárne biomarkery – vykazujú malú alebo 

žiadnu zmenu v chemickej štruktúre od ich rodičovskej organickej molekuly. Podľa štúdie Oros and 

Simoneit (2001) sú biomarkery charakteristické obmedzenou prítomnosťou, špecifickosťou zdroja, 

molekulárnou stabilitou, a vhodnou koncentráciou pre analytickú detekciu. 

Biomarkery hrajú významnú úlohu pri charakterizácii, korelácii, diferenciácii a identifikácii zdrojov 

chemikálií. Ide o zložité molekuly odvodené od pôvodných živých organizmov. Biomarkery 

nachádzajúce sa v surových olejoch, horninách a sedimentoch sú stabilné a vykazujú malé alebo žiadne 

zmeny v štruktúre od ich materských organických molekúl, alebo tzv. biogénnych prekurzorov 

(terpénoidy, steroly, a steroidy) v živých organizmoch, a tak prenášajú informácie o povahe, zdroji, 

type a geologických podmienkach. Biomarkery je možné detegovať v malých množstvách (ppm a 

subppm) v prítomnosti širokého spektra iných typov ropných uhľovodíkových skupín ako alkány a 

väčšine aromatických zlúčenín. Biomarkery, najmä hopanoidy a steroidy (vrátane aromatických 

steroidov), sú odolnejšie voči degradácii v prostredí. Okrem toho, biomarkery, ktoré vznikli za rôznych 

geologických podmienok a vekov môžu vykazovať odlišné biomarkerové fingerprinty(odtalčky). Preto 

z hľadiska určenia zdroja poskytuje chemická analýza biomarkerov informácie veľkého významu (Wang 

et al. 2006). Výskyt individuálnych biomarkerov v prostredí umožňuje identifikovať jednotlivé zdroje 

znečistenia (Simoneit 2004). 

Najdôležitejšie skupiny organických látok, ktoré sú najčastejšie detegované v chemických analýzach na 

identifikáciu zdrojov sú predstavené nižšie. 

 

2.1.1 Alkány 
Alkány sú uhľovodíky s dlhým uhlíkovým reťazcom, predstavujú významnú skupinu organických 

zlúčenín v ovzduší, a vďaka distribúcii ich uhlíkových homológov je možné rozlíšiť antropogénne a 

biogénne zdroje (He et al. 2006). Antropogénne zdroje obvykle zahŕňajú spaľovanie fosílnych palív, 

dreva, naopak biogénne zdroje zahŕňajú častice z epikutikulárnych voskov cievnatých rastlín a z 

priamej suspenzie peľu, mikroorganizmov a hmyzu. Podľa literatúry, vosky vyšších rastlín sú uvádzané 

ako zdroje dlhých reťazcov (>20) (EGLINTON a HAMILTON 2014; Simoneit 1986). Alkány medzi C23 

až C25 slúžia ako indikátori emisií z dieselových motorov (Yadav et al. 2013), avšak sú vo výfukových 

splodinách len vo veľmi nízkych koncentráciách. Alkány C14 a C34  sú prítomné v emisiách zo spaľovania 

uhlia. CPI index (z angl. carbon preference index) bol zavedený ako definitívna miera predominancie 

nepárových uhlíkových homológov, metóda CPI na identifikáciu zdrojov je popísaná nižšie (Oros a 

Simoneit 2000).  

2.1.2 Polycyklické aromatické uhľovodíky 
Polycyklické aromatické uhľovodíky (PAU) predstavujú skupinu zložitých organických látok 

obsahujúcich vo svojej štruktúre uhlík a vodík vo forme najmenej dvoch benzénových jadier. PAU sú 

najstabilnejšie z pomedzi uhľovodíkov, majú nízky pomer vodík-uhlík a všeobecne sa vyskytujú skôr 

ako zložité zmesi než ako samostatné zlúčeniny (Ravindra et al. 2008). 

Podľa US EPA (United States Environmental Protection Agency) je kvôli zdravotným rizikám 

monitorovaných 16 prioritných PAU, konkrétne: naftalén, acenaftylén, acenaftén, fluorén, antracén, 

fenantrén, fluorantnén, pyrén, chrysén, benzo(a)antracén, benzo(b)fluorantnén, benzo(k)fluorantén, 
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benzo(a)pyrén, indeno (1,2,3-cd)pyrén, bezno(g,h,i)-perylén, a dibenzo(a,h)antracén (v poradí podľa 

počtu aromatických jadier v štruktúre). 

PAU sa väčšinou tvoria počas nedokonalého spaľovania a pyrolýzy fosílnych palív a dreva, tiež 

sa uvoľňujú z ropných produktov, nachádzajú sa vo výfukových plynoch motorových vozidiel. Kvôli ich 

nízkym emisiám prírodného pôvodu sú dobrými indikátormi antropogénnych zdrojov. V mestskom 

prostredí a blízkych mestských oblastiach sú hlavnými zdrojmi PAU výfuky motorových vozidiel 

a spaľovanie v domácich kotloch (Simoneit 2002) – pričom podiel druhého zdroja významne vzrastá 

v zimnom období (Marchand et al. 2004). 

Emisný profil PAU pre daný zdroj závisí na procesoch produkujúcich PAU  (Manoli et al. 2004). Pri 

nízkoteplotných procesoch (napr. spaľovanie dreva) sa obvykle tvoria nízkomolekulárne PAU, zatiaľ čo 

vysokoteplotné procesy (napr. spaľovanie palív v motoroch) emitujú PAU s vyššou molekulovou 

hmotnosťou (Mostert et al. 2010). 

2.1.3 Hopány 
Hopány majú kvôli svojej rozmanitosti veľký význam ako biomarkery, sú to penacyklické triterpenoidy, 

predstavované mnohými izomérmi, predpokladá sa, že vznikli zo zlúčenín, ktorými sú tvorené bunkové 

membrány prokaryotov a cyanobaktérií, alebo z vyšších rastlín ako sú papradiny. Počas geologických 

období podstupujú rastlinné zvyšky sekvenciu fyzikálnych, biochemických a chemických zmien za 

vzniku rôznych druhov uhlia. Bežne pozostávajú z 27 až 35 atómov v štruktúre pozostávajú zo štyroch 

6-členných uhlíkov prstencov a jedného päťčlenného, ich štruktúra je podobný cholesterolu (Oros a 

Simoneit 2000).  

Steránové a triterpenoidné hopány boli identifikované v mazacích olejoch, cestnom prachu, oteroch 

pneumatík. Hopány sú zložkou všetkých palív a mazív na bázy minerálnych olejov alebo uhlia (Kaplan 

et al. 2001) a boli identifikované v emisiách zo spaľovania uhlia (Oros a Simoneit 2000), spaľovania 

topného oleja a v emisiách z motorových vozidiel (Rogge et al. 1997) – bolo potvrdené, že hopány 

detegované v emisiách z automobilov nepochádzajú z benzínu a nafty, ale z mazacieho oleja, na 

základe podobnosti distribúcie hopánov (Li et al. 2005). 

Prítomnosť stechiometricky konfigurovaných hopánov na pozíciách C17 a C21 je často využívaná k 

určeniu veku geologických vzoriek uhlia. Najstaršie uhlie obsahuje hopány so štruktúrou 

17α(H),21β(H), v mladšom uhlí so štruktúrou 17β(H),21α(H), a v najmladšom uhlí nájdeme hopány so 

štruktúrou17β(H),21β(H) (Oros a Simoneit 2000). 

 

2.2 Špecifické markery pre energetické zdroje 
Nasledujúca subkapitola je venovaná prehľadu doposiaľ zisteným organickým markerom, ktoré sú 

emitované pri spaľovacích procesoch a sú charakteristické pre jednotlivé typy paliva, a teda je možné 

vďaka nim identifikovať zdroje znečistenia v sledovaných oblastiach. 

 

2.2.1 Markery pre spaľovanie biomasy 
Spaľovanie biomasy predstavuje významný zdroj častíc v atmosfére vo vidieckych, ale aj mestských 

oblastiach a podiel znečistenia ovzdušia zo spaľovania biomasy neustále narastá, kvôli narastajúcej 

popularite využívania obnoviteľných zdrojov energie.  

Spaľovanie biomasy je zložitý proces, pri ktorom dochádza rozkladom celulózy, hemicelulózy a lignínu 

k produkcii rôznych emisných produktov v rôznych fázach celého procesu.  
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Celulóza je hlavnou stavebnou látkou rastlinných bunkových stien, je zodpovedná za štruktúrnu 

pevnosť a pozostáva zo  7 – 12 000 D-glukózových monomérov. Hemicelulóza pozostáva zo zmesi 

polysacharidov derivovaných hlavne z glukózy, manózy, galaktózy, xylózy a arabinózy. Molekuly 

hemicelulózy pozostávajú len z 100 – 200 sacharidových monomérov, sú menej štruktúrované než 

u celulózy, a zloženie sacharidov sa výrazne líši naprieč rôznymi druhmi drevín. Lignínové biopolyméry 

sú derivované z p-koumaryl, koniferyl a sinapyl alkoholov a obsahujú hlavne anisyl, vanilyl (guaiacyl) 

a syryngyl. Ďalšími sprievodnými zložkami drevín sú terpény, vosky, pektíny, triesloviny (taníny), 

steroly a živice.  

Pri zahrievaní dreva sa jeho komponenty začínajú hydrolyzovať, oxidovať, dehydratovať a s rastúcou 

teplotou sa tepelne štiepia na horľavé prchavé látky. Chemické zloženie častíc emitovaných pri 

spaľovaní biomasy ovplyvňuje zloženie a kvalita paliva a spaľovacie podmienky. Pri spaľovaní dreva pri 

teplotách nad 300 °C vznikajú pre celulózu špecifické molekulové markery – levoglukozan (1,6-

anhydro-β-D-glukopyranosa,) sprevádzané ďalšími stereoisomérmi anhydridov monosacharidov, 

konkrétne manozan (1,6-anhydro-β-D-mannopyranóza) a galaktozan (1,6-anhydro-β-D-

galaktopyranóza) (Simoneit 2002; Zdráhal et al. 2002). Vďaka tomu, že sa levoglukozan nerozkladá v 

kyslom prostredí ani počas desiatich dní, bol navrhnutý ako ideálny marker spaľovania biomasy 

(Schkolnik a Rudich 2006). V nedávnej dobe sa však preukázalo, že stabilita molekuly levoglukozanu 

nie je za určitých podmienok príliš vysoká, napr. pri vystavení hydroxylovým radikálom (Hennigan et 

al. 2010; Hoffmann et al. 2010), napriek tomu aj naďalej slúži ako hlavný marker spaľovania biomasy. 

Množstvo levoglukozanu v spalinách tvorí 76–93 % z celkového množstva anhydridov monosacharidov 

(Zdráhal et al., 2002). Levoglukozan sa tiež nachádza v pyrolýznych produktoch lignocelulózy a rašeliny. 

Pri spaľovaní fosílnych palív alebo biodegradácii, prípadne pri hydrolýze celulózy levoglukozan 

nevzniká.  

V štúdii (Fabbri et al. 2009) bolo preukázané, že pri horení miocéneho lignítu, ktorý sa hojne používa 

na vykurovanie v domácnostiach v Poľsku sa uvoľňuje významné množstvo levoglukozanu a ďalších 

markerov celulózy. 

Spaľovanie mäkkého dreva 

Najvýznamnejšie markery pre emisie zo spaľovania dreva ihličnatých stromov sú okrem anhydrydov 

monosacharidov a metoxyfenolov aj katechol, kyselina 4-hydroxybenzoová, vanilín a kyselina vanilová. 

Významné markery sú aj n-nonakozan-10-ol, alkoxyfriedeleny, dehydroabietal a kyselina 

dehydroabietová. Spomedzi diterpenoidov sú zastúpené hlavne retén, pimantrén a simonellit. 

Spomedzi PAU majú najväčšie zastúpenie fenantrén, fluorantén a pyrén, menšie antracén, 

benzo[a]pyrén, benzo[a]antracén, chryzén, cyklopenta(c,d)pyrén a benzo(g,h,i)perylén (Simoneit 

2002). Retén je žiaľ nie vždy prítomný v dostatočne vysokej koncentrácii umožňujúcej jeho detekciu 

(Schauer et al. 2001). 

Spaľovanie tvrdého dreva 

Najvýznamnejšie markery pre emisie zo spaľovania listnatých stromov sú kyseliny oleana-2,12-dien-

18-ová a ursana-2,12-dien-18-ová, ktoré sú produktmi tepelnej degradácie oleanolových a ursolových 

kyselín. Významné markery sú tiež anhydridy monosacharidov, syringaldehyd, kyselina syringová, α-

amyrin, β-amyrin a lupeol. Spomedzi PAU je u listnatých stromov najviac zastúpený fenantrén, 

fluorantén a pyrén. Emisie zo spaľovania listnatého dreva obsahujú tiež deriváty guaiakolu, napr. 2-

methoxyfenol, a naviac aj aj deriváty syringolu, ako napr. 1,3-dimethoxyfenol. Špecifický marker pre 

horenie brezového dreva bol označený allobetul-2-en, pretože v emisiách zo spaľovania dreva 

ostatných listnatých stromov nebol zistený (Simoneit 2002). 
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2.2.2 Markery pre spaľovanie fosílnych palív 
Spaľovanie uhlia patrí stále k najvýznamnejším prispievateľom k znečisteniu ovzdušia vo vidieckych 

oblastiach počas vykurovacieho obdobia z dôvodov nižších nákladov.  

Množstvo a distribúcia organických zložiek emitovaných pri spaľovaní uhlia závisí na teplote 

spaľovacieho procesu, ventilácii, dobe horenia, a geologickej zrelosti uhlia. V procese zuhoľňovania 

prechádzajú rastlinné zvyšky fyzikálnymi, biochemickými a chemickými zmenami (dehydratácia, strata 

funkčných skupín s obsahom kyslíka, alkylácia a oligomerizácia), čo má za následok vznik niekoľko 

typov uhlia vzrastajúcej zrelosti. Podľa veku uhlia je potom vzostupne možné rozlíšiť rašelinu, lignít, 

hnedé uhlie, čierne uhlie a antracit. So vzrastajúcou zrelosťou uhlia vzrastá podiel aromatických 

zlúčenín, a zároveň klesá počet alifatických väzieb mostíkov. U zrelšieho uhlia sa dusíkové formy menia 

na viac kondenzované štruktúry – napr. pyridíny, chinolíny, pyroly a karbazoly. Síra sa objavuje vo 

forme sulfidov, disulfidov alebo merkaptánov v alifatických alebo aromatických štruktúrach (Simoneit 

et al. 2007)  

Hlavné molekulárne biomarkery emitované pri spaľovaní uhlia zahŕňajú hopanoidné uhľovodíky, 

steroidné uhľovodíky a terpenoidy. Z hopanoidných uhľovodíkov ide o skupinu C27 – C31 hopánov (bez 

C28),  apicény a hydropicény (Oros a Simoneit 2000). 

Prítomnosť stechiometricky konfigurovaných hopánov na pozíciách C17 a C21 je často využívaná k 

určeniu veku geologických vzoriek uhlia. Najstaršie uhlie obsahuje hopány so štruktúrou 

17α(H),21β(H), v mladšom uhlí sa nachádzajú hopány so štruktúrou 17β(H),21α(H), a v najmladšom 

uhlí nájdeme hopány so štruktúrou17β(H),21β(H) (Oros a Simoneit 2000). 

Chemické zloženie emisií z rašeliny a hnedého uhlia je veľmi podobné emisiám zo spaľovania biomasy. 

Najvýznamnejšie molekulové markery zo spaľovania hnedého uhlia sú divanilyl a 1,2-divanilylethan 

lignány, diterpenoidy a dehydrogenované a 3-oxo triterpenové deriváty (Simoneit 2002). PAU sú v 

emisiách zo spaľovania hnedého uhlia prítomné v nízkych koncentráciách, naopak vyššia je ich 

prítomnosť v emisiách zo spaľovania čierneho uhlia (Oros a Simoneit 2000). PAU sú vedľajším 

produktom nedokonalého spaľovania, hlavne v domácich krboch – bolo preukázané, že spaľovania sú 

trikrát vyššie ako z priemyslu. (Zhang et al. 2008). 

2.2.3 Markery pre spaľovanie plastov 
Plasty sú tvorené širokou škálou syntetických a polysyntetických organických látok. Typicky sú plasty 

charakterizované ako organické polyméry s vysokou molekulovou hmotnosťou, a vo väčšine obsahujú 

ďalšie aditíva (Verma et al. 2016). 

Plasty sú vyrábané najčastejšie polymerizáciou, kedy sú molekuly monomérov postupne spájané za  

kontrolovaných podmienok do vysokomolekulových polymérov. Pre riadenie procesu polymerizácie sa 

používa množstvo špecifických chemických látok a k polymerizovaným materiálom sú pridávané 

antioxidanty, UV stabilizátory, antistatické činidlá, tepelné stabilizátory, mazadlá (estery), či 

zmäkčovadlá (ftaláty a estery). 

Základné typy plastov prítomné v odpade zahŕňajú vysokohustotný polyetylén (HDPE), nízkohustotný 

polyetylén (LDPE), polyvinylchlorid (PVC), polyetyléntereftalát (PET), polystyrén (PS) a polypropylén 

(PP). Plastové materiály sú sami o sebe environmentálne relatívne stabilné, obsahujú však aditíva, 

ktorých reakčné a degradačné produkty môžu byť uvoľňované do životného prostredia (Simoneit et al. 

2005).  

Plastové materiály sú ľahko horľavé, a počas termickej degradácie emitujú častice obsahujúce 

produkty depolymerizácie plastov a prchavé aditíva, ktoré ostávajú v životnom prostredí. Ftalátové 
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estery sú produkované  v extrémne veľkých objemoch a sú široko používané ako zmäkčovadlá 

v plastových priemysloch, najbežnejšie používané zlúčeniny sú bis-(2-ethylhexyl)ftalát (DEHP) a n-

dibutyl ftalát (DBP), preto sa nachádzajú aj v emisiách zo spaľovania plastov. Hlavné organické 

zlúčeniny emitované pri spaľovaní plastov zahŕňajú n-alkány, kyselinu tereftalovú, ftaláty a kyselinu 4-

hydroxybenzoovú, v menších množstvách polycyklické aromatické uhľovodíky, vrátane 

trifenlybenzénov a tris(2,4-di-terc-butylfenyl)-fosfát. Za kľúčové markery pre spaľovanie plastov boli 

označené 1,3,5-trifenylbenzén a tris(2,4-di-terc-butylfenyl)-fosfát (Simoneit et al. 2005).  

V štúdii pri spaľovaní LDPE a HDPE bolo za rôznych podmienok detegovaných viac než 230 prchavých 

a poloprchavých organických látok – hlavne olefíny, parafíny, aldehydy a ľahké uhľovodíky (Valavanidis 

et al. 2008). Z VOC  býva pri spaľovaní plastov vo významných množstvách emitovaný benzén, zo semi-

VOC hlavne benzo(a)pyrén and 1,3,5 trimetylbenzén (Font et al. 2004). 

2.2.4 Markery pre motorové vozidlá 
Cestná doprava je jedným z hlavných prispievateľov k znečisteniu ovzdušia vo veľkých mestských 

oblastiach. 

V emisiách motorových vozidiel sú prítomné n-alkány, kyseliny n-alkánové, kyselina benzoová, 

benzaldehydy, PAU, oxy-PAU, sterány, hopány, azanaftalény a ďalšie (Schauer et al. 2002). 

Hopány a sterány sú prítomné v motorových olejoch používaných vo vozidlách s benzínovými aj 

naftovými motormi, napriek tomu, že boli odstránené počas rafinácie. Hlavnými biomarkermi sú 

17α(H),21β(H)-hopán a 17α(H),21β(H)-30-norhopán (Phuleria et al. 2007). 

Emisie z dieselových motorových vozidiel zahŕňajú alkány (hlavne C16 – C33) s doprovdnými 

rozvetvenými alkánmi  a alkylcyklohexánmi s dlhým reťazcom, acyklické izoprenoidy – pristán a fytán, 

sterány (od C27 – cholestany po C29 – stygmastány), pentacyklické triterpenoidy, alifatické deriváty 

ľahkých uhľovodíkov (naftalén, fenantrén a bifenyl) (Lough et al. 2007). 

Biopalivá môžu zahrňovať  acyklické izoprenoidy  ako farnesol (3,7,11-trimethyl2,6,10-dodecatrien-1-

ol) and skvalén, keďže sú prítomné v recentných rastlinách (Lough et al. 2007). 

V porovnaní s automobilmi s benzínovými motormi, automobily s dieselovými motormi sú obohatené 

ľahšími PAU ako fentantrén, fluoranten, pyrén, chrysén. Spaľovanie benzínu produkuje častice 

v ktorých prevládajú PAU s vysokou molekulovou hmotnosťou ako bezno(a)pyrén, 

dibenz(ah)antracén, benzo(ghi)perylén, či koronén (Phuleria et al. 2006; Stogiannidis a Laane 2015). 

Obrázok 1 ukazuje príklad zloženia PM emitovanej z motorových vozidiel. . 
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Obrázok 1 Príklad zloženia prachovej častice emitovanej z motorových vozidiel, organický hmota tvorí 20 – 30 % v 
časticiach PM2.5 (Vysvetlivka: HULIS – humínové látky) Modifikoané z (Imad El Haddad et al., 2009)  

 

2.3 Metódy identifikácie zdrojov 
Pre potreby chrániť ľudské zdravie a životné prostredie ako celok, je nevyhnutné znížiť úroveň 

znečistenia redukovaním polutantov už pri zdroji. Avšak kvantitatívny vplyv zdrojov, ktoré ovplyvňujú 

znečistenie ovzdušia nie je možné merať priamo, kvôli dynamike atmosféry. Preto sú nutné modely k 

identifikácii a kvantifikácii zdrojov, ktoré slúžia k vyčísleniu príspevku jednotlivých zdrojov ku 

koncentráciám atmosférických PM a iných polutantov. Tieto informácie slúžia ako základ pre plány 

riadenia kvality ovzdušia (Smernica Európskeho parlamentu a Rady 2008/50/ES o kvalite vonkajšieho 

ovzdušia a čistejšom ovzduší pre Európu).  

Pre identifikáciu zdrojov znečistenia ovzdušia existujú tri kľúčové prístupy (Viana et al. 2008): 

I. Metódy založené na hodnotení dát z monitoringu – na identifikáciu zdrojov sa používa 

základné numerické triedenie (napr. korelácia smeru vetra s hladinami meraných zložiek, 

korelácia plynných polutantov so zložkami PM (Henry et al. 2002) 

II. Disperzné modely – simulujú tvorbu transport a depozíciu aerosólu, k hodnoteniu vplyvu 

zdroja na kvalitu ovzdušia v oblasti/regióne využívajú emisné pomery a disperzné faktory spolu 

s lokálnou topografiou a meteorológiou. Tieto modely vyžadujú detailné emisné inventáre, 

ktoré nie sú vždy k dispozícii (Henry et al. 1984). 

III. Receptorové modely – sú založené na štatistickom vyhodnotení nameraných chemických dát 

PM získaných na receptorových miestach (odberových miestach), resp. chemicko-fyzikálnych 

vlastnostiach častíc. Výpočty sa opierajú o princíp hmotnostnej bilancie. 

Receptorové modely 

Receptorové modely (RM) sú matematické alebo štatistické nástroje slúžiace k identifikácii a 

kvantifikácii zdrojov znečisťujúcich látok v ovzduší. Na rozdiel od disperzných modelov, ktoré objasňujú 

transport, riedenie, a ďalšie procesy, ktoré prebehajú medzi zdrojom a vzorkovacou (receptorovou) 

lokalitou, receptorové modely vychádzajú z koncentrácií látok nameraných v záujmovej lokalite 

(receptorová lokalita) (Belis et al. 2014).  
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Základným princípom receptorového modelovania je predpoklad hmotnostnej rovnováhy, preto 

hmotnostná bilančná analýza môže byť použitá k identifikácii a kvantifikácii zdrojov znečisťujúcich látok 

v atmosfére. Koncentrácia chemických látok meraná v určitej vzorke môže byť popísaná nasledujúcou 

rovnicou (Hopke 2016):  

𝑋𝑖𝑗 = ∑ 𝑔𝑖𝑝 

𝑝

𝑝=1

𝑓𝑝𝑗 + 𝑒𝑖𝑗 

𝑋𝑖𝑗  –  nameraná koncentrácia j-tej látky v i-tej vzorke  

𝑔𝑖𝑝  – príspevok p-tého zdroja v i-tej vzorke  

𝑓𝑝𝑗 – koncentrácia j-tej látky v hmote emitovanej  zdrojom p  

𝑒𝑖𝑗  – časť meraní, ktoré sú nevysvetliteľné modelom (napr. reziduum) 

 

Pri riešení danej rovnice sa predpokladá, že sa koncentrácia sledovaných látok v priebehu transportu 

medzi zdrojom a receptorom nemení, a že sledované látky počas tohto transportu chemicky nereagujú 

alebo nepodliehajú fázovému prechodu (Belis et al. 2013).  

Ako vstupy pre modely sa používajú koncentrácie stopových prvkov (napr. Si, Fe, Cu), iónov  

(napr. SO4
2-),  EC/OC a organických zlúčenín (napr. PAU, alkány, hopany, alkánové kyseliny). Analýza 

chemického zloženia PM umožňuje identifikovať kľúčové látky alebo skupiny látok, ktoré slúžia ako 

markery špecifických zdrojov. Organická zložka PM je na charakterizáciou najzložitejšia, pretože 

obsahuje veľké množstvo zlúčenín, zároveň je však najsľubnejšia, pretože poskytuje markerové 

zlúčeniny.  

Receptorové modely môžu byť ďalej rozdelené do dvoch obsiahlejších kategórií – mikroskopické 

a chemické (Henry et al. 1984) (Hopke 2016). Mikroskopické metódy zahŕňajúce skenovací elektrónový 

mikroskop (SEM) a automatizované SEM analýzy sú primárne založené na analýze morfologických 

znakov jednotlivých častíc v ovzduší (Cooper a Watson 1980). Avšak nie sú veľmi vhodné vo väčšej 

mierke, pretože vo väčšine prípadov nepodávajú kvantitatívne výsledky. Naproti tomu chemické 

metódy využívajú pre identifikáciu chemické zloženie prachových častíc. Každý zdroj má 

charakteristický profil emisií, rozdiely medzi profilmi môžu byť teda použité ku kvantitatívnemu 

rozdeleniu emisií rôznych zdrojov (Friedlander 2003). Z množstva receptorových modelov sa k určeniu 

zdrojov využívajú najmä semi-kvalitatívne metódy – analýza faktoru obohatenia (EF – enrichment 

factor) a diagnostické pomery, a kvantitatívne metódy – Chemical Mass Balance (CMB) model, 

mnohorozmerné štatistické modely – analýza hlavných komponent (PCA), Positive Matrix Factorization 

(PMF), Multilinear Engine (ME), a hybridné modely – Constrained Physical Receptor Model (COPREM), 

UNMIX (Pant a Harrison 2012).  

Prehľad spektra štatistických modelov a modelových prístupov, ktoré sú v súčasnej dobe dostupné 

v literatúre je znázornený na Obrázku 2. Ako je znázornené na obrázku, jedným z hlavných rozdielov 

medzi modelmi je požadovaná miera znalostí o zdrojoch znečistenia pred aplikáciu receptorového 

modelu. Dva hlavné extrémy receptorových modelov sú Chemical Mass Balance (CMB) 

a mnohorozmerné modely.  
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Obrázok 2 Prístupy pre hodnotenie príspevkov zdrojov znečistenia použitím receptorových modelov (modifikované z 

(Schauer et al. 2006)) 

2.3.1 Diagnostické pomery (Diagnostic ratios) 
Metóda diagnostických pomerov je založená na výpočte pomeru koncentrácií dvoch alebo viac 

vybraných organických zlúčenín, prípadne selektívnych markerov a porovnanie vypočítanej hodnoty s 

hodnotami uvádzanými v literatúre pre daný zdroj. Pomocou diagnostických pomerov môžeme rozlíšiť 

rôzne zdroje emisií: emisie z automobilov (naftové a benzínové motory), zo spaľovania uhlia a biomasy, 

z priemyslu, atď. Daná metóda by sa však mala používať pre rozlíšenie zdrojov aerosólov s veľkou 

opatrnosťou, lebo ich hodnoty môže ovplyvniť mnoho faktorov – napr. reaktivita PAU v atmosfére 

(Alves 2008; Ravindra et al. 2008). Sub-metódou diagnostických pomerov je tzv. „Carbon Preference 

Index (CPI)“, ktorý je špeciálne určený pre počítanie pomerov látok zo skupiny alkánov, ďalej sa 

používajú pomery látok s  nízkou molekulovou hmotnosťou (low molecular weight)  a vysokou 

molekulovou hmotnosťou (high molecular weight) „LMW/HMW“. 

Carbon Preference Index (CPI)  

Pôvod alkánov je možné vypočítať podľa „Indexu prevažujúceho uhlíku“ – CPI (Carbon Preference 

Index), ktorý indikuje príspevok párnych a nepárnych čísel uhlíkových homológov. Je to pomer 

množstva n-alkánov s nepárnym uhlíkovým číslom a množstva n-alkánov s párnym uhlíkovým číslom 

(Abas a Simoneit 1996; Herlekar et al. 2012). CPI pre n-alkány (nepárny k párnemu pomeru) môžu byť 

počítané nasledovne:  

𝐶𝑃𝐼 =  
∑ 𝐶𝑛𝑒𝑝á𝑟𝑛𝑒 čí𝑠𝑙𝑜  

∑ 𝐶𝑝á𝑟𝑛𝑒 čí𝑠𝑙𝑜
 

   (1) 

Podľa veľkosti indexu je možné rozlíšiť alkány zo spaľovania fosílnych palív (uhlie x ropné látky) a 

biogénne alkány. Pre n-alkány aj n-alkanoické kyseliny hodnoty CPI > 1 indikujú, že uhľovodíky a 

karboxylové kyseliny sú emitované z prírodných zdrojov, a naopak, hodnoty CPI ≤ 1 (alebo blízko 1) 

indikujú, že sú emitované z antropogénnych zdrojov (Gogou et al. 1996; Alves et al. 2001; Gelencsér 

2004). Ďalší užitočný indikátor používaný k špecifikácii pôvodu emisií je počet uhlíkov s maximálnou 

koncentráciou (𝐶max ). n-Alkány s vysokou molekulovou hmotnosťou (> 𝐶25 ) sú emitované 

z biogénnych zdrojov, zatiaľ čo n-alkány s nižšou molekulovou hmotnosťou (≤ 𝐶25 ) sú emitované 
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prevažne  to spaľovania fosílnych palív  (Alves et al. 2001), (Young a Wang 2002), (Gelencsér 2004) 

(Mancilla et al. 2016).  

Diagnostické pomery PAU 

Diagnostické pomery PAU určujú pôvod znečistenia porovnaním relatívnych koncentrácií jednotlivých 

PAU( (fluorantén (Flu), pyrén(Pyr), benz[a]anthracen (BaA), chrysen (Chr), indeno[1,2, 3-cd]pyrén (InP), 

benzo[g, h, i]perylén (Bg-hiP), antracén(Ant), fenantrén (Phe), benzo[a]pyrén (BaP), atď.) so známymi 

referenciami, čím kvalitatívne odlíšia petrogénne a pyrogénne zdroje (WANG et al. 2017). Pomer PAU 

s nízkou molekulovou hmotnosťou/PAU s vysokou molekulovou hmotnosťou < 1 indikuje pyrogénne 

zdroje vrátane nedokonalého spaľovania fosílnych palív alebo dreva a > 1 indikuje petrogénne zdroje 

vrátane oleja a ropných produktov. Hraničná hodnota pomeru Flu/(Flu+Pyr) pre ropu sa javí byť bližšie 

0,4 než 0,5; hodnoty medzi 0,4 a 0,5 sú skôr charakteristické pre spaľovanie benzínu a nafty; hodnoty 

> 0.5 sú charakteristické pre spaľovanie biomasy a uhlia (Yunker et al. 2002). V štúdii Ravindraet al. 

(2008) sa uvádza, že pomer Flu/(Flu+Pyr) > 0.5 indikuje emisie z dieselových motorov, zatiaľ čo < 0.5 

emisie z benzínových motorov. 

Pri použití diagnostických pomerov PAU k určeniu zdroja znečistenia sa predpokladá, že pomer od 

zdroja k receptoru ostane nemenný (Wang et al. 2010). Avšak pomery PAU počas transportu do 

rôznych prostredí môžu byť signifikantne zmenené kvôli fyzikálno-chemickým vlastnostiam párových 

PAU (Lang et al. 2008; WANG et al. 2017) preto odporúča používať pomery PAU s vyššou molekulovou 

hmotnosťou, pretože sú stabilnejšie. 

Metóda diagnostických pomerov je ľahká na používanie, avšak poskytuje len kvalitatívne výsledky, 

resp. informácie o zdrojoch. Preto je nutné túto metódu v štúdiách dopĺňať o ďalšie metódy, ktoré 

slúžia aj na kvantifikáciu zdrojov. Ďalšou limitáciou je, že pomery sa môžu počas transportu od zdroja 

k receptoru meniť, napr. u niektorých PAU. Tento problém je možné čiastočne riešiť rektifikačným 

faktorom (RF) podľa  (Zhang et al. 2005). Diagnostické pomery PAU sa tiež ukázali ako slabé indikátory 

pre spaľovanie biomasy (Hosseini et al. 2013). 

2.3.2 Chemical Mass Balance (CMB)  
Model Chemical Mass Balance (CMB) rieši rovnicu hmotnostnej bilancie metódou efektívneho rozptylu 

najmenších štvorcov. Model môže byť uplatnený, keď je známy počet a zloženie (miestne profily) 

zdrojov (Belis et al. 2014). US EPA vyvinula pre aplikáciu modelu voľne šíriteľný software CMB 8.2. 

Dôležitými požiadavkami  spojenými s modelom CMB sú nasledovné – zloženie emisií zdrojov je známe 

a nemenné, jednotlivé zložky aerosólu medzi sebou nereagujú (implicitne táto požiadavka znamená, 

že pomery rôznych markerových látok pre odpovedajúce zdroje sa nemenia s časom), počet zdrojov je 

menší než počet markerových látok a zložky zdrojov sú medzi sebou lineárne nezávislé. Ak je jedna zo 

spomenutých požiadaviek nesplnená spoľahlivosť modelu je degradovaná.  Ak je teda možné uvažovať 

len o minimálnych zmenách zdrojových profilov medzi zdrojom a receptorom, CMB môže byť 

považovaný za ideálny model.  Avšak požiadavky kladené na daný model nie sú takmer nikdy úplne 

splnené, pretože jednotlivé polutanty medzi sebou reagujú, zloženie zdrojov nemusí byť vždy 

nemenné, taktiež neberie do úvahy tvorbu sekundárnych aerosólov, a navyše chemický podobné 

zdroje  môžu viesť ku kolinearite pri absencii špecifických molekúl, a taktiež môžu častice počas 

transportu od zdroja k receptoru podliehať chemických transformáciám alebo strate v dôsledku 

vymývania (Banerjee et al. 2015). Model navyše vyžaduje kompletné informácie o zdrojových 

profiloch, avšak pre Európu bolo vyvinutých len niekoľko zdrojových profilov – pre motorové vozidlá 

(El Haddad et al. 2009), tavenie kovov, metalurgickú výroba koksu (El Haddad et al. 2011) – a aj tieto 

sú postavené len na základe štúdií vo Francúzsku. Štúdie na identifikáciu zdrojov v Európe majú vo 
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väčšine prípadov tendenciu opierať sa o profily vyvinuté pre USA, čo však môže viesť k skresleniu 

výsledkov (Hopke 2016).  

2.3.3 Mnohorozmerné modely 
Mnohorozmerné modely (Analýza hlavných komponent, Positive Matrix Factorization, UNMIX) sú 

založené na analýze korelácie medzi meranými koncentráciami. Tieto typy receptorových modelov sú 

rozsiahlo používané, pretože nie je nutná prioritná detailná znalosť o zdrojoch a zdrojových profiloch. 

Predpokladom daných modelov je, že silno korelované zlúčeniny pochádzajú zo spoločného zdroja 

a chemické charakteristiky zdrojov sú počas priebehu merania konštantné (nemenné) (Lau et al. 2012; 

Chavent et al. 2009) 

Positive Matrix Factorization (PMF) je jedna z najpokročilejších receptorových metód, ktorá rozkladá 

maticu vstupných dát do dvoch matíc: príspevok faktorov a faktorových profilov – pričom faktorové 

profily musia byť interpretované užívateľom – a to, ktoré typy zdrojov reprezentujú pomocou 

informácií o profiloch meraných zdrojov, analýzou smeru prúdenia vetrov a emisnými inventúrami  

(Norris et al. 2014). PMF síce poskytuje informácie o zdrojových profiloch, avšak tie neboli verifikované 

skutočnými nameranými profilmi, taktiež  vyžaduje veľký dátový súbor, najlepšie väčší než očakávaný 

počet faktorov (zdrojov) a nutné sú aj vstupné dáta s vypočítanými neistotami (Banerjee et al. 2015). 

Ďalšou nevýhodou automatizovaných modelov od EPA ako PMF a CMB je, že výber molekulárnych 

markerov a zdrojových profilov môže silno ovplyvniť model, čo sa odráža v odhade príspevkov zdrojov 

(Bullock et al. 2008). 

Analýza hlavných komponent (PCA) je najčastejšie využívaná mnohorozmernú štatistickú metódu, 

ktorej hlavným cieľom je redukovať dimenzionalitu pôvodnej matice dát s minimálnou stratou 

informácie a transformovať primárne dáta na nové kombinované premenné – tzv. hlavné komponenty 

(Principal Components – PC). Pri PCA je rovnica hmotnostnej bilancie riešená analýzou vlastných 

vektorov alebo singulárnym rozkladom. PCA nevyžaduje ako vstupné informácie profily zdrojov, ale 

kvôli vhodnej interpretácii výsledných hlavných komponent z hľadiska kategórií zdrojov sú potrebné 

dobré znalosti študovanej oblasti (Belis et al. 2014). Analýza hlavných komponent pre stanovenie 

vzťahu environmentálnych premenných a koncentrácie PM10 už bola autorkou aplikovaná v štúdii  

(Štrbová et al. 2017). 

K najrozšírenejším nástrojom receptorového modelovania v Európe patrí Chemical Mass Balance 

(CMB) a analýza hlavných komponent (PCA) a Faktorová analýza, pričom približne štvrtina štúdií (24%) 

na identifikácie zdrojov PM v Európe je založená na analýze PCA  (Belis et al. 2013). Z vyššie uvedených 

informácií vyplýva, že voľba medzi týmito dvoma prístupmi závisí na dostupných informáciách o 

hlavných zdrojoch PM. Zatiaľ čo CMB model vyžaduje podrobné informácie o zdrojoch emisií a ich 

emisných profiloch, PCA vyžaduje relatívne málo kvantitatívnych poznatkov o emisných profiloch 

zdrojov, avšak vyžadujú počiatočné kvalitatívne znalosti o zdrojoch prítomných v študovanej oblasti 

(Viana et al. 2008). 

Veľa štúdií na identifikáciu a kvantifikáciu zdrojov bolo vykonaných použitím mnohorozmerných 

štatistických metód, keďže sú ideálne pre veľké datasety, umožňujú redukovať dimenzionalitu 

študovaného datasetu a zisťovať vzťahy medzi premennými. Navyše, identifikácia niekoľko málo 

kľúčových látok (tzv.markerov) v obsiahlej skupine zlúčenín, ktoré sme schopní stanoviť modernými 

analytickými metódami  je zložité, preto na spracovanie a interpretáciu výsledkov sú mnohorozmerné 

metódy štatistickej analýzy veľmi užitočným nástrojom. 
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 Ako už bolo spomenuté vyššie, najbežnejšími používanými mnohorozmernými štatistickými metódami 

sú Faktorová analýza (FA), Analýza hlavných komponent (PCA), Positive Matrix Factorization (PMF) 

(Pindado a Perez 2011), len niekoľko štúdií využilo Klastrovú analýzu (Austin et al. 2012). 

Klastrová analýza bola predtým použitá na klasifikovanie klimatických režimov (Badr et al. 2015), 

skúmanie priestorovej distribúcie kvality ovzdušia regionálnych a národných mierok (Gao et al. 2011), 

identifikovať odlišnosti multi-polutantových profilov na danom mieste/naprieč miestami (Austin et al. 

2012), skúmať spojitosti medzi organickými zlúčeninami (Kavouras et al. 2001).  V štúdii Qiao et al 

(2018) bolo hierarchické klastrovanie použité k zoskupeniu miest podľa ich príspevku k PM 2.5 medzi 

rôznymi regiónmi v Číne. 

Klastrová analýza a PCA sú silné nástroje k identifikácii podobných objektov na základe ich 

charakteristík (premenných), na vysvetlenie odlišnosti v datasete vzájomne korelujúcich premenných, 

a na kvantifikovanie významnosti  premenných, ktoré môžu vysvetľovať pozorované zhlukovanie. 

Avšak, PCA nasledovaná analýzou Hierarchického klastrovania na hlavných komponentách doteraz 

ešte nebola použitá v štúdiách znečistenia ovzdušia. Navyše, len niekoľko štúdií na identifikáciu 

a kvantifikáciu zdrojov zahrnulo do analýzy organické molekulárne markery (Pindado a Perez 2011). 
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3 Ciele dizertačnej práce 
Hlavným cieľom predloženej dizertačnej práce je identifikovať, kvantifikovať a porovnať prevažujúce 

zdroje znečistenia ovzdušia vo vybraných mestských oblastiach malej a veľkej mierky za použitia 

organických zlúčenín v mnohorozmerných modeloch. Výsledné modely majú umožniť  porovnať vplyv 

spaľovaného paliva (pôvodcu) na znečistení ovzdušia. 

 

 

Čiastkové ciele práce  zahŕňajú: 

1. Identifikovať hlavné energetické zdroje znečistenia ovzdušia s ohľadom na druh použitého 

paliva na vybraných mestských oblasti malej mierky (na území malého mesta) a veľkej mierky 

(na území kraja) za použitia mnohorozmerných metód na princípe analýzy kompozičných dát 

2. Identifikovať hlavné markery pre použité druhy paliva z najvýznamnejších energetických 

zdrojov v študovaných oblastiach  

3. Na základe výsledkov bodu 1 a 2  určiť vplyv priemyselných zdrojov na malom mestskom území  

4. Na základe výsledkov bodu 1 a 2 porovnať príspevok z významných energetických zdrojov 

k znečisteniu ovzdušia počas smogovej a nesmogovej situácie v zimnom období na území kraja  

 

 

V rámci predloženej dizertačnej práce bol v súvislosti s hlavnou oblasťou skúmania publikovaný článok 

v karentovanom časopise: Application of Multivariate Statistical Analysis Using Organic Compounds: 

Source Identification at a Local Scale (Napajedla, Czechia), ktorý rieši otázky relevantnosti použitia  

vybraných biomarkerov namiesto všetkých identifikovaných organických látok v mnohorozmerných 

modeloch identifikácie zdrojov znečistenia. 
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4 Metodika  
Metodika riešenia preloženej práce pozostávala z nasledovných hlavných krokov: 

• Odber vzoriek PM10 (zaistený externými firmami) 

• Chemická analýza metódou pyrolýznej plynovej chromatografie (py-GC/MS) (realizovaná na 

pracovisku CENET, VŠB – TUO)  

• Štatistické vyhodnotenie nameraných dát a identifikácia zdrojov pomocou výsledných 

markerov (vlastné spracovanie doktorandkou)  

Jednotlivé kroky riešenia výskumnej časti práce sú podrobne predstavené v nasledujúcich 

samostatných subkapitolách.  

4.1 Odber vzoriek 
Odber vzoriek PM10 z voľného ovzdušia bol realizovaný v rámci dvoch samostatných meracích kampaní 

– v meste Napajedla (odber vzoriek zaistený pracovníkmi firmy EnviTech s.r.o.) a na území Moravsko-

sliezskeho kraja (odber vzoriek zaistený pracovníkmi Zdravotního ústavu se sídlem v Ostravě – ZUOVA). 

Detailný popis jednotlivých meracích kampaní je popísaný v subkapitolách nižšie. 

4.1.1 Napajedla (Zlínsky kraj) 
Prvá meracia kampaň prebiehala v meste Napajedla (49°10′20″ N, 17°31′3″ E), ktoré  je situované 

v juhovýchodnej časti Česka v Zlínskom kraji. Účelom meracej kampane v danej záujmovej oblasti bolo 

predovšetkým sledovať vplyv priemyslu na kvalitu ovzdušia na území malej mierky. Priemyselný sektor 

mesta je reprezentovaný  hlavne výrobou a spracovaním plastov (firmy Fatra a Extraplast). V priľahlej 

obci sa nachádza ďalší veľký zdroj znečistenia – Tepláreň Otrokovice a.s., ktorá spaľuje hnedé a čierne 

uhlie (v pomere 70:30) a spoluspaľuje rastlinné pelety. Zásobuje teplom firmu Fatra, ale aj plochy 

hromadného bývania. Väčšia časť mesta Napajedla je plynofikovaná. 

V záujmovej oblasti boli strategicky vybrané štyri odberové miesta (Obrázok 3) podľa prevažujúcich 

zdrojov znečistenia: tri odberové miesta sa nachádzali v bezprostrednej blízkosti oblastí zaťažených 

priemyslom z výroby a spracovania plastov a jedno odberové miesto predstavovalo pozaďovú lokalitu, 

kde sa vplyv daného priemyslu neočakával. Bližšie informácie k miestam odberu sú uvedené  

v Tabuľke 1. Výber pozície vzorkovacích miest vychádzal z požiadaviek Mestského úradu Napajedla. 

Vzorky PM10 boli odoberané počas jesene (október) 2016 na všetkých odberových miestach súčasne 

počas 72 hodín päťkrát za sebou so vzorkovačmi PARTISOL TM 2000. Použité vzorkovače fungujú  ako 

sekvenčné  vzorkovače s prietokom 16,71/min (1m3/h), kde sú umiestnené sklenené filtre s priemerom 

47 mm. Čas vzorkovania 72 hodín zabezpečil zachytenie maximálneho množstva suspendovaných 

častíc, pričom ani v jednom prípade nebol filter zanesený.  Odber vzoriek aj čas vzorkovania prebiehali 

v súlade so smernicou ČSN EN 12341: „Kvalita ovzduší - Referenční gravimetrická metoda stanovení 

hmotnostní koncentrace frakcí aerosolových částic PM10 a PM2,5“. 

Mesto Napajedla sa rozprestiera na ploche 19,8 km2
 a má približne 7000 obyvateľov. Študovaná oblasť 

leží v teplej klimatickej oblasti, kde priemerná teplota predstavuje 8,5 °C a počet letných dní  s teplotou 

nad 25 °C činí 65 – čo je najviac v celom Moravskom regióne. Priemerný slnečný svit je 1880 h za rok. 

Celkové priemerné ročné zrážky činia približne 620 mm, čo je relatívne málo.  

.   
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Obrázok 3 Záujmová oblasť Napajedla s vyznačenými odberovými miestami  
(F- Fatra s.r.o. , E – Extraplast s.r.o., Z – záhrada rodinného domu, D – domov dôchodcov) 

 

Tabuľka 1 Popis odberových lokalít z kampane Napajedla 

Lokalita ID Súradnice Kategória 
oblasti 

Charakteristika 
lokality 

Očakávané zdroje 

Fatra s.r.o. F 
49˚10' 10.51''N 
17˚30'21.19''E 

Priemyselná 
oblasť 

Voľné 
priestranstvo 
(lúka), medzi 
výrobnými 
halami Fatra  

Priemysel -  spracovanie 
plastov (tepelné 
spracovanie, lisovanie, 
nanášanie hmôt a lepidiel) 
Doprava (komunikácia 
Tomáša Bati E55, cca 70 m) 

Extraplast 
s.r.o. 

E 
49˚09' 42.80''N 
17˚30'42.65''E 

Priemyselná 
oblasť 

Voľné 
priestranstvo pri 
areály fabriky, 
v blízkosti sady 

Priemysel - výroba plastov 
(tepelné spracovanie 
plastov, výroba 
sklolaminátu, lakovanie 
„unimo“ buniek) 
spracovanie železného 
šrotu, zlievareň kovov, v 
zóne lokálna doprava 

Záhrada Z 
49˚09' 46.65''N 
17˚30'49.02''E 

Mestská 
oblasť  

Záhrada domu, 
v blízkosti zeleň  
a rodinné domy 

Priemysel – areál 
Extraplast 
v bezprostrednej blízkosti, 
Lokálne kúreniská 
Doprava   

Domov 
dôchodcov 

D 
49˚10' 42.57''N 
17˚31'23.37''E 

Vidiecka 
oblasť 

Záhrada domova 
dôchodcov 
v blízkosti zeleň, 
obytné domy, 
polia  

Lokálne kúreniská, 
Doprava (komunikácia 
250m)  
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4.1.2 Moravsko-sliezsky kraj  
Druhá meracia kampaň prebiehala v Moravsko-sliezskom kraji (MSK), situovanom v severovýchodnej 

časti Česka. Väčšia časť  sa rozprestiera v Českom Sliezsku, menšia časť územia zaberá sever Moravy. 

MSK pozostáva z 300 obcí, rozlohou zaberá plochu 5 430 km2, kde žije 1 205 886 obyvateľov (Český 

statistický úřad 2018).  

Účelom meracej kampane bolo sledovať vplyv zdrojov na kvalitu ovzdušia v zimnom období, pričom 

hlavná pozornosť bola zameraná na smogovú situáciu so snahou vyhodnotiť, ktoré zdroje prispievajú 

k smogovej situácií najväčším dielom, resp. pre ktoré energetické zdroje by bolo na mieste zvýšiť 

regulačné opatrenia počas zhoršených rozptylových podmienok v zimnom období. 

V záujmovej oblasti bolo strategicky vybraných 8 odberových lokalít (Obrázok 4),  pričom sa 4 odberové 

lokality nachádzali priamo v meste Ostrava, kde je kvalita ovzdušia významne ovplyvnená priemyslom 

a dopravou, a ďalšie 2 lokality boli situované okolitých obciach na západ od Ostravy, kde je 

prevládajúcim zdrojom zhoršenej kvality ovzdušia spaľovanie tuhých palív v domácnostiach za účelom 

vykurovania a posledné 2 boli situované v poľskom pohraničí, kde sa očakáva významný vplyv 

diaľkového transportu emisií/znečistenia z Poľska. Bližší popis odberových miest je uvedený 

v Tabuľke 2. Výber odberových miest mali na starosti pracovníci Krajského úradu Moravsko-sliezskeho 

kraja a Magistrátu mesta Ostravy (Odbor životného prostredia).1 

MSK sa v rámci dlhodobých pozorovaní radí medzi oblasti s najhoršou kvalitou ovzdušia nielen v Česku 

(kde reprezentuje hot-spot znečistenia ovzdušia),  ale aj  v rámci Strednej Európy (Hunova 2001) 

(Pokorná et al. 2015). Kraj je zaťažený ťažkým priemyslom (hlavne železiarne a oceliarne - Arcelor 

Mittal Ostrava a.s., Třinecké železárny a.s.,) a koncentrovanou dopravnou infraštruktúrou (Teri et al. 

2015), avšak v zime sa na znečistení významne podieľa aj spaľovanie tuhých palív v domácnostiach za 

účelom vykurovania. Keďže MSK je situovaný blízko hraníc s Poľskom (sever-severovýchod-východ) 

a Slovenskom (juhovýchod), diaľkové prenosy znečisťujúcich látok tu majú tiež významný vplyv na 

kvalitu ovzdušia (Löfstedt 1998). 

Kraj obklopuje od západu na sever masív Hrubého Jeseníka, Nízky Jeseník, Oderské vrchy 

a Moravskoslezské Beskydy smerom na východ, nížinný terén je tvorený Opavskou nížinou, Moravskou 

bránou a Ostravskou panvou. Prevažujúci smer prúdenia vetra sú juhozápadný a severovýchodný. 

Odber vzoriek teda prebiehal v dvoch situáciách v zimnom období: počas vyhlásenej smogovej situácie 

(vyhlásenej Českým Hydrometeorologickým Ústavom podľa Vyhlášky č. 83/2017 Sb.)  a v období bez 

smogovej situácie. V zimnom období sa potýkame s problémom zhoršených rozptylových podmienok. 

Obzvlášť počas smogovej situácie sú charakteristické stabilné atmosférické podmienky so slabým 

vetrom, bezvetrím, alebo premenlivými smermi vetra. Vzduch je počas takýchto situácií viac 

homogénny, čo znemožňuje zisťovať smerovú závislosť a znižuje variabilitu v hodnotách zistených 

koncentrácií, ktorá je potrebná na identifikáciu a kvantifikáciu zdrojov (Teri et al. 2015).  

Odber vzoriek bol zaistený Zdravotním Ústavem se sídlem  v Ostravě. Vzorky boli odobrané vysoko-

objemovými vzorkovačmi na kremenné filtre s priemerom 16 cm. Meranie PM10 v období bez 

smogovej situácie prebiehal po dobu 24 hod. v dvoch termínoch, konkrétne 18. – 19.1. 2018, 22 – 

                                                           
1 Meranie bolo realizované v rámci štúdie „Identifikace podílů původců znečišťování na kvalitě ovzduší za 
špatných rozptylových podmínek a za dobrých rozptylových podmínek“ na základe zmluvy č.2396/2017/OŽP 
medzi Krajským úradom Moravskoslezského kraja, Magistrátom mesta Ostravy a Zdravotním Ústavem se sídlem 
v Ostravě (ZUOVA) 
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23.1.2018. V období, kedy bola vyhlásená smogová situácia prebiehalo meranie po dobu 12 hod. 

šesťkrát po sebe (9. – 12.2. 2018) a zavŕšené bolo jedným  24 hod. meraním (12. – 13.2.2018, od 7:00 

do 7:00 hod). 

 

 

 

Obrázok 4 Záujmová oblasť Moravsko-sliezskeho kraja s vyznačenými odberovými miestami (Google Earth, 2018) 
(DOLH – Dolní Lhota, STUD – Studénka, POR – Poruba, MAR – Mariánské Hory, ROZO – Radvanice OZO s.r.o., 

RNO  –  Radvanice nad Obcí, VER – Věřnovice, MOCT – Mosty u Českého Těšína) 
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Tabuľka 2 Popis odberových lokalít z kampane MSK 

Lokalita ID Stanica Súradnice Kategória 
oblasti 

Charakteristika 
lokality 

Očakávané 
zdroje 

Ostrava 
Radvanice, 
ul. Nad obcí 

RNO TOREK 
49.8070564N, 
18.33914 E 

Mestská 
oblasť 

Voľné priestranstvo 
medzi domami,  
málo stromov, 
trávnatá povrch, 
firma Galtop, 
v blízkosti 4 rodinné 
domy, záhrady,  

Doprava 
(Těšínska ulica) 
Lokálne 
kúreniská, 
Priemysel 
(Arcelor Mittal 
a.s.- 2 km JZ) 

Ostrava 
Radvanice, 
OZO s.r.o. 

ROZO TOROK 
49.8185578N, 
18.3403892E 

Priemyselná 
oblasť 

U bývalého 
zberného domu, 
blízko parku, 
listnaté stromy, 
technické budovy 

Lokálne 
kúreniská, 
Priemysel 
(Arcellor Mittal 
s.s. – 4 km) 

Ostrava, 
Mariánské 
Hory 

MAR TOMHK 
49.8248597N, 
18.2636547E 

Mestská 
oblasť 

Záhrada Materskej 
školy, v blízkosti 
zeleň 

Priemysel 
(komplex 
Vítkovice – 
1km) 

Ostrava 
Poruba, ul. 
Opavská 

POR TOPDA 
49.8354722N, 
18.1652222E 

Mestská 
oblasť  

Záhrada domova 
dôchodcov 
Slnečnina, v blízkosti 
zeleň,  

Doprava 
(Opavská, 17. 
listopadu)  

Studénka STUD TSTDA 
49.7209167N, 
18.0893333E 

Vidiecka 
oblasť 

Voľné priestranstvo 
v blízkosti poľa, 
v blízkosti obytné 
domy, železnica 

Lokálne 
kúreniská 

Dolní Lhota DOLH  
49.8435600N, 
18.0897789E 

Vidiecka 
oblasť 

Záhrada rodinného 
domu, obytná 
zástavba, zeleň 

Lokálne 
kúreniská 

Věřnovice VER TVERA 
49.9246944N, 
18.4229444E 

Vidiecka 
oblasť 

Voľné priestranstvo 
pri poli, zeleň, 
v blízkosti obytné 
domy  

Lokálne 
kúreniská, 
Priemysel, 
Elektráreň 
Děťmarovice 
(čierne uhlie) 

Mosty 
u Českého 
Těšína 

MOCT  
49.7484722N, 
18.5844167E 

Vidiecka 
oblasť 

Záhrada rodinného 
domu, zeleň, 
v blízkosti obytné 
domy 

Lokálne 
kúreniská 
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4.2 Chemická analýza 
Organické zlúčeniny vo vzorkách PM10 z oboch kampaní boli analyzované použitím metódy Py-GC/MS 

(pyrolýzna chromatografia s hmotnostnou spektrometrickou detekciou). Zariadenie pozostávalo 

z pyrolytickej jednotky Pyrobrobe 5200 (CDS Analytical Inc.) prepojenej rozhraním priamo s plynovým 

chromatografom  HP Agilent 7890A s hmotnostným spektrometrickým detektorom typu Agilent 

5975C. Vzorky PM10 (s navážkou 100 µg) boli vložené do pre-pyrolýznej kremennej trubičky uzavretej 

kremennou vatou na oboch koncoch. Každá vzorka bola takto pripravená celkovo trikrát: prvá časť 

vzorky bola použitá pre analýzu organických látok pri teplote 700 ˚C, u ďalších boli analyzované 

syntetické polyméry – aditíva a spomaľovače horenia pri teplotách 700 °C a 950 °C.  Kvôli zamedzeniu 

kontaminácie metylesterom bola samotná kremenná tuba pred vložením do filtra pyrolyzovaná pri 

teplote 1200 °C, s rýchlosťou teplotného rastu 10°C/ms po dobu 10 s. Uvoľnené produkty zo vzoriek 

boli potom separované na nepolárnej kolóne HP-5 ms (60m x 0,25 mmx 0,25  µm) v nasledovných 

teplotných programoch: 

1) režim na separáciu  syntetických aditív a spomaľovačov horenia -  od 40°C (zdržanie 4 min.) do 

320°C (zdržanie 18 min.), rýchlosť rastu 10°C/min. Vzorka bola injektovaná automaticky 

pyrolýznou jednotkou do nástreku chromatografu s teplotou 300°C v split móde 1:30 

2) režim na separáciu zvyšných organických látok – od 40°C (zdržanie 2 min.) do 220 °C  (zdržanie 

10 min.) s rýchlosťou rastu 10°C/min. Od 220°C do 320°C bol nárast teploty 33 °C/min. 

(zdržanie 5 min.). Teplota split injektora bola 290°C a split pomer 1:10.  

Identifikácia organických zlúčenín bola založená na porovnaní s autentickými štandardmi a pomocou 

knižnice spektier NIST Library 2014.  
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4.3 Analýza dát 
Nasledujúca kapitola rozoberá podrobný postup spracovania získaných dát. Pred samotnou analýzou 

dát bolo nutné dáta vhodne predspracovať. Nasledujúce sub-kapitoly podrobne popisujú jednotlivé 

kroky predspracovania dát (pre-processingu) nutné k následnej štatistickej analýze dát, a samotné 

štatistické analýzy použité pri riešení predloženej práce. Keďže sa jedná o kľúčovú časť celej práce, 

dôraz je kladený aj na obhájenie správnosti použitých postupov. Všetky štatistické analýzy v práci boli 

vykonané v open-source freewarovom štatistickom programe R (R Development Core Team 2008).  

4.3.1 Kompozičné dáta 
Keď pracujeme s chemickými pozorovaniami, vstupná matica dát obsahuje hodnoty, ktoré vyjadrujú 

kvantitatívne podiely častí na celku (koncentrácia látok vo vzorke) – tzv. kompozičné dáta (kompozície). 

Kompozičné dáta (z angl. compositional data – CoDa) sú definované ako vektory s kladnými zložkami, 

kde jediná relevantná informácia je obsiahnutá v podieloch medzi jednotlivými premennými, 

a hodnoty premenných tak vždy reprezentujú časti na nejakom celku (Egozcue 2009; Pawlowsky-Glahn 

et al. 2015).  Relevantnou informáciou sa myslí, že nie absolútne hodnoty, ale len podiely medzi 

zložkami sú pre nás relevantné. Ide o mnohorozmerné pozorovania s kladnými hodnotami, ktoré sa 

sčítajú do konštanty. Často sa takéto dáta vyjadrujú formou percent alebo proporcií, pre ktoré je súčet 

hodnôt pozorovaní 1 alebo 100 (Aitchison 2018; Pawlowsky-Glahn 2007). Neoddeliteľnou vlastnosťou 

kompozičných dát je charakteristika „uzatvorenia“ – žiadna premenná sa nemôže meniť nezávisle na 

všetkých ostatných (Filzmoser et al. 2009). 

Avšak rozhodnutie, či budeme s dátami pracovať ako s kompozičnými  (teda, či mnohorozmerné 

pozorovania nesú skôr relatívnu než absolútnu  informáciu), záleží na účele a cieli  analýzy – teda o aký 

typ informácie máme záujem. Pri dátach o chemickom zložení prachových častíc môže byť zaujímavé 

pozrieť sa aj na absolútne hodnoty koncentrácií prvkov/zlúčenín, za účelom identifikácie lokalít, kde 

bola prekročená určitá úroveň. Na druhej strane, chemické procesy môžu byť lepšie charakterizované 

analyzovaním relatívnej informácie kompozície. Navyše, merné jednotky v datasetoch už indikujú 

relatívnu povahu dát – mg/kg, ppm (kde je obmedzenie konštantného súčtu implicitne uvedené) alebo 

mg/l a v našom prípade ng/m3 (kde nie je prítomná predpísaná súčtová podmienka, avšak relatívne 

množstvo zložiek  v celkovom rozsahu je jasne naznačené) – odkazujú na celok, ktorý sa používa ako 

referencia, a hodnoty sú popísané s ohľadom na danú referenciu (Filzmoser et al. 2018). 

Už Pearson (Pearson 1897) upozornil na „falošné korelácie“, ktoré vznikajú pri použití štatistických 

postupov založených na euklidovskej geometrii na primárne (raw) kompozičné dáta, následkom čoho 

dochádza k chybnej interpretácií výsledkov. Pre prácu s kompozičnými dátami bola zavedená 

Aitchisonova geometria na simplexe (Aitchison 1986). Simplex predstavuje množinu všetkých vektorov 

s kladnými zložkami a konštantným súčtom, zjednodušene ho môžeme chápať ako zovšeobecnený 

pojem trojuholníka alebo štvorstena. Pre potrebu zvýrazniť relatívnu informáciu sa k analýze 

kompozičných dát využívajú „log-ratio“ transformácie (logaritmy podielu), ktorých podstatou je 

premietnutie kompozíc zo simplexu do reálneho priestoru s euklidovskou geometriou, kde je už možné 

použiť štandardné štatistické metódy (Filzmoser et al. 2018). 

Napríklad, keď porovnáme hodnoty nasledujúcej dvojice dát určitých relatívnych jednotiek: 0,50 a 0,51 

a dvojicu 0,01 a 0,02, na prvá pohľad vidíme, že sa obe dvojice líšia o hodnotu 0,01 určitej jednotky.  

Ak však porovnáme ich podiely, v prvom prípade je nárast o faktor 1,02 zanedbateľný, avšak v druhom 

prípade je už nárast koncentrácie dvojnásobný o faktor 2. Z vizuálneho hľadiska (euklidovskej 

vzdialenosti) je teda medzi hodnotami rovnaká „vzdialenosť“, avšak z hľadiska vzájomných pomerov 

sa už „vzdialenosť“ medzi hodnotami líši. Štandardné štatistické metódy založené na euklidovskej 
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geometrii túto skutočnosť nezohľadňujú, a teda nedokážu s týmto prístupom dáta spracovať 

(Korhoňová et al. 2009). 

V práci sú použité dva typy log-ratio transformácií: 

• Ilr (z angl. isometric log-ratio) – spočíva vo vytvorení ortonotmálnej báze na simplexe vzhľadom 

k Atichisonovej geometrii a následné vyjdrenie kompozíc v tejto báze. Takto vyjadrené 

súradnice sa riadia pravidlami euklidovskej geometrie a je možné na nich aplikovať bežné 

štatistické metódy. Transformácia bola súčasť EM algoritmu na nahradenie chýbajúcich 

hodnôt (Ilr-EM). 

• Clr (z angl. centred log-ratio) – pri ktorej sú všetky hodnoty pozorovaní v datasete vydelené ich 

geometrickým priemerom a následne zlogaritmované. Transformácia bola použitá po 

nahradení chýbajúcich hodnôt pre oba datasety pred aplikáciou mnohorozmerných metód. 

 

 

4.3.2 Imputácia chýbajúcich hodnôt (Ilr-EM algoritmus) 
Pri použití mnohorozmerných metód, ako klastrová analýza, analýza hlavných komponent, či regresná 

analýza, je nevyhnutné mať kompletný dataset. Dáta z meraní prachových častíc často obsahujú 

chýbajúce hodnoty (koncentrácie, ktoré nedosahujú medzu stanoviteľnosti), ktoré je potrebné 

imputovať (nahradiť vhodnou nenulovou hodnotou). Keďže relevantná informácia kompozičných dát 

je obsiahnutá v pomeroch medzi zložkami, je potrebná zvýšená opatrnosť pri použití vhodnej 

imputačnej metódy, pretože s každým zásahom do pôvodných dát hrozí skreslenie informácie. Ak sa 

metóda pre nahradenie núl použije nesprávne, hrozí narušenie variančnej matice, precenenie vzťahu 

medzi zložkami kompozícií alebo nechcené vytvorenie odľahlých hodnôt, ktoré by mohli ovplyvniť 

odhady štatistických charakteristík. 

Jednoduché vynechanie podlimitných hodnôt z ďalších výpočtov sa síce stále považuje za prijateľné, 

ale môže viesť k neobjektívnym odhadom - ako výsledok preferenčného vyraďovania nízkych hodnôt, 

a následne nesprávnym záverom v dôsledku nadhodnotenia skutočne zistených hodnôt (Palarea-

Albaladejo et al. 2014).  

Autorka predloženej práce sa už danou problematikou chýbajúcich hodnôt a skreslených výsledkov  pri 

nesprávnom zaobchádzaní s nimi zaoberala (ŠTRBOVÁ, Kristína, MOTYKA a ALEKSIAYENAK 2018; 

Strbova et al. 2019a). Bolo zistené, že už pri analýze dát s 5% chýbajúcich hodnôt (v danom prípade 

simulovaných) a ich nenahradení dochádza k výrazne skresleným výsledkom oproti datasetu bez 

chýbajúcich hodnôt. Pri použití k-nearest neighbour (knn) algoritmu (Hron et al. 2010) na nahradenie 

5% NA hodnôt boli výsledky takmer totožné s datasetom bez chýbajúcich hodnôt. 

Neparametrické nahradenie 

Jedným z najbežnejších postupov ako ošetriť chýbajúce hodnoty je jednoduchá substitúcia (Helsel 

2011), ktorá stojí na princípe nahradenia všetkých núl v dátach konštantným zlomkom detekčného 

limitu – obvykle medzi 50% až 70%, napr. podľa IRZ (Integrovaný registr znečišťování) odporúča 

používať na nahradenie 50% detekčného limitu. Ak však majú dáta  viac než 10% núl, hrozí precenenie 

vzťahu medzi zložkami kompozícií a vznik umelých korelácií medzi zložkami s nulami. Táto metóda 

môže navyše podceniť variabilitu v dátach. Pre spomenuté dôvody je preto táto metóda vhodná len 

pre dáta s menším výskytom núl  (Martín-Fernández et al. 2003). 
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Ilr-EM algoritmus 

V predloženej práci bol na imputáciu chýbajúcich hodnôt použitý Ilr-EM (Isometric log-ratio – 

Expectation Maximization) algoritmus z balíčka „robCompositions“ v software R (Templ et al. 2011). 

Ide o parametrické nahradenie, ktoré využíva robustné metódy (minimalizujú vplyv malých 

imputovaných hodnôt pri ošetrení núl vzniknutých zaokrúhlením) založené na ilr-transformácii (dáta 

sú vyjadrené v ortonormálnych súradniciach). Iteratívny EM algoritmus sám o sebe opakuje dva kroky: 

Estimate – odhadne hodnoty nepozorovaných dát, Maximize – maximalizuje vierohodnosť vzhľadom 

k dátam cez uvažované hodnoty. Celý algoritmus môže byť sumarizovaný následovne: 

Algoritmus  najprv nahradí sublimitné hodnoty 65% príslušným detekčným limitom a preusporiada 

stĺpce (premenné) do zostupného poradia – na prvom mieste sa nachádzajú premenné,  ktoré majú 

najviac sublimitných hodnôt. Dátová matica je potom vyjadrená v „Isomertic log-ratio“ súradniciach 

(Egozcue et al. 2003). Je vykonané hodnotenie koeficientu lineárnej regresie pre tie riadky matice, kde 

sú pozorované hodnoty  (napr. nie sublimitné) a výsledný vektor je použitý pre imputáciu predtým 

chýbajúcich hodnôt. Nakoniec sú dáta s imputovanými hodnotami, ktoré sú teraz unikátne a pod 

detekčnými limitmi, transformované späť na simplex, napr. v originálnych jednotkách v ktorých boli 

vyjadrené (Martn-Fernndez et al. 2012). Celá procedúra pokračuje až kým sa imputované hodnoty 

stabilizujú alebo je dosiahnutý maximálny počet iterácií. 

Názorná ukážka vybranej časti analyzovaného dátového súboru  pred imputáciou chýbajúcich hodnôt 

(Tabuľka 3) , a po použití ilr-EM algoritmu (Tabuľka 4) je k nahliadnutiu nižšie. 

Tabuľka 3 Vybraná časť dátového súboru s chýbajúcimi hodnotami  
(vybraná časť z datasetu smogovej situácie, MSK) 

Číslo vzorky 

  

oktadekan 

(ng/m3) 

oktakosan 

(ng/m3) 

pentadekan 

(ng/m3) 

pentakosan 

(ng/m3) 

tetradekan 

(ng/m3) 

tetrakosan 

(ng/m3) 

29 15.27 0 69.43 0 22.48 0 

30 23.79 0 89.63 0 32.67 0 

31 35.52 0 75.21 0 15.21 0 

32 55.2 0 91.25 0 52.63 0 

33 38.96 0 74.56 0 31.2 0 

34 4.99 0 13.65 0 3.34 0 

35 7.85 0 4.59 0 5.69 0 

36 31.95 0 28.1 0 29.67 39.36 

37 16.51 0 33.65 0 74.12 15.63 

38 47.68 0 47.03 0 52.68 44.89 

39 26.69 0 25.36 0 81.52 24.8 

40 18.96 0 28.52 0 41.29 18.51 

41 3.43 0 5.59 0 12.63 9.63 

42 15.02 0 10.59 0 18.96 14.13 

       

 

  



24 
 

Tabuľka 4 Vybraná časť dátového súboru po použití Ilr-EM algoritmu (vybraná časť z datasetu smogovej 
situácie, MSK) 

Číslo vzorky 

  

oktadekan 

(ng/m3) 

oktakosan 

(ng/m3) 

pentadekan 

(ng/m3) 

pentakosan 

(ng/m3) 

tetradekan 

(ng/m3) 

tetrakosan 

(ng/m3) 

29 15.27 0.002627 69.43 0.001463 22.48 0.001082 

30 23.79 0.002697 89.63 0.001134 32.67 0.000961 

31 35.52 0.002586 75.21 0.001041 15.21 0.00106 

32 55.2 0.002667 91.25 0.00123 52.63 0.001116 

33 38.96 0.002587 74.56 0.001381 31.2 0.001025 

34 4.99 0.002726 13.65 0.00136 3.34 0.001072 

35 7.85 0.002644 4.59 0.001726 5.69 0.001028 

36 31.95 0.002765 28.1 0.001337 29.67 39.36 

37 16.51 0.002777 33.65 0.00109 74.12 15.63 

38 47.68 0.002489 47.03 0.001319 52.68 44.89 

39 26.69 0.0026 25.36 0.001202 81.52 24.8 

40 18.96 0.00265 28.52 0.0015 41.29 18.51 

41 3.43 0.002657 5.59 0.001633 12.63 9.63 

42 15.02 0.002609 10.59 0.001315 18.96 14.13 

 

4.3.3 Log-ratio transformácia (Clr) 
Ako už bolo spomenuté o kompozičných dátach v sub-kapitole vyššie, pred samotnou štatistickou 

analýzou kompozičných dát je nutné použiť log-ratio transformáciu (Aitchison 2018).  

Napríklad analýza hlavých komponent (PCA), ktorej podstatou je zachytenie čo najväčšieho podielu 

celkovej variability v datasete pomocou hlavných komponent, by pôvodným premenným s nízkymi 

hodnotami priradila malú váhu dôležitosti. Avšak rozdiely medzi premennými s nízkymi 

koncentráciami môžu mať omnoho väčší význam na odlíšení pozorovaní než premenné s vysokými 

koncentráciami. Vylúčenie takýchto premenných z dátového súboru by mohlo viesť k skresleným 

výsledkom, preto je optimálnym riešením použitie log-ratio tranformácie (Korhoňová et al. 2009). 

Kľúčovou otázkou pri transformácii dát je, ktorá transformácia je na dané štatistické postupy 

najvhodnejšia. Pre účely predloženej práce bola použitá centred log-ratio (clr) transformácia, z balíčka 

„compositions“ (Boogaart 2008). Centrovaná log-ratio transformácia je transformácia dát zo simplexu 

do euklidovských súradníc (prvýkrát bola popísaná Aitchisonom (1982). Základom je vydelenie 

všetkých koncentrácií v datasete ich geometrickým priemerom koncentrácií v ich príslušnom uložení 

(v tomto prípade vzorke), a následné zlogaritmovanie výslednej hodnoty (1): 

𝑐𝑙𝑟 (𝑥) = ln [
𝑥1

𝑔(𝑥)
, . . . ,

𝑥𝐷

𝑔(𝑥)
]                (1) 

Vybraná časť dátového súboru potom po použití clr transformácie vypadá následovne (Tabuľka 5): 
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Tabuľka 5 Vybraná časť dátového súboru po použití Clr transformácie  
(vybraná časť s datasetu smogovej situácie, MSK) 

Číslo vzorky oktadekan oktakosan pentadekan pentakosan tetradekan tetrakosan 

29 1.470823 -7.19708 2.985252 -7.78204 1.857559 -8.0842 

30 1.496067 -7.58865 2.822492 -8.45529 1.813259 -8.62122 

31 2.08003 -7.44765 2.830219 -8.35765 1.231887 -8.33932 

32 2.280319 -7.65752 2.782959 -8.43112 2.232642 -8.52875 

33 2.339647 -7.27997 2.988715 -7.90814 2.117529 -8.20553 

34 1.125163 -6.38722 2.131467 -7.08276 0.723698 -7.32019 

35 1.382651 -6.61321 0.846018 -7.04006 1.060848 -7.55842 

36 2.079725 -7.27507 1.951322 -8.00145 2.005689 2.288303 

37 1.075559 -7.61482 1.787606 -8.5501 2.577278 1.020785 

38 2.401041 -7.45933 2.387314 -8.09405 2.500764 2.340744 

39 1.562967 -7.67348 1.511851 -8.44501 2.679526 1.489521 

40 1.888072 -6.98744 2.296346 -7.55685 2.66636 1.864051 

41 0.925683 -6.23762 1.414102 -6.72424 2.229197 1.958005 

42 1.950651 -6.70767 1.601178 -7.39253 2.1836 1.889568 

 

Clr transformácia je veľmi vhodná pre štúdie identifikácie zdrojov, na rozdiel od napr. Ilr transformácie 

– ktorej nevýhodou je, že výsledné nové premenné už nie sú po transformácii priamo interpretovateľné 

z hľadiska pôvodných vstupných premenných.  

Ako príklad na demonštráciu dôležitosti použitia log-ratio transformácie slúži Obrázok 5 a Obrázok 6, 

kde bola PCA aplikovaná najprv na dáta (použité boli dáta zo smogovej situácie z Moravsko-sliezskeho 

kraja  z experimentálnej časti dizertačnej práce) bez clr transformácie (Obrázok 5) a následne na dáta 

s clr transformáciou (Obrázok 6). Z daných obrázkov je zrejmé, že v prvom prípade (bez log-ratio 

transformácie) uzavretosť dát skresľuje výsledky a premenné (zlúčeniny) sú na rovine vykreslené len 

v obmedzenom (uzavretom) priestore. Naopak v druhom prípade (po aplikovaní log-ratio 

transformácie) je zreteľne vidieť, že sa premenné (zlúčeniny) do mnohorozmerného priestoru  otvorili 

a ich korelácie nám poskytnú relevantnú informáciu. 
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Obrázok 5 Demonštrácia: PCA na dáta bez log-ratio transformácie 

 

Obrázok 6 PCA vykonaná na dáta s clr log-ratio transformáciu 

Z vyššie spomenutého je teda zrejmé, že aplikovanie štandardných štatistických metód založených na 

vlastnostiach euklidovskej geometrie na „neupravené“ kompozičné dáta môže viesť k nezmyselným 

výsledkom. Vďaka použitiu log-ratio transformácie zobrazujúcej kompozície z SD do (D-1) rozmerného 

priestoru, resp. D-rozmerného reálneho priestoru je už použitie štandardných metód pre ich štatistické 

spracovanie možné.  
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4.3.4 Analýza rozptylu (ANOVA) 
Analýza rozptylu (Analysis of variance – ANOVA) (Crawley 2007) bola použitá za účelom zistenia, či je 

medzi jednotlivými lokalitami štatistický významný rozdiel v jednotlivých funkčných skupinách  

organických látok. Konkrétne bolo zisťované, či rôzne hladiny faktoru lokalita robia rozdiel v odpovedi 

a či je signifikantný. Rozdiely boli považované za štatisticky významné na hladine významnosti p<0,05 

(pre všetky analýzy). Pre účely analýzy rozptylu boli hodnoty koncentrácií pre jednotlivé funkčné 

skupiny sčítané.  

4.3.5 Tukey HSD post hoc test 
V prípade, že bol výsledok získaný pri ANOVA teste signifikantný,  bol následne použitý Tukey HSD 

(Tukey Honest Significant Differences) post hoc test za účelom zistenia,  medzi ktorými lokalitami je 

rozdiel v  strednej hodnote koncentrácií v rámci špecifických chemických skupín. Tukey HSD post hoc 

test porovnáva stredné hodnoty všetkých možných kombinácií párov – v tomto prípade všetkých 

možných kombinácií párov faktoru lokalita. Rozdiely boli považované za signifikantné na hladine 

významnosti α= 0.05 pre všetky analýzy.  

4.3.6 Analýza hlavných komponent (PCA) 
Za účelom zisťovania vzťahov medzi chemickými zlúčeninami a sledovanými lokalitami bola použitá 

analýza hlavných komponent (Principal Component Anlaysis – PCA). PCA je bežne používanou 

mnohorozmernou štatistickou metódou, ktorej hlavným cieľom je redukovať dimenzionalitu pôvodnej 

dátovej matice s minimálnou stratou informácie vytvorením nových kombinovaných premenných – 

hlavných komponent. Hlavné komponenty sú hlavné vektory vysvetliteľnej variability v dátach 

a distribúcia jednotlivých meraní rovnako ako originálne premenné popri hlavných komponentách 

môžu byť použité k popísaniu hlavných smerov v dátach oveľa jednoduchšie. V štúdiách na 

identifikáciu zdrojov, kde dáta bežne obsahujú stovky premenných (v tomto prípade organických látok) 

je to obzvlášť dôležitý krok. 

Počet hlavných komponent nesúcich relatívnu informáciu a nie šum môže byť určený porovnaním 

variability, ktorú popisujú – ak je vyššia než kvartil 0,95 náhodnej distribúcie, nasledujúce 

charakterizácie by mali byť obmedzené tieto hlavné komponenty. 

PCA v predloženej práci taktiež slúžila ako „pre-processing“ k odstráneniu šumu v dátach pred 

samotnou klastrovou analýzou. 

4.3.7 Hierarchická klastrová analýza na hlavných komponentách (HCPC) 
V predloženej práci sa použité mnohorozmerné štatistické metódy navzájom doplňujú k objasneniu 

štruktúry dát. 

Po vykonaní PCA bola na vybraných hlavných komponentách realizované hierarchické klastrovanie na 

hlavných komponentách (HCPC) za účelom zoskupenia jednotlivých meraní na základe profilov 

chemického zloženia prachových častíc s ohľadom na všetky premenné, ktoré mali spoločné znaky. 

Presnejšie súradnice jednotlivých meraní na daných hlavných komponentách boli použité ako základ 

pre klasifikáciu. Klastrovanie prebiehalo na základe Wardovho kritéria a následnou agregáciou okolo 

pohyblivých centier (K-means) v procese klastrovania. Po zhodnotení a porovnaní získanej inercie pri 

rezu dendogramu v prijateľných výškach boli vybrané klastre pre ďalšiu charakterizáciu pomocou 

premenných, ktoré najlepšie vystihovali dané klastre použitím Chi-kvadrátového testu.Metóda HCPC 

umožňuje klasifikovať individuá (merania) do charakteristických, homogénnych skupín, čo zvyšuje 

objektivitu a robustnosť výsledkov v porovnaní s použitím len samotnej PCA, prípadne podobnej 

metódy, kvôli jej obmedzenosti, kde len dimenzie  nesú relevantnú informáciu. 
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Použité metódy  PCA a HCPC boli vykonané použitím balíčka „FactoMineR“ v software R (Husson et al. 

2015). 
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5 Výsledky a diskusia 

5.1 Identifikácia zdrojov v meste Napajedla 
Metódou Py-GC/MS bolo v 20 vzorkách častíc PM10 odobraných v záujmovej lokalite Napajedla 

identifikovaných celkovo 465 organických látok, zahrňujúc aromatické uhľovodíky (benzén, toulén, 

etylbenzén a xylén), alkány, alkény, a ich cyklické analógy, alkíny, alkadiény, alkanoáty, aldehydy, 

ketóny, fenoly, étery, karboxylové kyseliny, nitrily, pyrány, furány, polycyklické aromatické uhľovodíky, 

dusíkaté zlúčeniny, zlúčeniny s obsahom síry a geochemické markery.  

Za účelom zistenia štatisticky významného rozdielu medzi jednotlivými lokalitami v rámci funkčných 

skupín chemických látok bola na dátach najprv vykonaná analýza rozptylu (ANOVA) pre jednotlivé 

chemické skupiny. Po zistení signifikantného rozdielu medzi lokalitami bol následne vykonaný Tukey 

post hoc test, za účelom zistenia, medzi ktorými konkrétnymi lokalitami bol signifikantný rozdiel.  

Z obsiahleho množstva identifikovaných organických zlúčenín bol ďalej vybratý užší súbor 50 

organických zlúčenín, ktorý pozostával z tzv. markerov antropogénnej činnosti a biogénnej hmoty 

(Rushdi et al. 2017; Barletta et al. 2005; Bray a Evans 1961; Buczynska et al. 2009; Dignac et al. 2005; 

Onwudili et al. 2009; Oros a Simoneit 2001b; Fabbri et al. 2009)  

 Mnohorozmerné metódy boli následne vykonané na dvoch datasetoch – dataset „všetky organické 

zlúčeniny“, ktorý obsahoval všetky identifikované organické zlúčeniny (celkovo 456) a dataset 

„vybrané organické markery“, ktorý bol podmnožinou prvého menovaného a obsahoval len 50 

markerov a biomarkerov zo skupiny látok indikujúcich antropogénnu činnosť a biogénnu hmotu. 

Výsledky z oboch datasetov boli následne porovnané. Pre určenie vzájomného vzťahu medzi lokalitami 

a organickými zlúčeninami bola aplikovaná analýza hlavných komponent (PCA). Na výsledkoch PCA 

bola ďalej vykonaná hierarchická klastrová analýza na hlavných komponentách (HCPC), za účelom 

zoskupiť merania, ktoré sú si podobné chemickým zložením. HCPC zároveň ponúka aj výsledok 

o charakteristických zlúčeninách pre výsledné klastre – resp. identifikuje zlúčeniny, ktoré mali vo 

jednotlivých výsledných klastroch najnižšie a najnižšie hodnoty. Podľa charakteristických markerov pre 

jednotlivé klastre je následne možné identifikovať podiel pôvodcov (spaľovaného paliva) na znečistení.    

5.1.1 Analýza rozptylu (ANOVA) 
Za účelom zistenia, či je medzi jednotlivými lokalitami štatistický významný rozdiel v jednotlivých 

funkčných skupinách  organických látok, bola pre jednotlivé funkčné skupiny vykonaná analýza rozptylu 

(ANOVA). Pre účely analýzy rozptylu boli hodnoty koncentrácií pre jednotlivé funkčné skupiny sčítané. 

Celkové hodnoty zobrazujú boxploty v Obrázku 8 a Obrázku 9.  

Konkrétne bolo zisťované, či rôzne hladiny faktoru lokalita robia rozdiel v odpovedi a či je signifikantný. 

Pri zistení signifikantného rozdielu v ANOVA teste bol následne vykonaný Tukey HSD  post hoc test, 

ktorý určil medzi ktorými lokalitami je rozdiel v strednej hodnote koncentrácií špecifických funkčných 

skupín. Tukey HSD post hoc test porovnáva  stredné hodnoty všetkých možných párov – v tomto 

prípade všetkých možných párov faktoru lokalita. Rozdiely boli považované za signifikantné na hladine 

významnosti α= 0.05 pre všetky analýzy. Podrobné výsledky sú ANOVA testu a Tukey HSD post hoc 

testu sú uvedené v tabuľke 6. 

Výsledky ANOVA testu odhalili, že signifikantný rozdiel medzi lokalitami sa týkal väčšiny chemických 

skupín, konkrétne sa jednalo o nasledujúce: alkány/cykloalkány, alkény/cykloalkény, nitrily, furány, 

pyrány, aldehydy, fenoly, alkoholy, PAU, alkanoáty, fragmenty antropogénnej činnosti a biogénnej 

hmoty, sulfáty, karboxylové kyseliny. 
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Najviac signifikantný rozdiel medzi lokalitami bol u nasledovných funkčných skupín: 

alkány/cykloalkány, alkény/cykloalkény, nitrily, alkoholy, fragmenty antropogénnej činnosti 

a biogénnej hmoty, karboxylové kyseliny. 

Signifikantný rozdiel medzi lokalitami nebol preukázaný u nasledovných funkčných skupín: BTEX, 

alkadiény, alkíny, dusíkaté zlúčeniny, étery. 

Koncentrácie všetkých látok v jednotlivých chemických skupinách (medián, kvartily) pre jednotlivé 

lokality ako aj rozdiely medzi lokalitami vyobrazujú boxploty v Obrázku 2 a Obrázku 3. 

Tabuľka 6 Výsledky ANOVA testu  a Tukeyho testu pre jednotlivé skupiny a lokality 

Chemická skupina ANOVA, p-hodnota Tukey post-hoc test  
(Rozdiely medzi lokalitami) 1 

BTEX, zlúčeniny benzénu 0,636 F-D, Z-D 
Alkány, cykloalkány 6,58.10-11 *** F-D, F-E, F-Z 
Alkény, cykloalkény 2,18.10-11 *** F-D, F-E , Z-E, E-F 
Alkadiény 0.244 - 
Alkíny 0.193 - 
Dusíkaté zlúčeniny 0.349     - 
Nitrily 2,98.10-05 ***  E-D, Z-E, Z-F 
Furány, pyrány 0,00744 ** E-D 
Aldehydy 0,00227 ** F-D 
Fenoly 0,00267 ** E-D, Z-E 
Alkoholy 2,26.10-06 *** F-D, F-E, Z-F 
PAU 0,00794 ** Z-E 
Alkanoáty 0,0217 * F-D, F-E 
Fragmenty antropogénnej 
činnosti a biogénnej hmoty 

1,02.10-05 *** F-D, F-E, Z-F 

Sulfáty 0,00194 ** Z-D, F-E, Z-E 
Étery 0,0705 . -  
Karboxylové kyseliny 3,07.10-14 *** E-D, F-D, F-E, Z-F 
Kódy signifikancie:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 
1 ID lokality: F- Fatra s.r.o. , E – Extraplast s.r.o., Z – záhrada rodinného domu, D – domov dôchodcov 

Rozpätie koncentrácií v jednotlivých chemických skupinách pre jednotlivé lokality ako aj rozdiely medzi 

lokalitami vyobrazujú Boxploty v Obrázku 7 a Obrázku 8. 

 



31 
 

 

Obrázok 7 Boxploty pre výsledky ANOVA testu 
a) BTEX b) Alkány, cykloalkány c) Alkény, cykloalkény d) Alkadiény   e) Alkíny  f) Dusíkaté zlúčeniny h) Nitrily  

g) Furány  i) Aldehydy  j) Fenoly  k) Alkoholy l) PAUm) Alkanoáty  n) Sulfáty o) Étery   
p) Karboxylové kyseliny . Zhodné písmena nad jednotlivými boxplotmi indikujú zhodnosť stredných hodnôt pre dané 

lokality, odlišnosť písmen označuje signifikantný rozdiel 

 



32 
 

 

Obrázok 8 Boxploty pre výsledky ANOVA testu 
 fragmenty antropogénnej činnosti a biogénnej hmoty  

Zhodné písmena nad jednotlivými boxplotmi indikujú zhodnosť stredných hodnôt pre dané lokality, odlišnosť písmen 
označuje signifikantný rozdiel  

Analýza rozptylu potvrdila signifikantný rozdiel medzi lokalitami pre skupinu „fragmenty 

antropogénnej činnosti a biogénnej hmoty“ – táto skupina látok zahŕňa najvýznamnejšie biomarkery 

(biogénne, geochemické) ako aj markery pre polymérne materiály.  Na túto skupinu markerov bola 

ďalej v mnohorozmerných analýzach zameraná hlavná pozornosť, kedy bolo bližšie zisťované, či sú 

dostatočne významné, resp. spoľahlivé, na rozlíšenie jednotlivých zdrojov znečistenia na veľmi malom 

území.  

5.1.2 Analýza hlavných komponent (PCA) 
PCA bola vykonaná na dvoch datasetoch : „všetky organické látky“, ktorý obsahoval 456 zlúčenín a 

„vybrané markery“, ktorý obsahoval 50 vybraných zlúčenín „markerov“ z prvého datasetu. 

Oba datasety obsahovali 2 kvalitatívne premenné – lokalita a deň. p-hodnota Wilksovho lambda testu 

indikuje, ktoré kvalitatívne premenné (faktory) sú najlepšie oddelené na rovine, čiže ktoré najlepšie 

popisujú vzdialenosť medzi meraniami. Z výsledkov testu vyšla pre oba datasety signifikantná p-

hodnota  pre kvalitatívnu premennú lokalita, ktorá najlepšie popisuje vzdialenosť medzi meraniami ( 

Pre dataset „všetky organické látky“ vyšla p-hodnota Wilksovho testu 9,325873.10-14, pre „vybrané 

markery“ vyšla p-hodnota Wilksovho testu 4,187938.10-12. Obrázok 9 a Obrázok 10 zobrazujú 

kvalitatívnu faktorovú mapu, z ktorej je vidieť, že na rovine sú naozaj najlepšie rozdelené lokality, zatiaľ 

čo odberové dni sa nachádzajú veľmi blízko nulovej osy.  
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Obrázok 9 Kvalitatívna faktorová mapa (PCA), všetky organické látky 

(F- Fatra s.r.o. , E – Extraplast s.r.o.,Z – záhrada rodinného domu, D – domov dôchodcov) 

 

Obrázok 10 Kvalitatívna faktorová mapa (PCA), vybrané markery  

(F- Fatra s.r.o. , E – Extraplast s.r.o.,Z – záhrada rodinného domu, D – domov dôchodcov) 

 

Pri oboch datasetoch bol v grafickej reprezentácii výsledkov PCA zistený odľahlé meranie (outlier) – 

jednalo sa o meranie 14, ktoré významne ovplyvňovalo výsledky – jeho príspevok do konštrukcie roviny 

predstavoval  55%. Z tohto dôvodu bolo dané meranie pri ďalších analýzach potlačené. 

Meranie 14 bolo charakteristické veľmi vysokými hodnotami (clr transformovanými) u nasledovných 

zlúčenín: cykloheptyl izohexyl ester ftalovej kyseliny, 1-naftalenol, 2-tridecyl ester benzenoctovej 

kyseliny, 7H-Benz[de]anthracen-7-on, i-propyl-12-methyltridekanoát, 11H-benzo(a)fluoren-11-on, 3-

chinolinkarboxylová kyselina,  13-methylheptakosan, skvalen, methyl-2-hydroxyeikosanoát (zlúčeniny 

sú zoradené od najsilnejšej). Naopak, veľmi nízke hodnoty (clr transformované) u daného merania mali 

zlúčeniny: 9-trikosen, 1,1-dimethyl-1H-inden,  2-nonadekanon, deken, nonadeken, heptakosen,   

4-pyridinkarbonitril, ceten, 2-heptadeken,  iberinnitril (zlúčeniny sú zoradené od najsilnejšej).  



34 
 

Výsledky PCA sú ďalej vyobrazené formou faktorovej mapy meraní (Obrázok 11 – všetky organické 

látky, Obrázok 12 – vybrané markery). Na  Obrázku 12  a Obrázku 13 je možné pozorovať, že u oboch 

analyzovaných datasetov sa na prvej hlavnej komponente PC1 (v obrázkoch Dim1) oddelili merania 

vykonané v areály fabrík na výrobu a spracovanie plastov (naľavo) od meraní vykonaných  na záhrade 

rodinného domu (v blízkosti fabriky na výrobu a spracovanie plastov) a záhrady domovu dôchodcov 

(charakter pozaďovej lokality) (napravo). Na druhej hlavnej komponente PC2 (v obrázkoch Dim2) sa 

opäť rovnako u oboch analyzovaných datasetov oddelili merania vykonané na záhrade rodinného 

domu (napravo hore) od meraní vykonaných na záhrade domova dôchodcov (napravo dole), zatiaľ čo 

merania z fabrík na výrobu a spracovanie plastov  zostali nerozlíšené. Rozdiel predstavovala celková 

variabilita v dátach, ktorú prvé dve komponenty vyjadrovali pre oba datasety. V prípade prvého 

datasetu (všetky organické látky, Obrázok 11) popisovala prvá hlavná komponenta (Dim1) 19,89% 

variability v dátach a druhá hlavná komponenta (Dim2) 11,09% variability v dátach (celkovo vyjadrovali 

prvé dve hlavné komponenty 30.98% celkovej variability v dátach). V prípade druhého datasetu 

(vybrané markery, Obrázok 12) popisovala prvá hlavná komponenta (Dim1) 19,42% variability v dátach 

a druhá hlavná komponenta (Dim2) 15,53% variability v dátach (celkovo vyjadrovali prvé dve hlavné 

komponenty 44.95% celkovej variability. V prípade datasetu „vybrané markery“ teda PCA zachytila 

o 14% viac celkovej variability v dátach než v prípade datasetu „všetky organické látky“. 

Odhad správneho počtu hlavných komponent na interpretáciu navrhuje obmedziť analýzu na popis 

prvých 5 hlavných komponent pre oba datasety, pretože len tieto komponenty nesú 

skutočnú/relevantnú informáciu. 

 

Obrázok 11 Výsledok PCA , všetky organické látky 
(F- Fatra s.r.o. , E – Extraplast s.r.o.,Z – záhrada rodinného domu, D – domov dôchodcov) 
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Obrázok 12 Výsledok PCA, vybrané markery 
(F- Fatra s.r.o. , E – Extraplast s.r.o., Z – záhrada rodinného domu, D – domov dôchodcov) 

5.1.3 Hierarchická klastrová analýza na hlavných komponentách (HCPC) 
HCPC bola vykonaná opäť na dvoch datasetoch – Dataset 1 (všetky organické látky) a Dataset 2 

(vybrané markery) – s cieľom zoskupiť merania s najpodobnejšími zlúčeninami. HCPC bola vykonaná 

na prvých piatich komponentách u oboch datasetov. Zhlukovanie meraní zo štyroch sledovaných 

lokalít viedlo k výsledku s troma rozlíšiteľnými klastrami pre oba datasety (Obrázok 8, Obrázok 9), 

navyše u oboch bolo rozdelenie meraní do klastrov identické. Merania sa rozdelili do klastrov presne 

podľa lokalít, pričom žiadne meranie z jednotlivých lokalít nepresahovalo do susedného klastru. 

Výsledné klastre (zhluky) sa však medzi sebou líšili vo svojich chemických vlastnostiach, resp. 

zlúčeninách, ktoré charakterizovali jednotlivé klastre. Detailné vyhodnotenie výsledných klastrov je 

popísané nižšie. 

Dataset 1: všetky organické látky 

Výsledné zoskupenie do klastrov pre dataset „všetky orgnické látky“ je prezentované v Obrázku 13. 
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Obrázok 13 Výsledok HCPC, všetky organické látky 
(Klaster 1 – čierny, Klaster 2 – červený, Klaster 3 – zelený) 

Klaster 1: pozostáva z meraní reprezentujúcich fabriky na výrobu a spracovanie plastov (lokality E a F), 
konkrétne ide o merania 11 – 20, nezahŕňajúc meranie 14, ktoré bolo označené za outlier. Táto skupina 
je charakterizovaná vysokými hodnotami (clr transformovanými) pre zlúčeniny bumetrizol (TINUVIN 
326), bis(tridecyl)ftalát (Jayflex DTDP), mono(2-ethylhexyl)ftalát (MEHP), citronellol epoxid, methyl 
hydrogen ftalát a homofthalimid (zlúčeniny sú zoradené od najsilnejšej), a naopak nízkými hodnotami 
pre norestratrieon a pregnenon (zlúčeniny sú zoradené od najslabšej). 
 
Charakteristika markerov 

Zlúčeniny bumetrizol, bis(tridecyl)ftalát, mono(2-ethylhexyl)ftalát, cintronelol epoxid, metyl hydrogen 

ftalát a homoftalimid sú jednoznačne spojené so syntetickými polymérmi z výroby s spracovania 

plastov. Bumetrizol sa používa aj pri výrobe plastových hračiek a športového vybavenia. 

Bis(tridecyl)ftalát sa používa aj ako lubirkant.   

Naopak, norestratieon a pregnenon (ktoré mali najnižšie hodnoty) sú pravdepodobne pyrolýzne 

fragmenty derivované z alteračných produktov založených na 24-metyl-19-norcholesta-1,3,5(10)-

triene, 5-pregnene a 7-pregnene. Tieto alteračné produkty (zlúčeniny) sú emitované pri spaľovaní 

biomasy (Oros a Simoneit 2001b). S ohľadom na uvedené informácie môžeme vyvodiť záver, že  

Klaster 1 (lokality E a F – Extraplast s.r.o., Fatra s.r.o.) je charakterizovaný silným vplyvom emisií z fabrík 

na výrobu a spracovanie plastov a zároveň nízkym vplyvom emisií spaľovania biomasy. 

Klaster 2: pozostával z meraní 6 – 10 , ktoré reprezentovali pozaďovú lokalitu (domov dôchodcov, D). 

Daná skupina meraní bola charakterizovaná vysokými hodnotami zlúčenín oleanenal, 13-methyl 

tetradekanoá kyselina, 5-methyl-3-hexen-2-on (zlúčeniny sú zoradené od najsilnejšej), a naopak 

nízkými hodnotami zlúčenín dinonyl ester 1,2-benzenedikarboxylová kyselina (BISOFLEX DNP), bis(8-

methylnonyl) ester 1,2-benzenedikarboxylová kyselina (PALATINOL) (zlúčeniny sú zoradené od 

najslabšej). 

Charakteristika markerov 

Pôvod organických zlúčenín oleanan, 13-metyl tetradekanoická kyselina, 5-metyl-3-hexen-2-on, ktoré 

mali najvyššie hodnoty v danom klastri nie je úplne jednoznačný, môžu byť emitované dopravou alebo 

spaľovaním biomasy.  
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Zlúčeniny s najnižšími hodnotami v danom klastri – dinonyl ester 1,2-benzenedikarboxyliová kyselina 

(BISOFLEX DNP), bis(8-methylnonyl) ester 1,2-benzenedikarboxylová kyselina (PALATINOL) – súvisia 

s výrobou a spracovaním plastových syntetických polymérov. Ester 1,2-benzenedicarboxylová kyselina 

(dinonyl ftalát,  BISOFLEX DNP) a bis(8-metylnonyl) ester 1,2-benzendikarboxylová kyselina 

(PALATINOL) sú zmäkčovadlá pre polyvinylchloridové fólie, obalenie tkanín pri výrobe  vinylových 

bazénov a zmäkčovadiel pri výrobe plastov esterov celulózy (Sheftel 2000).  

Klaster 2 (lokalita D – domov dôchodcov) je teda charakterizovaný silným vplyvom zmiešaných zdrojov 

– hlavne dopravou a spaľovaním biomasy, a naopak slabým vplyvom fabrík výroby a spracovania 

plastov. 

Klaster 3: pozostával z meraní 1 – 5, ktoré boli vykonané na záhrade rodinného domu (Z), situovaného 

veľmi blízko fabriky na výrobu a spracovanie plastov Extraplast. Táto skupina bola charakterizovaná 

vysokými hodnotami (clr transformovanými) 13-docosenamid (Erucamide), 1-propenylbenzen, 2,6-

bis(1,1-dimethylethyl)fenol (Ethanox 701) (zlúčeniny sú zoradené od najsilnejšej), a naopak nízkými 

hodnotami 3a,4,5,b tetrahydronafto (2,1-b)furan-23(1H)-on, 1,5-dimethylnaphthalen, 4-methyl-3-

phenylpyrazol (zlúčeniny sú zoradené od najslabšej). 

Charakteristika markerov 

Organická zlúčenina 13-dokosenamid (erucamide) sa používa ako mazivo a lepidlo pri spracovaní 

a výrobe plastov, 1-propenylbenzen je emitovaný pri spracovaní PVC, zatiaľ čo 2,6-bis(1,1-

dimethylethyl)fenol (Ethanox 701) je antioxidant a UV stabilizátor.  

Organická zlúčenina 3a,4,5,b-tetrahydronapthto(2,1-b)furan-23(1H)-on súvisí so spaľovaním biomasy. 

Pôvod organických zlúčenín 1,5-dimethylnaphthalene, 4-methyl-3 fenylpyrazol nie je taký zrejmý, 

pretože môžu byť emitované z dopravy aj z domáceho spaľovania.  

Klaster 3 je preto charakterizovaný silným vplyvom emisií z výroby a spracovania plastov a zároveň 

slabým vplyvom emisií z dopravy a spaľovania biomasy. 

 

Na dôvažok, HCPC poskytuje informáciu aj o tom, ktoré premenné (v tomto prípade zlúčeniny) najviac 

prispievajú k prerozdeľovaniu do klastrov. Prvých desať organických zlúčenín,  ktoré najlepšie popisujú 

rozdelenie do klastrov je prezentovaných v Tabuľke 7, kde premenné sú zoradené podľa pomeru 

korelácie od najsilnejšej. Ako je z Tabuľky 7 evidentné, najviac prispievajú k rozdeleniu do klastrov 

organické zlúčeniny spojené so spracovaním a výrobou plastov. 

  



38 

Tabuľka 7 Organických zlúčeniny popisujúce rozdelenie do klastrov najviac ,všetky organické látky 

Organické zlúčeniny (clr-transformované) Eta2 p-hodnota  

bumetrizol 

bis(tridecyl)ftalát 

mono(2-ethylhexyl)ftalát 

citronellol epoxid 

methyl hydrogen ftalát 

norestratrieon 

homoftalimid 

pregnenon 

3a,4,5,b-tetrahydronafto(2,1-b)furan-23(1H)-on 

butyl-9-tetradekanoát 

0,9807958 

0,9741858 

0,9683537 

0,9654836 

0,9555779 

0,9502734 

0,9407097 

0,9322017 

0,8475463 

0,831505 

1,85.10-14 

1,97.10-13 

1,01.10-12 

2,01.10-12 

1,52.10-11 

3,74.10-11 

1,53.10-10 

4,46.10-10 

2,92.10-07 

6,50.10-07 

Vysvetlivky: Eta2 – podiel vysvetliteľného rozptylu/variancie, p-hodnota - určená v-testom 

 

Dataset 2: Vybrané markery 

Výsledné zoskupenie do klastrov pre dataset „vybrané markery“ je prezentované v Obrázku 14. 

 

Obrázok 14 Výsledky HCPC, vybrané markery  
(Klaster 1 – čierny, Klaster 2 – zelený, Klaster 3 – červený) 

Klaster 1 pozostával opäť z meraní 11 – 20 (nezahrňujúc meranie 14) reprezentujúce merania z areálu 

fabrík na výrobu a spracovanie plastov Extraplast s.r.o. a Fatra s.r.o. (lokality E a F). Skupina meraní 

bola charakterizovaná vysokými hodnotami (clr transformovanými) pre zlúčeniny bumetrizol, 

bis(tridecyl)ftalát, mono(2-ethylhexyl)ftalát, citronellol epoxid, methyl hydrogen ftalát and 

homoftalimid (zlúčeniny sú zoradené od najsilnejšej), a naopak, najnižšie hodnoty mali zlúčeniny 
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norestratrieon and pregnenon (zlúčeniny sú zoradené od najslabšej). Dané výsledky sú identické 

s výsledkami Klaster 1 pre dataset všetkých organických látok. 

Klaster 1 (lokality E a F – Extraplast s.r.o., Fatra s.r.o.) je opäť ako v prípade Datasetu 1 charakterizovaný 

silným vplyvom emisií z fabrík na výrobu a spracovanie plastov a zároveň nízkym vplyvom emisií 

spaľovania biomasy. 

Klaster 2 pozostával z meraní 6 – 10 , reprezentujúce domov dôchodcov (D, pozaďovú lokalitu), skupina 

bola charakterizovaná vysokými hodnotami  (clr transformovanými) pre zlúčeniny sitosterol, 

norestratrieon (zlúčeniny sú zoradené od najsilnejšej), a naopak, nízkymi hodnotami pre 

cholestatrienol. Napriek tomu, že klaster pozostával z totožných meraní ako v prípade datasetu 

všetkých organických látok, charakteristické zlúčeniny sa výrazne líšili. 

Charakteristika markerov 

Sitosterol reprezentuje emisie z horenia dreva, ide o produkt z prchavosti fytosterolu (Lin et al. 2010a), 

norestratrieon je taktiež emitovaný pri spaľovaní biomasy (Oros a Simoneit 2001a).  

Cholestatrienol je pravdepodobne biogénneho pôvodu. 

V tomto prípade je Klaster 2 charakterizovaný silným vplyvom emisií zo spaľovania biomasy. 

 

Klaster 3 Pozostával z meraní 1 – 5  zo záhrady rodinného domu (Z). Táto skupina bola charakterizovaná 

vysokými hodnotami (clr transformovanými) pre zlúčeniny oleanal, 2,6-lutidin (zlúčeniny sú zoradené 

od najsilnejšej), a naopak, nízkymi hodnotami pre tokoferol. 

Charakteristika markerov 

Vysoké hodnoty boli pozorované pre oleanal a 2,6-lutidin, ktoré sú spojené so spaľovaním biomasy. 

Najnižšie hodnoty nadobúdal tokoferol, ktorý býva emitovaný z benzínových vozidiel.  

Klaster 3 je teda charakterizovaný silným vplyvom emisií zo spaľovania biomasy a zároveň nízkym 

vplyvom emisií z dopravy. Vplyv emisií z fabrík na výrobu a spracovanie plastov nebol pre daný klaster 

vybraných organických markerov pozorovaný vôbec. 

Organické látky, ktoré najlepšie popisujú rozdelenie do klastrov sú prezentované v Tabuľke 5, kde sú 

zlúčeniny zoradené podľa korelačného pomeru od najsilnejšej. V tomto prípade, organické zlúčeniny, 

ktoré najviac prispievali k rozdeleniu do klastrov boli nie len zlúčeniny, ktoré sú asociované s výrobou 

a spracovaním plastov, zastúpené boli aj zlúčeniny  asociované so spaľovaním biomasy a s dopravou.  

Vybrané organické látky, ktoré boli najviac charakteristické pre dané klastre sú prezentované v Tabuľke 

6, kde je zároveň uvedená aj ich chemická štruktúra, molekulová hmotnosť a hmotnostné percento vo 

vzorke. 

 

Keďže Klaster 1 reprezentujúci merania z blízkosti fabrík na výrobu a spracovanie plastov (odberné 

body F a E) bol identický pre oba analyzované datasety s totožnými organickými zlúčeninami 

charakterizujúcimi daný klaster, napriek  tomu, že merací bod s ďalšími hlavnými potencionálnymi 

zdrojmi (doprava, spaľovanie biomasy) bol vo vzdialenosti <1 km. Z toho môžeme vyvodiť, že tieto 

charakteristické organické zlúčeniny, menovite bumetrizol, bis(tridecyl)fthalát, mono(2-etylhexyl) 

fthalát, citronellol epoxid, metyl hydrogen ftalát a homofthalimid,  ktoré boli zároveň najsilnejšie 

z tých, ktoré najlepšie popisovali prerozdelenie do klastrov, sú dostatočne prominentné  a môžu byť 
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potencionálne použité ako vedúce markery pre ďalšie štúdie znečistenia ovzdušia, kde je nutné skúmať 

zdroje zahrňujúce výrobu a spracovanie plastov, a to nie len na území malého merítka. 

V prípade lokality Z, napriek skutočnosti, že táto lokalita je veľmi blízko (približne 100m) od fabriky na 

výrobu a spracovanie plastov (lokalita E), vplyv emisií z danej fabriky sa prejavil len v prípade analýzy 

datasetu všetkých organických látok. Pri analýze datasetu s vybranými markermi vplyv fabriky nebol 

preukázaný a dominantným zdrojom na danej lokalite ostalo spaľovanie biomasy.  

V prípade lokality D, ktorá reprezentovala pozaďovú lokalitu od zdrojov emisií z výroby a spracovania 

plastov (ktoré boli vo vzdialenosti približne 1,6 km), analýzou dát všetkých organických zlúčenín  bol 

zistený vplyv emisií zo spaľovania biomasy a emisií z dopravy. Avšak v prípade analýzy dát s vybranými 

organickými markermi bol zistený len vplyv emisií zo spaľovania biomasy. V oboch spomenutých 

prípadoch však nebol pozorovaný vplyv emisií z výroby a spracovania plastov. 

 Za pozornosť stojí zaujímavé zistenie,  ako je badateľné z Tabuľky 8 a Tabuľky 9, v prípade datasetu 

všetkých organických látok, sa najviac podieľali na rozdelení do klastrov zlúčeniny súvisiace len 

s výrobou a spracovaním plastov. Na druhej strane, v prípade analýzy len vybraných organických 

markerov, napriek tomu, že zlúčeniny súvisiace s výrobou a spracovaním plastov boli prevažujúce, 

respektíve najsilnejšie,  na rozdelení do klastrov sa významne podieľali aj ďalšie organické zlúčeniny 

ktoré súvisia so všetkými prevažujúcimi hlavnými zdrojmi znečistenia. Z tohto dôvodu možno 

považovať výsledky z analýzy zameranej len na vybrané organické markery za relevantnejšie. 
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Tabuľka 8 Organických zlúčeniny popisujúce rozdelenie do klastrov najviac ,vybrané markery 

Organické zlúčeniny (clr-transformované) Eta2 * p-hodnota** 

bumetrizol 

bis(tridecyl)ftalát 

mono(2-ethylhexyl)ftalát 

citronellol epoxid 

methyl hydrogen ftalát 

norestratrieone 

homoftalimid 

pregnenon 

oleanal 

cholestatrienon 

gamma sitosten 

2,6-lutidin 

trichothenol 

stigmasta-4,22-dien 

sitosterol 

didecyl ftalát 

limonen 

didekanyl ftalát 

stigmastan-3-ol 

dibutyl ftlát 

stigmasta-3.5-dien 

friedelan-3-on 

tokoferol 

bis(3-methylbutenyl) ftalát 

monosacharidy a ich deriváty 

stigmasta-3.5-dien-7-on 

cholesta-3.5-dien 

0,9790284 

0,9719389 

0,9662947 

0,9633694 

0,9531561 

0,9529684 

0,9384196 

0,9160275 

0,8639175 

0,7851921 

0,762252 

0,5966231 

0,5929941 

0,5611198 

0,5449752 

0,5280825 

0,49099 

0,4689229 

0,4621228 

0,4278139 

0,4195413 

0,4184045 

0,3970963 

0,372027 

0,3615755 

0,3394254 

0,3152739 

3,74.10-14 

3,84.10-13 

1,67.10-12 

3,24.10-12 

2,32.10-11 

2,39.10-11 

2,07.10-10 

2,47.10-09 

1,18.10-07 

4,53.10-06 

1,02.10-05 

7,01.10-04 

7,53.10-04 

1,38.10-03 

1,84.10-03 

2,46.10-03 

4,51.10-03 

6,33.10-03 

7,01.10-03 

1,15.10-02 

1,29.10-02 

1,31.10-02 

1,75.10-02 

2,42.10-02 

2,76.10-02 

3,63.10-02 

4,83.10-02 
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Tabuľka 9 Organické látky, ktoré najviac charakterizovali jednotlivé klastre (Dataset 1, Dataset 2) 

Organická zlúčenina 

Odpovedajúci klaster 

Chemická štruktúra Molekulárna 
hmotnosť 

(g/mol) 

Hmotnostné 
percento 

(wt%) 

Bumetrizol 

Klaster 1 (Dataset 1, Dataset 2) 

 

315.801 0.05-0.07 

bis(tridecyl)ftalát 

Klaster 1 (Dataset 1, Dataset 2) 

 

530.834 0.015-1.11 

Mono 

(2-ethylhexyl)ftalát 

Klaster 1 (Dataset 1, Dataset 2) 

 

278.348 0.01-0.09 

Oleanan 

Klaster 2 (Dataset 1) 

 

412.746 0.08-0.1 

13-methyl 

tetradekanová 

kyselina 

Klaster 2 (Dataset 1) 

 

 
242.403 0.02-0.32 

5-methyl-2-hexanon 

Klaster 2 (Dataset 1) 

 

114.19 0.006-0.11 

13-docosenamid 

Klaster 3 (Dataset 1) 

 

337.592 0.05-0.45 

1-propenylbenzene 

Klaster 3 (Dataset 1) 

 

118,1757 0.03-0.5 

2,6-bis(1,1-

dimethyethyl)fenol 

Klaster 3 (Dataset 1) 
 

206.329 0.02-0.1 
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Sitosterol 

Klaster 2 (Dataset 2) 

 

414.71 0.01- 0.28 

oleanenal  

Klaster 3 (Dataset 2) 

 

 

424.713 

 

0.009-0.07 

2,6-lutidin 

Klaster 3 (Dataset 2) 
 

107.153 0.02-0.32 
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5.2 Identifikácia zdrojov na území MSK   
Metódou Py-GC/MS bolo analyzovaných 54 vzoriek PM10 v zimnom období, kedy bola na sledovanom 

území vyhlásená smogová situácia, a 16 vzoriek PM10 v zimnom období bez smogovej situácie. Vo 

vzorkách boli identifikované organické zlúčeniny z nasledovných funkčných skupín: aromatické 

uhľovodíky, alkány/cykloalkány, alkény/cykloalkény, alkadiény, alkíny, aldehydy, ketódy, dusíkaté 

zlúčeniny, nitrily, furány, pyrány, benzofurány, fenoly, alkoholy, karboxylové kyseliny, PAU, naftyridiny, 

acetáty, alkanoáty, étery, silány, sulfáty, geochemické markery. 

Identifikované zlúčeniny vo vzorkách sa  naprieč lokalitami markantne líšili, a to u oboch sledovaných 

období (smogovej a nesmogovej situácie). Za účelom efektívnej analýzy dát, a teda eliminácie veľkého 

množstve chýbajúcich hodnôt musela byť vykonaná selekcia zlúčenín, na ktorých mohli byť aplikované 

následné štatistické postupy. Z tohto dôvodu boli vybrané len tie organické zlúčeniny, ktoré boli 

spoločné pre všetky lokality v rámci sledovaného obdobia a pre zachovanie jednotnej metodiky 

s predošlou meracou kampaňou, bol nový dataset doplnený aj o zlúčeniny, ktoré neboli identifikované 

na maximálne dvoch lokalitách v rámci sledovaného obdobia – teda smogovej alebo nesmogovej 

situácie. 

Za účelom zistenia štatisticky významného rozdielu medzi jednotlivými lokalitami v rámci funkčných 

skupín chemických látok bola na dátach najprv vykonaná analýza rozptylu (ANOVA) pre jednotlivé 

chemické skupiny. Po zistení signifikantného rozdielu medzi lokalitami bol následne vykonaný Tukey 

post hoc test, za účelom zistenia, medzi ktorými konkrétnymi lokalitami bol signifikantný rozdiel. 

Pre oba datasety – smogovú a nesmogovú situáciu bola obdobne ako v prípade analýzy dát z 

meracej kampane Napajedla vykonaná najprv analýza hlavných komponent (PCA) pre určenie 

vzájomného vzťahu organických zlúčenín a sledovaných lokalít, a následne na výsledkov PCA, resp. na 

vybraných prvých hlavných komponentách vykonaná hierarchická klastrová analýza (HCPC). Podrobné 

výsledky pre smogovú a nesmogovú situáciu sú popísané v subkapitolách nižšie. 

 

5.2.1 Smogová situácia 
Analýza rozptylu (ANOVA) 

Za účelom zistenia, či je medzi jednotlivými lokalitami štatistický významný rozdiel v jednotlivých 

funkčných skupinách  organických látok, bola pre jednotlivé funkčné skupiny vykonaná analýza rozptylu 

(ANOVA). Pre účely analýzy rozptylu boli hodnoty koncentrácií pre jednotlivé funkčné skupiny sčítané. 

Celkové hodnoty zobrazujú boxploty v Obrázku 15 , 16 a 17.  

Konkrétne bolo zisťované, či rôzne hladiny faktoru lokalita robia rozdiel v odpovedi a či je signifikantný. 

Pri zistení signifikantného rozdielu v ANOVA teste bol následne vykonaný Tukey HSD  post hoc test, 

ktorý určil medzi ktorými lokalitami je rozdiel v strednej hodnote koncentrácií špecifických funkčných 

skupín. Medzi ktorými lokalitami je rozdiel. Tukey HSD pos hoc test porovnáva  stredné hodnoty 

všetkých možných párov – v tomto prípade všetkých možných párov faktoru lokalita. Rozdiely boli 

považované za signifikantné na hladine významnosti α= 0.05 pre všetky analýzy. Podrobné výsledky  

ANOVA testu a Tukey HSD post hoc testu sú uvedené v tabuľke 10. 

Výsledky ANOVA testu odhalili, že signifikantný rozdiel medzi lokalitami sa týkal všetkých chemických 

skupín, okrem biomarkerov. 

Najviac signifikantný rozdiel medzi lokalitami bol u nasledovných funkčných skupín: aromatické 

uhľovodíky alkány/cykloalkány, alkény/cykloalkény, dusíkaté zlúčeniny, nitrily, furány, pyrány,  fenoly, 

karboxylové kyseliny, PAU a sulfáty. 
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Signifikantný rozdiel medzi lokalitami nebol preukázaný u chemických skupín aldehydy,  alkoholy 

biomarkery. 

Koncentrácie všetkých látok v jednotlivých chemických skupinách (medián, kvartily) pre jednotlivé 

lokality ako aj rozdiely medzi lokalitami vyobrazujú boxploty Obrázku 15 , 16 a 17. 

Tabuľka 10 Výsledky ANOVA testu  a Tukeyho testu pre jednotlivé skupiny a lokality, smogová situácia 

Chemická skupina ANOVA, p-hodnota Tukey post-hoc test  
(Rozdiely medzi lokalitami) 1 

Aromatické uhľovodíky 0,000337*** MOCT-MAR, POR-MAR, VER-MAR 

Alkány, cykloalkány <2.10-16 *** MOCT-DOLH, RNO -DOLH, ROZO-DOLH,  
STUD-DOLH, VER-DOLH, MOCT-MAR, POR-MAR, 
RNO-MAR, VER- MAR,  POR-MOCT, RNO-MOCT, 

ROZO-MOCT, STUD-MOCT, VER-MOCT, RNO-POR, 
ROZO-POR, STUD-POR, VER-POR, STUD-RNO, 

STUD-ROZO, VER-STUD 

Alkény, cykloalkény <2.10-16 *** MOCT-DOLH, MOCT-MAR, VER-MAR, POR-MOCT, 
RNO-MOCT, ROZO-MOCT, STUD-MOCT,   

VER-MOCT 

Aldehydy 0,0335 * MOCT-MAR 

Dusíkaté zlúčeniny 4,44.10-06 *** MOCT-DOLH, STUD-DOLH, MOCT-MAR,  
STUD-MAR, POR-MOCT, RNO-MOCT, ROZO-MOCT, 

STUD-ROZO 

Nitrily 1,38.10-07 *** MOCT-DOLH, ROZO-DOLH, MOCT-MAR,  
ROZO-MAR, POR-MOCT, STUD-MOCT, VER-MOCT, 

ROZO-POR  

Furány, pyrány 1,06.10-12 *** MOCT-DOLH, RNO-DOLH, VER-DOLH, MOCT-MAR, 
RNO-MAR, VER-MAR, POR-MOCT, ROZO-MOCT, 

STUD-MOCT, RNO-POR, ROZO-POR, VER-POR  

Fenoly 8,86.10-12 *** MOCT-DOLH, RNO-DOLH, ROZO-DOLH, VER-DOLH, 
MOCT-MAR, RNO-MAR, ROZO-MAR, VER-MAR, 
POR-MOCT, STUD-MOCT, RNO-POR, ROZO-POR, 

VER-POR 

Alkoholy 0,014 * - 

Karboxylové kyseliny 6,65.10-06 *** MOCT-DOLH, VER-DOLH, MOCT-MAR, POR-MOCT, 
ROZO-MOCT, STUD-MOCT 

PAU <2.10-16 *** MOCT-DOLH, RNO-DOLH, ROZO-DOLH, VER-DOLH, 
MOCT-MAR, RNO-MAR, ROZO-MAR, VER-MAR, 

POR-MOCT, ROZO-MOCT, STUD-MOCT,  
VER-MOCT, RNO-POR, ROZO-POR, VER-POR, 

STUD-RNO 

Sulfáty 8,1.10-14 *** MOCT-DOLH, MOCT-MAR, POR-MOCT,  
RNO-MOCT, ROZO-MOCT, STUD-MOCT,  

VER-MOCT 

Biomarkery 0.933 - 
Kódy signifikancie:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 
1 ID lokality: DOLH – Dolní Lhota, MAR – Mariánské Hory, MOCT – Mosty u Českého Těšína, POR – Poruba, RNO – Radvanice, 

Nad Obcí, ROZO – Radvanice, OZO s.r.o, STUD – Studénka, VER – Věřnovice 
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Obrázok 15 Boxploty pre výsledky ANOVA testu, smogová situácia 1  
a) aromatické uhľovodíky b) alkány/cykloalkány c) alkény/cykloalkény d) aldehydy e) dusíkaté zlúčeniny f) nitrily . Zhodné 

písmena nad jednotlivými boxplotmi indikujú zhodnosť stredných hodnôt pre dané lokality, odlišnosť písmen označuje 
signifikantný rozdiel 
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Obrázok 16 Boxploty pre výsledky ANOVA testu, smogová situácia 2 
a) furány b)fenoly c) alkoholy d) karboxylové kyseliny e) PAU f) sulfáty . Zhodné písmena nad jednotlivými boxplotmi 

indikujú zhodnosť stredných hodnôt pre dané lokality, odlišnosť písmen označuje signifikantný rozdiel 
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Obrázok 17 Boxploty pre výsledky ANOVA testu, smogová situácia  
biomarkery 

Analýza hlavných komponent (PCA) 

Dataset meraní zo smogovej situácie počas zimnej sezóny pozostával z 54 meraní (vzoriek) a 112 

premenných, z čoho boli prvé dve premenné kvalitatívne – deň a lokalita, a zvyšných 110 premenných 

bolo kvantitatívnych a reprezentovali jednotlivé zlúčeniny. Pri analýze PCA  nebolo v datasete 

identifikované žiadne odľahlé meranie (outlier). 

Výsledky PCA sú zobrazené formou tzv. „faktorovej mapy meraní“ (individuals factor map) (Obrázok 

18, Obrázok 19), ktorá je popísaná prvými dvoma hlavnými komponentami, ktoré zachycujú najvyššie 

percento vysvetliteľnej variability v dátach. Na demonštráciu dôležitosti použitia log-ratio 

transformácie bola na ukážku spravená PCA analýza aj na netransformované dáta, len s imputovanými 

chýbajúcimi hodnotami pomocou Ilr-EM algoritmu. Výsledok tejto demonštrácie zobrazuje Obrázok 

15. Pri porovnaní výsledkov analýzy na dátach bez clr – transformácie (Obrázok 18) s výsledkami 

analýzy na clr – transformovaných dátach (Obrázok 19) je jednoznačne vidieť markantný rozdiel. 

U netransformovaných dát nie zjavný žiaden vzťah medzi meraniami, všetky sa prekrývajú a sústreďujú 

okolo nulových os. 
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Obrázok 18 Demonštrácia: Výsledky PCA na dáta bez log-ratio transformácie, smogová situácia 
 (DOLH – Dolní Lhota, MAR – Mariánské Hory, MOCT – Mosty u Českého Těšína, POR – Poruba, RNO – Radvanice, Nad Obcí, 

ROZO – Radvanice, OZO s.r.o, STUD – Studénka, VER – Věřnovice) 

Výsledky PCA na clr-transformované dáta zobrazené vo forme faktorovej mapy (Obrázok 16) ukazujú, 

že prvá hlavná komponenta PC 1 pokrýva 27,32 % celkového rozptylu dát a druhá hlavná komponenta 

PC 2 pokrýva 15,59 % celkového rozptylu dát, celkovo pokrývajú 42,91 % - čo je silno signifikantná 

variabilita. 

Odhad správneho počtu hlavných komponent na interpretáciu navrhuje obmedziť analýzu na popis 

prvých 7 hlavných komponent, pretože len tie nesú skutočnú/relevantnú informáciu. 
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Obrázok 19 Výsledky PCA, smogová situácia 
(DOLH – Dolní Lhota, MAR – Mariánské Hory, MOCT – Mosty u Českého Těšína, POR – Poruba, RNO – Radvanice, Nad Obcí, 

ROZO – Radvanice, OZO s.r.o, STUD – Studénka, VER – Věřnovice) 

Ďalej možno z výsledkov PCA (Obrázok 19) vyčítať, že prvá hlavná komponenta PC 1 (v obrázku 16 

označené Dim 1) rozdelila merania z lokalít Radvanice – Nad Obcí (merania 1 – 7), Radvanice – OZO 

(merania 8 – 14), Mariánské Hory (merania 15 – 22) a Mosty u Českého Tešína (50 – 54) naľavo, kde 

boli charakterizované zápornými súradnicami na ose, od merní z lokalít  Poruba (22 – 28), Dolní Lhota 

(36 – 42), Studénka (29 – 35), Věřňovice (43 – 49) napravo, kde boli charakterizované kladnými 

súradnicami na ose. Podľa charakteru spomenutých lokalít zrejmé, že prvá hlavná komponenta 

oddelila mestské lokality zaťažené hlavne priemyslom od lokalít skôr vidieckeho charakteru, kde 

očakávame väčší vplyv emisií zo spaľovania v domácnostiach. Na druhej hlavnej komponente PC 2 (v 

obrázku 16 označenie Dim 2) sa výrazne vyčlenili merania z lokality Poruba (22 – 28) – v dolnej časti, 

resp. na negatívnych súradniciach na ose od všetkých ostatných meraní, resp. lokalít v hornej časti 

charakterizovanými kladnými súradniciami na ose. Toto vydelenie naznačuje, že lokalita Poruba je 

veľmi špecifická oproti všetkým ostatným, očakávame na nej významný vplyv emisií z motorových 

vozidiel. 

Dataset pre smogovú situáciu obsahoval 2 kvalitatívne premenné – lokalita a deň. p-hodnota 

Wilksovho testu indikuje, ktoré kvalitatívne premenné (faktory) sú najlepšie oddelené na rovine, čiže 

ktoré najlepšie popisujú vzdialenosť medzi meraniami. Z výsledkov testu vyšla signifikantná p-hodnota  

3,90183*10-52 pre kvalitatívnu premennú lokalita, ktorá najlepšie popisuje vzdialenosť medzi 

meraniami. Obrázok 20 zobrazuje kvalitatívnu faktorovú mapu, z ktorej je vidieť, že merania sa naozaj 

rozdelili podľa kvalitatívnej premennej lokalita, zatiaľ čo faktor deň sa sústreďuje v blízkosti nulových 

os. 
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Obrázok 20 Kvalitatívna faktorová mapa (PCA), smogová situácia 

 

Hierarchická klastrová analýza na hlavných komponentách (HCPC) 

Na výsledkoch PCA bola následne vykonaná Hierarchická klastrová analýza (HPCP). Pre demonštráciu 

dôležitosti použitia log-ratio transformácie je opäť uvedený aj grafický výsledok analýzy pre 

nestransformované dáta (Obrázok 21), kde viedla analýza k výsledku s troma rozlíšiteľnými klastrami. 

Z obrázku je zrejmé, že v tomto klastrovaní nie je žiaden logický systém a zhluky vypadajú, že vznikli 

skôr na základe nejakých náhodných vlastností.  

 

Obrázok 21 Demonštrácia: Výsledky HCPC na dáta bez log-ratio transformácie, smogová situácia 
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HCPC pre clr transformované dáta bola vykonaná na výsledných prvých siedmych hlavných 

komponentách. Zhlukovanie 54 meraní z ôsmych sledovaných lokalít viedlo k výsledku s piatimi 

rozlíšiteľnými klastrami – na Obrázku 22 sú výsledky zobrazené pomocou tzv. faktorovej mapy meraní, 

na Obrázku 23 je vyobrazený klasický dendrogram. Výsledné klastre (zhluky) sa medzi sebou líšili vo 

svojich chemických vlastnostiach, resp. zlúčeninách, ktoré charakterizovali jednotlivé klastre. Detailné 

vyhodnotenie výsledných klastrov je popísané nižšie. 

 

 

Obrázok 22 Výsledky HCPC (Faktorová mapa), smogová situácia 

 

Obrázok 23 Výsledky HCPC (dendrogram), smogová situácia 
(Klaster 1 – čierny, Klaster 2 – červený, Klaster 3 - zelený, Klaster 4 – tmavo modrý, Klaster 5 – svetlo modrý) 
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Klaster 1 pozostával z meraní 1 – 14 (lokality Radvanice nad Obcí a Radvanice OZO). Skupina meraní v 

danom klastri bola charakteristická vysokými hodnotami (clr transformovanými) pre 

benzo(b)nafto(2,3-d)furan, oktakosan (C28), 3-methylfenol, dodekánová kyselina, hentriakontan (C31), 

1-naftalenol, pentakosan, fenantren, dodekan (zoradené od najsilnejšej zlúčeniny), a zároveň nízkymi 

hodnotami pre 1-metylisochinolin, oktadekánová kyselina, benzaldehyd, 4-metylchiolin, 2-

metylchiolin, 2-metylpyridín, 2,3-dimetylpyridin, 3-metylchiolin, 2-metylnaftalen, 5-metylnaftalen, 

C27αßß-cholestan, C29αßß-cholestan, inden, styrén, chynolín, 17α(H), 21ß(H)-hopan-22R, 7-

metylchinolin, 17α(H), 21ß(H)-hopan-22S (zoradené od najslabšej zlúčeniny). 

Z výsledkov charakterizácie prominentných markerov pre Klaster 1  (Tabuľka 11) vyplýva, že daný 

klaster je charakteristický významným/silným vplyvom emisií zo spaľovaním biomasy, a naopak slabým 

vplyvom emisií zo  spaľovania uhlia, dopravy, úpravy potravín a biogénnej hmoty. 

Tabuľka 11 Charakteristika markerov (Klaster 1, smogová situácia) 

Zlúčenina Zaradenie Energetický zdroj Literatúra 

Benzo(b)nafto(2,3-d)furán furány spaľovanie biomasy 
(borovicové drevo) 
spaľovanie lignítu 

(Fitzpatrick et al. 2007)  
 
(Fabbri et al. 2009) 

Oktakosan (C28) alkány biogénne zdroje 
spaľovanie biomasy 

(Choi et al. 2015), 
(Hays et al. 2005). 

3-methylfenol kresoly spaľovanie biomasy (Fabbri et al. 2008) 
Dodekánová kyselina karboxylové 

kyseliny 
spaľovanie biomasy (Hays et al. 2005). 

Hentriakontan (C31) alkány spaľovanie biomasy 
(listnaté stromy) 

(Oros, Daniel R. a Simoneit 
2001) 

1-naftalenol alkoholy doprava  
(dieselové motory) 

(Sidhu et al. 2005) 

Pentakosan alkány spaľovanie biomasy (Iinuma et al. 2007). 
Fenantren PAU spaľovanie biomasy 

(drevo) 
(Lin et al. 2010a) 

Dodekan alkány doprava 
(dieselové motory) 
spaľovanie biomasy 

(Narayanaswamy et al. 2013), 

1-metylisochinolin PAU koksárenský uhoľný 
decht 
spaľovanie v domácich 
kotloch 

(Blümer et al. 2011) 
(Fabiańska et al. 2016). 4-metylchiolin 

3-metylchiolin 
Chinolín 
7-metylchinolin 
oktadekánová kyselina karboxylové 

kyseliny 
tepelná úprava potravín (Abdullahi, Delgado-Saborit, & 

Harrison, 2013 
Benzaldehyd 
 

aldehydy doprava  
(dieselové motory) 

 

2-metylpyridín dusíkaté 
zlúčeniny 

spaľovanie uhlia  
2,3-dimetylpyridin 
2-metylnaftalen PAU doprava  

(dieselové motory) 
(Lin et al. 2009). 

5-metylnaftalen 
C27αßß-cholestan biomarkery spaľovanie uhlia   (Oros a Simoneit 2000) 

(Křůmal, Mikuška, & Večeřa, 
2013) 

C29αßß-cholestan 

inden PAU uhoľný decht (Larrañaga et al. 2016). 
styrén aromatické 

uhľovodíky 
spaľovanie plastov (Orecchio et al. 2017). 

17α(H), 21ß(H)-hopan-22R biomarkery spaľovanie uhlia   (Oros a Simoneit 2000) 
(Křůmal, Mikuška, & Večeřa, 
2013) 

17α(H), 21ß(H)-hopan-22S 
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Klaster 2 pozostával z meraní 15 – 21, 43 – 46, 50 – 54 (lokality Mariánské Hory, Věrnovice - väčšinová 

časť  meraní, a Mosty u Českého Těšína). Skupina meraní v danom klastri bola charakteristická 

vysokými hodnotami pre thiofen, inden, 1(2H)-acenaftylenon, 2,8-dimethylchinolin, trikosan, 

benzensulfonova kyselina, benzenthiofen, benzo(b)nafto(2,3-d)furan, tetradecyl ester benzoová 

kyselina, 1-methylisochinolin, pentakosan, dodekan, 1-naftalenol, hentriakontan, 2-metylantracen, 

oktakosan, tetrakosan, 4,7-dimethylbenzofuran,1-metylfenantren, nonadekan, 1(3H)-

isobenzofuranon, 3-metylchiolin, 2-metylchiolin, a naopak nízkymi hodnotami pre fluoranten, 1-

methyl-4-(1-propynyl)benzen, etylbenzen, 1-oktadeken, dekan, indol, dibenzotiofén, acetofenon, 

naftalen, tridekan, benzo(a)pyren, undekan, benzo(ghi)perylen, indeno(1,2,3-cd)pyren. 

Z výsledkov charakterizácie markerov  (Tabuľka 12) vyplýva, že Klaster 2 je charakteristický hlavne 

silným vplyvom emisií zo spaľovania uhlia, menej biomasy a odpadu.  Ako najslabšie pre daný klaster 

boli markery pre emisie z motorových vozidiel, tieto emisie mali na príslušných lokalitách najmenší 

vplyv. 

Tabuľka 12 Charakteristika markerov (Klaster 2, smogová situácia) 

Zlúčenina Zaradenie Energetický zdroj Literatúra 

thiofen heterocyklická 
zlúčenina s 
obsahom síry 

spaľovanie uhlia (Larrañaga et al. 2016) 

inden PAU spaľovanie uhlia (Larrañaga et al. 2016) 
1(2H)-acenaftylenon PAU spaľovanie biomasy (Nalin et al. 2016) 
2,8-dimethylchinolin PAU spaľovanie uhlia (Clemo 1973) 
trikosan alkány spaľovanie biomasy 

doprava 
(dieselové motory) 
spaľovanie odpadu 

(Chu a Blomquist 1980) 
(Simoneit 1984) (Eiceman et al. 
1981) (Tong et al. 1984) 

benzensulfonova kyselina sulfonové 
kyseliny 

spaľovanie uhlia  

benzenthiofen sulfáty doprava 
(dieselové, benzínové 
motory) 

(Song 2000) 

benzo(b)nafto(2,3-d)furan furány spaľovania biomasy 
(borovicové drevo) 
spaľovanie 
miocénneho lignitu 

biomasy (Wu et al. 2002) 
(Fitzpatrick et al. 2007), 
(Fabbri et al. 2009) 

tetradecyl ester benzoová 
kyselina 

karboxylové 
kyseliny 

spaľovanie biomasy (Graham et al. 2003) 

pentakosan alkány spaľovanie biomasy (Iinuma et al. 2007). 
dodekan alkány doprava 

(dieselové motory) 
spaľovanie biomasy 

(Narayanaswamy et al. 2013) 

1-naftalenol alkoholy doprava 
(dieselové motory) 

(Sidhu et al. 2005). 

hentriakontan alkány spaľovanie biomasy 
(listnaté stromy) 

(Oros, Daniel R. a Simoneit 
2001) 

2-metylantracen PAU spaľovanie dreva (Fine et al. 2004) 
oktakosan alkány spaľovanie biomasy (Hays et al. 2005). 
tetrakosan alkány spaľovanie uhlia (Oros a Simoneit 2000). 
4,7-dimethylbenzofuran furány spaľovanie biomasy 

spaľovanie odpadu 
(Graedel et al. 1986). 

1-metylfenantren PAU spaľovanie uhlia (Oros a Simoneit 2000). 

https://cs.wikipedia.org/wiki/Sulfonov%C3%A1_kyselina
https://cs.wikipedia.org/wiki/Sulfonov%C3%A1_kyselina
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nonadekan alkány spaľovanie uhlia (Oros a Simoneit 2000). 
1(3H)-isobenzofuranon furány spaľovanie biomasy (Worton et al. 2011) 
3-metylchiolin PAU koksárenský uhoľný 

decht 
spaľovanie 
v domácich kotloch 

(Blümer et al. 2011) 
 2-metylchiolin 

1-methylisochinolin 

fluoranten PAU doprava 
(dieselové motory) 

Boström et al., 2002) 

1-methyl-4-(1-
propynyl)benzen 

aromatické 
uhľovodíky 

termická degradácia  
PVC a PET 

 

etylbenzen aromatické 
uhľovodíky 

doprava 
priemysel 

(Montero-Montoya et al. 2018). 

1-oktadeken alkény spaľovanie biomasy (Wu et al. 2002). 
dekan alkány doprava 

(dieselové, benzínové 
motory) 
 

(Fujita 2001) 

indol, dusíkaté 
zlúčeniny 

uhoľný decht (Higashio a Shoji 2004) 

dibenzotiofén PAU  doprava 
(dieselové, benzínové 
motory) 

(Lee et al. 2004a) 

acetofenon aldehydy doprava 
(dieselové, benzínové 
motory) 
spaľovanie uhlia 

(Howard 2017). 

naftalen PAU doprava(dieselové, 
benzínové motory) 

(Jia a Batterman 2010) 

tridekan alkány doprava  
(benzínové, dieselové 
motory) 

(Chin a Batterman 2012) 

benzo(a)pyren PAU doprava (benzínové, 
dieselové motory) 

(Rybak a Olejniczak 2014) 

undekan alkány doprava (benzínové, 
dieselové motory) 

 

benzo(ghi)perylen PAU doprava  
(benzínové motory) 

(Ho et al. 2009) 

indeno(1,2,3-cd)pyren PAU doprava  
(benzínové, dieselové 
motory) 

(Zechmeister et al. 2006). 

toluén aromatické 
uhľovodíky 

doprava  
(benzínové, dieselové 
motoy) 

(Gelencsér et al. 1997). 

 

Klaster 3 pozostával z meraní 22 – 28 (lokalita Poruba). Skupina meraní v danom klastri bola 

charakteristická vysokými hodnotami pre benzo(a)pyrén, styrén, hexadekan, 2,3-dimethylpyridin, 

toluén, isochinolin, 1-naftalenol, benzo(ghi)perylen, undekanová kyselina, 1,2-benzendikarboxylová 

kyselina, benzo(b)nafto(2,3-d)furan, benzo(ghi)fluoranten, kumarin, naftalen, oktakosan, C29αßß-

cholestan, eikosan, dibenzotiofen, 2-dodekan, fluoren, 1-methyl-4-(1-propynyl)benzen,2-

metylantracen, a zároveň nízkymi hodnotami pre 2-metylbenzofuran, dibenzofuran, fenantren, 

nonadekan, henikosan, tetradekan, dokosan, 1(3H)-isobenzofuranon, benzotiofen, dodekan, tetradecyl 

ester benzoová kyselina, trikosan, hentriakontan, 2,8-dimethylchinolin, 1(2H)-acenaftylenon,2-

metylfenol. 



56 

Z výsledkov charakterizácie markerov  (Tabuľka 13) vyplýva, že Klaster 3, resp. lokalita Poruba bola 

v danom meracom období najviac zaťažená vplyvom emisií z dopravy, a to nielen  emisiami z 

výfukových plynov, významný podiel mal aj cestný prach z oterov pneumatík. Naopak najmenší vplyv 

na danej lokalite mali  emisie zo spaľovania biomasy a uhlia. 

Daný klaster obsahujúci merania z Poruby je v najväčšej vzdialenosti od prvého klastru, ktorý obsahuje 

merania z lokality Radvanice, preto, čo sa týka charakteru lokalít, medzi spomenutými lokalitami sa 

predpokladá  najväčší rozdiel. 

Tabuľka 13 Charakteristika markerov (Klaster 3, smogová situácia) 

Zlúčenina Zaradenie Zdroj Literatúra 

benzo(a)pyrén PAU doprava 
(benzínové,  dieselové 
motory) 

(Stogiannidis a Laane 
2015)(Sram et al. 2013) 

styrén aromatické 
uhľovodíky 

otery behúňov 
pneumatík 

(Pierson a Brachaczek 
2011)(Unice et al. 2012) 

hexadekan alkíny spaľovanie uhlia 
doprava 
(benzínové,  dieselové 
motory) 

(Oros a Simoneit 2000) 
(Springer a Patterson 1973). 

toluén aromatické 
uhľovodíky 

doprava 
(benzínové,  dieselové 
motory) 

(Gelencsér et al. 1997), 

1-naftalenol alkoholy doprava  
(dieselové motory) 

(Sidhu et al. 2005) 

benzo(ghi)perylen PAU doprava  
(benzínové motory) 

(Stogiannidis a Laane 2015), 

undekanová kyselina karboxylové 
kyseliny 

spaľovanie uhlia (Oros a Simoneit 2000). 

1,2-benzendikarboxylová 
kyselina 

Karboxylové 
kyseliny 

doprava 
(benzínové,  dieselové 
motory) 

(Sheesley et al. 2010) 

benzo(b)nafto(2,3-d)furan furány spaľovanie biomasy 
(borovicové drevo) 
spaľovanie lignítu 

(Fitzpatrick et al. 2007) 
 
(Fabbri et al. 2009) 

benzo(ghi)fluoranten PAU doprava (dieselové 
motory) 

(Tunno et al. 2018) 

naftalen PAU doprava 
(benzínové,  dieselové 
motory) 

(Jia a Batterman 2010). 

oktakosan alkány biogénne zdroje 
spaľovanie biomasy 

(Choi et al. 2015) 
(Hays et al. 2005) 

C29αßß-cholestan sulfáty spaľovanie fosílnych palív (Khan et al. 2018) 
eikosan alkány Doprava (benzínové, 

dieselové motory) 
(Wu et al. 2018) 

dibenzotiofen sulfáty Doprava (benzínové, 
dieselové motory) 

 

2-dodekan alkány Doprava (dieselové 
motory) 

(Narayanaswamy et al., 2013 

fluoren PAU Doprava (dieselové 
motory) 

(Mi et al. 2000) 

2-metylbenzofuran furány spaľovanie biomasy (Lusini et al. 2014) 
dibenzofuran furány spaľovacie procesy (Baker a Hites 2000) 
fenantren PAU spaľovanie komunálneho 

odpadu, 
(Ahuja 2013) 



57 

Doprava (dieselové 
motory) 

nonadekan alkány spaľovanie uhlia (Oros a Simoneit 2000) 
henikosan alkány Doprava (dieselové 

motory) 
spaľovanie uhlia   

(Lin et al. 2010a) 
(Oros a Simoneit 2000). 

tetradekan alkány spaľovanie biomasy 
(listnaté stromy) 

(Oros, Daniel R. a Simoneit 
2001) dokosan 

1(3H)-isobenzofuranon furány spaľovanie biomasy (Worton et al. 2011) 
benzotiofen sulfáty spaľovanie uhlia (Daisey et al. 1986)  
dodekan alkány Doprava (dieselové 

motory) 
spaľovanie biomasy 

(Narayanaswamy et al. 2013) 
(Zhou et al. 2017) 

tetradecyl ester benzoová 
kyselina 

karboxylové 
kyseliny 

spaľovanie biomasy (Graham et al. 2003) 

trikosan alkány spaľovanie biomasy (Chu a Blomquist 1980) 
hentriakontan alkány spaľovanie biomasy 

(listnaté stromy) 
(Oros, Daniel R. a Simoneit 
2001) 

2,8-dimethylchinolin PAU spaľovanie uhlia (Clemo 1973) 
1(2H)-acenaftylenon PAU spaľovanie biomasy (Nalin et al. 2016) 
2-metylfenol fenoly spaľovanie biomasy 

(drevo) 
(Ward et al. 2006) 

 

Klaster 4 pozostával z meraní 36 – 42 (Lokalita Dolní Lhota). Skupina meraní v danom klastri bola 

charakteristická vysokými hodnotami pre 2,6-lutidín, oktadekánová kyselina, 17α(H), 21ß(H)-hopan-

22R, C27αßß-cholestan, reten, C29αßß-cholestan, chrysen, 1,2,-benzéndikarboxylová kyselina, 1,6- 

dimetylnaftalen, 1(3H)-isobenzofuranon, 2-metylnaftalen, 1-metylpyren, undekanova kyselina, 

isochinolin, levoglukosan, 1-deken, 17α(H), 21ß(H)-hopan-22S, fluoranten, benzonitril, dibenzotiofen, 

benzen, benzo(e)pyren, indol, benzaldehyd, a zároveň nízkymi hodnotami pre benzo(k)fluoranten, 

eikosan, benzensulfonová kyselina, dodekan, tetradecyl ester benzoová kyselina, oktakosan, 

pentakosan, hentriakontan, 3-metylfenol, 2,8-dimetylchinolin, 2-dodekan, dodekanova kyselina, 1(2H)-

acenaftylenon, benzo(ghi)fluoaranten, 1-naftalenol, benzo(b)nafto(2,3-d)furan, 6-metylchinolin. 

Podľa charakteristiky markerov pre Klaster 4 (Tabuľka 14) bola lokalita Dolní Lhota v sledovanom 

období  charakteristická najväčším podielom emisií zo spaľovania tuhých palív, najmä uhlia, a naopak 

slabým vplyvom emisií z motorových vozidiel a zaujímavý je aj slabý vplyv emisií zo spaľovania biomasy.  

 

Tabuľka 14 Charakteristika markerov (Klaster 4, smogová situácia) 

Zlúčenina Zaradenie Zdroj Literatúra 

2,6-lutidín pyridíny spaľovanie uhlia (Clemo 1973) 
oktadekánová kyselina karboxylových 

kyselín 
spaľovanie biomasy (Alves et al. 2011) 

17α(H), 21ß(H)-hopan-22R biomarkery spaľovanie uhlia (Oros a Simoneit 2000) 
 C27αßß-cholestan biomarkery spaľovanie fosílnych 

palív 
(Khan et al. 2018) 

reten PAU Spaľovanie biomasy 
(mäkké drevo) 
spaľovanie uhlia 

 
 
(Shen et al. 2012) 

C29αßß-cholestan biomarkery spaľovanie fosílnych 
palív 

(Khan et al. 2018) 

chrysen PAU spaľovanie uhlia (Ravindra et al. 2008) 



58 

1,2,-benzéndikarboxylová 
kyselina 

karboxylové 
kyseliny 

Doprava (benzínové, 
dieselové motory) 
spaľovanie plastov a 
skládkového odpadu 
diaľkový transport 
(fotochemická oxidácia 
–napr. p-xylén) 

(Fraser et al. 1998), 
(Simoneit et al. 2005) 

1,6- dimetylnaftalen PAU 
 
 

Doprava (benzínové, 
dieselové motory) 
spaľovanie tuhých palív,  
spaľovaní odpadu 

(Mantoura et al. 1982) (Junk a 
Ford 1980) 

1(3H)-isobenzofuranon furány spaľovanie biomasy (Worton et al. 2011) 
2-metylnaftalen PAU spaľovaní organických 

materiálov (fosílne 
palivá, drevo) 

(ATSDR 2005) 

1-metylpyren PAU spaľovanie fosílnych 
palív, dreva, benzínu 
a  nafty 

 

undekanova kyselina karboxylové 
kyseliny 

spaľovanie uhlia (Oros a Simoneit 2000) 

levoglukosan anhydridy 
monosacharidov 

spaľovanie biomasy (Simoneit et al. 1999). 

17α(H), 21ß(H)-hopan-22S sulfáty spaľovanie uhlia (Oros a Simoneit 2000), 
fluoranten PAU doprava (benzínové, 

dieselové motory) 
 

(Rybak a Olejniczak 2014). 

benzonitril nitrily spaľovanie biomasy (Gilman et al. 2015) 
dibenzotiofen sulfáty doprava (benzínové, 

dieselové motory) 
 

benzen aromatické 
uhľovodíky 

doprava (benzínové, 
dieselové motory) 

(WHO 2010) 

benzo(e)pyren PAU spaľovanie uhlia, dreva,  
doprava (benzínové, 
dieselové motory) 

(Jang et al. 2013) 

indol dusíkaté 
zlúčeniny 

uhoľný decht (Higashio a Shoji 2004) 

 benzaldehyd aldehydy biogénna hmota (Misztal et al. 2015). 
benzo(k)fluoranten PAU doprava (benzínové, 

dieselové motory) 
(Slezakova et al., 2010 

eikosan alkány doprava (benzínové, 
dieselové motory) 

(Wu et al. 2018) 

benzensulfonová kyselina karboxylové 
kyseliny 

spaľovanie uhlia  

dodekan alkány doparava (dieselové 
motory) 

(Narayanaswamy et al. 2013) 

tetradecyl ester benzoová 
kyselina 

karboxylové 
kyseliny 

spaľovanie biomasy (Graham et al. 2003).   

oktakosan alkány biogénne zdroje 
spaľovanie biomasy 

(Choi et al. 2015), 
(Hays et al. 2005). 

pentakosan alkány spaľovanie biomasy (Iinuma et al. 2007). 
hentriakontan alkány spaľpvanie biomasy 

(listnaté stromy) 
(Oros, Daniel R. a Simoneit 
2001) 

3-metylfenol fenoly spaľpvanie biomasy (Fabbri et al. 2008). 
2,8-dimetylchinolin PAU spaľovanie uhlia (Clemo 1973). 
dodekanova kyselina karboxylové 

kyseliny 
spaľovanie biomasy (Hays et al. 2005). 

1(2H)-acenaftylenon PAU spaľovaní biomasy (Nalin et al. 2016) 
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benzo(ghi)fluoaranten PAU spaľovanie dreva, uhlia, 
doprava (benzínové, 
dieselové motory) 

 

1-naftalenol alkoholy doprava (dieselové 
motory) 

(Sidhu et al. 2005) 

benzo(b)nafto(2,3-d)furan furány spaľovanie biomasy 
(borovicové drevo) 

(Wu et al. 2002), 
(Fitzpatrick et al. 2007), 

6-metylchinolin PAU spaľovanie v domácich 
kotloch 

 

 

Klaster 5 pozostával z meraní 29 – 35 a 47 – 49 (lokalita Studénka a Věrnovice – časť meraní). Daná 

skupina meraní bola charakteristická vysokými hodnotami pre: indeno(1,2,3-cd)pyren, chrysen, 

benzo(ghi)perylen, acenaftylen, chinolin, 5-metylchinolin, pyridin, benzen, benzo(e)pyren, pyren, 

galaktosan, styren, 2-metylpyridin, 6-metylchinolin, fenol, naftalen, 17α(H), 21ß(H)-hopan-22R,  

17α(H), 21ß(H)-hopan-22S, pentadekan, fluoranten, levoglukosan, 7-metylchinolin, toluén, C29αßß-

cholestan, heptadekan, C27αßß-cholestan, hexadekan, manosan, a zároveň nízkymi hodnotami pre 1-

metylfenantren, 2-metylantracen, tiofen, tetrakosan, p-xylen, 2-metylisochynolin, 2-

metyldibenzofuran, undekanova kyselina, 1,2-benzendikarboxylová kyselina, benzo(b)nafto(2,3-

d)furan, 1-naftalenol, oktakosan, pentakosan, 1-deken, 2-dodeken, fluoren, 1-metylpyren, trikosan, 1-

metylantracen, 1,6-dimetylnaftalen 

Z výsledkov charakterizácie najvýznamnejších markerov pre Klaster 5 (Tabuľka 15), resp. lokality 

Studénka a  Věřnovice boli v sledovanom období najváznamnejšie zastúpené markery pre emisie 

z motorových vozidiel, menší vplyv mali emisie zo spaľovania uhlia a biomasy.  

 

Tabuľka 15 Charakteristika markerov (Klaster 5, smogová situácia) 

Zlúčenina Zaradenie Zdroj Literatúra 

indeno(1,2,3-cd)pyren PAU doprava (benzínové, 
dieselové motory) 

(Zechmeister et al. 2006).   

 chrysen PAU spaľovanie uhlia (Ravindra et al. 2008). 
benzo(ghi)perylen PAU doprava (benzínové 

motory) 
(Stogiannidis a Laane 2015). 

acenaftylen PAU doprava (benzínové, 
dieselové motory) 
cigaretový dym 
spaľovanie ropy, uhlia 
a dreva 

 

chinolin PAU koksárenský uhoľný 
decht 
spaľovanie v domácich 
kotloch 

(Blümer et al. 2011), 
(Fabiańska et al. 2016). 5-metylchinolin PAU 

pyridin dusíkaté 
zlúčeniny 

spaľovanie uhlia (Oros a Simoneit 2000). 

benzen aromatické 
zlúčeniny 

doprava (benzínové, 
dieselové motory) 

(WHO 2010) 

benzo(e)pyren PAU spaľovanie uhlia, dreva, 
doprava (benzínové, 
dieselové motory) 

(Jang et al. 2013) 

pyren PAU doprava (benzínové, 
dieselové motory) 
biomasa (drevo a traviny 
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galaktosan anhydridy 
monosacharidov 

spalovanie biomasy (Simoneit 2002) 

styren aromatické 
zlúčeniny 

spaľovanie plastov (Orecchio et al. 2017).   

2-metylpyridin dusíkaté 
zlúčeniny 

spaľovaní fosílnych palív  (Sims & O’Loughlin, 1989 

fenol fenoly doprava (benzínové, 
dieselové motory) 
spaľovanie 
biomasy  (drevo) 

(Markiewicz et al. 2017), 
(Schauer et al. 2001). 

naftalen PAU doprava (benzínové, 
dieselové motory) 

(Jia a Batterman 2010) 

17α(H), 21ß(H)-hopan-22R sulfáty spaľovanie uhlia (Oros a Simoneit 2000). 
17α(H), 21ß(H)-hopan-22S sulfáty 
pentadekan alkány doprava (benzínové 

motory) 
 

fluoranten PAU doprava (dieselové 
motory) 

(Boström et al. 2002) 

levoglukosan anhydridy 
monosacharidov 

spaľovanie biomasy (Simoneit et al. 1999). 

toluén aromatické 
zlúčeniny 

doprava (benzínové, 
dieselové motory) 

(Gelencsér et al. 1997). 

C29αßß-cholestan sulfáty spaľovanie fosílnych 
palív 

(Khan et al. 2018). 

heptadekan alkány   
C27αßß-cholestan sulfáty spaľovanie fosílnych 

palív 
(Khan et al. 2018). 

hexadekan alkány doprava (benzínové, 
dieselové motory) 

(ATSDR 1999) 

manosan anhydridy 
monosacharidov 

spaľovanie biomasy (Simoneit et al. 1999). 

1-metylfenantren PAU spaľovanie uhlia (Oros a Simoneit 2000). 
2-metylantracen PAU spaľovanie biomasy 

(drevo) 
(Fine et al. 2004) 

tiofen sulfáty spaľovanie uhlia (Larrañaga et al. 2016). 
tetrakosan alkány spaľovanie uhlia (Oros a Simoneit 2000). 
p-xylen aromatické 

zlúčeniny 
doprava (benzínové, 
dieselové motory) 
spaľovanie uhlia 

 

2-metyldibenzofuran furány spaľovaní uhlia (Graedel et al. 1986), (Oros a 
Simoneit 2000) undekanova kyselina karboxylové 

kyseliny 
1,2-benzendikarboxylová 
kyselina 

karboxylové 
kyseliny 

doprava (benzínové, 
dieselové motory) 

(Sheesley et al. 2010). 

benzo(b)nafto(2,3-d)furan furány spaľovania biomasy 
(borovicové drevo) 
spaľovanie lignitu 

(Fitzpatrick et al. 2007) 
 
(Fabbri et al. 2009). 

1-naftalenol, alkoholy doprava (dieselové 
motory) 

(Sidhu et al. 2005) 

 oktakosan, alkány biogénne zdroje 
spaľovanie biomasy 

(Choi et al. 2015), 
(Hays et al. 2005). 

pentakosan alkány spaľovanie biomasy (Iinuma et al. 2007). 
 fluoren PAU doprava (dieselové 

motory) 
(Mi et al. 2000). 

1-metylpyren PAU spaľovania fosílnych 
palív, dreva, benzínu 
a  nafty 
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trikosan alkány spaľovanie biomasy,   
spaľovanie nafty 
a odpadu  

(Chu a Blomquist 1980), 
(Simoneit 1984) 
(Eiceman et al. 1981)(Tong et 
al. 1984), 

1-metylantracen PAU spaľovanie biomasy 
(drevo) 

(Fine et al. 2004) 

1,6-dimetylnaftalen PAU doprava (benzínové, 
dieselové motory) 
spaľovanie tuhých palív, 
spaľovanie odpadu 
 

(Mantoura et al. 1982) (Junk a 
Ford 1980) 

 

Z výsledkov Hierarchickej klastrovej analýzy na hlavných komponentách a charakteristikou 

najvýznamnejších markerov pre dané klastre vyplýva, že pre každú sledovanú lokalitu sa na zhoršenej 

kvalite ovzdušia počas smogovej situácie, ktorá je charakteristická zhoršenými rozptylovými 

podmienkami, podieľa iný významný zdroj. 

Najviac špecifická lokalita sa ukázala lokalita Poruba, čo sa ukázalo už v analýze PCA, a následne v  

klastrovej analýze, kde sa najviac líšila od lokality Radvanice. Najväčší príspevok na znečistení mali 

počas smogovej situácie v lokalite Poruba emisie z dopravy, najvyššie hodnoty v danej lokalite mal 

benzo(a)pyrén. Emisie z domáceho spaľovania sa ukázali ako najnižšie v danej lokalite. 

Ďalšou špecifickou lokalitou bola lokalita Dolní Lhota, ktorá bola najviac podobná lokalite Poruba. 

V lokalite Dolní Lhota mali najväčší príspevok na znečistení emisie zo spaľovania v domácnostiach, 

konkrétne najväčší príspevok malo spaľovanie uhlia. Naopak najnižší príspevok mali emisie z dopravy, 

a dokonca aj zo spaľovania biomasy. 

Ako samostatná oblasť bola ešte špecifická oblasť Radvanice, kde prebiehali merania na 2 lokalitách, 

vzdialených od seba cca 1 km (výškový rozdiel medzi lokalitami je max. 10 m). Konkrétne na lokalite 

v blízkosti bývalého zberného dvoru OZO s.r.o., kde je v okolí hustá zástavba rodinných domov, a na 

lokalite Nad Obcí, v ktorej okolí je výrazne redšia domová zástavba a v bezprostrednom okolí sú lesy. 

Z výsledkov analýzy vyplýva, že čo sa týka znečistenia počas smogovej situácie, medzi lokalitami nebol 

žiaden rozdiel. Oblasť je zaujímavá tým, že počas smogovej situácie tu mali najväčší vplyv emisie zo 

spaľovania biomasy, konkrétne dreva. Naopak, najmenší podiel na znečistení mali emisie zo spaľovania 

uhlia a emisie z biogénnej hmoty.  

Čo sa týka podobnosti lokalít, najpodobnejšie si boli lokality Mariánské Hory, Věřnovice (prvé 4 dni 

odberu), a Mosty u Českého Těšína, ktoré sa podľa podobnosti zastúpenia zlúčenín zoskupili do 

jedného klastru. Najväčší vplyv na zhoršenú kvalitu ovzdušia v daných lokalitách mali emisie 

z domáceho spaľovania, kde boli rovnakým dielom zastúpené emisie zo spaľovania uhlia aj zo 

spaľovania biomasy. Najmenší vplyv mali na danej lokalite hlavne emisie z výfukov motorových 

vozidiel. 

Podobný charakter znečistenia vykazovali aj lokalita Studénka s lokalitou Veřnovice (posledné 3 dni 

odberu vzoriek). Fakt, že sa merania z lokality Veřnovice rozdelili  do dvoch klastrov môže naznačovať 

zmenu prúdenia vetra v polovici meracej kampane. Na zhoršenej kvalite ovzdušia počas smogovej 

situácie sa v daných lokalít sa podieľali hlavne emisie z dopravy. Lokality sú od seba síce vzdialené cca 

40 km, avšak v blízkosti oboch odberových miest sa nachádza spoločný hlavný diaľničný ťah D1. 

Významný vplyv mali aj emisie zo spaľovania uhlia domácich kotloch. 
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5.2.2 Nesmogová situácia 
Analýza rozptylu (ANOVA) 

Za účelom zistenia, či je medzi jednotlivými lokalitami štatistický významný rozdiel v jednotlivých 

funkčných skupinách  organických látok, bola pre jednotlivé funkčné skupiny vykonaná analýza rozptylu 

(ANOVA). Pre účely analýzy rozptylu boli hodnoty koncentrácií pre jednotlivé funkčné skupiny sčítané. 

Celkové hodnoty zobrazujú boxploty v Obrázku 19 a 20.  

Konkrétne bolo zisťované, či rôzne hladiny faktoru lokalita robia rozdiel v odpovedi a či je signifikantný. 

Pri zistení signifikantného rozdielu v ANOVA teste bol následne vykonaný Tukeyho HSD  post hoc test, 

ktorý určil medzi ktorými lokalitami je rozdiel v strednej hodnote koncentrácií špecifických funkčných 

skupín. Tukey HSD post hoc test porovnáva  stredné hodnoty všetkých možných párov – v tomto 

prípade všetkých možných párov faktoru lokalita. Rozdiely boli považované za signifikantné na hladine 

významnosti α= 0.05 pre všetky analýzy. Podrobné výsledky sú ANOVA testu a Tukey HSD post hoc 

testu sú uvedené v tabuľke 16. 

Výsledky ANOVA testu odhalili, že signifikantný rozdiel medzi lokalitami sa týkal len chemickej skupiny  

alkány/cykloalkány. U ostatných chemických skupín nebol pozorovaný signifikantný rozdiel medzi 

lokalitami. 

Koncentrácie všetkých látok v jednotlivých chemických skupinách (medián, kvartily) pre jednotlivé 

lokality ako aj rozdiely medzi lokalitami vyobrazujú boxploty v Obrázku 24 a 25. 

Tabuľka 16 Výsledky ANOVA testu  a Tukeyho testu pre jednotlivé skupiny a lokality, nesmogová situácia 

Chemická skupina ANOVA, p-hodnota Tukey post-hoc test  
(Rozdiely medzi lokalitami) 1 

Aromatické uhľovodíky 0,998 - 
Alkány, cykloalkány 5,86.10-05 *** RNO-MAR, ROZO-MAR,  

RNO-POR, VER-RNO, VER-ROZO 
Alkény, cykloalkény 0,113 - 
Fenoly 0,992 - 
Dusíkaté zlúčeniny 0,238 - 
Furány, pyrány  0,523 - 
PAU 0,0828 . - 
Karboxylové kyseliny 0,237 - 
Biomarkery 0,952 - 
Kódy signifikancie:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 
1 ID lokality: DOLH – Dolní Lhota, MAR – Mariánské Hory, MOCT – Mosty u Českého Těšína, POR – Poruba, RNO – Radvanice, 

Nad Obcí, ROZO – Radvanice, OZO s.r.o, STUD – Studénka, VER – Věřnovice 
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Obrázok 24 Boxploty pre výsledky ANOVA testu, nesmogová situácia 
a) aromatické uhľovodíky b) alkány/cykloalkány c) alkény/cykloalkény d) fenoly e) dusíkaté zlúčeniny f) furány g) PAU 

 h) karbpxylové kyseliny. Zhodné písmena nad jednotlivými boxplotmi idnikujú zhodnosť stredných hodnôt pre dané lokality, 
odlišnosť písmen označuje signifikantný rozdiel  
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Obrázok 25 Boxploty pre výsledky ANOVA testu, nesmogová situácia  
biomarkery 

 

Analýza hlavných komponent (PCA) 

Dataset meraní z nesmogovej sezóny pozostával z 16 pozorovaní a 69 premenných – z toho 2 

kvalitatívnych (deň a lokalita). V analýze nebol zistený žiadny outlier.  

Výsledok PCA je zobrazený formou faktorovej mapy meraní (Individuals factor map), ktorá je  popísané 

prvými dvoma hlavnými komponentami, z ktorých PC1 pokrýva 31, 54 % a PC2 14,13 % celkového 

rozptylu dát (celkovo 45, 66%), čo je silno signifikantná variabilita. 

Odhad správneho počtu os pre interpretáciu navrhuje obmedziť analýzu na prvé 4 osy (hlavné 

komponenty), lebo len tieto osy nesú skutočnú/relevnantnú informáciu. 

Dataset pre nesmogovú situáciu obsahoval 2 kvalitatívne premenné – lokalita a deň. p-hodnota 

Wilksovho lambda testu indikuje, ktoré kvalitatívne premenné (faktory) sú najlepšie oddelené na 

rovine, resp., ktoré najlepšie popisujú vzdialenosť medzi meraniami. Z výsledkov testu vyšla 

signifikantná p-hodnota  0,0001550787 pre kvalitatívnu premennú deň. Faktor deň teda najlepšie 

popisuje vzdialenosť medzi meraniami. Obrázok 26 zobrazuje faktorová mapu meraní (z výsledkov 

PCA), kde A, B označujú jednotlivé dni meraní (resp. 1. a 2. deň odberu) a merania sú zafarbené podľa 

faktoru deň. Na obrázku je vidieť, že merania sú na prvej hlavnej komponente jednoznačne oddelené 

podľa kvalitatívnej premennej deň. Obrázok 27 zobrazuje kvalitatívnu faktorovú mapu z výsledkov PCA, 

kde sú na prvých dvoch hlavných komponentách zobrazené len kvalitatívne premenné lokalita a deň. 

Z obrázku je vidieť, že na prvej hlavnej komponente PC1 (v obrázku Dim 1), ktorá zachytáva najvyššie 

percento vysvetliteľnej variability bol na rozdelenie meraní rozhodujúci faktor deň. A naopak, na 

druhej hlavnej komponente bol na rozdelenie meraní viac rozhodujúci faktor lokalita. 
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Obrázok 26 Faktorová mapa meraní (PCA), nesmogová situácia 
(A – prvý deň merania, B – druhý deň merania) 

 

Obrázok 27 Kvalitatívna faktorová mapa (PCA), nesmogová situácia 

Výsledky PCA  pre samotné merania sú zobrazené v Obrázku 28, kde je možné pozorovať, že prvá 

hlavná komponenta PC1 (v obrázku Dim1) rozdelila naľavo merania 6, 8, 10, 12, 14 ,16 (2. deň merania), 

ktoré boli charakterizované zápornými súradnicami na ose, od meraní 5, 9, 11, 13 ,15 1.deň (merania) 

napravo, ktoré boli charakterizované kladnými súradnicami na ose. V tomto prípade hrala 

významnejšiu úlohu kvalitatívna premenná deň odberu ako samotná lokalita, resp. charakter danej 

lokality. Na druhej hlavnej komponente PC2 (v obrázku Dim2) sa vyčlenili merania 1, 2, 3, 7  v hornej 

časti, resp. na súradniciach v pozitívnom smere od meraní 9, 10, 15, 16  dolnej polovici, resp. na 

súradniciach v negatívnom smere.  V tomto prípade hrala významnú úlohu pri rozdelení premenná 

lokalita -  oddelili sa merania z lokalít Radvanice Nad Obcí a Radvanice OZO a z lokality Poruba od 

ostatných meraní, z čoho môžeme usudzovať, že dané lokality sú ovplyvnené stabilnejším zdrojom 

v porovnaní s ostatnými lokalitami, na ktorý nemá až taká vplyv napr. zmena prúdenia vetra ako to 

môže byť v prípad ostatných lokalít. 
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Obrázok 28 Výsledky PCA, nesmogová situácia  
(DOLH – Dolní Lhota, MAR – Mariánské Hory, MOCT – Mosty u Českého Těšína, POR – Poruba, RNO – Radvanice, Nad Obcí, 

ROZO – Radvanice, OZO s.r.o, STUD – Studénka, VER – Věřnovice) 

 

Hierarchická klastrová analýza na hlavných komponentách (HCPC) 

Na výsledkoch PCA bola následne vykonaná HCPC s cieľom zoskupiť merania s najpodobnejšími 

zlúčeninami. V prípade dát z nesmogovej situácie bola HCPC vykonaná na prvých štyroch hlavných 

komponentách. Zhlukovanie 16 meraní z ôsmich sledovaných lokalít viedlo k výsledku piatimi 

rozlíšiteľnými klastrami – na Obrázku 29 sú výsledky zobrazené pomocou tzv. faktorovej mapy meraní, 

na Obrázku 30 je vyobrazený klasický dendrogram. Výsledné klastre (zhluky) sa však medzi sebou líšili 

vo svojich chemických vlastnostiach, resp. zlúčeninách, ktoré charakterizovali jednotlivé klastre. 

Detailné vyhodnotenie výsledných klastrov aj s charakteristickými zlúčeninami je popísané nižšie. 
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Obrázok 29 Výsledky HCPC (Faktorová mapa), nesmogová situácia 

 

Obrázok 30 Výsledky HCPC (dendrogram), nesmogová situácia 
(Klaster 1 – čierny, Klaster 2 – červený, Klaster 3 - zelený, Klaster 4 – tmavo modrý, Klaster 5 – svetlo modrý) 

 

Klaster 1 pozostával z meraní 6, 10, 12, 14, 16 (ide o 2. deň merania na lokalitách  Mariánské Hory, 

Studénka, Dolní Lhota, Věřnovice a Mosty u Českého Těšína). Pre skupinu meraní v danom klastri boli 

charakteristické vysoké hodnoty pre heptakosan, hexakosan , trikosan, pentakosan, oktadekan, 2,3,6-

trimetylpyridin (zoradené od najsilnejšej zlúčeniny), a zároveň nízke hodnoty pre levoglukosan, 

manosan, 2-metylfenol, acenaftylen, benzen, reten, p-xylen, 2-metylfenol, pristan, αßß(20R,24R)-24-

ethylcholestan, toulen, fenol, 1-metylnaftalen, αßß(20R,24S)-24-methylcholestan (zoradené od 

najslabšej zlúčeniny). 
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Z výsledkov charakterizácie najvýznamnejších markerov pre Klaster 1 (Tabuľka 17) vyplýva, že dané 

lokality (Mariánské Hory, Studénka, Dolní Lhota, Věřnovice a Mosty u Českého Těšína) boli počas 2. 

dňa marenia zaťažené hlavne významným vplyvom emisií zo spaľovania uhlia, a naopak najslabší vplyv 

mali emisie zo spaľovania biomasy a dopravy. 

 

Tabuľka 17 Charakteristika markerov (Klaster 1, nesmogová situácia) 

Zlúčenina Zaradenie Zdroj Literatúra 

heptakosan alkány spaľovanie uhlia (Oros a Simoneit 2000). 
hexakosan 
trikosan 
pentakosan 
oktadekan 
2,3,6-trimetylpyridin dusíkaté 

zlúčeniny 
Spaľovanie uhlia  

levoglukosan anhydridy 
monosacharidov 

spaľovanie biomasy   (Simoneit et al. 1999). 
manosan 
2-metylfenol fenoly spaľovanie biomasy  

(drevo) 
(Ward et al. 2006). 

acenaftylen PAU Doprava (benzínové, 
dieselové motory) 

cigaretový dym 
spaľovane uhlia 
a dreva 

 

benzen, aromatické 
uhľovodíky 

Doprava (benzínové, 
dieselové motory) 
Doprava (benzínové, 
dieselové motory) 

(WHO 2010), 
(Jia et al. 2008). 
 

reten PAU Spaľovanie biomasy 
(mäkké drevo) 

(Ramdahl 1983) 

p-xylen aromatické 
uhľovodíky 

Prítomnosť v ropnom 
a uhoľnom dechte 

 

2-metylfenol fenoly spaľovanie biomasy 
(drevo) 

(Ward et al. 2006) 

pristan sulfáty 
 

Doprava (benzínové, 
dieselové motory) 

(Alves 2008) 

αßß(20R,24R)-24-
ethylcholestan 

sulfáty ropné znečistenie (Farrán et al. 1987) 

toluen aromatické 
uhľovodíky 

Doprava (benzínové, 
dieselové motory) 

(Gelencsér et al. 1997) 

fenol fenoly 
 

Doprava (benzínové, 
dieselové motory) 
spaľovanie biomasy 
(drevo) 

(Markiewicz et al. 2017), 
 
(Schauer et al. 2001) 

1-metylnaftalen PAU 
 

 

spaľovaní organických 
materiálov (napr. 
fosílne palivá, drevo) 

(ATSDR 2005). 

αßß(20R,24S)-24-
methylcholestan 

sterány Ropné  znečistenie (Farrán et al. 1987) 
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Klaster 2 pozostával z meraní 7 – 8 (lokalita Poruba). Skupina meraní v danom klastri nebola 

charakterizovaná vysokými hodnotami žiadnych zlúčenín, avšak boli zistené nasledovné 

charakteristické zlúčeniny s najnižšími hodnotami: dibenzofuran, 2-methyl-1H-pyrol,  3-metylchinolin, 

1-methyl-4-(1-methylethenyl)benzen (zoradené od najslabšej zlúčeniny). 

Z charakteristiky markerov (Tabuľka 18) ktoré mali najnižšie hodnoty v danom klastri je zrejmé, že 

Klaster 2, resp. lokalita Poruba bola v období merania charakteristická slabým vplyvom emisií zo 

spaľovania v domácnostiach a priemyslom. 

 

Tabuľka 18 Charakteristika markerov (Klaster 2, nesmogová situácia) 

Zlúčenina Zaradenie Zdroj Literatúra 

dibenzofuran furány 
 

 

spaľovacie procesy, 
prítomnosť v uhoľnom 
dechte 
metalurgický 
priemysel   

(Bixiong et al. 2006), 
 
(Lee et al. 2004b). 

2-methyl-1H-pyrol dusíkaté 
zlúčeniny 

biogénna hmota  

3-metylchinolin PAU koksárenský uhoľný 
decht 

(Blümer et al. 2011),   

1-methyl-4-(1-
methylethenyl)benzen 

aromatické 
uhľovodíky 

spaľovanie biomasy (Gilman et al. 2015). 

 

Klaster 3 pozostával z meraní 1 – 4 (lokality Radvanice nad Obcí a Radvanice OZO). Skupina meraní 

v danom klastri bola charakteristická vysokými hodnotami pre reten, a naopak najnižšími hodnotami 

pre n-dodekan, trikosan, hexakosan, pentakosan, 2,3,6-trimetylpyridin, heptakosan, 17α(H), 21ß(H)-

hopan-22R (zoradené od najslabšej zlúčeniny). 

U Klastru 3, resp. pre lokality Radvanice  Nad Obcí a Radvanice OZO nie je možné úplne jednoznačne 

hodnotiť charakteristické zdroje (Tabuľka 19), pretože významne vysoké hodnoty pre klaster mala len 

jedna zlúčenina, ktorá môže byť marker pre spaľovanie aj uhlia ale aj biomasy, a zároveň zlúčeniny, 

ktoré mali najnižšie hodnoty v danom klastri taktiež nie sú úplne jednoznačné, zastupujú spaľovacie 

procesy pre rôzne palivá, vrátane uhlia a biomasy. 

Tabuľka 19 Charakteristika markerov (Klaster 3, nesmogová situácia) 

Zlúčenina Zaradenie Zdroj Literatúra 

reten, PAU spaľovanie uhlia, 
biomasy 

(Shen et al. 2012). 

n-dodekan alkány Doprava (benzínové, 
dieselové motory) 

 

trikosan alkány spaľovanie biomasy 
spaľovanie nafty 
a odpadu 

(Chu a Blomquist 1980), 
(Simoneit 1984). 

hexakosan alkány spaľovanie uhlia (Oros a Simoneit 2000) 
pentakosan alkány spaľovanie biomasy (Iinuma et al. 2007) 
2,3,6-trimetylpyridin dusíkaté 

zlúčeniny 
Spaľovanie uhlia  

heptakosan alkány spaľovania uhlia (Oros a Simoneit 2000) 
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17α(H), 21ß(H)-hopan-
22R 

biomarkery spaľovanie uhlia (Oros a Simoneit 2000) 

 

Klaster 4 pozostával len z jediného merania 11 (ide o 1. meranie na lokalite Dolní Lhota). Toto meranie 

bolo charakteristické vysokými hodnotami pre p-xylen, styren, benzonitril, manosan, benzen, toluen 

(zoradené od najsilnejšej zlúčeniny), a zároveň nízkymi hodnotami pre 2-metylbenzofuran chrysen, 1-

dekan , pentadekan, 3-metylpyridin, etylbenzen (zoradené od najslabšej zlúčeniny). 

Z výsledkov charakterizácie najvýznamnejších markerov pre Klaster 4 (Tabuľka 20), vyplýva, že 1. deň 

merania na lokalite Dolní Lhota bolo charakteristické silným vplyvom emisií z dopravy, a naopak, 

slabým vplyvom emisií zo spaľovania biomasy a uhlia. 

Tabuľka 20 Charakteristika markerov (Klaster 4, nesmogová situácia) 

Zlúčenina Zaradenie Zdroj Literatúra 

p-xylen aromatické 
uhľovodíky 

Prítomný v ropnom 
a uhoľnom dechte 

 

styrén aromatické 
uhľovodíky 

spaľovania plastov 
otery behúňov 
pneumatík 
spaľovanie plastov 

(Orecchio et al. 2017) 
 

(Pierson a Brachaczek 
2011)(Unice et al. 2012) 

benzonitril, nitrily spaľovanie biomasy (Gilman et al. 2015). 
manosan, markery spaľovanie biomasy   (Simoneit et al. 1999). 
benzen, aromatické 

uhľovodíky 
Doprava (benzínové, 
dieselové motory) 

(WHO 2010). 

toluén aromatické 
uhľovodíky 

Doprava (benzínové, 
dieselové motory) 

(Gelencsér et al. 1997). 

2-metylbenzofuran furány spaľovaní biomasy (Lusini et al. 2014). 
chrysen PAU spaľovania uhlia (Ravindra et al. 2008). 
1-dekan alkány Doprava (benzínové 

motory) 
 

pentadekan alkány Doprava (benzínové 
motory) 

 

3-metylpyridin dusíkaté 
zlúčeniny 

spaľovaní fosílnych 
palív vrátane uhlia 

(Sims a O’Loughlin 1989), 

etylbenzen aromatické 
uhľovodíky 

Doprava (benzínové 

motory), priemysel 
(Montero-Montoya et al. 
2018). 

 

Klaster 5 pozostával z meraní 5, 9, 13, 15 (ide o 1. meranie na lokalitách  Mariánské Hory, Studénka, 

Věřnovice a Mosty u Českého Těšína). Skupina meraní v danom klastri bola charakteristická vysokými 

hodnotami pre chrysen, naftalen, 17α(H), 21ß(H)-hopan-22R, fenol, 17R(H)-22,29,30-trisnorhopen, 

pyridin, 17α(H), 21ß(H)-hopan-22S, 2-metylfenol, benzofurán, toluén, pristan, 2-metylbenzofuran, 1-

trideken, benzen, 2-metylnaftalen (zoradené od najsilnejšej zlúčeniny), a zároveň nízkymi hodnotami 

pre  oktakosan, tetradekan, tetrakosan, dokosan, nonadekan, heptadekan, oktadekan, dodekan dekan 

(zoradené od najslabšej zlúčeniny).  

Z výsledkov charakterizácie najvýznamnejších markerov pre Klaster 5 (Tabuľka 21), resp. meranie z 1. 

dňa na lokalitách Mariánské Hory, Studénka, Věřnovice a Mosty u Českého Těšína, vyplýva, že na  

daných odberových lokalitách mali v daný deň merania najväčší vplyv emisie zo spaľovania uhlia 

a z dopravy,naopak najmenší vplyv mali emisie zo spaľovania biomasy.  
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Tabuľka 21 Charakteristika markerov (Klaster 5, nesmogová situácia) 

Zlúčenina Zaradenie Zdroj Literatúra 

chrysen PAU spaľovania uhlia (Ravindra et al. 2008). 
naftalén PAU emisie z dopravy (Batterman et al. 2012). 
17α(H), 21ß(H)-hopan-22R sulfáty spaľovanie uhlia (Oros a Simoneit 2000) 

(Simoneit et al. 2007) 
fenol fenoly 

 
 

z benzínových 
a naftových 
motorových vozidiel 
emisie zo 
spaľovania dreva 

(Markiewicz et al. 2017) 
 
 
 
(Schauer et al. 2001). 

17R(H)-22,29,30-
trisnorhopen 

markery 
 

spaľovanie uhlia (Oros a Simoneit 2000) 
(Simoneit et al. 2007) 

pyridín dusíkaté 
zlúčeniny 

spaľovanie uhlia (Oros a Simoneit 2000) 

17α(H), 21ß(H)-hopan-22S sulfáty spaľovanie uhlia 
 

(Oros a Simoneit 2000) 
(Simoneit et al. 2007) 

2-metylfenol fenoly spaľovanie dreva (Ward et al. 2006), 
benzofurán furány 

 
spaľovanie biomasy (Stockwell et al. 2015)  

(Gilman et al. 2015). 
toluén aromatické 

uhľovodíky 
motorové vozidlá (Gelencsér et al. 1997). 

pristan markery Motorové vozidlá (Alves 2008). 
2-metylbenzofuran furány spaľovaní biomasy (Lusini et al. 2014). 
benzen aromatické 

uhľovodíky 
emisie z dopravy (WHO 2010) 

2-metylnaftalen PAU spaľovanie 
organických 
materiálov (fosílne 
palivá, drevo) 

(ATSDR 2005). 

oktakosan alkány spaľovanie biomasy (Hays et al. 2005) 
tetradekan alkány z dopravy (Schauer et al. 1999), 
tetrakosan alkány spaľovanie uhlia (Oros a Simoneit 2000) 
dokosan alkány spaľovania listnatých 

stromov 
(Oros, Daniel R. a Simoneit 
2001). 

nonadekan alkány spaľovaní uhlia (Oros a Simoneit 2000) 
heptadekan alkány uvoľňuje z dopravy (ATSDR 1999) 
oktadekan alkány spaľovanie uhlia (Oros a Simoneit 2000). 
dodekan alkány dieslové motory 

spaľovaní biomasy 
(Narayanaswamy et al. 
2013) 

dekan alkány emisie z motorových 
vozidiel 

(Fujita 2001) 

 

V nesmogovej situácii boli k dispozícii dáta z chemickej analýzy len pre dva dni odberu, čo je pre 

objektívne závery naozaj málo, a prejavilo sa to aj vo výsledkoch analýzy. Kedy nebolo možné presne 

určiť charakteristické zlúčeniny pre výsledné klastre, resp. nie je možné vplyv zdrojov jednoznačne 

kvantifikovať. 

Výsledky mnohorozmerných analýz ukázali, že kvalitatívna premenná deň mala významnejší vplyv na 

rozdelenie meraní do klastrov než samotná lokalita. Avšak zaujímavé je, že toto neplatilo v prípade 
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lokalít Radvanice a Poruba, ktoré sa opäť vydelili do samostatných klastrov.  Z takého výsledku sa dá 

usudzovať, že u týchto lokalít prevládal stabilnejší zdroj, na ktorý nemajú vplyv napr. zmeny prúdenia 

vetra. Lokalita Radvanice bola opäť charakteristická vplyvom emisií zo spaľovania v domácnostiach.  

Pre lokalitu Poruba sa z analýzy neprejavil žiaden zdroj ako najvýznamnejší.  Ukázalo sa však, že 

najslabší vplyv v danej lokalite mali emisie z priemyslu a zo spaľovania v domácnostiach. 

Veľmi špecifické sa ukázalo merania z prvého dňa v lokalite Dolní Lhota, pre ktoré sa vytvoril 

samostatný klaster. Meranie bolo charakteristický silným vplyvom emisií zo dopravy a zo spaľovania 

biomasy. 

Samostatný klaster sa vytvoril pre prvý deň merania na lokalitách Mariánské Hory, Studénka, Věřnovice 

a Mosty u Českého Těšína. Lokality  boli v daný deň merania charakteristické silným vplyvom emisií zo 

spaľovania v domácnostiach – hlavne uhlia, menej biomasy. Významné boli aj emisie z dopravy. 

Ďalší samostatný klaster sa vytvoril pre merania z 2. dňa na lokalitách Mariánské Hory, Studénka, Dolní 

Lhota, Věrnovice a Mosty u Českého Těšína. Lokality boli v daný deň merania charakteristické 

významným vplyvom emisií zo spaľovania uhlia v domácnostiach, a naopak slabý vplyv mali emisie zo 

spaľovania biomasy a z dopravy.  
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6 Záver 
Ako už bolo spomenuté, energetický sektor je hlavným prispievateľom k zhoršenej kvalite ovzdušia. 

Pre zavádzanie účinných opatrení je preto nevyhnutné identifikovať, ktoré z energetických zdrojov sa 

v jednotlivých oblastiach podieľajú k znečisteniu ovzdušia najvýznamnejšie. V súčasnosti existuje 

množstvo nástrojov na identifikáciu a kvantifikáciu zdrojov, avšak všetky majú určité obmedzenia, 

a naviac niektoré často používané sú založené na nevhodných štatistických postupoch.   

Cieľom predloženej práce bolo navrhnúť a aplikovať metódu na identifikáciu a kvantifikáciu hlavných 

energetických zdrojov znečistenia ovzdušia za použitia organických zlúčenín a poznatkoch 

o organických markeroch, ktorá by bola vhodná pre veľké množstvo identifikovaných zlúčenín, 

a pomohla by lepšie pochopiť vzťahy medzi dôležitými organickými zlúčeninami a sledovanými 

lokalitami. Navrhnutý model bol aplikovaný v rámci dvoch meracích kampaní na území malej mierky 

(Napajedla) a veľkej mierky (Moravsko-sliezsky kraj), čím sa  overila jeho vierohodnosť, a taktiež mohli 

byť posúdené jeho výhody a úskalia. Výsledné modely zároveň umožnili identifikovať podiel 

spaľovaného paliva na znečistení. 

Samotná metóda identifikácie zdrojov podľa organických markerov dokáže poskytnúť detailné 

informácie nielen o type zdroja znečistenia, ale aj o charaktere alebo type použitého paliva. Podľa 

špecifických markerov je možné rozlíšiť, u emisií z dopravy, či sa jedná o emisie z dieselových alebo 

benzínových motorových vozidiel, pri spaľovaní biomasy je možné rozlíšiť, aký typ dreva bol spaľovaný 

– mäkké alebo tvrdé drevo, dokonca aký druh dreviny sa spaľoval, alebo či boli spaľované traviny. Pri 

identifikovaní emisií zo spaľovania uhlia je možné pomocou markerov taktiež odlíšiť typ spaľovaného 

uhlia. 

V atmosfére však sa nachádzajú tisícky organických zlúčenín a doteraz bol samozrejme  identifikovaný 

len malý zlomok z nich. Na dôvažok, každá lokalita je špecifická charakterom znečistenia, preto je 

dôležité zistiť, ktoré zlúčeniny sú v danej lokalite najviac obsiahnuté a na ktoré sa následne zamerať pri 

ďalších postupoch. 

Predložená práca ponúka inovatívny klasifikačný nástroj na identifikáciu hlavných energetických 

zdrojov znečistenia ovzdušia (vrátane priemyselného spaľovania a spaľovania v domácnostiach) za 

použitia organických zlúčenín. Výsledné informácie získané pomocou navrhnutého nástroja môžu byť 

následne použité ako vodítko pri zavádzaní ďalších postupov na reguláciu zistených prevažujúcich 

zdrojov v sledovaných oblastiach. 

Klasifikačný nástroj pozostáva z matematicky správneho predspracovania dát, vrátane imputácie 

chýbajúcich hodnôt na princípe  kompozičných dát a log-ratio transformácie pre kompozičné dáta, 

a následného aplikovania mnohorozmerných metód – analýzy hlavných komponent a hierarchickej 

klastrovej analýzy na hlavných komponentách, ktorá je robustnejšia než bežná klastrová analýza, 

a teda ponúka spoľahlivejšie výsledky. Hierarchická klastrová analýza na hlavných komponentách 

navyše ponúka výsledok o tom, ktoré zlúčeniny sú najviac a najmenej zastúpené v jednotlivých 

výsledných klastroch, a základe čoho je možné rozlíšiť prevažujúce energetické zdroje znečistenia pre 

sledované lokality.  

S modernými výpočtovými možnosťami, aké máme v súčasnej dobe k dispozícií, by malo byť použitie 

matematicky nesprávnych techník pri analýze environmentálnych dát neospravedlniteľné, hlavne, 

v oblasti výskumu, kde sú správna interpretácia výsledkov a správne vyvodzovanie záverov kľúčové.  

Predložená práca sa, okrem splnenia hlavných cieľov, snaží poskytnúť matematicky správnu 

metodológiu počínajúc predspracovaním dát, až samotným spracovaním dát. 
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Prvá časť experimentu je venovaná použitiu navrhnutej klasifikačnej metódy na území malej mierky – 

v rámci meracej kampane realizovanej v meste Napajedla. Ďalej rieši otázku, či je možné sa v štúdiách 

na identifikáciu zdrojov zamerať sa len na vybrané prominentné markery, čo by mohlo v budúcnosti 

uľahčiť časovo náročné analytické metódy – resp. určovanie všetkých organických zlúčenín vo vzorkách 

vzoriek, vďaka čomu by následne bolo možné zamerať sa v analýzach len na najprominentnejšie 

organické markery pre jednotlivé typy potencionálnych energetických zdrojov znečistenia. Účelom 

bolo zistiť, či takáto metóda poskytne spoľahlivé výsledky. Z výsledkov analýz vyplýva, že daná metóda 

je pre oblasť malej mierky spoľahlivá. Dokonca použitie len vybraných markerov v mnohorozmerných 

metódach umožnilo rozlíšiť zdroje medzi jednotlivými odberovými miestami presnejšie než použitím 

všetkých analyzovaných zlúčenín. 

Bolo zistené, že klaster reprezentujúci merania v blízkosti fabrík na výrobu a spracovania plastov bol 

identický pre oba analyzované datasety s totožným  organickými zlúčeninami, ktoré charakterizovali 

výsledný klaster. Menovite bumetrizol, bis(tridecyl)ftalát, mono(2-etylhexyl)ftalát, citronellol epoxid, 

metyl hydrogen ftalát a homoftalimid – tieto látky zároveň najlepšie popisovali rozdelenie do klastrov. 

Vďaka tomuto výsledku je možné vyvodiť záver, že látky, ktoré charakterizovali daný klaster sú 

dostatočné prominentné/silné pre identifikáciu emisií zo spracovania polymérnych materiálov, a preto 

môžu byť aplikované ako hlavné markery v podobných modeloch na identifikáciu zdrojov, kde 

očakávame vplyv priemyselných zdrojov z výroby  spracovanie polymérnych materiálov. Navyše, 

predložená štúdia preukázala, že model je dobre aplikovateľný aj na mestskú oblasť malej mierky – 

zdroje boli od seba jasne rozlíšené dokonca aj v prípade, keď vzorkovacie body boli od seba vzdialené 

menej než 1 km. Nová kombinácia použitých metód v danej štúdii predstavuje významný príspevok pre 

management modelovania znečistenia ovzdušia. 

V druhej časti experimentu bola navrhnutá klasifikačná metóda použitá na území kraja. Cieľom meracej 

kampane realizovanej na území MSK bolo zistiť, ktoré z energetických zdrojov sa najvýznamnejšie 

podieľajú na zhoršenej kvalite ovzdušia zimnom období, so zameraním na smogovú situáciu.  

Na území MSK sa stretávame s úskalím veľkej rozmanitosti identifikovaných organických látok vo 

vzorkách PM10 medzi jednotlivými odberovými lokalitami.  Z tohto dôvodu nebolo možné použiť 

rovnaký postup pri analýze dát ako v prvej časti experimentu, konkrétne vykonať mnohorozmerné 

analýzy na datasete so všetkými organickými látkami a následne len vybranými markermi, čím by sa 

overili najviac prominentné markery pre danú oblasť. Úskalím bolo zjednotenie datasetov, keďže 

mnohorozmerné analýzy vyžadujú vstupné dáta bez chýbajúcich hodnôt, bolo nutné vyťažiť čo 

najkompletnejší dataset, ktorý by obsahoval len minimálnu stratu informácie. Pretože, čím väčšie 

percento chýbajúcich hodnôt sa v datasete nachádza, tým viac dochádza k skresleným výsledkom, a to 

aj pri nahradení týchto hodnôt vhodnými malými hodnotami.  

Po zjednotení datasetov obsahoval dataset pre smogovú situáciu 110 zlúčenín a dataset pre 

nesmogovú situáciu 67 zlúčenín. Čo je v oboch prípadoch obrovský rozdiel (niekoľko stoviek zlúčenín) 

oproti pôvodným datasetom. Preto v danom prípade už nebolo nutné markery ďalej selektovať. 

Oba datasety (pre smogovú aj nesmogovú sezónu) obsahovali merania z 8 lokalít.  V prípade smogovej 

situácie bola chemická analýza organických látok vykonaná pre 7 meraní pre každú z 8 lokalít, v prípade 

nesmogovej situácie šlo len o 2 merania. Z výsledkov možno vyvodiť nasledovné závery:  

Na tak veľkom území samozrejme nemôžeme vyvodiť jeden prevládajúci zdroj na zhoršenú kvalitu 

ovzdušia, a z výsledkov vyplýva, že každá odberová lokalita je špecifická iným prevládajúcim zdrojom 

znečistenia, niektoré lokality si však boli prevládajúcimi zdrojmi podobné.  Pri rozdelení do klastrov 

bola počas smogovej situácie najvýznamnejší faktor lokalita, u nesmogovej situácie bol najvýznamnejší 

faktor deň odberu. 
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Najviac špecifická lokalita sa ukázala lokalita Poruba v oboch meracích obdobiach, čo sa ukázalo už 

v analýze PCA, a následne v  klastrovej analýze. Ako najvýznamnejší energetický zdroj bola 

identifikovaná doprava, a naopak, najmenší vplyv mali na danú lokalitu emisie zo spaľovania 

v domácnostiach. Počas smogovej situácie mal najvyššie hodnoty v danej lokalite mal benzo(a)pyrén. 

U nesmogovej situácie nebol identifikovaný najvýznamnejší marker, z dôvodu nedostatočného počtu 

meraní. 

Ako samostatná oblasť bola ešte špecifická oblasť Radvanice, kde prebiehali merania na 2 lokalitách, 

vzdialených od seba cca 1 km (výškový rozdiel medzi lokalitami je max. 10 m). Z výsledkov analýzy 

počas smogovej situácie tu mali najväčší vplyv emisie zo spaľovania biomasy, konkrétne dreva. Naopak, 

najmenší podiel na znečistení mali emisie zo spaľovania uhlia, čo je naozaj zaujímavý výsledok. 

V nesmogovej situácii bol vo výsledkoch analýzy najvýznamnejší marker retén, ktorý indikuje emisie zo 

spaľovania v domácnostiach, avšak nie je úplne jednoznačný pre druh použitého paliva, uvoľňuje sa pri 

spaľovaní uhlia, aj pri spaľovaní biomasy. Na kvantifikáciu prevládajúcich zdrojov je však jeden 

významný marker málo.  

Keďže lokality Poruba a Radvanice boli v oboch prípadoch veľmi špecifické oproti ostatným lokalitám, 

môžeme vyvodiť záver, že dané lokality sú ovplyvnené stálymi lokálnymi zdrojmi, na ktoré nemá až 

taký významný vplyv napr. zmena prúdenia vetra. 

Ďalšou špecifickou lokalitou bola lokalita Dolní Lhota, v smogovej situácii bola najviac podobná lokalite 

Poruba. Najväčší príspevok na znečistení mali v danej lokalite emisie zo spaľovania v domácnostiach, 

najvýznamnejšie bolo spaľovanie uhlia. Naopak najnižší príspevok mali emisie z dopravy, a dokonca aj 

zo spaľovania biomasy. V nesmogovej situácii sa pre meranie z prvého dňa na danej lokalite vytvoril 

samostatný klaster, ktorý bol charakteristický  silným vplyvom emisií zo dopravy a zo spaľovania 

biomasy. 

Čo sa týka podobnosti lokalít, v smogovej situácii si boli najpodobnejšie lokality Mariánské Hory, 

Věřnovice (prvé 4 dni odberu), a Mosty u Českého Těšína, ktoré sa podľa podobnosti zastúpenia 

zlúčenín zoskupili do jedného klastru. Najväčší vplyv na zhoršenú kvalitu ovzdušia v daných lokalitách 

mali emisie z domáceho spaľovania, kde boli rovnakým dielom zastúpené emisie zo spaľovania uhlia aj 

zo spaľovania biomasy. Najmenší vplyv mali na danej lokalite hlavne emisie z výfukov motorových 

vozidiel. 

Podobný charakter znečistenia v smogovej situácii vykazovali aj lokalita Studénka s lokalitou Veřnovice 

(posledné 3 dni odberu vzoriek), ktoré sa taktiež zoskupili do jedného klastra. Fakt, že sa merania 

z lokality Veřnovice rozdelili do dvoch klastrov môže naznačovať zmenu prúdenia vetra v polovici 

meracej kampane). Na zhoršenej kvalite ovzdušia počas smogovej situácie sa v daných lokalít sa 

podieľali hlavne emisie z dopravy. V blízkosti oboch odberových miest sa nachádza spoločný hlavný 

diaľničný ťah D1. Významný vplyv mali aj emisie zo spaľovania uhlia v domácich kotloch.  

U nesmogovej situácie zohral významnejšiu úlohu faktor deň než faktor lokalita.  V tomto prípade sa 

zoskupili merania z prvého dňa odberu vzoriek na lokalitách Mariánské Hory, Studénka, Věřnovice 

a Mosty u Českého Těšína. Pričom lokality  boli v daný deň merania charakteristické silným vplyvom 

emisií zo spaľovania v domácnostiach – hlavne uhlia, menej biomasy. Významné boli aj emisie 

z dopravy. Ďalší samostatný klaster tvorili merania z 2. dňa na lokalitách Mariánské Hory, Studénka, 

Dolní Lhota, Věrnovice a Mosty u Českého Těšína. Lokality boli v daný deň merania charakteristické 

významným vplyvom emisií zo spaľovania uhlia v domácnostiach, a naopak slabý vplyv mali emisie zo 

spaľovania biomasy a emisií z dopravy. Dané dva klastre si síce boli podobné vplyvom prevládajúcich 

energetických zdrojov a charakterom spaľovaného paliva, avšak líšili sa v charakteristických 

zlúčeninách, resp. markeroch, ktoré boli v dané dni najviac zastúpené. 
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6.1 Prínos pre vedný odbor 
Princíp analýzy kompozičných dát je zriedka používaný, hlavne v štúdiách na identifikáciu 

a kvantifikáciu zdrojov, avšak – ako ukázala predložená dizertačná práca – vedie k matematicky 

správnym výsledkom, čo je absolútne zásadné. Efektívne opatrenia na reguláciu emisií vyžadujú 

hĺbkové pochopenie zdrojov a faktorov ovplyvňujúcich vysoké koncentrácie znečisťujúcich látok, preto 

správne spracovanie nameraných dát by malo byť prvým krokom pred aplikovaním účinných opatrení. 

V štúdiách na identifikáciu zdrojov znečistenia za použitia organických markerov sa využíva hlavne 

metóda diagnostických pomerov, ktorá je ľahká na používanie, avšak poskytuje len kvalitatívne 

výsledky, resp. informácie o zdrojoch. Ďalšou limitáciou je, že sa pomery môžu počas transportu od 

zdroja k receptoru meniť, napr. u niektorých PAU. Tento problém je možné čiastočne riešiť 

rektifikačným faktorom (RF) podľa  (Zhang et al. 2005) 

Predložená dizertačná práca ponúka inovatívny klasifikačný nástroj na identifikáciu a kvantifikáciu 

zdrojov znečistenia ovzdušia kedy kombinuje dve mnohorozmerné analýzy navzájom na seba 

nadväzujúce, ktoré sú navyše robustné, a teda pracujú len s informáciami, ktoré sú pre nás relevantné. 

Kombinácia dvoch mnohorozmerných metód navyše poskytuje spoľahlivejšie výsledky než pri použití 

len jednej metódy, napr. len PCA, alebo len Faktorovej analýzy. Metóda naviac poskytuje aj 

kvantitatívne výsledky o hlavných zdrojoch znečistenia – teda o tom, ktoré zdroje majú na danej 

lokalite najväčší a najmenší vplyv. 

Podľa dostupných informácii, hierarchická klastrová analýza na hlavných komponentách ešte 

v štúdiách na kvalitu ovzdušia, a teda ani na identifikáciu zdrojov znečistenia ešte nebola nikdy použitá. 

Podľa výsledkov vyhľadávania odborných publikácii bola táto klastrová metóda použitá len v jednej 

štúdii na identifikáciu zdrojov z pôdnych sedimentov analýzou vybraných PAU, avšak tejto v štúdii 

neboli využité najdôležitejšie výsledky, ktoré použitá analýza ponúka – konkrétne kvantifikácia podľa 

najvýznamnejších a najmenej významných zdrojov, resp. podľa najvýznamnejších zlúčenín, ktoré 

charakterizujú dané klastre. 

Jediný odborný článok s použitím príslušných mnohorozmerných metód na princípe kompozičných dát 
v danom odbore je len vlastná publikácia autorky predloženej práce – časť výsledkov dizertačnej práce 
už bola publikovaná v odbornom časopise (Strbova et al. 2019b). V danej publikácii je riešená možnosť 
použitia len vybraných markerov na identifikáciu zdrojov znečistenia na území malej mierky pomocou 
navrhnutej klasifikačnej metódy. 
 
Metóda použitia len vybraných markerov na identifikáciu zdrojov sa v dizertačnej práci ukázala byť 

vhodná len na území malej mierky, keďže na území MSK sa musíme vyrovnať s problémom veľkej 

rozmanitosti identifikovaných zlúčenín a nachádzame len málo spoločných markerov, ktoré by mohli 

byť použité v navrhnutej metóde spracovania dát, tak aby sme docielili minimálnu stratu informácie 

obsiahnutú v dátach. 

Predložená práca ďalej demonštruje aj úskalia spracovania dát a interpretácie výsledkov pri 

nedostatočnom počte meraní, resp. vzoriek z meracích kampaní. Pri navrhovaní meracích kampaní je 

prvoradé si rozmyslieť, čo chceme zistiť/dokázať/porovnať,  a pri tom treba myslieť na to, čo všetko by 

mali namerané dáta obsahovať, aby sme vyťažili relevantnú informáciu. Treba si uvedomiť, že kvantita 

nameraných hodnôt (resp. látok) nie je najdôležitejší ukazovateľ dobrého výskumu, ale zásadná je 

štruktúra nameraných dát,  dostatočný počet meraní pre jednotlivé parametre a  dostatok informácií 

k vzťahom, ktoré chceme medzi nameranými hodnotami skúmať. Nevyhnutná je samozrejme jednotná 

metodika odberu vzoriek počas celého trvania meracej kampane.   
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6.2 Prínos pre prax 
Pochopenie chemického zloženia emisií z jednotlivých energetických zdrojov, ako aj vzťahov medzi 

zlúčeninami je kľúčové pri zavádzaní účinných opatrení na reguláciu energetických zdrojov znečistenia. 

Informácie zo štúdií tohto typu sú využiteľné aj na úrovni samotného začiatku energetických procesov 

– a teda už pri samotnej príprave a  úprave kvality palív smerom k čistejším variantám a šetrnejším 

k životnému prostrediu a zdraviu ľudí. Taktiež môžu takéto informácie pomôcť pri návrhu nových 

konštrukčných zariadení. 

6.3 Odporúčanie pre ďalší výskum 
Pre ďalší výskum by sa meracie kampane mohli zopakovať, aby sme zistili, či prevládajúce markery boli 

špecifické len pre dané meracie obdobie, alebo sú na sledovaných lokalitách zastúpené pravidelne. 

Taktiež by sa merania mohli vykonať vo všetkých sezónach počas roka, čo by pomohlo k lepšiemu 

pochopeniu znečistenia s ohľadom na prevládajúce energetické zdroje. Z jednej meracej kampane totiž 

nemožno vyvodzovať definitívne závery. Závery z predloženej dizertačnej práce sú vyvodené len pre 

konkrétne časové úseky. 

 

7 Conclusions 
As it was mentioned, energy sector is the main contributor to the worsened air quality. In order to 

implement efficient measures, it is important to identify which energy source contributes the most to 

the pollution at the individual sites. Currently, many tools for identification and quantification of the 

pollution sources exist, all of them have certain constraints; moreover, some commonly used are based 

on inappropriate statistical methods. 

The aim of the presented study was to propose and apply a method of identification and quantification 

of the main energy pollution sources using organic compounds and knowledge on organic markers 

which would be applicable for great amount of identified compounds and would help to better 

understand the relationships between the important organic compounds and the sites of interest. 

Proposed model was applied in both small-scale and large-scale area, thus, confirming its credibility as 

well as allowing the evaluation of its advantages and disadvantages. The resulting models also lead to 

identification of the contribution of the fuel combustion to the pollution situation. 

The source apportionment method using organic markers may offer detailed information not only on 

the pollution source itself but also on its character or the type of the combusted fuel. On the basis of 

the specific markers concentration, it is possible to distinguish – in the case of traffic-related pollution 

– diesel engine vehicles from petrol engine vehicles, in the case of biomass burning, it is possible to 

distinguish the kinds of the wood combusted or even the species of the plant. When identifying the 

emissions from coal combustion, it is possible to discern the type of the coal used. 

Thousands of organic compounds are present in the atmosphere, so far only a fraction was identified. 

Moreover, every site is specific in respect to the pollution profile, hence, it is essential to determine 

the most prevalent compounds and which to focus on in the following steps. 

The thesis presents an innovative classification tool for the identification of the main energy sources 

of air pollution (including industrial combustion and domestic burning processes) using organic 

compounds. The information obtained using the proposed tool can be as a guideline for the 

implementation of further steps of regulation of the determined prevalent pollution sources in the 

sites of interest. 
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The proposed source apportionment method was verified in two air pollution measurement 

campaigns in urban area of a small scale and in the large-scale area of a whole region. 

The classification tool consists of mathematically sound pre-processing of the data – including the 

imputation of the missing values following the principles of compositional data analysis and log-ratio 

transformation for the compositional data – and subsequent application of multivariate statistical 

methods – Principal component analysis and Hierarchical clustering on principal components which is 

more robust than the common cluster analyses, hence provides more accurate results. Moreover, 

Hierarchical clustering on principal components provides the information on the most and least 

prevalent compounds in the resulting clusters – a basis on which the leading energy pollution sources 

for the sites of interest can be identified. 

Due to the available modern computational possibilities, using mathematically unsound techniques 

when analysing the environmental data should be deemed unjustifiable – especially in the research 

field where the correct interpretation of the results and proper conclusions are essential. 

Presented study aims also to offer mathematically sound methodology starting with the pre-

processing and following with the data analysis itself. 

First part of the experiment was focused on the application of the proposed classification method on 

the small-scale area – during the air pollution measurement campaign taking place in the town 

Napajedla. Then, it dealt with the question whether it is possible to focus solely on the selected 

prominent markers which would, in the future, facilitate the time-consuming analytical methods – or 

more precisely, the determination of all the organic compounds in the samples. Thus, it would be 

possible to only focus on the most prominent organic markers of the particular types of energy 

pollution sources. The aim was to determine whether this method provides accurate results. From the 

results of the analyses, it can be concluded that it is, indeed, accurate for the small-scale area. 

Moreover, using only the selected markers in the multivariate methods allowed the distinction of the 

pollution sources between the individual sites even more accurately than using all the determined 

compounds. 

It was determined that the cluster representing the measurements in the vicinity of the plastics 

manufacturing factory was identical for both the analysed datasets, the characteristic organic 

compounds of this cluster was also the same. Namely bumetrizole, bis(tridecyl)phthalate, mono(2-

ethylhexyl)phthalate, citronellol epoxide, methyl hydrogen phthalate and homophtalimide – these 

compounds also described the division to the clusters the best. Hence, it can be concluded that the 

compounds characterizing the cluster are prominent/strong enough to identify the emissions from the 

manufacture of the polymeric materials and can be, thus, applied – in similar models – as main markers 

for the source apportionment when the influence of industrial sources (plastics manufacturing) is 

expected. Moreover, the presented study proved that the model is well suited for a small-scale urban 

site – the sources were distinguished even when the measurement points were no more than 1 km 

apart. The new combination of the methods used in the study presents an important contribution to 

the field of air pollution modelling management. 

In the second part of the experiment, the proposed classification method was applied in the large-

scale area of the Moravian-Silesian region. The goal of the campaign was to determine which energy 

pollution sources contribute the most to the worsened air quality during the winter season with a 

special emphasis on the smog situation. 

In the Moravian-Silesian region, high diversity of the identified organic markers in the PM10 samples 

between the individual sampling sites was to be addressed. Hence, it was not possible to use an 
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analogous procedure as in the first part of the experiment – namely to perform the multivariate 

analyses first on the dataset with all the determined organic compounds and, subsequently, only on 

the selected markers to verify the most prominent markers for the area. The main obstacle was the 

unification of the datasets since the multivariate analyses require the data with no missing values, it 

was necessary to extract as complete dataset as possible – with losing a minimal information. For the 

higher the percentage of the missing values is present in the dataset, the more the results are skewed, 

even after substituting of the values with convenient small values. 

After unification of the datasets, the dataset of the smog situation consisted of 110 compounds, the 

dataset of the non-smog situation consisted of 67 compounds. In both the cases, the difference was 

immense (several hundreds of compounds) in comparison with the original datasets. Thus, it was 

deemed not necessary to select the markers any further. 

Both the datasets (smog and non-smog season) consisted of measurements from eight sites. In the 

case of the smog situation, the chemical analysis was performed for seven measurements for all the 

eight of the sites, in the case of the non-smog situation it was only performed twice. From the results, 

following conclusions can be drawn: 

On such a large area it is, naturally, not possible to determine a sole prevalent source of worsened air 

quality, from the results, it is apparent that all the sampling sites is specific regarding the prevalent 

source of pollution, however, some sites were rather similar. When divided to clusters, during the 

smog situation, the most important factor was the site, during the non-smog situation it was the 

sampling day. 

Site Poruba was found to be the most unique site in both the measurement periods – this was shown 

already in the results of PCA as well as in the results of the subsequent clustering. Traffic was identified 

as the most important energy pollution source and the smallest influence was that of domestic heating. 

During the smog situation, benzo(a)pyrene had the highest values at this site. During the non-smog 

situation, no important marker was identified due to the insufficient number of measurements. 

The area of Radvanice was also found to be unique. Here, measurements on two sites 1 km apart (10 

m altitude difference) were performed. From the results of the analyses, it was apparent that the most 

important source of pollution was biomass combustion, namely wood. Combustion of coal had the 

lowest impact on the pollution at this site – which is a very interesting result. During the non-smog 

situation, retene was found to be the most important compound – indicating emissions from domestic 

combustion nevertheless non-specific regarding the fuel type – it is released both when burning coal 

and biomass. For the quantification of the prevalent sources, one important marker is, however, not 

enough. 

Since the sites Poruba and Radvanice were, in both the cases, very specific compared to the rest of the 

sites, it can be concluded that these sites are influenced by stable local sources not influenced much 

by e.g. change in the wind direction. 

Another specific site was Dolní Lhota, during the smog situation rather similar to the Poruba site. 

Emissions from domestic burning had the highest contribution to the pollution at this site, namely coal 

burning. Traffic and, curiously, biomass burning had the lowest contribution to the pollution here. 

During the non-smog situation, cluster formed for all the measurements from the first day at this site, 

characteristic by the strong influence from traffic and biomass burning. 

Regarding the site similarities, during the smog situation, the sites Mariánské Hory, Věřnovice (first 

four sampling days), and Mosty u Českého Těšína were the most similar – they grouped to a common 
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cluster. The most important influence on the air quality was by emissions from domestic combustion, 

both by coal and biomass burning. The least important influence was by the emissions from motor 

vehicles. 

Sites Studénka and Věřnovice (last three sampling days) had a similar pollution profile, grouping to a 

common cluster. The fact that the measurements from the Věřnovice site were divided to two clusters 

suggests a change in wind direction during the measurement campaign. Emissions from traffic were 

found to be the most important. In the proximity of both the sampling sites, D1 highway is located. 

Domestic coal burning was also prominent.  

During the non-smog situation, the factor of a sampling day was far more important than the factor of 

site. In this case, measurements from the first sampling day from the sites Mariánské Hory, Studénka, 

Věřnovice and Mosty u Českého Těšína. were grouped together. On this day, the sites were 

characterized by strong influence of domestic combustion – both of coal and biomass while the 

emissions from traffic were also important. Another cluster was formed by the measurements from 

the second sampling day from the sites Mariánské Hory, Studénka, Dolní Lhota, Věrnovice and Mosty 

u Českého Těšína. The sites were, on this day, characterized by significant influence of domestic coal 

burning while there were low emissions from biomass burning and traffic. These two clusters were 

similar by the prevalent energy pollution sources and by the respective fuel, however they differed in 

the characteristic markers. 

7.1 Contribution for scientific discipline 
Compositional data analysis principles are rarely applied, especially in the source identification and 

quantification studies. However, as it was shown by the presented study, its application leads to 

mathematically sound results which is essential. Efficient emission regulation measures require 

profound understanding of the sources and factors affecting the high concentrations of pollutants 

therefore, proper processing of the data acquired should be the first step before the application of the 

regulation measures. 

In the pollution source identification studies using organic markers, the prevalent procedure is the 

diagnostic ratio method, which is easy-to-use, on the other hand, it provides only qualitative results – 

more precisely the information on the sources. Another limitation is the fact that the ratio themselves 

may change during the source-receptor transport, e.g. some PAU. It is possible to partially solve this 

problem by the application of the rectification factor (RF) according to (Zhang et al. 2005). 

The presented dissertation thesis offers a novel classification tool for the identification and 

quantification of the air pollution sources by combining two subsequent multivariate analyses. These 

analyses are robust; hence they only deal with the information that is relevant to us. Moreover, such 

a combination of the two multivariate methods provides more accurate results than when only one 

method, such as PCA or Factor analysis, is applied. It also provides quantitative results on the main 

sources of pollution and which of these sources have the greatest and the lowest effect in the 

particular site of interest.  

According to the available information, hierarchical clustering on principal components have not yet 

been applied in air quality studies and, thus, also not in studies dealing with source apportionment. 

From the review on the scientific literature, this clustering method was only used once for source 

apportionment following the analysis of the PAUs in soil sediments. However, in this study, the most 

important results this method can provide, were not made use of – quantification of according to the 

most and least important sources, i.e. the most important compounds characterizing the individual 

clusters. 
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The only scientific work where the aforementioned combination of methods following the principles 
of compositional data analysis in the field of source apportionment is the paper authored by the author 
of the presented thesis – segment of it has been already published in a scientific journal (Strbova et al. 
2019b). In this paper, possibility of using only a group of selected markers for the source 
apportionment on a small-scale area is discussed. 
 
Using only selected markers for the source identification was hereby found to be only suitable for the 
small-scale areas since, in the scale of Moravian-Silesian Region, high diversity of the identified 
compounds has to be dealt with – we find only a few common markers applicable using the proposed 
method while minimizing the loss of information in the data. 
 
Furthermore, the presented thesis demonstrates also the rigours of data processing and result 

interpretation when dealing with insufficient number of measurements or more precisely samples 

from the measurement campaigns. When designing the campaign, it is essential to determine 

beforehand what it is to be observed/proved/compared while, at the same time, think of what the 

data should comprise so relevant information can be extracted. It is necessary to realize that the 

quantity of the measured values (i.e. compounds) is not the most important indicator of a good 

research – what is fundamental is the structure of the measured data, sufficient number of 

measurements of the individual parameters as well as enough information on the relationships that 

are to be assessed between the measured values. Consistent sampling method during the period of 

the campaign is, naturally, also crucial. 

7.2 Contribution for practice 
Understanding the chemical composition of the emissions from the particular energy sources as well 

as the relationships between the compounds is essential in implementing efficient measures for 

polluting energy sources regulations. 

Information acquired from the studies such is this one is applicable also in the first level of the energy 

production, at the very preparation and modification of the fuels aiming for options that are cleaner, 

environment-and human health friendly. 

7.3 Recommendation for further research 
For the further study, the measurement campaigns should be replicated in order to determine whether 

were the prevalent markers specific only for the specific measurement period or they are present 

regularly at the sites of interest. Moreover, the measurements should be conducted in all the seasons 

which would lead to a better understanding of the pollution regarding its most important energy 

sources. It is not reasonable to draw any definite conclusions from only one measurement campaign – 

conclusions of this thesis are relevant only for the particular time periods. 
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