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Anewpre-teachingmethodforreinforcementlearningusingSelf-OrganizingMap(SOM)is

described.Thepurposeofourstudyistoincreasethelearningrateusingsmallnumberofteaching
datageneratedbyahumanexpert.Inourmethod,theSOMisusedtogenerateinitialteachingdata

forthereinforcementlearningagentfromafewteachingdata.Thereinforcementlearningfunction
oftheagentisinitializedbyusingtheteachingdatageneratedbythe50Msoastoincreasethe

probabilityofselectingtheoptimalactionsestimatedbytheSOM.Becausetheagentcangethigh
rewardsfromthestartofreinforcementlearning,itisexpectedtoincreasethelearningrate.The
resultsoftwocomputersimulations,mobilerobotnavigationandpursuitgame,showedthatthe

learningrateincreasedalthoughthehumanexperthadshowedonlyafewteachingdata.
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Lは じ め に

強化学習法(ReinforcementLearning>は,学 習工一

ジェントが未知の環境内で試行錯誤 を繰 り返す ことに

よ り環境に適応 した制御法を学習 していく手法である

が,状 態数が多 い環境では膨大な学習時間が必要 とな

ることが問題である。一般的に,強化学習法は環境やタ

スクに関する知識を全く持たない状態か ら試行錯誤を

行 うため,特 に学習の初期段階では報酬の獲得に膨大

な試行が必要 となる.特 に実システムで学習 を行 う場

合は,行 動の実行に多大な時間や コス トがかかること

も考えられるため,強 化学習法の実用化のためには,学

習の高速化は極めて重要な課題である といえる.

強化学習法の収束 を早める手段の一っとしては,人

間による教示 を導入 した研究例があり,そ の有効性が

示されている(1)エinは初期状態か らゴール状態 まで

の"lessons"と 呼ばれる一連のシーケンスを人間が作成

して教示する手法 を提案 し,移 動ロボットの迷路タス

クのシミュレーションによってその有効性を示 してい

る(2).また,Clouseら は教示が必要であると教師が判断

したときに随時オンラインで教示信号を与える手法を

提案 してお り(3),倒立振子の学習の収束 を早めること

に成功 している.こ のように,本来教師無 しの学習法で
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ある強化学習に教示を導入することに関しては意見が

分かれるところだが,Kaelblingら は既存のほとんどの

強化学習法では大規模な問題には適用が困難であるこ

とを指摘 し,学習の補助 になるような偏 り(模範 問題

分割など)を 与えるべきであるとしている④.

本研究では,強 化学習の収束を早めるための学習補

助としては,教 示の導入が非常に有効な手段であると

考え,過 去の研究例の欠点 を補 うことによ り,よ り実

用的な教示の導入法 を開発することを目的としてい

る.Linの 手法は,タ スクが達成できる適当なシーケ ン

スを時間オーダーで人間が生成 しなくてはならないた

め,問 題が複雑な場合は教師(人 間)へ の負担が大き く

なって しまう.一方,Clouseの オンライン教示法は,問

題 によっては教示を行うタイミング等に教師の熟練が

必要となる ことも考え られ,こ の手法もまた教師への

負担が大き くなる ことが考え られる.

本研究では,人 間が与える教示 を最小限の代表値 に

限定し,負担を軽減することを提案する、まず代表点の

教示を自己組織化マツプ(SOM)(5)の 入力とし,SOMに

学習させる.そ して,そ の結果得 られたより広い状態空

間への教示結果を強化学習の初期値 とす ることで,総

合的な学習の効率を高めることを目的とする.SOMの

ニューロンの重みベク トルを状態 と行動のベク トルに

対応させる先行研究 として は,Sehadら の研究(6)があ

る.彼 らは重みベク トルに状態,行 動とQ値 を対応さ
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せ,試 行錯誤によってそれ らの値 を更新 し,最適な状態

と行 動の組を求めているが,本 研究のように教示 を導

入することは考慮に入れていない.本 研究では,Q値 は

SOMで は扱わず,状 態と行動のベク トルを教示データ

としてSOMへ 入力して学習させ,強 化学習を行な う

前 の最適行動予測器 として利用することを提案す る.

この最適行動予測器は,強化学習時の初期値 の設定に

利用 されるが,本 提案手法はさまざまな強化学習法 と

組み合わせることが可能である.

本論文では,ま ず2章 で強化学習法 の基礎理論 を述

べ,3章 で本提案手法の詳細 について述べる.そ して4

章では移動 ロボ"/ト の最短経路探索 タスク,5章 でマ

ルチエージェン ト追跡問題ののシミュレーションへ本

手法を適用 し,そ の有効性を確認する.最 後 に,6章 に

お いて結論と今後の課題について述べる.

2.強 化 学 習 法

2・1Q-learningこ こで は,代 表 的 な 強 化 学 習 ア

ル ゴ リ ズ ム の 一 つ で あ るQ-learning(8)に つ い て解 説 す

る.環 境 内 に お け る 状 態 集 合 をS,エ ー ジ ェ ン トが 実 行

可 能 な 行 動 の 集 合 をAと す る.時 刻tで 観 測 さ れ た 状

SI∈Sに お いて エ ー ジェ ン トが 行 動a,∈Aを 実 行 し,

時 刻t+1で 状S1+1に 推移 し,報 酬rr+iを 得 た とす

る と,状stの 行 動 価 値 関Q(5,,㊧ は,次 式 を用 い

て 更 新 され る.

Q(5わ α∂ ←(1一 α)C(St,α,)

+α[rt+1+ymaxQ
a(St+i>a】(1)

こ こで,α(0<α ≦1)は 学 習 率,γ(0≦ γ<1)は 割 引 率

で あ る.行 動 価 値 関 数 とは 状 態 と行 動 の 組 に対 す る 評

価 を 見 積 も る 関 数 で あ り,Q-learningで は そ の 評 価 値

をQ値 と呼 ぶ.エ ー ジ ェ ン トは学 習 したQ値 の大 き さ

に 関 係 した確 率 で 行 動 を決 定 す る が,そ の 行 動 選 択 法

と して は,ε一greedy法 や,Boltzmann分 布 を 用 い た 手 法

な ど が あ る(8).

2・2actor・critic法actor-critic法(8)(9)は,状 態 の

価 値 を評 価 す るcriticと,状 態 に応 じて 行 動 を選 択 す る

actorの2要 素 か ら構 成 され る,強 化 学 習 ア ル ゴ リズ ム

の 一 つ で あ り,連 続 値 の 行 動 を 扱 う 場 合 に有 効 な 手 法

で あ る.エ ー ジ ェ ン トは時 刻tに お い て 状 態Stを 観 測

し,そ れ に 応 じてactorが 確 率 的 政 策 巧(st,a)に 従 って

行 動atを 実 行 す る 。エ ー ジ ェ ン トは 次 の 時 刻t+1で

状 態st+1に 推 移 し,報 酬rt+1を 受 け 取 る が,こ の とき

criticは 次 式 を 用 い てTD誤 差(TD-error)属 を 計 算 し,

状srの 評 価 を す る.

窃=rt+1十 γVてら+1)-v(st) (2)

TD誤 差は,推 移先の価値の推定値V(St+1)を 用 いて

表されるv(の の目標値と,状 態Stの 真の価値である

vn(srの 推定値V(Stと の差を表している.も しTD誤

差が正な らば,実 行した行動atは 比較的好 ましい行動

と考えられるので,こ の行動の選択確率を上げる.逆 に

TD誤 差が負な らば,行 動arは 比較的好 ましくないと

考えられるので,こ の行動の選択確率を下げる.状態sr

で行動 α∫を選択する確率P(5∫,ar)の更新式の例を以下

に示す.

P(st,at)←P(∫,,at)十as (3)

こ こで,as(0<as≦1)はactorの 学 習 率 で あ る.そ し

て,criticが 評 価 した 状sfの 価 値V(St)は,次 式 を 用

い て 更 新 され る.

v(St)←v(S∂+α 。δ}

こ こで,αc(0<αc≦1)はcriticの 学 習 率 で あ る.

(4)

3.自 己組織化マップ(SOM)を 用いた強化学習の効

率的な教示法

3・1提 案手法の概要 先に述べたように,強化学

習法に教示を導入する手法は これまでにいくっか提案

されているが,本 研究では以下の項目に重点 を置 いて

いる.

●教師(人 間)が 作成す る教示データ(状 態一行動の

組)の 数をできるだけ少ないものとし,教 師の負

担を軽 くする。しかも,少ない教示データで最大限

の教示の効果が得られるようにする.

・教示データを学習工一ジェントに与えるのは強化

学習 を行う前の初期設定の時のみとし,Clouseの

手法③のように,学 習 中に教師がエージェン トの

挙動を常に監視 しなければならないようなことは

避ける.

・教師が与えた教示の内容は学習時間の経過ととも

に効果が薄れていくよ うにし(学 習中には教示を

行わないことによ り,教示内容が徐々に修正され

ていくことを意味する),学習の初期段階の無駄な

試行錯誤の削減に重点を置く.これによ り,教示内

容が誤っていた場合でもエージェン トは学習によ

り最適政策 を取得することが可能となる.

以上のような 目標を達成するために,我 々は自己組

織化マップ(Self-OrganizingMaps,SOM)を 用 いた効

率的な教示法を提案する.本提案手法では,ま ず教師が

作成 した代表状態の教示データをSOMの 入力として,

SOMに 学習させる、そして,そ の学習によって得 られ

たよ り広い状態空間への教示結果を強化学習の初期設

一179一

N工 工一ElectronicLibraryService



TheJapanSocietyofMechanicalEngineers

1724 自己組織化マップを用いた教示による強化学習の高速化手法の提案

定(Q-learningの 場合はQ値 の初期値設定,actor-critic

法の場合はactorの 行動選択確率の初期設定)に 反映さ

せる ことによ り,強化学習の学習効 率を向上させる こ

とがね らいである.本 研究では,SOMは 与え られた教

師データの関数近似 を行う要素 として用いて いる,こ

の他に線形近似や一般的なニューラルネッ トワークを

用いることも考え られるが,複 雑な関数近似や多次元,

多数の教示データを用いる ことを視野に入れ,本 研究

ではSOMを 適用することにした.

強化学習法とは本来,未 知環境内において人間によ

る制御設計が困難であるような複雑なタスクを学習す

る事 を目標 としているため,教 示の導入の有効性に関

しては意見が分かれるところもあるが,Kaelblingら は

文献(4)において,既 存の強化学習法を大規模な問題へ

適用することの困難 さを指摘 し,模 範 問題分割など,

人間が学習の補助になるような偏 りを与えるべきであ

るとしている.ま た,前 述のLinやClouseの 実験の例

のように,タ スクの部分教示が可能で,か つその後 の強

化学習が必要となる状況も十分考えられる.本研究は,

大規模,複 雑なタスクの学習 には教示の導入が非常 に ・

有効であるという考えに基づき,そ の有効性,効 率性 を

さらに高めようというものである.

3・2提 案手法の詳細 図1に 本提案手法のシス

テム構成図を示す.以 下に,各 項目の詳細 を述べる.

1.generationofteaching2.SOMlearning

databyahumanexpert
input§ § §

Self-OrganizingMap

XN盟 嚇 嬬 α齢 …磯
finishe・

4.reinforcement

learning

3,initializingthelearningagentusingtheSOM

魏1搬1峯8881nput講 掌
曹OOO

reinforce

Fig.1Theoutlineoftheproposedmethod

3・2・1教示データの作成 まず,教 師が比較的良

いと思われる状態 行動の組を予想する.こ こで,学 習

工一ジェントが観測する状態ベク トルがm次 元のベク

トルであ り,実行する行動がn次 元のベク トルで表さ

れるとすると,教 師が作成する教示データXは,以 下

のようなm+n次 元のベ クトルで表 される.

3・2・2SOMに よる学習SOMはT.Kohonenが

提案 した,汎 化能力が優れたニュー ラルネットワーク

であ り,主 に画像解析,音 声解析等のデータ解析 に応

用されている,本研究では,こ のSOMの 優れた学習能

力を利用 し,教師が作成した限られた数の状態と行動

の組で表される教示データを学習させ,よ り広い状態

空間で教示 の効果が得 られるよ うなシステムを構築

する.SOMの ニュー ロンの重みベク トルを状態と行動

のベク トルに対応させる先行研究としては,(6)がある.

Sehadは 重みベク トルに状態,行 動とQ値 を対応させ,

試行錯誤 によってそれ らの値 を更新 し,最適な状態と

行動の組を求めている.Sehadの システムは強化学習

を行なうシステムであるが,本 提案手法 は強化学習前

に最適な状態と行動の組を予想する最適行動予測器と

してSOMを 用いるため,ニ ューロンの重みベク トル

は状態,行 動ベク トルのみ表現するものとす る.
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Fig.2SOM'slearningphase(a)andactionselection

phase(b)

X=(sl,s2,...,sm,al,a2,...,an) (5)

SOMへ の入 力 デ ー タ と な る ベ ク トルXは,状 態 ∫=

(sl,s2,_,∫ 紛 にお い て行 動a=(al,a2,_,α の を実 行 す

る こと が 良 い と予想 され る こ とを表 して い る.教 示 デ ー

タ は,任 意 の 数1>だ け 作 成 す る.

図2はSOMの 学習段階(a)と 行動選択段階(b)の 概

略 図である。学習段階ではSOMへ の入力は教示デー

タのベクトルSとaで あり,N個 のそれぞれの教示デー

タにっいて繰 り返 し学習を行う.以下に,学 習手順を示

す.ま ず,作 成 した教示デ0タ(S,の を入力ベク トルと

してSOMに 入力し,次式を用いて ノ番 目のニューロン

と入力ベク トルXと のユークリッド距dノ を求める.

dノ=llX一 陽ll

Σ(Sk-Wik)2+Σ(QI-Wプm+,)2(6)
たニ1'=1

ここで 鴨 はニュー ロンノの重みベク トルであり,以下

に示すような 〃升 η次元 の要素で構成される.

鴨 一(W/1,wノ ・,…,㌦,w/m+1,…,w/m+n)(7)

こ う して 計 算 さ れ た 距dノ が 最 小 で あ る ニ ュ ー ロ ン

が 発 火 ニ ュ ー ロ ン(selectedneuron)Cと して 選 択 さ れ

る.そ し て,発 火 ニ ュ ー ロ ン とそ の付 近 の ニ ュ ー ロ ン

(neighboringneurons)の 重 み ベ ク トル を,次 式 を用 いて

入 力 ベ ク トル に近 づ け る よ う に更 新 す る.

Wjk← ㌦+a(t)(・r吻 (8)
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W/m+!←Wjm+1+a(t)(al-Wfm.・)

(k=1,2,_,m,1=1,2,...,n)

E9)

ただし,a(t)はSOMの 学習率(0<α(t)≦1)で あり,

一般には時間の経過と共に減少させていく方法をとる.

次に 学習が終了 したSOMを 用いて任意の状態 の

最適行動を予想する.こ のとき,状 態5に おける予想最

適行動 をSOMに よって算出す るには,2(b)に 示す よ

うに,SOMに は状態ベク トルsの みを入力する.そ し

て,次 式 を用いて再び各ニュー ロンと入力ベク トルと

の距離 鰐 を求める.

m
4}-li・-W;sll一 Σ(Sk-w/k)2

k=1

(10)

ここで,鴨 、はニュー ロンノの重みベク トル 励 の状態

に対応するベク トルを表している.こ うして,任 意の状

態Sの 予想最適行動は,距 離 鰐 が最小であるニューロ

ンC'の 重 み ベ ク トル

呪'a=(Wc'm+1,wpm+27…,M/6/m+n) (ll)

を読みとることで求め られる.

3・2・3教示内容を強化学習の初期設定に反映 次

に,SOMの 学習によって得られた教示データを用いて,

強化学習を行う工一ジェン トの学習初期段階における

行動選択に偏 りをもたせる.つ ま り,良 い行動である

と予想 された行動が選択されやすいようにエージェン

トの初期設定を行 う.例えば,強化学習アルゴリズムに

Q-learningを 用 いる場合 は,タ スク実行に有効である

と予想される状態一行動の組のQ値 を他の組のQ値 よ

りも高めの初期値を設定する。ここで,任 意の状Sの

予想最適行動ベク トルは,前 述のよ うに状態ベク トル

Sを 入力とするSOMの 発火ニューロン ♂の重みベク

トルWレaを 算出する ことによ り求められる.

3・24強 化学習 工一 ジェン トの初期設定が完

了 した後は,通 常のアルゴ リズムに従って強化学習を

行う.予 め有効であると予想される行動が選択 されや

す くなっているため,報 酬獲得につながる行動を発見

しやす く,結果 として学習の収束が早まることが期待

できる.ま た,仮 に教示データが誤っていた場合でも,

工一ジェントは試行錯誤によって自分 自身で政策を改

善 していくことが可能である.

4.移 動ロボッ トの迷路走行タスクへの適用

4・1問 題設定 ここでは,移 動ロボットの迷路走

行タス クへの本手法 の適用例を示す.環 境は図3に 示

すよ うな90[m]x60[m】 の外壁に囲 まれた部屋であ

り,3つ の障害物が配置されている。学習工一ジェン ト

60回

Fig.3Themobilerobotsimulationenvironment

となる移動ロボットは1[sec]ご とに現在の座標(x[m],

Y[m])を 状態 として観測 し(部 屋の南西端 を(0,0)と す

る),行 動 として進行方向 θ(0≦ θ<3bO[deg])を 選択

する.行 動を選択後,ロ ボットは選択 した進行方向に

3[mls]の 速度で移動する.ロ ボ ットの目的はスター ト

(1,30)か らゴール((84,54)か ら半径5[m]以 内)ま で

の最短パス を学習することであ り,ロ ボットがゴール

に到着すると報酬1が 与えられ,再 びスター ト(1,30)

に戻される.そ の他の状態では報酬は0で ある.な お,

ロボットが観測する状態(x,Y)と 選択する行動 θは共

に連続値であり,ロボッ トは半径05[m]の 円形とした。

4・2actor-critｺc法 による強化学習 本実験では

連続行動への拡張が容易であるactor-critic法と,連 続

状態を扱 うためのthe-co(Ong(8)を組み合わせた学習シ

ステムを採用する.そ の強化学習 システムの概略 図を

図4に 示す.エ ージェン トがセ ンサ によって観測した

連続値データは,tilecodingを 介 してバイナリデータに

変換される.強 化学習 アルゴリズムはactor-critic法を

採用 し,状態を表すバイナリデータはaCtOrとCritiCの

ニュー ラルネットワーク(多 層ニューラルネッ ト,ある

いはパーセプ トロンで もよい)に それぞれ入力される.

actorは 状態に応 じて確率的に行動を選択する要素で

あり,ネ ットワークが出力する行動の平均値 μ(∫∂と標

準偏差 σ(の に対応 した正規分布 に従って行動を選択

す る.前 述したように,そ のよ うな場合においてcritic

によって望ましい行動であると判断された行動atの

選択確率を上げるには,実 行 した行動値へ分布の中心

(平均値)を 近づ け,行 動値が標準偏差 の内側な らば分

布 の広が りを狭め,外 側ならば広 げるように調整する
(9).こ こでは,こ の原理を実現するために次のような簡

単なアルゴリズムを作成した.ま ず,TD-errorが 正であ

る場合,次 式を用いて正規分布の平均値 を行動値 に近

づける,

μ(St)← μ(5∫)十 αμ～斗(α,一 μ(st}) (12}
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ここで,αμ(0<α μ≦1)は μ(Stを 出力するニューラ

ルネットの学習率である.ま た,次 式を用いて正規分布

の標準偏差を調整する.

た だ し,

σ(Sr)← σ(St)

+α σ&伽 ㎎砺 一 σ(St})

iflα ∫一 μ(St)1<σ(St,then

targetQ=(1一 β)6(st)

else

targetff=(1+β)σ(St)

{13)

(14)

(15)

こ こで,α σ(0<α σ ≦1)は σ(srを 出 力 す る ニ ュ ー ラ

ル ネ ッ トの 学 習 率,β(o<β<1)は 分 布 の 広 が り を変

化 さ せ る パ ラ メ ー タで あ る.こ の ア ル ゴ リズ ム で は,行

動atと 平 均 値 μ(Stの 偏 差 が 標 準 偏 差 σ(∫∂ よ りも小

さ い 場 合 は σ(St)が 小 さ くな る よ う に,逆 の 場 合 は 大

き く な る よ う に ネ ッ トワ ー ク を更 新 す る こ と に な る.

actorの 更 新 後 は,式4を 用 い てcriticの 更 新 を行 う.

Acta
i6tandard、

meanvalue

Ec(s)鷺

■■● 匿巳■

● ●o● ■■ ・・

㌧ ノ

Cr団o一 一 一 一一1

Statevalue

V(s)

一圏■

o■一.

㌧ ノ
F111

filecordingfile◎◎rdlngtheC◎rdingl

tlf
stateinput(continuousvalue)

Fig.4Thereinforcementlearningsystemusingactor-

criticmethod

4・3提 案手法の適用法

4・3・1教示データの作成とSOMの 学習 まず,

教師が比較的良いと思われる状態一行動の組 を予想 し,

任意の数の教示データを作成するが,こ の問題では教

示データは(x座 標,y座 標,行 動(移 動方向[degDの 形

式で表す こととす る.教 示データの内容を5に 矢印で

示す.教 示データは,図6に 示すように,それぞれ2,4,

8与 えた場合で実験を行った.な お,SOMの ニュー ロ

ンの数は50×50=2500,発 火ニュー ロンの学習率初

期値 を0.9,近 傍ニュ0ロ ンの学習率初期値を0.8,近

傍領域の半径初期値 を40と し,共 に時間の経過 ととも

に減少させていった.ま た,SOMの 学習回数は5000と

し歯 ・6(a)
,(b),(c)は,そ れ ぞ れ の 教 示 デ ー タ を 用 い て

SOMに 学習させ,結 果として得 られた任意の状態の予

想最適行動である、各状態の予想最適行動は,学習 した

SOMに 状態(x,y)を 入力 し,発火したニューロンの行

顯遙蟻
一 一一......._.1

0102Q卸80買}聞9◎

翼lm[

Fig.58teachingdatadirectedbyahumanexpert

要節

　　

(a}2teachingdata(datal,e)

宴皿

蔓 ・。

ロし　

(b)4teachingdata(dala1,4,5,8)

隔圃

(c)8teachingdala(aYdata)

Fig.61nitialteachingdatageneratedbytheSOM

動を表す重みの値から得られる.これ らの図から,SOM

の学習によって教師が教示を行っていない状態でもあ

る程度の最適行動が予想されていることがわかる、ま

た,教 示データが多 いほど実際の最適行動に近い行動

が予想 されていることもわかる.も ちろん,全 ての予想

された行動が最適であるわけではないため,正 確な最

適政策 を取得するためにはエージェン トが試行錯誤 に

よってこれ を修正 していくことが必要 となる.

4.3.2教 示デ ータの強化学習初期設 定への反映

以上の手順によって得 られた任意 の状態sの 予想最

適行動を参照して,actorの 初期設定を行 う.具体 的に

は,SOMの 学習によって得られた予想最適行動の選択

確率があらか じめ高 く設定されるように,任意の状態

Sの 平均値 μ(S)を予想最適行動に近づけ,標 準偏差 を

調整 してそれ らの行動の選択確率を高めてお く.た だ

し,こ こでは式12,13中 の αμ母の代わ りに,事 前学習

の効果の度合いを示すbias-rateb(0<b≦1)を 用いる.

た だ し,

μ(s)← μ(s)十b(asom(s)一 μ(s))

σ(s)← σ(s)+b(targeta--6(s))

iflα30〃1(s)一 μ(5「)1<σ(の,then

(16)

(17)
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target6=(1一 β)6(s)

target6=(1+β)6(s)

(18)

{19)

ここで,as。m(s)はSOMが 出力した状5で の予想

最適行動である.bias-rateの 値を大きくすると教示の

効果が強まるが,教 示が誤っている場合に学習 によっ

て行動を修正す ることが困難になるため,bの 値は比

較的低めに設定 してやるとよい.前 節の手順を踏まえ,

SOMの 学習が完了 した後のアルゴリズムの詳細を図

7に 示す.以 上のアルゴリズムによ り,タスクの実行 に

関して良い行動と予想される行動の選択確率が,強 化

学習の初期段階において高 く設定され るため,強 化学

習の高速化が期待できる.

RepeatZtimes:

(a)Selectrandomstates

(b)InputstotheSOMandoutputthepredictedoptimalactionasonr(S)

(c)Updatemeanvalueｵ(s)andstandarddeviation6(s)(using(16)^一(19)}

Fig.7Pre-teachingalgorithm(afterlearningofthe

SOM}

語

巳o切

四

鱒

幡

鵬

㎜

備

㈲

四

㈹
百P噂oo9ε

Fig.8Simulationresultsofthemobilerobotnaviga-

tion

4・4シ ミ ュ レー シ ョン 結 果

TablelAveragestepsintheearlystage(episodel^-

100)andtheclosingstage(4901^5000}of

reinforcementlearning[steps/anepisode]

noteaching 2data 4data 8data

episode1^-100 9934 21$1 1117 777.7

episode4901^-5000 119.7
....1. .:1 68.25

実 験 で 用 い た パ ラ メ ー タ は,actorの 学 習 率aｵ=

ασ=0.02,criticの 学 習 率 偽 二 〇.02,割 引 率 γ=0。99,

分 布 の広 が りを調 整 す るパ ラ メー タ β=0.1,事 前 学 習

の 回 数Z=5000,bias-rateb=0.01と した 。ま た,actor

とcriticの ニ ュ ー ラル ネ ッ トワー ク のニ ュ ー ロ ン の重

み 初 期 値 は 一1～1の ラ ンダ ム 値 で あ り,μ(S),σ(S),及 び

Table2Averageerrorsofactionsgeneratedbythe

SOM(ErrorsoM[deg])andactionsgenerated

bytheactorbeforestartingreinforcement

learning(Erroractor[deg])

noteaching 2data 4data 8data

ErrorsoM 騨 47.4 35.8 26.3

Eア 名or。甜 71.3 40.8 25.7 19.0

v(S)の 初期値 はこれに依存する.出 力範囲はシグモイ

ド関数の出力範 囲である0～1で ある.tilecordingの

設定は,5×5のtilingを5枚 重ね,状 態数は885と なっ

ている.実 験 は教示データ数別 にそれぞれ100回 行

い,各 エピソー ドごとのステップ数の平均値 を算出し

て結果を比較した.図8の グラフは,横 軸 をエ ピソー

ド数,縦 軸を累積ステップ数として,教 示数ごとの収束

まで に要するステップ数を比較 したものである.グ ラ

フの傾きが一定の部分は学習が収束 しているといえる

ので,教 示なしの場合と比較して,教 示あ りの場合は約

25×106[step]以 上も収束までに要する行動回数が削

減されていることがわかる.また,教 示数別に比較して

みると,教 示数2と 教示数4で は約2.Ox105[step],教

示数8で は教示数4よ りもさらに約0.5×105[step]の

差があ り,教示数が多いほど少ない行動数で収束 して

いることがわかる.また,教 示数が少ない場合でも十分

な学習の高速化がなされていることか ら,「少ない教示

データで最大限の教示の効果が得 られるようにする」

という本研究の目的の1つ が実現されている ことも確

認された.次 に,教示によって学習初期段階にどの程度

の行動回数が削減されているか を比較するため,表1

に1～100エ ピソー ドの平均ステップ数を示す,ま た,

教示が収束結果にどのような影響を及ぼすかを調べる

ため,学 習後半の4901～5000エ ピソー ドの平均ステッ

プ数も表に記 した.こ の表か ら,学習初期段階では教示

データ数が2の 場合では教示なしの場合と比較して約

21%,教 示デ0タ 数が4,8の 場合ではそれぞれ約11%,

8%に 削減されている ことが読みとれる.ま た,教 示を

与えた場合の収束結果は,ほ ぼ等 しいと判断できると

思われるが,教 示を与えたほうが収束結果も良 く,最短

経路を見つけやすいということがいえる.

表2は,SOMが 出力した教示データと強化学習後の

actorの 出力との誤差(ErrorsoNr),及 び強化学習前の教

示済actorの 出力と強化学習後のactorの 出力との誤

差(Er黙oア㏄∫。∂を表 にしたものである.これ らのデータ

は,90[m]×60[m]の 環境内でx軸,y軸 それぞれ1【m]

おきに誤差をとり(5,551箇 所),その平均を求めた.actor

が出力す る行動はロボッ トが進む方向であるため,誤

一183一

N工 工一ElectronicLibraryService



TheJapanSocietyofMechanicalEngineers

1728 自己組織化マップを用いた教示による強化学習の高速化手法の提案

差の単位 は角度[deg]と な り,これ らのデータは強化

学習によってどの程度行動が修正されたかを示す もの

である.こ の表か ら"E1't'Ol'actorを比較すると,教示なし

の修正角度 と比較 して,教 示C2,4,8の 場合でそれぞ

れ57%,36%,27%の 修正になっていることがわかる.ま

た,ErrorsoNlを 比較す ると,教示数が多いほど修正角が

小さくなっている ことか ら,今回の実験で使用 した教

示データはほぼ適切であった ことがわかる.こ れ らの

結果は,教示を行 うことによ り,エージェントが学習に

よって行動を修正する度合 を抑えることができ,そ の

結果少ない試行回数で学習が収束することを裏付ける

ものであるといえる.

5.マ ルチエージェン ト追跡問題への適用

儘團
〔り}Swceb

O:Hurler・:Pfey

Fig.9Pursuitgame

5・1問 題設定 本章では,マ ルチエージェントシ

ステムのタスクとしてよく用いられる追跡問題(pursuit

.,一)の に提案手法を適用 し,そ の有効性を検証する.

以下に,追 跡問題の概要を記す.図9(a)に 示すように,

n×nのGridworld内 に4台 のハ ンター(hunter)と1台

の獲物(prey)が 配置 されている.制 御対象となる各ハ

ンターの目的は,ラ ンダムな初期状態か ら獲物の追跡

を開始 し,図9(b)に 示すように獲物 を囲い込むことで

ある.各 ハンターは互 いに通信することなしに独立 し

て行動 し,単位時間ごとに上下左右のうち一方向へ1

マス移動するか,そ の場に停止するかの5種 類の行動

の中か ら一つを選択する.ま た,獲 物は単位時間ごとに

それ らの5種 類の行動をランダムに選択 し続けて逃走

する.ハ ンター同士,あ るいはハ ンターと獲物は同時に

同じ場所を共有することはできず,複 数のエージェン

トが同じ場所に移動するような行動を選択 した場合は,

衝突したとして1ス テップ前の場所に戻されるとする。

ハ ンターの視界は深 さd(2d+1<n)の 範囲に限 られ

てお り,視界範囲内に他のハンターあるいは獲物が存

在する場合に限りそれ らのエージェン トと自分との相

対座標 を把握できる.ま た,視 界中のエージェントがハ

ンターか獲物かを区別できるとし,ハ ンターを知覚 し

た場合はそのハンター番号(nh=1,2,3,4)も 認識でき

る とする.そ して,図9(b)の ように獲物に隣接する四

方のマスをハンターが占領 したとき,獲 物 を捕獲 した

として,各 ハ ンターに報酬1が 与え られ る.こ のタス

クを繰 り返 し,ハ ンターができるだけ短時間で獲物を

捕獲できるような政策を取得するのが学習の目的であ

る.な お,実 験では,環 境広さ10×10,視 界広 さd=3

に設定 した.

5.2モ ジュール型強化学習の採用 ここで扱 う

ようなマルチエージェント環境では,各工一ジェントは

他のエージェン トの位置を観測して共同作業を行わな

くてはならないが,そ れぞれの学習工一ジェントの状

態空間は環境内のエージェントの数に関係して指数関

数的に増加 してしまう.そ こで本研究では,こ のような

状態空間の爆発的増加を解決する有効な手法として提

案されているモジュール型強化学習のを採用する.モ

ジュール型強化学習では,学習工一ジェン トはN個 の学

習モジュール(learningmodule)と1つ の調停モジュー

ル(mediatormodule)を 持つ.'番 目の学習モジュール

LIは,エ ージェントが時刻tで 観測 した感覚入力Srの

センサ要素の中から自身が担当する感覚入力の部分集

合 ηα)を抽出し,状x;(r)に お ける行動at∈Aの 評

価値Qd(κゴ(t},a)を求める.そ して,調 停モジュールは以

下の式を用いて状態stに おける行動at∈Aの 評価値

Q(Sna)を 算出する.

Q(sr,α)-Q,(κ 、(t),a)(20)

ご=i

本実験では,1番 目の学習モジュールL1が 担当する感

覚入力の部分集合x;は 獲物と自分の相対座標(xp>Yp),

及び 自分 を除くi番 目のハ ンターと自分の相対座標

(㌦,yh)の2種 類の座標で構成されることとするσ一
ti

1,2,3).従 って,1>=3と な り,個々のハンターは3つ の

学習モジュールを持つことになる.ま た,こ こではハン

タ,_一_の行動選択法として ε一greedy法(8)を用 い,(1一 ε)

の確 率で式20が 最大 になる行動 を選択 し,ε の確

率でランダムに行 動を選択す ることとす る、ただ し,

(0≦ ε<1)で ある.

5・3提 案手法の適用法 追跡問題のような複雑

なタスクでは,人 間が最適な行動を完全に教示 してや

ることは困難である.そ こで,こ こでは獲物の捕獲に部

分的に有効であると予想される 「獲物に近づく」行動

をあ らか じめ強化 してお くことを試みる。時刻tに お

いて,各 ハンターのモジュールL;に は状態として4次

元 の 座 標(xp,YP,寸 も)クリ が 入 力 され る が,図10に 示 す

よ うに獲物の座標 を中心(0,0)と 考え,そ こに近づ く

行動をあらか じめ強化する.10は8つ の教示データの

作成例である.ただし,こ こでは他のハンターとの相対

座標(轟,y紛 に関係なく獲物に近づ く行動を強化する

教示データを作成するため,例 えば図10中 の教示デー

.,
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タ1は,(0,1,#,#,down)と い うよ う に#(Don'tcare)の

記 号 を 用 い て 表 現 す る.教 示 デ ー タ をSOMに 入 力 す

る 際 は,#の 部 分 は 入 力 の都 度 ラ ンダ ム な値 に設 定 して

学 習 さ せ る.

ゆ

left[fight
down

xfion

Fig.iO8teachingdataforthepursuitgamedirectedby

ahumanexpert

SOMの 学習終 了後は,そ の学習結果を用いて学習

工一ジェン トのQ関 数を初期化する.初 期化の手順は

前章の実験の図7に 示 した手順 と基本的に同じだが,

ここでは学習アルゴリズムにQ-learningを 用いるため,

図中の手順(4)の みが異なる.離 散状態 離散行動を扱

うQ-learningで は,一 旦全てのQ値 をoに 初期化 した

後,SOMに よって予想された各状態における最適行動

のQ値 のみ,oよ り大きい値bに 設定する.こ れ によ

り,SOMに よって予想された最適行動の学習初期段階

における選択確率が高くなるため,学 習の高速化が期

待できるが,真 の最適行動を獲得す るためには適度な

探索が必要となるため,bの 値は比較的微少な値 に設

定する.

5・4シ ミュレーション結果 実験では,各 学習パ

ラメータは α=0.os,Y=0.9,ｬ一=0.05,b=0.001と し

た。また,SOMの パラメータは前章の実験と同様 の値

に設定 した.実 験は,前 節で解説 した 「獲物 に近づ く」

行動の教示の他に,群 をつくって行動するように 「味

方 のハンターに近づ く」行動の教示も行って結果を比

較 した。

3.5z70"6

3Dz10"6

2.5x10A6

e2.Ox16"6

書,.・X10^8

1.Ox10A6

5,0x10へ5

0,0x1脚

aOGOso100

Epsodas

Fig.11Simulationresultsofpursuitgames

図11は,各 エ ピソー ドご と の獲 物 捕 獲 ま で に 要 した

ス テ ッ プ数 の 累 積 の グ ラ フで あ る.こ の グ ラ フか ら,獲

物 に近 づ くよ う に 事 前 学 習 を行 った 場 合 は 教 示 な し の

場合と比較 して,学 習初期段階のステップ数が大幅に

削減されてお り,よ り少ない試行回数で学習が収束 し

ていることがわかる.また,味 方のハンターに近づく行

動を事前学習 した場合 も,教示を行わなか った場合よ

りも収束までに要するステップ数がある程度削減 され

ている.こ の結果から,教示デ0タ としては 「獲物 に近

づ く」行動を教示する方がより適切であったといえる。

6.お わ り に

本論文では,強 化学習の収束を早めるためにSOMを

用いた事前教示法について新 しい提案をした.提 案す

る手法は,人 間が事前 に与える教示の数をできるだけ

少ない代表値 に限定し,それ らの教示データをSOMに

入力することで,SOMが 事前教示のデータ数を自動的

に拡大 し,結果 として多 くの事前教示 を用いて強化学

習を開始できるようにした ものである.こ の方法 を用

いるごとで,人 間が事前に与える教示データの数が少

なくて もSOMを 援用することで,強 化学習のための

事前教示の数を多くすることができ,強 化学習の初期

段階 において従来か ら問題 となっていた無駄な試行錯

誤が少なくな り,学習の効率化が達成される。いくっか

のシミュレーション結果か ら,既 存の教示法 と比較し

て,提 案する手法が事前の教示の負担 を軽減 した有効

な手法であることが明らかになった.
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