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地域健康政策へのベイジアンネットワークの応用

鳥海 航1・生方 裕一1・久野 譜也2,4・岡田 幸彦3,4

（受付 2017年 12月 31日；改訂 2018年 3月 15日；採択 3月 16日）

要 旨

本稿は，データ中心科学としてのサービス科学の新たな展開である地域健康政策のための
サービス科学のあり方について，国立研究開発法人日本医療研究開発機構の「AIを活用した保
健指導システム研究推進事業」として採択された筑波大学の取り組み事例をもとに議論してい
る．自治体が行う地域健康政策では説明責任が強く求められるため，担当職員にとって説明容
易性の高い統計手法を用いる必要がある．また，どの自治体，どの疾病に対しても応用可能な
分析方法論を確立する必要がある．本稿では，これらの必要性を満たす統計手法として，制約
ベースアプローチで条件付き独立性を χ2 検定によって行い，より効率的な構造学習が可能な
Local to Globalアプローチのアルゴリズムを採用したベイジアンネットワークが有用であるこ
とを主張する．そして，自治体 Aの実際の健康関連ビッグデータを用いて，どの自治体，どの
疾病に対しても応用可能な疾病発症ベイジアンネットワークの試行を行っている．そして，本
稿で紹介した取り組み事例をふまえ，地域健康政策におけるサービス科学のあり方と今後の研
究課題について議論している．

キーワード：地域健康政策，人工知能，説明責任，説明容易性，ベイジアンネット
ワーク．

1. はじめに

データ中心科学としてのサービス科学は，わが国が抱える社会課題への貢献も期待されてい
る．わが国は，人口減少・少子高齢化の先進国である．すでに 2013年度にわが国の国民医療
費は 40兆円を超え，今後さらに増大することが見込まれている．さらに，地域間の健康格差
の問題が指摘され始めている．これからの超高齢時代において日本国憲法第 25条が規定する
国民の健康で文化的な最低限度の生活を営む権利をどのように保障していくかは，わが国が直
面する最も重要な社会課題の 1つである．
この社会課題に対してわが国は，総務省の支援のもと「健幸長寿社会を創造するスマートウ
エルネスシティ総合特区」として先導的に構築された健幸クラウドや，厚生労働省の支援のも
と構築された国民健康保険中央会の KDB（国保データベース）のように，健康関連ビッグデー
タ（個人の国民健康保険，介護保険，特定健診等のデータ）の蓄積を政策的に進めてきた．そし
て，これらの健康関連ビッグデータを基礎として，厚生労働省はデータヘルス計画の策定・実
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行を，総務省は証拠に基づく政策立案（EBPM; Evidence-Based Policy Making）を推進し，地域
の健康課題に即した健康政策の実施が促されている．さらに，国立研究開発法人日本医療研究
開発機構（AMED）は，2017年度に「AIを活用した保健指導システム研究推進事業」を公募し，
健康関連ビッグデータと人工知能を活用した健康・医療戦略の推進のための基盤研究を開始
した．
健康関連ビッグデータの蓄積・活用と人工知能への注目は，データ中心科学としてのサービ

ス科学の新たな地平を示す．それは，社会課題解決型の応用統計数理についての「学」への期待
とも言えよう．そこで本稿では，地域健康政策のためのサービス科学のあり方について，上述
した AMEDの基盤研究として採択された筑波大学の取り組み事例1)をもとに議論したい．こ
こでの重要な論点は，地域健康政策の立案・実行を担う自治体職員（以下，担当職員）の知識・
スキル水準との整合性である．なぜなら，どんなに高度な統計手法を用いたとしても，合意形
成や説明責任を果たすために担当職員が説明・説得することができなければ，人工知能は無用
の長物となってしまうのである．
そこでまず本稿では，地域健康政策における人工知能の使い手である担当職員の目線から，

「説明・説得のしやすさ」としての説明容易性を重視した統計手法の選定を考える．その結果，
地域健康政策における制約ベースアプローチのベイジアンネットワークの有用性が導かれる．
次いで，健康関連ビッグデータを所与として，どの自治体，どの疾病にでも広く応用可能なベ
イジアンネットワークの構築方法について考察する．そして，自治体 Aの実際の医療レセプ
トおよび特定健診データを用いた疾病発症ベイジアンネットワークの構築を行う．なお本稿で
は，紙幅の関係から，全ての疾病の中で代表的な高血圧と糖尿病の結果のみを取り上げる．最
後に，本稿での取り組み事例をふまえ，地域健康政策におけるサービス科学のあり方と今後の
研究課題について議論したい．

2. 地域健康政策で有用な統計手法の考察

2.1 行政運営に求められる説明容易性
わが国の地方行政は，日本国憲法および地方自治法・関連諸規則に従い，都道府県・市町村

（以下，自治体）による地域別の行政執行が基本となっている．自治体の執行機関としての長は
住民による直接選挙で選ばれ，同じく直接選挙で選ばれた議事機関としての議会との相互牽制
のもと，予算を編成し，政策および事務事業を実行する．予算編成，政策および事務事業の実
行等を所管するのは，自治体の職員である．一般的に，自治体の職員は部局別の組織構造に配
属され，当該組織は部から課，そして係へと細分化されている．
地域健康政策に限定すると，住民の健康生活を保障することを主目的とし，自治体には健康

推進課や保健推進課といった名称の担当部局が存在する．そして，それらの中に設置された係
単位で予算案の作成や事務事業の実施等が行われることが一般的である．つまり，地域健康政
策の立案と実行は，自治体の基本計画や首長の公約等を基礎として，主として健康推進関係の
係の担当職員が事務事業を所管する．そのため，担当職員にとって，内的には上長，財政課の
ような予算査定担当，首長，そして議会に対する逐次的な合意形成を行うことが，外的には住
民に対して説明責任を果たすことが，地域健康政策上で不可欠となる．
以上のわが国地域健康行政の特徴は，前述した国が推進する健康関連ビッグデータの蓄積・

活用に際し，応用統計数理の観点で重要な注意点を喚起する．統計学の初歩的知識しか有さな
い担当職員が，統計学の知識がない多様な利害関係者に説明・説得しなければならない姿を想
定する必要があるのである．そして前述のとおり，この文脈で人工知能の活用が期待されてい
る．ここでの避けられない利害関係者からの問いは，「なぜその健康事務事業を行う必要があ
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るのか？」である．この問いに対し，健康関連ビッグデータから当該地域の健康課題の因果メ
カニズムを導いたうえで，その重要な原因候補を特定し，それらを証拠として健康事務事業を
立案する，という EBPMが求められる時代になった．
地域健康政策における EBPMにおいて，人工知能の役割は大きい．なぜなら，「健康関連
ビッグデータを用いた因果推論⇒重要な原因の特定⇒政策立案」という一連の流れの大部分
を，人工知能が代替できる可能性が高いからである．一方で，内的な説明・説得プロセスを勝
ち抜くとともに，住民への説明責任を果たすためには，「どうやってその証拠が生み出された
のか？」という追加的な利害関係者からの問いに担当職員が答える準備をしておく必要がある．
つまり，地域健康政策における EBPMでは，証拠の科学性や可読性だけでなく，証拠とその
生成過程の説明容易性が強く求められるのである．
説明容易性は，データ中心科学としてのサービス科学がこれまで見すごしてきた重要な論点

であると考えられる．内的な説明・説得プロセスも含む広い意味での説明責任が求められない
場合には，予測・判別精度のみを重視し，ブラックボックス型とも呼称される計算論的機械学
習を用いることは有用となろう．しかしながら，説明責任が強く求められる場合には，注意を
要する．なぜなら，証拠とその生成過程の説明をも求められるからである．以上を鑑みると，
地域健康政策の文脈では説明責任が強く求められることから，人工知能の利用者の知識・スキ
ル水準と整合する説明容易性の高さを基準とした統計手法の選定が望ましいと考えられる．
ここで，地域健康課題の因果メカニズムを推論でき，説明容易性が相対的に高い手法として，

地域健康政策におけるベイジアンネットワークの有用性を主張できよう．ベイジアンネット
ワークはグラフィカルモデルの一種であり，有向グラフと条件付き確率表によって因果メカニ
ズムを表現することができるため，不確実性の伴う複雑な社会現象を柔軟にモデル化すること
が可能である（本村, 2000; Pearl, 2003; Kalisch et al., 2010）．また，変数間の確率的な関連性を
生かしたソフトウェア開発や病気における要因分析（Park and Kim, 2013; Harris et al., 2017），
疾病の診断・管理（Velikova et al., 2014），映画のレコメンドシステム（Ono et al., 2007）など，
様々な用途での活用が提案されてきた．
そして近年，ベイジアンネットワークは政策立案現場での応用可能性が議論されるように

なった．例えば，環境政策の効果分析を行った Carriger et al.（2016）は，ベイジアンネット
ワークを用いた確率的推論を行うことで，不確実性が高い状況下でも EBPMが容易になるこ
とを示している．また上野（2010）は，ベイジアンネットワークを用いて過疎地域での人口減少
要因分析を行い，政策提案を行っている．ここで上野（2010）は，ベイジアンネットワークは独
立変数を変化させたときの目的変数の変化を確率として予測できるため，政策立案の際に有用
性が高いことを指摘している．そして，ベイジアンネットワークを用いることで社会現象全体
の構造が可視的に明らかになり，より深い洞察を得ることが可能となる（鶴田・寒河江, 2015）．
説明容易性が必要とされる地域健康政策では，地域健康課題の因果メカニズムを可視的かつ

確率的に洞察できるベイジアンネットワークの有用性が高いものと考えられる．

2.2 説明容易性と制約ベースアプローチ
ベイジアンネットワークの構造学習は，スコアベースアプローチと制約ベースアプローチと

いう 2つのアプローチが存在する（Koller and Friedman, 2009）．スコアベースアプローチは，
データセット D から導出される構造 Gのスコアを Score(G|D)と定義すると，式（2.1）のよう
にスコア関数が最大となる構造を探索するようなアプローチである．

(2.1) G∗ = argmaxG Score(G|D)

ここで使用されるスコア関数は，情報理論アプローチとベイジアンアプローチが存在し，
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基本的にいずれのスコア関数も対数尤度を基礎としている．式（2.2）は最も素朴な対数尤度に
よるスコア関数であるが，この方法は過学習の問題が指摘されてきた（Liu et al., 2012）．そ
こで，情報理論アプローチでは BIC（Schwartz, 1978）等を，ベイジアンアプローチでは BDeu
（Heckerman et al., 1995）等を，式（2.2）に対する罰則項として付け加えることで，よりよい構造
推定を目指すスコア関数が式（2.3）と式（2.4）である．ここで式（2.2）の Dij は，データセット D

における i(i = 1, . . . , n)番目の変数の j(j = 1, . . . , N)番目のデータサンプルを表している．ま
た，PAij は，i番目の変数の親ノード集合を表している．式（2.3）におけるは，i番目の変数に
おける状態数である．式（2.4）における ri と qi は，i番目の変数の状態数とその親ノード集合
の状態数である．同式中のDij は，データセットDにおける i番目の変数の親ノード集合の状
態が j となるデータサンプルを表している．その中でもDijk は，i番目の変数の状態が kとな
るデータサンプルを表している．αはモデル構築者が決めるパラメータである．

(2.2) LL(D|G) =
N∑

j=1

log P (Dj |G) =
n∑

i=1

N∑

j=1

log P (Dij |P Aij)

(2.3) BIC (D|G) = LL(D|G) −
n∑

i=1

log N ∗ pi

2

(2.4) BDeu(D|G) = LL(D|G) −
n∑

i=1

qi∑

j

ri∑

k

log P (Dijk|Dij)
P (Dijk|Dij , αij)

このスコアベースアプローチの構造探索は，変数が増加すると指数関数的に計算量が増加
する欠点が指摘されてきた（Chickering et al., 2004）．一方で，後述する制約ベースアプローチ
と比較して，サンプル数が少ない場合でも構造推定の精度を高く維持できるメリットがある
（Tsamardinos et al., 2006）．つまり，変数が比較的少なく，サンプル数も比較的少ない場合に
は，スコアベースアプローチが技術的に優位であると考えられる．しかし前述のとおり，わが
国ではすでに多変量大規模サンプルの健康関連ビッグデータが蓄積されていることから，低サ
ンプル数の問題は重要ではなく，むしろ多変量に係る計算量の問題が重大となるため，わが国
地域健康政策におけるスコアベースアプローチの優位性があるとは言い難い．むしろ，地域健
康政策で求められる説明容易性の観点からすると，後述の制約ベースアプローチと比較して，
大きな課題があることを指摘せざるを得ない．統計学の初歩的知識しか有さない担当職員が，
統計学の知識がない多様な利害関係者に対して，スコア関数にもとづく構造推定について説明
するのは容易ではないのである．
相対的に説明容易性が高いと考えられる制約ベースアプローチは，条件付き独立性に注目し

た構造推定を行う．ここで，有限個の要素からなる確率変数集合 V に対して，P (V )を V の同
時確率分布とし，X，Y，Z を V の部分集合としよう．この時，P (y, z) > 0に対して式（2.5）が
成り立つ場合，X と Y は Z を所与とした条件付き独立であると考える．

(2.5) P (x|y, z) = P (x|z)

制約ベースアプローチは，この条件付き独立性を χ2 検定，G2 検定，相互情報量の大小など
で判定する点が特徴的である．その中で最も古典的な方法は，PCアルゴリズム（Spirtes et al.,
2000; Madsen et al., 2017）や TPDAアルゴリズム（Cheng et al., 2002）のように，無向完全グ
ラフや全域木から条件付き独立性を基準として構造を絞り，方向付けを行う Globalアプロー
チである．Globalアプローチは，条件付き独立性を基準として構造を絞ることと，方向付けを
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行うこととを再帰的に行うことで，より効率的に構造学習を行う RAIアルゴリズム（Yahezkel
and Lerner, 2009）が提唱されるに至っている．
一方で，制約ベースアプローチには，GSアルゴリズム（Margaritis and Thrun, 2000）のよう

な，まず部分的に局所グラフを作成し，それぞれの局所グラフをつなげることにより全体の
無向グラフを作成し，方向づけを行う Local to Globalアプローチ（Gao et al., 2017）も存在す
る．さらに，Local to Globalアプローチを構成する要素技術の発展（Aliferis et al., 2010b）と
して，MMPCアルゴリズム（Tsamardinos et al., 2006）や HITON-PCアルゴリズム（Aliferis et
al., 2003; Aliferis et al., 2010a; Aliferis et al., 2010b）のように，ターゲットノードに対する辺候
補を親子関係の蓋然性から導出し，局所構造を探索する方法も提案されている．
一般的に Local to Globalアプローチは，Globalアプローチと比較して，条件付き独立性検定
の試行回数について，効率的に構造学習をすることが可能であるとされる（Tsamardinos et al.,
2006）．この検定における効率性は，次の 2点において効果的である．まず Globalアプローチ
で必要となる高次の条件付き独立性検定を必要としないため，高次の検定結果による信頼性や
効率性の低下を防ぐことができる．次に，検定の試行回数自体を少なくすることで，構造推定
の精度を維持できる（Koller and Friedman, 2009）．このように効率性が高く，信頼性も維持で
きる点が，Local to Globalアプローチの利点としてあげられる．一方で，Local to Globalアプ
ローチは，関係の強い部分的な変数群に関する局所構造の推定を行い，探索空間を制限する
（Gao et al., 2017）．つまり，Globalアプローチと比較して，Local to Globalアプローチには全
てのグラフを構造推定の候補としない欠点が存在している．
ここで注意すべきは，地域健康政策のためにベイジアンネットワークを用いる文脈である．

統計学の初歩的知識しか有さない担当職員にとって，最もなじみがあり，説明容易性が高いの
は，条件付き独立性を χ2検定で判断することであると考えられる．さらに，自治体は国の政策
によって健康関連ビッグデータをすでに有し，今後もデータがさらに大規模に蓄積されていく
ことを考えると，多変量大規模データからいかに効率的に構造推定を行い，地域健康政策上の
情報ニーズに迅速に応えていくかが重要となろう．こうした理由から，わが国の地域健康政策
においてベイジアンネットワークを適切に応用するためには，説明容易性の観点から制約ベー
スアプローチで条件付き独立性を χ2 検定によって行い，より効率的な構造学習が可能な Local
to Globalアプローチのアルゴリズムを採用することが望ましいと考えられる．

3. 疾病発症ベイジアンネットワークの基本設計と使用データ

本稿の以降では，前章で導いたわが国地域健康政策において有用だと考えられる統計手法の
条件に従い，実際の健康関連ビッグデータを用いた地域健康課題の因果メカニズムのモデリ
ングを試行したい．この試行では，前述の条件を満たす HITON-PCアルゴリズム（Aliferis et
al., 2003; Aliferis et al., 2010a; Aliferis et al. 2010b）を用い，条件付き独立性は χ2 検定で判断
し，Verma and Pearl（1990）の Inductive Causationアルゴリズムによる因果モデルの構築を行
う．このとき，非巡回制約を満たす方向付けを，Meek（1995）の伝統的なオリエンテーション
ルールによって行う．本稿で試行する因果モデリングは，国が政策的に蓄積を進めてきた健康
関連ビッグデータの活用を想定し，わが国全ての自治体で応用可能な方法を追求する．具体的
には，ほぼ全ての自治体が登録し，活用していると言われる KDBを前提とし，KDBに収録さ
れている住民の国民健康保険（以下，国保）の医療レセプトデータと特定健診の結果データを用
いる．それらのデータの概要は，以下のとおりである．
わが国では，被用者保険と国保のいずれかの医療保険に加入することが義務付けられてい

る．自治体を保険者とする国保への加入者数は 3,303万人であり，その平均年齢は 51.5歳であ
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る（厚生労働省, 2016）．KDBでは，被保険者である住民個人の疾病区分ごとの医療レセプトが
含まれており，ここでの疾病区分は厚生労働省が定める「社会保険表章用疾病分類」の区分に従
い，糖尿病や高血圧などの 121疾病が存在している．この国保の医療レセプトデータを用いれ
ば，ある住民が特定の疾病を発症しているか否かの判定が可能となる．そして，こうして判定
された住民別・疾病別の発症の有無のデータは，個別自治体における健康課題についての因果
メカニズムを特定する際の，欠かせない結果変数となる．
一方，特定健診は「高齢者の医療の確保に関する法律」に従い，「医療保険者（国保・被用者保

険）が，40～74歳の加入者（被保険者・被扶養者）を対象として，毎年度，計画的に（特定健康診
査等実施計画に定めた内容に基づき）実施する，メタボリックシンドロームに着目した検査項
目」（厚生労働省, 2013, p.5）による健康診査である．特定健診における項目は，必須項目と詳
細な健診項目から構成される．必須項目は，質問表（服薬歴，喫煙歴等），身体測定（身長，体
重，BMI，腹囲），血圧測定，理学的検査，検尿（尿糖，尿蛋白），血液検査（脂質検査，血糖検
査，肝機能検査）からなる（厚生労働省, 2009）．
これら特定健診データの中で，疾病発症ベイジアンネットワークで用いるために離散変数と

して取り扱うことが可能な投入変数として，少なくとも表 1の 33変数を作成・使用可能であ
る．これらの変数は，KDBに参加する全ての自治体で作成・使用可能である．本稿は全自治
体への応用可能性を目指した疾病発症ベイジアンネットワークの試行であり，本稿ではこの試
行のために匿名でご協力くださった自治体 Aの 2015年度のデータを用いる．自治体 Aはわが
国における典型的な中小自治体であり，国保の医療レセプトと特定健診のデータが個人単位で
揃っている全住民は 3,391人であった．この本稿で用いる 33個の離散変数に関する全 3,391人
の分布は，表 1のとおりである．
ここで本稿では，疾病発症ベイジアンネットワークを構築するにあたり，表 1の 33個の投

入変数を，政策的に改善が可能な原因候補として位置付けられる生活習慣系・食習慣系・健康
意欲系・身体指標系，政策的に変化させることは難しいがターゲットセグメント化には有用で
ある個人属性系・病歴系，という 6つにグループ化した．これらに加えて，自治体内の地域特
性を反映すべく，どの自治体でも使用可能な地区変数として，自治体 A内の 8つの小学校区を
地域特性系として用意した．これら 7つのグループと各グループ内の変数リストは，図 1のと
おりである．そして本稿では，疾病発症ベイジアンネットワークの構築に際し，グループ内の
変数の間の関係性を考慮しない制約を設けた．加えて，疾病発症の有無が結果変数となるよう
に，疾病発症の有無から全ての投入変数に対して矢印が引かれることがない制約を設けた．
なお，本稿の疾病発症ベイジアンネットワークは，全ての疾病区分に対して応用可能である．

紙幅の関係から，本稿では，代表的な生活習慣病である高血圧と糖尿病の 2疾病を取り上げる
こととする．

4. 試行結果と議論

前述の基本設計とデータによって，高血圧と糖尿病の疾病発症ベイジアンネットワークが構
築された．疾病へと矢印が向かわない投入変数と矢印を省略した簡易図は，図 2（高血圧）と図
3（糖尿病）のとおりである．なお，図中の符号は関連する 2変数（全て二値データである）につ
いての条件付き確率表をもとに付され，+は正の関係を，−は負の関係を示している．
図 2と図 3から，自治体 Aでは，メタボ判定基準に該当する住民が高血圧と糖尿病の発症確
率が高いことがわかる．これが因果関係を示していることが医学的に確からしいのであれば，
自治体 Aではメタボ対策の事務事業を重点的に行うことが有効となりそうである．そして，糖
尿病発症に関しては，このメタボ対策の事務事業を，特に男性に対して重点的に実施すること
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表 1．本稿で使用する 33個の投入変数と分布（全 3,391人）．

が，自治体 Aでは有効かもしれない．
一方，図 2の高血圧発症に関しては，45歳から 74歳までの喫煙する男性が，そして貧血で

食事が遅い 70歳から 74歳までの女性が，さらに男女を問わず太り気味の住民が，自治体 Aで
は高血圧の発症確率が高そうである．もしこれが自治体 Aの実態に即していると担当職員が感
じるのであれば，自治体 Aではメタボ対策だけでなく，これら 3つの領域に特化した高血圧対
策の事務事業に注力することが有効となりそうである．
これらの結果と解釈はあくまでも 2015年度の自治体 Aのデータをもとにした試行であり，

実用化を目指すうえでは，医学的見地からの補強や解釈が困難な矢印への対応方法の検討な
ど，さらなる研究開発が必要である．しかし，本稿で主張したいことは，わが国地域健康政策
の文脈に即し，説明容易性を重視した統計手法の選定を行い，かつどの自治体，どの疾病にも
広く応用可能な方法論を設計することで，データ中心科学としてのサービス科学の新たな地平
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図 1．7つのグループと変数．

図 2．高血圧の疾病発症ベイジアンネットワーク．

が切り拓かれる可能性があることである．その中で，本稿が考察し試行した疾病発症ベイジア
ンネットワークの構築方法論は，今後のわが国の地域健康政策において 1つの有用なやり方で
あると考えられる．

5. おわりに

本稿では，地域健康政策のためのサービス科学のあり方について，AMEDの基盤研究とし
て採択された筑波大学の取り組み事例をもとに議論した．自治体が行う地域健康政策では説明
責任が強く求められるため，統計学の初歩的知識しか有さない担当職員にとって説明容易性の
高い統計手法を用いる必要がある．また，国が政策的に蓄積してきた健康ビッグデータを前提
とし，どの自治体，どの疾病に対しても応用可能な分析方法論を確立する必要がある．本稿で
は，これらの必要性を満たす統計手法として，制約ベースアプローチで条件付き独立性を χ2

検定によって行い，より効率的な構造学習が可能な Local to Globalアプローチのアルゴリズム
を採用したベイジアンネットワークが有用であることを主張した．
次いで本稿では，自治体 Aの実際の健康関連ビッグデータを用いて，どの自治体，どの疾病
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図 3．糖尿病の疾病発症ベイジアンネットワーク．

に対しても応用可能な疾病発症ベイジアンネットワークの構築を試行した．その結果，因果と
は言い難い関係性が一部含まれること，医学や公衆衛生分野の専門家による追加的な因果検証
が必要であること，等の課題はあるものの，自治体 Aならではの疾病発症因果モデリングを行
うことができた．そして，それを政策立案に活かす糸口を示すことができたと考える．
本稿での取り組み事例をふまえると，地域健康政策におけるデータ中心科学としてのサービ

ス科学は，今後さらなる発展を遂げるであろう．なぜなら，本稿では個別疾病の発症の有無に
しか焦点をあてていないが，合併症を含む複数の疾病の発症因果モデリング，各疾病の医療費
増減の因果モデリング，社会保険・後期高齢・介護保険のデータをも包括した地域健康因果モ
デリング，追加的なライフスタイル・アンケートや運動データ等の取得による健康で幸せな生
活のための因果モデリングなど，国民の健康長寿と国民医療費の削減との両立に貢献するデー
タ中心科学の発展が期待できるからである．
健康関連ビッグデータの蓄積・活用と人工知能への注目は，社会課題解決型の応用統計数理

についての「学」への期待であり，本稿はその端緒を開こうとする萌芽的な研究ノートにすぎな
い．超高齢時代のサービス科学として，今後さらなる理論的・実証的研究が蓄積されることが
求められる．

注．

1) AMEDの「AIを活用した保健指導システム研究推進事業」は，2つ以上の自治体との共同
研究開発を条件として公募が行われた．採択結果は 2件であり，広島大学の「自治体等保
険者レセプトデータと健康情報等を基盤に AIを用いてリスク予測やターゲティングを行
う保健指導システムの構築に関する研究」と，筑波大学の「自治体における保健指導の施
策力に応じた最適な保健指導モデルを提示できる AIの開発研究」が採択された．いずれ
の取り組みも健康関連ビッグデータと人工知能の活用が想定されており，前者は住民個
人への働きかけを想定したミクロ・アプローチ，後者は地域健康政策を想定したマクロ・
アプローチとなっている．後者の筑波大学の取り組みは，筑波大学を代表研究機関とし，
筑波大学発ベンチャーであるつくばウエルネスリサーチが自治体と連携して構築してき
た 75万人以上の健康関連ビッグデータを基盤に，筑波大学人工知能科学センターと NTT
グループの人工知能技術を融合させることにより，自治体の地域健康政策を支援する AI
システムを研究開発する．
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This paper discusses the service science for regional health policy and helps to con-
tribute to the development of service science as data centric science. Because of strong
accountability towards residents, it is necessary for municipal officials to use the statistical
methods when planning the regional health policy as this would make it easy to explain
how and why they choose it. Also, it is necessary to establish a statistical method appli-
cable to any municipality and any disease. In this paper, we propose that the Bayesian
network adopting the algorithm of Local to Global approach which enables more effi-
cient structural learning is useful in fulfilling these needs. This algorithm is one of the
constraint-based approaches and tests conditional independence with test.

In addition, we develop a disease-causing Bayesian network applicable to any munic-
ipality and any disease.

Key words: Regional health policy, artificial intelligence, accountability, ease of explanation, Bayesian net-
work.


