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1. Uvod
Biokataliza zauzima važan položaj u industriji1 radi mo-
gućnosti sinteze optički čistih tvari pri blagim reakcijskim 
uvjetima i kraćim vremenima trajanja reakcija upotrebom 
biokatalizatora s visokom enantio- i dijastereoselektivno-
šću te izvanrednom katalitičkom učinkovitošću.2 Noviji 
koncept biokatalize predstavlja “sustavska biokataliza” 
(engl. systems biocatalysis) gdje su enzimi organizirani in 
vitro u kompleksne kaskade u svrhu postizanja učinkovite 
i održive sinteze vrijednih kemijskih produkata.3 Kaskadne 
reakcije oponašaju stanične metaboličke puteve, a pred-
nost pristupa in vitro je mogućnost upotrebe supstrata i 
enzima koji u prirodi ne moraju nužno postojati. Također, 
primjenom neprirodnih, umjetnih, više-enzimskih kaskada 
moguće je sintetizirati produkte koje je inače teško dobiti 
konvencionalnim metodama organske sinteze.4 Kaskadne 
reakcije nude brojne prednosti nad tradicionalnim kemij-
skim postupcima, poput pojednostavljenja naknadnih pro-
cesa obrade bez izolacije međuprodukata, jednostavnijih 
i ekonomski isplativijih reaktorskih sustava koji se sastoje 
od samo jednog reaktora, blagih i kontroliranih reakcijskih 
uvjeta, manje potrošnje kemikalija i smanjenog ukupnog 
utjecaja na okoliš.5 Znanstvena i industrijska zajednica sve 
više pažnje posvećuju kaskadnim reakcijama, što je očito iz 
dostupne literature, poput preglednog članka koji obuhva-
ća sve kaskadne sustave istraživane i objavljene u prošlom 
desetljeću,6 članka o mogućnostima poboljšanja kaskadnih 
sustava implementacijom inženjerskog pristupa7 kao i po-
glavlja u knjigama.8

Novija literatura (nakon 2000. godine) pokazuje širenje 
opsega znanstveno-istraživačkih tema, za razliku od prije 
10 godina,5 kao i činjenicu da se matematičko modelira-
nje i inženjerski pristup sve češće primjenjuju u razvoju 

novih kompleksnih biotransformacija. Razlog tomu je slo-
ženost više-enzimskih kaskadnih reakcija koje se provode 
u jednom reaktoru, koja je često podcijenjena.9 Reakcijsko 
inženjerstvo često se primjenjuje za projektiranje i dimen-
zioniranje reaktora u kemijskoj industriji.10 Sukladno tomu, 
može se očekivati da je isto moguće i pri razvoju procesa 
u biokatalizi. Nažalost, taj pristup se u praksi još uvijek ne 
primjenjuje dovoljno jer je za uspostavljanje učinkovitih 
kaskadnih procesa potrebno uskladiti enzimsku kinetiku, 
stabilnost biokatalizatora i termodinamiku sustava,4 što 
zahtijeva velike napore za razvoj konkurentnih procesa i 
zasigurno sprječava širu industrijsku primjenu biokatali-
ze.11 Primjenom reakcijskog inženjerstva moguće je skratiti 
vrijeme trajanja reakcije, smanjiti nastajanje nusprodukata, 
pozitivno utjecati na enzimsku stabilnost, koncentraciju 
produkta i ostale procesne značajke. Simulacijama je mo-
guće bez opsežnog eksperimentiranja odrediti koji je tip 
reaktora najbolji za proučavanu reakciju. Leuchs i sur.12 de-
monstrirali su kako se matematičko modeliranje u biokata-
lizi može primijeniti ne samo u optimizaciji već i u procjeni 
ekonomičnosti procesa te njegova utjecaja na okoliš. Kako 
bi bile konkurentne kemijskoj sintezi, kaskadne reakcije 
trebaju biti učinkovite, robusne i samoodržavajuće, te bi 
bilo idealno da se provode in vitro u jednom reaktoru.13 
Izazovan zadatak poput ovog zahtijeva primjenu multi-
disciplinarnih metodologija poput inženjerstva supstrata, 
reakcijskog medija, proteinskog inženjerstva, formulacije 
biokatalizatora, biokatalitičke kaskade i reaktora.14,15 U 
svrhu implementacije procesa, proteinsko i procesno in-
ženjerstvo treba primjenjivati istodobno, budući da nude 
komplementarna rješenja pri projektiranju procesa4 jer 
proteinsko inženjerstvo može znatno poboljšati parame-
tre enzimske kinetike koji praktički određuju ishod cijelog 
procesa. Za rješavanje izazova u razvoju kaskadnih reakcija 
treba primijeniti interdisciplinarni pristup koji objedinjuje 
kemiju, biologiju i inženjerstvo. Takav pristup zasigurno će 
utrti put bržoj komercijalizaciji biotehnoloških rješenja.16
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2. Razvoj enzimskog kaskadnog sustava
Dok se u literaturi7 razmatraju razne tehnološke moguć-
nosti i općenite strategije razvoja više-enzimskih kaskad-
nih reakcija vezane uz izbor oblika enzima, reaktorskih i 
procesnih opcija te radnih uvjeta, fokus ovog rada je na 
modeliranju i optimizaciji procesa pomoću modela. Prvi 
korak kod uspostavljanja više-enzimskih sustava u jednom 
reaktoru je odabir odgovarajućih pufera i temperature 
zbog različitih ovisnosti aktivnosti enzima o pH vrijednosti 
i temperaturi. Odabir optimalnih reakcijskih uvjeta pred-
stavlja pronalaženje kompromisa odnosno radnih uvjeta 
pri kojima će svi enzimi biti dovoljno aktivni. Idući korak 
je detaljna evaluacija kinetike pojedinih reakcija u kaskadi 
pri odabranim uvjetima i procjena kinetičkih parametara. 
Kinetička ispitivanja su ključni dio temeljnih istraživanja u 
razvoju (bio)kemijskih procesa jer osiguravaju bolje razu-
mijevanje reakcije i omogućuju uvid u ovisnosti reakcijskih 
brzina o koncentracijama tvari koje sudjeluju u reakciji.17 
Za cjelovit i precizan model potrebno je procijeniti utjecaj 
svih komponenti prisutnih u reakcijskom sustavu na svaki 
pojedinačni enzim. To je potrebno jer supstrati i produk-
ti jedne enzimske reakcije mogu imati negativan utjecaj 
na drugu reakciju i obrnuto. Također, enzimi u kaskadama 
mogu sudjelovati u neželjenim reakcijama sa supstratima 
i/ili produktima nekog drugog reakcijskog stupnja, što je 
također potrebno ispitati. U tom slučaju, kaskadu ne treba 
provoditi u jednom reaktoru, da se reakcije odvijaju isto-
dobno, već reakcijske stupnjeve treba provoditi odvojeno.

Kinetički parametri služe kao osnova za razvoj kinetičkih 
modela. U kombinaciji s bilancama tvari za određeni re-
aktor, oni predstavljaju cjelokupan matematički model 
reakcijskog sustava. Matematički model tada se može pri-
mjenjivati za preliminarne simulacije te za odlučivanje o 
početnim uvjetima eksperimenata. Ocjena valjanosti mo-
dela može rezultirati neslaganjima s eksperimentalnim 
podatcima, što je čest slučaj s enzimima koji gube svoju 
aktivnost tijekom vremena. U takvim slučajevima potrebno 
je provesti dodatne eksperimente za procjenu enzimske 
operacijske stabilnosti te konstante deaktivacije enzima 
koja će, integrirana u model, poboljšati slaganje eksperi-
mentalnih podataka i rezultata simulacija.

U mnogim slučajevima supstrati mogu utjecati na stabil-
nost enzima,18–22 stoga je važno ispitati te utjecaje i uključi-
ti potrebne jednadžbe u matematički model. Simulacijama 
je također moguće ocijeniti može li se proces poboljšati s 
povremenim dodatkom svježeg enzima u reaktor ili čak je 
li takav postupak ekonomski opravdan. Primjenom mate-
matičkog modela moguće je simulirati različite scenarije 
reakcija u različitim tipovima reaktora, različite strategije 
dotoka supstrata i/ili enzima sa stajališta procesnih zna-
čajki kao i s ekonomskog stajališta. Takva procjena može 
biti komplicirana čak i u sustavu s jednim enzimom, dok 
u više-enzimskim kaskadnim sustavima broj interakcija ra-
ste.7 Naposljetku, kada su poznate sve međuovisnosti iz-
među procesnih varijabli i kada je model eksperimentalno 
validiran, može se primjenjivati za optimizaciju procesa. 
Pomoću modela mogu se predvidjeti reakcijski profili u 
različitim tipovima reaktora i pri različitim uvjetima te na 
taj način odabrati odgovarajući tip reaktora, procesne uv-
jete i optimirati sustav. Dodatno, uspostavljanje kinetičkih 
modela pojedinih reakcijskih stupnjeva dopušta njihovu 

upotrebu u modularnom obliku, tj. jedan enzim u reakciji 
može se lako zamijeniti drugim enzimom s odgovarajućim 
kinetičkim parametrima. Time je također omogućen oda-
bir najboljeg enzima pomoću simulacija. Analiza osjetljivo-
sti parametara može pomoći u pronalaženju parametara 
koji najviše utječu na ishod reakcije.23 U skladu s time, 
odabrani parametri mogu biti poboljšani proteinskim in-
ženjerstvom. Primjenom takvog cjelovitog pristupa i anali-
ze, modeliranje se može primijeniti za uvećanje procesa. 
Takav pristup modeliranju može se pronaći u postojećoj 
literaturi koja obuhvaća više-enzimske kaskadne reakcije, 
što je ujedno tema idućeg poglavlja u kojem je primjena 
modeliranja demonstrirana primjerima iz literature.

3. Primjeri primjene modeliranja u razvoju 
enzimskih kaskadnih reakcija

3.1. Sustavi s dva enzima

Najveći broj sustava s dva enzima za koje su razvijeni ki-
netički modeli predstavljaju reakcije katalizirane oksido-
reduktazama koje zahtijevaju regeneraciju koenzima.24–29 
Takve reakcije se često primjenjuju za proizvodnju kiralnih 
produkata,28,30–32 u oksidacijama kataliziranim oksidoredu-
ktazama,26,29 itd. U reakcijama oksidacije mnogo je teže 
uspostaviti učinkovit sustav regeneracije i, posljedično, 
postići industrijsku primjenjivost. NADH oksidaza, enzim 
koji se upotrebljava u tim regeneracijama, zahtjeva aera-
ciju, a osjetljivost enzima na kisik ili međufaznu površinu 
plin-kapljevina33–35 čini takav sustav kompliciranim. Iz tog 
razloga razmatraju se drugi načini regeneracije koji uklju-
čuju prisutnost kosupstrata ili drugog enzima. Kako bi se 
uspješno provela regeneracija, reakcija regeneracije treba 
biti znatno brža od glavne reakcije. To znači da potreban 
oblik koenzima u reaktoru treba uvijek biti dostupan u 
maksimalnoj (početnoj) koncentraciji; do 1 mmol dm−3 jer 
se u reaktor dodaju znatno niže koncentracije koenzima 
od koncentracija supstrata u glavnoj reakciji. Oblik koenzi-
ma suprotan obliku koji je potreban za provođenje glavne 
reakcije često je inhibitor kako u glavnoj reakciji tako i u 
reakciji regeneracije.24,25,29 Prema tome, ta inhibicija može 
biti svedena na minimum samo u slučaju primjene uspješ-
nog i učinkovitog regeneracijskog sustava. U redukcijama 
kataliziranim oksidoreduktazama, dobro utemeljena i uo-
bičajena metoda NAD(P)H regeneracije uključuje upotre-
bu formijat-dehidrogenaza. Mogu se upotrebljavati i drugi 
enzimi, ali u kombinaciji s kosupstratima i koproduktima.36

U literaturi postoje i drugi reakcijski sustavi s dva enzima 
opisani matematičkim modelom. Chen i sur.37 pokazali su 
potencijal primjene modeliranja na primjeru sinteze ami-
notriola (shema 1) katalizirane enzimima transketolazom 
i transaminazom. Njihov model, iako samo teoretski s re-
prezentativnim parametrima, pružio im je korisne informa-
cije preko simulacija. Model uključuje kinetiku enzimske 
reakcije, raspad reakcijskih komponenti, ali i toksičnost 
aldehida, supstrata u ispitivanoj reakciji, prema enzimu. 
Rios-Solis i sur.38 istraživali su slične reakcijske sustave za 
sintezu istog produkta (i sličnog alternativnog produkta). 
Osim eksperimentalnog ispitivanja, spojili su prednosti 
modeliranja i sintetske biologije u svrhu poboljšanja ka-
skade. Procijenili su kinetičke parametre za oba enzima 
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u kaskadi te su kasnije prekomjerno izrazili oba enzima u 
istoj bakteriji uz postavljanje željene razine aktivnosti oba 
enzima u stanicama, koje su prethodno određene primje-
nom kinetičkog modela. Kinetički model primijenjen je za 
optimizaciju strategije dotoka amino-donora u kotlasti re-
aktor s dotokom kako bi se prevladala nepovoljna ravnote-
ža reakcije. Primjenom takvog pristupa, sinteza je uspješno 
provedena na preparativnoj skali te je dobiveno šest puta 
veće iskorištenje na produktu u odnosu na neoptimiran re-
akcijski sustav (tablica 1).

Primjenu matematičkog modeliranja za uvećavanje proce-
sa (100 puta) u kaskadnoj reakciji pokazali su Van Hecke 
i sur.34,53 Istraživali su sintezu laktobionske kiseline u re-
akciji kataliziranoj celobioza-dehidrogenazom. Pri tome je 
lakaza upotrijebljena kao enzim za regeneraciju koenzima. 
Reakcija je provedena u aeriranom reaktoru s dinamičkom 

membranom koji je radio kao protočno kotlasti reaktor. 
Autori su primijenili model razvijen na malom mjerilu u 
kotlastom reaktoru kako bi pronašli odgovarajuće uvjete 
za provedbu procesa u protočno kotlastom reaktoru većeg 
volumena. Primjenom modela ispitan je i utjecaj kLa’ na 
proces. Ovaj rad pokazuje da je moguće “pojednostaviti” 
složene sustave primjenom modela, uravnotežiti varijable 
procesa kao što su enzimske aktivnosti, koncentracija re-
doks medijatora, brzina protoka i prijenosa kisika, koncen-
tracija supstrata i protok smjese u dotoku te primijeniti mo-
del na velikom mjerilu. Pri optimalnim uvjetima postignuta 
je volumna produktivnost od 74,4 g l−1 d−1 i konverzija 
veća od 97 %34,53 (tablica 1).

Zheng i sur.40 razvili su polu-mehanistički model za en-
zimsku hidrolizu lignocelulozne biomase, uz katalizatore 
celulazu i β-glukozidazu. Njihov model, koji je uključivao 

Shema 1 – Sinteza 2-amino-1,3,4-butanetriola u kaskadnoj reakciji37

Scheme 1 – Synthesis of 2-amino-1,3,4-butanetriol in a cascade reaction37

Tablica 1 – Relevantni procesni parametri proučavanih više-enzimskih kaskadnih sustava 
Table 1 – Process relevant parameters of the investigated multi-enzymatic cascade system

Reaktorref csupstrat ⁄ mmol dm−3 cprodukt ⁄ mmol dm−3 Qv ⁄ g l−1 d−1 X ⁄ % t ⁄ h Vreaktor ⁄ ml Broj. enzima

kotlasti s dotokom supstrata38 200 140 n.a. 70 58,3 50 2

kotlasti39 40 i 50 5 i 0,7 n.a. 60 i 10 48 5 2 (3 koraka)

protočno kotlasti34 100 95 – 98 74,4 95 – 98 12 20 l 2
kotlasti40 296 317 n.a. n.a. 168 125 2

kotlasti s dotokom supstrata41 283 (6-HHA) 0,044 >99 20 60 3
kotlasti42 4 n.a. n.a. 100 3 100
kotlasti9 100 62,3 n.a. 62,3 10 1 3
kotlasti43 1 0,2 n.a. 100 0,17 n.a. 3

kotlasti44 146
146 mmol dm−3 

glukonske kiseline 
+ 146 mmol dm−3 

fruktoze
168 100 3,8 2,5 3

kotlasti45 10 10 n.a. 100 2,5 25 4

kotlasti46 2 n.a. n.a. >95 5 10 3 (5 koraka)

kotlasti47 0,8 0,566 240 1 5
kotlasti48 10 2,1 n.a. ≈50 96 n.a.
kotlasti49 10 7,9 n.a. 100 72 0,1 – 1 3
kotlasti50 100 n.a. 2,6 n.a. 0,3 n.a. 10
kotlasti51 350 329,7 17,0 n.a. 150 2 13
kotlasti52 0,5 ≈0,47 n.a. 100 2 ≈3 5
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homogenu reakciju nastajanja glukoze iz celuloze, dvije 
heterogene reakcije nastajanja celobioze i glukoze iz ce-
luloze, kao i adsorpciju celuloze na prethodno kemijski 
obrađeni celulozni materijal, opisao je složenost hidroli-
ze lignoceluloznog supstrata te ga je moguće primjenjivati 
kao robustan alat za simulaciju hidrolize lignoceluloznog 
materijala.

3.2. Sustavi s tri enzima

Scherkus i sur.41 su proučavali trostupnjevitu enzimsku ka-
skadu za sintezu ε-kaprolaktona (shema 2) u kojoj alko-
hol-dehidrogenaza (ADH) katalizira oksidaciju cikloheksa-
nola, cikloheksanon-monooksigenaza (CHMO) katalizira 
oksidaciju nastalog cikloheksanona, a lipaza katalizira hi-
drolizu ε-kaprolaktona u 6-hidroksiheksansku kiselinu.

Kinetički model je primijenjen za procjenu međuovisnosti 
procesnih varijabli te za odabir odgovarajućeg reaktora. 
Zbog inhibicije enzima CHMO cikloheksanolom, kao op-
timalna konfiguracija odabran je kotlasti reaktor s dotokom 
supstrata. Također je primijećeno i da produkt ε-kaprolak-
ton inhibira CHMO, pa je ta reakcija kombinirana s hidro-
lizom kataliziranom lipazom u kojem nastaje 6-hidroksi-
heksanoat čime je poboljšana produktivnost, a i ravnoteža 
reakcije je pomaknuta u smjeru nastajanja produkta (ta-
blica 1). Bez poznavanja kinetike procesa, optimizacija ili 
izbor odgovarajućeg reaktora bili bi onemogućeni, odno-
sno ispitivanje bi se moralo provoditi metodom pokušaja i 
pogreške, što iziskuje mnogo vremena.41

Milker i sur.42 također su proučavali sintezu ε-kaprolaktona 
upotrebljavajući cikloheksenol kao početni supstrat. Oni 
su po prvi put pokazali da se kinetika kaskadnog sustava 
određena in vitro može primijeniti za razumijevanje in vivo 
redoks kaskade. Modeliranje su primjenjivali za identifi-
kaciju uskih grla procesa, njihovo razumijevanje i prona-
laženje načina za njihovo rješavanje. Kinetičke konstante 
procijenjene in vitro upotrijebljene su za optimizaciju ka-

skade provedene unutar stanica in vivo. Također, taj mo-
del je primijenjen za određivanje potrebne koncentracije 
enzima u živim stanicama, što predstavlja važan parametar 
za optimizaciju kaskadnih reakcija. U ovom radu upotrije-
bljene su niske koncentracije supstrata u rasponu od ne-
koliko mmol dm−3, što u osnovi simulira proces u živim 
stanicama. Predviđanja i hipoteze postavljene na temelju 
modela potvrđeni su i eksperimentalno.42

Zhong i sur.9 su proučavali kaskadnu reakciju s tri enzima u 
jednom reaktoru za proizvodnju celobioze, funkcionalnog 
zaslađivača. Kinetički model je primijenjen za otkrivanje 
složenih interakcija između upotrijebljena tri enzima te za 
određivanje najboljeg omjera enzimskih aktivnosti u reak-
toru. Primjenom simulacija, autori su uspjeli skratiti vrije-
me reakcije tri puta, na 10 sati, procijenili su učinak inhi-
bicije fosfata na celobioza-fosforilazu i učinak saharoze na 
iskorištenje na celobiozi za koji je utvrđeno da je ključan 
za konačni ishod reakcije.

Ishii i sur.43 su rekonstruirali metabolički put od glukoze 
do fruktozadifosfata in vitro. Osim kinetike enzima, njihov 
model je uključivao i deaktivaciju glukokinaze. Ovaj rad 
pokazuje da je moguće razviti općeniti metabolički model 
živih stanica primjenom parametara određenih u okolini 
koja oponaša in vivo sustav.43 Budući da je tema povezana 
s metabolizmom stanica, upotrijebljene koncentracije su 
bile oko 1 mmol dm−3 (tablica 1).

Mafra i sur.44 upotrijebili su aerirani reaktor za proizvod-
nju glukonske kiseline i fruktoze iz saharoze u kaskadi s tri 
enzima (shema 3). Razvijeni kinetički model primijenjen 
je kako bi se smanjile, tj. optimirale koncentracije enzima 
potrebne za postizanje maksimalne volumne produktivno-
sti. Primjenom modela postignuta je velika volumna pro-
duktivnost od 7 g l−1 h−1 te 100 %-tna konverzija 50 g l−1 
saharoze u glukonsku kiselinu.44

Dvorak i sur.46 kombinirali su kinetičko modeliranje i prote-
insko inženjerstvo kako bi poboljšali iskorištenje kaskadne 

Shema 2 – Sinteza ε-kaprolaktona i 6-hidroksiheksanoata41

Scheme 2 – Synthesis of ε-caprolactone and 6-hydroxyhexanoate41

Shema 3 – Biotransformacija saharoze u glukonsku kiselinu u sustavu s tri enzima44

Scheme 3 – Biotransformation of sucrose into gluconic acid in a three-enzyme system44
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reakcije od pet stupnjeva. Istraživali su reakciju pretvorbe 
1,2,3-trikloropropana (TCP), toksičnog industrijskog ot-
pada, u glicerol (GLY). Validirani model je primijenjen za 
predviđanje potrebne koncentracije enzima za postizanje 
95 %-tne konverzije. Tim radom autori su pokazali da je 
moguće kombinirati modeliranje i proteinsko inženjerstvo. 
Dok je kinetičko modeliranje pružilo informacije o potreb-
nim koncentracijama enzima, proteinskim inženjerstvom 
jednog od enzima, za koji je utvrđeno da predstavlja usko 
grlo zbog niske selektivnosti prema supstratu, postignuto 
je daljnje poboljšanje rezultata i ekonomske učinkovitosti. 
Na taj način je potrebna količina katalizatora smanjena za 
dodatnih 56 % u usporedbi s prirodnim enzimom iz divljeg 
tipa mikroorganizma, što predstavlja značajan ekonomski 
učinak za potencijalnu industrijsku primjenu.

3.3. Sustavi s četiri enzima

Findrik i Vasić-Rački45 istraživali su dinamičku kinetičku 
rezoluciju D-aminokiseline u L-aminokiselinu u kaskadi s 
četiri enzima (shema 4). Provedena je detaljna kinetička 
analiza te je matematički model primijenjen za pronalazak 
odgovarajućih koncentracija enzima, koenzima i kosup-
strata potrebnih za postizanje potpune konverzije jednog 
enantiomera u drugi. Taj sustav je moguće primjenjivati za 
pretvorbu racemičnih smjesa aminokiselina u L-enantio-
mer.

3.4. Sustavi s pet enzima

Transformacija modelnog spoja lignina u aromatske spo-
jeve proučavana je u kaskadnoj reakciji s pet enzima,52 a 
modeliran je samo dio kaskadne reakcije koja uključuje 
NAD+ ovisnu C-α-dehidrogenazu zajedno sa sustavom 
za regeneraciju u svrhu optimizacije i postizanja potpune 
konverzije supstrata. Upotrijebljena je koncentracija sup-
strata od 0,5 mmol dm−3.

Rexer i sur.47 su proučavali kaskadnu reakciju s pet enzi-
ma (shema 5) za proizvodnju i regeneraciju GDP-manoze 
iz manoze i polifosfata uz upotrebu katalitičkih količina 
GDP-a i ADP-a. Razvili su i primijenili kinetički model za 
optimizaciju kaskade, te je dobiveno 71 %-tno iskorištenje 
na GDP-manozi. Njihov model moguće je kombinirati sa 
sustavom koji sadrži jednu ili više glikoziltransferaze i pred-
stavlja prvi korak prema razvoju proizvodnje oligosaharida 
vezanih lipidima kao prekursora za in vitro gliko-inženje-
ring proteina.

Shema 5 – Regeneracija GDP-manoze u kaskadi s pet enzima47

Scheme 5 – Regeneration of GDP-mannose in a five-enzyme cas-
cade47

4. Alternativni inženjerski pristup u 
proučavanju kaskadnih reakcija
Pristup temeljen na modeliranju, prikazan u prethodnim 
poglavljima, može znatno smanjiti potrebu za eksperimen-
talnim radom, kao i troškove razvoja procesa.26 Međutim, 

Shema 4 – Biotransformacija D-metionina u L-metionin u sustavu s četiri enzima45

Scheme 4 – Biotransformation of D-methionine into L-methionine in a four-enzyme system45
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u slučajevima kada su potrebne kemikalije nedostupne ili 
u sustavu dolazi do nastajanja nusprodukata i usporednog 
odvijanja neželjenih reakcija, taj pristup nije moguće pri-
mjenjivati. U takvim situacijama moguće je upotrijebiti di-
zajn eksperimenata primjenom statističkih ili stohastičkih 
metoda te optimirati proces također uz manji broj potreb-
nih eksperimenata.

Hoh i sur.48 primijenili su genetički algoritam kao stohastič-
ku metodu za optimizaciju kaskadnog sustava s dva enzi-
ma u svrhu sinteze O-glikanske jezgre strukture 2. Optimi-
ranje te reakcije izazovno je zbog mnogih inhibicija i slabe 
regioselektivnosti enzima, zbog čega je bilo teško razviti 
primjenjiv kinetički model. Autori su optimirali sedam va-
rijabli koje uključuju koncentraciju enzima, pH vrijednost, 
temperaturu te koncentracije supstrata i koenzima, čime 
su povećali selektivnost reakcije s 34 na 74 % nakon samo 
četiri generacije eksperimenata, što bi vrlo vjerojatno bilo 
neizvedivo metodom pokušaja i pogreške. Prednost upo-
trebe genetičkog algoritma proizlazi iz istodobnog optimi-
ranja velikog broja varijabli.54

Sudar i sur.49 pokazali su kako se složena kaskadna reakcija 
može optimirati pomoću statističkog modela. Ispitana je 
kaskadna reakcija sinteze aldolnog adukta (3S,4R)-6-[(ben-
ziloksikarbonil)amino]-5,6-dideoksiheks-2-uloze iz sup-
strata Cbz-N-3-aminopropanola (shema 6). Spoj se oksidi-
ra u odgovarajući aldehid, koji se troši in situ u sljedećem 
koraku aldolne adicije na dihidroksiaceton. Alkohol-de-
hidrogenaza, biokatalizator upotrijebljen za oksidaciju 
alkohola, također katalizira sporednu reakciju oksidacije 
aldehida, tvoreći neželjeni kiselinski nusprodukt. U radu 
je primijenjeno statističko modeliranje upotrebom dizajna 
eksperimenata. Pažljiv odabir raspona varijabli presudan je 
za ishod prilikom dizajniranja eksperimenata. U ovom je 
slučaju od velike koristi bilo iskustvo istraživačke grupe s 
regeneracijom koenzima i s kinetikom oksidacija katalizira-
nih oksidoreduktazama, posebno pri odabiru raspona vari-
jabli i dizajna procesa. Kao rezultat te metode, iskorištenje 
na produktu je poboljšano na 79 %, pri čemu je nastajanje 
kiseline znatno smanjeno (tablica 1).

Kako bi sintetizirali 2-amino-1,3,4-butantriol, Ville-
gas-Torres i sur.39 primijenili su metodu statističkog dizajna 
za kaskadnu reakciju s dva enzima i za kaskadu koju čine 

tri slijedne reakcije (shema 7). Pri određivanju optimalnih 
reakcijskih uvjeta (pH vrijednost, temperatura i pufer) pri-
mijenjena je kombinacija eksperimenata na mikro skali i 
statistički eksperimentalni dizajn, dok je za optimizaciju 
koncentracije supstrata i enzima primijenjena metodolo-
gija odzivne površine39, čime je smanjen broj potrebnih 
eksperimenata prilikom optimiranja reakcijskog sustava. To 
je istraživanje provedeno u svrhu buduće primjene gene-
tičkog inženjerstva na soj bakterije koja sadrži oba enzima. 
Zbog nemogućnosti provedbe detaljne analize podataka 
kojom bi se procijenilo pokazuje li određeni spoj inhibi-
cijski učinak na jedan ili više enzima te dolazi li do deakti-
vacije enzima, to je istraživanje kao rezultat iznijelo samo 
općenite zaključke o utjecaju pojedinih varijabli i njihovih 
međuovisnosti na ciljeve optimizacije procesa. Ipak, tim su 
pristupom autori uspjeli povećati konverziju s 30 na 60 % 
u slučaju prve kaskade (shema 2A) i s 1 na 3 % (shema 2B) 
u slučaju druge kaskade39 (tablica 1).

Kako bi proizveli plinoviti vodik, Rollin i sur.50 upotrijebili 
su deset pročišćenih enzima te kreirali složenu kaskadnu 
reakciju kakva ne postoji u prirodi. Početni supstrati te re-
akcije su šećeri iz biomase, ksilan i glukoza. Kinetički pa-
rametri modela procijenjeni su pomoću genetičkog algori-
tma,55 a za odabir enzima s najvećim utjecajem na brzinu 
i iskorištenje reakcije primijenjena je analiza osjetljivosti. 
Na temelju njihovog pristupa i simulacija modela te nakon 
optimiranja količine upotrijebljenih enzima, postignuta 
je tri puta veća produktivnost vodika od 32 mmol l−1 h−1. 
Daljnje povećanje do 54 mmol l−1 h−1 vodika dobiveno je 
nakon optimiranja temperature i koncentracije supstrata i 
enzima. Dobivena produktivnost usporediva je s industrij-
skom proizvodnjom bioplina i vodika.56

Ardao i Zeng51 također su proučavali proizvodnju vodika 
iz biomase uspoređujući in silico procese. Njihov se pri-
stup temelji na reakciji u kojoj se upotrebljava trinaest en-
zima. Optimizacija te reakcije provedena je primjenom 
genetičkog algoritma s produktivnošću i iskorištenjem kao 
funkcijama cilja. Pronađeni su uvjeti procesa pri kojima se 
ostvaruje produktivnost od 355 mmol l−1 h−1 vodika bez 
smanjenja prethodno ostvarenog iskorištenja od 94,2 % 
(tablica 1). Treba naglasiti da su autori primjenom takvog 
pristupa pri optimizaciji procesa istodobno mogli optimira-
ti šesnaest varijabli koje uključuju količine biokatalizatora 

Shema 6 – Sinteza (3S,4R)-6-[(benziloksikarbonil)amino]-5,6-dideoksiheks-2-uloze49

Scheme 6 – Synthesis of (3S,4R)-6-[(benzyloxycarbonyl)amino]-5,6-dideoxyhex-2-ulose49
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i koncentracije supstrata. Genetički algoritam omogućio 
je identifikaciju enzima koji najviše doprinose povećanju 
produktivnosti i iskorištenja na produktu te je utvrđeno da 
na uspješnost cijelog sustava najviše utječe zadnji reakcijski 
korak kataliziran hidrogenazom.

5. Rasprava
Pregled literature pokazuje sve češću primjenu inženjer-
skog pristupa prilikom proučavanja složenih biokemijskih 
sustava kao što su sintetski metabolički putovi,43,47 sinte-
za građevnih blokova i kemikalija za industrijsku primje-
nu,34,38,39,41,42,45,49 sintetski putovi za uporabu biomase u 
svrhu proizvodnje vodika ili njezine razgradnje za proi-
zvodnju drugih vrijednih proizvoda,50–52 razgradnja toksič-
nih spojeva46 i biotransformacija šećera.9,43,44,48 Istraživanja 
prikazana u ovom preglednom radu pokazuju prednosti ki-
netičkog modeliranja, kao i prednosti primjene statističkih 
i stohastičkih metoda optimizacije. Primjena reakcijskog 
inženjerstva omogućuje lakšu i bržu optimizaciju složenih 
kaskadnih reakcija, sustava koji su sve zanimljiviji akadem-
skoj zajednici i industriji. Tablica 1 sadržava dostupne pro-
cesne podatke koji pokazuju da je većina više-enzimskih 
sustava, uz neke iznimke, proučavana na mililitarskoj skali, 
uglavnom kao procesi u kotlastom reaktoru uz upotrebu 
relativno niskih koncentracija supstrata. To je i očekivano 
za modele reakcijskih sustava koji opisuju metaboličke 
procese in vitro, ali u drugim procesnim sustavima koncen-
tracije bi trebale biti znatno više. Osim toga, brojni su ne-
dostatci primjene procesa u kotlastom reaktoru, zbog čega 
se teži razvoju kontinuiranih procesa radi njihovih pred-
nosti u industrijskom okruženju.57 Ipak, reaktorski sustav 
treba birati sukladno istraživanoj reakciji a poznavanje svih 
inhibicija i međuovisnosti prisutnih u sustavu može pomo-
ći prilikom donošenja ispravne odluke. Razvijeni kinetički 
model može se kombinirati s bilancama tvari za različite 
reaktorske izvedbe, čime se bez provedbe dodatnih ekspe-

rimenata može odabrati odgovarajuća izvedba reaktora za 
promatranu reakciju. Štoviše, model se može primjenjivati 
čak i obrnuto tako da se, počevši od odabranog tipa reak-
tora, pronađu početni reakcijski uvjeti s kojima se ostva-
ruju potrebne procesne veličine. Smanjenje operacijske 
stabilnosti enzima često je zanemareno prilikom istraživa-
nja i modeliranja iako se radi o svojstvu enzima od ključ-
ne važnosti za industrijsku primjenu. Ukoliko je enzimska 
operacijska stabilnost poznata, enzim s niskom stabilnošću 
može se zamijeniti sa stabilnijim enzimom, a mogu se pri-
mijeniti i tehnike proteinskog inženjerstva u svrhu una-
prjeđenja stabilnosti enzima. Na taj se način izazovi rada 
s nestabilnim biokatalizatorom mogu izbjeći u ranoj fazi 
razvoja procesa. Kao što se vidi iz prikazanih primjera iz li-
terature, kinetičko modeliranje može se uspješno kombini-
rati sa sintetskom biologijom i proteinskim inženjerstvom. 
Metabolički putovi mogu se opisati i razumjeti kinetičkim 
modeliranjem. Dizajn genetički modificiranih mikroorga-
nizama koji sadrže enzime, biokatalizatore više-enzimskih 
biotransformacija, može biti pojednostavljen i olakšan ki-
netičkim modeliranjem, pri čemu se koncentracije enzima 
u stanicama mogu podesiti na temelju podataka iz kine-
tičkog modela. Takva su istraživanja još u začetcima, zbog 
čega je brzina razvoja tih sustava za industrijsku upotrebu 
još uvijek ograničena.

Kinetička svojstva enzima omogućuju izbor odgovaraju-
ćih enzima u nove više-enzimske sustave, bez potrebe za 
dodatnim eksperimentalnim radom. Novi reakcijski puto-
vi najprije se mogu ispitati in silico, nakon čega se donosi 
odluka o njihovom potencijalnom uspjehu i primjenjivosti. 
Dostupna znanstvena literatura i enzimska baza podataka 
BRENDA nude širok izbor supstrata i enzima za potenci-
jalnu primjenu. Čak je u slučaju novih supstrata, o kojima 
podatci još nisu dostupni, moguće napraviti preliminar-
nu evaluaciju sustava upotrebljavajući poznate supstrate, 
iz čega se mogu donijeti zaključci utemeljeni na istraži-
vačkom iskustvu. Potencijal eksperimentalnog istraživanja 
in silico iznimno je velik te iziskuje manje vremena i ulaga-
nja za postizanje rezultata.

Shema 7 – Alternativni pristupi za sintezu 2-amino-1,3,4-butantriola39

Scheme 7 – Alternative approaches in the synthesis of 2-amino-1,3,4-butanetriol39
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6. Zaključak
Optimizacija više-enzimskih kaskadnih sustava ne bi bila 
moguća bez inženjerskog pristupa s obzirom na svoju 
kompleksnost i velik broj varijabli. Drugim riječima, me-
toda pokušaja i pogreške ne može se primijeniti na takve 
sustave, pogotovo ako se više-enzimski sustav razmatra za 
industrijsku primjenu. U ovom radu prikazana su najnovija 
dostignuća na tom području te su istaknuti glavni izazovi. 
Modeliranje biokatalitičkih procesa još se uvijek relativno 
rijetko primjenjuje, što potkrjepljuje i broj literaturnih re-
ferencija u ovom radu vezanih uz modeliranje. Može se 
primijetiti da se porastom broja enzima upotrijebljenih u 
reakcijskom sustavu, smanjuje broj istraživanja vezanih za 
taj sustav kao i koncentracija supstrata. Međutim, postoje i 
uspješni primjeri koji potvrđuju korisnost takvog pristupa. 
U mnogim se istraživanjima upotrebljavaju niske koncen-
tracije supstrata u usporedbi s industrijskim zahtjevima, a 
većina njih ne uzima u obzir dostizanje relevantnih pro-
cesnih veličina potrebnih za industrijsku primjenu. Uz 
modeliranje, u ovom radu prikazani su i drugi inženjer-
ski pristupi, koji mogu biti podjednako važni i primjenjivi. 
Najnovija postignuća i literatura iz tog područja ukazuju da 
taj pristup može imati obećavajuću budućnost, ali pred-
stoji još mnogo truda. Većina je biokatalitičkih kaskadnih 
reakcija opisana u kotlastom reaktoru bez dodatka ili s 
dotokom supstrata, dok je industrijski zahtjev provođenje 
kontinuiranih procesa radi nižih troškova, stabilne kvalitete 
izlaznog proizvoda, visoke produktivnosti i lakšeg automat-
skog upravljanja procesom. Navedeni uvjeti tek se trebaju 
primijeniti u istraživanjima, ali s obzirom na promjene i 
napredak postignut u posljednjem desetljeću može se oče-
kivati da će više-enzimski kaskadni procesi imati svijetlu 
budućnost kako u znanosti tako i u industriji.
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Popis kratica i simbola
List of abbreviations and symbols

c – koncentracija, mmol dm−3

– concentration, mmol dm−3

Qv – volumna produktivnost, g l−1 d−1

– volume productivity, g l−1 d−1

V – volumen, l
– volume, l

X – konverzija supstrata, %
– substrate conversion, %
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SUMMARY
Application of Mathematical Modelling in Development of Enzymatic 

Cascade Reactions
Nevena Milčić, Morana Česnik, Martina Sudar, and Zvjezdana Findrik Blažević *

Today, systems biocatalysis, i.e., the implementation of cascade reactions that mimic cellular meta-
bolic pathways, is increasingly being used. Cascade reactions have numerous advantages over tra-
ditional chemical processes; however, in order to successfully optimize and transfer such complex 
systems to a larger, industrial scale, it is necessary to apply reaction engineering. This review paper 
provides examples of the successful application of mathematical modelling in development of 
enzymatic cascade reactions that demonstrate the importance and potential of this methodology.
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