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RESUMEN

La clasi� cación de la cobertura del suelo urbano a partir de imágenes multiespectrales de alta resolución espacial es un 
asunto problemático debido a la similitud de la respuesta espectral que presentan diferentes categorías. Una posible 
solución a este problema consiste en  la agrupación de pixeles en  objetos discretos y su utilización como elementos 
básicos de análisis.  Aunque exitosa en muchas ocasiones, esta técnica no siempre produce exactitudes temáticas altas. 
Este artículo investiga el potencial de utilizar objetos de imagen con fronteras difusas, con el propósito de superar el 
problema de confusión espectral entre clases. Para el efecto, se propone un método de análisis de imágenes que consta 
de cuatro fases: (a) asignación difusa de clases, (b) segmentación difusa, (c) análisis de atributos y (d) asignación discreta 
de clases. El método se utiliza para realizar la clasi� cación de la cobertura del suelo en una zona urbana de Bogotá. Los 
resultados demuestran que el método permite alcanzar mejor exactitud temática que otros métodos basados en pixeles y 
en objetos de imagen discretos. Se concluye que los objetos de imagen con fronteras difusas constituyen una alternativa 
útil para resolver problemas complejos de clasi� cación.

Palabras clave: análisis de imágenes orientado a objetos, cobertura del suelo urbano, objetos con fronteras difusas.

ABSTRACT

Urban land cover classi� cation from high spatial resolution multispectral images is problematic due to similarity 
of spectral response from di� erent categories. One possible solution to this problem relies on grouping pixels into 
discrete objects and using such image objects as building blocks for analysis. Although successful in many instances, 
this technique does not always produce high thematic accuracies. � is paper investigates the potential of using image 
objects with fuzzy boundaries in order to overcome spectral confusion between classes. To this end, we propose an 
image analysis method that consists of four phases: (a) fuzzy grouping, (b) fuzzy segmentation, (c) attribute analysis, 
and (d) categorical class assignment. � e method is used for the classi� cation of urban land cover in an urban area of 
Bogotá. Results demonstrate that the proposed method achieves better accuracy than   pixel and discrete object based 
methods. We conclude that fuzzy image objects provide a useful framework to solve complex problems of classi� cation.

Keywords: image objects based image analysis, urban land cover, objects with fuzzy boundaries. 

Introducción

Una apropiada clasi� cación de la cobertura del suelo urbano 
es útil en diversas aplicaciones que incluyen modelamiento 
hidrológico y climático, gestión ambiental y zoni� cación de 
usos del suelo. En las décadas pasadas la mayoría de aplicaciones 

de percepción remota no se enfocaron en ambientes urbanos 
debido a la limitada resolución espacial de las imágenes mul-
tiespectrales disponibles. Ello se explica porque las técnicas 
tradicionales, basadas en el análisis de pixeles individuales, 
no permiten obtener clasi� caciones con� ables a partir de 
imágenes cuyos tamaños de pixel son más grandes que el 
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tamaño de los objetos de interés. Aunque la disponibilidad de 
imágenes de resolución espacial más � na desde principios del 
siglo XXI no resolvió el problema, sí sugirió la conveniencia 
de incluir el dominio espacial y no solo el dominio espectral 
en el proceso de análisis de imágenes (Jensen, 2006; De Jong 
y Freek, 2006; � omas et al., 2003).

El nuevo paradigma para analizar imágenes de alta resolu-
ción espacial es el denominado “análisis de imágenes basado 
en objetos geográ� cos” (Geobia, por sus siglas en inglés). 
Geobia utiliza técnicas de segmentación para agrupar pixeles 
en objetos de imágenes con fronteras discretas, como un 
primer paso para extraer clases u objetos existentes en el 
mundo real (Hay y Castilla, 2008). Diversos trabajos han 
demostrado que usando objetos de imágenes discretos en 
lugar de pixeles, es posible incluir propiedades espaciales 
que mejoran los resultados del proceso de clasi� cación 
(Blaschke et al., 2006; Lang et al., 2006). 

Aunque el paradigma Geobia ha probado ser útil en diver-
sos estudios urbanos (por ejemplo, Wei et al., 2005; Zhou 
et al., 2007), no puede considerarse como una panacea: 
cuando las clases de interés se superponen en el dominio 
espectral, es difícil obtener exactitudes de clasi� cación muy 
altas (Platt y Rapoza, 2008). En particular, la creación de 
objetos de imagen discretos requiere el uso de métodos 
de prueba y error para obtener los parámetros de segmen-
tación óptimos para cada imagen y aplicación especí� ca. 
En muchas ocasiones, la segmentación de imágenes se 
convierte en una tarea dispendiosa que no siempre tiene 
éxito (Lang et al., 2006). Dependiendo de la complejidad 
del paisaje, la calidad de la imagen y las habilidades del 
usuario, la segmentación de una imagen puede producir 
objetos de imagen que representan objetos geográ� cos, 
partes de dichos objetos, agrupaciones de dichos objetos 
o simplemente ruido (Schiewe et al., 2001).

Una segmentación exitosa produce objetos de imagen que 
representan de una manera apropiada los objetos geográ� cos 
de interés. Sin embargo, una segmentación es afectada por 
anomalías del sensor, sombras, diferencias en iluminación 
(Bezdek et al., 1999). Este problema se agrava en zonas ur-
banas en las cuales existen objetos geográ� cos de diferentes 
tamaños que exhiben alta heterogeneidad espectral  (Herold 
et al., 2003). Más aún, diferentes categorías de coberturas 
del suelo pueden estar compuestas de materiales similares y 
no tienen fronteras discretas entre ellas (por ejemplo, las vías 
con pavimento asfáltico y las cubiertas de construcciones 

hechas en tela asfáltica) (Mesev, 2003). La segmentación 
discreta no tiene en cuenta esa ambigüedad espectral toda 
vez que  los objetos de imagen son regiones discretas en las 
cuales la membresía de un pixel sólo puede tomar uno de 
dos valores posibles, 1 si el pixel es miembro de la región 
y 0 si el pixel no es miembro de ella.

Lizarazo y Elsner (2008) propusieron la segmentación di-
fusa de imágenes como una alternativa para realizar análisis 
Geobia. La segmentación difusa es un proceso supervisado 
que reconoce que los pixeles de una imagen pueden tener 
membresía parcial y múltiples a diferentes clases. A dife-
rencia de la segmentación discreta que produce una sola 
imagen con regiones cuyos límites están bien de� nidos y 
cuya asignación temática es desconocida, la segmentación 
difusa produce un conjunto de imágenes que representan 
regiones con límites indeterminados y con  asignación 
temática inde� nida o ambigua. Estas regiones pueden ser 
posteriormente transformadas en diferentes  tipos de objetos 
de imagen, cada uno representando características espacia-
les o temáticas diferentes (Cheng et al., 2001).    Existen 
algunos trabajos previos que muestran el potencial de la 
segmentación difusa de imágenes para realizar  clasi� cación 
categórica y clasi� cación continua de cobertura del suelo 
usando imágenes multiespectrales e hiperespectrales. El 
lector interesado puede consultar, por ejemplo, Lizarazo y 
Elsner (2009), Lizarazo y Barros (2010) y Lizarazo (2012). 

El objetivo de este artículo es evaluar el potencial predictivo 
de los objetos de imagen difusos  y comparar su desempeño 
con el que ofrecen otros métodos de clasi� cación basados 
en pixeles y en objetos de imagen discretos. Para el efecto 
se realiza un experimento de clasi� cación de la cobertura 
del suelo en el contexto de la complejidad y ambigüedad 
espectral que caracteriza la capital colombiana. 

Metodología

Área de estudio

El área de estudio es una pequeña zona urbana localizada 
en Bogotá (Colombia), de dimensiones 842 m x 825 m, en 
la cual existen siete categorías de cobertura del suelo: vías, 
construcciones  de media re� ectancia, construcciones de alta 
re� ectancia, pastos, árboles, agua y suelo descubierto. El terreno 
es plano con elevación de 2.600 m sobre el nivel medio del 
mar. Los usos del suelo son residencial y recreacional. La � gura 
1 muestra la localización y delimitación del área de estudio.
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El objetivo de este artículo es evaluar el 
potencial predictivo de los objetos de imagen 
difusos  y comparar su desempeño con el que 
ofrecen otros métodos de clasificación 
basados en pixeles y en objetos de imagen 
discretos. Para el efecto se realiza un 
experimento de clasificación de la cobertura 
del suelo en el contexto de la complejidad y 
ambigüedad espectral que caracteriza la 
capital colombiana.  
 
METODOLOGIA 

 
Área de Estudio 
 
El área de estudio es una pequeña zona 
urbana localizada en Bogotá (Colombia), de 
dimensiones 842 m x 825 m, en la cual 
existen siete categorías de cobertura del 
suelo: vías, construcciones  de media 
reflectancia, construcciones de alta 
reflectancia, pastos, árboles, agua y suelo 
descubierto. El terreno es plano con elevación 
de 2600 m sobre el nivel medio del mar. Los 
usos del suelo son residencial y recreacional. 
La Figura 1 muestra la localización y 
delimitación del área de estudio. 

 
 Figura 1. El área de estudio, una zona urbana localizada en Bogotá (Colombia), cubre el pequeño 
             rectángulo de color rojo que se muestra en el centro de una imagen Landsat (lado izquierdo). 
 
Datos 
 
La imagen utilizada es una imagen multi-
espectral QuickBird adquirida en 2004 por 
DigitalGlobe en cuatro bandas: azul (centrada 
en 479.5 nm), verde (546.5 nm), roja (654 
nm) e infraroja-cercana (814.5 nm). Dicha 
imagen tiene 352 columnas y 344 filas. La 
resolución espacial es 2.44 m y la resolución 

radiométrica es 11 bits. La Figura 2 muestra 
las cuatro bandas que componen la imagen. 
 
Las clases de cobertura del suelo se 
representan usando el esquema de 
clasificación mostrado en la Tabla 1, cuyos 
códigos han sido definidos de acuerdo con el 
sistema de clasificación USGS (Anderson et 
al., 1976).  

 

Figura 1. El área de estudio, una zona urbana localizada en Bogotá (Colombia), cubre el pequeño rectángulo 
de color rojo que se muestra en el centro de una imagen Landsat (lado izquierdo).

Figura 2. Imagen multiespectral QuickBird: (a) Banda 1 (azul) , (b) Banda 2 (verde), (c) Banda 3 (roja) 
con pixeles de entrenamiento superpuestos, (d) Banda 4 (infrarrojo cercano) con pixeles de validación superpuestos.UD y La GEOMATICA. Vol. Z, Enero-Diciembre 201Z 
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Figura 2. Imagen multi-espectral QuickBird: (a) Banda 1 (azul) , (b) Banda 2 (verde), (c) Banda 3 (roja) con 
pixeles de entrenamiento superpuestos, (d) Banda 4 (infrarojo cercano) con pixeles de validación 
superpuestos. 

 

Fuente: Autor

Fuente: Autor
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Datos

La imagen utilizada es una imagen multiespectral QuickBird 
adquirida en 2004 por DigitalGlobe en cuatro bandas: azul 
(centrada en 479.5 nm), verde (546.5 nm), roja (654 nm) 
e infrarroja-cercana (814.5 nm). Dicha imagen tiene 352 
columnas y 344 � las. La resolución espacial es 2.44 m y la 
resolución radiométrica es 11 bits. La � gura 2 muestra las 
cuatro bandas que componen la imagen.

Las clases de cobertura del suelo se representan usando 
el esquema de clasi� cación mostrado en la tabla 1, cuyos 
códigos han sido de� nidos de acuerdo con el sistema de 
clasi� cación USGS (Anderson et al., 1976). 

Tabla 1. Esquema de clases de cobertura 

Código Nombre Pixeles de
entrenamiento

Pixeles de
evaluación

148 Vías 145 154
180 Construc.1 162 89
183 Construc.2 10 61
311 Pastos 59 62
325 Árboles 23 49
521 Agua 25 34
731 Suelo 17 29

441 478

Fuente: Autor

Descripción conceptual del método de análisis

La � gura 3 muestra el diagrama de � ujo de procesos que 
conforman el método utilizado para realizar la clasi� cación 
de cobertura, el cual pertenece a la categoría de métodos 
supervisados de clasi� cación y comprende cuatro fases: 
(a) asignación difusa de clases, (b) segmentación difusa, 
(c) análisis de atributos y (d) asignación discreta de clases.

La fase de asignación difusa de clases permite obtener, a 
partir de la imagen multiespectral y de unas muestras de 
entrenamiento,  siete bandas nuevas que se conceptualizan 
como regiones difusas. Cada región difusa  almacena el 
grado de membresía de cada pixel a una categoría de co-
bertura del suelo especí� ca. Cada región difusa se entiende 
como una agrupación de objetos de imagen II, es decir,  
objetos que tienen límites  indeterminados (denotados por 
la primera I) y categorías temáticas inciertas (denotados 
por la segunda I).

La fase de segmentación difusa permite obtener, a partir de 
las siete regiones difusas obtenidas previamente, dos ban-
das nuevas.  La primera de esas bandas es una imagen que 
agrupa objetos de imagen que tienen límites de� nidos y 
categorías  temáticas inciertas. Esta banda es una agrupación 
de objetos DI, en los cuales la letra D representa los límites 
discretos o de� nidos y la letra I representa las categorías 
inciertas. La segunda de esas bandas es una imagen que 

Figura 3. Flujo esquemático de los procesos utilizados para obtener clases de cobertura del suelo a partir de objetos 
de imagen difusos. Cada una de las cuatro fases del método se resalta en color gris.
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La Figura 3 muestra el diagrama de flujo de 
procesos que conforman el método utilizado 
para realizar la clasificación de cobertura. El 
método, que pertenece a la categoría de 
métodos supervisados de clasificación,  
comprende cuatro fases: (a) asignación difusa 
de clases, (b) segmentación difusa, (c) 
análisis de atributos y (d) asignación discreta 
de clases. 
 
 
 
 

 
Figura 3. Flujo esquemático de los procesos utilizados para obtener clases de cobertura del suelo a partir de 
objetos de imagen difusos. Cada una de las cuatro fases del método se resalta en color gris. 
 
 

 

La fase de asignación difusa de clases 
permite obtener, a partir de la imagen multi-
espectral y de unas muestras de 
entrenamiento,  siete bandas nuevas que se 
conceptualizan como regiones difusas. Cada 
región difusa  almacena el grado de 
membresía de cada pixel a una categoría de 
cobertura del suelo específica. Cada región 

difusa se entiende como una agrupación de 
objetos de imagen II, es decir  objetos que 
tienen límites  indeterminados (denotados por 
la primera I) y categorías temáticas inciertas 
(denotados por la segunda I). 
 
La fase de segmentación difusa permite 
obtener, a partir de las siete regiones difusas 

Fuente: Autor
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agrupa objetos de imagen con límites indeterminados y 
asignación temática discreta o cierta.  Esta banda es por 
tanto una agrupación de objetos ID.

La fase de  análisis de atributos permite extraer un con-
junto relevante de propiedades espectrales y espaciales de 
los objetos de imagen difusos creados en la etapa anterior 
con la intención de resolver la ambigüedad espectral de las 
diferentes clases de cobertura. 

La fase de  asignación discreta de clases  permite obtener, a 
partir de las imágenes que representan objetos de imagen 
difusos o atributos espectrales y espaciales de dichos objetos, 
y del conjunto original  de muestras de entrenamiento, una  
imagen que representa las categorías de cobertura del suelo 
que existen en la zona de estudio.

Implementación del método de análisis

En la fase de asignación difusa de clases se utilizó la técnica 
conocida como máquinas de soporte vectorial (SVM, por 
sus siglas en inglés) (Hastie et al., 2001) para realizar una 
regresión supervisada y obtener objetos de imagen difusos 
II. En estos objetos cada pixel tiene almacenado un valor 
de membresía a cada clase de interés en el rango entre  0 
y 1. La suma total de membresías de un pixel no puede 
ser mayor que 1.

Las muestras de entrenamiento utilizadas se muestran en la 
� gura 2c. Hay que anotar que dichas muestras representan 
menos del 0.5% de los pixeles de la imagen. 

En la fase de  segmentación difusa, las siete regiones difusas 
se transformaron en una imagen de  objetos DI. Los límites 
discretos de esos objetos se obtuvieron utilizando el operador 
difuso de t-conorma MAX que realiza una unión lógica de 
acuerdo con la ecuación (1) (Ross, 2004):

MAX = max (µi1, µi2, …, µic )     (1)

donde max() indica el valor de membresía máximo del pixel 
ith a la clase c. Luego de aplicar ese operador, los pixeles con-
tiguos pertenecientes a una misma clase fueron agrupados 
para crear objetos con límites discretos y con categorías 
discretas o ciertas (es decir objetos DD). Finalmente, a 
los pixeles de cada objeto DD  se les asignó nuevamente 
el valor de membresía máximo, lo cual permitió obtener 
objetos DI.

Por otra parte, los límites indeterminados de los objetos 
ID  se obtuvieron mediante la de� nición de un límite 
condicional expresado por el índice de confusión (CI) de 
acuerdo con la ecuación (2) (Burrough et al., 1997):

CI = 1 – [µmaxi   – µi(max-1)i ]     (2)

donde µmaxi   y µi(max-1)i  son, respectivamente, el más alto y 
el  segundo más alto valor de membresía del pixel  ith. Los 
valores de CI están en el rango [0,1], donde los valores 
cercanos a 1 representan zonas de mayor incertidumbre 
temática. Una región difusa ID sigue la representación egg-
yolk propuesta por Cohn y Gotts (1996). En este estudio se 
obtuvieron tres regiones difusas ID mediante la unión de 
núcleos discretos (usando como umbrales las membresías 
0.80, 0.70 y 0.60) y la frontera condicional representada 
por CI. Para el efecto se utilizó la ecuación (3) (Lizarazo 
y Barros, 2010):

IF MAX >= UMBRAL, THEN ID = MAX, OTHERWISE 
ID = CI   (3)

En la fase de  análisis de atributos se midieron los siguientes 
atributos espectrales y espaciales: (a) mediana de cada una 
de las bandas  en cada objeto DD, y (b) índices DAN entre 
objetos de imagen II correspondientes a vías y cada tipo 
de construcción.

El índice DAN (diferencia absoluta normalizada)   expresa 
el traslapo existente entre objetos difusos II y está de� nido 
por la ecuación 4 (Lizarazo y Barros, 2010):

DAN = | µiA - µiB | / (µiA + µiB) (4)

donde µiA  y  µiB representan los valores de membresía del 
pixel  ith a las clases A y B, respectivamente. Dichos valores 
de membresía se evalúan usando el valor promedio en una 
ventana de 3 x 3 pixeles. El valor DAN es un indicador del 
traslapo existente entre dos regiones difusas II especí� cas. 
Los valores ANDI están en el rango  [0,1]. Los valores DAN 
cercanos a 0 representan zonas de inde� nición temática.

En la fase de  asignación discreta de clases se utilizó una 
máquina de soporte vectorial para realizar la clasi� cación 
categórica de la cobertura del suelo. Las variables predictoras 
usadas para ajustar el modelo SVM fueron las siguientes:
• Objetos difusos DI
• Objetos difusos ID con umbral = 0.8
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• Objetos difusos ID con umbral = 0.7
• Objetos difusos ID con umbral = 0.6
• Índice DAN entre regiones II correspondientes a vías 

y construcciones de media re� ectancia
• Índice DAN entre regiones II correspondientes a vías 

y construcciones de alta re� ectancia
• Valor de la mediana de la banda 1 dentro de objetos DD
• Valor de la mediana de la banda 2 dentro de objetos DD
• Valor de la mediana de la banda 3 dentro de objetos DD
• Valor de la mediana de la banda 4 dentro de objetos DD

La muestra de entrenamiento de esta máquina vectorial 
fue la misma utilizada para realizar la fase de agrupación 
difusa. El modelo SVM se construyó utilizando el procedi-

miento automatizado descrito en Lizarazo y Elsner (2008), 
el cual permite encontrar parámetros funcionales óptimos. 
Dicho modelo utilizó una función de base radial (RBF) 
para transformar el espacio original espectral en un nuevo 
espacio que permitiera encontrar un hiperplano óptimo 
de separación (Hastie et al., 2001).

El paso � nal del proceso consistió en la evaluación de la 
exactitud temática de la clasi� cación. Para el efecto se utilizó 
la muestra de evaluación, mostrada en la � gura 2d, que 
representa el 0.5% del tamaño de la imagen.

El método descrito anteriormente se implementó utilizando 
el software estadístico R versión 2.15.2 (R Development 

Figura 4. Regiones difusas agrupando objetos de imagen difusos  II que representan valores de membresía de cada pixel a cada 
una de las clases de interés: (a) vías, (b) construcciones de reflectancia media, (c) construcciones de reflectancia alta, (d) pastos, 

(e) árboles, (f ) agua, (g) suelo descubierto. En (h) se muestra una imagen pancromática como referencia visual.UD y La GEOMATICA. Vol. Z, Enero-Diciembre 201Z 
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Figura 4. Regiones difusas agrupando objetos de imagen difusos  II que representan valores de membresía de 
cada pixel a cada una de las clases de interés: (a) vías, (b) construcciones de reflectancia media, (c) 
construcciones de reflectancia alta, (d) pastos, (e) árboles, (f) agua, (g) suelo descubierto. En (h) se 
muestra una imagen pancromática como referencia visual. 

 
La Figura 5 muestra cuatro regiones difusas 
obtenidas en la fase de segmentación difusa: 
(a) objetos de imagen DI, (b) objetos de 
imagen DD,   (c)  objetos  de imagen  ID  con  

umbral de membresía igual a 0.8, y (d) 
objetos de imagen ID con umbral de 
membresía igual a 0.7. 
 
 
 

Fuente: Autor
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Core Team, 2012). Además de la librería base se utilizaron 
los siguientes paquetes: rgdal, sp, raster, maptools, RSAGA 
y e1071. 

Resultados

La � gura 4 muestra siete regiones difusas II obtenidas en 
la fase de asignación difusa: (a) vías, (b) construcciones de 
re� ectancia media, (c) construcciones de re� ectancia alta, 
(d) pastos, (e) árboles, (f ) agua, y (g) suelo descubierto. 

La � gura 5 muestra cuatro regiones difusas obtenidas en la 
fase de segmentación difusa: (a) objetos de imagen DI, (b) 

objetos de imagen DD,   (c)  objetos  de imagen  ID  con 
umbral de membresía igual a 0.8, y (d) objetos de imagen 
ID con umbral de membresía igual a 0.7.

La � gura 6 muestra propiedades de regiones difusas ob-
tenidas en la fase de análisis de atributos: (a) índice DAN 
entre vías y construcciones de re� ectancia media, (b) índice 
DAN entre vías y construcciones de  re� ectancia alta, (c) 
valor de la mediana de la banda 1  en objetos de imagen 
DD, y (d) valor de la mediana de la banda 2 en objetos 
de imagen DD.

Figura 5. Regiones difusas obtenidas en la fase de segmentación: (a) objetos de imagen DI, (b) objetos de imagen DD, (c) 
objetos de imagen ID con umbral de membresía de 0.80,  (d) objetos de imagen ID con umbral de membresía de 0.70. Lizarazo – Clasificación de la cobertura del suelo urbano 

UD y La GEOMATICA. Vol. Z(Y), Enero-Diciembre 201Z.9  

Figura 5. Regiones difusas obtenidas en la fase de segmentación: (a) objetos de imagen DI, (b) objetos de 
imagen DD, (c) objetos de imagen ID con umbral de membresía de 0.80,  (d) objetos de imagen ID 
con umbral de membresía de 0.70.  

 

La Figura 6 muestra propiedades de regiones 
difusas obtenidas en la fase de análisis de 
atributos: (a) índice DAN entre vías y 
construcciones de reflectancia media, (b) 
índice DAN entre vías y construcciones de  

reflectancia alta, (c) valor de la mediana de la 
banda 1  en objetos de imagen DD, y (d) 
valor de la mediana de la banda 2 en objetos 
de imagen DD. 

 
 
 
 
 
 
 

Fuente: Autor
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Figura 6. Propiedades de regiones difusas: (a) índice DAN entre vías y construcciones de re� ectancia media, 
(b) índice DAN entre vías y construcciones de re� ectancia alta, (c) valor de la mediana de la banda 1 en objetos 

de imagen DD, y (d) valor de la mediana de la banda 2 en objetos de imagen DD. 

UD y La GEOMATICA. Vol. Z, Enero-Diciembre 201Z 
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Figura 7. Clasificación de cobertura del suelo en la zona de estudio: (a) usando objetos difusos (PCC=0.86), (b) usando 
objetos discretos (PCC=0.69),  (c) usando clasificación difusa por pixeles (PCC=0.75), y  (d) usando clasificación de máxima 

probabilidad por pixeles (PCC=0.66). Lizarazo – Clasificación de la cobertura del suelo urbano 

UD y La GEOMATICA. Vol. Z(Y), Enero-Diciembre 201Z.11  
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(b) usando objetos discretos (PCC=0.69),  (c) usando clasificación difusa por pixeles (PCC=0.75), y  
(d) usando clasificación de máxima probabilidad por pixeles (PCC=0.66).  

 

Fuente: Autor
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Tabla 2.  Exactitud temática de clasificación de cobertura usando objetos difusos.

Clase Vías Construc. 1 Construc. 2 Pastos Árboles Agua Suelo Total

Vías 136 7 2 1 2 0 1 149
Construc. 1 16 85 20 0 4 0 6 131
Construc. 2 0 0 31 0 0 0 1 32

Pastos 2 0 1 61 0 0 0 64
Árboles 0 0 0 0 43 0 0 43
Agua 0 0 0 0 0 34 0 34
Suelo 0 1 3 0 0 0 21 25
Total 154 93 57 62 49 34 29 478

Exactitud 
global

PCC = 0.86
Intervalo de PCC en el 95% de con� abilidad =  [ 0.83, 0.89 ]

Tabla 3. Exactitud de clasificación de cobertura usando objetos discretos.

Clase Vías Construc. 1 Construc. 2 Pastos Árboles Agua Suelo Total

Vías 90 7 4 0 4 9 0 114
Construc. 1 63 92 24 1 1 0 7 188
Construc. 2 0 0 23 0 0 0 0 23

Pastos 1 0 0 42 0 0 4 47
Árboles 0 0 0 0 44 0 2 46
Agua 0 0 0 0 0 25 0 25
Suelo 0 0 0 19 0 0 16 35
Total 154 99 51 62 49 34 29 478

Exactitud 
global

PCC = 0.69
Intervalo de PCC en el 95% de con� abilidad =  [ 0.66, 0.72 ]

Tabla 4. Exactitud de clasificación de cobertura usando lógica difusa y pixeles.

Clase Vías Construc. 1 Construc. 2 Pastos Árboles Agua Suelo Total

Vías 136 45 0 0 0 0 0 181
Construc. 1 17 37 2 0 1 0 0 57
Construc. 2 0 5 59 0 0 14 6 84

Pastos 0 0 0 36 1 0 0 37
Árboles 0 0 0 2 46 0 0 48
Agua 0 0 0 0 0 20 0 20
Suelo 1 2 0 24 1 0 23 51
Total 154 89 61 62 49 34 29 478

Exactitud 
global

PCC = 0.75
Intervalo de PCC en el 95% de con� abilidad =  [ 0.72, 0.78 ]

Fuente: Autor
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Tabla 5.  Exactitud de clasificación de cobertura usando máxima probabilidad y pixeles.

Clase Vías Construc. 1 Construc. 2 Pastos Árboles Agua Suelo Total

Vías 46 8 0 0 0 0 0 54
Construc. 1 106 72 0 2 2 14 1 197
Construc. 2 1 9 61 4 0 0 11 86

Pastos 1 0 0 56 1 0 4 62
Árboles 0 0 0 0 46 1 0 47
Agua 0 0 0 0 0 19 0 19
Suelo 0 0 0 0 0 0 13 13
Total 154 89 61 62 49 34 29 478

Exactitud 
global

PCC = 0.66
Intervalo de PCC en el 95% de con� abilidad =  [ 0.63, 0.69 ]

Fuente: Autor

Discusión de resultados

La  � gura 7a muestra la clasi� cación de cobertura del suelo 
obtenida mediante el método basado en objetos de imagen 
difusos. Como referencia, la mejor clasi� cación obtenida 
mediante el método basado en objetos de imagen discretos, 
usando las técnicas Geobia convencionales se muestra  en 
la � gura 7b. Adicionalmente, el resultado de realizar la cla-
si� cación basada en pixeles usando lógica difusa se muestra 
en la � gura 7c. Finalmente, el resultado de realizar la cla-
si� cación basada en pixeles usando el método de máxima 
probabilidad  se muestra en la � gura 7d. La clasi� cación 
basada en objetos discretos se realizó utilizando el software 
Erdas Imagine. Las dos clasi� caciones basadas en pixeles  
se realizaron usando el software Idrisi.                     

Es evidente que el método de análisis de imágenes basado 
en objetos difusos permitió obtener clases de cobertura más 
“limpias” que las obtenidas mediante los otros métodos. 
La exactitud temática global, medida como porcentaje de 
clasi� cación correcta (PCC), alcanzó un valor de 86%. Las 
matrices de error y los valores de PCC correspondientes 
a cada uno de los métodos indicados se muestran en las 
tablas 2, 3, 4 y 5.

Aunque el método basado en objetos difusos alcanzó los 
mejores resultados, es claro que la confusión entre vías 
y construcciones de re� ectancia media (indicadas como 
Construc. 1 en las tablas) no se resolvió completamente. Esta 
confusión puede ser explicada por el hecho de que muchos 
objetos geográ� cos pertenecientes a esas clases de cobertura 
contienen asfalto y concreto en proporciones similares. 

De manera inesperada, la confusión entre los dos tipos de 
construcción, aquellas cuya re� ectancia es alta (por ejem-
plo, cubiertas metálicas o en � bra de vidrio) y aquella cuya 
re� ectancia es media (por ejemplo, cubiertas de concreto, 
asbesto-cemento o ladrillo) también fue alta. Este problema 
puede ser causado debido a la mezcla de diferentes mate-
riales en una sola cubierta, lo mismo que por el tamaño 
pequeño de la muestra de entrenamiento de la clase de 
construcciones cuya re� ectancia es alta (denotada en las 
tablas como Construc. 2).

Los resultados muestran que el método de clasi� cación 
basado en objetos difusos permite obtener una exactitud 
temática aceptable en ambientes urbanos complejos. Ello 
sugiere que la aplicación de conjuntos difusos (Zadeh, 
1965; Mendel, 2001) proporciona información útil para 
el análisis de imágenes que los objetos discretos, basados 
en lógica booleana o clásica, no pueden suministrar. 

Aunque la exactitud temática obtenida mediante objetos 
difusos se puede considerar aceptable para muchos propósitos 
prácticos, una evaluación visual de la imagen clasi� cada 
muestra que los límites de las diferentes clases de cobertura 
no están de� nidos completamente. Esto signi� ca, por una 
parte, que la integración posterior entre los resultados de 
una clasi� cación temática y  datos geográ� cos existentes en 
formato vectorial puede causar eventuales problemas. Por 
otra parte, esa situación es inherente a cualquier proceso de 
clasi� cación digital y es una muestra evidente de las limita-
ciones de exactitud posicional  que tienen las clasi� caciones 
que utilizan únicamente información derivada de sensores 
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pasivos. Al respecto, es pertinente realizar investigaciones 
sobre métodos de posclasi� cación que permitan  eliminar 
ruido y  suavizar las imágenes sin comprometer la exactitud 
� nal (Rencai et al., 2006).

Teniendo en cuenta que en este estudio no se analizó sino 
un pequeño conjunto de atributos espectrales y espaciales 
de los objetos difusos II, ID, y DI  es procedente examinar 
la utilidad de propiedades adicionales que han sido pro-
puestas para objetos “espacialmente vagos” (Chanussot et 
al., 2005; Dilo et al., 2006; Verstraete et al., 2007; Zinn 
et al., 2007).

Conclusiones 

La principal contribución de este artículo es que demuestra 
que el método de clasi� cación basado en objetos difusos 
permite resolver, hasta cierto punto, la ambigüedad espectral 
que caracteriza ambientes urbanos. Su aplicación permite 
obtener exactitudes temáticas superiores a las obtenidas 
mediante técnicas de análisis basadas en objetos de imagen 
discretos o en pixeles individuales. 

El método propuesto tiene las siguientes ventajas respecto 
a la clasi� cación basada en objetos de imagen discretos: 
(a) simplicidad: el usuario debe suministrar únicamente 
muestras de entrenamiento con� ables y puede olvidarse de 
realizar pruebas de ensayo y error para obtener parámetros 
óptimos de segmentación; (b) � exibilidad: el usuario puede 
utilizar diferentes métodos de aprendizaje de máquina para 
ejecutar cada una de las fases del método; y (c) bajo costo: el 
usuario puede usar herramientas de software libre y gratuito 
para realizar clasi� cación de la cobertura del suelo urbano. 
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