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Актуальность разработки интеллектуальной автоматизированной системы диагностики (ИАСД) рака легкого
(РЛ) связана с социальной значимостью этого заболевания и его лидирующей позицией в структуре онкологиче-
ской заболеваемости. Теоретически применение ИАСД возможно как на этапе скрининга, так и в уточненной
диагностике РЛ. Применяемые подходы к обучению ИАСД не учитывают клинико-рентгенологическую класси-
фикацию и особенности клинических форм РЛ, используемые медицинским сообществом. С этим связаны труд-
ности применения разрабатываемых в настоящее время систем. Авторы придерживаются мнения, что прибли-
женность разрабатываемой ИАСД к «логике врача» способствует лучшей воспроизводимости и интерпретируе-
мости результатов при ее использовании. Большинство описанных в литературе ИАСД созданы на основе ней-
ронных сетей, которые обладают рядом недостатков, влияющих на  воспроизводимость при использовании
системы. Данная работа отражает применение комбинированного алгоритма с использованием методов машин-
ного обучения, таких как глубокий лес и сиамская нейронная сеть, что является более эффективным подходом
при малой выборке обучающих данных и оптимальным с точки зрения воспроизводимости. Открытые базы дан-
ных, применяемые при разработке ИАСД, включают размеченные, но в ряде случаев не подтвержденные мор-
фологически находки. В  статье приводится описание базы данных LIRA, созданной на  материале Санкт-
Петербургского клинического научно-практического центра специализированных видов медицинской помощи
(онкологический), которая включает только компьютерные томограммы пациентов с верифицированным диаг-
нозом. В статье описаны этапы машинного обучения по признакам формы, внутренней структуры, а также новая
разработанная архитектура дифференциальной диагностики образований на основе сиамских нейронных сетей.
Также отражен способ понижения размерности данных для более эффективного и быстрого обучения системы.
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The relevance of developing an intelligent automated diagnostic system (IADS) for lung cancer (LC) detection stems
from the social significance of this disease and its leading position among all cancer diseases. Theoretically, the use of
IADS is possible at a stage of screening as well as at a stage of adjusted diagnosis of LC. The recent approaches to trai-
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Введение. Своевременная диагностика рака лег-
кого (РЛ) сегодня является одной из приоритетных
задач прикладной медицины. Это основано на имею-
щихся данных раковых регистров мира, которые
констатируют лидирующую позицию РЛ в структуре
онкологической заболеваемости [1, 2]. Из миллиона
ежегодно диагностированных онкологических забо-
леваний на долю рака легкого приходится 12%. Рост
заболеваемости РЛ с начала ХХ века в индустриаль-
но развитых странах связан не только с факторами
окружающей среды (условиями деревообрабаты-
вающей, металлургической промышленности, кера-
мического, асбестоцементного и  фосфатного про-
изводства), но и с вредными привычками. Доказана
прямая зависимость заболеваемости РЛ от  роста
употребления табака. В большинстве стран рак лег-
кого лидирует в структуре онкологической смертно-
сти [3].

С точки зрения методологического подхода диаг-
ностика рака легкого подразделяется на  скрининг,
первичную и  уточненную диагностику. Системы
искусственного интеллекта (ИИ) рассматриваются
в качестве вспомогательного инструмента для врача
на всех этапах. Например, авторы работы [4] пока-
зывают, что одной из точек приложения результатов,
полученных в  пилотном проекте, посвященном
скринингу РЛ на основе низкодозной компьютерной
томографии (НДКТ), является развитие автомати-
зированных систем диагностики.

Разработка системы ИИ в уточненной диагностике
рака легкого означает, что должны быть учтены
и  автоматически обработаны те признаки, которые
характеризуют это заболевание и отличают его от дру-
гих с точки зрения паттернов злокачественности.

Таким образом, необходимость создания систем
искусственного интеллекта в диагностике РЛ обосно-
вана с  точки зрения эпидемиологической ситуации.
Применение ИИ может быть направлено как

на скрининг, так и на дифференциальную диагностику
РЛ в зависимости от поставленной задачи.

Все имеющиеся и  описанные интеллектуальные
автоматизированные системы диагностики (ИАСД)
заболеваний основаны на  машинном обучении
(МО) — раздел ИИ, который изучает методы построе-
ния алгоритмов, обучения системы на  имеющихся
данных (например, историях болезней, рентгеновских
и КТ снимках, фотографиях и т.д.), которые впослед-
ствии смогут быть инструментом для распознавания
новых данных (новых пациентов) или прогнозирова-
ния. В медицинских ИАСД применяется подход super-
vised learning (обучение с учителем), где врач выпол-
няет роль эксперта для «обучения» системы [5].

Методические подходы в  разработке искус-
ственного интеллекта. С точки зрения упрощения
обработки данных, авторы работы [6] разделяют все
образования на четыре группы:

1) образование не имеет границ с  соседними
сосудами или другими анатомическими структурами;

2) образование расположено в  центральной
части легкого и имеет значительные связи с соседни-
ми сосудами;

3) образование находится вблизи поверхности
плевры;

4) образование имеет некоторую прикрепленную
часть к соседней поверхности плевры.

На первый взгляд можно предположить, что
такой подход с учетом описанных выше групп упро-
щает разработку систем диагностирования опухолей
легких [7–9]. Данный подход применим с точки зре-
ния сегментации изображений КТ, вместе с  тем он
абсолютно не учитывает клинико-рентгенологиче-
скую классификацию РЛ, сформулированную и при-
меняемую медицинским сообществом в  клиниче-
ской практике. Кроме того, данные категории объ-
ектов, принимаемых за РЛ при таком подходе, могут
быть характерны для РЛ с узловым типом роста и не
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ning the IADS do not take into account the clinical and radiological classification as well as peculiarities of the LC cli-
nical forms, which are used by the medical community. This defines difficulties and obstacles of using the available
IADS. The authors are of the opinion that the closeness of a developed IADS to the «doctor’s logic» contributes to a
better reproducibility and interpretability of the IADS usage results. Most IADS described in the literature have been
developed on the basis of neural networks, which have several disadvantages that affect reproducibility when using the
system. This paper proposes a composite algorithm using machine learning methods such as Deep Forest and Siamese
neural network, which can be regarded as a more efficient approach for dealing with a small amount of training data and
optimal from the reproducibility point of view. The open datasets used for training IADS include annotated objects which
in some cases are not confirmed morphologically. The paper provides a description of the LIRA dataset developed by
using the diagnostic results of St.  Petersburg Clinical Research Center of Specialized Types of Medical Care
(Oncology), which includes only computed tomograms of patients with the verified diagnosis. The paper considers sta-
ges of the machine learning process on the basis of the shape features, of the internal structure features as well as a new
developed system of differential diagnosis of LC based on the Siamese neural networks. A new approach to the feature
dimension reduction is also presented in the paper, which aims more efficient and faster learning of the system.
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включают многообразие гистологических форм РЛ,
таких как аденокарцинома со стелящимся типом
роста (lepidic adenocarcinoma), муцинозная карци-
нома и  т.д., признаки которых находят отражение
при компьютерной томографии. Кроме того, отдель-
ной задачей является дифференциальная диагности-
ка «образований» в легких, которые имеют схожие
признаки с РЛ, но таковым не являются. В диффе-
ренциально-диагностическом ряду с  РЛ на  первом
месте находится туберкулез, пневмония, одиночные
метастазы рака других локализаций, реже схожими
паттернами могут обладать инфаркт легкого, нету-
беркулезный микобактериоз, аспегриллема, саркои-
доз [10]. Исходя из вышесказанного, следует отме-
тить, что при разработке интеллектуальной автома-
тизированной системы диагностики (ИАСД) необхо-
димо учитывать клинико-рентгенологические
признаки современных классификаций.

Второй аспект приближенности ИАСД к  логике
врача заключается в подходе с точки зрения метода
создания алгоритма ИИ. Наиболее значимые
результаты, отраженные в литературе, для примене-
ния в диагностике были получены с использованием
нейронных сетей (НС), и  в частности сверточных
НС, которые в настоящее время принято называть
инструментом глубокого обучения (deep learning).
Однако применение НС связано со следующими
сложностями: необходимо иметь очень большое
количество данных (тысячи снимков); другими недо-
статками НС являются вычислительная сложность
обучения, а также «закрытость», то есть на выходе
НС мы не можем знать, как делается тот или иной
вывод о заболевании, как выглядит обученная функ-
ция НС, как осуществляется обработка информации
[11]. Эти недостатки применения нейронных сетей
в разработке ИАСД очевидны с позиции доказатель-
ной медицины. Авторы работы [12] убедительно
показывают, что использование НС невозможно
с  позиции интерпретируемости полученных резуль-
татов, и  выступают за  использование комбиниро-
ванных подходов в ИИ, опирающихся на идеи чело-
веческого интеллекта, что осуществляется путем
комбинации отличных от  НС методик машинного
обучения. В  публикациях китайских ученых Zhou
и Feng приведены преимущества применения алго-
ритмов машинного обучения на  основе глубоких
лесов, лишенных недостатков нейронных сетей,
которые авторы сравнивают с  «черным ящиком»
[13, 14]. Элементы глубокого леса — деревья реше-
ний в  машинном обучении  — внешне напоминают
упорядоченную систему правил, которая имеет раз-
ветвляющуюся структуру, где входные данные рас-
щепляются по одиночному признаку каскадным спо-
собом. То есть если разделить множество обучаю-
щих данных на две части, одна часть будет содержать
одни значения признаков, а  другая  — противопо-
ложные. Множество «случайно построенных»
деревьев решений образует случайный лес, являю-

щийся одним из  лучших методов МО. Название
«случайный» связано с  тем, что каждое дерево
строится на  подмножестве случайно выбранных
признаков и  примеров обучающей выборки.
Случайный лес относится к так называемым неглу-
боким алгоритмам МО, а  каскад случайных лесов,
именуемый глубоким лесом, относится уже к глубо-
ким алгоритмам обучения [13].

Несмотря на то, что количество цифровых медицин-
ских данных с каждым годом увеличивается, создание
приемлемых для МО баз данных представляет собой
сложности организационного и качественного харак-
тера. Так, например, вызывают сомнения результаты
некоторых работ, которые демонстрируют высокую
точность алгоритма ИАСД туберкулеза на основе НС
на  сравнительно небольших объемах обучающих
выборок (рентгенограмм). Таким образом, для приме-
нения в  медицине, где выборки обучающих и  тести-
рующих данных априори невелики, применение алго-
ритма на основе глубоких лесов представляется более
оправданным. Усовершенствованный подход предло-
жили авторы работы [15], оптимизировав процесс
обучения системы, путем присвоения «весов» при-
знаков деревьям в глубоком лесе.

Сбор данных для машинного обучения в различ-
ных аспектах. Сложности качественного характера
на этапе сбора данных для МО связаны со следующи-
ми факторами: разнородностью используемых прото-
колов КТ на различном оборудовании и для различ-
ных целей, особенностями структуры заболеваемости
теми или иными формами РЛ в различных регионах,
а  также различными методологическими подходами
к интерпретации. Так, например, датасет, полученный
в пилотном проекте по скринингу РЛ, содержит дан-
ные низкодозной компьютерной томографии, где уро-
вень шума на изображениях выше, что может затруд-
нять сегментацию [16]. Напротив, данные, получае-
мые в  специализированном онкологическом учреж-
дении, состоят из  наборов КТ с  внутривенным
контрастированием с  использованием оптимально
подобранных фильтров для снижения шума.

Популяционные особенности курения играют
роль в структуре заболеваемости РЛ, а следователь-
но и базы данных, собранные на материале различ-
ных регионов, могут содержать разнородную инфор-
мацию с  точки зрения МО. Наряду с  индустриаль-
ными процессами и  неблагоприятными экологиче-
скими условиями подавляющее большинство
случаев РЛ (80–90%) обусловлено курением.
Употребление папирос и  сигарет с  высоким содер-
жанием смолы в  большей степени ассоциировано
с  плоскоклеточной формой рака легкого.
Популяризация «низкосмолистых» (low-tar) сига-
рет, наблюдаемая в течение последних десятилетий,
привела к  возрастанию доли аденокарцином [17].
Так, например, показано, что в  странах Запада
более распространены «облегченные» сигареты,
соответственно, в  США и  Западной Европе адено-



карцинома является доминирующей разновид-
ностью РЛ, и  поэтому термины «рак легкого»
и  «аденокарцинома легкого» считаются в  опреде-
ленной степени синонимами. Совершенно иная
ситуация наблюдалась в  России, где до  самого
недавнего времени чаще употреблялись «обычные»
крепкие сигареты, соответственно, рак у  курящих
был представлен преимущественно плоскоклеточ-
ными карциномами [18]. Таким образом, разнород-
ность данных различных регионов может влиять
на результаты МО.

В настоящее время имеются открытые базы дан-
ных, на основе которых осуществляется разработка
алгоритмов ИИ. Так, Вашингтонским университе-
том в Сент-Луисе был создан и первоначально раз-
мещен архив изображений рака (TCIA). В  2010 г.
Национальный институт рака США через
Национальную лабораторию Фредрика заключил
контракт с Вашингтонским университетом на созда-
ние высокодоступной кластерной среды хостинга для
сбора и курирования текущих и будущих коллекций
изображений. В  настоящее время хостинг архива
медицинских изображений программы по изучению
рака предоставляет для исследователей высококаче-
ственные и  ценные коллекции изображений
по всему миру [19]. Касательно рака легкого архив
включает 20 открытых датасетов, содержащих как
изображения различных модальностей (КТ, ПЭТ,
МРТ, рентгеновские снимки), так и иные сведения
(клинические, геномные и  т.д.). Среди баз данных
есть коллекции, разделенные по  гистологическому
типу РЛ. Так, например, коллекции Clinical
Proteomic Tumor Analysis Consortium Lung
Adenocarcinoma (CPTAC-LUAD) и  The Cancer
Genome Atlas Lung Adenocarcinoma (TCGA-LUAD)
включают серии снимков (рентгеновских, КТ, МРТ,
ПЭТ) 12 и 69 пациентов (соответственно) с адено-
карциномой, The Cancer Genome Atlas Lung
Squamous Cell Carcinoma (TCGA-LUSC) — набор
аналогичных данных 37 пациентов с плоскоклеточ-
ным раком легкого и т.д. Следует отметить, что све-
дения, собранные подобным образом, ориентирова-
ны бесструктурно, хаотично, так как собирались
в  рамках рутинной практики, а  не контролируемых
клинических исследований, а  также не являются
идентичными с точки зрения оборудования и прото-
колов сканирования. Целью большинства коллек-
ций, представляемых хостингом, является изучение
корреляции между генотипом ткани, радиологиче-
ским фенотипом и исходами пациентов.

Коллекция изображений Lung Image Database
Consortium (LIDC-IDRI) состоит из диагностических
и  скрининговых томографических обследований РЛ
с  размеченными патологическими образованиями.
Этот доступный в  сети Интернет международный
ресурс создан специально для разработки, обучения
и  оценки методов ИАСД. В  создании этого набора
данных, который содержит 1018 случаев, принимали

участие семь академических центров и восемь компа-
ний медицинской визуализации. Организационно это
результат партнерства государственного и  частного
секторов, инициированного Национальным институ-
том рака (NCI), далее продвигаемого Фондом
Национальных институтов здравоохранения (FNIH)
и  сопровождаемого Управлением по  контролю
за продуктами и лекарствами (FDA).

С точки зрения разработки систем искусственно-
го интеллекта данная коллекция изображений пред-
ставляет наибольший интерес. Все описанные
системы, например такие как DeepLung и NoduleХ,
опираются на этот ресурс [20, 21]. Каждый субъект
этой базы данных включает в себя изображения КТ
грудной клетки и  связанного с  ней XML-файла,
который записывает результаты двухфазного про-
цесса аннотирования изображения, выполняемого
четырьмя опытными рентгенологами. Каждый
радиолог проводит независимую проверку каждой
КТ и  отмечает изменения, относящихся к  одной
из трех категорий («узелок > или =3 мм», «узелок
<3 мм», и «не узелок > или =3 мм»). На последую-
щем этапе каждый рентгенолог независимо рас-
сматривал свои собственные отметки вместе с ано-
нимными отметками трех других специалистов для
вынесения окончательного заключения. Цель этого
процесса — выявить как можно полнее все узелки
легких в КТ для обучения системы ИИ. Данный под-
ход является несомненно эффективным с точки зре-
ния автоматизированного выявления любых ново-
образований в  легких и  их количественной оценки
системой ИИ, однако при таком подходе вывод
о  том, является ли обнаруженное образование
раком легкого, сделать нельзя, поскольку в обучаю-
щей выборке нет сведений и присвоения признаков
класса «рак легкого» на  основе морфологической
верификации.

Из вышеизложенного следует, что вопросы соз-
дания систем искусственного интеллекта в  диагно-
стике рака легкого нельзя считать решенными, они
требуют доработки с точки зрения воспроизводимо-
сти и объяснимости результатов, то есть приближен-
ности к  логике врача. Основными направлениями
разработок в этом направлении, по мнению авторов,
являются: создание базы данных с  выявленными,
маркированными областями патологии легких, под-
тверждение выявленных изменений результатами
морфологического исследования; выделение в  базе
данных отдельных групп патологии легких, входя-
щих в дифференциально-диагностический ряд с РЛ;
выделение меток классов для МО в  соответствии
с паттернами злокачественности образований; раз-
работка интеллектуальной системы дифференци-
альной диагностики образований в легких.

Автоматизированная система диагностики узло-
вых образований в  легких. Сотрудниками научно-
исследовательской лаборатории нейросетевых техно-
логий и  искусственного интеллекта Санкт-
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Петербургского Политехнического университета
Петра Великого, созданной совместно с Клиническим
научно-практическим онкологическим центром
в 2018 г., был разработан и запатентован метод пред-
ставления информации о  форме выявляемого объ-
екта, NEOchord (патент № 2668699, дата приоритета
21 мая 2018 г.). Метод основан на построении боль-
шого числа отрезков (хорд), соединяющих случайные
пары точек на поверхности сегментированного обра-
зования. В  соответствии с  методом строятся гисто-
граммы длин хорд, которые являются новым пред-
ставлением признаков объекта по  критерию формы
с  меньшей размерностью. Гистограммы подаются
на  вход классификатора автоматизированной систе-
мы для обучения. Именно гистограммы длин хорд
являются новым представлением признаков о форме
выявленного объекта для обучения компьютерной
системы (рис. 1).

Метод хорд (NEOchord) является несравнимо
более точной аппроксимацией формы объекта
по  сравнению с  пространственным коэффициентом.
Для снижения количества ложноположительных
результатов в  обучающую выборку было добавлено

100 компьютерных томограмм грудной клетки без
патологии. Подход был усовершенствован путем
«разбивания» легочного поля на «ячейки» по 30 вок-
селей. Далее для каждой ячейки строятся три про-
екции (фронтальная, аксиальная, сагиттальная). Если
хотя бы на одной из проекций объект имеет замкнутый
контур, то он является кандидатом в  анализируемое
образование. Кроме того, все множество «образова-
ний» разбивается на подмножества с заданным диапа-
зоном их размеров, что также позволило существенно
повысить точность метода (рис. 2) [22].

Метод хорд позволяет выявить все шаровидные
образования в легком с точностью 95%, чувствитель-
ность метода составила 93%, специфичность 97%.

Вместе с тем очевидно, что наличие шаровидного
образования в  легком не является свидетельством
того, что выявленная патология является раком лег-
кого. Кроме признака формы, злокачественное

новообразование с узловым типом роста характери-
зуется неровным, нечетким контуром, неоднородной
структурой за счет некроза, отсутствием включений
кальция или жира. Таким образом, для обучения
ИАСД необходимо расширение векторов признаков
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Рис. 1. Сегментированное узловое образование в легком со множеством построенных хорд (а); гистограмма длин
хорд, соответствующая узловому образованию; по оси абсцисс — значения нормированных длин хорд, по оси

ординат — значения частоты (б)

Рис. 2. Схема усовершенствованной модели NEOchord — NEOchord 1



по критериям внутренней структуры новообразова-
ния. Также актуальна разработка совершенно новой
архитектуры интеллектуальной подсистемы класси-
фикации или дифференциальной диагностики обра-
зований в легких.

Цель работы: усовершенствование автоматизиро-
ванной системы диагностики новообразований в легких.

Задачи:
1) усовершенствовать подход к обучению системы

по признаку формы объекта;
2) разработать подходы к  обучению системы

по  признакам внутренней структуры образования
в легком;

3) разработать новую архитектуру классификации
на основе сиамских нейронных сетей для дифферен-
цировки образований со схожими с РЛ признаками;

4) оценить эффективность системы по  отноше-
нию к NEOchord.

Материалы и  методы. В  качестве обучающей
выборки использовались открытые базы данных
LIDC (Lung Image Database Consortium) (n=1050
КТ) [20, 21], а также база данных LIRA (Lung Images
Resource Annotated), собранная на материале ГБУЗ
«Санкт-Петербургский клинический научно-практи-
ческий центр специализированных видов медицин-
ской помощи (онкологический)» [23]. Обработка
изображений для обучения автоматизированной
системы выявления объемных образований осу-
ществлялась на  базе Суперкомпьютерного центра
Санкт-Петербургского политехнического универси-
тета Петра Великого, который представляет вычис-
лительное поле, объединяющее три суперкомпьюте-
ра: «Политехник-РСК Торнадо», «Политехник-РСК
ПетаСтрим», «Политехник-NUMA».

Объекты, выявленные при КТ, маркировались
с  помощью специально разработанной программы
MAIA (Medical Artificial Intelligence Assistant). Для
обнаружения узловых образований по  критерию
формы использовался модифицированный метод
хорд NEOchord 1 [22].

Результаты и их обсуждение. Уточнение векто-
ра признаков по  критерию формы. Необ хо ди -
мость усовершенствования подхода на основе метода
хорд для дополнительного уточнения формы объекта
при МО связана с  погрешностью построения хорд,
которая обусловлена неправильной овоидной формой
или прерыванием контура узла, например, при близ-
ком прилегании сосудов или вхождении бронха в опу-
холь. Использование двух типов гистограмм: внутрен-
них и  внешних хорд позволяет сделать обучающую
выборку в  виде гистограмм более информативной.
Для уточнения и подтверждения узловой формы объ-
екта дополнительно применялся следующий подход:
вокруг объекта достраивался виртуальный куб
и строились хорды между внешним контуром объекта
и  внутренней поверхностью куба. Длины этих новых
хорд нормировались по максимальной хорде и строи-
лись соответствующие гистограммы (рис. 3).

При тестировании системы использование ком-
бинации гистограмм внутренних и  внешних хорд
повышает точность автоматизированного алгоритма
выявления любых новообразований, форма которых
приближена к  овоидной, на  2,4% при использова-
нии базы данных LIDC.

Расширение вектора признаков обучающей
выборки по  критерию внутренней структу-
ры. Необходимость еще одного расширения вектора
признаков по критерию внутренней структуры обра-
зования основана на том факте, что для РЛ харак-
терна центральная область некроза, что обусловли-
вает различную рентгеновскую плотность в разных
точках опухолевого узла. Для обучения системы
по признаку внутренней структуры на каждой внут-
ренней хорде равномерно распределялись t точек,
в  которых определялись показатели рентгеновской
плотности по  шкале Хаунсфилда. Здесь t —
настраиваемый параметр, зависящий от конкретной
реализации системы. В  представленном варианте
реализации системы плотности определялись
в 5 точках каждой хорды. На множестве всех плот-
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Рис. 3. Модель узлового образования и гистограмма, отражающая аппроксимацию длин хорд между внешним
контуром объекта и внутренней поверхностью куба, что дополнительно отражает овоидную форму узла



ностей строилась гистограмма, которая расширяет
вектор признаков (гистограмму длин хорд) путем
конкатенации.

Таким образом, основная идея отражения внут-
ренней структуры при машинном обучении заключа-
ется в расширении вектора признаков, содержащего
гистограммы длин хорд и  гистограмму плотностей.
Анализ полученных векторов признаков показал,
что их предлагаемая структура позволяет классифи-
цировать более «сложные» образования, учитывая
их внутреннюю структуру (рис. 4).

Таким образом, использование гистограмм,
построенных на основе обработки параметров, поз-
воляет обучать систему на  данных, которые имеют
меньшую размерность, что облегчает и  ускоряет
процесс машинного обучения. В  эксперименте при
тестировании системы интеллектуальная автомати-
зированная обработка данных КТ нового пациента
занимает максимум 42 секунды на  процессоре i5
с частотой 1,7 Гц.

Методы усовершенствования системы путем рас-
ширения векторов признаков гистограммами внеш-
них хорд и плотностей внутренней структуры позво-
лили улучшить показатели информативности разра-
батываемой ИАСД. Наименьший размер выявлен-
ного образования составил 2  мм. Результаты
тестирования ИАСД с использованием базы данных
LIRA представлены в таблице.

Сиамская нейронная сеть для классифика-
ции модели образований. Несмотря на  высокие
показатели информативности разработанной систе-
мы в отношении выявления объемных образований
в легких, дифференциальная диагностика рака лег-
кого представляет собой более сложную задачу. Это
связано с  вариабельностью КТ-картины РЛ, кото-
рая, в  свою очередь, связана с  морфологическим
субстратом (аденокарцинома, плоскоклеточный рак
и т.д.), а также с типом роста опухоли (узловой, сте-
лящийся, перибронхиальный). Описанные в литера-
туре системы диагностики РЛ могут учитывать толь-
ко узловые новообразования с типичной КТ-семио -

тикой в  совокупности с  узлами схожей структуры.
Однако следует заметить, при анализе клинического
материала Санкт-Петербургского клинического
научно-практического онкологического центра ока-
залось, что картиной с  типичными КТ-признаками
обладают порядка 65% РЛ, в 26% случаев изобра-
жения КТ могут соответствовать нескольким забо-
леваниям, что требует дополнительных дифферен-
циально-диагностических критериев, в  9% случаев
рак легкого может быть крайне трудно распознава-
ем по  КТ в  связи с  атипичной визуализационной

картиной [10]. Таким образом, подходы, связанные
с  представлением данных в  виде совокупности
гистограмм, несмотря на  их эффективность, не
могут охватить в полной мере многообразие вариан-
тов визуализации новообразований в  легких.
В связи с этим для создания алгоритма ИИ в диффе-
ренциальной диагностике РЛ не могут быть исполь-
зованы базы данных, состоящие из размеченных, но
не верифицированных образцов. С этой точки зре-
ния создаваемая и пополняемая БД LIRA является
уникальной, поскольку все примеры подтверждены
результатами морфологического исследования.
Кроме того, в БД LIRA выделена отдельная группа
случаев РЛ с нетипичной КТ-структурой [23].

Главная сложность обучения ИАСД для анализа
этих случаев заключается в  том, что обучающая
выборка содержит мало альтернативных примеров.
Это делает использование системы проблематич-
ным в  реальной медицинской практике. Ситуация
нетипичных случаев схожа с  машинным обучением
по единичным примерам (one-shot learning), одним
из алгоритмов которого является применение сиам-
ских нейронных сетей (СиамНН) [24]. По этой при-
чине мы предлагаем архитектуру ИАСД, в  основе
которой лежит СиамНН.

СиамНН состоит из  двух одинаковых подсетей,
объединенных на выходе. Основная ее идея заклю-
чается в том, чтобы обучить подсети сравнивать два
вектора признаков с точки зрения их семантической
близости или различия. Под семантической бли-
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Рис. 4. Модель узлового образования в легком с множеством построенных хорд и t точек плотностей внутренней
структуры (а); гистограмма плотностей, соответствующая раку легкого (плоскоклеточный вариант) (б); гисто-

грамма плотностей, соответствующая гамартоме (в)



зостью (различием) понимается принадлежность
пары образований одному и тому же диагнозу (раз-
личным диагнозам). Таким образом, процесс обуче-
ния сети использует все возможные пары образцов,
которые имеются в распоряжении, что существенно
увеличивает размер обучающей выборки (рис. 5).

В процессе эксплуатации пары входных данных
для сиамской сети образуются следующим образом.
На первый вход подается исследуемый образец
неизвестного образования, а  на второй  — образец
из БД LIRA (рис. 6).

Если нейронная сеть показала близость этих объ-
ектов, то принимается решение о том, что исследуе-
мый образец близок одному из  образцов из  БД.
В  противном случае на  второй вход подается сле-
дующий образец из  БД LIRA, и  процедура повто-
ряется. Если при сопоставлении исследуемого
образца со всеми образцами из БД LIRA во всех слу-
чаях сиамская сеть показала отсутствие близости
объектов, то принимается решение о том, что иссле-
дуемый образец не может быть классифицирован

с точки зрения имеющейся информации в БД LIRA
и требуется дополнительное обследование.

Сиамские нейронные сети, показанные на рис. 5
и рис. 6, реализованы в виде пары сверточных ней-
ронных сетей, обрабатывающих сегментированные
изображения объектов легкого. Такая реализация

требует значительного объема обучающей выборки,
что существенно увеличивает время тестирования. С
другой стороны, сверточные сети сами по себе тре-
буют значительных временных ресурсов для обуче-
ния. Именно поэтому для понижения размерности

данных и  ускорения процесса обработки векторы
признаков подаются на входы подсетей в виде сово-
купности гистограмм, а не изображений. Структура
процесса использования сиамской сети показана
на рис. 7, где E1 и E2 — две подсети с одинаковыми
весами соединений. Выходы подсетей — новое пред-
ставление признаков, евклидово расстояние между
которыми вычисляется в блоке сравнения для при-
нятия решения о  семантической близости нового
образца примерам из базы данных.
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Рис. 5. Схема сиамской нейронной сети

Рис. 6. Схема применения сиамской нейронной сети при исследовании нового объекта в сравнении с образцами
БД LIRA
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Особенность предлагаемой архитектуры заклю-
чается в  ее универсальности. В  качестве сиамской
сети можно брать как простейшие нейронные, так
и сверточные сети, что определяется представлени-
ем входных данных. Кроме того, пополнение базы
данных позволит дообучать сеть и  повысить точ-
ность классификации. Предлагаемая реализация
ИАСД была названа NEOchordSi.

Использование NEOchordSi требует для приня-
тия решений перебора всех образцов из  БД. Это
может привести с существенным потерям времени.
Однако такая обработка осуществляется достаточно
эффективно при использовании сокращенного
представления данных в виде гистограмм. И поэтому
именно такая реализация наилучшим образом ори-
ентирована на эффективное принятие решений.

Особенностью использования предложенной архи-
тектуры является частичная реализация логики врача,
которая было отмечена в  начале статьи. СиамНН
последовательно сравнивает новое образование со
всеми образованиями из  БД. Аналогичным образом
действует и врач, когда анализирует изображение КТ,
используя свой опыт работы с ранее анализируемыми
изображениями. Кроме того, получив определенное
решение с использованием ИАСД, врач может всегда
его проверить путем анализа изображения КТ из БД,
которое оказалось наиболее близким к новому обра-

зованию. Эта особенность отсутствует в большинстве
систем, использующих обычные нейронные сети для
классификации изображений КТ.

Для оценки характеристик тестировались 160 слу-
чаев, из  них в  120 наблюдениях ранее был диагно-
стирован рак легких, а в 40 РЛ не было. Результаты
тестирования для NEOchordSi представлены в  таб-
лице1.

Заключение. Предлагаемые подходы к разработ-
ке ИАСД рака легкого являются уникальными
и способны обеспечить высокие показатели инфор-
мативности используемой системы, однако пополне-
ние обучающей выборки обновляющимися случая-
ми в используемых базах данных может существен-
но улучшить результаты.

Для интеллектуальной автоматизированной диф-
ференциальной диагностики РЛ входные данные
должны быть не только проанализированы экспер-
тами, но и подтверждены результатами морфологи-
ческого исследования, что связано как с различной
КТ-семиотикой самого РЛ, так и  с возможным
появлением схожих с РЛ образцов.

Результаты численных экспериментов для систе-
мы NEOchordSi показали существенное увеличение
характеристик информативности по  сравнению
с  предыдущими версиями для базы данных, содер-
жащей трудно распознаваемые примеры РЛ.

Рис. 7. Схема структуры ИАСД, где на входы подсетей в качестве векторов признаков подаются гистограммы

 1 Результаты получены при использовании базы данных LIDC. В дальнейшем будет проводиться их подтверждение на других
базах данных, в частности, на создаваемой и пополняемой БД LIRA.
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КТ-скрининг рака легких снижает уровень смертности от рака, но радиация от облучения при КТ
может сама вызвать рак в перспективе — это особая проблема, поскольку большинство протоколов
скрининга требуют от участников многократно проходить лучевое обследование годами. И поэтому
специалисты ищут пути максимального снижения дозы лучевой нагрузки КТ-обследования с уров-
ня 7–8 м3в, который обычно используют в диагностической КТ. Низкодозная компьютерная томо-
графия (НДКТ) — единственный доказанный метод, позволяющий выявить даже незначительные
патологии, при условии сниженного риска возникновения рака. Снижение лучевой нагрузки происхо-
дит благодаря возможности изменить параметры сканирования, не ухудшив качество изображения.

Низкодозовый протокол PHILIPS обычно обеспечивает дозу лучевой нагрузки до 1 м3в и дости-
гается за счет наличия на компьютерном томографе специальной опции iDose4, основанной на алго-
ритме гибридной итеративной реконструкции. Опция позволяет подавить шумы и уменьшить коли-
чество артефактов на полученном изображении, при этом повысив пространственное разрешение
и достигнув существенного снижения лучевой нагрузки.

Виртуально бесшумные изображения с  лучшим в  отрасли параметром низкоконтрастного
разрешения 2 мм @ 0,3% при низкой лучевой нагрузке становятся доступными благодаря еще одно-
му инновационному решению PHILIPS — IMR (Iterative Model-based Reconstruction), которое успеш-
но применяется не только при сканировании легких, но и  в случаях диагностики в  онкологии,
а  также педиатрических, кардиологических и других исследованиях, где особенно важны низкая
доля лучевой нагрузки на пациента и высокое качество визуализации.

Технологии PHILIPS в области НДКТ — это отличное качество изображений при минимальной
лучевой нагрузке, что позволяет врачам проводить скрининг и диагностику безопасно и быстро,
а пациентам обеспечивает точный диагноз с первого раза.
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