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Zusammenfassung

Neue Technologien auf dem Gebiet der Molekularbiologie ermdoglichen es, das Ex-
pressionsverhalten mehrerer tausend Gene gleichzeitig zu untersuchen. Einen wichti-
gen Ansatz zur Analyse der dabei gewonnenen Genexpressionsdaten bilden Reverse
Engineering Methoden. Sie versuchen, regulatorische Interaktionen zwischen den
Genen aufzudecken und mit der Rekonstruktion des zugrundeliegenden genetischen
Netzwerks das komplexe Zusammenspiel der Gene zu verstehen.

Das Ziel der vorliegenden Arbeit ist es, einen umfassenden Uberblick iiber diesen An-
satz der Datenanalyse zu vermitteln. Der erste Teil der Arbeit betrachtet zunéchst
die theoretischen Aspekte der Reverse Engineering Methoden, um so dem Leser ei-
ne praktische Anwendung zu erleichtern und ihm beim Versténdnis ausgewéhlter
Ansétze zu helfen. So werden in diesem ersten, theoretischen Teil mogliche geneti-
sche Netzwerkmodelle vorgestellt, welche zur Beschreibung der Genexpressions- und
Genregulationsprozesse dienen, und verschiedene Reverse Engineering Algorithmen
detailliert beschrieben, die die Parameter eines Netzwerkmodells mit Hilfe der gege-
benen Expressionsdaten bestimmen und damit festlegen, zwischen welchen Kompo-
nenten des Netzwerks regulatorische Einfliisse bestehen. Aufgrund der Begrenzung
derzeit bereitstehender Expressionsdaten sowohl in Bezug auf den Datenumfang als
auch beziiglich der experimentell verfiigbaren Datentypen — in der Regel sind nur
die mRNA-Konzentrationen gegeben, denn diese sind wesentlich einfacher und ge-
nauer zu messen als die Protein-Konzentrationen —, mufl bei der Definition eines
Netzwerkmodells stark von der biologischen Realitédt abstrahiert werden. Weitere
theoretische Uberlegungen betreffen die Integration von Vorwissen als eine wichtige
Strategie zur Unterstiitzung der Rekonstruktion eines genetischen Netzwerks.

Alle vorgestellten Reverse Engineering Algorithmen wurden implementiert und kén-
nen im zweiten, praktischen Teil dieser Arbeit ausfiihrlich getestet werden. Zunéchst
erfolgen die Untersuchungen auf Basis von Simulationsdaten. Sie liefern wichtige
Einblicke in das grundlegende Verhalten der Algorithmen in Abhéngigkeit von ver-
schiedenen Eigenschaften des zu rekonstruierenden Netzwerks und der verfiigbaren
Daten. Ein Anwendungsbeispiel testet schliellich alle Reverse Engineering Metho-
den auch an realen Expressionsdaten. Es vermittelt so abschlielend einen Eindruck
davon, inwieweit die auf abstrakten Netzwerkmodellen basierenden Reverse En-
gineering Methoden die Identifizierung von regulatorischen Einfliissen aus derzeit
verfiigharen Expressionsdaten iiberhaupt ermoglichen und verdeutlicht die Proble-
me bei der praktischen Anwendung der Methoden.
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Einleitung

Reverse Engineering Methoden zur Rekonstruktion eines Genregulationsnetzwerks
nutzen mathematische, statistische und informationstechnologische Modelle und Al-
gorithmen zur Analyse von Genexpressionsdaten aus biologischen Experimenten und
stellen so ein wichtiges Hilfsmittel der Molekularbiologie dar.

Eine wichtige Zielstellung der Molekularbiologie ist das Verstéandnis der Funktions-
weise eines Organismus auf molekularer Ebene. Der Schwerpunkt liegt dabei beson-
ders in der Aufklarung der Struktur, der Biosynthese, der Funktion und des Zusam-
menspiels verschiedener Makromolekiile (Desoxyribonukleinsiure, Ribonukleinséure,
Proteine). Dadurch méchte man Erkenntnisse erlangen, wie wesentliche phénoty-
pische Eigenschaften eines Organismus durch die in bestimmten Makromolekiilen
(Desoxyribonukleinsdure) verschliisselte genetische Information und die ablaufen-
den molekularen Prozesse festgelegt werden.

Gene bilden als wichtige Einheit der genetischen Information einen Ansatzpunkt fiir
experimentelle Untersuchungen. Interessante Fragestellungen betreffen neben der
Funktion eines Gens vor allem die differentielle Genexpression und Genregulation,
denn diese bilden den Kern biologischer Anpassungs- und Entwicklungsvorginge.
Traditionelle Untersuchungsmethoden der Molekularbiologie sind zeit- und kosten-
intensiv. Sie arbeiten auf einer lokalen Ebene und sammeln Daten iiber jeweils ein
bestimmtes Gen, ein bestimmtes Genprodukt oder einen bestimmten molekularen
Prozefl. Gewonnene Informationen konnen helfen, die Funktion eines Gens festzule-
gen oder regulatorische Einfliisse auf die Expression eines Gens nachzuweisen.
Einen groflen Fortschritt auf diesem Gebiet brachte die Entwicklung neuer Techno-
logien, die es erlauben, mehrere tausend Gene gleichzeitig zu untersuchen und somit
eine Fiille von neuen Daten zu produzieren. Man hofft, neben den herkémmlichen
Fragen jetzt auch Fragen nach dem komplexen Zusammenspiel der Makromolekiile
beantworten zu konnen. Die entsprechende Auswertung dieser Daten erfordert den
Einsatz verschiedener Analyse- und Modellierungsmethoden.

Einen wichtigen Ansatz bilden hier Reverse Engineering Methoden. Sie verfolgen
das Ziel, regulatorische Interaktionen zwischen den Makromolekiilen aufzudecken
und mit der Rekonstruktion des zugrundeliegenden genetischen Netzwerks das kom-
plizierte Zusammenspiel dieser molekularen Strukturen zu verstehen. Die Komple-
xitét biologischer Regulationsmechanismen, aber auch die Begrenzung experimen-
teller Daten erfordern dabei eine abstrakte Modellierung der ablaufenden Prozesse.

1



EINLEITUNG 2

Die vorliegende Arbeit soll einen umfassenden Uberblick iiber diesen Ansatz der
Datenanalyse vermitteln. Sie untergliedert sich in sieben Kapitel:

Das 1. Kapitel bietet eine Einfithrung in das Thema. Es werden wichtige biologische
Grundlagen beschrieben, experimentelle Verfahren vorgestellt und der Begriff des
Reverse Engineerings eingefiihrt.

Die theoretischen Aspekte der Reverse Engineering Methoden behandeln Kapitel
2 und 3. Sie sollen dem Leser bei dem Verstdndnis ausgewéhlter Reverse Engi-
neering Ansétze helfen und eine praktische Umsetzung erleichtern. Zunéchst be-
falt sich das 2. Kapitel mit der Wahl eines geeigneten Netzwerkmodells zur Mo-
dellierung eines Genregulationsnetzwerks. Wichtige Eigenschaften eines genetischen
Netzwerkmodells werden besprochen und ausgewéhlte Modelle vorgestellt. Derzeit
verfiigbare Daten stammen meist aus Microarray-Experimenten zur Quantifizierung
der mRNA-Konzentrationen. Die Arbeit beschréinkt sich hier deshalb auf abstrakte
Netzwerkmodelle, die nur die mRNA-Konzentrationen der Gene modellieren. Netz-
werkmodelle, die zusétzlich die Protein-Konzentrationen integrieren, werden dage-
gen nicht betrachtet. AnschlieSfend behandelt das 3. Kapitel den Einsatz von Re-
verse Engineering Algorithmen, die die Parameter eines Netzwerkmodells mit Hil-
fe der gegebenen Expressionsdaten festlegen und spezifizieren, zwischen welchen
Netzwerkkomponenten regulatorische Einfliisse bestehen. Fiir jedes der vorgestell-
ten Netzwerkmodelle erfolgt zunéchst eine kurze Analyse der speziellen Aufgaben
eines Reverse Engineering Algorithmus. Ein jeweils ausgewéhlter Algorithmus soll
dann detailliert beschrieben, auf seine Implementierung eingegangen sowie seine Li-
mitationen untersucht werden.

Eine wichtige Strategie zur Rekonstruktion von Genregulationsnetzwerken stellt die
Integration von Vorwissen iiber die Struktur des zu rekonstruierenden Netzwerks
dar, denn eine Kombination dieses Wissens mit den Informationen aus gegebenen
Expressionsdaten kann den Reverse Engineering Prozefl mafigeblich unterstiitzen.
Kapitel 4 beschéftigt sich deshalb mit moglichen Ansétzen zur Integration von Vor-
wissen in den Reverse Engineering Proze8.

Alle in Kapitel 3 betrachteten Reverse Engineering Algorithmen wurden implemen-
tiert und zunéchst an Simulationsdaten getestet. Die daraus resultierenden Ergeb-
nisse werden im 5. Kapitel ausfiihrlich diskutiert und vergleichend nebeneinander
gestellt. Sie liefern einen Einblick in das Verhalten der Algorithmen in Abhéngigkeit
von verschiedenen Eigenschaften des zu rekonstruierenden Netzwerks und der ver-
fiigbaren Expressionsdaten.

SchlieBlich testet Kapitel 6 die Reverse Engineering Methoden in einem Anwen-
dungsbeispiel auch an realen Expressionsdaten und vermittelt dem Leser damit einen
Eindruck, inwieweit die auf abstrakten Netzwerkmodellen basierenden Reverse En-
gineering Methoden die Rekonstruktion eines Genregulationsnetzwerks iiberhaupt
ermoglichen.

Das 7. Kapitel fafit abschliefend die Ergebnisse dieser Diplomarbeit zusammen und
gibt einen kurzen Ausblick auf zukiinftige Weiterentwicklungen.



Kapitel 1

Biologische und technische
Grundlagen

Fiir das Versténdnis der in dieser Arbeit behandelten Problematik ist es hilfreich,
sich mit dem zugehorigen biologischen Hintergrund auseinanderzusetzen. Der er-
ste Abschnitt dieses Kapitels dient deshalb zur Definition grundlegender Begriffe
und verschafft so einen kurzen Einblick in die Grundlagen der Genexpression und
Genregulation.

Im AnschluB daran wird ein kurzer Uberblick iiber die experimentellen Technologien
zur Generierung von Expressionsdaten gegeben.

Auf Basis der so gelegten Grundlagen erfolgt im dritten Abschnitt eine Einfithrung
des Reverse Engineering Begriffs.

1.1 Biologische Grundlagen

Die Gesamtheit aller Gene eines Organismus bezeichnet man auch als dessen Erb-
substanz. In ihr ist die vererbte Information des Organismus verschliisselt. Tréger
der Erbinformation sind die, bei Eukaryonten im Zellkern einer jeden Zelle, bei
Prokaryonten im Zellplasma befindlichen Chromosomen, deren wichtigster Bestand-
teil die Desoxyribonukleinséure (engl.: desozyribonuclein acid - DNA) ist. Dieses
Polymer ist aus vier verschiedenen Nukleotiden zusammengesetzt. Ein Nukleotid
besteht dabei aus einem Zucker — der Desoxyribose —, aus einem Phosphorsaurerest
und aus einer der vier Stickstoffbasen Adenin (A), Guanin (G), Cytosin (C) und
Thymin (T). Ein DNA-Strang, in dem sich diese Nukleotidbausteine in einer or-
ganismusspezifischen Abfolge milliardenfach wiederholen, wird durch einen zweiten,
komplementéren Strang zu einem Doppelstrang ergénzt, der sich zu einer Spirale
— der sogenannten Doppelhelix — windet (Abbildung 1.1). Der Zusammenhalt ent-
steht dabei durch das Ausbilden von Wasserstoftbriickenbindungen zwischen den
komplementéren Basen Cytosin - Guanin und Adenin - Thymin.
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Doppelhelix
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o Einzelstran
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Abbildung 1.1: DNA-Doppelhelix [21] Abbildung 1.2: Proteinsynthese

Als Trager der Erbinformation legt die DNA die Ausprigung bestimmter Merkmale
eines Organismus fest, indem sie der Zelle die Synthese der jeweiligen Proteine vor-
schreibt. Proteine stellen damit das Bindeglied zwischen Genotyp und Phénotyp!
eines Organismus dar. Bei der Definition eines Gens greift man héufig auf die ver-
einfachte ., Ein-Gen-ein-Protein“-Hypothese zuriick:

Definition 1.1 (Gen) FEin Gen ist definiert als ein Abschnitt der DNA, der die
Information fiir die Synthese eines bestimmten Proteins kodiert.

Der Prozel der Proteinsynthese dient zum Auslesen und zur Dekodierung der in
der DNA gespeicherten Information zur Produktion eines Proteins. Im wesentlichen
wird dabei in zwei aufeinanderfolgenden Schritten die Basensequenz der DNA in die
Aminosauresequenz eines Polypeptids iibersetzt (Abbildung 1.2).

Im ersten Schritt — der Transkription — schreibt ein Enzym, die RNA-Polymerase,
die Basensequenz eines DNA-Abschnitts in die Basensequenz eines Messenger-Ri-
bonukleinsdure-Molekiils (engl.: messenger ribonuclein acid - mRNA) um. Die mR-
NA &hnelt in ihrem Aufbau der DNA. Die Nukleotidbausteine bestehen hier aber
aus einem anderem Zucker — der Ribose — und anstelle der Stickstoftbase Thymin
(T) wird mit der Base Uracil (U) gearbeitet. Auch liegt die mRNA im Gegensatz
zur DNA als Einzel-Strang vor. Das aus der Transkription hervorgegangene , Pré-
mRNA“-Transkript enthélt neben kodierenden Segmenten (Exons) auch nichtko-
dierende Segmente (Introns). Nachdem alle nichtkodierenden Segmente aus dem

L Als Genotyp eines Organismus bezeichnet man seine Erbsubstanz, als Phinotyp die Gesamtheit
aller seiner Eigenschaften und Merkmale.
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mRNA-Molekiil entfernt wurden (RNA-Spleifien), wird es aus dem Zellkern hinaus
in das Zellplasma zu den Ribosomen transportiert. Dort findet der zweite Schritt
der Proteinsynthese — die Translation — statt, der die Basensequenz des mRNA-
Molekiils in die Aminoséduresequenz eines Polypeptids iibersetzt. Jeweils drei auf-
einanderfolgende Basen bilden dabei ein Codon und kodieren eine Aminosaure. Die
Ubersetzung eines Codons erfolgt durch das Anlagern eines komplementiren tRNA-
Molekiils (engl.: transfer ribonuclein acid) —dem Anticodon —, das die entsprechende
Aminosaure gebunden hat. Durch die Ausbildung von Peptidbindungen werden die
Aminoséduren dann zu einer Polypeptidkette verkniipft. Im Anschlufl erfolgt durch
die rdumliche Faltung des Polypeptids und posttranslationale Modifikationen — zum
Beispiel das Anheften von Zuckern, Lipiden und Phosphatgruppen — die Bildung
eines funktionstiichtigen Proteins.

Ein Gen wird exprimiert, falls die Zelle die in dem Gen kodierte Information benutzt,
um mit Hilfe der einzelnen Prozesse der Proteinsynthese ein spezifisches Genprodukt
zu produzieren:

Definition 1.2 (Genexpression [51]) Unter der Genexpression versteht man die
Umsetzung der in einem Gen verschliisselten Information zu einem Genprodukt
(Protein, mRNA). Sie umfafit die Prozesse der Transkription, der Translation und
alle dariber hinausgehenden, posttranslationalen Modifikationen.

Die Charakterisierung der Expressionsrate eines Gens erfolgt durch eine Messung
der Konzentrationen entstandener Genprodukte. Ein Gen kann zu verschiedenen
Zeitpunkten in Abhéangigkeit von bestimmten Gegebenheiten unterschiedlich stark
exprimiert werden:

Definition 1.3 (differentielle Genexpression [35]) Unter differentieller Genex-
pression versteht man die Expression eines Gens in Abhdngigkeit von zeitlichen,
raumlichen, zelltypspezifischen, organspezifischen und signalvermittelten Parame-
tern.

Andere Gegebenheiten bewirken also die Aktivierung sonst stillgelegter Gene oder
die Repression aktiver Gene. Dadurch ist die Zelle in der Lage, sich verschiedenen
dufleren und physiologischen Reizen anzupassen. Gleichzeitig befiahigt die differenti-
elle Genexpression mehrzellige Eukaryonten, aus einer Stammzelle unzéhlige Zellty-
pen mit verschiedenen spezialisierten Funktionen zu entwickeln. Von entscheidender
Bedeutung fiir die differentielle Genexpression ist ihre Regulation:

Definition 1.4 (Genregulation [51]) Genregulation ist die Verinderung der Art
und/oder der Geschwindigkeit von zelluliren Prozessen durch eine Kontrolle der
Aktivitat bestimmter Gene, um einzelne biochemische Reaktionen an gegebene Si-
tuationen anzupassen.
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Abbildung 1.3: Ebenen der Genregulation: Schritt 1 - Regulation bei der Transkription;
Schritt 2 - Regulation durch alternatives Spleifien; Schritt 3 - Regulation auf der Ebene der mR-
NA durch Stabilisations- und Zerfallsprozesse sowie durch Beschrankung des mRNA-Transports;
Schritt 4 - Regulation bei der Translation; Schritt 5 - Regulation durch Protein-Abbau, Protein-
aktivierung und -deaktivierung
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Genregulation findet in den verschiedenen Ebenen der Genexpression statt: wahrend
der Transkription, beim RNA-Spleilen und RNA-Transport, wihrend der Translati-
on und auch in den posttranslationalen Modifikationen (Abbildung 1.3). Héufig er-
folgt sie auf der Ebene der Transkription (Abbildung 1.3 - Schritt 1). Bei Eukaryon-
ten dominiert dabei die positive Transkriptionsregulation [35]: RNA-Polymerasen
binden an Bereiche der DNA, die als Promotor bezeichnet werden, um von dort die
Transkription eines Gens zu initiieren. Allerdings konnen sie allein weder einen Pro-
motor erkennen, noch an ihn binden. Sogenannte Transkriptionsfaktoren miissen zu-
erst an den Promotor oder anderen Kontrollregionen der DNA (Enhancer) andocken,
bevor die RNA-Polymerase an den Promotor binden kann. Transkriptionsfaktoren
sind dabei Proteine in einer aktiven Form — also nichts anderes als die Produk-
te exprimierter Gene. Das Gegenstiick zu dieser positiven Transkriptionskontrolle
bildet die negative Transkriptionsregulation. Transkriptionsfaktoren kénnen durch
das Anlagern an anderen Kontrollregionen der DNA (Silencer) die Transkription ei-
nes Gens auch unterdriicken. Ahnliche Regulationsmechanismen existieren bei den
Prokaryonten. Uber Transkriptionsfaktoren konnen sowohl in Eukaryonten als auch
in Prokaryonten extrazellulare Reize, z.B. Licht, Temperatur sowie Wachstums-,
Uberlebens- und Todesfaktoren durch Signaltransduktion EinfluB auf die Transkrip-
tion eines Gens nehmen [35].

Manche aus der Transkription hervorgegangenen ,, Pra-mRNA “-Molekiile kénnen auf
mehrere Arten gespleifit werden (Alternatives Spleifien), so dafl verschiedene mRNA-
Molekiile als Spleifiprodukte entstehen, die wiederum in unterschiedliche Proteine
umgesetzt werden (Abbildung 1.3 - Schritt 2). Der Mechanismus des Alternativen
Spleiflens steht damit im Widerspruch zur vereinfachten ,, Ein-Gen-ein-Protein“- Hy-
pothese.

Weitere Regulationsmechanismen ergeben sich auf der Ebene der mRNA (Abbildung
1.3 - Schritt 3). Stabilisations- und Zerfallsprozesse regulieren die Konzentration des
mRNA-Transkripts eines Gens. Nur ein Teil der produzierten mRNA gelangt aus
dem Zellkern in das Zellplasma.

Weiterhin wird die Genexpression wahrend der Translation des mRNA-Transkripts
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in ein Polypeptid reguliert. (Abbildung 1.3 - Schritt 4). Hier erfolgt die Kontrolle
dhnlich wie bei der Transkription bei der Initiierung des Translationsprozesses.
Posttranslationale Modifikationen legen mafigeblich die funktionalen Eigenschaften
eines Proteins fest. Sie konnen so regulieren, ob ein Protein in einer inaktiven Form
vorliegt oder in einer aktiven Form, in der es spezifische regulatorische Aufgaben
erfiillen kann. Die Aktivierung spezifischer Proteinfaktoren (Abbildung 1.3 - Schritt
5) wird dabei meist durch die Mechanismen der Signaltransduktion ausgelst. So
beruht die Signalwirkung der meisten Hormone, Zytokine und anderer Substanzen
auf deren Bindung an bestimmte Rezeptoren und der folgenden Phosphorilierung
von Proteinen. Diese werden dann entweder selbst als Transkriptionsfaktor aktiv
oder bewirken {iber zum Teil sehr komplexe Signalketten die Aktivierung anderer
Proteinfaktoren [35].

Schlieflich kann auch durch die Stabilitdt der aus der Translation hervorgegange-
nen Proteine eine Kontrolle der Genexpression ausgeiibt werden (Abbildung 1.3 -
Schritt 5).

Alles in allem entsteht so ein komplexes Netzwerk aus regulatorischen Interaktionen
zwischen DNA, RNA, Proteinen und anderen Substanzen:

Definition 1.5 (Genregulationsnetzwerk) Unter einem Genregulationsnetz-
werk versteht man das komplexe Zusammenspiel der in einer Zelle vorkommen-
den Derivate der einzelnen Gene (DNA, mRNA, inaktives Protein, aktives Protein,
etc.), sowie anderen intra- und extrazelluldren Einflufifaktoren (Licht, Temperatur,
Wachstums-, Uberlebens- und Todesfaktoren, Stoffwechselprodukte, Néhrstoffe, etc. ),
die durch requlatorische Finfliisse aufeinander einwirken.

1.2 Experimentelle Bestimmung des Expressions-
verhaltens

Wichtige Groflen zur Charakterisierung des Expressionsverhaltens der Gene einer
Zelle sind vor allem die entsprechenden mRNA- und Protein-Konzentrationen, denn
die Expressionsrate eines Gens kann mafligeblich durch diese Gréflen beschrieben
werden.

Herkémmliche Methoden der Molekularbiologie zur Gewinnung solcher Expressi-
onsdaten arbeiten nach dem zeit- und kostenintensiven , Ein-Gen-ein-Experiment*-
Prinzip. Sie erlauben lediglich die Analyse eines einzigen Gens und erschweren damit
ein umfassendes Verstdndnis des komplexen Zusammenspiels der einzelnen Kompo-
nenten des Genregulationsnetzwerks einer Zelle.

Einen erheblichen Vorteil brachte die Entwicklung sogenannter ,,Large-Scale®-Ex-
perimente, die es ermdglichen, die mRNA- und Protein-Konzentrationen mehrerer
tausend Gene gleichzeitig zu bestimmen und damit die expressionelle Aktivitit einer
Zelle zu einem beliebigen Zeitpunkt in einem bestimmten physiologischen Zustand
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zu charakterisieren. In diesem Unterabschnitt sollen kurz die derzeit verfiighbaren
Technologien zur Quantifizierung der mRNA- und Proteinkonzentrationen vorge-
stellt werden.

1.2.1 Quantifizierung der mRNA-Konzentrationen

Bekannte Verfahren zur Bestimmung der mRNA-Konzentrationen in einer Zelle sind
neben der Microarray-Technologie auch die SAGE Methode und eine Kombination
aus RT-PCR und Northern-Hybridisierung.

Microarray-Technologie

Die fundamentale Basis der Microarray-Technologie [59] bildet die sogenannte Hy-
bridisierung: Zwei DNA-Striange bzw. ein DNA- und ein RNA-Strang hybridisieren
miteinander, wenn sie komplementér zueinander sind. Dazu bilden sich zwischen den
komplementiren Basen Guanin-Cytosin und Adenin-Thymin bzw. Adenin-Uracil
Wasserstoffbriickenbindungen aus, die die Striange miteinander verkniipfen.
Microarray-Chips sind kleine Glastriger, auf denen tausende verschiedene Nukleo-
tidsequenzen (Proben) mit bekannter Basenfolge in einer hohen Dichte befestigt
wurden. Dabei ist in jeder Probe die entsprechende Nukleotidsequenz in geniigend
hoher Anzahl vorhanden, um ausreichend Bindungsmoglichkeiten zur Verfiigung zu
stellen. Eine spéatere Zuordnung ist moglich, da die Position einer jeden Probe genau
bekannt ist.

Die in einer einzigen Zelle enthaltenen Mengen verschiedener mRNA-Molekiile sind
viel zu klein, um sie mit diesem Verfahren zu quantifizieren. Man arbeitet deshalb
in einem Microarray-Experiment mit einer ganzen Zellpopulation gleichartiger Zel-
len. Fiir die Durchfithrung eines solchen Experiments ist es zunéchst erforderlich,
die mRNA-Molekiile aus den Zellen der zu untersuchenden Population zu extra-
hieren und mit einem Fluoreszenzfarbstoff zu markieren. AnschlieBend werden sie
dann in einer wifirigen Losung auf den Microarray-Chip aufgebracht und koénnen
mit den entsprechenden komplementéren Probe-Sequenzen hybridisieren. Nach der
Entfernung aller nicht gebundenen mRNA-Molekiile kann man mit Hilfe eines La-
serscanners durch die Stéarke der Fluoreszenz einer bestimmten Probe analysieren,
wieviele komplementéire mRNA-Molekiile eines bestimmten Typs an die Nukleotid-
sequenzen der Probe gebunden haben und Riickschliisse auf die durchschnittliche
Konzentration dieses mRNA-Molekiils in den Zellen der untersuchten Population
ziehen. Da die Basenfolge der Sequenzen in einer Probe bekannt ist, konnen die
gebundenen mRNA-Molekiile einem bestimmten Gen zugeordnet werden.

Im wesentlichen unterscheidet man Oligonukleotid-Arrays und cDNA-Microarrays.
Erstere enthalten als Probe-Sequenzen kurze, in der Regel 25 Basen lange Nukleotid-
sequenzen — sogenannte Oligonukleotide. Diese werden direkt auf dem Chip durch
das schrittweise Anlagern von Nukleotiden synthetisiert. Im Gegensatz dazu ver-
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Abbildung 1.4: Microarray-Experiment zur Quantifizierung der mRNA-Konzentra-
tionen.
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wendet man bei den cDNA-Microarrays als Probe-Sequenzen vollstdndige ¢cDNA-
Sequenzen?. Diese werden vorher synthetisiert und mit Hilfe spezieller Technik ziel-
genau auf den Glastrager aufgebracht.

SAGE

Das SAGE Verfahren (Serial Analysis of Gene Expression) [14, 62] nutzt die Tatsa-
che, dal jedes mRNA-Molekiil bereits durch ein kurzes Teilstiick seiner Nukleotid-
sequenz (zwischen 10-17 Basen lang) eindeutig identifiziert werden kann. Um also
ein mRNA-Molekiil {iber seine Basenfolge zu identifizieren, mufl nicht das gesamte
Molekiil, sondern lediglich ein kurzes Teilstiick sequenziert® werden.

Analog zu der Microarray-Technologie arbeitet man auch hier mit einer Zellpopula-
tion, aus der zunéchst die mRNA-Molekiile extrahiert werden miissen. Ein spezielles
Enzym — die Reverse Transkriptase — schreibt dann jedes einzelne mRNA-Molekiil
in eine cDNA-Sequenz um. Aus diesen cDNA-Molekiilen werden anschliefend kurze
Teilstiicke an einer spezifischen Position entfernt. Diese dienen zur Identifizierung
der mRNA-Molekiile. Damit nicht jedes dieser Teilstiicke einzeln sequenziert werden

2Eine ¢cDNA-Sequenz (complementary DNA) ist ein DNA-Molekiil, das aus einem mRNA-
Molekiil generiert wurde. Es ist komplementér zur Sequenz dieses mRNA-Molekiils und besteht
nur aus kodierenden Abschnitten.

3Sequenzieren bedeutet, mit Hilfe spezieller Technik — sogenannter Sequenziermaschinen — die
Nukleotidsequenz eines Molekiils auszulesen.



1. BIOLOGISCHE UND TECHNISCHE GRUNDLAGEN 10

mufl, verbindet man sie miteinander vor der Sequenzierung zu grofien Molekiilen,
den sogenannten Concatemeren. Die Anzahl, mit der ein bestimmtes Teilstiick in
diesen Concatemeren vorkommt, erlaubt dann Riickschliisse auf die Konzentrati-
on des zugehorigen mRNA-Molekiils; die Basenfolge des Teilstiicks identifiziert das
mRNA-Molekiil und ordnet es einem bestimmten Gen zu.

RT-PCR und Northern-Hybridisierung

Im Unterschied zu den beiden vorangegangenen Verfahren erlaubt es die Kombi-
nation dieser beiden Methoden, auch sehr kleine Mengen von mRNA-Molekiilen
zu analysieren. Deshalb ist es hier moglich, die Konzentrationen der verschiedenen
mRNA-Molekiile einer einzigen Zelle zu bestimmen — es muf} also nicht auf die
Durchschnittswerte aus einer Zellpopulation zuriickgegriffen werden, die zum Teil
recht ungenau sind und viele Zusammenhénge zwischen dem Expressionsverhalten
der einzelnen Gene verwischen.

Mittels RT-PCR (Reverse Transcriptase Polymerase Chain Reaction) [45] werden
zunichst die aus einer Zelle extrahierten mRNA-Molekiile durch das Enzym Re-
verse Transkriptase in cDNA-Sequenzen umgeschrieben, anschliefend diese cDNA-
Sequenzen millionenfach vervielfaltigt und so quantifizierbare Mengen produziert.
Das dabei entstandene komplexe Gemisch kann dann durch Elektrophorese in die
verschiedenen cDNA-Sequenzen aufgetrennt werden: Man bringt das Gemisch dazu
auf einen geeigneten Trager (Gel, spezielles Papier) auf. Ein angelegtes elektrisches
Feld 16st die Wanderung der einzelnen cDNA-Sequenzen auf dem Tréger aus. In
Abhéngigkeit ihrer Grofle und Basensequenz wandern die verschiedenen Sequen-
zen mit unterschiedlichen Geschwindigkeiten und trennen sich in einzelne Banden
auf. Das entstehende Elektropherogramm wird anschlieSend mittels der Northern-
Blotting-Technik [45] auf eine Membran transferiert. Durch Zugabe radioaktiv mar-
kierter Sonden, die durch Hybridisierung an die cDNA-Sequenzen auf der Membran
binden, kénnen die Banden dann analysiert werden. Der Ort einer Bande dient zur
Identifizierung der Sequenz und damit der Zuordnung zu einem bestimmten Gen.
Die Intensitdt der Radioaktivitdt einer Bande beschreibt die Menge der ¢DNA-
Sequenzen an dieser Stelle und ist proportional zur Konzentration des entsprechen-
den mRNA-Molekiils.

Im Gegensatz zu den beiden vorangegangenen Technologien ist dieses Verfahren
allerdings weniger parallel — die Anzahl der Gene, deren zugehorige mRNA-Kon-
zentrationen in einem Experiment bestimmt werden kénnen, ist wesentlich geringer.
Dieser Nachteil wird jedoch durch eine hohe Genauigkeit der Ergebnisse aufgrund der
Arbeit mit einer einzelnen Zelle anstelle einer Zellpopulation wieder ausgeglichen.
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1.2.2 Quantifizierung der Protein-Konzentrationen

Im Unterschied zu den mRNA-Molekiilen ist die Identifizierung und Quantifizierung
der Proteine in einer Zelle wesentlich komplizierter. Ein traditionelles Verfahren stellt
hier die 2D-Elektrophorese [35] dar. Neue Moglichkeiten ergeben sich derzeit aus der
Entwicklung sogenannter Protein-Arrays [40].

2D-Elektrophorese

Wie bereits fiir cDNA-Sequenzen beschrieben wird auch das aus einer Zelle extra-
hierte Proteingemisch in einem Gel durch das Anlegen eines elektrischen Feldes
in seine unterschiedlichen Proteine aufgetrennt. Die einzelnen Proteine bilden in
Abhéngigkeit ihrer Gréfle und ihres molekularen Gewichts ein sichtbares Banden-
muster aus. Auch hier kann dann die Auswertung dieses Elektropherogramms mit
Hilfe einer Blotting-Technik — des Western-Blottings [45] — erfolgen. Die Proteine
werden dazu auf elektrophoretischem Wege in eine proteinbindende Membran trans-
feriert, wo man sie mittels spezifischer, mit einem Farbstoff markierter Antikérper
nachweisen kann. Der Ort einer Bande dient wieder zur Identifizierung des dort
angesammelten Proteins; die Intensitéit der Bandenfarbung gibt Auskunft {iber die
Konzentration des jeweiligen Proteins.

Ein Nachteil dieses Verfahrens ergibt sich aus der Tatsache, daf fiir viele Banden
noch nicht bekannt ist, welches Protein sie représentieren. Damit konnen nicht alle
Proteine des extrahierten Proteingemischs identifiziert werden. Weiterhin ist oftmals
auch die Auflésung nicht grofl genug, um alle Proteine zu separieren und eine Bande
des Elektropherogramms reprasentiert dann mehr als ein Protein.

Protein-Arrays

Die Entwicklung von Protein-Arrays sollte die Vorteile der Microarray-Technologie
auf die Proteinanalyse iibertragen. Es werden hier komplette Proteine als Zielmo-
lekiile auf die Oberfliche eines Chips aufgebracht. Uber Protein-Protein-Interak-
tionen reagieren die aus einer Zellpopulation extrahierten Proteine dann mit diesen
Zielmolekiilen und konnen so identifiziert und quantifiziert werden. Die Prinzipien
der Herstellung und Bindung gestalten sich hier allerdings viel komplizierter und es
ergeben sich eine Reihe von Problemen.

Zum einen sind Proteine im Gegensatz zu den robusten Nukleotidsequenzen stark
abhéngig von den dufleren Bedingungen (Temperatur, ph-Wert, Ionenstérke, etc.).
Die Anderung dieser Bedingungen hat hiufig die Denaturierung und den Verlust
der Aktivitit der Proteine zur Folge. Zum anderen ist die Funktion eines Proteins
abhéngig von seiner spezifischen, sehr empfindlichen 3D-Struktur. Damit die Pro-
teine an die Zielmolekiile auf dem Chip binden koénnen, mufl die dreidimensionale
Struktur dieser Molekiile erhalten bleiben. Weiterhin sind die Interaktionen zwi-
schen den Proteinen sehr heterogen und haben unterschiedliche Eigenschaften. Im
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Gegensatz zu den Nukleotidsequenzen sind zum Beispiel die entsprechenden Bin-
dungsstédrken und -stabilitdten nicht standardisiert.

Die Herstellung solcher Protein-Arrays gestaltet sich daher sehr schwierig. Als Folge
ist ihr Einsatz momentan noch stark beschrinkt — zur Quantifizierung von Pro-
teinkonzentrationen wird meist auf das traditionelle Verfahren der Elektrophorese
zuriickgegriffen.

1.3 Reverse Engineering

Unter dem Begriff Reverse Engineering verbirgt sich hier die Aufgabenstellung, aus
den gegebenen Expressionsdaten, die das experimentell bestimmte Expressionsver-
halten der Gene beschreiben, Riickschliisse auf die regulatorischen Interaktionen
zwischen den Komponenten des Genregulationsnetzwerks einer Zelle (siehe Defini-
tion 1.5) zu ziehen. Es sollen also Informationen dariiber gewonnen werden, wie die
Expression eines Gens durch die Expression anderer Gene, aber auch durch extra-
und intrazelluldre EinfluBfaktoren reguliert wird. Diese Informationen liefern Ein-
sicht in das komplexe Zusammenspiel der Netzwerkkomponenten einer Zelle und sind
essentiell fiir das Versténdnis der differentiellen Genexpression. Es ist zu hoffen, da-
mit Unterschiede im Expressionsmuster der Zellen aus verschiedenen Geweben (zum
Beispiel gesundes versus krankes Gewebe) aufkliren zu koénnen.

Im allgemeinen 148t sich der Reverse Engineering Prozefl in zwei Teilschritte un-
tergliedern: Als erstes mufl ein genetisches Netzwerkmodell ausgewéhlt werden, das
zur Darstellung des Genregulationsnetzwerks dienen soll. Inwieweit man dabei von
der biologischen Realitéit abstrahiert und welche Netzwerkkomponenten man in das
Modell integriert, héingt neben der gegebenen Aufgabenstellung mafigeblich von den
verfiigbaren Daten ab. Der zweite Teilschritt dient anschlieBend dazu, die Parame-
ter des ausgewdhlten Modells mit Hilfe der gegebenen Daten festzulegen und zu
spezifizieren, zwischen welchen Komponenten des Netzwerkmodells regulatorische
Einfliisse bestehen.

Héufig betrachtet man vereinfachend nur die regulatorischen Interaktionen wihrend
der Transkription. Es soll herausgefunden werden, wie die Transkription eines Gens
durch die Produkte anderer Gene und gegebenenfalls auch durch sein eigenes Gen-
produkt reguliert wird. Man betrachtet dazu zum einen die entsprechenden mRNA-
Konzentrationen der Gene und zum anderen die Konzentrationen der synthetisierten
Proteine. Ein Reverse Engineering Algorithmus deckt dann regulatorische Zusam-
menhénge zwischen den gegebenen Protein- und mRNA-Konzentrationen auf und
identifiziert so regulatorische Einfliisse verschiedener Genprodukte auf die Transkrip-
tion der einzelnen Gene.

Viele Reverse Engineering Methoden abstrahieren sogar noch ein Stiick weiter. Sie
versuchen, regulatorische Beziehungen zwischen den Genen nur aus den mRNA-
Konzentrationen der Gene zu identifizieren, denn diese sind, besonders seit der Ent-
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wicklung der Microarray-Technologie, wesentlich leichter zu messen als die entspre-
chenden Protein-Konzentrationen. Aufgrund dessen sind die derzeit verfiigharen Ex-
pressionsdaten oftmals auf die mRNA-Konzentrationen der Gene beschriankt. Igno-
riert man die Tatsache, dafl neben der Transkriptionsregulation auch Regulationen
auf anderen Ebenen der Genexpression existieren, und arbeitet mit der vereinfach-
ten Annahme, dafl aus einem Gen, ist es erst einmal transkribiert, auch ein funkti-
onstiichtiges Genprodukt synthetisiert wird, kann man von einer starken Korrelation
zwischen der mRNA-Konzentration und der Protein-Konzentration eines Gens aus-
gehen. Die Expressionsrate eines Gens kann deshalb allein durch seine entsprechende
mRNA-Konzentration modelliert werden. Zusammenhéinge zwischen den Expressi-
onsraten zweier Gene sollen dann Riickschliisse auf eine regulatorische Beziehung
zwischen ihnen ermoglichen.

Manchmal werden zusétzlich auch extrazelluldre und intrazelluldre Einflulifaktoren
(Licht, Temperatur, zugesetzte Chemikalien, Hormone, Zytokine, Néhrstoffe, etc.)
sowie die Abhéngigkeit von Gewebe und Organ, aus dem die betrachteten Zellen
stammten, in die Analyse einbezogen, um deren Einflufl auf die Expression einzelner
Gene zu untersuchen.



Kapitel 2

Die Wahl eines genetischen
Netzwerkmodells

Wie in Abschnitt 1.3 beschrieben, stellt sich im Reverse Engineering Prozef3 zuerst
die Aufgabe, ein geeignetes Netzwerkmodell auszuwéhlen, mit dem das zu rekon-
struierende Genregulationsnetzwerk beschrieben werden soll. In [7] ist ein Modell
im naturwissenschaftlichen Sinn definiert als:

Definition 2.1 (Modell [7]) ,/..] ein Abbild der Natur unter Hervorhebung fir
wesentlich erachteter Figenschaften und unter Aufler-Acht-Lassen als nebensdchlich
angesehener Aspekte. Das Modell in diesem Sinn ist ein Mittel zur Beschreibung der
erfahrenen Realitit [...] und Grundlage von Voraussagen iber zukiinftiges Verhalten
des erfafiten Erfahrungsbereichs. Es ist umso realistischer oder wirklichkeitsndher,
je konsistenter es den von ithm umfafiten Erfahrungsbereich zu deuten gestattet und
je genauer seine Vorhersagen zutreffen [...]¢

Ein Modell ist also eine vereinfachte und abstrahierte Darstellung eines realen Sy-
stems.

Neben der Moglichkeit, ein eigenes Netzwerkmodell zu entwerfen, bildet die Orien-
tierung an bekannten Modellen eine Variante, ein genetisches Netzwerkmodell fiir
das zu rekonstruierende Genregulationsnetzwerk festzulegen. In der Literatur wer-
den eine Vielzahl moglicher Netzwerkmodelle vorgeschlagen, auf die zuriickgegriffen
werden kann.

Um ein zweckméfiges Modell fiir die im Einzelfall zu l6sende Problematik zu finden,
ist es erforderlich, sich mit den an das Netzwerkmodell gestellten Anforderungen aus-
einanderzusetzen. Diese Anforderungen bestimmen wesentlich die Wahl eines geeig-
neten Netzwerkmodells, mit dem das Genregulationsnetzwerk entsprechend der Fra-
gestellung adédquat und effizient analysiert werden kann. Daneben haben natiirlich

14
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auch die gegebenen Expressionsdaten einen entscheidenden Einflufl auf die Wahl ei-
nes Netzwerkmodells, denn diese sind sowohl beziiglich des Datenumfangs als auch
in Bezug auf die experimentell verfiigharen Datentypen begrenzt.

Wichtige Eigenschaften des Netzwerkmodells, die unter Beriicksichtigung der gestell-
ten Anforderungen und der verfiighbaren Expressionsdaten festzulegen sind, sollen im
ersten Abschnitt dieses Kapitels ndher betrachtet werden. Der zweite Abschnitt des
Kapitels stellt anschliefend ausgewéhlte genetische Netzwerkmodelle vor.

2.1 Eigenschaften eines Netzwerkmodells

In Abhéngigkeit von den verfiigharen Daten und der gegebenen Fragestellung miissen
bei der Wahl eines genetischen Netzwerkmodells wichtige Entscheidungen beziiglich
der Eigenschaften des Netzwerkmodells getroffen werden [13]:

2.1.1 Grad der Abstraktion

Die erste wichtige Entscheidung betrifft die Genauigkeit, mit der man die Details
der Genexpressions- und Genregulationsprozesse abbildet.

In einem detaillierten Modell werden die Regulationsprozesse der Genexpression
sowie die Mechanismen der Transkription, der Translation und auch der posttrans-
lationalen Modifikationen spezifiziert. Ziel ist es, die ablaufenden biochemischen Re-
aktionen genau zu beschreiben. Als Netzwerkkomponenten bezieht man dafiir die
mRNA- und Protein-Konzentrationen der Gene sowie wichtige extra- und intrazel-
luldre Einflufifaktoren in das Netzwerkmodell ein. Aufgrund des geringen Abstrakti-
onsgrades konnen die bei der Genexpression ablaufenden Prozesse genau beschrieben
werden. Allerdings ergeben sich so recht komplexe Modelle mit vielen freien Para-
metern, wodurch ihre Anwendung in der Regel auf sehr kleine Systeme beschrankt
bleibt. Ein Beispiel fiir solch ein detailliertes Netzwerkmodell ist ein in [6] vorgestell-
ter Ansatz zur Modellierung der regulatorischen Mechanismen fiir die Entscheidung
zwischen dem lytischen und dem lysogenen Entwicklungszyklus in einem A-Phagen.
Hier werden die Mechanismen zur Regulation der Transkription und Translation
auf molekularer Ebene genau modelliert und die Proteinproduktion der regulierten
Gene mit Hilfe von stochastischen Kinetiken beschrieben.

Aufgrund der Komplexitét biologischer Regulationsmechanismen arbeitet man aber
meist mit abstrakteren Ansétzen zur Modellierung eines Genregulationsnetzwerks
(vergleiche Abschnitt 1.3):

Ein erster Schritt der Abstraktion verzichtet auf eine genaue Darstellung der ab-
laufenden biochemischen Prozesse. In das Netzwerkmodell werden die mRNA- und
Protein-Konzentrationen der Gene integriert und die Abhéngigkeiten zwischen ih-
nen auf einer abstrakteren Ebene modelliert. Als Beispiel sei auf ein Modell in [§]
verwiesen, das die Translations- und Transkriptionsprozesse mit Hilfe von Differen-
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tialgleichungen beschreibt und dabei auch Zerfallsprozesse, sowohl auf der Ebene
der Proteine als auch auf der Ebene der mRNA | berticksichtigt.

Ein n#chster Schritt der Abstraktion betrachtet die Protein-Konzentrationen nur
noch auf der Ebene ihres regulatorischen Einflusses auf die Transkription der Ge-
ne. Durch die Modellierung der Abhéngigkeit der mRNA-Konzentration eines Gens
von verschiedenen Protein-Konzentrationen kann die Transkriptionskontrolle dieses
Gens beschrieben werden.

Aufgrund der Begrenzung derzeit verfiigbarer Expressionsdaten sowohl beziiglich
ihres Umfangs als auch in Bezug auf den Datentyp — oftmals werden nur die mRNA-
Konzentrationen der Gene beschrieben, denn diese sind wesentlich leichter zu mes-
sen als die Protein-Konzentrationen — ist auch dieser Grad an Abstraktion hdufig
nicht ausreichend. Es existiert deshalb eine Vielzahl von Modellen, welche die re-
gulatorischen Einfliisse zwischen den Genen auf einer noch abstrakteren Ebene mo-
dellieren. Vereinfachend ignorieren diese Netzwerkmodelle alle Regulationsvorgéinge
auflerhalb der Transkription und nehmen so eine starke Korrelation zwischen den
mRNA-Konzentrationen und den Proteinkonzentrationen der Gene an. Die Expres-
sionsraten der Gene konnen dann allein durch die zugehérige mRNA-Konzentration
beschrieben werden. Eine in einem entsprechenden Netzwerkmodell beschriebene
Abhéngigkeit der Expressionsrate eines Gens A von der Expressionsrate eines Gens
B modelliert vereinfachend den regulatorischen EinfluB der Expression von Gen
A auf die Expression von Gen B oder — noch genauer — den regulatorischen Ein-
flufl eines aus der in Gen A verschliisselten Information synthetisierten Proteins auf
die Transkription von Gen B. Die Prozesse der Genexpression und Genregulation
werden also auf einer abstrakten Ebene betrachtet, die die Details der einzelnen
Prozesse vollig aufler acht 1a8t. Extra- und intrazellulare Einfluifaktoren kann man
in das Netzwerkmodell integrieren; die Modellierung ihrer regulatorischen Einfliisse
auf die Expression einzelner Gene ist aber ebenfalls nur auf der abstrakten Ebene
des Netzwerkmodells moglich. Aufgrund des hohen Abstraktionsgrades ergeben sich
so relativ einfache Modelle, die weniger freie Parameter besitzen und auch sehr grofie
Systeme effizient beschreiben koénnen.

2.1.2 Struktur versus Struktur & Dynamik

Entscheidend ist weiterhin, ob man nur die Struktur des Genregulationsnetzwerks
modellieren mochte oder beides, Struktur und Dynamik.

Ein Modell der Struktur bildet lediglich die Komponenten des Genregulationsnetz-
werks ab und beschreibt, zwischen welchen Komponenten regulatorische Interaktio-
nen auftreten. Es trifft aber keine Annahmen iiber die Art oder Stérke einer Inter-
aktion. Mochte man zusétzlich die Dynamik des Genregulationsnetzwerks model-
lieren, miissen die Interaktionen genauer spezifiziert werden. Dies erfordert weitere
Entscheidungen:
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2.1.3 Diskret versus kontinuierlich

Bei der Modellierung der Dynamik mufl zusétzlich entschieden werden, ob mit dis-
kreten bzw. Booleschen Variablen oder mit kontinuierlichen Variablen gearbeitet
werden soll, um die einzelnen Netzwerkkomponenten zu modellieren.

Die vereinfachte Annahme von diskreten Gréflen fithrt zu weniger komplexen Mo-
dellen und erlaubt so, dal auch grofie genetische Netzwerke effizient analysiert
werden konnen. Demgegeniiber steht allerdings der Nachteil, dafl die diskrete Be-
schreibung der Netzwerkkomponenten biologisch nicht realistisch ist. Eine Analyse
offentlich verfiigharer Genexpressionsdatensétze ergab, daf§ die gemessenen mRNA-
und Protein-Konzentrationen der Gene, die ihre Expressionsraten charakterisie-
ren, eher kontinuierliche als diskrete Groflien sind. Zwar gibt es durchaus Gene,
die ein sehr schnelles Schaltverhalten zwischen einem nicht exprimierenden und ei-
nem maximal exprimierenden Zustand zeigen und so die vereinfachende Annahme
unterstiitzen, dafl die entsprechenden Expressionsraten durch diskrete oder sogar
Boolesche Variablen modelliert werden kénnen. Ein Grofiteil der Gene nimmt aber
sehr viele verschiedene Zustédnde an und ist vorwiegend in mittleren Stérken und
nur selten iiberhaupt nicht oder maximal exprimiert. Bei der Diskretisierung der ge-
messenen Konzentrationen gehen viele Informationen verloren, denn mittlere Werte
sind mit einer Booleschen Variable gar nicht und mit einer diskreten Variable nur
bedingt modellierbar. Kleine und mittlere Schwankungen der mRNA- und Protein-
Konzentrationen eines Gens sind deshalb nach einer Diskretisierung nicht mehr iden-
tifizierbar.

2.1.4 Deterministisch versus stochastisch

Weiterhin ist zu entscheiden, ob die regulatorischen Einfliilsse zwischen den Netz-
werkkomponenten durch deterministische oder stochastische Beziehungen modelliert
werden sollen.

Theoretische Uberlegungen und experimentelle Ergebnisse verstéirken die Annahme,
daB die regulatorischen Interaktionen in genetischen Netzwerken auf stochastischen
Beziehungen beruhen [1, 39]. Es ist auflerdem meist nicht moglich, alle bekann-
ten EinfluBgréflen genau zu messen, und aufgrund von experimentellen Mefifehlern
sind die Genexpressionsdaten verrauscht, wodurch Inkonsistenzen enstehen kénnen.
Selbst wenn das zugrundeliegende System von deterministischer Natur wiére, 148t
sich deshalb oft dennoch kein deterministisches Modell finden, das in der Lage ist,
diese Inkonsistenzen zu modellieren. Eine stochastische Modellierung der regulato-
rischen Einfliisse ist damit also prinzipiell geeigneter; allerdings nimmt die Komple-
xitat des entstehenden Modells dadurch zu.
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2.2 Genetische Netzwerkmodelle

In der Literatur wird eine Vielfalt von Anséitzen zur Modellierung genetischer Netz-
werke vorgeschlagen [31]. Im Rahmen der vorliegenden Arbeit sollen ausgewihlte
Netzwerkmodelle vorgestellt werden:

e Gerichtete Graphen

e Boolesche Netzwerke

e Diskrete dynamische Bayessche Netzwerke
e Additive Regulationsmodelle

e Kontinuierliche Dynamische Bayessche Netzwerke

Im weiteren Verlauf dieser Arbeit wird beriicksichtigt, dal sich momentan verfiighare
Expressionsdaten meist auf Daten aus Microarray-Experimenten zur Quantifizie-
rung von mRNA-Konzentrationen beschrinken. Dies erfordert die Verwendung ei-
nes abstrakten Netzwerkmodells, denn detaillierte Modelle mit einem geringen Ab-
straktionsgrad arbeiten mit Komponenten unterschiedlichen Typs und setzen die
Verfiigharkeit entsprechender Daten voraus (Protein- und mRNA-Konzentrationen,
genaue Auspriagung betrachteter extra- und intrazelluldrer Einflulfaktoren, etc.).
Damit sind die Daten aus Microarray-Experimenten zur Anpassung dieser Modelle
allein nicht ausreichend. Die im folgenden vorgestellten Netzwerkmodelle arbeiten
deshalb mit der vereinfachten Annahme, dafl die Expressionsrate eines Gens allein
durch die Konzentration seines mRNA-Transkripts beschrieben werden kann. Sie
modellieren reale regulatorische Einfliisse der Expression eines Gens auf die Expres-
sion eines anderen Gens in einer abstrakten Ebene durch Abhéngigkeiten zwischen
den einzelnen Expressionsraten (siche Abschnitt 2.1.1).

2.2.1 Gerichtete Graphen

Der wohl einfachste Ansatz, ein Genregulationsnetzwerk zu modellieren, ist ein ge-
richteter Graph. Er beschreibt lediglich die Struktur eines Netzwerks und ist wie
folgt definiert:

Definition 2.2 (Gerichteter Graph) Ein gerichteter Graph zur Modellierung
eines genetischen Netzwerks ist definiert als ein Paar (V, E), wobei die Menge V
von Knoten den Netzwerkkomponenten (Gene, extra- und intrazellulire Einflufifak-
toren) entspricht, und die Menge E von Kanten den regulatorischen Interaktionen
zwischen thnen.

Somit modelliert eine Kante A — B von einem Knoten A zu einem Knoten B den
regulatorischen Einflufl von einer Netzwerkkomponenten A auf eine Netzwerkkom-
ponente B.
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2"

Abbildung 2.1: Graphische Darstellung eines gerichteten Graphen.

Mit diesem einfachen Ansatz konnen die einzelnen regulatorischen Einfliisse nicht
néher spezifiziert werden. Es ist lediglich méglich, durch eine Beschriftung der Kan-
ten mit ,, + “ oder ,, — “ anzugeben, ob es sich um einen aktivierenden oder einen
inhibitorischen Einflufl handelt. Auch 1d8t das Modell keine Angaben iiber das dy-
namische Verhalten des Systems zu.

Die Abbildung 2.1 zeigt die graphische Darstellung eines gerichteten Graphen.

43

2.2.2 Boolesche Netzwerke

Zur Modellierung von Genregulationsnetzwerken wurden Boolesche Netzwerke erst-
mals von Stuart Kauffman [32] herangezogen. In einem Booleschen Netzwerk werden
sowohl die Struktur als auch die Dynamik eines Genregulationsnetzwerks beschrie-
ben.

Folgende formale Definition 148t sich fiir ein Boolesches Netzwerk als genetisches
Netzwerkmodell angegeben:

Definition 2.3 (Boolesches Netzwerk) Ein Boolesches Netzwerk ist definiert als
ein Paar (X, F). Hierbei ist X eine Menge Boolescher Variablen xi,xo, ...,z N, wel-
che den diskretisierten Expressionsraten der Gene g1, gs, ..., gy entsprechen und F
eine Menge von Booleschen Funktionen, die deterministische Zusammenhdnge zwi-
schen den Expressionsraten beschreiben. So gibt eine Boolesche Funktion fi(x;,, x;,,
oy @iy ) an, wie der Zustand (Output) der Booleschen Variable x; (Outputelement)
zum Zeitpunkt t + 1 in Abhdngigkeit von den Zustinden (Input) der Booleschen Va-
riablen x;,, T;y, ..., x;, (Inputelemente) zum Zeitpunkt t bestimmt wird. Sie modelliert
damit die requlatorischen Einflisse auf die Expression von Gen g;.

Es wird also die vereinfachende Annahme getroffen, daf§ ein Gen sich entweder in
einem aktiven Zustand befindet, in dem es exprimiert wird, oder in einem inaktiven
Zustand, in dem es nicht oder nur sehr wenig exprimiert wird. Folglich 1483t sich die
Expressionsrate eines Gens g; auf einer qualitativen Ebene durch eine Boolesche Va-
riable z; modellieren. Der Zustand eines Booleschen Netzwerks zu einem Zeitpunkt
t wird durch einen Vektor der Dimension N angegeben; der Zustandsraum eines
Booleschen Netzwerks besteht aus 2V globalen Zustéinden.
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t 11234 t 112131415
1|0 1]00 1|01 ]1]11
z2 | 1]0]0[0 z2 | 1]1]0(1]0
z3 | 0]0]0[0 z3 | 1]0]1]01

() (b)

Tabelle 2.1: Trajektorien eines Booleschen Netzwerks. Die Trajektorie in (a) befindet sich
ab dem Zeitpunkt ¢ = 3 in einem stabilen Attraktorzustand; die Trajektorie in Tabelle (b) ab dem
Zeitpunkt ¢ = 2 in einem zyklischen Attraktorzustand.

Beziiglich der Dynamik des Systems arbeitet man vereinfachend mit einem diskreten
Zeitsystem. Ein deterministischer Zustandsiibergang vom Zustand des Netzwerks
zu einem Zeitpunkt £ in den Zustand des Netzwerks zum Zeitpunkt £ + 1 wird mit
Hilfe von Booleschen Funktionen modelliert; die Aktualisierung der Zusténde aller
Variablen x; erfolgt synchron. Die zeitliche Entwicklung eines genetischen Netzwerks
nennt man eine Trajektorie:

Definition 2.4 (Trajektorie) Eine Trajektorie ist eine aus einer Folge von Zu-
standsiibergingen resultierende Sequenz von globalen Systemzustdnden.

Erreicht ein genetisches Netzwerk im Verlauf der zeitlichen Entwicklung einen Sy-
stemzustand, den es zu einem vorangegangenen Zeitpunkt bereits einmal angenom-
men hatte, ist es in einem Attraktor angelangt.

Definition 2.5 (Attraktor) Nimmt das System einen globalen Zustand an, der
zuvor bereits einmal aufgetreten ist, befindet sich das System in einem stationdren
Zustand bzw. stabilen Zyklus, den man als Attraktor bezeichnet.

Da es speziell in einem Booleschen Netzwerk nur eine begrenzte Anzahl von globalen
Systemzusténden gibt, fithrt hier jeder beliebige Startzustand einer Trajektorie nach
endlich vielen Zustandsiibergéngen in einen Attraktor. In Tabelle 2.1 sind zwei ver-
schiedene Trajektorien eines Booleschen Netzes mit den drei Netzwerkkomponenten
x1, T2 und x3 dargestellt. Das entsprechende System befindet sich in 2.1 (a) ab dem
Zeitpunkt ¢ = 3 in einem stabilen und in 2.1 (b) ab dem Zeitpunkt ¢ = 2 in einem
zyklischen Attraktorzustand. Ein Boolesches Netzwerk in einem Attraktorzustand
kann als Genregulationsnetzwerk einer stabilen, differenzierten Zelle interpretiert
werden [33].

Prinzipiell gibt es 22" mégliche Boolesche Funktionen fi(xiy, @4y, ...y, ), mit denen die
Abhéngigkeit des Outputelements x; von den k Inputelementen x;1, z;2, ..., ; model-
liert werden kann. Mit der Begriindung, dafl nur eine Teilmenge dieser 22" moglichen
Booleschen Funktionen sich chemisch einfach realisieren 148t und so biologisch re-
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levant erscheint, wird in [33] vorgeschlagen, die Menge der moglichen Booleschen
Funktionen auf diese Teilmenge der kanalisierenden Funktionen (engl.: canalyzing
function) zu beschranken, die wie folgt definiert sind:

Definition 2.6 (Kanalisierende Funktion) FEine Boolesche Funktion f ist eine
kanalisierende Funktion, falls sich fiir mindestens eines ihrer Inputelemente (ka-
nalisierendes Inputelement) x; zwei Zustinde u,v € 0,1 finden lassen, so dafs die
Implikation gilt: v; = v — f = v. Der Zustand des Outputelements der Boole-
schen Funktion f wird also durch mindestens einen Zustand des Inputelements x;
unabhdngig von den Zustinden aller anderen Inputelemente garantiert.

Ein Beispiel fiir eine kanalisierende Funktion ist die ODER Funktion
f(z1,22) = 21 V x9. Sowohl z; als auch x5 sind hier kanalisierende Inputelemen-
te, denn fiir den Zustand , 1 garantieren sie unabhéngig voneinander auch den
Zustand ,,1“ des Outputelements.

Fiir die grafische Darstellung eines Booleschen Netzwerks werden mehrere Méglich-
keiten vorgeschlagen (Abbildung 2.2). So lassen sich einerseits eine logische Schal-
tung (Abbildung 2.2 (a)) oder auch ein Wiring Diagramm (Abbildung 2.2 (d)) ver-
wenden. Andererseits ist es auch moglich, entsprechende Regeltabellen (Abbildung
2.2 (c)) oder eine Liste der Booleschen Funktionen (Abbildung 2.2 (b)) anzugeben.
Die Integration intra- und extrazellularer Einflufaktoren ist hier nur bedingt mog-
lich. Die Ausprédgungen der betrachteten Faktoren miissen dafiir durch Boolesche Va-
riablen e, beschrieben und in den Booleschen Funktionen f; der von ihnen abhédngigen
Expressionsraten x; entsprechend beriicksichtigt werden. Fiir viele Einfluifaktoren
macht die Abbildung auf eine Boolesche Variable durchaus Sinn; sie modelliert mit
den Zustdnden ,1¢ und ,,0“ die jeweilige An- bzw. Abwesenheit des betreffenden
Faktors. Andere Faktoren, wie zum Beispiel die Temperatur oder das Gewebe, aus
dem die betrachtete Zelle stammt, konnen durch eine Boolesche Variable nur schwer
erfaflt werden.

2.2.3 Diskrete Dynamische Bayessche Netzwerke
(diskrete DBN)

Ein Bayessches Netzwerk [48] ist ein Beispiel fiir ein Netzwerkmodell, das Inter-
aktionen zwischen den Netzwerkkomponenten durch stochastische Beziehungen re-
prasentiert. Bayessche Netzwerke finden eine breite Anwendung im Bereich der
kiinstlichen Intelligenz, wo sie zur Modellierung von Unsicherheit benutzt werden.
Fiir die Identifizierung von Genregulationsnetzwerken aus Genexpressionsdaten wur-
den sie erstmals von Friedman ef al. [18] genutzt. Ahnlich wie bei den Booleschen
Netzwerken verwendet man ebenfalls diskretisierte Expressionsraten. Im Unterschied
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[
vy
X, ({+1) = X,(1) or x,(f)
& X(t+1) = x()
X(t+1) = x(t) and x,(f)
1
(Q) ©)
Xat) Xs(t) Xq(t+1) Xst) | Xoft+1)
0 0 0 0 | 0
1 0 1 1 1 X% X ot
Xi(t) Xaft) Xst+1) X X, X, t+1
8 ? ‘1) or is and
1 0 1
1 1 1
(c) (d)

Abbildung 2.2: Darstellungsméglichkeiten eines Booleschen Netzwerks: (a) logischer
Schaltplan, (b) Liste der Booleschen Funktionen, (c) Regeltabellen, (d) Wiring Diagramm.

zum Booleschen Ansatz, der die Genexpression in der Regel nur auf einer qualita-
tiven Ebene betrachtet, arbeitet man hier aber auf einer quantitativen Ebene, und
ein Gen darf mehr als die zwei Zusténde ,1“ (an) und ,,0 (aus) annehmen — oft
werden in einem diskreten Bayesschen Netzwerk die drei Zustédnden ,-1¢ (die Ex-
pressionsrate eines Gens ist signifikant kleiner als seine mittlere Expressionsrate),
,0% (die Expressionsrate eines Gens entspricht ungefihr seiner mittleren Expres-
sionsrate) und ,,1“ (die Expressionsrate eines Gens ist signifikant grofier als seine
mittlere Expressionsrate) verwendet. Mit diesem Ansatz kénnen also auch mittlere
Expressionsraten modelliert werden.

Die Prozesse der Genexpression erscheinen aufgrund von Meffehlern und fehlenden
wichtigen Einflufifaktoren oft stochastisch, und es ist deshalb nicht moglich, determi-
nistische Einfliisse zwischen den Netzwerkkomponenten zu identifizieren. Durch ihre
wahrscheinlichkeitstheoretische Natur sind Bayessche Netzwerke im Vergleich zu den
Booleschen Netzwerken besser in der Lage, mit Mefifehlern und Inkonsistenzen in
den Expressionsdaten umzugehen.

Ein klassisches Bayessches Netzwerk wird durch eine gerichtete Graphenstruktur G
und eine Menge © von Parametern definiert. Im Gegensatz zum Booleschen An-
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satz sind hier nur azyklische Graphenstrukturen zugelassen. Die Menge der Knoten
von G entspricht einer Menge von diskreten Zufallsvariablen X = {X;, X», ... Xy},
die Kanten beschreiben stochastische Relationen zwischen den Zufallsvariablen. Exi-
stiert eine gerichtete Kante X; — X; von einem Knoten X; zu einem Knoten Xj,
dann wird X; ,Elternknoten von X;* und X; ,Kindsknoten von X;“ genannt und
X; gehort so zu der Elternmenge Pa(X;) von X;. Gegeben seine Eltern ist jeder

Knoten X; unabhéngig von allen anderen Knoten [16]:

Diese Eigenschaft nennt man auch bedingte Unabhéngigkeit.

Die Graphenstruktur G représentiert also die Beziehungen zwischen den Zufalls-
variablen auf einer qualitativen Ebene in Form von bedingten Unabhéngigkeits-
relationen. Die Parametermenge © hingegen definiert fiir jede Zufallsvariable eine
diskrete bedingte Wahrscheinlichkeitsverteilung und beschreibt so die Beziehungen
zwischen ihnen auf einer quantitativen Ebene. Konkret enthélt sie fiir jede Kombina-
tion der moglichen Werte z; einer Zufallsvariablen X; mit den méglichen Werten pa;
ihrer Eltern Pa(X;) den Parameter 6, ;. o, = P(X; = z;|Pa(X;) = pa;). Dieser gibt
an, mit welcher Wahrscheinlichkeit die Zufallsvariable X; den Wert x; annimmt, un-
ter der Bedingung, da8 ihre Eltern Pa(X;) die Werte pa; angenommen haben. Diese
bedingte Wahrscheinlichkeit ist definiert durch :

P(X; = x;, Pa(X;) = pa;)

P(X; = zi|Pa(X;) = pa;) = P(Pa(X;) = pa;)

(2.2)

Die diskrete bedingte Wahrscheinlichkeitsverteilung einer Zufallsvariablen X; kann
in einer bedingten Wahrscheinlichkeitstabelle angegeben werden, die fiir jede Kom-
bination der méglichen Werte x; der Zufallsvariable X; und der moglichen Werte pa;
ihrer Eltern Pa(X;) den jeweiligen Parameter 6; ,, ,,, enthélt.

Ein Beispiel fiir die graphische Darstellung eines klassischen Bayesschen Netzwerks
findet man in Abbildung 2.3. Es sind sowohl die Graphenstruktur G (Abbildung
2.3 (a)) als auch die einzelnen bedingten Wahrscheinlichkeitstabellen fiir die Knoten
(Abbildung 2.3 (b)-(d)) angegeben.

Aus der Graphenstruktur G und der Parametermenge © ergibt sich die Verbund-
wahrscheinlichkeitsverteilung fiir das gesamte Netzwerk, die jedem einzelnen Sy-
stemzustand x = {z1,2s,...,xny} eine Wahrscheinlichkeit P(X = x) = P(X; =
x1,Xe = Z9,..., Xy = zy) fiir sein Auftreten zuordnet. Unter der Annahme, daf
die Reihenfolge der Zufallsvariablen konsistent mit der azyklischen Graphenstruk-
tur ist (d.h. es gilt: X; € Pa(X;) — i < j), kann diese Wahrscheinlichkeit aus dem
Produkt der bedingten Wahrscheinlichkeiten fiir die einzelnen Zufallsvariablen des
Netzwerkes berechnet werden:
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(b) P(X1=0) | P(Xi=1)
X, 099 | o001
(c) X1 || P(X2=0|X1) | P(X2 =1|X1)
0 0.9 0.1
0.15 0.85
X3 (d) X1 | X | P(X3=0/X1,X2) | P(X3=1|X1,Xp)
X \_/4 010 0.9 0.1
2 0 1 0.15 0.85
1 0 0.15 0.85
1 1 0.05 0.95

(2)

Abbildung 2.3: Graphische Darstellung eines klassischen Bayesschen Netzwerks: In
(a) ist die Graphenstruktur G beschrieben; (b),(c) und (d) geben die einzelnen bedingten Wahr-
scheinlichkeitstabellen an, die die bedingten Wahrscheinlichkeitsverteilungen der Knoten X, X5
und X3 beschreiben.

P(X) =a1, Xy =29,..., Xy =2n)

= PXy=ay|Xi=21,Xo=29,.... Xn_1 =2Nn_1) "
P(Xi=21,Xo=m9,... Xy 1=2N_1)

= PXy=an|Xi=21,Xo0=29,.... Xn_1=2N_1) -
P Xy =2y 1| X1 =21, Xo =29,..., Xy_2 =TNn_2) -
P(Xi=21,X0 =29,..., XN 2 =Tn_2)

=z

= H P(XZ = $1|X1 = £L‘1,X2 = X9, ---aXi—l = ZL‘i_l) (23)

=0

Unter Beriicksichtigung der bedingten Unabhéngigkeit (Eigenschaft 2.1), kann man
die einzelnen bedingten Wahrscheinlichkeiten weiter vereinfachen:

H P(Xi = xi’Xl =x1, Xo = Tg, .., Xj1 = xz‘—1)

Ubertragen auf ein Bayessches Netzwerkmodell fiir ein Genregulationsnetzwerk ent-
sprechen die stochastischen Zufallsvariablen den Expressionsraten der Gene. Eine
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Kante X; — X; zwischen zwei Zufallsvariablen X; und X; beschreibt einen stocha-
stischen Einflufl der Expressionsrate von Gen g; auf die Expressionsrate von Gen
g; und modelliert damit auf einer abstrakten Ebene den regulatorischen Einflufl der
Expression von Gen g; auf die Expression von Gen g;. Die in © fiir eine Zufallsvaria-
ble definierte bedingte Wahrscheinlichkeitsverteilung beschreibt die Verteilung der
Expressionsrate des zugehorigen Gens in Abhéngigkeit der Expressionsraten seiner
regulierenden Gene. Intra- und extrazelluldre Einfluifaktoren kénnen durch entspre-
chende diskrete Variablen dargestellt werden. IThre Ausprigungen mufi man dazu
gegebenenfalls diskretisieren. Es sind sowohl quantitative Merkmale (zum Beispiel
Konzentration einer zugesetzten Chemikalie) als auch qualitative Merkmale (zum
Beispiel der Gewebetyp der Zelle) darstellbar. Durch das Einfiigen der entsprechen-
den diskreten Variable in die Elternmenge Pa(X;) kann dann der regulatorische
Einfluf} eines Faktors auf die Expression des Gens g; modelliert werden.

Im Gegensatz zu den klassischen Bayesschen Netzwerken, die keine zeitliche Evo-
lution beschreiben konnen, beziehen Dynamische Bayessche Netzwerke die Zeit als
zusétzliche Dimension ein. Wie bei den Booleschen Netzwerken arbeitet man mit
einem diskreten Zeitsystem, in dem die Zustédnde der Knoten synchron aktualisiert
werden. Die Knotenmenge der Graphenstruktur G entspricht nun der Menge X
von stochastischen Zufallsvariablen X = {X[0], X[1], ..., X[T]} = {X1[0], X2[0], ...,
Xn[0], X1[1], Xo[1], ..., XN[1], ..., Xu[T], Xo[T], ..., Xn[T]}, welche — iibertragen auf
die Doméne der Genregulationsnetzwerke — die diskretisierten Expressionsraten der
Gene g1, g9, ..., gn zu den jeweiligen Zeitpunkten 0,1, ...,7 modellieren. Die Expres-
sionsrate x; von Gen g; zu einem bestimmten Zeitpunkt ¢ wird also durch die Zufalls-
variable X;[t] beschrieben; der Systemzustand des Netzwerks zum Zeitpunkt ¢ kann
durch die Teilmenge X[t] = {X;]t], Xa[t], ..., Xn[t]} angegeben werden. Zusammen-
fassend ergibt sich damit folgende formale Definition fiir ein diskretes Dynamisches
Bayessches Netzwerk als Modell fiir ein Genregulationsnetzwerk:

Definition 2.7 (Diskretes DBN) FEin diskretes Dynamisches Bayessches Netz-
werk ist definiert als Paar (G,0). G ist ein azyklischer, gerichteter Graph, des-
sen Knotenmenge der Menge von diskreten Zufallsvariablen X = {X[0], X[1], ...,
X[T - 1]} = {Xi]0], X2[0],..., Xn[0], X1 [1], Xo[1], ..., XN[1], ..., Xa[T], Xo[T], ...,
Xn|[T1} entspricht, welche die diskretisierten Expressionsraten der Gene gy, ga, ...,
gy zu den Zeitpunkten 0,1, ..., T beschreiben. Fine Kante zwischen zwei Knoten
Xiltm] — Xjltn] (tm < tn) zeigt an, daf die Expressionsrate des Gens g; zum
Zeitpunkt t,, die Ezpressionsrate des Gens g; zum Zeitpunkt t, direkt beeinflufst
und damit X;[t,,] zu der Menge Pa(X;t,]) der Eltern von X;[t,] gehort. Fir jede
Kombination der mdéglichen Werte x; einer Zufallsvariable X;[t] und der maglichen
Werte pa; ihrer Eltern Pa(X;[t]) enthdilt die Parametermenge © den Parameter
0, 2 pa; = P(X;[t] = ;| Pa(X;[t]) = pa;). Damit definiert © fir jede diskrete Zufalls-
variable X;[t] ihre zugehorige diskrete bedingte Wahrscheinlichkeitsverteilung.
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(Q) (b)

Abbildung 2.4: Beispiel fiir eine Graphenstruktur eines Dynamischen Bayesschen
Netzwerks. Ubertragen auf ein Genregulationsnetzwerk reprisentieren die Knoten die Expres-
sionsraten der Gene zu einem bestimmten Zeitpunkt; die Kanten beschreiben stochastische Inter-
aktionen zwischen ihnen und modellieren so reale regulatorische Einfliisse. Im Unterschied zu (a)
wird in (b) angenommen, daf es sich bei den dynamischen Prozessen in einem Genregulationsnetz-
werk um stationdre Markov-Prozesse handelt.

Oftmals wird angenommen, daf} es sich bei den dynamischen Prozessen in einem
Genregulationsnetzwerk um stationdre Markov-Prozesse handelt und damit gilt:

1. P(X[t + 1]|X[t], X[t — 1], ..., X[0]) = P(X[t + 1]|X][t])
2. P(X]t + 1}|X][t]) ist unabhéngig von ¢

Es mufl daher lediglich ein Zustandsiibergang des Netzes von einem Zeitpunkt ¢
zu einem Zeitpunkt ¢t + 1 modelliert werden. Das Netzwerkmodell enthélt so nur
die diskreten Zufallsvariablen X;[t], X5[t], ..., Xn[t], welche die Expressionsraten der
Gene ¢y, g9, .., gy vor einem Zustandsiibergang beschreiben, und die diskreten Zu-
fallsvariablen X[t + 1], Xo[t + 1], ..., Xn[t + 1], die die Expressionsraten der Gene
g1, 92, --, gn nach einem Zustandsiibergang charakterisieren.

Zwei Beispiele fiir eine Graphenstruktur GG eines diskreten DBN sind in Abbildung
2.4 dargestellt.

2.2.4 Additive Regulationsmodelle

Die Expressionsrate eines Gens ist vielmehr eine kontinuierliche als eine diskrete
Grofle. Diese Tatsache lieferte die Motivation fiir die Entwicklung eines Netzwerk-
modells, welches — im Gegensatz zu den vorangehenden Netzwerkmodellen — die
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Expressionsraten mit kontinuierlichen Variablen modelliert. In der Literatur sind
viele dhnliche Vorschldge fiir ein solches Netzwerkmodell unter unterschiedlichen
Namen zu finden: ,, Konnektionistisches Modell“ (engl.: connectionist model) in [44],
,Lineares Modell“ (engl.: linear model) (linearer Ansatz) und ,,Modellierung mit re-
kurrenten neuronalen Netzwerken® (engl.: modelling with recurrent neural networks)
(nichtlinearer Ansatz) in [13], , Lineares Transkriptionsmodell* (engl.: linear trans-
cription model) in [8] und , Gewichtsmatrixmodell“ (engl.: weight matriz model) in
[64]. All diese Varianten beruhen auf der vereinfachenden Annahme, daf die regula-
torischen Einfliisse auf ein zu regulierendes Gen unabhéngig voneinander sind und
ihre Wirkung additiv ist. Deshalb wird in [12] vorgeschlagen, die einzelnen Varianten
unter dem Namen ,, Additive Regulationsmodelle“ (engl.: additive requlation models)
zusammenzufassen. Es kann die folgende formale Definition angegeben werden:

Definition 2.8 (Additives Regulationsmodell) Ein Additives Regulationsmo-
dell definiert ein genetisches Netzwerk durch das Tripel (X, W, E). X ist eine Menge
von kontinuierlichen Variablen xi,xo,...,xy, die die kontinuierlichen Exrpressions-
raten der Gene g, gs, ..., gn beschreiben, W ist eine Gewichtsmatriz und F ist eine
Menge von Differentialgleichungen. Die Eintrige der Gewichtsmatriz W spezifizieren
die requlatorischen Interaktionen zwischen den Genen. Fiir jede Variable x; enthdlt
E eine Differentialgleichung, welche deterministisch die zeitliche Anderung von x;
in Abhdngigkeit von allen anderen Variablen beschreibt. Mdoglich sind sowohl lineare
als auch nichtlineare Differentialgleichungen.

Den Kern dieses Ansatzes bildet die Gewichtsmatrix W zur Spezifizierung der in dem
Genregulationsnetzwerk auftretenden regulatorischen Interaktionen. Der regulatori-
sche Einflufl der Expression eines Gens g; auf die Expression eines Gen g; wird durch
das Gewicht w;; ndher spezifiziert — der Betrag |w;;| gibt die Stérke des Einflusses
an und sein Vorzeichen, ob es sich um einen aktivierenden oder einen inhibitori-
schen EinfluB handelt. Hat das Gewicht w;; den Wert 0, dann ist die Expression
von Gen g; unabhingig von der Expression des Gens g;. Mit Hilfe einer Differential-
gleichung wird die zeitliche Anderung der Expressionsrate in Abhéingigkeit von den,
jeweils mit dem zugehorigen Gewicht bewerteten, Expressionsraten aller anderen
Gene beschrieben. In dem einfacheren linearen Ansatz (Abbildung 2.5 (a)) héngt
die Expressionsrate z; des Gens g; linear von ihrem regulatorischen Input r; ab, der
als Summe iiber die gewichteten Expressionsraten aller Gene definiert ist:

dl’i
dt

N
=7+ 0 — Diwy = Zwijxj + B — Dix; (2.5)

j=1

Die genspezifische Konstante (; ist ein sogenannter Biasfaktor, der das Expressions-
verhalten von Gen g; bestimmt, falls kein regulatorischer Input vorliegt (r; = 0). Die
Zerfallskonstante D; definiert die Rate, mit der das Produkt von Gen g; abgebaut
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X —»W_i Anderung X Tw. > e @ ‘ Anderung
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in X,
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Abbildung 2.5: Schematische Darstellung des Additiven Regulationsmodells [13]:
(a) linearer Ansatz; (b) nichtlinearer Ansatz

wird. Diese Differentialgleichung (2.5), welche die Anderung der Expressionsrate ei-
nes Gens in einem kontinuierlichen Zeitsystem beschreibt, kann durch die Einfithrung
von diskreten Zeitschritten At in eine Differenzengleichung iiberfithrt werden:

At At

- wa% + 0 — Diw; (2.6)

Durch die Multiplikation mit A¢ und die Addition von z;(t) ergibt sich die zu 2.6
dquivalente Aktualisierungsregel (engl.: update rule):

z;i(t+ At) = Z wi;x ()AL + z;(t) + B;At — Dz At

N
= Y wia(t) + 5 (2.7)
j=1

Wobei gilt: wj; = Atw;; + (1 — D;At)d;; und 3; = Atf;. Dabei ist d;; das Kronecker
Symbol, welches den Wert 1 annimmt, falls ¢ = j.
Vereinfachend arbeitet man mit At =1 und D; = 1:

J(t+1) Z w;;xi(t) + B (2.8)

Dieser lineare Ansatz hat zwei wesentliche Nachteile. Zum einen kann ein solches
lineares, additives System nur einen Attraktor im Zustandsraum haben [13]. Inter-
pretiert man, wie in [33] vorgeschlagen, Attraktoren eines Genregulationsnetzwerks
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@) o) ()

Abbildung 2.6: Abhiingigkeit der Sigmoidalfunktion von den Parametern 3; und max;:
(a) B; =0, max; = 1; (b) 8; =2, maz; = 1;(c) B; =0, max; = 2.

als stabile Zelltypen mit einer jeweils charakteristischen Morphologie und spezifi-
schen Funktion, dann konnen mit diesem Ansatz nur Zellen mit einem einzigen
stabilen Zelltyp modelliert werden. Ein weiterer Nachteil des linearen Ansatzes er-
gibt sich daraus, dal die Expressionsrate eines Gens weder nach oben, noch nach
unten beschrinkt ist. Sie kann also einerseits beliebig grof§ werden, andererseits aber
auch negative Werte annehmen. Beides ist biologisch unrealistisch.

Abhilfe kann durch die Einfithrung einer sigmoiden Funktion S(-) geschaffen werden,
die einen nichtlinearen Zusammenhang zwischen dem regulatorischen Input r; eines
Gens ¢; und seiner Expressionsrate z; erzeugt (Abbildung 2.5 (b)):

do

dil = S(ri+06;) — Dix;

da; N

dfﬁ = S(Z wijr; + B;) — D,
i=1

1 + e_(zj:l w’LJZ‘]J’_ﬂl)

Hierbei beschreibt die genspezifische Konstante max; die maximale Expressionsrate
des Gens g;; D; definiert wieder die Zerfallskonstante. Analog zum linearen Ansatz
legt der genspezifische Biasfaktor (3; das Expressionsverhalten von Gen g; im Falle
eines fehlenden regulatorischen Inputs (r; = 0) fest. Wie zu erkennen, wird die
Expressionsrate eines Gens in diesem nichtlinearen Ansatz auf das Intervall (0, maz;)
beschriankt (Abbildung 2.6).

Aquivalent zum linearen Ansatz kann die Differentialgleichung 2.9 durch die Ein-
fithrung von diskreten Zeitschritten At und den Annahmen D; = 1 sowie At =1 in
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eine Differenzengleichung (2.10) und in die zugehorige Aktualisierungsregel (2.11)
umgeformt werden:

At At
max;
_ _ Dt 2.10
1+ e—(z;vzl w;; %5 (t)+06i) ( ) ( )
max;
( ) 1+ 67(2;\;1 wijx;(t)+5i) ®) *)
zit+1) = At (2.11)

1+ 6_(2;111 wij; (t)+05:)

Der Einflul extra- und intrazelluldrer Faktoren auf die Expression eines Gens g;
kann in dieser abstrakten Ebene additiver Einfliisse ebenfalls in das Modell integriert
werden. Notwendig werden dafiir diskrete bzw. kontinuierliche Variablen ey, die die
Ausprigung der betrachteten Faktoren beschreiben, und entsprechende Gewichte
Wi, , die den jeweiligen Einflufl néher spezifizieren.

2.2.5 Kontinuierliche Dynamische Bayessche Netzwerke
(kontinuierliche DBN)

Wie in Abschnitt 2.2.3 beschrieben, arbeiten diskrete (Dynamische) Bayessche Netz-
werke mit diskreten Zufallsvariablen, um die eigentlich kontinuierlichen Expressions-
raten der Gene zu modellieren. Werden bei der Diskretisierung die kontinuierlichen
Expressionsraten der Gene auf nur wenige diskrete Werte abgebildet, so geht da-
durch — wie bereits mehrfach erwéhnt — sehr viel Information verloren. Verwen-
det man hingegen eine sehr feine Quantifizierung, enthélt das resultierende diskrete
Netzwerkmodell zuviele Parameter.

In der Literatur finden sich aber auch Ansétze, in denen (Dynamische) Bayessche
Netze mit kontinuierlichen Variablen studiert werden [19, 23, 24, 28|.

Im Gegensatz zu den diskreten (Dynamischen) Bayesschen Netzwerken entsprechen
die Knoten von G in einem kontinuierlichen (Dynamischen) Bayesschen Netzwerk
B = (G, ©) kontinuierlichen Zufallsvariablen und modellieren so die kontinuierlichen
Expressionsraten der Gene. In © ist fiir jeden Knoten X; eine kontinuierliche be-
dingte Wahrscheinlichkeitsdichte f(xz;|pa;) definiert, welche die Wahrscheinlichkeiten
P(X; = z;|Pa(X;) = pa;) = P(X; = ;| X1 = 21, X5 = 29, ... X}, = 1) fiir die einzel-
nen Werte von X; in Abhéngigkeit von seinen Eltern X, X», ..., X} beschreibt. Dies
geschieht hier durch die Angabe der Parameter der Wahrscheinlichkeitsverteilung.
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Fiir die Wahl einer solchen kontinuierlichen bedingten Wahrscheinlichkeitsverteilung
gibt es mehrere Moglichkeiten. Die einfachste Variante besteht darin, eine Normal-
verteilung zu verwenden [19]:

k
X; ~ N(ag+ > _a; zj,0° (2.12)

Jj=1

oder genauer

f(zilpas)
= flxi|zy, 2o, ..., xx)
2
1 z; — (a0 + X5y a; - x;
= - exp ( ( = ])) (2.13)
2mo 202

Kontinuierliche (Dynamische) Bayessche Netzwerke, die mit diesen bedingten Wahr-
scheinlichkeitsverteilungen arbeiten, sind auch unter dem Namen Gaufy’sche Netz-
werke bekannt und wurden ausfiihrlich von Heckerman et al. [23] studiert.

Ein Nachteil dieser Gauf3’schen Netzwerke ist, daf§ sie nur lineare Abhangigkeiten
zwischen den einzelnen Variablen modellieren koénnen. In [19, 20, 65] wird des-
halb vorgeschlagen, die Wahrscheinlichkeitsverteilung eines Knotens X; durch eine
Gaufy’sche Mischverteilung aus einer bestimmten Anzahl L; von Normalverteilungen
zu beschreiben, um so diese Einschrankung zu beheben [19]:

P(X; = nilPa(X) = par) = 3 wifi (wilpas) (2.14)

Hierbei beschreibt jedes f; eine Normalverteilung; die bedingte Wahrscheinlichkeits-
verteilung fiir X; ergibt sich aus der gewichteten Summe der einzelnen f;.

Ein weiterer Ansatz 148t sich in [28]finden. Um ein Bayessches Netz mit nichtlinearen
Interaktionen zwischen den kontinuierlichen Variablen aus gegebenen Trainingsda-
ten zu erlernen, werden hier nichtparametrische Dichtefunktionen benutzt. Grob
beschrieben, kann die Wahrscheinlichkeitsverteilung des Knotens X; zu den gege-
benen Trainingsdaten x;[1], z;[2], ..., z;[M] durch die folgende Gleichung geschétzt
werden:

P(X; = 2) = = > (2 Wi = il I (2.15)

Hierbei repréisentieren g(-) die Dichte der Standardnormalverteilung und o einen
Glattungsparameter. Analog 148t sich die Wahrscheinlichkeitsverteilung P(X; =
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xi, Pa(X;) = pa;) bestimmen. Die bedingte Wahrscheinlichkeitsverteilung von Kno-
ten X; gegeben seine Eltern Pa(X;) ergibt sich dann aus:

P(X; = z;, Pa(X;) = pa;)

P(Xi = mi| Pa(Xi) = pai) = ——p 5 Sy — o

(2.16)

Die vorliegende Arbeit orientiert sich an einem Ansatz zur Modellierung von Gen-
regulationsnetzwerken mit kontinuierlichen DBN von Murphy et al. [46]. Hier wird
vorgeschlagen, mit Hilfe eines Gaufi’schen Netzwerks eine Dynamik in Anlehnung
an das Additive Regulationsmodell zu modellieren, das regulatorische Interaktio-
nen als unabhéngige, additive Ereignisse behandelt. Beide Varianten der Additiven
Regulationsmodelle — der lineare und der nichtlineare Ansatz — werden betrach-
tet. Im Gegensatz zu den Additiven Regulationsmodellen modelliert ein Bayessches
Netzwerk die regulatorischen Interaktionen aber als stochastische Beziehungen zwi-
schen den Expressionsraten der Gene und kann so die Tatsache beriicksichtigen,
daB es aufgrund von Meffehlern und unbekannten Einflufaktoren oft nicht moglich
ist, deterministische Zusammenhénge zwischen den Expressionsraten der Gene zu
identifizieren. So kénnen beide Vorteile — Modellierung der Expressionsraten durch
kontinuierliche Variablen und stochastische Beziehungen zwischen den Variablen —
in diesem Ansatz vereint werden.

Auch hier arbeitet man vereinfachend mit einem diskreten Zeitsystem und nimmt
an, dafl sich die Zusténde aller Variablen synchron aktualisieren. Analog zu einem
diskreten DBN konnen die dynamischen Prozesse eines Genregulationsnetzwerks als
stationdre Markov-Prozesse beschrieben werden, so dafl nur ein Zustandsiibergang
des Netzwerks von einem Zeitpunkt ¢ zu einem Zeitpunkt ¢ + 1 modelliert werden
muB. Die bedingte Wahrscheinlichkeitsdichte einer Variablen X;[t+ 1] ergibt sich aus
einer Normalverteilung, in deren Mittelwert die auf sie wirkenden regulatorischen
Einfliisse additiv eingehen:

linearer Ansatz:
N
j=1

oder genauer

fli(t +1)[x(1))

= flz;(t + D]z1(t), z2(t), ..., xn (1))

. (xi(t +1) — (]ZV: wijw;(t) + @'))2

Jj=1
202
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(m DS wynh) + @-))

. 1 ex w¢j7£0
N 2mo P 202
= f(zi(t+ 1)|pay) (2.18)

nichtlinearer Ansatz:
Xilt +1] ~ N(S(ri(t) + 8), Zwm% )+ Bi),0%) (2.19)

oder genauer
fai(t 4+ 1)[x(t))
= flz;(t + D]z1(t), z2(t), ..., N (1))

2
N
B \/ﬁa FexP 202
2
ot + 1) — max;
] ( ( ) 1+exp<* ZN:l wijxj(t)‘i’ﬁi)
= - exp :
V2mo 20
2
st 1) — max;
] ( ( ) 14-exp (— Zwiﬁéo wijxj(t)-l-ﬁi)
= flailt+1)lpa) (2:20)

Analog zu den Additiven Regulationsmodellen geben die genspezifischen Konstanten
max; und b; die maximale Expressionsrate und den Biasfaktor des Gens g; an. Die
Konstanten w;; beschreiben die Parameter der bedingten Wahrscheinlichkeitsvertei-
lung von z;. Sie entsprechen den Eintragen der Gewichtsmatrix W im Additiven
Regulationsmodell, die die Stidrke und die Richtung des jeweiligen regulatorischen
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. dynamisches . . Grad der .
Eigenschaft Verhalten Variablen | Relationen Abstraktion Zeitsystem
gerichtete . B B 1 B
Graphen statisch hoch
Boolesche . deter- diskret&
Netzwerke dynamisch Boolesch ministisch hoch synchron
diskrete . . . diskret&
DBN dynamisch diskret stochastisch hoch synchron
Additive ) kontinu- deter- diskret&
Regulations- dynamisch ierlich ministisch hoch synchron
modelle
kontinuier- . kontinu- . diskret&
liche DBN dynamisch cerlich stochastisch hoch synchron

Tabelle 2.2: Zusammenfassung der genetischen Netzwerkmodelle. Die Tabelle fafit die
betrachteten Netzwerkmodelle beziiglich ihrer Eigenschaften zusammen.

Einflusses der Expression eines Gens g; auf die Expression eines Gens g; néher spe-
zifizieren. Die Expression eines Gens g; wird nicht von der Expression eines Gens
g; beeinflufit, falls der dem jeweiligen Gewicht zugeordnete Wert 0 ist; der entspre-
chende Summand w;;z;(t) kann somit aus dem regulatorischen Input 7;(¢) gestrichen
werden. In der bedingten Wahrscheinlichkeitsdichte f(z;(t+ 1)|pa;) (Gleichung 2.18
bzw. 2.20) wird dann deutlich, daf der Knoten X;[t + 1] nur von seinen Eltern
Pa(X;[t + 1]) abhéngig ist (Bedingte Unabhéngigkeit).

Die Integration von extra- und intrazellularen Einflufifaktoren erfolgt analog zu den
Additiven Regulationsmodellen.

2.3 Zusammenfassung

In der Tabelle 2.2 sind die in diesem Kapitel vorgestellten Netzwerkmodelle beziiglich
ihrer Eigenschaften zusammengefaft. Fiir welches Netzwerkmodell man sich im
Einzelfall entscheidet, hingt vor allem von der gegebenen Fragestellung und den
verfiigharen Expressionsdaten ab: Den einfachsten Ansatz zur Modellierung eines
Genregulationsnetzwerks liefern die gerichteten Graphen. Mit ihnen 148t sich aller-
dings lediglich die Struktur des Genregulationsnetzwerks beschreiben. Méchte man
auch Aussagen iiber sein dynamisches Verhalten treffen, mufl ein Netzwerkmodell
gewihlt werden, das neben der Struktur auch die Dynamik des Genregulationsnetz-
werks modelliert. Dabei ist zu entscheiden, ob man die Expressionsraten der Gene
durch Boolesche, diskrete oder kontinuierliche Variablen darstellen méchte und ob

'Hier bezieht sich der hohe Grad an Abstraktion auf die Tatsache, daf dieses Netzwerkmodell
nur allgemein regulatorische Beziehungen zwischen den Genen modelliert, diese aber nicht niher
spezifiziert.
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die regulatorischen Beziehungen zwischen den Genen durch deterministische oder
stochastische Relationen beschrieben werden sollen. Gerade die qualitative Betrach-
tung der Expressionsraten mit Hilfe von Booleschen Variablen erméglicht eine ein-
fachere und effizientere Analyse des genetischen Netzwerks, als es die Arbeit mit
kontinuierlichen Variablen erlaubt. Bei der dafiir erforderlichen Diskretisierung der
Expressionsdaten gehen allerdings viele Informationen — vor allem {iiber kleinere
Schwankungen der Expressionsraten — verloren. Auflerdem ist eine Arbeit mit kon-
tinuierlichen Variablen biologisch realistischer. Die Modellierung der regulatorischen
Beziehungen durch stochastische Relationen fiihrt zu komplexeren Modellen als die
deterministische Betrachtungsweise, kann wiederum aber Mefifehler und Inkonsi-
stenzen in den Daten besser beriicksichtigen.

Aufgrund der Begrenzung derzeit verfiighbarer Expressionsdaten auf Messungen der
mRNA-Konzentrationen unterliegen alle in diesem Kapitel eingefithrten Netzwerk-
modelle einem hohen Grad an Abstraktion. Sie beschrinken die Genregulationspro-
zesse auf die Ebene der Transkription, ignorieren alle Regulationsmechanismen auf
anderen Ebenen der Genexpression und arbeiten mit der vereinfachten Annahme,
dal die Expressionsrate eines Gens allein durch die Konzentration seines mRNA-
Transkripts beschrieben werden kann. Mochte man die Prozesse der Genexpression
und Genregulation detaillierter modellieren und beispielsweise auch die Protein-
Konzentrationen — falls gegeben — beriicksichtigen, ist keines der vorgestellten Netz-
werkmodelle ohne eine entsprechende Erweiterung geeignet.



Kapitel 3

Reverse Engineering Algorithmen

Nachdem im ersten Schritt des Reverse Engineering Prozesses ein genetisches Netz-
werkmodell zur Beschreibung des Genregulationsnetzwerks festgelegt wurde, mufl
nun fiir den zweiten Schritt ein geeigneter Reverse Engineering Algorithmus aus-
gewdhlt werden. Dieser soll das Netzwerkmodell mit Hilfe der gegebenen Daten
,trainieren* — also die Parameter des Modells geeignet festlegen und spezifizieren,
zwischen welchen Netzwerkkomponenten regulatorische Einfliisse bestehen.

Die als Trainingsdaten dienenden Genexpressionsdaten stammen aus den in Ab-
schnitt 1.2 vorgestellten biologischen Experimenten und liefern Informationen iiber
das Expressionsverhalten der Gene in einer Zelle. Wie beschrieben, sind die Protein-
Konzentrationen nur schwer und ungenau mef3bar, weswegen sich derzeit verfiighare
Expressionsdaten oftmals auf Messungen der mRNA-Konzentrationen beschréinken.
Die vorgestellten Netzwerkmodelle arbeiten deshalb mit vereinfachenden Annah-
men, welche die Modellierung der Genexpressionsprozesse auf einer abstrakten Ebe-
ne erlauben, in der die Konzentration des zu einem Gen gehérenden mRNA-Tran-
skripts ausreicht, um die Expressionsrate des Gens zu charakterisieren (siehe Ab-
schnitt 2.1). Die Aufgabe eines Reverse Engineering Algorithmus ist es jetzt, Zusam-
menhénge zwischen den in den Trainingsdaten gegebenen mRNA-Konzentrationen
der Gene zu identifizieren und dadurch Riickschliisse auf regulatorische Interaktionen
zwischen ihnen zu ziehen. Auch im folgenden bezieht sich der Begriff ,, Expressions-
rate eines Gens“ daher allein auf die entsprechende mRNA-Konzentration.

Im weiteren Verlauf der Arbeit sollen zur Vereinfachung die Details der einzelnen
Technologien zur Generierung der Expressionsdaten — also zur Messung der mRNA-
Konzentrationen — nicht weiter betrachtet und stattdessen mit einer allgemeinen
Definition eines biologischen Experiments gearbeitet werden. Im besonderen wird
dabei vernachléssigt, dafl ein Grofiteil dieser Technologien mit Zellpopulationen und
nicht mit einzelnen Zellen arbeitet, und dafl es sich bei den gemessenen Werten
fiir die Expressionsraten der Gene nur um die Durchschnittswerte der Zellen in der
betrachteten Zellpopulation handelt.

36
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Definition 3.1 (Expressionsexperiment) FEin Ezpressionsexperiment dient zur
Charakterisierung des genomweiten Genexpressionsmusters einer Zelle zu einem
Zeitpunkt t. Es wird also der Systemzustand bestimmt, in dem sich das Genregulati-
onsnetzwerk der Zelle zum Zeitpunkt t befindet. Dafiir miissen die Expressionsraten
aller interessierenden Gene gleichzeitig gemessen werden.

Soll das Netzwerkmodell auch extra- und intrazellulare EinfluBfaktoren
(Licht, Temperatur, zugesetzte Chemikalien, Hormone, Zytokine, Nahrstoffe, etc.)
beriicksichtigen, so sind in einem Expressionsexperiment aulerdem die Auspréagungen
der interessierenden Faktoren festzuhalten.

Um den Einfluf} einzelner Gene oder Einflulifaktoren auf den Zustand des Genregu-
lationsnetzwerks zu untersuchen, dienen experimentelle Manipulationen:

Definition 3.2 (Manipulationsexperiment) In einem Manipulationsexperiment
wird gezielt das Expressionsverhalten einzelner Gene und/oder der Zustand einzel-
ner EinflufSfaktoren mit Hilfe spezieller Verfahren der Gentechnologie' bzw. durch die
Variation der Ausprigung betreffender FEinflufifaktoren experimentell manipuliert.

Die Daten, die bei der Durchfithrung von Expressionsexperimenten generiert werden,
lassen sich im wesentlichen in die drei Gruppen Zustandsiibergangsdaten, Zeitreihen
und stabile Zustandsdaten einteilen:

Definition 3.3 (Zustandsiibergangsdaten) Hierbei handelt es sich um eine Da-
tenmenge D = {{x(t1),x(t; + 1)}, {x(t2), x(ta + 1)}, ..., {x(tasr), x(tar + 1))} }, die M
unabhingige Zustandsiberginge des Netzwerks beschreibt. Jedes Paar {x(t;),
x(t; + 1)} besteht dabei aus einem Ausgangszustand x(t;), der die Ezpressionsraten
der Gene und damit den Systemzustand des Netzwerks zu einem beliebigen Zeitpunkt
t; charakterisiert, und seinem zugehorigen Folgezustand x(t; + 1).

Sind die gemessenen Zustandsiiberginge nicht unabhéngig voneinander und gilt
x(t; + 1) = x(t;+1), dann entsprechen die Daten einer Zeitreihe:

Definition 3.4 (Zeitreihe) Bei einer Zeitreihe handelt es sich um eine Datenmen-
ge D = {x(ty),x(to + 1), ...,x(to + M)} von zeitlich aufeinanderfolgenden System-
zustinden. Ausgehend von einem Anfangszustand x(to) zu einem beliebigen Zeit-
punkt ty werden mit Hilfe von Fxpressionsexperimenten die in einem Zeitabstand
von At aufeinanderfolgenden Systemzustinde gemessen und protokolliert.

Idealisierter Weise sollte die zwischen dem Ausgangszustand x(¢;) und dem Folge-
zustand x(¢; + 1) eines Zustandsiibergangspaares bzw. zwischen zwei aufeinanderfol-

' Mit Hilfe experimenteller Verfahren kann die Expression eines Gens gezielt manipuliert werden.
Es existieren Methoden zur Uberexpression, aber auch zur Hemmung der Expression spezifischer
Gene [37].
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genden Systemzustédnden einer Zeitreihe liegende Zeitspanne At genau so lang sein,
daB jedes Gen des Netzwerks seine Expressionsrate exakt einmal aktualisieren kann.
Die Tatsache, dafl einem Genregulationsnetzwerk ein asynchrones, kontinuierliches
Zeitsystem zugrunde liegt, macht es in der Praxis allerdings schwer, einen geeigneten
Wert fiir At festzulegen. Wahlt man At zu klein, reicht die Zeitspanne fiir einige
Gene vielleicht nicht aus, um ihre Expressionsrate zu aktualisieren. Ist At hingegen
zu grofl, konnen sich viele Gene in diesem Zeitraum sogar mehrfach aktualisieren.
Bei der Wahl eines geeigneten At sind aulerdem die Zerfallsraten der Genprodukte
zu beriicksichtigen. Ist At zu grof}, ist ein erheblicher Teil bestimmter Genproduk-
te in diesem Zeitraum bereits wieder zerfallen und kann nicht mehr nachgewiesen
werden.

Um diese Schwierigkeiten zu umgehen, konzentriert man sich in manchen Féllen
mehr auf das Langzeitverhalten eines Genregulationsnetzwerks und arbeitet mit so-
genannten stabilen Zustandsdaten (engl.: steady state data). Zur Generierung dieser
Daten werden Expressions- und Manipulationsexperimente (Definitionen 3.1 und
3.2) miteinander kombiniert. Man geht davon aus, daf§ sich das Netzwerk einer
differenzierten Zelle in einem stabilen Attraktor befindet und auch nach der experi-
mentellen Manipulation einzelner Komponenten wieder in einen solchen hinein lauft.
Ein Vergleich der beiden Attraktorzustidnde soll zur Identifizierung der Gene dienen,
die aufgrund der Manipulation ihr Expressionsverhalten verdndert haben. Probleme
entstehen dabei aufgrund der Tatsache, dafi Genregulationsnetzwerke Zyklen enthal-
ten konnen und es sich bei den Attraktorzustdnden eines zyklischen Netzes oft um
stabile Zyklen und nicht um stationire Zusténde handelt. Der Vergleich der beiden
Attraktorzustinde wird dann erschwert, denn Anderungen im Expressionsverhalten
eines Gens konnen auch durch die zyklische Anderung seiner Expressionsrate im
stabilen Zyklus hervorgerufen worden sein und miissen nicht aus der experimentel-
len Manipulation resultieren. In der Praxis werden diese Probleme dadurch gelost,
dafl man neben der zu manipulierenden Zelle auch eine Zelle (,,Kontrollzelle*) be-
trachtet, in der keine Manipulation erfolgt. Zu dem Zeitpunkt t, unmittelbar vor der
Manipulation befindet sich das Genregulationsnetzwerk in der zu manipulierenden
Zelle im gleichen Zustand, wie das Genregulationsnetzwerk der Kontrollzelle. Nach
einem geniigend groffem Zeitraum AT, in dem die manipulierte Zelle wieder in einen
Attraktor gelangen konnte, bestimmt man mit Hilfe eines Expressionsexperiments
sowohl das Expressionsmuster x(ty + AT') der manipulierten Zellen als auch das
Expressionsmuster k(to + AT") der Kontrollzelle und kann iiber den Vergleich dieser
beiden Expressionsmuster genau die Gene identifizieren, die ihr Expressionsverhal-
ten aufgrund der Manipulation veréindert haben:

Definition 3.5 (stabile Zustandsdaten) Hierbei handelt es sich um eine Daten-
menge D = {{x;(to + AT), ky(to + AT)}, {xa(to + AT), ka(to + AT)}, ..., {xa(to +
AT), ky(to+ AT)})}, die die Ergebnisse aus M wverschiedenen Manipulationsexpe-
rimenten prasentiert. Ein Paar {x;(to + AT), ki(to + AT)} enthdilt zum einen den
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stabilen Systemzustand x;(to + AT') zum Zeitpunkt to + AT, in den das Genregula-
tionsnetzwerk der Zelle nach einem bestimmten Manipulationsexperiment, das zum
Zeitpunkt to stattfand, gelangt ist, und den stabilen Systemzustand k;(to + AT) des
Genregulationsnetzwerks einer Kontrollzelle zum selben Zeitpunkt.

In diesem Kapitel soll darauf eingegangen werden, wie mit Hilfe eines Reverse En-
gineering Algorithmus die in Abschnitt 2.2 vorgestellten Netzwerkmodelle an solche
Expressionsdaten angepafit werden kénnen. Fiir jedes Netzwerkmodell sind zunéchst
die speziellen Anforderungen an einen Reverse Engineering Algorithmus einleitend
dargestellt. AnschlieBend wird dann ein ausgewéhlter Reverse Engineering Algorith-
mus fiir dieses Netzwerkmodell detailliert betrachtet und analysiert, welche Limi-
tationen sich fiir diesen Algorithmus — neben der vereinfachten Betrachtungsweise
der Genregulationsprozesse — aufgrund bestimmter Eigenschaften des Netzwerkmo-
dells (modellbedingte Limitationen) oder bestimmter Eigenschaften des Algorithmus
selbst (algorithmusbedingte Limitationen) ergeben.

Da die Modellierung des regulatorischen Einflusses eines extra- bzw. intrazelluldren
Faktors auf die Expression eines Gens in einem abstrakten Netzwerkmodell identisch
zu der Modellierung eines regulatorischen Einflusses erfolgt, den die Expression eines
Gens auf die Expression eines anderen Gens ausiibt, mufl die Rekonstruktion der
regulatorischen Einfliisse solcher Faktoren hier nicht gesondert betrachtet werden.
Im folgenden werden diese Faktoren daher vernachléssigt.

3.1 Reverse Engineering in Gerichteten Graphen

Ein gerichteter Graph G modelliert ein Genregulationsnetzwerk durch das Paar
(V,E). Die Menge V' = {1,2,..., N} der Knoten entspricht dabei der Menge {g1, g2,
...,gn } aller Gene des Genregulationsnetzwerks; die Menge FE aller gerichteten Kan-
ten zwischen den Knoten den direkten regulatorischen Interaktionen zwischen den
Genen. Eine zu dem Paar (V, E) dquivalente Darstellung des gerichteten Graphen
G liefert die Adjazenzliste Adji (Abbildung 3.1(b)). Fiir jeden Knoten ¢ enthélt das
Listenelement Adji(i) die Menge aller Knoten von G, die adjazent zu Knoten ¢ sind.
Ein Knoten j ist adjazent zu Knoten ¢, wenn eine gerichtete Kante ¢ — 7 von ¢ nach
j existiert.

Einem Reverse Engineering Algorithmus zur Rekonstruktion eines Genregulations-
netzwerks stellt sich die Aufgabe, regulatorische Interaktionen zwischen den Genen
aufgrund von Zusammenhéngen zwischen ihren Expressionsraten zu identifizieren.
Ubertragen auf den gerichteten Graphen als Modell fiir das Genregulationsnetzwerk
bedeutet dies: Die Menge V' der Knoten ist bekannt, und es gilt, die Menge F der
Kanten zwischen den Knoten festzulegen. Fiir jeden Knoten ¢ von G ist also das
entsprechende Listenelement Adjs (i) der Adjazenzliste Adje von G zu spezifizieren.
Reverse Engineering Algorithmen arbeiten hier in der Regel mit stabilen Zustands-
daten (siehe Definition 3.5)
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Adjoazenzliste Adj Erreichbarkeitsliste Acc
1:3 1:3
2:5,7 2:3,5,6,7
3: 3:
4:1,2,3,6 4:1,2,3,5,6,7
5: 5:
6:3 6:3
7:5,6 7:3,5,6
(@) (b) (c)

Abbildung 3.1: Adjazenz- und Erreichbarkeitsliste eines gerichteten Graphen: (a) gra-
phische Darstellung, (b) Adjazenzliste, (c¢) Erreichbarkeitsliste.

D = {{xiki}, ... {xn, kn}}

1 1 N N
Y (R (R
B P ky P ky
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1 1 N N
I'n kx I'n kn

die die Ergebnisse aus N Manipulationsexperimenten beschreiben. Sie dienen zur Ge-
nerierung der sogenannten Erreichbarkeitsliste (engl.: accessibility list) Accg von G
(Abbildung 3.1(c)), deren Listenelemente Accg (i) jeweils die Gene enthalten, die ihr
Expressionsverhalten nach der Manipulation des entsprechenden Gens g; verdndert
haben. In jedem Manipulationsexperiment wurde genau eines der N Gene des Netz-
werks gestort. Zur Konstruktion von Accg(i) mufl der Attraktorzustand x;, in den
die Zelle nach der Manipulation der Expression von Gens g; gelangte, mit dem At-
traktorzustand k; einer Kontrollzelle, die keiner Manipulation unterlag, verglichen
werden. Im Gegensatz zu der Adjazenzliste enthélt ein Listenelement Accg(i) der
Erreichbarkeitsliste neben den Genen, deren Expression direkt von der Expression
des Gens g; beeinfluit wird, auch die Gene, deren Expression nur iiber indirekte
Interaktionen von der Expression des Gens g; abhéngt. Als Beispiel stelle man sich
folgende Situation vor: Angenommen, das Genprodukt von Gen g; bindet an eine
entsprechende Kontrollregion von Gen g; und bewirkt so eine erhdhte Expression von
gj- Das Produkt von Gen g; wiederum bewirkt die Phosphorilierung eines anderen
Genproduktes, das dadurch in einen aktiven Zustand iiberfithrt wird, sich an eine
Kontrollregion von Gen g; binden kann und so die Expression von g, unterdriickt.
Beide Gene g; und g; werden ihr Expressionsverhalten nach einer Manipulation von
Gen g; andern und so in dem Listenelement Accg (i) enthalten sein, auch wenn nur
die Expression von Gen g; direkt durch die Expression von Gen g; reguliert und
die Expression von Gen g lediglich indirekt beeinflufit wird. Aus Sicht der Gra-
phentheorie gibt die Erreichbarkeitsliste fiir jeden Knoten ¢ die Menge der Knoten
an, die iiber eine Folge von Kanten (Pfad) von ¢ aus erreichbar sind. Sie entspricht
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Erreichbarkeitsliste Acc ©

1:2,3,4,5

2:3,4,5 ©

3:5

4: 9 e

5:

©,
(a) (o) © @

Abbildung 3.2: Graphen mit gleicher Erreichbarkeitsliste: (a): Erreichbarkeitsliste, (b):
minimaler Graph G (c),(d): weitere zu Acc kompatible Graphen.

annahernd der transitiven Hiille von G mit dem Unterschied, dafl das Listenelement
Accg(i) den Knoten ¢ nie selbst enthélt?.

Die Aufgabe eines Reverse Engineering Algorithmus ist es, aus dieser Menge der in
den Trainingsdaten beobachteten direkten und indirekten Interaktionen die direkten
Interaktionen zu selektieren und so die Adjazenzliste des Graphen zu konstruieren.
Dabei taucht folgendes Problem auf: Die Erreichbarkeitsliste eines Graphen G ist
zwar eindeutig durch seine Adjazenzliste definiert. Die Umkehrung dieser Aussage
gilt jedoch nicht — in der Regel gibt es mehrere Graphen, die die gleiche Erreichbar-
keitsliste besitzen (Abbildung 3.2). Allerdings definiert jede Erreichbarkeitsliste Acc
genau einen Graphen, der kompatibel mit Acc ist (d.h.: seine Erreichbarkeitsliste
Accg ist dquivalent zu Acc) und der weniger Kanten besitzt als alle anderen, zu Acc
kompatiblen Graphen. Dieser Graph wird auch als minimaler Graph G, (engl.:
most parsimonious graph) bezeichnet [63] (Abbildung 3.2 (b)). Im Unterschied zu
allen anderen Graphen, die mit einer gegebenen Erreichbarkeitsliste Acc kompa-
tibel sind, enthélt der minimale Graph G,,;, keine sogenannten Kurzwege (engl.:
shortcuts), die wie folgt definiert sind:

Definition 3.6 (Spannweite r einer Kante (engl.: range r) [63]) Sei e eine
Kante zwischen zwei Knoten ¢ und j. Die Spannweite v der Kante e ist die Ldnge
des kiirzesten Weges zwischen i und j, der nicht iber e fihrt. Gibt es keinen anderen
Weg von i nach j, dann ist die Spannweite r der Kante e unendlich (r = oo).

Definition 3.7 (Kurzweg [63]) Eine Kante e mit einer Spannweite r > 2 und
r # oo wird auch als Kurzweg bezeichnet.

Es soll nun ein von Wagner [63] entworfener Reverse Engineering Algorithmus fiir
die Losung dieser Problematik vorgestellt werden. Ein &hnlicher Ansatz ist in [47]
nachzulesen.

2Ein Gen g; kann sich zwar schon selbst regulieren (Autoregulation), dieser Einfluf} ist hier aber
nicht nachweisbar: Nach der Manipulation eines Gens g;, verbleibt dieses in dem erzwungenen
Zustand und kann so selbst nicht auf die Manipulation reagieren.
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3.1.1 Adjazenzlisten - Konstruktion (Wagner [63])

Ausgehend von gegebenen stabilen Zustandsdaten generiert dieser Algorithmus zu-
nichst die Erreichbarkeitsliste Acce und konstruiert anschlieBend durch das Entfer-
nen aller Kurzwege die Adjazenzliste Adjg, .. des durch Accg definierten minimalen
Graphen G,,in.

Der Algorithmus

Als erste Teilaufgabe ist also die entsprechende Erreichbarkeitsliste Accg zu ge-
nerieren. Hierzu werden in [63] keine Angaben gemacht. Um das Listenelement
Accg (i) fiir einen Knoten ¢ zu erstellen, mufl der Algorithmus prinzipiell fiir jedes
Gen g;,7 # © entscheiden, ob es sein Expressionsverhalten nach der Manipulation
von Gen g; verdndert hat. Dafiir wird die Expressionsrate k; von g; im Attraktorzu-
stand k; der nicht manipulierten Kontrollzelle mit der Expressionsrate z; von g; im
Attraktorzustand x; der manipulierten Zelle verglichen. Da die Daten aus biologi-
schen Experimenten durch gewisse MeBfehler verrauscht sind, kann ein Unterschied
zwischen k; und :c; nicht unbedingt als Beweis dafiir gelten, daB8 Gen g; sein Ex-
pressionsverhalten veréndert hat. Oftmals liegen mehrere Messungen der Attraktor-
zustande k; und x; vor. Dann kann ein statistischer Test herangezogen werden, um
zu entscheiden, ob ein beobachteter Unterschied zwischen den empirischen Mittel-
werten l%; und 333 nur auf zufillige Schwankungen oder tatséchlich auf eine Anderung
der Expressionsrate von g; zuriickzufiihren ist. Dazu testet man die Nullhypothese,
daB die gemittelte Expressionsrate /;:; gleich der gemittelten Expressionsrate i’z ist:

Unter der Annahme, dafl der Fehler in den Daten normalverteilt ist, kann mit einem
t-Test gearbeitet werden. Die Nullhypothese wird abgelehnt, falls:
o ki — 7t .
T(kz i,z) — | J ]’ > tzwezs (32)

YREad] 5 a,ng+ng—2
ngtng | | (nk—l)sk—i-(nz—l)s%

Hierbei geben n; und n, die Anzahl der Messungen von k; und :U; an; s, und s,
beschreiben ihre Standardabweichungen. Die Werte fiir ¢317", _, konnen aus einer
entsprechenden Tabelle entnommen werden®. Eine Ablehnung der Nullhypothese
bedeutet, dafl sich der beobachtete Unterschied zwischen l_cj- und i; nicht nur auf
zuféllige Schwankungen zuriickfiithren 1483t. Man kann dann annehmen, daff Gen g;
sein Expressionsverhalten nach der Stérung von Gen g; tatséchlich verdndert hat
und darf so den Knoten j in das Listenelement Accg(i) eingetragen. Wichtig ist
hier eine geeignete Wahl des Signifikanzniveaus a. Mit o wird die Wahrscheinlich-

keit angegeben, beim Testen einen Fehler zu begehen und die richtige Nullhypothese

3Eine solche Tabelle ist beispielsweise in [52] zu finden.
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Enteichbarkeitsliste Acc /@ /,@
1:2,3,4

2:1,3,4 ©) ONENO, ©
3:1,2,4
4:1,2,3 3 ©

(@) (o) (c)

Abbildung 3.3: Erreichbarkeitsliste eines Zyklus: Jede Reihenfolge der Knoten in einem
Zyklus erzeugt die gleiche Erreichbarkeitsliste. Damit ist die Reihenfolge der Konten nicht eindeutig
aus einer gegebenen Erreichbarkeitsliste rekonstruierbar.

abzulehnen (Fehler 1. Art). Der Knoten j wird dann in das Listenelement Accg(7)
aufgenommen, obwohl Gen g; sein Expressionsverhalten nicht verdndert hat und
der Unterschied zwischen l;:ji» und fz nur zufélliger Natur ist. Demgegeniiber steht
die Wahrscheinlichkeit 3, einen Fehler 2. Art zu begehen und die falsche Nullhypo-
these beizubehalten. Der Knoten j wird dann nicht in das Listenelement Accg (1)
eingetragen, obwohl Gen g; sein Expressionsverhalten verdndert hat. Beide Fehler-
wahrscheinlichkeiten o und ( sind sowohl voneinander als auch von der Anzahl der
verfiigbaren Mef3werte n;, und n, abhéingig.

Aufgrund von Fehlern, die beim Testen begangen werden, kann es passieren, dafl
die entstehende Erreichbarkeitsliste Acce nicht konsistent ist. Eine konsistente Er-
reichbarkeitsliste Accg zeichnet sich durch die Eigenschaft der Transitivitdt aus: Ist
Knoten j in der Menge Accg (i) enthalten und Knoten k in der Menge Aceg(j), dann
mufl Knoten k ebenfalls in Accg(i) zu finden sein, falls k& # i. In Schritt zwei muf
der Algorithmus die im ersten Schritt generierte Erreichbarkeitsliste Accg beziiglich
dieser Eigenschaft iiberpriifen und gegebenenfalls fehlende Eintrige ergénzen, da
sonst im weiteren Verlauf Komplikationen auftreten konnen.

Probleme ergeben sich auch, wenn das Netzwerk nicht azyklisch ist. In einem Gen-
regulationsnetzwerk kénnen zwei Arten von Zyklen auftreten. Zum einen gibt es
Autoregulationen, d.h. bestimmte Gene konnen ihre Expression selbst direkt regu-
lieren. Solche Autoregulationen miissen hier nicht betrachtet werden, denn sie lassen
sich mit einem Manipulationsexperiment nur schwer identifizieren: Nach der Mani-
pulation eines Gens g; verbleibt dieses in dem erzwungenen Zustand und kann so
selbst nicht auf die Manipulation reagieren [63]. Zum anderen lassen sich auch Zy-
klen finden, in denen mehrere Gene involviert sind. Diese Art von Zyklen werden
auch als Riickkopplungsschleifen (engl.: feedback loops) bezeichnet und stellen eine
Moglichkeit dar, mit der Gene iiber indirektem Wege regulierend auf ihre eigene
Expression einwirken konnen. Abbildung 3.3 verdeutlicht das Problem, das beim
Auftreten dieser Art von Zyklus entsteht: Jede Reihenfolge der in einem Zyklus
involvierten Gene liefert dieselbe Erreichbarkeitsliste Acc, denn die Stérung eines
jeden Gens im Zyklus hat Auswirkungen auf alle anderen Gene des Zyklus. Damit
ist die Struktur eines Zyklus aus der Erreichbarkeitsliste Acc allein nicht eindeutig
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rekonstruierbar. Bevor der Algorithmus im eigentlichem Hauptteil die Adjazenzliste
konstruieren kann, mufl er also zuerst einen azyklischen Graphen G, generieren,
indem er alle Zyklen des Netzwerks identifiziert und die jeweiligen Knoten eines
Zyklus zu einer Komponente zusammenfafit. Er verwendet dazu den folgenden Satz:

Satz 3.1 ([63]) Seien i und j (i # j) zwei Knoten eines gerichteten Graphen G. i
und j gehdren zu einem Zyklus, wenn i € Acc(j) und j € Acc(i).

Die Knoten des Graphen G, entsprechen damit Mengen von Knoten des urspriing-
lichen Graphen G (also Mengen von Genen): Ein Knoten i, der in keinem Zyklus
involviert ist, wird auf die einelementige Menge {i} abgebildet; alle Knoten eines
Zyklus werden zu einer mehrelementigen Menge zusammengefaflt.

Im eigentlichen Hauptteil des Algorithmus gilt es nun, die Adjazenzliste Adjg,.,,
des gerichteten Graphen G, aus der erstellten Erreichbarkeitsliste AccGazyk SO zZu
konstruieren, dafl G ., keine Kurzwege enthélt und damit ein minimaler Graph ist.
Diese Konstruktion beruht auf folgendem Satz:

Satz 3.2 ([63]) Seien i, j und k drei paarweise verschiedene Knoten eines azykli-
schen, frei von Kurzwegen, gerichteten Graphen G. Ist j erreichbar von i, dann gibt
es keinen Knoten k, der von j erreichbar und adjazent zu 1 ist.

Ausgehend von der Erreichbarkeitsliste werden rekursiv alle Eintrdge entfernt, die
zu diesem Satz inkonsistent sind.

Zusammenfassend sind hier noch einmal die Teilschritte des Algorithmus aufgelistet:

1. Generiere aus den gegeben stabilen Zustandsdaten mit Hilfe des t-Tests die
Erreichbarkeitsliste Accg.

2. Stelle die Transitivitat von Accq sicher.

3. Eliminiere alle Zyklen: Accg = Accq

azyk*®

4. Konstruiere aus der Erreichbarkeitsliste Accg, , die Adjazenzliste Adjg,.,,
von Gy, 50, dafl dieser keine Kurzwege enthélt und ein minimaler Graph ist.

Implementierung

Fiir den Algorithmus kann folgender Pseudocode angegeben werden:

1 FOR EACH node i of G
2 ACCG(i) = @
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3 FOR EACH node i of G

4 FOR EACH node j of G

5 IF i # j

6 IF T(z}, 7)) > {3053, -2

7 add J to Aceg (i)

8 FOR EACH node i of G

9 FOR EACH node j of G

10 IF i € Acca(y)

11 FOR EACH node k of G

12 IF k € Acca (i)

13 IF j £ k

14 IF k ¢ Acca(y)
15 add k to Accg(§)

16 FOR EACH node i of G

17 IF component[i] has not been defined
18 create a new node & of Gayi

19 component[i| = x

20 FOR EACH node j in Accg(i)
21 IF i € Acca(y)

22 component[j] = x

23 FOR EACH node i of Gazyk

24 Accg,.,, (i) =10

25 FOR EACH node i of G

26 FOR EACH node j in Accg(i)

27 IF component[i] # component][j]

28 IF component[j] ¢ Accg,.,, (component[i])

29 add component[j] to Accg,,, (component]i])

30 FOR EACH node i of Gazyk

31 Adja,.,. (1) = Accg, ., ()

32 FOR EACH node i of Gg.yk

33 IF node i has not been checked

34 call CHECK_ACC(i)

35 PROCEDURE CHECK_ACC(i)

36 FOR EACH node j € Accg,_,, (i)

37 IF Accg,.,.(j) =0

38 declare j as checked

39 ELSE

40 call CHECK_ACC(j)

41 FOR EACH node j € Accg,_,, (i)

42 FOR EACH node k € Adjg, .. (J)
43 IF k € Accg,.,, (1)

44 delete k from Adjq,,,, (%)

45 declare node i as checked
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Der erste Teil des Algorithmus (Zeilen 1-7) dient zur Generierung der Erreichbar-
keitsliste Accq aus den stabilen Zustandsdaten.

Wie beschrieben dhnelt die Erreichbarkeitsliste Accg der transitiven Hiille von G.
Um die generierte Erreichbarkeitsliste Accg im zweiten Teil (Zeilen 8-15) auf Konsi-
stenz zu iiberpriifen und fehlende Eintrége gegebenenfalls einzufiigen, kann deshalb
der Algorithmus von Warshall [22] zur Erzeugung der transitiven Hiille eines Gra-
phen verwendet werden.

Die néchsten beiden Teile des Algorithmus dienen zur Generierung des azyklischen
Graphen G, Der dritte Teil (Zeilen 16-22) erzeugt zunichst die Knoten von
Gazyk, indem er jedem Knoten in G einen Knoten in G, zuordnet. Die Zuordnung
erfolgt iiber das Feld component. Zu Beginn ist der Feldeintrag component[i] fir
jeden Knoten i in G undefiniert; am Ende des dritten Teils gibt component/i] an,
auf welchen Knoten in G, der Knoten ¢ abgebildet wurde. Knoten in G, die zu
einem Zyklus gehoren, werden unter Anwendung des Satzes 3.1 in G,y zu einer
Komponente zusammengefafit (Zeilen 20-22). Der vierte Teil (Zeilen 23-29) erzeugt
die Erreichbarkeitsliste Accg,,,, fiir den Graphen G,y

SchlieBlich konstruiert der Algorithmus im fiinften Teil (Zeilen 30-34) mit Hilfe
der Prozedur CHECK_ACC (Zeilen 35-45) aus der Erreichbarkeitsliste Accg,_,, die
Adjazenzliste Adjg,.,, des Graphen G, Jedes Adjazenzlistenelement Adjg, ., (1)
wird zuerst mit dem zugehorigen Erreichbarkeitslistenelement Accg,_, (7) initiali-
siert und damit die Beziehung Adj(i) C Acc(i) ausgenutzt. Anschliefend verwen-
det die Prozedur CHECK_ACC den Satz 3.2, um rekursiv Eintréige in Adjg,.,, zu
entfernen (Zeilen 41-44) und die Adjazenzliste Adjg,,,, schrittweise zu der eines
minimalen, kurzwegfreien Graphen zu verkleinern.

Eine genaue Erkldrung zu den Teilen 3 — 5 ist in [63] nachzulesen.

k

Limitationen

Abschlieflend soll untersucht werden, welche Faktoren die Giite der von diesem Re-
verse Engineering Algorithmus erzeugten Ergebnisse beeinflussen.

Eine wichtige Rolle spielen hier die Zyklen des Genregulationsnetzwerks. Zum einen
ist es nicht moglich, die Struktur eines Zyklus zu rekonstruieren. Ferner sind auch
identifizierte Kanten von oder zu einem Zyklus nicht sehr niitzlich. Dies gilt beson-
ders dann, wenn viele Gene in einem Zyklus involviert sind, da es nicht moglich
ist zu bestimmen, von welchem Gen im Zyklus der regulatorische Einflufl ausgeht
bzw. welches Gen im Zyklus von ihm beeinflufit wird. Um diese Aussagen treffen zu
konnen, sind zusétzliche biologische Experimente erforderlich.

Eine weitere wichtige Frage betrifft den Sachverhalt, wie korrekt die Erreichbar-
keitsliste erstellt werden kann. Dies héngt vor allem davon ab, wie fehlerbehaftet die
Trainingsdaten sind. Bei der Generierung der Erreichbarkeitsliste ist ein statistischer
Test erforderlich, der iiber die Eintrdge in die Erreichbarkeitsliste entscheidet. Da-
bei geht man notwendigerweise das Risiko ein, eine Fehlentscheidung zu treffen und
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falschlicherweise ein Gen g; in das Erreichbarkeitslistenelement Accg (i) aufzuneh-
men, obwohl g; nicht von Gen g; abhéingt (Fehler 1. Art). Auch kann es passieren, daf3
man félschlicherweise ein Gen g; nicht in das Erreichbarkeitslistenelement Accg(4)
aufnimmt, obwohl g; von Gen g; beeinflufit wird (Fehler 2. Art). Je fehlerbehafteter
die Trainingsdaten sind, desto grofler wird bei gleicher Irrtumswahrscheinlichkeit o
fiir einen Fehler 1. Art die Irrtumswahrscheinlichkeit  fiir einen Fehler 2. Art. An
dieser Stelle sei drauf hingewiesen, da fehlende Elemente in Acce (Fehler 2. Art)
weniger problematisch sind als zusétzliche Elemente (Fehler 1. Art), denn durch
die Absicherung der Transitivitdt konnen fehlende Elemente auch nachtriglich in
die Erreichbarkeitsliste eingefiigt werden. Dagegen fithren zusétzliche Elemente in
Accg bei der Uberpriifung der Transitivitit moglicherweise zu weiteren falschen Ein-
tragen. Deshalb wurde bei den Simulationsexperimenten in dieser Arbeit mit einer
sehr kleinen Irrtumswahrscheinlichkeit fiir einen Fehler 1. Art gearbeitet: o = 0.001.
Weiterhin benutzt der Algorithmus die Annahme, dafl die Struktur eines Genre-
gulationsnetzwerks minimal ist und generiert die Adjazenzliste des entsprechenden
Graphen so, dafl dieser frei von Kurzwegen ist. Es bleibt zu untersuchen, inwiefern
diese Annahme der biologischen Realitét entspricht.

3.2 Reverse Engineering in Booleschen Netzwer-
ken

Ein Boolesches Netzwerk modelliert die Expressionsraten der Gene idealisiert durch
Boolesche Variablen. Gegebene Expressionsdaten aus biologischen Experimenten
miissen hier deshalb zuerst entsprechend diskretisiert werden. Die maximale Expres-
sionsrate max; eines Gens ¢g; bekommt dazu die hochste in den gegebenen Daten
beobachtete Expressionsrate eines Gens g; zugewiesen. Auf Basis des Schwellwertes
55 kann jede gemessene Expressionsrate von g; auf die Zusténde ,,0“ und ,, 1% der
Booleschen Variablen x; abgebildet werden.

Die Aufgabe eines Reverse Engineering Algorithmus besteht darin, mit Hilfe die-
ser diskretisierten Daten fiir jede Boolesche Variable z; eine Elternmenge Pa(z;)
= {xs, X2, ..., Ty} von Booleschen Variablen zu selektieren, deren Zustinde zu ei-
nem beliebigen Zeitpunkt ¢ den Zustand von x; zum Folgezeitpunkt ¢ 4+ 1 bedingen.
Anschliefend mufl dann eine entsprechende Boolesche Funktion f; spezifiziert wer-
den, die die Abhéangigkeit zwischen x; und seiner Elternmenge beschreibt. Die Boo-
leschen Variablen z;1, ;, ..., ;1 bezeichnet man auch als Inputelemente der Boo-
leschen Funktion f; und ihre Zusténde als Inputzustéinde. Analog dazu heifit die
Variable x; auch Outputelement von f; und ihr Zustand Outputzustand.
Boolesche Netzwerke gehorten zu den ersten genetischen Netzwerkmodellen, fiir die
entsprechende Reverse Engineering Algorithmen existierten. Bekannte Algorithmen
stammen von Akutsu et al. [2, 3, 4] sowie Ideker et al. [29]. Diese versuchen, die
regulatorischen Interaktionen mit Hilfe von stabilen Zustandsdaten aus verschie-
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denen Manipulationsexperimenten zu erlernen, bei denen jeweils ein oder mehrere
Gene gleichzeitig {iberexprimiert oder gehemmt werden. Fiir jedes Gen g; 148t sich
eine minimale Menge anderer Gene bestimmen, die die in den Daten beobachteten
Unterschiede im Expressionsverhalten von g; erklart und so als seine Elternmenge
dient.

Der wohl wichtigste Reverse Engineering Algorithmus in dem Bereich der Booleschen
Netzwerke ist der Reveal Algorithmus. Er soll hier ndher vorgestellt werden.

3.2.1 Reveal (Liang et al. [36])

Der Reverse Engineering Algorithmus Reveal benutzt diskretisierte Zustandsiiber-
gangsdaten, um mit Hilfe von Techniken aus der Informationstheorie regulatorische
Interaktionen zwischen den Genen zu identifizieren. Gegeben sind also Paare von
Systemzustéinden, die jeweils aus einem Anfangszustand und dem Folgezustand des
Genregulationsnetzwerks bestehen (vergleiche Definition 3.3). Ein Anfangszustand
beschreibt die Expressionsraten der Gene zu einem bestimmten Zeitpunkt ¢ und
kann auch als Inputzustand des Systems bezeichnet werden; der entsprechende Fol-
gezustand enthélt dann die aktualisierten Expressionsraten der Gene zum Zeitpunkt
t + 1 und heifit auch Outputzustand des Systems.

Fiir eine Boolesche Variable x; werden alle méglichen Kombinationen von & Input-
elementen (1 < k < N) getestet, bis eine von ihnen z; als Outputelement einer
Booleschen Funktion vollstdndig bestimmt und somit die Elternmenge Pa(z;) bil-
det. Die Boolesche Funktion f; spezifiziert man anschlieBend durch das Eintragen
der in den Trainingsdaten beobachteten Zusammenhénge zwischen der Elternmenge
Pa(x;) von Inputelementen und dem Outputelement z; in eine Regeltabelle.

Informationstheoretische Grundlagen

Die Informationstheorie beschéftigt sich mit den mathematischen und statistischen
Grundlagen der Nachrichteniibertragung. Eine der Hauptfragestellungen der Infor-
mationstheorie betrifft die Definition und Quantifizierung von Information und Un-
sicherheit. Als ihr wesentlicher Begriinder gilt Shannon [55].

Die Dateniibertragung von einem Sender iiber einen stérungsbehafteten Kanal zu
einem Empfanger stellt die zentrale Problemstellung der klassischen Informations-
theorie dar. Der Sender selbst wird dabei als Informations- oder Nachrichtenquelle
bezeichnet, die mit einer bestimmten Wahrscheinlichkeitsverteilung P nacheinan-
der einzelne Symbolen aus einer n-elementigen Menge {x1,xo, ..., 2, } erzeugt. Ein
Symbol z; kann somit als Realisierung einer Zufallsvariablen X angesehen werden.
Die Entropie einer Quelle bzw. der von ihr realisierten Zufallsvariablen X gibt den
durchschnittlichen Informationsgewinn an, der sich aus der Beobachtung eines von
der Quelle generierten Symbols ziehen 1a8t. Der Informationsgewinn ist dquivalent
zu der Unsicherheit iiber das Symbol, das die Quelle als néchstes erzeugen wird.
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Die Entropie als ein zentrales Mafl der Informationstheorie ist durch die folgende
Gleichung definiert:

Definition 3.8 (Entropie einer Zufallsvariablen)
H(X) =~ X pilogypi

p; beschreibt hier die Wahrscheinlichkeit, dafl die Quelle das Symbol x; erzeugt.
Die Unsicherheit iiber das ndchste Symbol ist am gréfiten, wenn die Quelle jedes der
n Symbole mit der gleichen Wahrscheinlichkeit p = % generiert. Dann nimmt die
Entropie ihren maximalen Wert log,(n) an:

HX) = =3 logy () = ~lora(,)) = logam (33)
Wird dagegen ein Symbol von der Quelle mit einer Wahrscheinlichkeit p = 1 gene-
riert und alle anderen Symbole mit der Wahrscheinlichkeit p = 0, dann kann das als
nichstes generierte Symbol sicher vorhergesagt werden und es gilt: H(X) = 0.

Die gemeinsame Entropie zweier Quellen entspricht dem durchschnittlichen Infor-
mationsgewinn, den man erhélt, wenn man beide Quellen gleichzeitig beobachtet.
Ubertragen auf die von ihnen realisierten Zufallsvariablen X und Y ergibt sich fiir
die gemeinsame Entropie:

Definition 3.9 (Gemeinsame Entropie zweier Zufallsvariablen)

3

H(X)Y)=— L3 pi log, pij

J
pi; gibt dabei die Wahrscheinlichkeit fiir das Ereignis z; V y; an. Zwischen den

beiden Entropien H(X) und H(Y) zweier Zufallsvariablen X und Y sowie ihrer
gemeinsamen Entropie H(X,Y') besteht folgender Zusammenhang;:

H(X,Y) < H(X) + H(Y) (3.4)

Die Gleichheit gilt genau dann, wenn beide Zufallsvariablen X und Y unabhéngig
voneinander sind. Damit soll an dieser Stelle mit der wechselseitigen Information
(engl.: mutual information - MI) ein weiteres zentrales Maf der Informationstheorie
eingefithrt werden. Die wechselseitige Information beschreibt die gegenseitige Un-
abhéangigkeit zweier Zufallsvariablen X und Y und ist als Differenz zwischen der
Summe ihrer beiden Entropien H(X) und H(Y) und der gemeinsamen Entropie
H(X,Y) definiert:
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HX)+H(Y) HIX.Y) M(X.Y)
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(a) (o) (©

Abbildung 3.4: MaBe der Informationstheorie [36]. Die dunkelgraue Fliche beschreibt die
gemeinsame Information von X und Y. Die den Quadraten zugeordneten Mafle charakterisieren
die Information der jeweils grauen (hell- und dunkelgrau) Fléchen.

Definition 3.10 (Wechselseitige Information)

>~ Dijlogy =L
1j=1 Dipj

M:

MI(X,Y)=H(X)+ H(Y)—-H(X,Y) =

7

Sind die beiden Zufallsvariablen X und Y unabhéngig, dann hat ihre wechselseitige
Information M1(X,Y) den Wert 0. Die wechselseitige Information wird umso grofier,
je mehr X und Y kovariieren.

Schliefflich soll noch eine letzte, wichtige Figenschaft der wechselseitigen Information
vorgestellt werden. Fiithrt man zusétzlich das Mafl der bedingten Entropie ein, die
die durchschnittliche Restinformation einer Informationsquelle angibt, wenn eine
zweite bereits bekannt ist, kann fiir die gemeinsame Entropie gezeigt werden, daf:

H(X,Y) = H(X|Y)+ H(Y) = HY|X) + H(X) (3.5)

Ist eine Zufallsvariable Y beispielsweise vollstéindig durch eine Zufallsvariable X
bestimmt, dann entsteht aus der zusétzlichen Beobachtung ihrer Realisierung kein
Informationsgewinn, wenn die Realisierung von X bereits beobachtet wurde. Die
bedingte Entropie H(Y|X) nimmt dann den Wert 0 an und fiir die gemeinsame
Entropie H(X,Y') folgt aus Gleichung 3.5:

H(X,Y) = H(X) (3.6)

Berticksichtigt man diese Gleichheit bei der Definition 3.10 der wechselseitigen In-
formation, ergibt sich:

MI(X,Y)=H(Y) (3.7)

Um also nachzuweisen, daf3 ein Element Y vollstdndig durch ein Element X festge-
legt wird, geniigt es, eine der Eigenschaften 3.6 bzw. 3.7 zu {iberpriifen.

Neben der Mathematik, Informatik und Nachrichteniibertragung wird die theoreti-
sche Betrachtung der Kommunikation auch zur Beschreibung von Kommunikations-
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systemen anderer Bereiche verwendet. Ubertragen auf die Domiine der Genregulati-
onsnetzwerke fungiert ein Gen g; als Sender und Empfianger. Seine Expressionsrate
entspricht dann einem vom Sender erzeugten Symbol und damit der Nachricht, die
iibertragen werden mufl. Unterschiedliche Symbole stehen fiir verschiedene Werte
der Expressionsrate. Ein Gen g;, welches von Gen g; reguliert wird, hat in seiner
Funktion als Empfianger die Aufgabe, die Nachricht von Gen g; zu analysieren. Als
Sender erzeugt g; anschlieBend unter Beriicksichtigung der empfangenen Nachricht
ein neues Symbol, das seiner aktualisierten Expressionsrate entspricht.

Der Algorithmus

In einem Booleschen Netzwerk aus N Booleschen Variablen gibt es fiir jede Boo-
lesche Variable S°% (]Z ) = 2% Mengen potentieller Eltern. Um die Elternmenge
Pa(x;) einer Booleschen Variablen z; zu bestimmen, wird dieser Suchraum von Re-
veal schrittweise durchlaufen. Dabei betrachtet der Algorithmus zuerst fiir k£ = 1 alle
Mengen, die nur aus einem Inputelement bestehen, danach fiir £ = 2 alle zweiele-
mentigen Mengen usw., bis er eine Menge X aus k Inputelementen als Elternmenge
Pa(z;) = {xa, %o, ..., v} identifizieren kann. Die Suche wird dann abgebrochen.
Ist der Algorithmus bei £ = N angelangt und konnte die entsprechende Elternmen-
ge noch nicht identifizieren, ist die Boolesche Variable z; von unbekannten Groflen
abhéngig und ihre Elternmenge kann nicht bestimmt werden.

Fiir jede Menge X aus k Inputelementen benutzt Reveal die wechselseitige Infor-
mation M1 (X, z;), um zu berechnen, wieviel Information die Inputelemente auf z;
iibertragen. Fiir diese Berechnung werden die gegebenen Zustandsiibergangsdaten
bzw. die gegebene Zeitreihe herangezogen — um die Entropien H(X), H(z;) und
H(X,x;) zu bestimmen, mufi man die Wahrscheinlichkeiten p; fiir die einzelnen
Outputzusténde von z;, die Wahrscheinlichkeiten p; fiir die einzelnen Inputzustands-
vektoren von X und die Wahrscheinlichkeiten p;; fiir jegliche Kombinationen der
Outputzustinde von x; mit den Inputzustandsvektoren von X aus diesen Trainings-
daten schéitzen. Mit der Begriindung, dafl die Information iiber die Inputzustinde
der k Inputelemente von X vollstdndig auf den Outputzustand der Boolesche Va-
riable x; iibertragen wird, falls es sich bei der Menge X um die Elternmenge von z;
handelt, und z; somit vollstdndig von X abhéngt, kann man eine der Eigenschaften
3.6 bzw. 3.7 verwenden. Gilt also die Gleichheit

MI(X,x;) = H(x;) bzw. H(X,z;) = H(X), (3.8)

ist mit X die Elternmenge Pa(z;) der Booleschen Variable x; eindeutig identifiziert.
Anschlieflend werden alle méglichen Kombinationen der Outputzustéinde von z; mit
den Inputzustandsvektoren von X in die entsprechende Regeltabelle eingetragen
und so die Boolesche Funktion f; spezifiziert.



3. REVERSE ENGINEERING ALGORITHMEN 52

Die Gleichheit in 3.8 ist allerdings nur dann nachweisbar, wenn x; nicht von unbe-
kannten Gréflen abhéngt und die Zusténde all seiner Elternelemente in den Trai-
ningsdaten beobachtet wurden. Auch miissen ungestorte Trainingsdaten vorliegen.
Da biologische Experimente in der Regel immer gewissen Fehlern unterliegen, und
so verrauschte Trainingsdaten entstehen, kann der Reveal Algorithmus in dieser ur-
spriinglichen Form nicht angewandt werden, um ein genetisches Netzwerk aus Gen-
expressionsdaten zu rekonstruieren. In [42, 46] wurde deshalb der Reveal Algorithmus
entsprechend angepafit:

Hier wird vorgeschlagen, anstelle der Gleichheitsbeziehung 3.8 mit der Ungleichung

MI(X,z;) >0 (3.9)

zu arbeiten. Ist die wechselseitige Information M (X, x;) grofer null, sind X und x;
voneinander abhingig und die Menge X erklart die Outputzustande der Booleschen
Variablen x; zwar nicht unbedingt vollstdndig, aber zumindest teilweise.

Da die benotigten Wahrscheinlichkeiten zur Berechnung der wechselseitigen Infor-
mation aus den Trainingsdaten geschétzt werden, ist auch die errechnete wechselsei-
tige Information M T (X, z;) nur ein Schétzer der wahren wechselseitigen Information
MI(X,x;). Es reicht deshalb nicht aus zu iiberpriifen, ob gilt: MI (X, ;) > 0, son-
dern ein statistischer Test mufl hinzugezogen werden. Er entscheidet, ob M (X, z;)
signifikant grofler als der Wert 0 ist, oder ob sich die beobachtete Ungleichheit auf
zufillige Schwankungen zuriickfiihren 148t. Nach [41] kann die wechselseitige Infor-
mation zweier Zufallsvariablen X und Y mit der y2-Verteilung approximiert werden:

MI(X,Y)-M-In4~*(X,Y) (3.10)

Die Konstante M beschreibt dabei den Umfang der gegebenen Daten.
Mit Hilfe des y2-Unabhiingigkeitstests lehnt man die Nullhypothese

folglich ab, falls:
MI(X,z;) - M-Ind >y}, (3.12)

Die Freiheitsgrade f ergeben sich dabei aus f = (n,, —1)(nx — 1) mit n,, als Anzahl
der verschiedenen Outputzustinde von z; und ny als Anzahl der verschiedenen
Inputzustandsvektoren von X.

Ist mit der Ablehnung der Nullhypothese nachgewiesen, dafl X und x; voneinander
abhéngig sind und die Menge X somit Information auf die Booleschen Variablen x;
tibertragt, kann X in die Elternmenge Pa(x;) von x; aufgenommen werden, falls X
nur aus einem Inputelement besteht. Enthélt X allerdings mehr als ein Inputelement,
muf} der Algorithmus fiir jedes dieser Inputelemente z zusétzlich kontrollieren, ob es
tatséchlich benotigt wird, um die Information auf x; zu iibertragen. Auch hier zieht
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er dazu einen statistischen Test heran, der iiberpriift, ob die Information, welche die
Menge X auf x; iibertragt, dquivalent zu der Information ist, die auch die Teilmenge
X\z iibertragen kann. Um die Nullhypothese

Hy : MI(X,x;) = MI(X\z,x;) (3.13)
abzulehnen, wird die in [10] beschriebene Eigenschaft

(MI(X,2;) = MI(X\z,2;)) - M - In4 ~ X3 _q, (3.14)
ausgenutzt und getestet, ob:

(MI(X,2;) — MI(X\z,2;)) - M -1n4 > \% o, (3.15)

Die Freiheitsgrade df ergeben sich dabei aus df = f(X, x;)— f(X\z, x;). Ein positives
Testergebnis bedeutet, dafl man die Nullhypothese ablehnen kann und die Teilmenge
X\ z signifikant weniger Information auf xz; iibertréigt als die Menge X selbst. Damit
darf das Inputelement z dann in die Elternmenge Pa(z;) der Booleschen Variablen
x; aufgenommen werden.

Wie bereits in Abschnitt 3.1.1 beschrieben, geht man beim Priifen statistischer Hy-
pothesen notwendigerweise das Risiko ein, Fehlentscheidungen zu treffen. Die Signi-
fikanzniveaus a; und as miissen deshalb sorgfiltig gewéhlt werden.

Der Suchraum wird &quivalent zur urspriinglichen Form von Reveal schrittweise
durchsucht. Da der Test 3.9 allerdings nicht nachweist, dafl eine Boolesche Variable
x; vollstdndig von einer Menge X abhéngt, kann der Algorithmus nach einem posi-
tiven Testergebnis nicht beendet werden. Er muf3 die Suche nach weiteren Inputele-
menten der Elternmenge Pa(z;) fortsetzen. Prinzipiell ist so der gesamte Suchraum
zu durchlaufen. Es empfiehlt sich allerdings eine Beschriankung der maximalen An-
zahl von Inputelementen in einer Menge X auf einen Wert k4, [46]. Zum einen
ist eine hohe Konnektivitit eines Genregulationsnetzwerks bei grofem N biologisch
unrealistisch — man geht davon aus, dafl ein Gen in der Regel von nicht mehr als
acht bis zehn anderen Genen reguliert wird [61]. Zum anderen ist es aufgrund eines
meist eher kleinen Umfangs der verfiigharen Daten auch nicht moglich, einen Einfluf3
einer groflen Menge X von Inputelementen auf eine Boolesche Variable x; mit Hilfe
der wechselseitigen Information nachzuweisen, selbst wenn dieser Einflufl tatséchlich
existiert.

Implementierung

Fiir die in [42] angepafite Variante des Reveal Algorithmus 148t sich der folgende
Pseudocode angeben:

1 FOR i:=1 TO N
2 Pa(z;) =10
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3 FOR i:=1 TO N

4 FOR k:=1 TO kpmax

5 FOR EACH possible set X of k inputelements

6 compute MI(X,x;)

7 IF MI(X,2;)-M-In4> X2, _1)(mx—1)1-as

8 IF k=1 '

9 add X to Pa(x;)

10 ELSE

11 FOR EACH inputelement z of X
12 compute MI(X\z,x;)

13 IF (MI(X,2;) — MI(X\z,2;)) - M -Ind > X2,
14 IF z ¢ Pa(x;)

15 add z to Pa(x;)
16 FOR i:=1 TO N

17 create a rule table to specify the Boolean function f;

Im ersten Teil (Zeilen 1-15) wird der Suchraum vom Algorithmus also schrittweise
durchlaufen (Zeilen 3-4). Um die Inputelemente einer Menge X als Elternelemen-
te einer Booleschen Variable x; zu identifizieren, werden die eben beschriebenen
Tests durchgefiihrt und die Elternmenge Pa(z;) von z; gegebenenfalls entsprechend
erweitert (Zeilen 5-15).

Um die Booleschen Funktionen zu spezifizieren, erzeugt der zweite Teil des Algo-
rithmus (Zeilen 16-17) die jeweiligen Regeltabellen.

Limitationen

Auch fiir diesen Algorithmus soll abschlieBend analysiert werden, wie verschiedene
Faktoren die Giite der Ergebnisse beeinflussen.

Im Modellierungsprozel wird ein Genregulationsnetzwerk zu einem diskreten Zeit-
system abstrahiert, in dem alle Gene ihre Expressionsraten synchron aktualisieren.
Diese vereinfachende Annahme ist biologisch nicht realistisch. Wie beschrieben resul-
tieren daraus Probleme, wenn es bei der Durchfiihrung der biologischen Experimente
darum geht, den Zeitschritt At fiir einen Zustandsiibergang festzulegen. Ist dieser
zu grof, werden viele Gene des Netzwerks in diesem Zeitraum ihre Expressionsrate
mehrfach aktualisieren. Der gemessene Outputzustand des Systems entspricht dann
nicht dem direkten Folgezustand des Inputzustands, und somit werden auch indirek-
te Einfliissse gemessen. Ist der Zeitschritt dagegen zu klein, wird man aufgrund der
Tatsache, dafl viele Gene fiir die Aktualisierung ihrer Expressionsraten mehr Zeit
als At bendtigen, viele direkte Einfliisse nicht messen. Dem Algorithmus werden so
falsche Informationen zur Verfiigung gestellt, denn er erwartet, daf§ der Outputzu-
stand eines gegebenen Zustandsiibergangs direkt aus dem Inputzustand folgt und
sich die Expressionsraten aller Gene genau einmal aktualisieren konnten.
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Zusétzlich nimmt man auflerdem vereinfachend an, dafl die Expressionsraten der Ge-
ne durch Boolesche Variablen modelliert werden kénnen. Die Trainingsdaten miissen
deshalb entsprechend diskretisiert werden, wodurch wichtige Informationen verloren
gehen.

Fiir den zur Identifizierung von Elternmengen herangezogenen y2-Unabhiingigkeits-
test miissen die Signifikanzniveaus a; und as sorgfiltig ausgewihlt werden, denn
sie legen in Abhéngigkeit vom Stichprobenumfang M auch die Irrtumswahrschein-
lichkeiten 3; und (35 fest. In diesem Zusammenhang stellt sich auflerdem die Frage,
inwiefern das Problem des multiplen Testens hier die Giite der Ergebnisse beeinfluf3t.
Es werden mehrere Hypothesen an den gleichen Trainingsdaten getestet; jeweils mit
einem bestimmten Signifikanzniveau a;; bzw. aip. Die entsprechende gesamte Irrtums-
wahrscheinlichkeit o gesamt DZW. 2 gesamt, beim Testen von m Hypothesen minde-
stens eine wahre Nullhypothese filschlicherweise abzulehnen, vergroflert sich mit
steigender Anzahl m. Es existieren Abschatzungen fiir diese multiple Irrtumswahr-
scheinlichkeit (zum Beispiel Bonferroni-Abschétzung [52]: agesame = m-«), die helfen
koénnen, die einzelnen Signifikanzniveaus geeignet festzulegen, wenn die Anzahl der
durchzufithrenden Tests im voraus bekannt ist. Fiir den ersten Test, der iiberpriift,
ob eine bestimmte Menge von Inputelementen Information auf ein Outputelement
iibertriagt, steht fest, wie oft er vom Algorithmus ausgefithrt wird. Diese Anzahl ist
von der Anzahl der Netzwerkkomponenten und von dem Parameter k,,,, abhingig.
Das Signifikanzniveau «; kann somit unter Beriicksichtigung dieser Anzahl geeignet
festgelegt werden. Im Gegensatz dazu ist vollig unklar, wie oft der Algorithmus den
zweiten Test heranzieht. Diese Anzahl ist davon abhéngig, wie oft der erste Test
positiv ausfillt. Da man vor der Ausfithrung des Algorithmus nicht weif, wie oft
dies geschieht, fallt es sehr schwer, die gesamte Irrtumswahrscheinlichkeit o gesamt
fiir diesen Test abzuschétzen und das Signifikanzniveau as entsprechend festzulegen.
An dieser Stelle ist auch zu beriicksichtigen, dafi der verwendete x2-Unabhiingig-
keitstest eigentlich einen minimalen Datenumfang von 40 Zustandsiibergangspaaren
benotigt — diese Anzahl an Zustandsiibergidngen ist in der Praxis oft nicht verfiigbar,
was sich zusétzlich negativ auf die Irrtumswahrscheinlichkeiten auswirkt.

3.3 Reverse Engineering in diskreten
Dynamischen Bayesschen Netzwerken

Da ein diskretes DBN die kontinuierlichen Expressionsraten der Gene durch diskre-
te Zufallsvariablen modelliert, mufl man die gegebenen Expressionsdaten auch hier
entsprechend quantifizieren, bevor sie von einem Reverse Engineering Algorithmus
verarbeitet werden konnen. Im Gegensatz zu den Booleschen Netzwerken kénnen
die diskreten Zufallsvariablen in einem Bayesschen Netzwerk auch mehr als zwei
Zusténde annehmen. Prinzipiell ist die Anzahl der Zustédnde frei wéhlbar ; es ist al-
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lerdings zu beriicksichtigen, dafl das Modell umso komplexer wird, je mehr Zusténde
man verwendet.

Ein diskretes DBN B = (G, ©) als Modell fiir ein Genregulationsnetzwerk besteht
aus N(T + 1) diskreten Zufallsvariablen, die die Expressionsraten der N Gene zu
T +1 aufeinanderfolgenden Zeitpunkten 0, 1, ...., T beschreiben. Die benétigten Trai-
ningsdaten D = {di,ds,...,dy} bestehen dabei aus M Trainingsvektoren. Jeder
Trainingsvektor d,, entspricht einer Trajektorie der Lénge 7"+ 1 des Genregulati-
onsnetzwerks — also einer zeitliche Folge von Systemzustinden des Genregulations-
netzwerks — und représentiert damit genau einen Zustand des diskreten DBN:

T1m[0] - @[T
dy = : : (3.16)

TNml0] -0 ([T

Aus ihnen muf} ein Reverse Engineering Algorithmus die regulatorischen Interaktio-
nen zwischen den Zufallsvariablen, die die Expressionsraten der Gene im Netzwerk
modellierten, identifizieren und so die Struktur G des diskreten DBN erlernen. Durch
die Schétzung der bedingten Wahrscheinlichkeitsverteilungen werden auflerdem die
Parameter 0; j, ,, des Systems bestimmt und die Interaktionen genauer spezifiziert.
Algorithmen hierfiir basieren in der Regel auf einer heuristischen Suche in einem
vorher definierten Suchraum moglicher Strukturen und arbeiten mit einer Scoring-
Funktion, um ein Bayessches Netzwerk zu lernen, das beziiglich der gegebenen Daten
sehr wahrscheinlich ist.

Oftmals sind die Trainingsdaten fiir einige Variablen nicht vollsténdig gegeben, weil
beispielsweise die entsprechenden Expressionsraten in manchen Expressionsexperi-
menten nicht gemessen werden konnten. Im Gegensatz zu allen anderen Netzwerk-
modellen gibt es fiir (Dynamische) Bayessche Netzwerke auch Ansétze zur Arbeit
mit unvollstdndigen Trainingsdaten [11, 15, 17]. Darauf soll hier aber nicht weiter
eingegangen werden.

Bei der Entwicklung des in dieser Arbeit verwendeten Algorithmus wurden die in
[16] und [34] vorgestellten Techniken genutzt:

3.3.1 Lernalgorithmus zur Identifizierung der Struktur
eines diskreten DBN

Dieser Algorithmus arbeitet mit der Annahme, dafl die Prozesse in dem Genregulati-
onsnetzwerk durch stationdre Markov-Prozesse modelliert werden kénnen. Deshalb
miissen, wie in Abschnitt 2.2.3 beschrieben, nur noch Zustandsiibergéinge des Gen-
regulationsnetzwerks von einem beliebigen Zeitpunkt ¢t zum Folgezeitpunkt ¢ + 1
betrachtet werden. Der Parameter 7" hat demzufolge den Wert 1, und das diskre-
te DBN als Modell des Genregulationsnetzwerks besteht aus den Zufallsvariablen
X[t] = {Xi[t], Xa[t], ... Xn][t]}, welche die Expressionsraten der Gene vor einem
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Zustandsiibergang modellieren und aus den Zufallsvariablen X[t + 1] = {X;[t +
1], Xo[t + 1], ... Xn[t + 1]}, die den Expressionsraten der Gene nach dem Zustands-
ibergang entsprechen (Abbildung 2.4(b)). Die als Eingabe erwarteten Trainingsda-
ten D entsprechen Zustandsiibergangsdaten; jeder Trainingsvektor d,, besteht aus
einem Ausgangszustand des Genregulationsnetzwerks zu einem Zeitpunkt ¢ und dem
Folgezustand zum Zeitpunkt ¢ + 1:

ZL‘i7m[t] IL‘Lm[t + ]_]
Ay = : : (3.17)
Timlt] Tim[t +1]

Prinzipiell ist es auch mdglich, mit einer Zeitreihe zu arbeiten. Es gilt dann:
Vit zim[t + 1] = @i [t]-

Das Ziel des Algorithmus ist es nun, mit Hilfe einer Scoring-Funktion einen méglichst
guten Schétzer G fiir die wahre Struktur G zu erlernen und so zu identifizieren, wie
die Zufallsvariablen in X[t 4+ 1] von den Zufallsvariablen in X[¢] abhéngen.

Scoring-Funktionen

Eine Scoring-Funktion Score(G, D) dient zur Berechnung der Giite einer Struktur G
beziiglich der gegebenen Trainingsdaten D. Sie stellt somit ein wichtiges Hilfsmittel
bei der Suche nach einem guten Schitzer G der wahren Struktur G dar.

Ein guter Schétzer zeichnet sich dadurch aus, dal er unter den gegeben Trainings-
daten D sehr wahrscheinlich ist. Deshalb bietet die Posterior-Wahrscheinlichkeit
P(G|D) einer Struktur G einen moglichen Ansatz zur Definition einer Scoring-
Funktion. Eine Anwendung des Bayesschen Theorems liefert:

P(D|G)P(G)

Score(G|D) = P(G|D) = PD)

(3.18)
Die Wahrscheinlichkeit P(D) ist dabei eine strukturunabhéngige Konstante und
muf} nicht weiter betrachtet werden. Mit Hilfe der Prior-Wahrscheinlichkeit P(G)
der Struktur ist es moglich, eventuell vorhandenes Vorwissen iiber die Art der Struk-
tur zu integrieren. Ist kein Vorwissen vorhanden, arbeitet man mit einem nicht-
informativen Prior, wodurch sich die Wahrscheinlichkeit P(G) ebenfalls zu einer
strukturunabhéngigen Konstante reduziert und ignoriert werden kann. Die Wahr-
scheinlichkeit P(D|G) wird auch marginale Likelihood Funktion genannt. Sie mifit
die Wahrscheinlichkeit der gegebenen Daten relativ zu der Struktur G:

P(D|G) = /01 P(D|O¢)P(0¢)dO¢ (3.19)

Offensichtlich ist es sehr schwierig, die Prior-Wahrscheinlichkeiten P(©¢) der Pa-
rametermengen zu einem gegebenen Graphen G zu spezifizieren und das Integral
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zu berechnen. Diese aufwendige Berechnung kann umgangen werden, wenn man das
asymptotische Verhalten des Terms 3.19 betrachtet. Ein bekannter asymptotischer
Schétzer ist das Bayessche Informationskriterium (engl.: Bayesian information cri-
teria - BIC) von Schwarz [54]:

log M

log P(D|G) ~ log P(D|G, 6¢) — dimG (3.20)
Die entsprechende Scoring-Funktion, welche genau mit diesem Schétzer arbeitet,
wird analog BIC-Score genannt:

Definition 3.11 (BIC-Score [34])
Scorepo(G, D) = log P(D|G, O¢) — 10gTMdimG

Der erste Term entspricht dabei dem Logarithmus der einfachen Likelihood Funk-
tion. Im Gegensatz zur marginalen Likelihood Funktion, die die Wahrscheinlichkeit
der gegebenen Daten nur relativ zu der Struktur GG bestimmt und so auch die Un-
sicherheit iiber die Parameter beriicksichtigt, mifit die einfache Likelihood Funktion
die Wahrscheinlichkeit der gegebenen Daten relativ zu einer Struktur G und ihrem
zugehorigen Maximum Likelihood Schétzer

O¢ = max L(O¢ : D|G) = max P(D|G, ©¢). (3.21)
@G ®G

Dieser ist die wahrscheinlichste Parameterinstanz © von G beziiglich der Trainings-
daten und setzt sich aus den Maximum Likelihood Schétzern émi,pai der einzelnen
Parameter 0; ;, ,,, Zusammen.

Der Faktor dimG im zweiten Term gibt die Anzahl der Parameter im Modell
(G, O¢) an. Damit kann durch den zweiten Term die Komplexitiit eines Modells in
Abhéngigkeit von der Anzahl M der gegebenen Trainingsvektoren bestraft werden.
Das Hinzufiigen einer Kante wird nur dann mit einem héheren Score belohnt, wenn
die resultierende Erhohung der Likelihood die steigende Komplexitét rechtfertigt.
Dieser zweite Term wird deshalb auch Strafterm (engl.: penalty term) genannt.
Weitere bekannte Scoring-Funktionen sind der Likelihood-Score, der Mutual Infor-
mation-Score, der Bayessche Score und der Minimum Description Length-Score. Die
entsprechenden Definitionen konnen in [25, 34, 46] nachgelesen werden.

Der Algorithmus

Der Algorithmus durchsucht den Raum S aller relevanten Strukturen nach einer
Struktur G, die beziiglich der gegebenen Trainingsdaten D sehr wahrscheinlich ist
und so einen guten Schétzer fiir die wahre Struktur darstellt. Die Giite einer Struk-
tur wird dabei mit Hilfe der eben vorgestellten BIC-Scoring-Funktion bestimmt. Der
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Suchraum S umfaflt nur die fiir das gegebene Problem relevanten Strukturen. Da die
Prozesse der Genregulation bei der Modellierung zu stationdren Markov-Prozessen
vereinfacht werden, soll das Modell B = (G, 0) des Genregulationsnetzwerks be-
schreiben, wie die Expressionsraten der Gene zu einem Zeitpunkt ¢ + 1 durch die
Expressionsraten zum vorangegangen Zeitpunkt ¢ festgelegt werden. Deshalb diirfen
die betrachteten Strukturen nur Kanten von den Zufallsvariablen X[¢] zu den Zufalls-
variablen X[t+1] enthalten. Insbesondere sind die Elternmengen der Zufallsvariablen
X[t] leer.

Die Suche nach dem optimalen, bei gegeben Trainingsdaten D am wahrscheinlich-
sten Schétzer G ist NP-hart, da die Anzahl moglicher Strukturen super-exponentiell
mit der Anzahl der Variablen wéchst [9]. Deshalb mufl auf heuristische Suchalgorith-
men, zum Beispiel Greedy-Hill-Climbing oder Simulated-Annealing, zuriickgegriffen
werden.

Der hier vorgestellte Lernalgorithmus basiert auf der Greedy-Hill-Climbing Strate-
gie. Diese beginnt die Suche mit einer bestimmten Startstruktur, bei der es sich um
die leere Struktur, aber auch um eine zufillig gewéhlte Struktur handeln kann. In
jedem Lernschritt versucht der Algorithmus eine neue Struktur auszuwéhlen, die
einen hoheren Score liefert als die aktuelle Struktur G,;;. Dazu werden alle Nach-
barstrukturen G,;, von G, evaluiert. Die Menge der Nachbarstrukturen Nb(Gax)
von Gy ist eine Teilmenge des Suchraums S und besteht aus all den Strukturen,
die sich von G in nur einer Kante unterscheiden. Sie enthélt also jede Struktur
von S, die aus Gy durch eine der drei Operationen

1. Einfiigen einer Kante
2. Loschen einer Kante
3. Drehen einer Kante

gebildet werden kann. Wegen der Einschrinkung des Suchraums S auf die oben be-
schriebenen relevanten Strukturen entsteht durch das Drehen einer Kante niemals
eine beziiglich S giiltige Struktur; die dritte Operation entfillt deshalb bei dieser
konkreten Anwendung des Algorithmus. Aus dem gleichen Grund ist zu beachten,
daB bei der ersten Operation nur durch das Einfiigen einer Kante von einer Zufalls-
variablen in X[t] zu einer Zufallsvariablen in X[t + 1] eine giiltige Struktur entstehen
kann. Fiir jede Struktur in Nb(Gyk) berechnet der Algorithmus anschliefend den
BIC-Score, um die Nachbarstruktur Gy e, mit dem hochsten Score zu bestimmen.
Gibt es mehrere Nachbarstrukturen mit dem gleichen maximalen Score, wéhlt er
eine von ihnen zufillig aus. Diese Nachbarstruktur wird dann, falls ihr Score grofier
oder gleich dem Score der aktuellen Struktur G, ist, zur aktuellen Struktur des
néchsten Lernschrittes ernannt. Im anderen Fall bricht die Suche ab, und die ak-
tuelle Struktur G, mit dem entsprechenden Maximum Likelihood Schétzer égm
bildet das Ergebnis der Suche.
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Ein Problem dieser Greedy-Hill-Climbing Strategie stellen lokale Maxima dar. Ist
die aktuelle Struktur G, lokal optimal, dann liefern alle ihre Nachbarstrukturen
einen schlechteren Score, der Algorithmus beendet die Suche und wird so den globa-
len optimalen Schitzer G der wahren Struktur nicht aufspiiren. In [34] ist folgender
Verbesserungsvorschlag (Random-restart) zu finden: Hat der Algorithmus das Ab-
bruchkriterium erreicht, wird die aktuelle Struktur G, als Zwischenergebnis gespei-
chert und anschliefend durch das zuféllige Einfiigen und Léschen einer begrenzten
Anzahl von Kanten zur Erzeugung einer neuen Startstruktur verwendet. Die Su-
che beginnt dann erneut. Nachdem dieser Prozefl n mal wiederholt wurde, wird als
endgiiltiges Ergebnis das Zwischenergebnis mit dem héchsten Score ausgewihlt.
Ein weiteres Problem ergibt sich, wenn der Algorithmus auf ein Plateau der Scoring-
Funktion — also auf eine Menge benachbarter Strukturen, die alle den gleichen Score
besitzen — stofit, denn die Suche erfolgt dann nur noch zufillig. Abhilfe kann hier
dadurch erfolgen, dafl die aktuellen Strukturen der [ vorangegangenen Lernschritte in
einer Liste gespeichert und im augenblicklichen Lernschritt nicht ausgewahlt werden
diirfen (TABU-search [34]).

Schliefflich soll noch kurz auf die Berechnung des BIC-Scores einer Struktur G ein-
gegangen werden. Fiir diese Berechnung ist es im wesentlichen notwendig, die Li-
kelihood der Struktur G und ihrer wahrscheinlichsten Parameterinstanz @G zu be-
stimmen:

L((G,0¢) : D) = P(D|G,6¢) = ﬁ P(d,,|G,6¢) (3.22)

m=1

Jeder gegebene Trainingsvektor d,, reprisentiert genau einen Zustand des Bayes-
schen Netzwerks. Die Verbundwahrscheinlichkeitsverteilung (2.4) kann benutzt wer-
den, um die Wahrscheinlichkeit des Auftretens von d,,, in dem Bayesschen Netzwerk
B = (G, O¢) zu errechnen :

P(d|G.0c) = T TI P(xjm(®)pajm) - I] P(@im(t + 1)|paim) (3.23)

m=1j=1 i=1

Aufgrund der Einschriankung des Suchraums S auf die relevanten Strukturen sind
die Elternmengen der Zufallsvariablen in X[t] fir jeder Struktur G € S leer und
es gilt [I') P(2jm(t)|pajm) = I1)L; P(xm(t)). Dieser Term reduziert sich damit
zu einer strukturunabhingigen Konstanten und kann bei der Berechnung des BIC-
Scores ignoriert werden, denn er tragt nicht mehr zur Unterscheidung der einzelnen
Strukturen in S bei. Fiir die Likelihood einer Struktur G und der Instanz O ergibt

sich somit:

. N M

L((G,0¢) : D) o< [T T P(zim(t+1)|paim) (3.24)

=1 m=1
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Sei N; j, r; die Anzahl der Trainingsvektoren, bei denen die Zufallsvariable X;[t + 1]
den Zustand k; und ihre Elternmenge Pa(X;[t + 1]) den Zustandsvektor j; aufwei-
sen. Die Wahrscheinlichkeit P(X;[t + 1] = k;|Pa(X;[t + 1]) = j;) = 6, , x, kann aus
den Trainingsdaten mit Hilfe der Maximum Likelihood Schétzung bestimmt wer-
den. Der Maximum Likelihood Schétzer éwk ergibt sich aus der Maximierung der

Likelihoodfunktion L(©¢ : D|G) beziiglich 6, ;.. ke und entspricht der in den Trai-
ningsdaten D beobachteten relativen Haufigkeit ’j: L mit N;j, = >, Nijik [16]:

L(G.6c) D) o TTTI, TT, POXLE+1) = KIPaCElt+ 1) = 1)

= HH IL,, 00
i 7/]1 i

2Jiski

- HH]ZH Nigur ™ (3.25)

Sei s; die Anzahl der moglichen Zustéande einer Variablen X;[¢] und ¢; die Anzahl der
moglichen Zustandsvektoren ihrer Elternmenge?. Dann benétigt man genau g; - s;
Parameter, um die bedingte Wahrscheinlichkeitsverteilung von X;[t+ 1] zu beschrei-
ben. Von ihnen sind ¢;(s; —1) frei wiahlbar. Damit kann die Komplexitat der Struktur
G durch die Summe YV, ¢i(s; — 1) ausgedriickt werden [16]. Auch hier miissen die
Zufallsvariablen in X[t] nicht beriicksichtigt werden — da ihre Elternmengen in je-
der betrachteten Struktur leer sind, ist die Anzahl der Parameter zur Spezifizierung
ihrer bedingten Wahrscheinlichkeitsverteilungen strukturunabhéngig.
Zusammenfassend ergibt sich fiir den BIC-Score einer Struktur G die folgende For-
mel:

log M
og dimG

Scoregrc(G,D) = log P(D|G, éG)

Nojiki logM X

]1 i
1.71 2

x logHH H N;

Qz( S; 1)

=1

(3.26)

Nijik,  logM al

S D VR E

(5

Qz( S 1)

=1

(3.27)

4Kann jede Zufallsvariablen genau z verschiedene Zustinde annehmen und besteht die Eltern-

menge Pa(X;[t + 1]) aus k Variablen, dann gilt: s; = z und ¢; = z*.




3. REVERSE ENGINEERING ALGORITHMEN 62

Der grofite Rechenaufwand entsteht bei der Evaluation der Nachbarstrukturen in
jedem Lernschritt, und somit beeinflufit dieser Schritt wesentlich die Laufzeit des
Algorithmus. Um die Berechnung des Scores einer Nachbarstruktur moglichst effizi-
ent zu gestalten, nutzt der Algorithmus hierbei aus, dafl sich der BIC-Score als ein
Produkt (Summe) von einzelnen Wahrscheinlichkeiten ausdriicken 148t, die jeweils
nur von einer Zufallsvariablen und deren Eltern abhéngt (Gleichungen 3.26, 3.27).
Diese wichtige Eigenschaft einer Scoring-Funktion heifit Zerlegbarkeit [25]:

Definition 3.12 (Zerlegbarkeit) Kann ein Score als ein Produkt einzelner Terme
ausgedrickt werden, die jeweils nur von einer Zufallsvariablen und deren Eltern
abhdngen, dann ist dieser Score zerlegbar.

Bei der Berechnung des Scores einer Nachbarstruktur G,,;, kann deshalb der Score
der aktuellen Struktur G,;; herangezogen werden. Der Algorithmus mufl jeweils
nur den Term der Zufallsvariablen neu berechnen, deren Elternmenge sich bei der
Konstruktion der Nachbarstruktur veréindert hat.

Implementierung

Der Pseudocode fiir den Lernalgorithmus lautet wie folgt:

1 Choose start structure G stqrt

2 FOR i:=1TO n

3 Graz = Gstart

4 scoreg,,,. :=COMPUTE_SCORE(Gmaz)

5 DO

6 Gakt = Gma:}c

7 scoreg,,, ‘= Scoreg,, ..

8 SCOTEG,, 4n = —O0

9 FOR EACH node X;[t] in Gak

10 FOR EACH node X;[t 4+ 1] in G

11 an = Gakt

12 IF edge e = (X;[t], X[t + 1]) € Gnp
13 delete e in Gy

14 ELSE

15 add e to Gy

16 IF G, has not been chosen during the last | learning steps
17 scoreg,, :==UPDATE_SCORE(G b, Gakt, SCOT€qkt, 1)
18 IF scoregq,, > scoreg,,..

19 Gmaz = Gnb

20 scorea,,,. ‘= Scorea,,
21 WHILE scoreg,,,, > scoreg,,,

22 IF ==

23 Gsa'ue = Gakt

24 SCOTEQR, 4y = SCOTEG, 1,

25 ELSE
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26 IF score(Gsave) < score(Gakt)
27 Gsa'ue = Gakt

28 scoreg,,,. := SCOT€G .,
29 Gstart := change_randomly(Gqxt)

30  RETURN (Gyave,Oc....)

31 PROCEDURE COMPUTE_SCORE(G)

32 score :=0

33 FOR EACH node X,[t + 1] in G
Niji by Nk

34 score+ =[], 1}, N

35 score := log(score) — 1°g2M dimG

36 RETURN score

37 PROCEDURE UPDATE_SCORE(Gpp, Gakt, SCoreait, )

38 scorea,,, = SCOTEQG .,
39 scoreq,,+ = 5 dimGan
N s k;
Niji okt Ji,akt: e
40 scoreq,,, — 1Og Hﬁ akt Hk “NiGiane 2Jiakt
N; ;. k;
Nisdimpkey = SIEmb i
41 scoreq,,,+ =log[[;, Hk Nijs
49 scoreg,,— = loggM dimGny
43 RETURN scoreg,,

Ausgehend von einer Startstruktur (Zeilen3-4) werden in jedem Lernschritt alle
moglichen Nachbarstrukturen der aktuellen Struktur G, generiert (Zeilen 9-15).
Die Berechnung des Scores einer Nachbarstruktur erfolgt in der Prozedur UPDA-
TE_SCORE, welche die Zerlegbarkeit der BIC-Scoring-Funktion ausnutzt und den
Score scoreg,, der jeweiligen Nachbarstruktur G,; durch Addition und Subtrakti-
on der entsprechenden Terme aus dem Score scoreg,,, der aktuellen Struktur G
errechnet (Zeilen 37-43). Die Nachbarstruktur mit dem hochsten Score wird als aktu-
elle Struktur des néchsten Lernschrittes ausgewéhlt (Zeilen 6-7). Um der zufilligen
Suche des Algorithmus auf einem Plateau entgegenzuwirken, betrachtet man im-
mer nur die Nachbarstrukturen, die verschieden zu den aktuellen Strukturen der
letzten [ Lernschritte sind (TABU-search — Zeile 16). Das Greedy-Hill-Climbing
bricht ab, wenn mit keiner der Nachbarstrukturen ein Score erzielt werden kann,
der mindestens genauso grof§ ist wie der Score der aktuelle Struktur G, (Zeile
21). Anschliefend wird die aktuelle Struktur G . gegebenenfalls als Zwischenergeb-
nis gespeichert (Zeilen 22-28) und zur Erzeugung einer neuen Startstruktur G
durch das zufillige Einfiigen und Léschen von Kanten (Zeile 29) benutzt. Der Algo-
rithmus startet das Greedy-Hill-Climbing dann erneut (Random-restart). Insgesamt
wiederholt er diesen Prozel n mal (Zeile 2).
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Limitationen

Bei diesem Algorithmus sind es im wesentlichen die vereinfachten Modellannahmen
— also modellbedingte Limitationen —, die die Giite der Ergebnisse negativ beein-
flussen:

Zum einen arbeitet dieser Lernalgorithmus, genau wie der Reveal Algorithmus, mit
der vereinfachenden, aber biologisch unrealistischen Annahme, dafl ein Genregula-
tionsnetzwerk durch ein diskretes, synchrones Zeitsystem modelliert werden kann.
Je nach Wahl des Zeitschrittes At der zwischen dem Anfangszustand und dem Fol-
gezustand eines Zustandiibergangspaares liegt, repréasentiert ein Trainingsvektor d,,
nicht nur — wie vom Algorithmus erwartet — direkte, sondern auch indirekte Inter-
aktionen, wenn es Gene gibt, die ihre Expressionsrate mehr als einmal in diesem
Zeitraum aktualisieren. Existieren auf der anderen Seite Gene, die fiir eine Ak-
tualisierung ihrer Expressionsrate langer als At benotigen, kénnen einige direkte
Interaktionen in d,, nicht beobachtet werden. Der Algorithmus arbeitet dann mit
falschen Informationen.

Zum anderen wirkt sich auch hier die Diskretisierung der Expressionsraten negativ
auf die Ergebnisse aus, denn dadurch gehen wichtige Informationen verloren und
das Modell verliert an Genauigkeit. Wesentlich ist hier vor allem die Wahl der In-
tervallgroBe, die zur Quantifizierung der kontinuierlichen Expressionsraten benutzt
wird. Eine Verkleinerung der Intervalle fithrt zu weniger Informationsverlust, aber
auch zu komplexeren Modellen mit vielen Parametern.

Eine algorithmusbedingte Limitation ergibt sich aus der Tatsache, dafl der Algorith-
mus trotz Random-restart-Strategie bei der Suche nach einem guten Schétzer fiir
die Struktur G nicht unbedingt die Struktur mit dem global maximalen Score findet
und dann nur ein lokales Optimum liefert.

3.4 Reverse Engineering in Additiven Regulations-
modellen

Zur Modellierung der Expressionsrate eines Gens dient in diesem Modellansatz ei-
ne kontinuierliche Variable. Die zeitliche Anderung einer Variablen wird mit Hil-
fe einer Differentialgleichung beschrieben, die alle regulierenden Einfliisse additiv
beriicksichtigt. Nach Einfithrung von diskreten Zeitschritten ist es auch moglich, die
zeitliche Entwicklung einer Variablen durch eine Aktualisierungsregel zu beschrei-
ben:

linearer Ansatz:

ri(t+1) = i w;;xi(t) + B (3.28)
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nichtlinearer Ansatz:
max;
1 4 o~ wises ()+6:)

ri(t+1) = (3.29)

Die genspezifischen Konstanten 3; konnen zur Vereinfachung der Aktualisierungsre-
geln in die Gewichtsmatrix integriert werden. Dazu wird die Gewichtsmatrix W um
eine zusétzliche Spalte erweitert, deren Eintrage w;o = 3; die Biasfaktoren der Gene
enthalten.

Die Aufgabe eines Reverse Engineering Algorithmus ist es nun, mit Hilfe der gege-
benen Trainingsdaten D einen moglichst guten Schétzer W fiir die wahre Gewichts-
matrix

w1 Wi Wi - WIN
W=\ |=| : & "~ (3.30)
Wy wWno WN1 -+ WNN
zu bestimmen.
Die Algorithmen auf diesem Gebiet arbeiten in der Regel mit Zustandsiibergangsda-

ten oder Zeitreihen vom Datenumfang M, die in folgender Form aufbereitet werden
konnen:

Inputmatrix:
u! 1wl uly

U=| ¢ |=]: + = (3.31)
u 1wt o W

Outputmatrix:
y' ui Yn

V=1  |=|: - (3.32)
yM R 1/

Jeder Zeilenvektor u™ entspricht dabei einem Inputzustand des Netzwerks, der die
Expressionsraten der Gene zu einem Zeitpunkt ¢ beschreibt. Der entsprechende Zei-
lenvektor y™ gibt dann die aktualisierten Expressionsraten zum Zeitpunkt ¢ + 1 an
und entspricht so dem zum Inputzustand gehérenden Outputzustand des Netzwerks.
Die Spaltenvektoren u; und y; der Matrizen enthalten alle in den Daten beobachte-
ten Expressionsraten eines Gens g; jeweils vor und nach den Zustandsiibergéngen.
Der zusétzliche Spaltenvektor ugy der Inputmatrix ist aufgrund der Erweiterung der
Gewichtsmatrix notwendig, um den konstanten Input vom Wert 1 fiir die jeweiligen
Biasfaktoren zu modellieren.



3. REVERSE ENGINEERING ALGORITHMEN 66

Arbeitet man mit Zustandsiibergangsdaten, kommt der Zeilenvektor u™ dem An-
fangszustand eines Zustandsiibergangspaares gleich und der entsprechende Zeilen-
vektor y™ dem zugehorigen Folgezustand. Ist stattdessen eine Zeitreihe gegeben,
entspricht der Outputzustand des Systems nach einem Zustandsiibergang dem In-
putzustand des Systems vor der nichsten Aktualisierung der Expressionsraten, und
so gilt: Vm : y™ = u™t

Im nichtlinearen Ansatz ergibt sich der Folgezustand einer Variablen x; durch die
Anwendung einer sigmoiden Funktion auf den regulatorischen Input r;. Um analog
zum linearen Ansatz einen linearen Zusammenhang zwischen dem Inputzustand und
dem zugehorigen Outputzustand herzustellen, mufl auf die einzelnen Werte von Y
die entsprechende Umkehrfunktion der Sigmoidalfunktion angewandt werden:

max;
m
Y;

y" = —In( - 1) (3.33)
Damit kann die Problemstellung allgemein — also unabhéngig vom linearen oder
nichtlinearen Ansatz — auch durch folgende Gleichungen beschrieben werden:

Y =UWT bzw. Y yi=Uw] (3.34)

Gesucht ist die Gewichtsmatrix W, die diese Gleichungen erfiillt. w; entspricht hier
einem Zeilenvektor der Gewichtsmatrix W, der die Gewichte aller regulatorischen
Einfliisse auf x; spezifiziert.

Im allgemeinen geht man bei diesen Reverse Engineering Algorithmen von einem
vollsténdig verkniipften Netzwerk aus. Die wahre Struktur des Netzwerks wird dann
nur implizit iiber den Schétzer W der Gewichtsmatrix W festgelegt — ergibt sich fiir
den Schétzer w;; ein Wert 0, dann iibt die Expression von Gen g; keinen regulatori-
schen Einflufl auf die Expression von Gen g; aus. Typisch fiir die Struktur von vor
allem grofleren genetischen Netzwerken ist eine eher kleine Konnektivitéit in Bezug
auf die Anzahl N der im Netzwerk involvierten Gene. Die zugehorige Gewichtsma-
trix W ist somit meist diinn besetzt, d.h. viele ihrer Eintrége entsprechen dem Wert
0. Die fehlende Beobachtung wichtiger, unbekannter Einfluifaktoren sowie Mef3feh-
ler und Inkonsistenzen in den Daten machen es allerdings schwer, den wahren Wert
0 solcher Gewichte zu schétzen. Die entsprechenden Schétzer nehmen zwar meist
einen kleinen Wert an, aber selten direkt den Wert 0. Fiir die Identifizierung der
Struktur ist es deshalb notwendig, die berechneten Schétzer w;; anschlieend auf-
grund ihrer Gréfle durch die Einteilung in die Klassen ,null“ (kein Einfluff von z;
auf ;) und ,nicht-null* (EinfluBl von z; auf x;) zu klassifizieren.

Auf dem Gebiet der Additiven Regulationsmodelle sind viele, zum Teil auf recht un-
terschiedlichen Strategien basierende Ansétze fiir einen Reverse Engineering Algo-
rithmus zu finden. Drei von ihnen — ein analytisches Verfahren (Reverse Engineering
in Matrizen (REM)), ein stochastisches, an der Natur orientiertes Optimierungsver-
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fahren (evolutiondrer Algorithmus), sowie ein deterministisches, gradientenbasier-
tes Optimierungsverfahren (Backpropagation through time (BPTT)) — werden hier
naher vorgestellt:

3.4.1 REM - Reverse Engineering in Matrizen
(Weaver et al. [64])

Dieser erste Algorithmus benutzt die lineare Algebra, um beziiglich der gegebenen
Trainingsdaten D einen moglichst guten Schitzer W zu finden. Mit Hilfe der Me-
thode der kleinsten Quadrate wird der Gewichtsvektor w; einer Variablen x; so
geschétzt, daBl die Summe der Fehlerquadrate (euklidischer Fehler)

M N
e=llyi —UW; Il = > (" = >_uj'wy)? (3.35)
m=1 7=0

minimiert wird. Prinzipiell impliziert dies nur die Losung des Gleichungssystems:
w! =U"'y; (3.36)

Da der Gewichtsvektor w; die Dimension N + 1 besitzt, ist das Gleichungssystem
aber unterbestimmt, falls der Umfang M der gegebenen Trainingsdaten kleiner
als diese Dimension ist. Gilt dagegen : M > N + 1, ist das Gleichungssystem
iiberbestimmt. Die Methode der kleinsten Quadrate arbeitet deshalb mit der Pseu-
doinversen der Matrix U:

w! = (UTU) Uy, (3.37)

Als Eingabe erwartet der Algorithmus einen Trainingsdatensatz und einen Testda-
tensatz. Da fiir jede Variable z; genau N +1 Parameter w;; geschétzt werden miissen,
enthélt der Trainingsdatensatz idealer Weise mindestens N + 1 Zustandsiibergénge.
Fiir den Testdatensatz sind zwei Zustandsiibergangspaare ausreichend; er dient dem
Algorithmus zur Berechnung der Giite eines geschéitzten Gewichtsvektors w;.

Der Algorithmus

Arbeitet der Algorithmus mit dem nichtlinearen Ansatz, so mufl er zuerst fiir je-
des Gen g; die maximale Expressionsrate max; bestimmen, um durch die Umfor-
mung aller Werte 3" nach 3.33 den linearen Zusammenhang zwischen Input- und
Outputmatrix herzustellen. Dabei wird angenommen, dafl die maximalen Expressi-
onsraten empirisch aus den gegebenen Daten geschitzt werden konnen und so die
grofite, in den Daten beobachtete Expressionsrate eines Gens g; zur Bestimmung von
max; herangezogen werden kann. Es ist zu beachten, dafl max; immer grofier als die
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grofite, beobachtete Expressionsrate von g; sein mufl, denn die Expressionsrate ei-
nes Gens lauft im nichtlinearen Ansatz nur asymptotisch fiir einen unendlich groien
regulatorischen Input gegen die maximale Expressionsrate max;. In der fiir diese Ar-
beit implementierten Realisierung bekommt max; den kleinsten ganzzahligen Wert
zugewiesen, der grofler ist als alle in den Trainings- und Testdaten beobachteten
Expressionsraten von Gen g;.
Um den Gewichtsvektor w; der Variablen x; zu schétzen, werden folgende Schritte
iterativ wiederholt, solange die Dimension von w; grofer null ist:

1. Bestimme w! = (UL ... Usrain) UL

rain rai

n " Vitrain aus den Trainingsdaten.
2. Berechne € = ||y; test — UestW; || beziiglich der Testdaten.
3. Speichere w! und e als Zwischenergebnis.

4. Nutze die Annahme, dafl viele Gewichte vom Wert 0 sein sollten; bestimme
das Gewicht zIJZ”” mit dem betragsméafig kleinsten Wert und 16sche den ent-
sprechenden Spaltenvektor u; der Inputmatrix.

Als endgiiltige Losung wird anschliefend das Zwischenergebnis mit dem kleinsten
euklidischen Fehler e ausgewihlt.

Implementierung

Es folgt der Pseudocode fiir den beschriebenen Algorithmus:

1 FOR i:=1 TO N

2 ﬁnd max; n Ui train, WUitest; Yitrain, Yitest
3 FOR m:=1 TO M qin

4 y;?train = - 1n(y?}::::" - 1)

5 FOR m:=1 TO M5

6 y'Ttest = 71n(% - 1)

7 W : Matriz[N][N + 1]

8 FOR i:=1 TO N

9 FOR j:=0TO N

10 weightIdentifier[j] == j

11 €M 1= 00

12 FOR j:=1 TO N+1

13 CompUte WT = (Ut,z;ainUt’r'ain)_1UtTrainyi,train
14 compute e = 1Yi test — Upest W ||

15 IF e < ™™

16 emin .= ¢

17 W =

18 weightIdentifier™" := weihtIdentifier
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19 wetghtmin 1= 00

20 FOR k:=0 TO N-j+1

21 IF weight,,, > |W[k]|

22 weightmin = |WIK]|
23 minIndex =k

24 delete column WyinIndes

25 delete weightIdentifier/minIndex/
26 FOR j:=0 TO N

27 Wli][j] == 0

28 FOR j:=0 TO w™" length — 1

29 Wi)[weightIdentifier[j]] := w™"[j]

Der erste Teil (Zeilen 1-6) dient zur Identifizierung der maximalen Expressionsraten
und der entsprechenden Umformung der Werte der Outputmatrix. Er entfallt, wenn
man mit dem linearen Ansatz arbeitet.

Der zweite Teil (Zeilen 7-29) implementiert die iterative Schétzung des entsprechen-
den Gewichtsvektors w; einer jeden Variablen z;. Beginnend mit der vollstandigen
Inputmatrix U wird in jeder Iteration der Gewichtsvektor mit der Methode der klein-
sten Quadrate neu berechnet (Zeile 13) und als Zwischenergebnis gespeichert, falls
er einen kleineren Fehler liefert als alle anderen Gewichtsvektoren vor ihm (Zeilen
15-18). Anschliefend bestimmt der Algorithmus das betragsméfBig kleinste Gewicht
des eben neu berechneten Gewichtsvektors w; (Zeilen 19-23). Die Expressionsraten
der Variable, deren Einflul auf x; durch dieses kleinste Gewicht beschrieben wird,
werden aus der Inputmatrix gestrichen (Zeile 24). Ebenfalls kann in dem Vektor
wetghtldentifier, der fiir jedes verbleibende Gewicht w;; den entsprechenden Index
j enthélt und so die Zuordnung der Werte des geschétzten Gewichtsvektors zu den
Eintragen der Gewichtsmatrix erlaubt, der Index dieses kleinsten Gewichts geloscht
werden (Zeile 25). Anschlieflend beginnt die Berechnung des Gewichtsvektors erneut.
Am Ende tragt der Algorithmus das Zwischenergebnis mit dem kleinsten euklidi-
schen Fehler beziiglich der Testdaten als endgiiltige Losung in die Gewichtsmatrix
W ein (Zeile 26-29).

Limitationen

Die Limitationen dieses Reverse Engineering Algorithmus entstehen im wesentlichen
durch vereinfachte, aber biologisch unrealistische Annahmen bei der Modellierung
eines Genregulationsnetzwerks mit einem Additiven Regulationsmodell:

So wird beispielsweise auch hier das Genregulationsnetzwerk zu einem synchronen,
diskreten Zeitsystem vereinfacht, woraus bereits beschriebene Probleme resultieren®.

Des weiteren werden die regulatorischen Interaktionen als unabhéngige Ereignisse

5Siehe Abschnitt Limitationen in 3.2.1.



3. REVERSE ENGINEERING ALGORITHMEN 70

betrachtet, die additiv zusammenwirken. Demgegeniiber steht die experimentell be-
wiesene Tatsache, dal es Gene gibt, deren Expression nur durch eine bestimmte
Kombination von Transkriptionsfaktoren reguliert werden kann. Ein einzelner die-
ser Transkriptionsfaktoren kann ohne die Anwesenheit der anderen keinen Einflufl
nehmen.

Das Additive Regulationsmodell arbeitet mit deterministischen Beziehungen und
ist damit nicht in der Lage, aufgrund von Fehlern und Inkonsistenzen stochastisch
erscheinende Beziehungen zu modellieren. Deshalb héngt die Giite der Ergebnisse
auch mafgeblich von der Qualitidt der gegebenen Daten ab. Je weniger Mefifehler in
den Daten enthalten sind, desto genauer kann der Schétzer W der Gewichtsmatrix
bestimmt werden und desto korrekter lassen sich die Gewichte klassifizieren.

Die vereinfachende Betrachtung der Genregulationsprozesse — also die Einschrankung
der Regulationsprozesse auf die Ebene der Transkription, die Annahme einer star-
ken Korrelation zwischen mRNA- und Protein-Konzentrationen eines Gens und die
Modellierung der Expressionsrate eines Gens allein durch die Konzentration sei-
nes mRNA-Transkripts — kommt bei den Algorithmen fiir diesen Modellansatz be-
sonders nachteilig zum Tragen: Im Reverse Engineering Prozefl soll ein funktio-
naler Zusammenhang zwischen den mRNA-Konzentrationen eines Gens und den
mRNA-Konzentrationen der dieses Gen regulierenden Gene angepafit werden. Da die
mRNA-Konzentration eines Gens aber eigentlich von den Protein-Konzentrationen
der es regulierenden Gene abhéngig ist, erfordert dieses Verfahren mindestens einen
linearen Zusammenhang zwischen den mRNA-Konzentrationen und den Protein-
Konzentrationen eines Gens [64]. Dieser ist in der Praxis oftmals nicht gegeben, was
die Identifizierung regulatorischer Einfliisse erheblich erschwert.

Ein Vorteil des nichtlinearen Ansatzes ist die Einschrinkung der Expressionsrate
eines Gens g; auf das Intervall (0, max;), was diesen Ansatz gegeniiber der linea-
ren Variante biologisch realistischer erscheinen 148t. Diese Beschrankung fiihrt aber
auch zu Problemen: Zum einen kann es bei der empirischen Bestimmung der maxi-
malen Expressionsrate max; passieren, dafl alle in den Trainingsdaten beobachteten
Expressionsraten von Gen g; wesentlich kleiner sind als seine maximale Expressions-
rate und man deshalb einen zu kleinen Wert fiir max; wahlt. Zum anderen kann die
Expressionsrate eines Gens g; die Werte 0 und max; nur asymptotisch annehmen,
falls der auf das Gen wirkende regulatorische Einflul betragsméfig unendlich grof3
wird. Treten bei der Arbeit mit realen Expressionsdaten Expressionsraten vom Wert
0 auf, dann miissen Uberlegungen getroffen werden, wie diese bei der Anwendung
der sigmoidalen Umkehrfunktion (3.33) zu behandeln sind.

Ein wesentlicher Nachteil des Algorithmus selbst ist die Tatsache, dafl das Erler-
nen der Struktur nur implizit iiber die Schitzung der Gewichtsmatrix erfolgt und
zusétzliche Methoden zur Klassifizierung der Schétzer w;; notwendig sind.
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3.4.2 Evolutionidrer Algorithmus

Eine weitere Moglichkeit fiir das Reverse Engineering im Bereich der Additiven Re-
gulationsmodelle bieten evolutionére Algorithmen. Die Motivation hierfiir liefert die
Anwendung dieser Algorithmen im Bereich der neuronalen Netze, zu denen die Addi-
tiven Regulationsmodelle grofe Ahnlichkeit aufweisen. So kénnen die beschriebenen
Aktualisierungsregeln (3.28, 3.29) auch zur Definition eines rekurrenten, dynami-
schen neuronalen Netzwerks dienen. Die Variablen entsprechen dann den Neuronen,
die Aktualisierungsregeln der Variablen den Ausgabefunktionen der Neuronen und
die Gewichte beschreiben die Verbindungsstédrken zwischen den einzelnen Neuro-
nen. Liefert die Anwendung der evolutiondren Algorithmen bei dem Erlernen der
Architektur eines neuronalen Netzes nur bei sehr kleinen Netzwerken zufriedenstel-
lende Ergebnisse, so kénnen sie doch fiir das Erlernen der Verbindungsstarken bei
bekannter Struktur erfolgreich eingesetzt werden [43, 60]. Diese letztere Problema-
tik ist dquivalent zu der beschriebenen Aufgabenstellung eines Reverse Engineering
Algorithmus, der einen guten Schétzer fiir die Gewichtsmatrix bestimmen muf und
dabei zunéchst von einer vollstédndig verkniipften Netzwerkstruktur ausgeht.
Bekannte evolutionédre Algorithmen sind die Evolutionsstrategien und die Geneti-
schen Algorithmen. Sie l6sen komplexe Optimierungsprobleme nicht auf dem kon-
ventionellen, algorithmischen Weg, sondern nach dem Vorbild der biologischen Evo-
lution und molekularen Genetik. Ziel der Optimierung ist die Minimierung oder
Maximierung einer von mehreren Parametern abhéngigen Funktion. Aus einer Men-
ge (Population) von Parameterzustédnden (Individuen) wird durch die Anwendung
bestimmter, an der Evolution orientierter Operatoren eine neue Generation defi-
nierter Parameterzustéinde erzeugt. Dazu wéhlt man zunéchst aus der Population
geméafl dem Darwinschen Prinzip des ,survival of the fittest“ die besten Individuen
aus (implizite Selektion - Genetische Algorithmen). Diese werden dann rekombiniert
und mutiert. Die so neu entstandenen Individuen kommen mit einer zu ihrer Fit-
nef proportionalen Wahrscheinlichkeit in die neue Generation (ezplizite Selektion -
Evolutionsstrategien). Nach hinreichend vielen Generationen wird so die optimale
Losung generiert. Detaillierte Erlduterungen sind in [53] zu finden.

Obwohl beide Ansétze — Evolutionsstrategien und Genetische Algorithmen — auf
der gleichen Idee basieren, werden die Kodierung der Parameterzustinde sowie die
Operatoren Rekombination, Mutation und Selektion doch auf verschiedene Weise
umgesetzt, wodurch sich ein recht unterschiedliches Verhalten der Algorithmen er-
gibt. Wihrend die Evolutionsstrategien sehr schnell ein lokales Optimum anstreben
und ziigig eine weitestgehend homogene Population erreichen, versuchen die Gene-
tischen Algorithmen durch eine schwache Selektion gerade diesen Effekt zu vermei-
den. Der fiir diese Arbeit konstruierte Reverse Engineering Algorithmus ist eher eine
Kombination aus beiden Ansédtzen. So wurde mit einer, fiir die Evolutionsstrategi-
en typischen, reell-wertigen Kodierung der Gewichte gearbeitet und entsprechende
Rekombinations- und Mutationsoperatoren gewéhlt, wihrend sich der Selektions-
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Beliebiges Individuum der Anfangspopulation

w, [wwlww]w,] - Tw,]

(@

Individuum |-3.21|6‘20|8‘72|-4.75|-0‘H| |9.24|

Fittestes Individuum der Population nach genStep Generationsschritten
W, |Wi0| Wi]|W\2|W13|Wi4| |WiN|

g FFFrT 1

Individuum 131 {6 ¢.23|014]121] - [-1.95]

Beliebiges Individuum einer neu generierten Population

W, |WiO|Wi1|W12|WiS|WiA| |WiN|

individuum 127 [476[1.41] - [-764]

Abbildung 3.5: Kodierung eines Gewichtsvektors: (a) Beliebiges Individuum der Anfangs-
population. Jede Position des Individuums enthilt den Schitzer eines bestimmten Gewichts. Al-
le Gewichte des Gewichtsvektors werden kodiert. (b) Fittestes Individuum der Population nach
genStep Generationsschritten. Der Algorithmus iiberpriift jetzt jede Position. Ist ein Wert kleiner
als der Schwellwert 0.5, kann das zugehorige Gewicht als ,,null“ klassifiziert und muf} im folgenden
nicht mehr betrachtet werden. (c) Beliebiges Individuum einer neu generierten Population. Bereits
als ,null“ klassifizierte Gewichte werden nicht mehr kodiert.

operator an den Genetischen Algorithmen orientiert und eine implizite Selektion
benutzt. Einen &dhnlichen Ansatz findet man in [5].

Der Algorithmus

Analog zu dem vorangegangenen REM Algorithmus miissen auch hier zuerst alle
Werte der Outputmatrix Y entsprechend umgeformt werden, wenn der Algorithmus
mit einem nichtlinearen Additiven Regulationsmodell arbeitet.

Der Algorithmus generiert fiir jede Variable z; den entsprechenden Schéitzer w; ihres
Gewichtsvektors in einem separaten Evolutionsprozef. Die Individuen der jeweili-
gen Anfangspopulation werden zuféllig generiert. Jede Position eines Individuums
enthélt den Schétzer eines bestimmten Gewichts w;;, und so kodiert jedes Individu-
um genau einen moglichen Schétzer w; des wahren Gewichtsvektors w; (Abbildung
3.5 (a)). Das Festlegen einer oberen Grenze mazWeight und einer unteren Grenze
min Weight verhindert, daf§ die Gewichte wihrend des Evolutionsprozesses beliebig
grof} werden konnen.

Ausgehend von der Anfangspopulation erzeugt der Algorithmus iterativ neue Gene-
rationen der Population. Ein Generationsschritt besteht dabei aus zwei Teilschritten.
Im ersten Teilschritt wahlt er die kg fittesten Individuen der aktuellen Generation
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—also die ,,Elite* — aus und tibernimmt sie direkt in die neue Generation. Die Anzahl
popSize der Individuen in der Population bleibt in jeder Generation konstant, und so
werden im zweiten Teilschritt die restlichen (popSize - kejie) Individuen der neuen
Generation produziert. Dafiir selektiert der Algorithmus zunéchst durch Anwendung
des Selektionsoperators aus der aktuellen Generation eine Menge von Individuen, die
sich anschliefend rekombinieren diirfen. Jedes Individuum der aktuellen Generation
wird dabei mit einer zu seiner Fitnefl proportionalen Wahrscheinlichkeit ausgew&hlt
und kann auch mehrfach in der selektierten Menge enthalten sein. Der Algorithmus
arbeitet hier nach dem bekannten Roulette-Wheel Prinzip:

1. Bewerte jedes Individuum indiv, mit Hilfe der Fitnefunktion und ermittle
somit seine individuelle Fitnef fitneS(indivy).

2. Berechne durch Addition die Fitnef§ der Population:
popFit = Y. fitneB(indivy).

3. Generiere eine Zufallszahl z mit 1 < z < popF'it.

4. Selektiere ein Individuum indivg nach der Berechnung: Finde die kleinste Zahl
k mit Y fitneB(indiv)) > z.
1<k

5. Wiederhole die Schritte 3 und 4, bis (popSize - kejie) Individuen ausgewéhlt
wurden.

Zur Berechnung der Fitnef§ eines Individuums werden die gegebenen Trainingsda-
ten herangezogen. Jedes Individuum indiv;, kodiert genau einen Schétzer w;, des
Gewichtsvektors, und es kann analog zum REM Algorithmus der euklidische Fehler
berechnet werden. Die Fitnefl eines Individuums entspricht dann dem Kehrwert:

1 1

fitneB(indivy,) = P A TH e e
lyi = Uw,, || (y" —u Wik)Q

(3.38)

k m=0

Im Anschlufl an die Selektion erzeugt der Algorithmus aus je zwei dieser selektierten
Individuen zwei Nachkommen. Mit einer Wahrscheinlichkeit von 1 — p,.ccoms Werden
die beiden Individuen direkt als Nachkommen in die neue Generation aufgenom-
men; mit einer Wahrscheinlichkeit p,ccom, werden sie vor der Aufnahme miteinander
rekombiniert. Fiir die Umsetzung des Rekombinationsoperators gibt es prinzipiell
mehrere Moglichkeiten. Der hier vorgestellte Algorithmus benutzt den uniformen
Uberkreuzungsaustausch (engl.: uniform crossover): Fiir jede Position der Individu-
en entscheidet er zufillig, ob die entsprechenden Werte an dieser Position zwischen
den Individuen ausgetauscht werden (Abbildung 3.6).

Abschlieflend erfolgt noch die Anwendung des Mutationsoperators auf die durch
Selektion und Rekombination neu generierten Nachkommen. Jede Position eines
jeden dieser Nachkommen wird dabei mit einer Wahrscheinlichkeit p,,,; durch die



3. REVERSE ENGINEERING ALGORITHMEN 74

Individum 1 | 1.23|-4.91|-0.73| 2.14|-] .84| 6.57| |-3.86| m”- | 1.23 | 217 |-3.29| 214 |—1.84| 5,97' IO.é] |
precomb

Individum 2|-4.23| 217 |-3‘29|-0.53| é.28| 5‘97| I 0.61 | |»4.23 |-4.9] |-0.73|—O.53| 6.28 | é.57|

Abbildung 3.6: Rekombinationsoperator: Jeweils zwei Individuen dienen zur Generierung
von zwei Nachkommen. Dazu werden sie mit einer Wahrscheinlichkeit p,ccomp miteinander rekom-
biniert. Fiir jede ihrer Positionen wird dabei zufillig entschieden, ob die entsprechenden Werte
ausgetauscht werden sollen.

Addition einer normalverteilten Zufallsvariable wy; ~ N(0, 0,ny¢) mutiert. Dabei
ist auf die Einhaltung der Grenzen min Weight und maxWeight zu achten.

Die Klassifikation der einzelnen Gewichte von w; in die beiden Klassen ,null® und
ynicht-null* wird vom Algorithmus auf die folgende Weise umgesetzt: Nach einer
festgelegten Anzahl genStep von Generationsschritten bestimmt er das Individuum
mit der hochsten Fitnef3 und iiberpriift der Reihe nach alle Positionen dieses Indivi-
duums. Ist der Wert einer Position betragsméflig kleiner als ein vorher festgelegter
Schwellwert threshold, wird dem zugehérigen Gewicht der Wert 0 zugeordnet und
es mufl im weiteren Verlauf nicht mehr betrachtet werden. Die Individuen einer an-
schlieBend neu generierten Population kodieren nun nur noch die Gewichte des Ge-
wichtsvektors w;, die noch nicht als ,null“ klassifiziert wurden (Abbildung 3.5 (c)).
Der Evolutionsprozef kann nun erneut gestartet werden. Diese Wiederholung des
Evolutionsprozesses erfolgt iterativ so oft, bis der Algorithmus bei der nachfolgen-
den Uberpriifung des fittesten Indiviuums keine Positionen mit einem betragsméfig
kleineren Wert als dem Schwellwert finden kann. Alle verbliebenen Gewichte kénnen
dann in die Klasse ,,nicht-null“ eingeordnet werden; ihre im fittesten Individuum ko-
dierten Schétzer bilden dann das Ergebnis der Optimierung.

Zusammenfassend sind hier noch einmal die einzelnen Schritte der iterativen Wie-
derholung des Evolutionsprozesses aufgelistet:

1. Bestimme eine Anfangspopulation zuféllig.
2. Wahle die k. fittesten Individuen direkt fiir die folgende Generation aus.

3. Erzeuge die (popSize — kejite) restlichen Individuen der folgenden Generation
durch die Anwendung der Operatoren Selektion, Rekombination und Mutati-
on.

4. Wiederhole den 2. und 3. Schritt genStep mal.

5. Klassifiziere alle Gewichte wj;, fiir deren Schétzer im fittesten Individuum der
Population gilt: w;; < threshold, als ,,null®.
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6. Falls die Anzahl der in Schritt 5 als ,null“ klassifizierten Gewichte grofler ist
als 0, dann beginne erneut mit Schritt 1. Betrachte dabei nur die noch nicht
als ,null“ klassifizierten Gewichte.

Implementierung

Fiir diesen Algorithmus kann der folgende Pseudocode angegeben werden:

16
17

18
19
20
21
22
23
24

25
26
27
28

29
30
31
32
33
34

FOR i:=1 TO N
find mazx; in u;,y;
FOR m:=1 TO M

max;
y;n = —111(71}7”1 - 1)

i

W : Matriz[N][N +1]
FOR i:=1 TO N
FOR j:=0 TO N
weightIdentifier[j] .= j
DO
population := ()
FOR j:=1 TO popSize
indiv; := 0
FOR k:=0 TO weightldentifier.length-1
indiv; k] := randomV alue(minWeight, mazWeight)
add indiv; to population

FOR j:=1 TO genStep
population:=GENERATION_STEP (population,weightldentifier)

find fittest individuum mazFitIndiv:
numberOfNewZero Weights:=0
FOR j:=0 TO maxFitIndiv.length-1
IF maxFitIndiv[j] < threshold
delete weightIdentifier[j-numberOfNewZero Weights]
numberOfNewZero Weights++
WHILE numberO f NewZeroW eights > 0

FOR j;:=0TO N
Wli][j] :==0
FOR j:=0 TO maxFitIndiv.length-1

Wlil[weightIdentifier[j]] :== maxFitIndiv]j]

PROCEDURE GENERATION_STEP (population,weightIdentifier)
COMPUTE_POPFIT (population,weightIdentifier)
newGeneration := ()
add the kejjte fittest individuals to newGeneration
setOfSelectedIndiv:=SELECTION (population)
newGeneration:=RECOMBINATION (setOfSelectedIndiv,newGeneration)
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35 newGeneration:=MUTATION (newGeneration)
36 RETURN newGeneration

37 PROCEDURE COMPUTE_POPFIT (population,weightldentifier)

38 population. fitness:=0
39 FOR j:=1 TO popSize
40 population+=COMPUTE_INDIVFIT (j,weightIdentifier)

41  PROCEDURE COMPUTE_INDIVFIT(j,weightIdentifier)

42 e:=0

43 FOR m:=1 TO M

44 g =0

45 FOR k:=0 TO weightldentifier.length-1
46 le—’_ = U’Z;leightldentifier[k] ’ Z’n’dlvﬂ [k]
a7 et =y — §)?

48 fitness(indiv;) = 1

49 RETURN fitness(indiv;)

50 PROCEDURE SELECTION(population)

51 set =1
52 select (popSize — kejite) individuals using Roulette- Wheel; put them into the set
53 RETURN set

54 PROCEDURE RECOMBINATION set,newGeneration)

55 FOR k:=1 TOQ *lenath

56 IF randomValue(0,1) > Drecomb

57 add set[2 -k — 1], set[2 - k] to newGeneration

58 ELSE

59 FOR [:=0 TO set[2 - k].length-1

60 IF randomValue(0,1) > 0.5

61 exchange set[2 - k][l] and set[2 - k — 1][I]
62 add set[2 -k — 1], set[2 - k| to newGeneration

63 RETURN newGeneration

64 PROCEDURE MUTATION(newGeneration)

65 FOR k:=kejite TO newGeneration.length

66 FOR [:=0 TO newGeneration[k].length-1

67 IF randomValue(0,1) < pput

68 newGeneration[k][l]]+ = N(0, 0rmut)
69 RETURN newGeneration

Im ersten Teil (Zeilen 1-4) werden analog zum REM Algorithmus die maximalen
Expressionsraten bestimmt und die entsprechende Umformung der Werte der Out-
putmatrix vorgenommen. Er ist nur zu implementieren, wenn man mit einem nicht-
linearen Additiven Regulationsmodell arbeitet.
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Den Schéitzer w; des wahren Gewichtsvektors w; bestimmt der Algorithmus durch
die iterative Wiederholung eines Evolutionsprozesses (Zeilen 9-24). In jeder Wie-
derholung muf} dabei zuerst die entsprechende Anfangspopulation zufillig generiert
werden (Zeilen 10-15). Ein Individuum kodiert jeweils alle noch nicht als ,null®
klassifizierten Gewichte. Fiir die Zuordnung der einzelnen Positionen der Individuen
zu den entsprechenden Gewichten dient der Vektor weightldentifier, indem er, im
Unterschied zu den Individuen, nicht den Wert eines Gewichtes w;;, sondern ihren
entsprechenden Index j enthalt.

Iterativ werden durch Anwendung der Prozedur GENERATION_STEP (Zeilen 29-
36), die einen Generationsschritt implementiert, neue Generationen der Population
erzeugt (Zeilen 16-17). Die dabei verwendeten Prozeduren COMPURE_POPFIT
(Zeilen 37-40), COMPUTE_INDIVFIT (Zeilen 41-49), SELECTION (Zeilen 50-53),
RECOMBINATION (Zeilen 54-63) und MUTATION (Zeilen 64-69) implementie-
ren die im vorangegangenen Unterabschnitt beschriebenen Techniken. Nach genStep
Generationsschritten werden die Werte aller Positionen des fittesten Individuum
tiberpriift (Zeilen 20-23). Ein betragsméflig kleinerer Wert als threshold klassifiziert
das zugehorige Gewicht als ,null“. Der entsprechende Index dieses Gewichtes kann
aus dem Vektor weightldentifier geloscht werden (Zeile 22), da die Individuen dieses
Gewicht bei der niachsten Wiederholung des Evolutionsprozesses nicht mehr kodie-
ren miissen. Wird bei dieser Uberpriifung kein zusétzliches Gewicht in die Klasse
,hull“ eingeordnet, bricht der Algorithmus die iterative Wiederholung des Evolu-
tionsprozesses ab (Zeile 24) und trigt die Werte des fittesten Individuums in die
Gewichtsmatrix W ein (Zeilen 25-28).

Limitationen

Grundsétzlich gelten fiir diesen Algorithmus die gleichen Limitationen, die bereits
im vorangegangenen Abschnitt 3.4.1 fiir den REM Algorithmus beschrieben wurden.
Zusitzlich erschwerend kommt hinzu, dafl die Ergebnisse stark von der Wahl der
Parameter des Algorithmus abhéngig sind. Prinzipiell wirken sich eine gréfiere Po-
pulation und eine hohere Anzahl an Generationsschritten positiv auf die Ergebnisse
aus, verschlechtern andererseits aber die Laufzeit des Algorithmus erheblich. Auch
fiir die Rekombinationswahrscheinlichkeit p,.ccomy und die Mutationswahrscheinlich-
keit p,,.¢ existieren keine problemiibergreifenden optimalen Werte. Sie miissen genau
wie der Schwellwert threshold und die Grofle ke der Elite in Testlaufen sorgfiltig
bestimmt werden. Bei den in dieser Arbeit durchgefithrten Simulationsexperimen-
ten wurde mit einer Populationsgrofie popSize := 500 gearbeitet; die Anzahl der
Generationsschritte genStep betrug jeweils 50. Untersuchungen ergaben, daf§ mit
Drecomb = 1, Pmue = 0.075, threshold := 0.5 und kgje = 10 die besten Ergebnisse
erzielt werden konnten. Inwiefern sich diese speziellen Werte auf die Anwendung des
Algorithmus mit realen Expressionsdaten iibertragen lassen, bleibt offen.
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Abbildung 3.7: Transformation eines rekurrenten Netzwerks in ein Feedforward-
Netzwerk [13].

3.4.3 BPTT - Backpropagation through time
(D’haeseleer [13])

Wie im vorherigen Abschnitt 3.4.2 beschrieben, ist es moglich, die Aktualisierungsre-
geln des Additiven Regulationsmodells auch als Definition eines dynamischen, rekur-
renten, neuronalen Netzwerks aufzufassen. Daraus ergibt sich der Vorteil, dafl man
auf effiziente Algorithmen, die im Bereich der neuronalen Netzwerke zur Anpassung
der Verbindungsstérken entwickelt worden sind, zuriickgreifen kann. An dieser Stelle
soll deshalb ein Ansatz von D’haeseleer [13] vorgestellt werden, der einen Lernal-
gorithmus fiir Feedforward-Netzwerkarchitekturen — den Backpropagation through
time Algorithmus — fiir das Reverse Engineering in Additiven Regulationsmodellen
einsetzt.

Im Gegensatz zu den vorangegangenen zwei Algorithmen, die sowohl mit Zeitreihen
als auch mit Zustandsiibergangsdaten arbeiten kénnen, erwartet dieser Algorithmus
als Eingabe explizit eine Zeitreihe, die den Systemzustand des Genregulationsnetz-
werks an 7'+ 1 aufeinanderfolgenden Zeitpunkten beschreibt:

d° 1 - d
D=|  |=[: ¢ "~ (3.39)
d” 1 dl - dy

Aufgrund der Integration der Biasfaktoren in die Gewichtsmatrix kann man die
Biasfaktoren als eine zusétzliche Variable im Netzwerk mit einem konstanten Wert
von 1 auffassen. Dieser konstante Wert wird durch den Spaltenvektor dy modelliert.
Fiir die Anwendung des BPTT Algorithmus muf3 das gegebene, rekurrente Netzwerk
zunéchst in ein Feedforward-Netzwerk transformiert werden. Beginnend mit einer
Schicht zum Zeitpunkt ¢t = 0, ist schrittweise mit jedem weiteren gegebenen Zeit-
punkt eine Schicht mit identischer Gewichtsmatrix hinzuzufiigen (Abbildung 3.7).
Auf diese Weise 148t sich eine zeitliche Entkopplung erreichen; der Zeitparameter ¢
entspricht dann nur noch einem Parameter der Schichtenanzahl.
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Die Grundidee des BPTT Lernalgorithmus ist die iterative Minimierung einer von
den Gewichten abhéngigen Fehlerfunktion £ durch ein Gradientenabstiegsverfahren.
Beginnend mit zufillig gewidhlten Belegungen fiir die einzelnen Gewichte, miissen
diese in jeder Iteration jeweils in die Richtung des minimalsten Fehlers aktualisiert
werden. In der Regel entspricht £ dem quadratischen Fehler zwischen den in den
Trainingsdaten beobachteten Werten dt und den vom Netzwerk mit Hilfe der aktu-
ellen Gewichte vorhergesagten Werten zt:

1 T N
NN (d -2t (3.40)
2 t=0 i=1

Die Aktualisierungsregel fiir ein Gewicht w;; ergibt sich aus der partiellen Ableitung
der Fehlerfunktion F nach eben diesem Gewicht multipliziert mit der Lernrate n:

Wy
" 511}2']‘

Prinzipiell kann dieser Algorithmus sowohl auf ein lineares als auch auf ein nicht-
lineares Additives Regulationsmodell angewandt werden. In der Praxis fiithrt die
Anwendung auf das lineare Modell allerdings nur selten zu akzeptablen Ergebnis-
sen. Der Vollstédndigkeit wegen soll die lineare Variante hier trotzdem betrachtet
werden.

Der Algorithmus

Wird mit einem nichtlinearen Additiven Regulationsmodell gearbeitet, besteht auch
bei diesem Ansatz die erste Aufgabe des Algorithmus darin, die maximalen Expres-
sionsraten aus den gegebenen Trainingsdaten D zu schétzen. Sie werden fiir spétere
Berechnungen benoétigt; eine Umformung der gegebenen Expressionsraten nach 3.33
(sigmoidale Umkehrfunktion) ist hier allerdings nicht erforderlich.

Der Algorithmus startet mit einer zufélligen Initialisierung der Gewichte. Durch die
iterative Ausfithrung eines aus zwei Phasen bestehenden Lernschrittes werden die
Gewichte anschlieflend so angepafit, dafl sie die Fehlerfunktion E minimieren.

In der ersten Phase — der Feedforward-Berechnung — speist der Algorithmus den Ein-
gabevektor d° in das Netzwerk ein und propagiert ihn durch das Netzwerk hindurch:

linearer Ansatz:

N
) = df und zh =Y wyai =1} (3.42)

K3 3 2
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nichtlinearer Ansatz:

N

) =d? und zf = SO wyalt) = S(r}) (3.43)
j=0

Die zweite Phase — die Backward-Berechnung — dient dann zur Aktualisierung der

Gewichte. Um die Anderungen Aw;; zu bestimmen, greift der Algorithmus auf die

Kettenregel

0B (ri(wj;)) _ OE(r;(w};)) _ ori(wi;)

owy, o ri(wgy) owy;

(3.44)

zuriick. Rekursiv berechnet er zunéchst fiir jeden Knoten des Netzwerks den entspre-
chenden Fehlergradienten d;(t) = 9. Beginnend bei der Schicht 7" wird der Fehler

so durch das Netzwerk zuriick propagiert. Sei 67(¢) dabei der Anteil des Fehlergra-
dienten 6;(t), der am Knoten z! durch Netzwerkaktivititen in den nachfolgenden
Schichten entsteht:

0 t="T
o) = { SN b (t+1) 0<t<T (3.45)

Analog beschreibt 67(¢) den Anteil des Fehlergradienten 0;(¢), der am Knoten z!
selbst hervorgerufen wird:

dxt

Bi(t) =~ (dh — ) (3.46)

i

Aus der Addition dieser beiden Gradienten 07 (¢) und 67 (¢) resultiert dann der Ge-
samtfehlergradient d;():

5.(4) — ~it(dl ) =t 3.47
ilt) = _5f§.((d¢—x¢)+z%\f w0 (t+1) 0<t<T (347)
57”;'5 i 7 =1 "J1¥)
mit:
ozt ort ,
5% st 1 (linearer Ansatz)
t t
ixz - &i(:’) = S(Tf)(l — S(rf)) = xf(l — xf) (nichtlinearer Ansatz)

Mit Hilfe dieser berechneten Fehlergradienten konnen anschliefend die Gewichte des
Netzwerks entsprechend aktualisiert werden.
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neuw __ ,,alt B
wi = w4+ Aw;j

mit:
oF
Aw;; _
T 6E
= —-n
géwfj
L 6FE ort

N _ntZ(STf’ ' &Ufj

=1
T

= -y &(t) ! (3.48)
t=1

Normalerweise werden diese zwei Phasen iterativ so oft wiederholt, bis der Fehler
E des Netzwerks kleiner als ein vorgegebener Schwellwert ist. Das Netzwerkmodell
kann so beliebig gut an die gegebenen Trainingsdaten angepafit werden. Das fiihrt
leicht zu einer Uberanpassung (engl.: overfitting) der Gewichte und einer daraus re-
sultierenden Einschriankung der Generalisierbarkeit des Netzwerkmodells. Um diese
Probleme zu vermeiden, wird in [13] vorgeschlagen, nach einer gewissen Anzahl an
Lernschritten das Training unabhéngig vom verbleibenden Fehler £ zu beenden.
Die Klassifizierung der Gewichte in die beiden Gruppen ,null“ und , nicht-null®
geschieht bei diesem Algorithmus im AnschluB an das Training. Dazu wird die
Verteilung der aus dem Training hervorgegangenen Gewichte durch eine aus den
zwei Normalverteilungen N,e;o(0, 0zero) Und Nyonzero(0, Tponzero) Zusammengesetzte
Mischverteilung approximiert. N.¢., und Ny,on.ero beschreiben dabei die Verteilun-
gen der Gewichte in den Klassen ,null“ und ,nicht-null“. Die Dichtefunktion der
Mischverteilung ergibt sich daraus wie folgt:

1 __w? 1 _ w?
f(w) = Pzero * 7/2—1_10_ e 20%ero + DPnonzero * —/2_1—_[0' ce nonzero (349)

Dabei gibt der Parameter p..,, die Wahrscheinlichkeit an, daf§ ein Gewicht zur Klas-
se ,null“ gehort. Analog ist der Parameter pponzero = (1 — Paero) Zu interpretieren.
Mit Hilfe der Maximum Likelihood Schétzung lassen sich entsprechende Schétzer
Dreros Ozero UNA Gponzero fiir die Parameter der Mischverteilung finden. Allerdings ist
dieses Maximierungsproblem analytisch nicht l6sbar, und es wurde hier zur nume-
rischen Berechnung der Schétzer auf das Statistikprogramm R [58] zuriickgegriffen.
Mit Hilfe der Schétzer 6.c;, und Gponzero kann ein Gewicht w;; anschlieend genau
dann in die Klasse , nicht-null“ eingeordnet werden, falls sein Wert in dieser Klasse
wahrscheinlicher ist. Man iiberpriift dazu die Ungleichung f.eqo(wi;) < fronzero(Wij).
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Prinzipiell sind auch andere Methoden zur Klassifizierung der Gewichte moglich.
Analog zum vorangegangenen evolutiondren Algorithmus konnte man zum Beispiel
schon wahrend des Trainings betragsméflig kleine Gewichte als ,,null“ klassifizieren
und ihren Wert auf 0 festlegen.

Implementierung

Fiir die Implementierung des Algorithmus lautet der Pseudocode unter der Annah-
me, da zur Modellierung des Genregulationsnetzwerks ein nichtlineares Additives
Regulationsmodell verwendet wird, wie folgt:

[N R

S Uk W

oo

10
11
12

13
14

15
16
17
18
19
20
21
22

23
24
25
26
27
28

FOR ©:=1 TO N
find max; in d;

W : Matriz[N][N +1]
FOR i:=1 TO N
FOR j:=0 TO N
Wli][j] := randomV alue(—1,1)

FOR k:=1 TO learningStep
X:=FORWARD_PASS(W)
W :=BACKWARD_PASS(X,IV)

estimate the distribution parameters Dyero, Ozero ONA Tponzero Of the weights in W
FOR i¢:=1 TO N
FOR j:=0TO N

_ W2 _ _WhE)?
IF 1 e 26367‘0 > 1 - e 2"%077,,267‘0
Ozero Ononzero

WHi][j] == 0)

PROCEDURE FORWARD_PASS(W)
X : Matriz[T + 1][N + 1]

X[0] :==d°
FOR t:=1 TO T
Xt[0] :=1

FOR i:=1 TO N A
X[H][i] == S(X[t — JW[i]T)
RETURN X

PROCEDURE BACKWARD_PASS(X, W)
G:=COMPUTE_GRADIENTS(X, W)
FOR i:=1 TO N
FOR j:=0 TO N
Wl == —n 32—y Gl - X[t — 1][5)
RETURN W
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29 PROCEDURE COMPUTE_GRADIENT(X,IW)

30 G : Matriz[T][N]

31 FOR i:=1 TO N

3 GITI[i = (X[T]}i] — dF)X[TI)(1 — X[T)[i)

33 FOR ¢:=T7-1 DOWNTO !

34 FOR i:=1 TO N R

35 GItld) = (X[H][] = dF) + 332, Wll] - Glt + 1))
36 X[ (1 = XTe][a])

37 RETURN G

Nachdem im ersten Teil (Zeilen 1-2) die maximalen Expressionsraten aus den Trai-
ningsdaten identifiziert wurden, erfolgt im zweiten Teil (Zeilen 3-6) eine zuféllige
Initialisierung der Gewichte. Dazu werden geméfl der Annahme, daf§ der wahre Wert
vieler Gewichte 0 ist, nur kleine Zufallszahlen erzeugt.

Anschlieffend beginnt der Algorithmus im dritten Teil (Zeilen 7-9) mit der iterati-
ven Wiederholung des Lernschrittes. Die erste Phase — die Forward-Berechnung —
ist dabei in der Prozedur FORWARD_PASS implementiert (Zeilen 15-22). Die Pro-
zedur BACKWARD_PASS (Zeilen 23-28) setzt dagegen die zweite Phase des Lern-
schrittes um. Nach der rekursiven Berechnung der Fehlergradienten mit Hilfe der
Prozedur COMPUTE_-GRADIENT (Zeilen 29-37) werden diese fiir die Aktualisie-
rung der Gewichte verwendet. Das Training endet nach learningStep Iterationen des
Lernschrittes. Zur Klassifikation der Gewichte miissen dann die entsprechenden Pa-
rameter der Verteilung der aus dem Training hervorgegangenen Gewichte geschétzt
werden (Zeile 10). Wie schon erwéhnt, wurde hierbei auf das Statistikprogramm R,
zuriickgegriffen. Ist das Auftreten eines Gewichts in der Klasse ,null“ wahrschein-
licher als in der Klasse ,nicht-null“, wird der zugehorige Wert des Gewichts in der
Gewichtsmatrix T auf 0 gesetzt (Zeilen 13-14).

Limitationen

An dieser Stelle kann wieder auf den Unterabschnitt Limitationen des REM Algorith-
mus verwiesen werden. Zusétzlich erschwerend kommen hier Probleme bei der Wahl
der Lernrate n hinzu, die einen erheblichen Einflufl auf die Laufzeit des Algorith-
mus ausiibt. Die Lernrate ist problemabhéngig, und es kann kein allgemeingiiltiger,
optimaler Wert angegeben werden. Bei der Implementierung des Algorithmus in
dieser Arbeit wurde eine konstante Lernrate verwendet. Experimentelle Untersu-
chungen ergaben, dafl der Algorithmus bei einer Lernrate von n = 0.35 die besten
Ergebnisse liefert. Prinzipiell hat eine grofle Lernrate auch grofle Spriinge in der
Fehlerlandschaft zur Folge. Der Algorithmus strebt dann zwar sehr schnell ein Mi-
nimum der Fehlerfunktion E an, es konnen aber als Folge der groflen Spriinge auch
Oszillationen enstehen, bei denen der Algorithmus immer wieder iiber das Mini-
mum hinaus springt. Ist die Lernrate hingegen klein, werden sehr viele Iterationen
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benotigt, denn die Verdnderungen der Gewichte sind dann ebenfalls klein und der
Algorithmus strebt nur sehr langsam auf ein Minimum von E zu. Abhilfe schaf-
fen kann die Verwendung einer abnehmenden Lernrate. Als Richtlinie gilt dabei:
Nakt = #Iteratioibsschrittes' Ferner ist die Lernrate auch von der lokalen Fehlerland-
schaft des aktuellen Lernschrittes abhéngig und fiir jede Iteration des Lernschrittes
kann es eine andere optimale Lernrate geben; dasselbe gilt auch fiir die einzelnen
Gewichte w;;. Die beste Strategie zur Losung dieser Problematik bietet eine iterative
Anpassung der Lernrate an die jeweilige lokale Fehlerlandschaft. Eine Moglichkeit
bietet hier beispielsweise der Delta-bar-Delta [30] Algorithmus. Jedes Gewicht w;;
erhélt dabei eine eigene Lernrate 7;;, die bei jeder Iteration entsprechend des Fehler-
gradienten 5‘ffj aktualisiert wird. Grob kann die hierbei verfolgte Strategie so be-
schrieben werden: Zeigt der Fehlergradient von w;; im aktuellen Lernschritt in die
gleiche Richtung wie der entsprechende, durchschnittliche Gradient der vorange-
gangenen Lernschritte, wird die Lernrate 7;; vergrofiert; ansonsten verkleinert. Der
Delta-bar-Delta Algorithmus kann zwar etwas Verbesserung bringen, ist aber sei-
nerseits ebenfalls parameterabhéingig. Die Wahl der Belegung dieser zusétzlichen
Parameter ist nicht trivial.

Weiterhin sind die Ergebnisse von der Anzahl learningStep der Iterationen eines
Lernschrittes abhéngig. Wie erwihnt, kann das Modell durch eine groflere Anzahl
an Iterationen besser an die Trainingsdaten angepafit werden, bringt aber auch das
Problem der Uberanpassung mit sich. In [13] wurde, ebenfalls durch experimentelle
Untersuchungen, eine Anzahl von 2000 Lernschritten als optimales Abbruchkriteri-
um bestimmt. Wieder bleibt offen, inwieweit sich diese Werte fiir  und learningStep
auf die Arbeit mit realen Genexpressionsdaten iibertragen lassen.

3.5 Reverse Engineering in kontinuierlichen
dynamischen Bayesschen Netzen

In einem kontinuierlichen DBN B = (G,0¢) wird die Expressionsrate eines Gens
g; zu einem Zeitpunkt ¢ durch eine kontinuierliche Zufallsvariable X;[t| beschrie-
ben. Die bedingte Wahrscheinlichkeitsverteilung einer Zufallsvariablen X, [t] kann in
Anlehnung an das Additive Regulationsmodell durch eine Normalverteilung model-
liert werden, die alle prinzipiell méglichen regulatorischen Einfliisse der Zufallsvaria-
blen in X[t], also der Expressionsraten aller Gene zum vorangegangenen Zeitpunkt,
berticksichtigt:

linearer Ansatz:
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nichtlinearer Ansatz:
N
Xift 4+ 1] ~ NS wy X)), 0%) (351)
§=0

Wie zu erkennen, konnen auch hier durch das Einfiihren einer zusétzlichen Variablen
Xo[t] die Biasfaktoren als Spaltenvektor in die Gewichtsmatrix W integriert werden.
Die Anlehnung an das Additive Regulationsmodell impliziert auflerdem die verein-
fachte Betrachtung der Genregulationsprozesse als stationdre Markov-Prozesse.
Analog zu den diskreten DBN besteht die Aufgabe eines Reverse Engineering Al-
gorithmus zum einen darin, einen moglichst guten Schitzer G der wahren Struktur
zu finden, der angibt, wie die Zufallsvariablen in X[t + 1] von den Zufallsvariablen
in X[t] abhdngen. Zum anderen miissen die bedingten Wahrscheinlichkeitsvertei-
lungen der Zufallsvariablen in X[t 4 1] spezifiziert werden. Letzteres geschieht hier
im Gegensatz zu den diskreten DBN, bei denen die einzelnen Wahrscheinlichkei-
ten 0; 4, pa;, geschitzt werden miissen, durch das Schétzen der Parameter w;; der
bedingten Wahrscheinlichkeitsverteilungen.

Die aus M Trainingsvektoren bestehenden Trainingsdaten D = {d;, da, ..., dps} mit

Tim[t]  Tim[t+1]
dy = : : (3.52)

$N7m[t] «TN,m [t + 1]

entsprechen auch hier wahlweise Zustandsiibergangsdaten oder einer Zeitreihe (sie-
he Abschnitt 3.3.1). Analog zum Additiven Regulationsmodell kénnen diese Daten
auch in Form einer Inputmatrix U und einer Outputmatrix Y aufbereitet werden
(siehe Abschnitt 3.4). Der m-te Zeilenvektor von U beschreibt dann die Zusténde
der Variablen X[t] in dem Trainingsvektor d,,; der m-te Zeilenvektor von Y enthalt
die entsprechenden Zusténde der Variablen X[t + 1] in d,,. Der zusétzliche Spalten-
vektor uy modelliert den konstanten Zustand der fiir die Biasfaktoren eingefiihrten
Zufallsvariablen Xj[t]. Arbeitet man mit dem nichtlinearen Ansatz, empfiehlt es sich
auch hier, die maximalen Expressionsraten zu bestimmen, die in der Outputmatrix
Y gegebenen Werte der Zufallsvariablen X[t + 1] nach 3.33 umzuformen und so die
Zusammenhénge zwischen den Zufallsvariablen X[t + 1] und ihren jeweiligen Eltern
aus X[t] zu linearisieren.

Die Struktur G eines kontinuierlichen DBN wird in diesem speziellen Ansatz voll-
standig durch die in ©¢ enthaltene Gewichtsmatrix W festgelegt, denn ein Wert
ungleich 0 eines Gewichtes w;; gibt an, dafl der mogliche regulatorische Einflufl von
X;[t] auf X;[t+1] tatséchlich vorhanden ist, wihrend ein Wert von 0 dafiir steht, daf3
X;[t+1] nicht von X [t] abhéngt. Aufgrund dieser Tatsache argumentiert man in [46],
daB analog zu den Additiven Regulationsmodellen beim Schétzen der Parameter w;;
implizit die Struktur erlernt werden kann und sich so das Lernen der Struktur bei
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diesem Ansatz auf das Schéitzen der Parametervektoren w; reduzieren la3t. Man
geht also wiederum von einer vollstandig verkniipften Struktur G aus und berechnet
den zugehorigen Maximum Likelihood Schiitzer O der Parametermenge . Wie
in Abschnitt 3.3 beschrieben, muf} dafiir die Likelihoodfunktion

L(9¢ : D|G) = P(D|(G,©¢)), (3.53)

die die Wahrscheinlichkeit der Daten in Abhéngigkeit von O beschreibt, beziiglich
der einzelnen Vektoren w; maximiert werden. Es ist moglich zu zeigen, dafl die Ma-
ximum Likelihood Schétzung eines Gewichtsvektors w;, die aus dem Maximieren
der Likelihoodfunktion beziiglich w; resultiert, der Schétzung von w; durch die Me-
thode der kleinsten Quadrate entspricht [46] (sieche Anhang A). Damit ist dieser,
in [46] vorgeschlagene Reverse Engineering Ansatz dquivalent zum Reverse Engi-
neering in Additiven Regulationsmodellen. Dies verdeutlicht den folgenden Nachteil
der Herangehensweise in [46]: Fehlerbehaftete Trainingsdaten erschweren das impli-
zite Erlernen der Struktur erheblich. Denn auch wenn fiir das wahre Gewicht gilt:
w;; = 0, und somit kein regulatorischer Einflufl von X;[t] auf X;[t + 1] ausgeht,
wird der entsprechende Schétzer w;; aufgrund von Fehlern und Inkonsistenzen in
den Daten vielleicht zwar einen kleinen Wert annehmen, aber nur sehr selten direkt
dem Wert 0 entsprechen. Es miissen deshalb zuséitzliche Methoden herangezogen
werden, die die geschéitzten Parameter in ,null“ und , nicht-null“ klassifizieren (ver-
gleiche Abschnitt 3.4).

Da effiziente Algorithmen zum Erlernen der Struktur von diskreten DBN existieren,
soll diese Arbeit untersuchen, ob der dafiir in Abschnitt 3.3.1 beschriebene Algo-
rithmus auch fiir kontinuierliche DBN effizient eingesetzt und damit das Reverse
Engineering — im Gegensatz zu der Herangehensweise in [46] — durch ein explizites
Erlernen der Struktur unterstiitzt werden kann.

3.5.1 Lernalgorithmus zur Identifizierung der Struktur
eines kontinuierlichen DBN

Zur Erinnerung 148t sich die Grundidee des Lernalgorithmus fiir diskrete DBN wie
folgt kurz zusammenfassen: Die Giite einer Struktur wird durch die BIC-Scoring-
Funktion festgelegt. Ausgehend von einer Startstruktur beginnt der Algorithmus eine
heuristische Suche durch den Suchraum moglicher Strukturen und versucht durch
das iterative Loschen oder Einfiigen einer Kante, eine Struktur mit einem hoheren
BIC-Score zu finden.

Der Algorithmus

Eine detaillierte Beschreibung des Algorithmus ist in Abschnitt 3.3.1 nachzulesen.
Fiir die Anwendung des Algorithmus auf kontinuierliche DBN mufite lediglich eine
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Anpassung des BIC-Scores
log M

Scorepro(G, D) =log L((G,0¢) : D) — dimG (3.54)

an das kontinuierliche Modell erfolgen. Die Umformungen der Likelihood Funktion
sind in Anhang A detailliert dargestellt. Damit ergibt sich aus 3.54:

(ym — wu™ )2 log M .
1 — ! — dimG
g (Og (27) % Z 20° ) 2
N NY(yr — Wi T)2 _logM
= 1 : : d :
0g ———— ) Foii ;mzﬂ 52 52 imG - o* (3.55)

Der erste Term ist eine additive, strukturunabhingige Konstante und mufl nicht
weiter beriicksichtigt werden:

NA (= wau™ ) log M
Scorepic(G,D) o< — > > (yi" = wiu™ ) 8 timG - o2 (3.56)

202 202

N M
Scorepro(G, D) x — Z > (" — Wi "2 _og M - dimG - o (3.57)

Wie zu erkennen, entspricht der erste Term der Summe der Fehlerquadrate zwi-
schen den Eintrdgen der beobachteten Outputmatrix Y und den vom Netzwerk B =
(G, O¢) vorhergesagten Werten. Aufgrund der in Anhang A gezeigten Aquivalenz
zwischen der Maximum Likelihood Schétzung und der Methode der kleinsten Qua-
drate, kann man zur Berechnung der Maximum Likelihood Schétzer w; die Metho-
de der kleinsten Quadrate heranziehen. Dabei miissen nur diejenigen Gewichte w;;
betrachtet werden, deren zugehorige regulatorische Einfliisse in der Struktur G ent-
halten sind. Gewichte, deren entsprechenden Kanten in G nicht existieren, konnen
vorher auf den Wert 0 festgelegt werden.

Der Strafterm beriicksichtigt analog zum diskreten Ansatz die Komplexitdt der
Struktur. Er ist hier auflerdem zusiitzlich von der Varianz o? abhiingig, was wie
folgt interpretiert werden kann: Die Varianz o2 ist ein Parameter zur Beschreibung
der Stochastizitat der regulatorischen Einfliisse. Je stochastischer diese Beziehungen
erscheinen (zum Beispiel aufgrund fehlerbehafteter Daten), desto kleiner mufi die
Summe der Fehlerquadrate durch das Einfiigen einer zusétzlichen Kante werden,
um so die zunehmende Komplexitéit der Struktur zu rechtfertigen.
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Implementierung

Auch hier kann grundsétzlich auf die entsprechende Stelle in Abschnitt 3.3.1 verwie-
sen werden. Es ist zu beriicksichtigen, dafl bei der Implementierung des Algorithmus
fiir die Anwendung auf ein kontinuierliches DBN die entsprechenden Prozeduren zur
Berechnung und Aktualisierung des Scores anzupassen sind:

1 PROCEDURE COMPUTE_SCORE(G)

2 score := 0

3 FOR EACH node X;[t+1] in G

4 score— =COMPUTE_ERROR(?, G)
5 score := score — log M - dimG - o2

6 RETURN score

7 PROCEDURE UPDATE_SCORE(Gpp, Gakt, SCOreait, )
8 scoreg,, = SCOTEG v,

9 scoreg,,+ = log M - dimG g - 0

10 scoreq,,— =COMPUTE_ERROR (i, Gkt )
11 scoreg,,+ =COMPUTE_ERROR(i,Gpp)
12 scoreg,,— = log M - dimG;, - 0

13 RETURN scoreg,,

14 PROCEDURE COMPUTE_ERROR(, G)

15 Ug:=U

16 FOR EACH node X,[t] in G

17 IF edge e=(X,[t],X;[t +1])¢ G
18 delete column u; in Ug
19 compute Wl := (ULUg) ULy,

20 compute e = |ly; — Ugw™ |

21 RETURN e

Der erste Term des BIC-Scores — die Summe der Fehlerquadrate — wird mit Hilfe der
Prozedur COMPUTE_ERROR (Zeilen 14-21) berechnet. Da nur diejenigen Gewichte
betrachtet werden miissen, deren zugehorigen regulatorischen Einfliisse von dem
Graphen G beschrieben werden, entfernt diese Prozedur zunéchst alle iiberfliissigen
Spaltenvektoren aus der Inputmatrix U (Zeilen 15-18). AnschlieBend kann dann der
Gewichtsvektor w; mit Hilfe der Methode der kleinsten Quadrate geschétzt (Zeile
19) und der Anteil des Knoten ¢ an der Summe der Fehlerquadrate berechnet (Zeile
20) werden.

Limitationen

Wegen der Anlehnung dieses Modellansatzes an das Additive Regulationsmodell er-
geben sich fiir diesen Ansatz die gleichen modellbedingten Limitationen. Wesentliche
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Faktoren sind dabei die Vereinfachung auf ein synchrones, diskretes Zeitsystem, die
vereinfachte Annahme einer additiven, unabhéngigen Wirkung regulatorischer Ein-
fliilsse und die Probleme bei der empirischen Bestimmung der maximalen Expressi-
onsraten.

Ahnlich wie bei den Reverse Engineering Algorithmen fiir die Additiven Regulations-
modelle beeinflufit die Qualitéit der Daten die Ergebnisse des Algorithmus; allerdings
gelingt es diesem Algorithmus aufgrund der Arbeit mit stochastischen Relationen
besser, mit fehlerhaften Daten umzugehen.

Wie schon in Abschnitt 3.3.1 beschrieben, ergibt sich eine algorithmusbedingte Limi-
tation aus der Tatsache, dafl der Algorithmus trotz Random-restart Strategie bei der
Suche nach einem guten Schétzer fiir die Struktur G nicht unbedingt die Struktur
mit dem global maximalen Score findet und dann nur ein lokales Optimum liefert.



Kapitel 4

Integration von Vorwissen

Sowohl die Komplexitit der Genregulationsprozesse als auch die Begrenzung der-
zeit verfiigbarer Expressionsdaten erschweren die Rekonstruktion des den gegebenen
Daten zugrundeliegenden Genregulationsnetzwerks. Oftmals ist es allerdings bereits
vor dem Reverse Engineering Prozefl moglich, Aussagen iiber die Wahrscheinlichkeit
der Existenz bestimmter regulatorischer Einfliisse zu treffen. Existiert ein solches
Vorwissen iiber die Struktur des zu rekonstruierenden Netzwerks, kann eine Kombi-
nation dieses Wissens mit den Informationen aus den gegebenen Expressionsdaten
den Reverse Engineering Prozefl wesentlich unterstiitzen. Die Integration von Vor-
wissen stellt deshalb eine wichtige Strategie bei der Rekonstruktion von genetischen
Netzwerken dar.

Zunéchst einmal ist zu kldren, wie man Vorwissen iiberhaupt erlangen kann. Hierfiir
soll zwischen zwei Moglichkeiten unterschieden werden: Zum einen kann man auf
Ergebnisse aus gezielten Experimenten, auf Angaben aus der Literatur und auch
auf biologisches Expertenwissen zuriickgreifen, um einzelne regulatorische Einfliisse
zu charakterisieren. So konnen zum Beispiel vorangegangene, gezielte Experimente
iber den regulatorischen Zusammenhang zweier Gene g; und g; nahelegen, dafl die
Expression von g; durch die Expression von g; reguliert wird, oder gerade diesen
Zusammenhang ausschliefen. Auch ein in der Literatur geschilderter regulatorischer
Zusammenhang zwischen zwei Genen, der durch gezielte Experimente anderer Ar-
beitsgruppen aufgedeckt wurde, kann einen von der Existenz eines regulatorischen
Einflusses von Gen g; auf Gen g; {iberzeugen. SchlieBlich kénnte man auch aufgrund
von biologischem Expertenwissen einen regulatorischen Einflul zwischen zwei Ge-
nen fiir sehr wahrscheinlich halten oder auch sehr wahrscheinlich ausschliefen. Mit
diesem Wissen ist es also moglich, {iber die Existenz bestimmter regulatorischer Ein-
fliisse genaue Aussagen zu treffen und den Reverse Engineering Prozefl diesbeziiglich
zu unterstiitzen. Fiir alle iibrigen, nicht betrachteten, aber prinzipiell moglichen re-
gulatorischen Einfliisse konnen jedoch keine Aussagen gemacht werden. Vor allem in
groferen Netzwerken ist die individuelle Betrachtung aller moglichen regulatorischen
Einfliisse sehr aufwendig.

90
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Eine zweite Moglichkeit zur Konstruktion von Vorwissen bieten die Ergebnisse aus
genomweiten Manipulations- und Expressionsexperimenten. Im Anschlufl an die ge-
zielte Manipulation eines Gens g; in den Zellen einer betrachteten Zellpopulation
konnte man nach einem bestimmten Zeitraum At ihr Genexpressionsmuster mit
dem einer Kontrollpopulation vergleichen, die keinen Manipulationen unterlag. Die-
ser Vergleich zeigt, welche Gene aufgrund der Manipulation von Gen g; ihr Expres-
sionsverhalten geéindert haben. Wihlt man At grof§ genug, ist ein regulatorischer
Einflufl von ¢, auf g; relativ sicher nachweisbar, falls er existiert. Sehr wahrschein-
lich wird man so aber auch fiir einige Gene, die nur indirekt von g; abhingen, ein
verdndertes Expressionsverhalten aufdecken. Ein in einem solchen Experiment beob-
achteter Zusammenhang zwischen Gen g¢; und g; 1a8t deshalb keine sichere Aussage
dariiber zu, ob ein regulatorischer Einflul von g; und g; tatséchlich existiert. Dafiir
ist ein regulatorischer Einflufl von Gen g; auf Gen g, relativ sicher auszuschlielen,
wenn keine Reaktion des Gens g; auf die Manipulation von Gen g; zu beobach-
ten war. Mit den Ergebnissen aus derartigen Experimenten ist es damit zwar nicht
moglich, die Existenz bestimmter regulatorischer Einfliisse im Reverse Engineering
Prozefl zu unterstiitzen, aber vor allem in grofleren Netzen kann man mit dem ge-
wonnenen Wissen sehr viele der potentiellen regulatorischen Einfliisse ausschlieen
und so das Reverse Engineering vereinfachen.

In der Literatur finden sich hauptséchlich Ansédtze zur Integration von Vorwissen bei
der Arbeit mit (Dynamischen) Bayesschen Netzwerken. Aber auch Reverse Enginee-
ring Methoden, die auf Booleschen Netzwerken oder Additiven Regulationsmodellen
basieren, kénnen durch Vorwissen unterstiitzt werden. Dieses Kapitel soll im folgen-
den erldutern, wie die im vorangegangenen Kapitel 3 zu den Netzwerkmodellen Boo-
lesche Netzwerke, (diskrete und kontinuierliche) Dynamische Bayessche Netzwerke
und Additive Regulationsmodelle vorgestellten Reverse Engineering Algorithmen
vorhandenes Vorwissen in den Rekonstruktionsprozefl integrieren koénnen.

4.1 Boolesche Netzwerke

Einen wichtigen Ansatz fiir das Reverse Engineering in Booleschen Netzwerken stellt
der Algorithmus Reveal dar. Dieser Algorithmus ist in seiner urspriinglichen Form
nicht fiir die Arbeit mit fehlerbehafteten Expressionsdaten geeignet. Wie in Ab-
schnitt 3.2.1 beschrieben, orientiert sich die vorliegenden Arbeit deshalb an einer
erweiterten Variante des Algorithmus, die von [42, 46] speziell an den Umgang mit
fehlerbehafteten und unvollstéandigen Trainingsdaten angepafit wurde. Auf Grund-
lage der beiden Eigenschaften

MI(X, ;) - M -Ind ~ X3, _q (4.1)

(MI(X,2) = MI(X\2,2:)) - M - Ind ~ 3y o, (4.2)
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konnten hier mit Hilfe der wechselseitigen Information und y2-Unabhingigkeitstests
Inputelemente als Elternelemente des Outputelements x; identifiziert und so die auf
das Gen g; einwirkenden regulatorischen Einfliisse festgelegt werden.

Bei der Arbeit mit der wechselseitigen Information ist es nicht moglich, Vorwissen
tiber die Struktur des Genregulationsnetzwerks zu integrieren. Deshalb schlégt [42]
vor, auf die in [41] bewiesene Eigenschaft

—2In LR(X,x;) = MI(X,z;)- M -1n4 (4.3)

zuriickzugreifen. Aquivalent zur wechselseitigen Information MI(X, ;) kann also
auch mit der Likelihood Ratio LR(X, ;) gearbeitet werden. Beide liefern ein Maf
dafiir, wie stark das Outputelement x; von der Menge X an Inputelementen abhéngt.
Die wechselseitige Information bestimmt hierzu den Anteil der Information, die dem
Outputelement x; und der Menge X gemeinsam ist, und definiert dariiber die Stéarke
der Abhéngigkeit. Die Likelihood Ratio LR(X,z;) dagegen betrachtet die beiden
Punkthypothesen

Ho(x2,): m;ist unabhéngig von X
Hi(xu,): x; ist abhéngig von X

und liefert unter Beriicksichtigung der gegebenen Daten D die relative Evidenz
(Plausibilitéit) der Hypothesen zueinander. Dazu stellt sie vergleichend die Wahr-
scheinlichkeit der gegebenen Daten unter der Hypothese Hy (x .,y der Wahrschein-
lichkeit der gegeben Daten unter der Hypothese H (x ., gegeniiber:

P(D|Ho,(xz))

LR(X,x;) =
) = B DIy x0)

(4.4)

Eine Likelihood Ratio gréfler dem Wert 1 besagt, dafl die gegebenen Daten unter
der Hypothese Hy (x ,,) wahrscheinlicher sind als unter der Hypothese H; (x ,,) und
liefert so Evidenz fiir Hy (x 4,) gegeniiber Hy x,). Diese Evidenz ist umso héher, je
grofler die Likelihood Ratio ist. Analog bedeutet eine Likelihood Ratio kleiner dem
Wert 1 Evidenz fiir H; (x ., gegeniiber Hy (x ,), die um so hoher ausfillt, je kleiner
die Likelihood Ratio ist. Die Likelihood Ratio kann damit interpretiert werden als
das, was die Daten relativ zu Hy(x ;) und Hy (x ., sagen.

Die Arbeit mit der Likelihood Ratio erfolgt analog zur Arbeit mit der wechselseiti-
gen Information: Um die Elternelemente fiir das Outputelement x; festzulegen, wird
zunéchst fiir jede beliebige Menge X aus maximal k,,,, Inputelementen mit dem er-
sten y2-Unabhingigkeitstest iiberpriift, ob eine Unabhingigkeit des Outputelements
x; von der Menge X abgelehnt werden kann. Die Eigenschaft 4.1 gilt analog auch
fir die Likelihood Ratio [41]:

—2In LR ~ Xi1_a, (4.5)
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Liefert die Likelihood Ratio LR(X,z;) geniigend groBe Evidenz fiir H; (x,) ge-
geniiber Hy (x 4,), darf man die Unabhéngigkeit von x; und X ablehnen:

—2In LR(X, ;) > XZi1—a, (4.6)

Besteht die Menge X nur aus einem einzigen Inputelement, kann dieses anschlie-
Bend direkt in die Elternmenge von z; aufgenommen werden. Andernfalls ist fiir
jedes Inputelement z in X zusitzlich ein zweiter y2-Unabhingigkeitstest heranzu-
ziehen. Dieser untersucht, ob das jeweilige Inputelement z wirklich benétigt wird, um
die Abhéngigkeit des Outputelements x; von der Menge X festzulegen, oder ob z;
eigentlich nur von der Teilmenge X\ z abhéngt. Dafiir 148t sich auch die Eigenschaft
4.2 auf die Likelihood Ratio iibertragen:

—2(In LR(X, z;) —In LR(X\2, ;) ~ X3:1—ay (4.7)

Die Nullhypothese, dafl das Inputelement z nicht ben6tigt wird, um die Abhéangigkeit
des Outputelements x; von der Menge X zu definieren, kann deshalb abgelehnt
werden, falls:

—2(In LR(X, 2;) —In LR(X\z,2)) > X310, (4.8)

Das Inputelement z gehort dann in die Elternmenge von x;.

Wie a3t sich nun bei der Arbeit mit Likelihood Ratios vorhandenes Vorwissen {iber
die Struktur des Genregulationsnetzwerks integrieren? Zunéchst einmal ist es fiir je-
des Paar zweier Netzwerkkomponenten x; und z; erforderlich, eine Wahrscheinlich-
keit P(H 1,(%%)) fiir die Hypothese H (;; »,) festzulegen, dafl x; einen regulatorischen
Einflu} auf x; ausiibt. Diese Wahrscheinlichkeiten spiegeln das vorhandene Vorwis-
sen wider. Ist man sich relativ sicher, dal das Gen g; das Gen g; reguliert, sollte
eine hohe Wahrscheinlichkeit P(Hy ;) gewahlt werden. Umgekehrt entscheidet
man sich fiir eine entsprechend kleine Wahrscheinlichkeit P(H (5, 4,)), wenn ein re-
gulatorischer Einflufl von Gen g; auf Gen g; relativ sicher ausgeschlossen werden
kann. Existiert fiir den regulatorischen Einflufl von Gen g; auf Gen g; kein Vorwis-
sen, ist der Wahrscheinlichkeit P(HL(%M)) der Wert 0.5 zuzuordnen. Solche Ver-
mutungen {iber die Existenz der einzelnen regulatorischen Einfliisse werden in [42]
als zusétzliche Beobachtungen verstanden. Sie definieren Prior-Wahrscheinlichkeiten
fir die Hypothesen Hy (x.,) und Hy (x.,), daB eine Menge X von Inputelementen
und ein Outputelement x; unabhingig bzw. abhéngig voneinander sind: Besteht
die Menge X lediglich aus einem Inputelement y, dann ergeben sich die Prior-
Wahrscheinlichkeiten P(Hi (x,)) und P(Hy(xz,)) aus den Wahrscheinlichkeiten
P(Hi (ys,) und (1 — P(Hy ya4,))). Ist die Anzahl der Elemente in X groer, sind
die Prior-Wahrscheinlichkeiten P(H; (x z,)) und P(Hy (x a,)) durch das Inputelement
y mit der groften Einzelwahrscheinlichkeit P(H (y,)) definiert. Im Reverse Engi-
neering Prozefl werden die Prior-Wahrscheinlichkeiten fir Hy x ,,) und H; (x ,,) an-
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schliefend durch die gegebenen Daten aktualisiert, und es lassen sich mit Hilfe des
Theorems von Bayes die entsprechenden Posterior-Wahrscheinlichkeiten formulie-
ren:

D) - P(D|H.xz)) - P(Hs(x.20)
P(D)

P(H*,(X,xi)

(4.9)

Die Likelihood Ratio LR(X,z;) entspricht jetzt dem Quotienten dieser Posterior-
Wahrscheinlichkeiten:
P(Hoxe)|D) _ P(D|Hoxe)) P(Ho(x.a0)

LR(X,z;) = _ - 410
) = BlHy cay|D) ~ P(D|Hyxmy) P(Hrgxsn) (4.10)

Abschlieflend soll kurz auf die Berechnung der Likelihood Ratio eingegangen werden:
Sei M der Umfang der gegebenen Daten D und My, die Anzahl der Beobachtungen
in D, in denen das Outputelement x; den Wert k; aufweist. M;, beschreibt analog,
wie haufig die Wertekombination j; fiir die Menge X beobachtet wurde. Entspre-
chend gibt My, ;, die Anzahl der Beobachtungen an, bei denen eine Kombination
der Werte k; fiir das Outputelement x; und j; fiir die Menge X zu verzeichnen ist.
Die Likelihood Ratio LR(X, x;) ergibt sich dann aus [41]:

LR(X ;p) _ HL P(X = ]Z)MJL Hk, P(mi = k}i)Mki ‘ P(HQ(XJ;Z.)) (4 11)
o L P(X = i, g = ki) Moo P(H(xq,)

Die entsprechenden Wahrscheinlichkeiten kénnen dabei empirisch aus den Daten
mit Hilfe der Maximum Likelihood Schiatzung bestimmt werden:

=

M

. M;,
P(X:Jz‘) = MJ

P(X =ji,zi=k) = % (4.12)

4.2 Additive Regulationsmodelle

Die Aufgabe eines Reverse Engineering Algorithmus fiir das Additive Regulations-
modell ist es, einen moglichst guten Schétzer fiir die Gewichtsmatrix W zu finden.
Alle in Kapitel 3 fiir dieses genetische Netzwerkmodell vorgestellten Algorithmen ge-
hen dabei zunédchst von einem vollstéandig verkniipften Netzwerk aus. Es sind dann
geeignete Methoden erforderlich, die die Schétzer w;; der einzelnen Gewichte w;;
in ,null“ und , nicht-null* klassifizieren (vergleiche Abschnitt 3.4). Die Struktur des
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Netzwerks wird damit nur implizit iiber die Schéitzung der Gewichtsmatrix erlernt
und der Reverse Engineering Prozefl zusétzlich erschwert.

Vorwissen konnte hier die Rekonstruktion des Genregulationsnetzwerks dadurch un-
terstiitzen, indem alle Gewichte w;;, von denen man annimmt, dafl der zugehorige
regulatorische Einflufl von Gen g; auf Gen g; im zugrundeliegendem Genregulations-
netzwerk nicht existiert, auf den Wert 0 festgelegt werden. Ein Reverse Engineering
Algorithmus mufl dann weniger Gewichte schétzen und kann so bei gleichem Um-
fang der gegebenen Daten die einzelnen Schétzer mit einer grofleren Genauigkeit
bestimmen. Dies wiederum wirkt sich positiv auf eine korrekte Klassifizierung der
Schétzer aus.

Gleichzeitig kénnte man die Klassifizierung der Schétzer zusétzlich dadurch un-
terstiitzen, dafl die Gewichte w;; aller sicher existierenden regulatorischen Einfliisse
zwingend in die Klasse ,,nicht-null“ eingeordnet werden.

Nachteilig ist hier die Tatsache, dal im Gegensatz zu dem vorangegangenen Ansatz
fiir Boolesche Netzwerke dieser Ansatz keine Moglichkeit bietet, qualitative Anga-
ben iiber die Sicherheit des Vorwissen zu integrieren. Die Integration der Annahme,
daf ein regulatorischer Einflufl zwischen zwei Netzwerkkomponenten wahrscheinlich
nicht existiert, bedeutetet immer, dafl das rekonstruierte Netzwerk diesen Einflufl
auch nicht représentieren wird, unabhéngig von der Information, welche die Daten
liefern. Deshalb sollte hier nur sehr sicheres Wissen iiber die Existenz von regulato-
rischen Einfliissen integriert werden.

4.3 Dynamische Bayessche Netzwerke

Verwendet man zur Modellierung des Genregulationsnetzwerks ein Dynamisches
Bayessches Netzwerk B = (G, ©¢), mufl ein Reverse Engineering Algorithmus zu-
néchst einen guten Schétzer fiir die Struktur G erlernen. Eine weitere Aufgabe be-
steht darin, die Parametermenge O, die fiir jede Zufallsvariable des Netzwerks eine
entsprechende bedingte Wahrscheinlichkeitsverteilung definiert, aus den gegebenen
Trainingsdaten zu schétzen.

Diskrete und kontinuierliche DBN kénnen in diesem Abschnitt gemeinsam betrach-
tet werden, denn das Erlernen der Struktur, das man durch die Integration von Vor-
wissen iiber die Struktur des Genregulationsnetzwerks unterstiitzen mochte, erfolgte
in dieser Arbeit bei diskreten und kontinuierlichen DBN nach dem gleichen Prinzip:
Ausgehend von einer bestimmten Startstruktur wurde iterativ durch das Einfiigen
oder Loschen einer Kante eine neue Struktur mit einem besseren BIC-Score er-
zeugt. Die Herleitung des BIC-Scores erfolgte iiber die Posterior-Wahrscheinlichkeit
P(G|D) einer Struktur beziiglich der gegebenen Daten D (vergleiche Unterabschnitt
Scoring-Funktionen in Abschnitt 3.3):

P(D|G)P(G)

Score(G|D) = P(G|D) = PD)

(4.13)
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Die Wahrscheinlichkeit P(D) der Daten konnte als strukturunabhéngige Konstante
vernachlassigt werden. Ebenso entfiel bei den bisherigen Betrachtungen die Prior-
Wahrscheinlichkeit P(G), denn ist kein Vorwissen iiber die Struktur des Genregu-
lationsnetzwerks vorhanden, kann eine nichtinformative Prior-Wahrscheinlichkeits-
verteilung angenommen werden und P(G) reduziert sich ebenfalls zu einer struktu-
runabhingigen Konstante. Méchte man nun vorhandenes Vorwissen iiber die Struk-
tur des Genregulationsnetzwerks integrieren, mufl man die Prior-Wahrscheinlichkeit
P(G) an dieser Stelle beibehalten. Sie ist dann im resultierenden BIC-Score als
zusétzlicher Summand zu beriicksichtigen:

log M

Scorep;c(G, D) = log P(D|G,0¢) — 5

dimG + log(P(G)) (4.14)

Der erste Term — die Likelihood Funktion — mufl wie gehabt jeweils geeignet an das
diskrete bzw. kontinuierliche DBN angepafit werden. Auflerdem ist es jetzt erforder-
lich, die Prior-Wahrscheinlichkeitsverteilung der Strukturen mit Hilfe des Vorwissens
festzulegen:

Der einfachste Ansatz hierbei ordnet allen Strukturen G, die sicher nicht existierende
regulatorische Einfliisse modellieren, eine Wahrscheinlichkeit P(G) vom Wert 0 zu
[25]. Die Wahrscheinlichkeitsverteilung iiber die verbleibenden Strukturen wird als
uniform betrachtet. Die praktische Umsetzung erfolgt durch eine Einschrinkung des
Suchraums S. Alle Strukturen, die sicher nicht existierende regulatorische Einfliisse
beschreiben, werden aus dem Suchraum ausgeschlossen. Da die Prior-Wahrschein-
lichkeit fiir die verbleibenden Strukturen uniform ist, mufl man sie dann bei der Be-
rechnung des BIC-Scores analog zur bisherigen Verfahrensweise nicht beriicksichtigen.
Wie schon fiir den vorangegangenen Ansatz zur Integration von Vorwissen in Addi-
tiven Regulationsmodellen geschildert, sollte man hier nur sehr sicheres Vorwissen
iiber die Existenz von regulatorischen Einfliissen integrieren, denn die Integration
der Annahme, daf} ein bestimmter regulatorischer Einflufl zwischen zwei Netzwerk-
komponenten wahrscheinlich nicht existiert, bedeutet, daf§ dieser auch nicht in dem
rekonstruierten Netzwerk enthalten sein wird.

Eine andere interessante Moglichkeit zur Definition der Prior-Wahrscheinlichkeiten
P(G), die es auch erlaubt, qualitative Angaben iiber die Sicherheit des vorhandenen
Vorwissens zu berticksichtigen, 148t sich in [25] finden: Zunéchst konstruiert man
die beziiglich des Vorwissens wahrscheinlichste Struktur G*. Fiir die Berechnung
der Prior-Wahrscheinlichkeit einer beliebigen Struktur G ist dann fiir jede der N
Zufallsvariablen X;(¢ 4+ 1) die Anzahl ¢; der Eintrdge zu bestimmen, in denen sich
die Elternmengen Pa von X;(t+ 1) in G und G* voneinander unterscheiden:

(51' = (PCLG U Pag*)\(PaG N Pag*) (415)
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Die Prior-Wahrscheinlichkeit von GG ergibt sich anschlielend aus
P(G) =k =[] #" (4.16)

Die Konstante x ist dabei auf einen Wert aus dem Intervall (0, 1] festgesetzt. Sie
legt den Einflu} fest, den die Prior-Wahrscheinlichkeit P(G) auf den Gesamtwert
des Scores ausiibt, und bestimmt damit, wie stark das Vorwissen im Vergleich zu
den gegebenen Daten im Reverse Engineering Prozefl beriicksichtigt wird. Deshalb
sollte ihr Wert die Sicherheit {iber die Struktur G* widerspiegeln. Ein Wert nahe
1 sagt aus, dafl man sich beziiglich der Korrektheit von G* nicht sehr sicher ist.
Der Anteil der Prior-Wahrscheinlichkeit P(G) einer Struktur G' an ihrem Score fillt
dann recht klein aus, und das Vorwissen hat im Verhéltnis zu den gegebenen Daten
im Reverse Engineering Prozefl kaum Einflul. Umgekehrt bewirkt ein Wert nahe 0
einen im Verhéltnis zu den gegebenen Daten recht grofien Einflufl des Vorwissens
auf den Reverse Engineering Prozefl und besagt, dal man sehr iiberzeugt von der
Struktur G* ist.

Kann man fiir einige Gene iiber die auf sie wirkenden regulatorischen Einfliisse ein
detaillierteres und sichereres Vorwissen nachweisen als fiir andere, ist es weiterhin
moglich, fiir jede Zufallsvariable X;(¢t + 1) eine eigene Konstante x; zu definieren
[25]. Die Prior-Wahrscheinlichkeit P(G) ergibt sich dann analog zu 4.16 aus:

P(G) = H KD (4.17)

In dieser Form bietet der Ansatz allerdings ebenfalls keine Moglichkeit, qualitative
Angaben {iber die Sicherheit des Vorwissens einzelner regulatorischer Einfliisse zu
beriicksichtigen. Dies kann sehr nachteilig sein. Ist man sich zum Beispiel sehr sicher,
daf} eine Netzwerkkomponente X;(¢+1) von der Netzwerkkomponente X (t) reguliert
wird, kann aber andere Einfliisse auf X;(¢+1) nicht ausschlieen, ergibt sich folgendes
Problem: Wahlt man einen kleinen Wert fiir x;, ist es im Reverse Engineering Prozef3
kaum moglich, weitere regulatorische Einfliisse auf X;(t + 1) aufzudecken. Ein Wert
fiir k; nahe 1 dagegen erlaubt es wiederum nicht, das Wissen iiber die Existenz des
regulatorischen Einflusses von X;(t) auf X;(¢ + 1) im Reverse Engineering Prozef3
addquat zu beriicksichtigen.

Fiir diese Arbeit soll der Ansatz deshalb entsprechend erweitert werden und so auch
ermoglichen, qualitative Angaben iiber die Sicherheit des Vorwissens einzelner regu-
latorischer Einfliisse in den Reverse Engineering Prozefl zu integrieren. Dabei muf3
fiir jeden potentiellen regulatorischen Einfluf} eine eigene Konstante r;; spezifiziert
werden, die die Sicherheit des Vorwissens iiber seine Existenz beschreibt. Um die
Prior-Wahrscheinlichkeit fiir eine beliebige Struktur G festzulegen, bestimmt man

dann fiir jeden einzelnen potentiellen regulatorischen Einflufl den Parameter 9,5, der
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angibt, ob G und G* beziiglich dieses Einflusses i{ibereinstimmen, oder ob sie sich
widersprechen. Im ersten Fall nimmt §;; den Wert 1 an, im zweiten Fall den Wert
0. In Anlehnung an 4.17 ergibt sich die Prior-Wahrscheinlichkeit P(G) dann aus:

P(G) = 1]‘V[ ﬂ Ko (4.18)

i=1j=1



Kapitel 5

Experimente an Simulationsdaten

Alle in Kapitel 3 vorgestellten Reverse Engineering Algorithmen wurden implemen-
tiert und zunéchst an Simulationsdaten getestet, die von zufillig erzeugten Netzwer-
ken generiert wurden. Die aus diesen Experimenten resultierenden Ergebnisse sollen
in diesem Kapitel ausfiihrlich analysiert und diskutiert werden. Die Motivation fiir
die Arbeit mit Simulationsdaten liefert die Tatsache, dafl die ihnen zugrundeliegen-
den Netzwerke bekannt sind und die von den einzelnen Algorithmen rekonstruierten
Netzwerke genau evaluiert werden konnen.

Zur Erinnerung fafit Tabelle 5.1 alle Reverse Engineering Methoden zusammen. Ne-
ben dem entsprechenden Netzwerkmodell gibt sie den Reverse Engineering Algorith-
mus an, der auf Basis der gegebenen Expressionsdaten die Modellparameter festlegt
und beschreibt kurz seine Grundidee. Auflerdem ist fiir jeden Algorithmus die Far-
be aufgelistet, die ihn in den Diagrammen der folgenden Analysen représentiert.
Der Algorithmus Reveal wurde mit zwei verschiedenen Belegungen der Signifikanz-
niveaus a; und ap getestet, um den Einflufl dieser Parameter zu verdeutlichen. Bei
der Betrachtung des linearen Additiven Regulationsmodells beschrinken sich die
folgenden Analysen auf den REM Algorithmus.

Dieses Kapitel schildert zunéchst einfithrend die Erzeugung der zufélligen Modell-
netzwerke und die Generierung der Simulationsdaten. Auflerdem werden die Eva-
luierungsmafle eingefiihrt, die zur Berechnung der Giite eines rekonstruierten Netz-
werks und damit zur Bewertung des entsprechenden Algorithmus dienten. Es folgt
eine detaillierte Diskussion iiber die Abhéngigkeit der Algorithmen von verschiede-
nen Eigenschaften der gegebenen Daten und der diesen Daten zugrundeliegenden
Netzwerke. Anschliefend tiberpriift dieses Kapitel, ob es durch die Kombination der
Ergebnisse zweier Algorithmen moglich ist, diese zu verbessern. Den Abschluf} bildet
ein Experiment zur Integration von Vorwissen.

Die Experimente in diesem Kapitel sollen vor allem aufzeigen, welche Ergebnisse
die einzelnen Algorithmen in Abhéngigkeit von verschiedenen Parametern des zu
rekonstruierenden Netzwerks und der gegebenen Daten liefern.

99
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Reverse Engineering
Algorithmen

Netzwerkmodelle

Grundidee

Reprasen-
tation

Adjazenzlisten-
Konstruktion

Gerichteter Graph

Generiere Erreichbarkeits-
liste aus den Daten und
verkleinere diese schritt-
weise zur Adjazenzliste
des minimalen Graphen.

Reveal

Boolesches Netzwerk

Benutze die wechsel-
seifige Information und
statistische Tests, um eine
Menge aus k Inputele-
menten als Elternmenge
eines Outputelements x,
festzulegen.

,=0.01 2,=0.001

,=0.001 &,=0.0001

[]

Strukturlernen in
diskreten DBN

Diskretes DBN

Durchsuche den Raum
aller modglichen Struktu-
ren nach einem guten
Schatzer der wahren
Struktur. Ausgehend von
einer Startstruktur erzeuge
iterativ. durch das Einfu-
gen oder Loschen einer
Kante eine neue Struktur
mit einem hdheren BIC-
Score.

Reverse Engineering
in Matrizen - REM

Lineares Additives
Regulationsmodell

Bestimme einen Schdatzer
der Gewichtsmatrix W mit
Hife der Methode der
kleinsten Quadrate.

Reverse Engineering
in Matrizen - REM

Nichtlineares Additives
Regulationsmodell

Bestimme einen Schdatzer
der Gewichtsmatrix W mit
Hilfe der Methode der
kleinsten Quadrate.

Evolutiondarer
Algorithmus

Nichtlineares Additives
Regulationsmodell

Bestimme einen Schatzer
der Gewichtsmatrix W mit
Hilfe eines stochastisch-
en, an der biologischen
Evolution orientierten Op-
timierungsverfahrens.

Backpropagation
Through Time -BPTT

Nichtlineares Additives
Regulationsmodell

Bestimme einen Schatzer
der Gewichtsmatrix W mit
Hilfe eines determinist-
ischen, gradientenbasier-
ten Optimierungsverfah-
rens.

Strukturlernen in
kontinuierlichen DBN

Kontinuierliches DBN

Durchsuche den Raum
aller mdglichen Struktu-
ren nach einem guten
Schatzer der wahren
Struktur. Ausgehend von
einer Startstruktur erzeuge
iterativ. durch das Einfu-
gen oder Loschen einer
Kante eine neue Struktur
mit einem hdheren, an
das kontinuierliche Mo-
dell angepaBten BIC-
Score.

Tabelle 5.1: Reverse Engineering Methoden im Uberblick.
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5.1 Experimentelles Design

5.1.1 Erzeugung der Modellnetzwerke

Zur Generierung der Simulationsdaten sind geeignete Modellnetzwerke erforderlich.
Als Grundlage fiir die Erzeugung zufilliger Modellnetzwerke mufl ein genetisches
Netzwerkmodell ausgewéhlt werden. In dieser Arbeit fiel die Wahl in Anlehnung an
[13, 64] auf das nichtlineare Additive Regulationsmodell (sieche Abschnitt 2.2.4). Die
auf Basis dieses Netzwerkmodells erzeugten Netzwerke abstrahieren stark von der
biologischen Realitdt. Bei der Arbeit mit den von ihnen generierten Simulations-
daten kommen deshalb viele der modell- und algorithmenbedingten Limitationen
der Reverse Engineering Algorithmen nicht zum Tragen, und die in den Experi-
menten erzielten Ergebnisse der einzelnen Algorithmen lassen sich nicht direkt auf
die Arbeit mit realen Expressionsdaten iibertragen. Es ist jedoch zu hoffen, dafi die
Experimente mit solchen Simulationsdaten Einblicke in das grundlegende Verhalten
der Algorithmen in Abhéngigkeit von verschiedenen Eigenschaften der Netzwerke
und der verfiighbaren Daten ermoglichen.

Der in dieser Arbeit verwendete Algorithmus zur Erzeugung eines zufélligen Netz-
werks der Grofle N und der Konnektivitéat k£ besteht im wesentlichen aus zwei Teilen:

Schritt 1 — Generiere die Struktur:

Erzeuge N Netzwerkkomponenten x;, welche die Expressionsraten der Gene eines
Genregulationsnetzwerks modellieren. Da alle Algorithmen ausfiihrlich untersucht
werden sollten, wurde in dieser Arbeit mit relativ kleinen Netzwerken gearbeitet,
um den Rechenaufwand des Reverse Engineerings im Rahmen zu halten.

Erzeuge anschlieend die regulatorischen Einfliisse. Fiir jede Netzwerkkomponente
x; wahle dazu zufillig k£ verschiedene Elemente aus der Menge aller Netzwerkkom-
ponenten aus. Diese bilden dann die Elternelemente von x;.

Schritt 2 — Generiere die Dynamik:

Wihle fiir jede Netzwerkkomponente z; zuféllig einen ganzzahligen Wert aus dem
Intervall [min, max] aus und ordne ihn ihrer maximalen Expressionsrate max; zu.
Das Intervall betrug in dieser Arbeit immer [1, 10].

Es folgt die Belegung der Gewichtsvektoren w;, um die regulatorischen Einfliisse ge-
nauer zu spezifizieren. Fiir alle Netzwerkkomponenten zy, die keinen regulatorischen
Einflufl auf die Netzwerkkomponente x; ausiiben, setze die zugehorigen Gewichte wy
auf den Wert 0. Fiir alle anderen Gewichte w;; generiere jeweils eine normalverteilte,
von dem Wert 0 verschiedene Zufallszahl: w;; ~ N(0,10), w;; # 0. Jede Netzwerk-
komponente z; sollte alle Werte aus dem Intervall (0, max;) annehmen kénnen. Zur
Uberpriifung dieser Eigenschaft berechne jeweils den maximalen regulatorischen In-
put 7 mas- Er ergibt sich, falls alle Netzwerkkomponenten, die einen positiven regula-
torischen Einflul auf x; ausiiben, einen Wert nahe ihrer maximalen Expressionsrate
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angenommen haben, und alle Netzwerkkomponenten, die negativ auf x; einwirken,
einen Wert nahe 0 aufweisen. Berechne analog den minimalen regulatorischen Input

Tz’,min:
Timaz — Z Wiz - MAT;
J,w;; >0
Timin — Z Wiz - MAT; (51)
j,'u)ij<0

Es sollte gelten:

max; -~
]_ _|_ 6_(7'i,maac+ﬁi) ~ maxi
max;
~ 0 (5.2)

14+ e~ (Timin+5i)

Dafiir miissen die Exponenten (7; 4.+ /5;) und (7; min+3;) betragsméBig hinreichend
grof} sein. In dieser Arbeit wurde der Wert 10 als hinreichend grof§ betrachtet:

ri,mar—i_ﬁi > 10

Versuche, durch eine geeignete Wahl des Biasfaktors [3; diese Gleichungen zu erfiillen:

FALLS (Tz‘,maw > 10 A Timin < —10)
— 6i=0

FALLS (Ti,ma:p > 10 A Timin = —10)
FALLS (’f’@max + (—10 — Ti’mm) > 10)
— Bi = =10 = T min

FALLS (Ti,maw < 10 A Timin < —10)
FALLS (Ti,min + (10 — Ti,max) < —10)
- ﬁz =10 — Ti,maz

FALLS (Tz',max <10 A Timin > —10)
— verwerfe w;

Ist dies nicht mdoglich, verwerfe alle von dem Wert 0 verschiedenen Gewichte w;; und
versuche erneut, sie geeignet zu belegen.
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5.1.2 Generierung der Simulationsdaten

Nach der Erzeugung eines zufilligen Netzwerks konnten im Anschlufl daran mit Hilfe
der in Kapitel 3 beschriebenen Expressions- und Manipulationsexperimente (Defini-
tionen 3.1 und 3.2) eine Zeitreihe, Zustandsiibergangsdaten und stabile Zustandsda-
ten (Definitionen 3.4, 3.3 und 3.5) generiert werden. Der Startzustand des Netzwerks
fiir die Generierung einer Zeitreihe sowie die jeweiligen Anfangszustinde der Zu-
standsiibergangspaare von Zustandsiibergangsdaten wurden dabei zuféllig gewéhlt.
Die entsprechenden Aktualisierungsregeln (Gleichung 2.11) dienten zur Modellierung
von Zustandsiibergingen. Manipulationsexperimente wurden durchgefiihrt, nach-
dem das Netzwerk, ausgehend von einem zufillig gewéhlten Startzustand, einen
Attraktor erreicht hatte. Nach Definition 2.5 ist ein Netzwerk in einem Attraktor
angelangt, falls es sich in einem Zustand S(¢,) befindet, den es bereits einmal zu
einem vorangegangenen Zeitpunkt ¢,, angenommen hatte. Ein diesbeziiglicher Test
fiel in der fiir diese Arbeit implementierten Realisierung positiv aus, wenn sich die
Werte von S(t,,) und S(t,) bis auf drei Stellen nach dem Komma glichen.

Es wurden nur solche Netzwerke betrachtet, die ein interessantes, dynamisches Ver-
halten zeigten und nicht sofort in einen Attraktor gelangten. Dies sollte absichern,
daf} die jeweils generierte Zeitreihe eine Mindestanzahl an verschiedenen Zustands-
iibergdngen aufweist und damit geniigend Information fiir die Rekonstruktion des
Netzwerks bereitstellt. Die benttigte Mindestanzahl an Zustandsiibergdngen héngt
von dem Typ des zu rekonstruierenden Netzwerks sowie von den Parametern Netz-
werkgrofe und Konnektivitdt ab. Entsprechende Abschidtzungen (siehe u.a. [57])
besagen, dafl beispielsweise fiir die Rekonstruktion eines Booleschen Netzwerks der
Grofle N und der Konnektivitéit k

k- 2% log(N) (5.4)

verschiedene Zustandsiibergénge benotigt werden. Beschrédnken sich die Booleschen
Funktionen des Netzwerks auf linear separierbare Regeln, verringert sich dies Anzahl
auf

k- log(N/k) (5.5)

Linear separierbare Funktionen zeichnen sich dadurch aus, daf fiir jeden regulato-
rischen Einflu} eindeutig festgelegt ist, ob er einen positiven oder einen negativen
Effekt hat. Bei nichtlinear separierbaren Regeln hingegen kann ein regulatorischer
EinfluB in Abhéngigkeit von allen anderen, auf dieselbe Netzwerkkomponente ein-
wirkenden regulatorischen Einfliissen sowohl einen positiven als auch einen negativen
Effekt zeigen *.

'Ein Beispiel fiir eine nichtlinear separierbare Boolesche Regel ist die XOR Funktion.
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Die von dem Additiven Regulationsmodell zur Modellierung regulatorischer Ein-
fliilsse verwendeten Funktionen sind ebenfalls linear separierbar und bilden das Ana-
logon zu linear separierbaren Booleschen Regeln. Eine Herleitung der benétigten
Datenmenge fiir diesen Netzwerktyp in [27] liefert eine zu den linear separierbaren
Booleschen Netzwerken identische Abschétzung (siche 5.5).

Wieviele verschiedene Zustandsiibergénge werden nun konkret von den in dieser
Arbeit betrachteten Reverse Engineering Algorithmen benotigt? Der Reveal Algo-
rithmus versucht, mit Hilfe der aus einem Additiven Regulationsnetzwerk generier-
ten Simulationsdaten ein Boolesches Netzwerk zu konstruieren. Die Simulationsda-
ten miissen dazu entsprechend diskretisiert werden. Dabei geht sehr viel Informa-
tion iiber das dynamische Verhalten des Netzwerks verloren; es entstehen Fehler
und Inkonsistenzen. Deshalb kann hier nicht auf die Abschidtzungen 5.4 sowie 5.5
zuriickgegriffen werden, und es ist unklar, wieviele verschiedene Zustandsiibergénge
der Reveal Algorithmus tatsiachlich benotigt. Aus dem gleichen Grund kénnen auch
fiir den Algorithmus Strukturlernen in diskreten DBN keine Vorhersagen iiber den
benotigten Datenumfang getroffen werden.

Da fiir die auf diskreten Netzwerkmodellen basierenden Reverse Engineering Metho-
den keine Aussage iiber die Mindestanzahl benétigter Zustandsiibergidnge moglich
ist, orientierte sich diese Arbeit an Reverse Engineering Methoden, die ein Addi-
tives Regulationsmodell voraussetzen, um die Mindestanzahl an verschiedenen Zu-
standsiibergéingen in einer Zeitreihe festzulegen. Allerdings kann auch hier nicht
mit der Abschitzung k - log(N/k) gearbeitet werden. Die Algorithmen REM und
BPTT sowie der evolutiondre Algorithmus versuchen zwar, das den Simulationsda-
ten zugrundeliegende, linear separierbare Additive Regulationsnetzwerk auch durch
ein solches zu modellieren. Sie gehen aber bei der Rekonstruktion des Netzwerkes
von einem vollstandig verkniipften Netzwerk aus und charakterisieren jeden der in
einem solchen Netzwerk auf eine Netzwerkkomponente moglichen N + 1 regulatori-
schen Einfliisse durch die Schiitzung eines entsprechenden Gewichts?. Die Struktur
des Netzwerks wird damit nur implizit erlernt. Man nimmt an, dafl die gegebenen
Daten hier mindestens

N+1 (5.6)

verschiedene Zustandsiibergidnge reprisentieren miissen, um geniigend Informatio-
nen fiir die Rekonstruktion des Netzwerks zu liefern [13]. Bei der Generierung der
Zeitreihe wurde deshalb tiberpriift, ob sich die ersten N + 2 gemessenen Netzwerk-
zusténde S(0), S(1), ..., S(N +1) voneinander unterscheiden. Traf dies nicht zu, wur-
de das Netzwerk verworfen. Zwei Netzwerkzustéande S(¢,,) und S(¢,,) waren hier un-
terschiedlich, wenn mindestens eine Netzwerkkomponente x; existierte, deren Werte
x;i(ty,) und z;(t,), gerundet auf eine Stelle nach dem Komma, verschieden vonein-
ander waren.

2Der regulatorische Einfluf des Biasfaktors wurde in die Abschitzung einbezogen.
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Daten aus biologischen Experimenten unterliegen Meffehlern. Deshalb sollten auch
die generierten Simulationsdaten fehlerbehaftet sein. In Anlehnung an [13] wurde
mit einem normalverteilten Fehlermodell gearbeitet. Die Expressionsrate selbst legte
dabei die Varianz des ihr zugefiigten Fehlers fest:

error;(t) ~ N(0,rate - z;(t)) (5.7)

Fiir die in dieser Arbeit durchgefithrten Experimente betrug die Fehlerrate rate 5%.
Der Betrag des Fehlers error;(t) durfte einen bestimmten Wert error; mq.(t) nicht
tiberschreiten. Dieser war jeweils auf 10% des wahren Werts z;(t) festgelegt:

FALLS (|error;(t)| > error; ma(t) = x;(t) - 0.1)
— xTT(t) = x;(t) £ error;max(t)
SONST
— T (t) = x;(t) + error(t)

Hierbei war auf die Einhaltung der Intervallgrenzen (0, maz;) zu achten.
Fiir die entsprechende Diskretisierung der Simulationsdaten dienten in dieser Ar-
beit die Schwellwerte ™% ( Abbildung der gemessenen Expressionsraten auf die

Zustdnde ,,0“ und ,1“ fiir den Algorithmus Reveal) bzw. ™3* und 2’”% (Abbil-
dung der Expressionsraten auf die Zusténde ,,-1*, ,0“ und ,,1° fiir den Algorithmus
Strukturlernen in diskreten DBN). Die maximalen Expressionsraten der Netzwerk-
komponenten wurden dafiir empirisch aus den fehlerbehafteten Simulationsdaten
bestimmt. Dazu ordnet man der maximalen Expressionsrate max; einer Netzwerk-
komponente x; den kleinsten ganzzahligen Wert zu, der grofler war als alle beobach-

teten Expressionsraten der Netzwerkkomponente.

5.1.3 Evaluierungsmafle

Die Motivation fiir die Arbeit mit Simulationsdaten liefert die Tatsache, dafl die von
den Reverse Engineering Algorithmen erzielten Ergebnisse genau evaluiert werden
kénnen. Um zu bewerten, wie gut es einem Reverse Engineering Algorithmus gelingt,
die Struktur des den Daten zugrundeliegenden Netzwerks zu rekonstruieren, wird
zunéchst die Struktur des von ihm rekonstruierten Netzwerk mit der Struktur des
zugrundeliegenden Netzwerks verglichen und die Anzahl der korrekt identifizierten
regulatorischen Einfliisse truePos, die Anzahl der falsch identifizierten regulatori-
schen Einfliisse falsePos sowie die Anzahl der nicht identifizierten regulatorischen
Einfliisse falseNeg bestimmt (vergleiche auch Abbildung 5.1):

Definition 5.1 (truePos) Der Wert truePos beschreibt die Anzahl der von dem
Reverse Engineering Algorithmus korrekt identifizierten requlatorischen Einflisse,
d.h. die Anzahl derjenigen Einflisse, die sowohl in dem rekonstruierten als auch in
dem zugrundeliegenden Netzwerk enthalten sind.
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Regulatorischer Einflu@ im
zugrundliegenden Netzwerk?

Ja Nein

fruePos | falsePos

Ja

falseNeg| frueNeg

Nein

Regulatorischer Einflul im
rekonstruierten Netzwerk?

Abbildung 5.1: Vergleich zwischen rekonstruiertem und den Expressionsdaten zu-
grundeliegendem Netzwerk.

Definition 5.2 (falsePos) Der Wert falsePos zihlt die falsch identifizierten re-
gulatorischen Finflisse, die zwar im rekonstruierten Netzwerk beschrieben sind, aber
in dem zugrundeliegenden Netzwerk nicht bestehen.

Definition 5.3 (falseNeg) Der Wert falseNeg entspricht der Anzahl der regula-
torischen Einflisse, die zwar in dem zugrundeliegenden Netzwerk existieren, die der
Reverse Engineering Algorithmus aber nicht identifizieren konnte und die deshalb
nicht in dem rekonstruierten Netzwerk modelliert werden.

Auf Basis dieser Hilfsgroflen lassen sich dann die Sensitivitdt sowie der positiv
pridiktive Wert?® des Algorithmus bestimmen.

Definition 5.4 (Sensitivitit) Die Sensitivitit gibt den prozentualen Anteil requ-
latorischer Einflisse in dem den Daten zugrundeliegenden Netzwerk an, die der
Reverse Engineering Algorithmus identifizieren konnte.

Sensitivitit truePos (5.8)
ensitivitdt = .
truePos + falseNeg

Definition 5.5 (positiv pradiktiver Wert) Der positiv pradiktive Wert liefert
den prozentualen Anteil der von einem Reverse Engineering Algorithmus identifi-
zierten requlatorischen Einfliisse, die tatsdchlich in dem den Daten zugrundeliegen-
den Netzwerk enthalten sind.

3 Anstelle des positiv pridiktiven Wertes kénnte auch die Spezifitit als weiteres Evaluierungsmaf
betrachtet werden. Sie beschreibt die Wahrscheinlichkeit, dafl der Reverse Engineering Algorithmus
einen in dem den Daten zugrundeliegenden Netzwerk nicht existenten regulatorischen Einflufl auch
als solchen einstuft. Fiir die Evaluierung von Reverse Engineering Algorithmen wurde hier aber der
positiv pradiktive Wert gewiéihlt, weil er fiir diese konkrete Anwendung im Vergleich zur Spezifitét
aussagekriftiger scheint.
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truePos
truePos + falsePos

positiv pradiktiver Wert = (5.9)

Sie bilden wichtige Grofien zur Berechnung der Giite eines rekonstruierten Netzwerks
und dienen im folgenden zur Bewertung der Ergebnisse der einzelnen Algorithmen.
Fiir die Berechnung der Giite eines rekonstruierten Netzwerks wurde also nur die
Existenz identifizierter regulatorischer Einfliisse {iberpriift und dabei aufler acht ge-
lassen, ob auch die Qualitdt eines regulatorischen Einflusses (aktivierender oder
inhibitorischer Einflu}) richtig festgelegt wurde.

5.2 Abhéangigkeit von Netzwerkparametern, Da-
tenumfang und Meffehlern

In diesem Abschnitt wird zunédchst analysiert, inwieweit die wichtigen Netzwerkpa-
rameter Konnektivitdt & und NetzwerkgroBle N die Giite der Ergebnisse der ein-
zelnen Algorithmen beeinflussen. Beziiglich der verfiigbaren Daten soll dann auch
die Abhéngigkeit vom Datenumfang und von Meffehlern in den Daten untersucht
werden.

Die Simulationsdaten stammen aus Modellnetzwerken, die stark von der biologi-
schen Realitdt abstrahieren. Die von den Algorithmen erzielten Ergebnisse lassen
sich deshalb nicht direkt auf die Arbeit mit realen Expressionsdaten iibertragen.
Der Schwerpunkt bei den folgenden Analysen liegt deshalb auf dem grundlegen-
den Verhalten der Algorithmen und nicht auf den im einzelnen erzielten Werten fiir
Sensitivitat und positiv pradiktiven Wert.

Konnektivitit des Netzwerks

Dieses erste Simulationsexperiment sollte die Abhéngigkeit der Ergebnisse der ein-
zelnen Reverse Engineering Algorithmen von der Konnektivitét der zugrundeliegen-
den Netzwerke untersuchen. Es wurden fiir die Konnektivitaten 1, 2, 3, 4, 5 bzw.
8 jeweils 100 zufillige Netzwerke der Netzwerkgrofle 20 erzeugt und anschliefend
fehlerbehaftete Simulationsdaten generiert.

Bei derzeit verfiigbaren Expressionsdaten handelt es sich neben stabilen Zustands-
daten meist um Zeitreihen. Deshalb ist die Arbeit mit Zeitreihen realistischer als
die Arbeit mit Zustandsiibergangsdaten, auch wenn eine Zeitreihe lediglich eine
ausgewahlte Trajektorie des Netzwerks beschreibt und damit weniger Informatio-
nen iiber das dynamische Verhalten des Netzwerks liefert als die unabhéngigen
Zustandsiiberginge der Zustandsiibergangsdaten. Wie in Abschnitt 5.1.2 zur Ge-
nerierung der Simulationsdaten erlautert, orientiert sich diese Arbeit an dem Addi-
tiven Regulationsmodell, um die Mindestanzahl benotigter Zustandsiibergénge ab-
zuschétzen. Fiir ein Netzwerk der Grofle N sollten hier die gegebenen Daten idea-
lerweise mindestens N + 1 verschiedene Zustandsiibergénge charakterisieren. Die
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Algorithmen bekamen deshalb bei diesem Experiment fiir jedes zu untersuchende
Netzwerk eine — gegebenenfalls entsprechend diskretisierte — Zeitreihe iibergeben,
die 22 aufeinanderfolgende, unterschiedliche Netzwerkzustande beschrieb. Es ist an-
zunehmen, dafl eine Zeitreihe mit diesem Datenumfang fiir die Algorithmen Reveal
und Strukturlernen in diskreten DBN aufgrund der Diskretisierung nicht geniigend
Informationen enthélt. Ziel soll es hier aber nicht sein, den bendétigten Datenum-
fang fiir die einzelnen Algorithmen zu untersuchen, sondern zu analysieren, welche
Ergebnisse mit derzeit verfiigharen Daten erzielt werden konnen. Bereits das hier
vorausgesetzte Verhéltnis von 1 : 1 zwischen dem Datenumfang und der Anzahl der
Netzwerkkomponenten ist beziiglich der derzeit bereitstehenden realen Expressions-
daten relativ optimistisch.

Im Gegensatz zu allen anderen Algorithmen bekommt die Adjazenzlisten-Konstruk-
tion stabile Zustandsdaten iibergeben, die die Auswirkungen aller, in einem Netz-
werk der GroBle N moglichen N Manipulationen einer einzelnen Netzwerkkompo-
nente prasentieren.

Abbildung 5.2 zeigt die Ergebnisse, die sich bei der Anwendung aller in Tabelle 5.1
zusammengefaiten Reverse Engineering Methoden auf die Simulationsdaten erga-
ben. Es ist sowohl die Abhéngigkeit der Sensitivitdt von der Konnektivitit als auch
die Abhéngigkeit des positiv pradiktiven Wertes von der Konnektivitéit in Diagram-
men graphisch dargestellt.

Offensichtlich fiihrt eine hohere Konnektivitdt zu einer kleineren Sensitivitat, aber
auch zu einem grofleren positiv pradiktiven Wert. Dabei zeigt sich zwischen dem
positiv pradiktiven Wert und der Konnektivitét fiir fast alle Reverse Engineering
Methoden ein annédhernd linearer Zusammenhang, wihrend die Sensitivitdt expo-
nentiell mit steigender Konnektivitat fallt.

Der Zusammenhang zwischen dem positiv pradiktiven Wert und der Konnektivitéat
148t sich durch die folgende Tatsache erklédren: In einem Netzwerk der Gréfle 20 sind
400 regulatorische Einfliisse zwischen den Netzwerkkomponenten moglich. Der An-
teil tatséichlich existierender regulatorischer Einfliisse an dieser Anzahl potentieller
Einfliisse steigt mit zunehmender Konnektivitét. Existieren bei einer Konnektivitéat
von 1 lediglich 20 von 400 méglichen regulatorischen Einfliissen, so betridgt der An-
teil bei einer Konnektivitdt von 4 schon 80 von 400 und bei einer Konnektivitét
von 8 sogar 160 von 400. Damit steigt bei zunehmender Konnektivitdt auch die
Wahrscheinlichkeit, dafl ein potentieller regulatorischer Einfluff tatséchlich existiert,
worauf sich die Zunahme des positiv pradiktiven Wertes zuriickfithren 1a8t.

Bei einer Konnektivitat grofier 1 wirken mehrere Netzwerkkomponenten additiv auf
eine Netzwerkkomponente x; ein. Der Anteil einer einzelnen dieser Netzwerkkom-
ponenten am gesamten regulatorischen Einflufl auf x; sinkt mit steigender Konnek-
tivitdt und kann auch sehr gering ausfallen. Er ist dann, vor allem mit fehlerbe-
hafteten Daten, schwerer nachweisbar. Die Sensitivitit sinkt. Besonders gravierende
Auswirkungen hat dies bei den Reverse Engineering Algorithmen, die mit diskreten
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Abbildung 5.2: Abhingigkeit von der Konnektivitit k¥ der zugrundeliegenden Netz-
werke. Jeder Datenpunkt in den Diagrammen entspricht dabei den iiber jeweils alle 100 betrachte-
ten Netzwerke gemittelten Werten fiir Sensitivitéit bzw. positiv pradiktiven Wert. Alle betrachteten
Netzwerke hatten eine konstante NetzwerkgroBe N von 20. Den Algorithmen wurde jeweils eine
Zeitreihe der Lange N + 1 iibergeben.

Expressionsraten arbeiten (Reveal, Strukturlernen in diskreten DBN). Bei hoheren
Konnektivitiaten ist es diesen Algorithmen kaum noch moglich, regulatorische Zu-
sammenhéinge zu erkennen. Dies spiegelt sich in einer kleinen Sensitivitét und einem
recht hohen positiv pradiktiven Wert wider. Thre Sensitivitat fallt wesentlich steiler
ab als die der anderen Reverse Engineering Algorithmen. Zeigt beispielsweise der
Algorithmus Rewveal bei einer Konnektivitdt von 1 eine hohere Sensitivitét als alle
anderen Algorithmen, so fallt sie bei einer Konnektivitat von 2 schon unter die der
meisten anderen ab. Folgender Sachverhalt konnte diese Beobachtung erklaren: Ob-
wohl die Abschéatzungen 5.4 und 5.5 iiber den von ihnen benétigten Datenumfang
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hier nicht verwendet werden kénnen, so lassen sie doch vermuten, dafl dieser von der
Konnektivitdt & abhingig ist. Der Unterschied zwischen der fiir die Rekonstruktion
bendtigten Information und der in den gegebenen Daten bereitgestellten Information
wird deshalb mit steigender Konnektivitdt immer groffer. Den Algorithmen stehen
verhéltnismafBig weniger Informationen zur Verfiigung, wodurch sich die Identifizie-
rung additiver regulatorischer Einfliisse zusétzlich erschwert. Die Abschétzung 5.6
von N + 1 benoétigten, unabhéngigen Zustandsiibergéngen fiir Reverse Engineering
Algorithmen, die auf dem Additiven Regulationsmodell basieren, ist dagegen bei-
spielsweise unabhéngig von der Konnektivitat &k, und so fillt die Sensitivitit dieser
Algorithmen nicht so stark ab.

Die schlechten Ergebnisse der Adjazenzlisten-Konstruktion sind vor allem auf die
Zyklen in den Netzwerken zuriickzufithren. Wie in Abschnitt 3.1.1 beschrieben, wer-
den alle Netzwerkkomponenten eines Zyklus vor der Konstruktion der Adjazenzli-
ste zusammengefaflt. Ein identifizierter regulatorischer Einflul von oder zu einer
solchen Zykluskomponente wurde hier bei der Auswertung der Ergebnisse nicht
beriicksichtigt, da nicht eindeutig zugeordnet werden konnte, von welcher Netzwerk-
komponente im Zyklus der Einflufl ausgeht, bzw. auf welche er einwirkt. Damit kann
der Algorithmus nur regulatorische Einfliisse zwischen solchen Netzwerkkomponen-
ten finden, die in keinem Zyklus involviert sind. Die betrachteten Modellnetzwerke
besaflen bei einer Konnektivitdt von 1 im Schnitt 5.38 solcher nachweisbaren regu-
latorischen Einfliisse. Steigt die Konnektivitit, sinkt diese Anzahl weiter — schon
bei einer Konnektivitit von 2 betrug sie nur noch 1.12 und bei der Konnektivitat 3
sogar nur noch 0.09. Es ist dann dem Algorithmus kaum noch méglich, irgendeinen
Einfluf nachzuweisen, und die konstruierte Adjazenzliste enthélt bei hohen Konnek-
tivitdten nur sehr wenige bzw. gar keine Eintrage; die Sensitivitit erreicht den Wert
0.

Bei der Anwendung eines statistischen Tests zur Generierung der Erreichbarkeitsliste
konnen auch Fehler begangen werden. Deshalb miissen nicht alle von dem Algorith-
mus identifizierten Einfliisse korrekt sein. Die Identifizierung eines falschen regula-
torischen Einflusses hat bei einer kleinen Menge an — korrekt oder falsch — iden-
tifizierten Einfliisssen grofle Auswirkungen auf den prozentualen Anteil der korrekt
identifizierten regulatorischen Einfliisse. Dies erklért, weshalb der positiv pradiktive
Wert bei der Adjazenzlisten-Konstruktion, im Gegensatz zu allen anderen Algorith-
men, mit steigender Konnektivitét sinkt.

An dieser Stelle sollte man berticksichtigen, daf3 die hier untersuchten Konnekti-
vitédten der betrachteten Modellnetzwerke beziiglich realer Genregulationsnetzwerke
zwar durchaus realistisch sind, dafiir aber eine sehr kleine Netzwerkgrofie angenom-
men wurde. Reale Genregulationsnetzwerke sind in der Regel sehr viel gréfier. Bei
gleicher Konnektivitdt sinkt mit steigender Netzwerkgrofle fiir eine beliebige Netz-
werkkomponente die Wahrscheinlichkeit, in einem Zyklus involviert zu sein. Die
Anzahl nachweisbarer regulatorischer Einfliisse steigt. Deshalb ist anzunehmen, daf
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dieser Algorithmus bei der Arbeit mit realen Expressionsdaten bessere Ergebnis-
se liefern kann, falls die strukturellen FEigenschaften realer Genregulationsnetzwerke
nicht gerade die Bildung von Zyklen unterstiitzen.

Weiterhin verdeutlichen die Ergebnisse den Einflufl der Signifikanzniveaus a7 und
as fiir den Algorithmus Reveal. Wie in Abschnitt 3.2.1 erlautert, beschreibt das
Signifikanzniveau die Irrtumswahrscheinlichkeit 1. Art, eine richtige Nullhypothese
abzulehnen und félschlicherweise Elemente in die Elternmenge einer Netzwerkkom-
ponente aufzunehmen. Sie hat Einflufl auf die Irrtumswahrscheinlichkeit 2. Art 3,
eine falsche Nullhypothese nicht abzulehnen und félschlicherweise Elternelemente
nicht in die Elternmenge einer Netzwerkkomponente aufzunehmen. Eine kleinere
[rrtumswahrscheinlichkeit 1. Art vergréflert die Irrtumswahrscheinlichkeit 2. Art.
Deshalb erlangt Rewveall in diesem Experiment eine hohere Sensitivitéit, aber einen
schlechteren positiv pradiktiven Wert als Reveal2, der mit kleineren Signifikanznive-
aus arbeitet.

Uber den Vergleich der Algorithmen liaBt sich folgendes sagen: Der Algorithmus
Strukturlernen in kontinuierlichen DBN liefert bessere Ergebnisse als der evoluti-
ondre Algorithmus sowie die Algorithmen REM (nichtlinearer Ansatz) und BPTT.
Diese Uberlegenheit resultiert aus der Tatsache, daf er die Rekonstruktion des Netz-
werks durch ein explizites Erlernen der Struktur unterstiitzt, wiahrend die ande-
ren Algorithmen die Struktur nur implizit iiber die Schétzung der Gewichtsma-
trix bestimmen. Durch den wahrscheinlichkeitstheoretischen Hintergrund des kon-
tinuierlichen DBN kann er Fehler und Inkonsistenzen in den Daten zudem besser
beriicksichtigen.

In der Gruppe der mit dem nichtlinearen Additiven Regulationsmodell arbeiten-
den Algorithmen liefert der Algorithmus REM vor allem beziiglich der Sensitivitét
schlechtere Ergebnisse als der Algorithmus BPTT und der evolutiondre Algorithmus.
Erwartungsgeméafl weisen Reverse Engineering Algorithmen, die auf dem nichtlinea-
ren Additiven Regulationsmodell (REM, BPTT, evolutiondrer Algorithmus) bzw.
auf dem an diesem Modell orientierten kontinuierlichen DBN (Strukturlernen in
kontinuierlichen. DBN) basieren, eine hohere Sensitivitdt und einen kleineren po-
sitiv pradiktiven Wert auf als alle anderen Reverse Engineering Algorithmen. Sie
konnen regulatorische Einfliisse besser nachweisen, begehen dabei aber auch mehr
Fehler. Hier ist zu beriicksichtigen, daf§ das nichtlineare Additive Regulationsmodell
auch als Basis fiir die Generierung der Simulationsdaten diente. Fiir diese Algorith-
men kommen deshalb viele ihrer modellbedingten Limitationen nicht zum Tragen,
und ihre Ergebnisse konnen nicht mit den Ergebnissen der iibrigen Algorithmen
verglichen werden. Denn wahrend sie lediglich mit Meffehlern in den Daten und
mit Schwierigkeiten bei der empirischen Bestimmung der maximalen Expressions-
raten? umgehen miissen, kommen fiir die anderen Algorithmen zusétzlich erschwe-

4Siehe Abschnitt Limitationen in 3.4.1.
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rend vereinfachte bzw. falsche Modellannahmen hinzu. Fiir den Algorithmus REM
zur Anpassung eines linearen Additiven Regulationsmodells ist das im wesentlichen
die falschlicherweise angenommene Linearitét der regulatorischen Interaktionen. Fiir
die auf Booleschen Netzwerken und diskreten DBN basierenden Algorithmen hin-
gegen erschwert die vereinfachende Betrachtung diskreter Expressionsraten die Re-
konstruktion der zugrundeliegenden Netzwerke erheblich.

Aufgrund der vereinfachten und falschen Modellannahmen liefern die iibrigen Al-
gorithmen gerade bei groler Konnektivitit beziiglich der Sensitivitdt nur sehr un-
befriedigende Ergebnisse. Wahrend die Algorithmen Reveal und Strukturlernen in
diskreten DBN jedoch einen relativ hohen positiv pradiktiven Wert erzielen, mufl
fiir die mit dem linearen Additiven Regulationsmodell arbeitende Variante des Al-
gorithmus REM auflerdem ein unbefriedigender positiv pradiktiver Wert beobachtet
werden. Bemerkenswert ist die Tatsache, daf§ es dem Algorithmus Reveal bei einer
Konnektivitdt von 1 trotz seiner Benachteiligung aufgrund vereinfachter Modellan-
nahmen gelingt, insgesamt bessere Ergebnisse zu erzielen als alle anderen betrach-
teten Algorithmen.

Grof3e des Netzwerks

In diesem Simulationsexperiment variierte die Netzwerkgréfle IV der erzeugten Netz-
werke, um den Einflufl dieser Grofle auf die Ergebnisse der Reverse Engineering
Algorithmen zu untersuchen. Es wurden fiir jede der Netzwerkgroflien 10, 20, 30,
40 und 50 jeweils 50 zufillige Netzwerke erzeugt. Alle Netzwerke hatten eine kon-
stante Konnektivitiat von 3. Eine Ausnahme bildet die Adjazenzlisten-Konstruktion.
Das vorangegangene Experiment hat verdeutlicht, dal dieser Algorithmus bei einer
Konnektivitdt von 3 kaum noch regulatorische Zusammenhénge identifizieren kann.
Da der Einflufl der Netzwerkgrofie aber auch fiir diesen Algorithmus untersucht wer-
den sollte, wurden fiir ihn entsprechende Netzwerke mit einer Konnektivitat von 1
erzeugt.

Als Eingabe bekamen die Reverse Engineering Algorithmen fiir jedes Netzwerk eine
entsprechende Zeitreihe der jeweiligen Lange N +1 bzw. stabile Zustandsiibergangs-
daten, die die Ergebnisse aus N verschiedenen Manipulationen eines einzelnen Gens
prisentieren, iibergeben.

Die Ergebnisse dieses Simulationsexperiments findet man in Abbildung 5.3. Wie-
der sind die entsprechenden Zusammenhinge zwischen Sensitivitidt bzw. positiv
pradiktivem Wert und der Netzwerkgrofle N in Diagrammen graphisch dargestellt.
Fiir den Zusammenhang zwischen Sensitivitidt und Netzwerkgrofle fallt folgendes
auf: Die Ergebnisse der Algorithmen REM (linearer und nichtlinearer Ansatz) und
BPTT sowie des evolutiondren Algorithmus zeigen bei zunehmender Netzwerkgrofie
eine kleinere Sensitivitéit. Eine Erklarung fiir diese Beobachtung konnte der Sach-
verhalt liefern, dafl die Anzahl der prinzipiell moglichen regulatorischen Einfliisse
steigt. Da diese Algorithmen mit einem vollsténdig verkniipften Netzwerk arbeiten,
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Abbildung 5.3: Abhingigkeit von der Netzwerkgrofle N der zugrundeliegenden Netz-
werke. Jeder Datenpunkt in den Diagrammen entspricht den gemittelten Werten fiir Sensitivitét
bzw. positiv pradiktiven Wert iiber jeweils alle 50 betrachteten Netzwerke. Die Konnektivitédt der
Netzwerke betrug konstant den Wert 3. Eine Ausnahme bildet die Adjazenzlisten-Konstruktion,
deren betrachteten Netzwerke eine Konnektivitét von 1 aufwiesen. Den Algorithmen wurde jeweils
eine Zeitreihe der Linge N + 1 iibergeben.

miissen sie in gréfferen Netzwerken auch zunehmend mehr regulatorische Einfliisse
durch die Schétzung entsprechender Gewichte charakterisieren und diese geeignet in
,hull“ und , nicht-null“ klassifizieren. Dies erschwert die korrekte Charakterisierung
und Klassifizierung der Einfliisse. Die Sensitivitat sinkt. Fiir diese Erklarung spricht
auch die Tatsache, daf§ die Abnahme der Sensitivitit nicht fiir den Algorithmus
Strukturlernen in kontinuierlichen DBN beobachtet werden kann. Das kontinuierli-
che DBN, auf dem dieser Algorithmus basiert, ist am nichtlinearen Additiven Regu-
lationsmodell orientiert, und so mufl auch dieser Algorithmus geeignete Schétzer fiir
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die einzelnen Gewichte w;; spezifizieren. Im Gegensatz zu den direkt auf dem Addi-
tiven Regulationsmodell basierenden Algorithmen verbindet er aber die Schétzung
der Gewichte mit einer expliziten Suche nach einem guten Schétzer fiir die Struktur
des Netzwerks. Die Sensitivitéit seiner Ergebnisse ist deshalb unabhéngig von der
Netzwerkgrofe.

Die beschriebene Zunahme potentieller regulatorischer Einfliisse bei zunehmender
Netzwerkgrofe liefert auch eine Erklarung fiir die steigende Sensitivitat der Resultate
der Adjazenzlisten-Konstruktion. Der Anteil der tatséchlich auf eine Netzwerkkom-
ponente einwirkenden regulatorischen Einfliissse an der Menge prinzipiell moglicher
regulatorischer Einfliisse nimmt ab; die Wahrscheinlichkeit, daf§ eine Netzwerkkom-
ponente in einem Zyklus involviert ist, sinkt. Damit nimmt auch die Anzahl der fiir
den Algorithmus nachweisbaren regulatorischen Interaktionen in den betrachteten
Modellnetzwerken zu. Betriagt diese Anzahl nachweisbarer Einfliisse in den Netzwer-
ken der Grofle 10 im Schnitt nur 1.98, so steigt sie bei einer Gréfie von 30 auf 11.88
und betrigt fiir N = 50 sogar 25.5. Das Verhéltnis zwischen nachweisbaren und
existierenden regulatorischen Interaktionen steigt also, und die Sensitivitdt nimmt
zu.

Die mit diskreten Expressionsraten arbeitenden Algorithmen Reveal und Struktur-
lernen in diskreten DBN konnen ebenfalls die Sensitivitit ihrer Ergebnisse bei zu-
nehmender Netzwerkgrofle steigern. Mit der Netzwerkgrofle N nahm in diesem Ex-
periment der Umfang der verfiighbaren Simulationsdaten und damit auch die be-
reitgestellte Information iiber das dynamische Verhalten der Netzwerke linear zu.
Auch wenn die existierenden Abschétzungen 5.4 und 5.5 iiber den benétigten Da-
tenumfang des Reveal Algorithmus bei diesen Simulationen nicht verwendet werden
konnten, so lassen sie doch die Vermutung zu, daf§ dieser lediglich vom Logarithmus
der Netzwerkgrofie log(N) abhéngig ist. Dem Algorithmus wird bei steigender Netz-
werkgrofle deshalb verhéltnisméfig mehr Information fiir die Rekonstruktion des
Netzwerks bereitgestellt; die Sensitivitit seiner Ergebnisse steigt. Diese Erklarung
begriindet vermutlich auch den Anstieg der Sensitivitat des Algorithmus Struktur-
lernen in diskreten DBN.

Fiir den positiv pradiktiven Wert kann mit zunehmender Netzwerkgrofle ein expo-
nentielles Abfallen beobachten werden. Neben den korrekt identifizierten regulatori-
schen Einfliissen liefern die meisten Algorithmen also bei steigender Netzwerkgrofie
verhédltnisméfig immer mehr falsch identifizierte regulatorische Interaktionen. Auch
diese Beobachtung ist durch die mit steigender Netzwerkgrofie zunehmende Anzahl
an potentiellen regulatorischen Einfliissen und dem damit — ebenfalls exponentiell
— abfallenden Anteil von tatséchlich existierenden regulatorischen Einfliissen an der
Menge dieser prinzipiell moglichen regulatorischen Interaktionen zu erkliren®: Die

°Bei einer Konnektivitit von 3 und einer Netzwerkgrofe 10 betriigt das Verhiiltnis zwischen
tatsichlich existierenden und potentiellen regulatorischen Einfliisssen 30:100 (30%), bei N=20
60:400 (15%), bei N=30 90:900 (10%), bei N=40 120:1600 (7.5%) und bei N=50 150:2500 (6%).
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Wahrscheinlichkeit, dal ein moglicher regulatorischer Einflul im zugrundeliegenden
Netzwerk tatséchlich existiert, nimmt exponentiell mit gréflerem N ab und fithrt zu
einem entsprechend abfallenden positiv pradiktiven Wert.

Eine Ausnahme bildet hier der Algorithmus Strukturlernen in diskreten DBN. Er
zeigt bei steigender Netzwerkgrofle sogar einen leichten Anstieg des ohnehin schon
recht hohen positiv priadiktiven Wertes. Die Zunahme des verfiigharen Datenum-
fangs ermoglicht es ihm noch besser, zwischen korrekten und falschen regulatori-
schen Einfliissen zu unterscheiden.

Wieder ist der beschriebene Einflufl der Signifikanzniveaus «; und as fiir den Al-
gorithmus Reveal zu erkennen. Reveall arbeitet mit grofleren Signifikanzniveaus als
Reveal2, begeht deshalb haufiger einen Fehler 1. Art und liefert einen kleineren po-
sitiv pradiktiven Wert. Gleichzeitig ist die Irrtumswahrscheinlichkeit [ fiir einen
Fehler 2. Art geringer, und Reveall kann eine héhere Sensitivitit als Reveal?2 erzie-
len.

Auch dieses Experiment bestitigt eine deutliche Uberlegenheit des Algorithmus
Strukturlernen in kontinuierlichen DBN gegeniiber den Algorithmen, die direkt mit
dem nichtlinearen Additiven Regulationsmodell arbeiten.

Der Algorithmus REM liefert in der Gruppe der auf dem nichtlinearen Additiven
Regulationsmodell basierenden Algorithmen ebenfalls wiederum die schlechteren Er-
gebnisse. Der evolutiondre Algorithmus kann hier vor allem beziiglich des positiv
pradiktiven Wertes gegen den Algorithmus BTPP iiberzeugen.

Wie bereits im vorangegangenen Experiment begriindet, konnen die Ergebnisse der
Algorithmen REM (nichtlinearer Ansatz), BPTT, Strukturlernen in kontinuierlichen
DBN sowie des evolutiondren Algorithmus nicht mit den Ergebnissen der iibrigen Al-
gorithmen verglichen werden. Bei den mit diskreten Netzwerkmodellen arbeitenden
Algorithmen zeichnet sich der Algorithmus Strukturlernen in diskreten DBN durch
einen sehr hohen positiv pradiktiven Wert aus. Allerdings gelingt es dem Reveal Al-
gorithmus besser, die Sensitivitéit seiner Ergebnisse mit zunehmender Netzwerkgrofie
zu steigern. Selbst bei grofien Netzwerkgrofien reicht die mit den Daten bereitgestell-
te Information fiir den Algorithmus Strukturlernen in diskreten DBN kaum aus, um
regulatorische Einfliisse zu identifizieren; er kann nur eine recht kleine Sensitivitét
vorweisen. Dem Algorithmus REM (linearer Ansatz) ist es vor allem aufgrund eines
recht kleinen positiv pradiktiven Wertes nicht moglich, sich gegen die beiden mit
diskreten Expressionsraten arbeitenden Algorithmen durchzusetzen.

Die Ergebnisse fiir den Algorithmus Adjazenzlisten- Konstruktion stiitzen die im vor-
angegangenen Experiment beschriebene Annahme, dafl dieser Algorithmus bei der
Arbeit mit realen Expressionsdaten aufgrund einer sehr viel hoheren Netzwerkgrofie
realer genetischer Netzwerke durchaus brauchbare Ergebnisse liefern kann. Auch die-
ser Algorithmus liefert unabhéngig von der Netzwerkgrofie einen sehr hohen positiv
pradiktiven Wert. Seine Ergebnisse konnen nicht in den Vergleich der Algorithmen
einbezogen werden, da die von ihm betrachteten Modellnetzwerke lediglich eine Kon-
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nektivitdt von 1 aufwiesen, wahrend alle anderen Algorithmen mit Netzwerken der
Konnektivitat 3 arbeiteten.

Umfang der gegebenen Daten — Zeitreihe

Um die Abhéngigkeit der Reverse Engineering Methoden von der Anzahl gegebener
Zustandsiibergénge zu untersuchen, wurden 100 zufallige Modellnetzwerke erzeugt.
Sie bestanden aus je 20 Netzwerkkomponenten und wiesen eine konstante Konnek-
tivitdt von 3 auf. Anschlieend iiberpriifte dieses Simulationsexperiment, inwieweit
es den einzelnen Algorithmen gelang, diese 100 Modellnetzwerke mit einer in der je-
weiligen fehlerbehafteten Zeitreihe zur Verfiigung gestellten Anzahl M beobachteter
Zustandsiibergéinge von 6, 11, 16, 21, 35, 50, 75 bzw. 100 zu rekonstruieren. Nicht
betrachtet wurde hier die Adjazenzlisten-Konstruktion. Dieser Algorithmus arbeitet
nicht mit einer Zeitreihe, sondern mit stabilen Zustandsdaten, die die Ergebnisse
aller N moglichen Manipulationen einer einzelnen Netzwerkkomponente charakteri-
sieren miissen.

Die aus dieser Untersuchung resultierenden Ergebnisse sind in Abbildung 5.4 zu fin-
den. Das obere Diagramm beschreibt hier die Abhéngigkeit der iiber alle 100 Netz-
werke gemittelten Sensitivitdt von der Anzahl verfiigbarer Zustandsiibergénge. Ana-
log stellt das untere Diagramm die Abhéngigkeit des gemittelten positiv pradiktiven
Wertes vom Datenumfang dar.

Wie zu erwarten, lieferten die Algorithmen — bis auf einige Ausnahmen — mit zu-
nehmendem Datenumfang M bessere Ergebnisse; sie konnen sowohl die Sensitivitéat
als auch den positiv pradiktiven Wert steigern. Der Anstieg erfolgt dabei im all-
gemeinen logarithmisch. Speziell fiir die Algorithmen, die auf dem nichtlinearen
Additiven Regulationsmodell bzw. auf dem an diesem Modell orientierten kontinu-
ierlichen DBN basieren, liegt dies zum einen daran, dafl das von diesen Algorithmen
zur Bestimmung des Schétzers der Gewichtsmatrix W zu losende Gleichungssystem
(siche Gleichung 3.34) unterbestimmt ist, wenn weniger als N + 1 beobachtete Zu-
standsiibergénge vorliegen. Zusétzlich beobachtete Zustandsiibergédnge bis zu einem
Datenumfang von N + 1, in diesem speziellen Fall also 21, liefern deshalb beson-
ders viel Information iiber das dynamische Verhalten des Systems, erlauben so eine
wesentlich genauere Schitzung und Klassifizierung der Gewichte w;;, und es ist ein
relativ hoher Anstieg der beiden Grofien Sensitivitdt und positiv pradiktiver Wert
zu verzeichen. Eine weitere Zunahme des Datenumfangs kann, vor allem bei fehler-
behafteten Daten, weitere Verbesserungen bringen, die aber geringer ausfallen. Der
eigentliche Hauptgrund dafiir, dafl sich die Ergebnisse dieser und auch der iibrigen
Algorithmen gerade bei groflerem Datenumfang kaum noch verbessern, ist aber auf
die Arbeit mit Zeitreihen zuriickzufithren. Bei der Generierung dieser wurde zwar
sichergestellt, dafl die Netzwerke bis zu dem Zeitpunkt N + 1 nicht in einen At-
traktor gelangten und die jeweils zugehorige Zeitreihe somit N + 1 unterschiedliche
Systemzustéinde reprisentiert. Das Verhalten der Netzwerke zu einem spéteren Zeit-
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Abbildung 5.4: Abhsingigkeit vom Umfang M der gegebenen Daten — Zeitreihe. Jeder
Datenpunkt in den Diagrammen entspricht den gemittelten Werten fiir Sensitivitdt bzw. positiv
pradiktiven Wert {iber jeweils alle 100 betrachteten Netzwerke. Alle Netzwerke bestanden aus 20
Netzwerkkomponenten; ihre Konnektivitédt betrug konstant den Wert 3.

punkt wurde aber nicht iiberpriift. Es ist jedoch sehr wahrscheinlich, dafl viele von
ihnen noch vor einer Anzahl von 100 Zeitschritten in einen Attraktor gelangen.
Der Verlauf der Kurven lé3t vermuten, daf§ die Netzwerke im Schnitt bereits nach
35 Zeitschritten einen Attraktor erreicht hatten. Ab diesem Zeitpunkt werden nur
noch die Attraktorzustdnde beobachtet und das Verhalten des Systems im Attrak-
tor wiederholt protokolliert. Eine weitere Betrachtung des Systems liefert deshalb
keine neuen Systemzustinde und somit auch keine neuen Informationen iiber sein
dynamisches Verhalten. Die wiederholte Beobachtung bestimmter Systemzusténde
im Attraktor eines Netzwerks kann sich sogar negativ auf seine Rekonstruktion aus-
wirken. Fiir den Algorithmus Strukturlernen in DBN — sowohl bei der Arbeit mit
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einem kontinuierlichen DBN als auch bei der Verwendung eines diskreten DBN — ist
ab einem Datenumfang von 35 ein leichtes Abfallen des positiv pradiktiven Wertes
zu beobachten; im Falle des evolutiondren Algorithmus zeigt sich ein dhnliches Ver-
halten beziiglich der Sensitivitét.

Ein auffallendes Verhalten weist der Algorithmus Reveal auf. Es gelingt ihm bei
steigendem Datenumfang wesentlich besser, die im zugrundeliegenden Netzwerk exi-
stierenden regulatorischen Einfliisse zu identifizieren als den anderen Algorithmen.
Selbst bei einem Datenumfang ab 35 Zustandsiibergéngen nimmt die Sensitivitéit
weiter zu. Wie eben erklart, erreichen die betrachteten Netzwerke im Durchschnitt
bereits zu einem frithen Zeitpunkt einen Attraktor und eine weitere Beobachtung
des Systems liefert wiederholend bestimmte Attraktorzustinde des Systems. Im Ge-
gensatz zu allen anderen Algorithmen ist Reveal in der Lage, auch aus diesen Beob-
achtungen Information zu gewinnen und die Sensitivitéit weiter zu steigern.
Allerdings werden durch die wiederholte Beobachtung bestimmter Systemzustédnde
auch Zusammenhénge vorgetéauscht, die eigentlich nicht existieren. Dies ist ein Grund
dafiir, dal der Algorithmus mit zunehmendem Datenumfang immer mehr falsch po-
sitive regulatorische Zusammenhénge identifiziert und der positiv préadiktive Wert
erheblich sinkt.

Ein anderer Grund fiir dieses beobachtete Abfallen des positiv priadiktiven Wertes ist
auf eine grundlegende Eigenschaft des Algorithmus zuriickzufithren: Die in dieser Ar-
beit verwendete Implementation von Reveal ist eine Erweiterung des urspriinglichen
Reveal Algorithmus, die von [42] an die Arbeit mit fehlerbehafteten Daten angepaft
wurde®. Zur Identifizierung von regulatorischen Einfliissen arbeitet diese Variante
mit statistischen Tests. Mit zunehmendem Datenumfang lassen sich existierende
regulatorische Einfliisse besser nachweisen. Der erste Test, der iiberpriift, ob eine
Menge X von Inputelementen Information auf ein Outputelement {ibertriagt, fallt
zunehmend ofter positiv aus. Dies bewirkt eine haufigere Ausfithrung des zweiten
Tests, der im Anschlufl an den ersten Test fiir jedes Inputelement einer positiv ge-
testeten Menge X untersucht, ob es tatsédchlich an der Informationsiibertragung
beteiligt ist. Bei jeder einzelnen Ausfithrung dieses zweiten Tests begeht der Algo-
rithmus mit einer Irrtumswahrscheinlichkeit o einen Fehler 1. Art, lehnt eine richti-
ge Nullhypothese ab und identifiziert filschlicherweise einen regulatorischen Einfluf3
des getesteten Inputelements auf das entsprechende Outputelement. Die Irrtums-
wahrscheinlichkeit o gesam: insgesamt, bei der mehrfachen Ausfithrung dieses Tests
einen solchen Fehler 1. Art zu begehen, vergroflert sich mit steigender Anzahl der
Ausfithrungen; der positiv priadiktive Wert sinkt’.

Speziell fiir den evolutiondren Algorithmus fallt auf, dafi er beziiglich der Sensitivitét
weniger vom Datenumfang und in Bezug auf den positiv pradiktiven Wert mehr vom
Datenumfang abhéingt als die anderen beiden mit dem nichtlinearen Additiven Regu-

6Siehe Abschnitt Der Algorithmus in 3.2.1.
"Siehe Abschnitt Limitationen in 3.2.1.
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lationsmodell arbeitenden Algorithmen. Dieses Ergebnis kann mit Hilfe der von ihm
verwendeten Fitnefifunktion (siehe Gleichung 3.38) begriindet werden: Ein grofierer
Datenumfang fiithrt auch zu einem groferen Unterschied zwischen der Fitnefl zwei-
er qualitativ unterschiedlicher Individuen. Mit steigendem Datenumfang wird der
Selektionsdruck in der Population also groBer, und gute Schétzer der Gewichte w;;
konnen sich besser gegen schlechte Schétzer durchsetzen. Zusétzliche Informatio-
nen helfen damit hier primér, schlechte Schétzer zu eliminieren und so den positiv
pradiktiven Wert zu steigern. Nur als Folge davon gelingt es dem Algorithmus dann
bei steigendem Datenumfang besser, aus den sich durchsetzenden guten Schétzern
neue, noch bessere Schitzer zu bilden und die Sensitivitiat zu steigern.

Auch fiir den BPTT Algorithmus ist anfénglich eine Zunahme der Sensitivitdat und
des positiv pradiktiven Wertes zu verzeichnen. Schon ab einem Datenumfang von 21
gegebenen Zustandsiibergédngen fallen beide Gréflen — im Gegensatz zu den anderen,
an dem Additiven Regulationsmodell orientierten Algorithmen — aber erheblich ab.
Die zu einem Netzwerk gegebene Zeitreihe beschreibt eine bestimmte Trajektorie
des Systems. Fiir jeden beobachteten Zeitpunkt wird die dem Algorithmus zugrun-
deliegende Feedforward-Netzwerkarchitektur um eine Schicht erweitert. Aufgabe des
BPTT Algorithmus ist es, die Gewichte dieses neuronalen Netzwerks iterativ anzu-
passen und ihm damit das gegebene zeitliche Verhalten zu erlernen. Die schlechteren
Ergebnisse bei zunehmendem Datenumfang kénnen dadurch erkléart werden, daf ei-
ne steigende Lénge der gegebenen Trajektorie und damit eine steigende Anzahl an
Netzwerkschichten mehr Iterationen erfordert, um das neuronale Netzwerk entspre-
chend gut anzupassen. Bei der speziellen Anwendung des BPTT Algorithmus in die-
ser Arbeit wurde nach konstant 2000 Iterationen der Lernprozefl beendet. Kiirzere
Trajektorien kénnen in dieser Spanne besser erlernt werden.

Sicherlich iiben auch hier die beschriebenen Probleme, die durch die wiederholte
Beobachtung der Attraktorzusténde in den Zeitreihen entstehen, einen negativen
EinfluB auf den Reverse Engineering Prozef} aus.

Die Erkenntnisse aus den vorangegangenen Experimenten iiber den Vergleich der
Algorithmen konnten in diesem Experiment im grofien und ganzen bestétigt werden:
Der Algorithmus Strukturlernen in kontinuierlichen DBN erzielte auch hier bessere
Ergebnisse als die mit dem Additiven Regulationsmodell arbeitenden Algorithmen.
In der Gruppe dieser Algorithmen lieferten zumindest bei kleinem Datenumfang
der Algorithmus BPTT und der evolutiondre Algorithmus bessere Ergebnisse als der
Algorithmus REM (nichtlinearer Ansatz). Zu beriicksichtigen sind hier allerdings die
Probleme, die fiir den Algorithmus BPTT bei grofem Datenumfang entstehen.

Die mit diskreten Expressionsraten arbeitenden Algorithmen Reveal und Struktur-
lernen in diskreten DBN liefern beide nur unbefriedigende Ergebnisse. Wahrend Re-
veal bei groem Datenumfang zwar viele regulatorische Einfliisse identifizieren kann,
liefert er nur einen sehr kleinen positiv pradiktiven Wert. Neben den tatséchlich exi-
stierenden identifizierten Einfliissen modelliert er also auch sehr viele Einfliisse, die
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im zugrundeliegenden Netzwerk nicht existieren. Im Gegensatz dazu begeht der Al-
gorithmus Strukturlernen in diskreten DBN nur wenige derartige Fehler und erzielt
einen hohen positiv pradiktiven Wert. Allerdings reicht selbst bei grofem Datenum-
fang die darin zur Verfiigung gestellte Information fiir den Algorithmus nicht aus,
und er kann nur sehr wenige regulatorische Einfliisse des zugrundeliegenden Netz-
werks identifizieren. Wieder sind die Ergebnisse dieser beiden Algorithmen aber
insgesamt besser als die des Algorithmus REM bei der Arbeit mit einem linearen
Additiven Regulationsmodell.

Umfang der gegebenen Daten — Zustandsiibergangsdaten

Eine mit Hilfe von Expressionsexperimenten generierte Zeitreihe beschreibt ein spe-
zielles dynamisches Verhalten des zugrundeliegenden Netzwerks und liefert damit
prinzipiell weniger Information iiber die Dynamik des Netzwerks als unabhéngige
Beobachtungen von Zustandsiibergéngen, die verschiedene dynamische Prozesse ein-
beziehen. Ein weiteres Problem bei der Arbeit mit Zeitreihen verdeutlichte das vor-
angegangene Experiment: Die meisten zur Generierung der Simulationsdaten er-
zeugten zufilligen Netzwerke gelangten, ausgehend von einem beliebig gewéhlten
Startzustand, zu einem bestimmten Zeitpunkt in einen Attraktor. Es konnten dann
keine neuen Netzwerkzustédnde beobachtet werden. Die jeweiligen Zeitreihen proto-
kollieren ab diesem Zeitpunkt wiederholt das dynamische Verhalten der Netzwerke
im Attraktor und konnen keine zusétzlichen Informationen fiir die Rekonstruktion
der Netzwerke mehr liefern.

Dieser Sachverhalt stellt auch in der Praxis ein Problem dar. Oftmals befindet sich
das Genregulationsnetzwerk der zu untersuchenden Zellen bereits in einem Attrak-
tor, und es kann mit Hilfe von Expressionsexperimenten nur das dynamische Ver-
halten des Netzwerks in diesem speziellen Attraktor charakterisiert werden. Die
dabei beobachteten Zustandsiibergénge liefern zu wenig Information fiir die Rekon-
struktion eines Genregulationsnetzwerks. Abhilfe schaffen kann hier die transiente
Storung des Systems durch eine Variation von extra- und intrazelluldren Einflu3-
faktoren sowie durch transiente Manipulationen bestimmter Gene, die das Genre-
gulationsnetzwerk in einen neuen Zustand fithren kann [49]. Wichtig dabei ist, da8
die regulatorischen Zusammenhéinge des Netzwerks nicht verdndert werden. Nach
einer Storung gelangt das Netzwerk in einem bestimmten Zeitraum entweder in
den gleichen Attraktor, der bereits vor der Storung vorlag, oder in einen neuen At-
traktor. Tritt letzteres ein, konnen Informationen {iber einen neuen dynamischen
Prozel des Netzwerks gewonnen werden. Mit Hilfe mehrerer derartiger Stérungen
und dem anschliefenden Protokollieren des zeitlichen Expressionsverhaltens konnen
unterschiedliche, kurze Zeitreihen generiert werden. In Kombination miteinander
liefern diese eine grofle Menge an unterschiedlichen Zustandsiibergéngen des Netz-
werks und stellen so mehr Information fiir die Rekonstruktion des Netzwerks zur
Verfiigung [13].
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Dieses Experiment soll einen Eindruck vermitteln, inwieweit die Ergebnisse des vor-
angegangenen Experiments verbessert werden kénnen, wenn man den Informations-
gehalt der generierten Daten durch die Durchfithrung von Stérungen gezielt stei-
gert. Es wurde dazu idealisiert mit Zustandsiibergangsdaten gearbeitet, die jeweils
6, 11, 16, 21, 35, 50, 75 bzw. 100 unterschiedliche, unabhéngige Zustandsiibergéinge
charakterisieren. Sie liefern somit die maximale Information iiber das dynamische
Verhalten des zugrundeliegenden Systems, die eine Menge von Zustandsiibergéngen
des jeweiligen Umfangs M iiberhaupt enthalten kann. Die den Simulationsdaten zu-
grundeliegenden Netzwerke waren die gleichen, die auch schon zur Generierung der
Zeitreihen im vorangegangenen Experiment dienten.

Die erzielten Ergebnisse der Algorithmen sind in Abbildung 5.5 dargestellt. Nicht
betrachtet wurde hier der BPTT Algorithmus — als Eingabe erwartet dieser Algo-
rithmus explizit eine Zeitreihe.

Die mit dem Additiven Regulationsmodell bzw. mit dem kontinuierlichen DBN ar-
beitenden Algorithmen zeigen grundsétzlich dasselbe Verhalten wie auch bei der
Arbeit mit einer Zeitreihe: Bei zunehmendem Datenumfang steigt sowohl die Sen-
sitivitat als auch der positiv pradiktive Wert logarithmisch an. Allerdings fallen die
jeweiligen Werte fiir Sensitivitéit und positiv priadiktiven Wert hier hcher aus. Dies
kann mit Hilfe der Tabelle 5.2 nachvollzogen werden, in der die Ergebnisse der Algo-
rithmen in beiden Experimenten vergleichend zusammenfafit sind. Schon bei einem
kleinen Datenumfang von bis zu 21 Zustandsiibergéingen, bei dem auch die Zeitrei-
he unterschiedliche Zustandsiibergénge garantiert, ist dieser Trend zu erkennen. Bei
zunehmendem Datenumfang zeigt sich die Uberlegenheit der Ergebnisse aus der Ar-
beit mit Zustandsiibergangsdaten immer deutlicher. Auch bei grolem Datenumfang
stehen den Algorithmen jetzt neue Informationen iiber das dynamische Verhalten
eines Netzwerks zur Verfiigung, und sie konnen ihre Ergebnisse weiter verbessern.
Dies war bei der Arbeit mit einer Zeitreihe nicht moglich, da diese den Algorith-
men ab einem bestimmten Zeitpunkt, zu dem das betreffende Netzwerk in einem
Attraktor angelangt war, keine neuen Informationen liefern konnte.

Noch besser zeigt sich der schon im vorangegangenen Experiment beobachtete Sach-
verhalt, daf} der evolutiondre Algorithmus vor allem beziiglich des positiv pradiktiven
Wertes deutlich mehr vom Datenumfang abhéngig ist als die anderen Algorithmen
dieser Gruppe.

Fiir den Algorithmus Reveal kann analog zur Arbeit mit Zeitreihen auch in diesem
Experiment bei steigendem Datenumfang eine Zunahme der Sensitivitédt verzeich-
net werden. Die entsprechenden Werte fallen hier aber etwas geringer aus (verglei-
che in Tabelle 5.2). Bei der Diskretisierung der Simulationsdaten kénnen Fehler
und Inkonsistenzen entstehen, die es dem Algorithmus erschweren, regulatorische
Zusammenhénge zwischen den Netzwerkkomponenten zu identifizieren. Die gegebe-
nen Zustandsiibergangsdaten enthalten eine groflere Anzahl unterschiedlicher Sy-
stemzustdande als die gegebene Zeitreihe, die aus vielen gleichen oder zumindest
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Abbildung 5.5: Abhiingigkeit vom Umfang der gegebenen Daten - Zu-

standsiibergangsdaten. Jeder Datenpunkt in den Diagrammen entspricht den gemittelten Wer-
ten fiir Sensitivitdt bzw. positiv priadiktiven Wert iiber jeweils alle 100 betrachteten Netzwerke.
Alle Netzwerke bestanden aus 20 Netzwerkkomponenten; ihr Konnektivitit betrug konstant den
Wert 3.

dhnlichen kontinuierlichen Netzwerkzustéinden besteht. Deshalb kénnen bei der Dis-
kretisierung der Zustandsiibergangsdaten im Vergleich zu der Zeitreihe auch mehr
Fehler und Inkonsistenzen entstehen. Die Identifizierung von Zusammenhéngen ist
dann schwerer.

Im Vergleich zum vorangegangenen Experiment kann Reveal hier aber einen wesent-
lich hoheren positiv pradiktiven Wert liefern und damit deutlich bessere Ergebnisse
erzielen. Gerade die Implementierung Reveal2, welche mit kleineren Signifikanzni-
veaus arbeitet als Reveall, kann auch bei groBem Datenumfang einen recht hohen
positiv pradiktiven Wert vorweisen. Allerdings bleibt eine leichte Abnahme des po-
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6 1 16 21 35 50 75 100
Sens | ppW | Sens | ppW | Sens ! ppW | Sens | ppW | Sens ! ppW | Sens ! ppW | Sens | ppW | Sens ! ppW
0.07: 0.50| 0.16: 0.50 | 0.23: 0.47 [ 0.29: 0.42| 0.39: 0.34| 0.48: 0.26 [ 0.56 : 0.21 | 0.60 ! 0.20
Reveall [F----1 R SLoEt P SRR P SRR R SRR P SRR P SRR P SRR PR
0.04:0.41|0.08:0.53|0.15: 0.57 [ 0.22: 0.55| 0.37 : 0.50 | 0.44 : 0.51 | 0.52: 0.52| 0.57 : 0.52
0.00: - [004:080]|0.11:069|0.16:0.62|0.28:0.45|0.36:0.34|0.48:0.26 053023
Reveal2 [----1 R CaLes R R R R R R R EREEE P LR R LR R
0.00: - |0.02:0.80|0.04:0.81[0.09:092]|023:0.85]|0.31:0.83|0.41:0.87|0.47:0.89
Strukturlernen in (| 0% : 048 0-113 9671 0-14: 0.71| 017 076 019, 0.78| 02 : 0.77| 0.21: 0.76] 9221 9.74
diskreten DBN |l 131 0.30| 0.06} 0.6 | 0.09: 0.82| 011} 0.87 | 0.16} 0.98 | 0.19} 0.99 | 0.22} 1.00| 0.26 } 1.00
REM - lineares 0.13:0.17| 0.19: 0.18] 0.25: 0.19| 0.27: 0.23| 0.35: 0.25] 0.36: 0.25| 0.36: 0.25| 0.38 ! 0.25
Additives ~ [F----- RS S CHRRI A CHURE A CHURR AR CHURR A CHURR AR CHURR AR R
Regulationsmodell [ 0.16:0.17 | 0.20: 0.19 | 0.28 : 0.21 0.34: 0.26 | 0.49: 0.29 | 0.55: 0.31] 0.57 : 0.31 | 0.57 : 0.33
REM - nichtlineares |[ 0.14:0.18| 0.22: 0.20| 0.30: 0.24 [ 0.37 1 0.28 | 0.47: 0.32| 0.48: 0.32| 0.49: 0.31| 0.49: 0.31
Additives  [F----- R CaLEs R T R TN R T R T R T R R RN
Regulationsmodell [ 0.16:0.18 | 0.26:0.22| 0.41: 0.28 | 0.55: 0.35( 0.70: 0.36 [ 0.73: 0.35] 0.76 : 0.36 | 0.76 : 0.38
Evolutiongrer | %4%; 17| 045: 028 0.5 £ 0.5 057 0.99] 053 ; 049 0:52; 044 | 0.57; 044 059 9%
Algorithmus 0.47:0.16| 0431029 | 0.51:040(055:049|059:061|061:0.68|061:074|061:0.78
Strukturlernen in (| %341 0-99) 0.2 947] 059 0.5 | 067 050|064 0.57] 0.640.90] 0.69 049 9651 948
kontinuierlichen DBN || 3 ! 04 | 0531 0.47| 0631 0.49| 067 050|074 052|077} 055| 0.80 0.57 | 0.81+ 0.5

Tabelle 5.2: Tabellarischer Vergleich der Ergebnisse aus den Experimenten zur Un-
tersuchung der Abhingigkeit vom Datenumfang. Die obere Zeile liefert die Ergebnisse des
betreffenden Algorithmus aus der Arbeit mit Zeitreihen. Vergleichend dazu listet die untere Zeile
die Ergebnisse aus der Arbeit mit Zustandsiibergangsdaten auf.

sitiv pradiktiven Wertes bei zunehmendem Datenumfang bestehen — diese resultiert
aus der bereits im vorangegangenen Experiment beschriebenen Zunahme der mul-
tiplen Irrtumswahrscheinlichkeit s gesamt. Ein noch kleineres Signifikanzniveau o
konnte dieses Abfallen des positiv pradiktiven Wertes verhindern.

Das Verhalten des Algorithmus Strukturlernen in diskreten DBN ist seinem Verhal-
ten im vorangegangenen Experiment dhnlich. Die in den Zustandsiibergangsdaten
enthaltenen zusétzlichen Informationen bringen hier fiir eine Verbesserung der Sen-
sitivitdt nur recht kleine Erfolge. Fiir einen kleinen Datenumfang miissen sogar
geringfiigig schlechtere Ergebnisse beobachtet werden (siehe Tabelle 5.2). Verant-
wortlich dafiir sind vermutlich die bereits fiir den Algorithmus Reveal geschilderten
Griinde.

Dafiir konnen die in den Zustandsiibergangsdaten enthaltenen zusétzlichen Informa-
tionen aber den bereits bei der Arbeit mit Zeitreihen recht hohen positiv pradiktiven
Wert erheblich steigern. Bei zunehmendem Datenumfang identifiziert der Algorith-
mus jetzt kaum noch falsche regulatorische Einfliisse.

Zusammenfassend zeigt dieses Simulationsexperiment deutlich die Vorteile der Ar-
beit mit unabhéngigen Zustandsiibergangsdaten gegeniiber der Verwendung von
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Zeitreihen. Natiirlich sind unabhéngige Zustandsiibergangsdaten fiir praktische An-
wendungen eher unrealistisch. Man sollte jedoch versuchen, durch eine geeignete
Variation von extra- und intrazelluldaren EinfluBfaktoren oder durch transiente Ma-
nipulationen bestimmter Gene unterschiedliche dynamische Prozesse des Genregu-
lationsnetzwerks zu erfassen und damit moglichst viele Informationen iiber das dy-
namische Verhalten des Systems zu generieren.

Die Abhéngigkeit vom Datenumfang M wird im Vergleich zum vorangegangenen Ex-
periment noch deutlicher. Ein sehr grofler Datenumfang ist notwendig, um méoglichst
viele regulatorische Interaktionen in dem betrachteten Genregulationsnetzwerk zu
identifizieren und dabei moglichst wenige Fehler zu begehen.

Mefifehler in den Daten

Expressionsdaten aus biologischen Experimenten unterliegen immer gewissen Mef3-
fehlern. In den bisherigen Experimenten waren die Simulationsdaten deshalb wie in
Abschnitt 5.1.2 beschrieben, mit einem Fehler versehen. Mit diesem Simulationsex-
periment sollte nun untersuchen werden, wie sich fehlerbehaftete Daten auf die von
den verschiedenen Reverse Engineering Methoden erzielten Ergebnisse auswirken.
Zur Generierung der Simulationsdaten wurde mit denselben Netzwerken gearbeitet
wie in den vorangegangenen beiden Simulationsexperimenten — sie bestanden aus
jeweils 20 Netzwerkkomponenten und besaflen eine konstante Konnektivitdt von
3. Eine Ausnahme bildet hier wieder die Adjazenzlisten-Konstruktion. Da dieser
Algorithmus bei einer Konnektivitdt grofler 1 aufgrund von auftretenden Zyklen
kaum noch regulatorische Zusammenhénge identifizieren kann und der Einflu} von
Meffehlern damit nicht nachweisbar ist, wurde fiir diesen Algorithmus auf Netzwerke
mit einer Konnektivitdt von 1 zuriickgegriffen.

Die den Reverse Engineering Algorithmen iibergebenen Zeitreihen charakterisierten
das dynamische Verhalten des jeweils zugrundeliegenden Netzwerks wieder durch
21 verschiedene Zustandsiibergénge. Dem Algorithmus Adjazenzlisten- Konstruktion
muflten stabile Zustandsdaten iibergeben werden.

Die Rekonstruktion der Netzwerke erfolgte zunéchst mit fehlerfreien Simulationsda-
ten. Bei einer anschlieBenden Wiederholung wurden die Simulationsdaten mit einem
normalverteilten Fehler versehen. Die fiir die Erzeugung des Fehlers verwendete Feh-
lerrate betrug anfinglich 5% und erhohte sich dann schrittweise auf 10%, 20% bzw.
30%. Analog stieg der maximale Fehler error; mq., der einer Expressionsrate z;(t)
zugefiigt werden durfte, von 5% auf 10%, 20% bzw. 30% des wahren Wertes x;(t).

Die graphische Darstellung der Ergebnisse ist in Abbildung 5.6 zu finden. Es ergeben
sich folgende Beobachtungen:

Der den Daten zugefiigte Fehler hat vor allem auf die Ergebnisse der Algorithmen
REM (nichtlinearer Ansatz), BPTT und Strukturlernen in kontinuierlichen DBN
sowie auf den evolutiondren Algorithmus erkennbare Auswirkungen. Da diese Algo-
rithmen mit dem nichtlinearen Additiven Regulationsmodell bzw. dem an diesem
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Abbildung 5.6: Abhingigkeit von MefBfehlern. Jeder Datenpunkt in den Diagrammen ent-
spricht wieder den {iber jeweils alle 100 betrachteten Netzwerke gemittelten Werten fiir Sensitivitét
bzw. positiv priadiktiven Wert. Alle betrachteten Netzwerke hatten eine konstante Netzwerkgrofie
N von 20 und eine konstante Konnektivitdt & von 3. Eine Ausnahme bildet die Adjazenzlisten-
Konstruktion, deren betrachteten Netzwerke eine Konnektivitét von 1 aufwiesen. Den Algorithmen
wurde jeweils eine Zeitreihe aus 21 Zustandsiibergéingen bzw. stabile Zustandsdaten iibergeben.

Modell orientierten kontinuierlichen DBN arbeiten, auf dessen Basis auch die Simu-
lationsdaten erzeugt wurden, beeintriachtigen fehlerbehaftete Daten hier die Rekon-
struktion des Netzwerks zum Teil erheblich.

Die stiarkste Abhéngigkeit zeigt der Algorithmus REM bei der Arbeit mit einem
nichtlinearen Additiven Regulationsmodell. Neben den Meffehlern wirken hier le-
diglich Probleme bei der empirischen Bestimmung der maximalen Expressionsraten®
erschwerend auf die Rekonstruktion der zugrundeliegenden Netzwerke. Der evolu-

8Sieche Abschnitt Limitationen in 3.4.1.
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tiondre Algorithmus, der BPTT Algorithmus und auch der Algorithmus Struktur-
lernen in kontinuierlichen DBN koénnen bei der Suche nach einem guten Schétzer
fiir die Gewichtsmatrix W bzw. nach einem guten Schétzer der wahren Struktur
G in einem lokalen Optimum stecken bleiben. Sowohl fiir den ewvolutiondren Algo-
rithmus als auch fiir den BPTT miissen auflerdem algorithmusspezifische Parameter
geeignet festgelegt werden. Diese Probleme wirken sich neben Meflfehlern und falsch
bestimmten maximalen Expressionsraten zusétzlich negativ auf die Rekonstruktion
der Netzwerke aus. Der EinfluB von Mefifehlern fallt hier deshalb geringer aus als
bei dem REM Algorithmus. Vor allem fiir den BPTT ist nur eine minimale Feh-
lerabhéngigkeit zu erkennen.

Auch fiir die Adjazenzlisten-Konstruktion kann eine Abhéngigkeit von MefBfehlern
nachgewiesen werden. Hier erschweren fehlerhafte Daten die Konstruktion einer Fr-
reichbarkeitsliste. Die Wahrscheinlichkeit, bei der Durchfithrung des dafiir verwen-
deten statistischen Tests einen Fehler zu begehen, steigt mit zunehmend gréfleren
Meffehlern. Falsche Eintrage in der Erreichbarkeitsliste fithren zu falschen Eintrigen
in der daraus konstruierten Adjazenzliste; die Sensitivitdt und der positiv pradiktive
Wert sinken.

Fiir die Algorithmen Reveal, Strukturlernen in diskreten DBN und REM (linearer
Ansatz) ist ein EinfluB von Mefifehlern dagegen kaum nachweisbar. Diese Algo-
rithmen arbeiten bei der Modellierung von regulatorischen Einfliilssen mit verein-
fachenden und falschen Modellannahmen, was die Identifizierung solcher Einfliisse
erschwert und die Ergebnisse dieser Algorithmen erheblich beeintréchtigt. Im Ver-
gleich dazu fallt der negative Einflufl von Meffehlern sehr gering aus und ist hier
deshalb praktisch nicht erkennbar.

Ist ein Einflul der Mefifehler auf die Giite der Ergebnisse fiir einen Algorithmus
nachweisbar, dann wird er vor allem deutlich, nachdem den Simulationsdaten ein
Fehler mit einer Fehlerrate von 5% zugefiigt wurde. Ein weiteres Ansteigen der Feh-
lerrate hat dagegen oftmals nur noch relativ geringe Auswirkungen.

Aus diesem Simulationsexperiment 148t sich folgende Schluflfolgerung ziehen: Verein-
fachende und falsche Modellannahmen erschweren die korrekte Identifizierung von
regulatorischen Einfliissen erheblich. Es konnte gezeigt werden, dafl der negative
Einflufl von Mefifehlern dagegen sehr gering ausfillt.

Alle in dieser Arbeit betrachteten Reverse Engineering Methoden abstrahieren bei
der Modellierung von regulatorischen Einfliissen von der biologischen Realitét. Vor
allem betrachten sie nur die mRNA-Konzentrationen der Gene und modellieren ver-
einfachend den Einflul verschiedener, aus der Expression bestimmter Gene her-
vorgegangener Proteine auf die Transkription eine Gens durch einen Einflufl der
entsprechenden mRNA-Konzentrationen dieser Gene. Fiir die mit dem Additiven
Regulationsmodell arbeitenden Reverse Engineering Algorithmen ergeben sich wei-
terhin falsche Modellannahmen aus der Unterstellung, dafl die einzelnen Einfliisse
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verschiedener Gene auf die Expression eines Gens alle additiv und unabhéngig wir-
ken. Die Algorithmen Reveal und Strukturlernen in diskreten DBN arbeiten ver-
einfachend mit diskreten Expressionsstérken. Diese vereinfachten und auch falschen
Betrachtungsweisen der Algorithmen werden bei der Arbeit mit realen Expressions-
daten die Identifizierung von regulatorischen Einfliissen erheblich erschweren, so daf3
der negative Einflufl von Mefifehlern dagegen wahrscheinlich relativ gering ausfallen
wird.

Eine Ausnahme bildet die Adjazenzlisten-Konstruktion. Das ihr zugrundeliegende
Netzwerkmodell — ein gerichteter Graph — betrachtet lediglich die Struktur des Netz-
werks und trifft iiber dessen Dynamik keine Annahmen. Die Ergebnisse dieses Algo-
rithmus hiangen wesentlich davon ab, wie korrekt die Erreichbarkeitsliste konstruiert
werden konnte. Wie beschrieben fithren groflere Meffehler zu haufigeren Fehlent-
scheidungen bei der Konstruktion der Erreichbarkeitsliste und zu einer grofleren
Anzahl an falschen oder fehlenden Eintrdgen. Der negative Einflul von Meffehlern
wird also auch bei der Arbeit mit realen Expressionsdaten Auswirkungen auf die
von dieser Methode erzielten Ergebnisse zeigen.

Standardabweichungen der Ergebnisse

Die bisher beschriebenen Simulationsexperimente haben untersucht, welche Ergeb-
nisse die verschiedenen Reverse Engineering Algorithmen in Abhéngigkeit von wich-
tigen Figenschaften der zugrundeliegenden Netzwerke und der verfiigbaren Daten
liefern. Die Ergebnisse wurden graphisch in Diagrammen veranschaulicht. Jeder ein-
zelne Datenpunkt in diesen Diagrammen beschreibt dabei einen iiber jeweils alle 100
bzw. 50 betrachteten Netzwerke gemittelten Wert der Sensitivitdt bzw. des positiv
pradiktiven Wertes und dient zur Bewertung des betreffenden Algorithmus. Ein
kurzer Blick auf die Standardabweichungen der Ergebnisse soll die Analyse vervoll-
standigen.

Fiir diese Betrachtung wird nochmals das Simulationsexperiment zur Untersuchung
der Abhéngigkeit von der Konnektivitdt der zugrundeliegenden Netzwerke heran-
gezogen. In Abbildung 5.7 sind diesmal die entsprechenden Standardabweichungen
der Sensitivitéit und des positiv priadiktiven Wertes fiir die verschiedenen Algorith-
men in Abhéngigkeit von der Konnektivitiat graphisch dargestellt. Folgende Schliisse
kénnen daraus gezogen werden:

Prinzipiell fithrt ein hoherer Wert fiir Sensitivitiat bzw. positiv pradiktiven Wert auch
zu einer groferen Standardabweichung. Mit einer zunehmenden Konnektivitét konn-
te ein exponentielles Abfallen der Sensitivitdt und ein Anstieg des positiv pradiktiven
Wertes verzeichnet werden. Ahnliche Beobachtungen ergeben sich hier beziiglich der
betreffenden Standardabweichungen. Dies 148t folgenden Schlufl zu: Bei einer klei-
nen Konnektivitéit setzt sich die gemittelte Sensitivitdt der meisten Algorithmen aus
hoheren Sensitivitiaten fiir Netzwerke, in denen recht viele regulatorische Einfliisse
identifiziert werden konnten, und aus kleineren Sensitivitdten fiir Netzwerke, bei
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Abbildung 5.7: Betrachtung der Standardabweichungen. Fiir das Experiment zur Untersu-
chung der Abhéngigkeit von der Konnektivitét sind hier die entsprechenden Standardabweichungen
der erzielten Ergebnisse dargestellt.

denen nur sehr wenige regulatorische Einfliisse nachgewiesen wurden, zusammen.
Die Standardabweichung ist groff. Mit zunehmender Konnektivitdt gibt es immer
weniger Netzwerke, fiir die viele regulatorische Einfliisse aufgedeckt werden koénnen.
Die gemittelte Sensitivitéit sinkt; die entsprechende Standardabweichung ebenfalls.
Ein analoges Verhalten ergibt sich beziiglich des positiv pradiktiven Wertes.

Insbesondere fillt auf, dal die Standardabweichung der Sensitivitéit des Algorith-
mus Strukturlernen in kontinuierlichen DBN —im Gegensatz zu allen anderen Algo-
rithmen — mit zunehmender Konnektivitiat ebenfalls steigt, obwohl auch fiir diesen
Algorithmus in dem vorangegangenen Experiment ein Abfallen der Sensitivitéit bei
groferer Konnektivitdt zu beobachten war. Im Gegensatz zu allen anderen Algorith-
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men kann der Algorithmus Strukturlernen in kontinuierlichen DBN vermutlich bei
einer kleinen Konnektivitét fiir fast alle Netzwerke eine konstant hohe Sensitivitéat
liefern. Der entsprechend gemittelte Wert ist dann ebenso relativ hoch; die Standard-
abweichung recht klein. Bei steigender Konnektivitat gelingt es dem Algorithmus fiir
bestimmte Netzwerke zwar nach wie vor, viele regulatorische Zusammenhénge zu fin-
den und eine hohere Sensitivitit zu liefern. Mit zunehmender Haufigkeit existieren
aber auch Netzwerke, fiir die der Algorithmus nur wenige Einfliisse nachweisen kann.
Die Sensitivitét in diesen Netzwerken ist dann recht klein. Die gemittelte Sensiti-
vitat sinkt; die Standardabweichung steigt.

Auftillig ist aulerdem eine niedrige Standardabweichung der Sensitivitdt, die der
Algorithmus Reveal bei einer Konnektivitdat von 1 liefert. Sie steigt fiir eine Konnek-
tivitdt von 2 sprunghaft an und sinkt anschliefend wieder ab. Diese Beobachtungen
unterstreichen die Ergebnisse des vorangegangenen Experimentes: Bei einer Konnek-
tivitdt von 1 gelang es dem Algorithmus, in jedem betrachteten Netzwerk nahezu
alle existierenden regulatorischen Einfliisse aufzudecken — die gemittelte Sensitivitéat
betrug 99%. Additiv zusammenwirkende Einfliisse ab einer Konnektivitit von 2 wa-
ren dagegen immer schwerer nachweisbar.

Fiir die Adjazenzlisten-Konstruktion mufl — im Vergleich zu allen anderen Algorith-
men — eine recht hohe Standardabweichung des positiv pradiktiven Wertes beobach-
tet werden. Wie in dem Experiment zur Abhéngigkeit von der Konnektivitat der
zugrundeliegenden Netzwerke erlautert, existieren bei zunehmender Konnektivitéat
kaum noch Netzwerkkomponenten, die in keinem Zyklus involviert sind. Die Anzahl
nachweisbarer regulatorischer Einfliisse sinkt drastisch. Der Algorithmus kann kaum
noch Zusammenhénge identifizieren und die Auswirkung eines falsch identifizierten
Einflusses auf den positiv pradiktiven Wert ist sehr grof}. Sind die wenigen, fiir ein
Netzwerk identifizierten Einfliisse korrekt, erlangt der Algorithmus in dem entspre-
chenden Netzwerk einen hohen positiv pradiktiven Wert. Wurde dagegen ein falscher
regulatorischer Einfluf} identifiziert, ist der positiv pradiktive Wert sehr klein. Dies
erkldrt die Beobachtung einer entsprechend hohen Standardabweichung in diesem
Experiment.

5.3 Kombination der Ergebnisse zweier Algorith-
men

Dieser dritte Abschnitt zur Arbeit mit Simulationsdaten soll untersuchen, ob es
durch die Kombination der Ergebnisse zweier Algorithmen moglich ist, diese zu ver-
bessern. Es wurde dafiir auf die Ergebnisse zuriickgegriffen, die die Algorithmen
fiir 100 zuféllige Netzwerke der Netzwerkgrofe 20 und einer Konnektivitdt von 3
bei einer jeweils gegebenen Zeitreihe aus 21 Zustandsiibergidngen liefern. In Tabelle
5.3 findet man einen paarweisen Vergleich der Ergebnisse: Fiir jeden Algorithmus



5. EXPERIMENTE AN SIMULATIONSDATEN

130

Strukturlernen " . evolutionérer
Reveal1 diskrete DBN REM (linear) REM (nichtlinear) Algorithmus BPTT
1741282 10.2/31 15.9/52.7 222/50.5 31.3/50.6 30.5/66.6
truePosEfaIsePos truePosEfaIsePos truePosEfaIsePos truePosEfaIsePos truePosEfaIsePos truePosEfaIsePos
U
Reveall | ___
1741282
al
Strukturlernen U 18.8 E 29.5
diskrete DBN | ----|F------ oo
10.2/3.1 n 88 . 182
U 188 1 295 215 | 551
REM (linear) | || _____ L R L]
15.9/52.7 ' '
al 838 ! 6.15 46 ' 0.8
REM U 316 . 737 273 | 530 284 | 844
(nichtlinear) f----|F------ -~ e -----~ oo
2221505 n 80 1 49 50 1 06 97 1 188
evolutiongrer U |l 369 i 734 | 337 | 532 | 376 | 908 | 379 i 889
Algorithmus ~ f----|F------ -~ e -----~ e - oo
31.37506 Nl 18 i 54 77 1 06 96 1 125 | 155 1 122
V] 332 . 826 31.3 | 679 366 . 108.6 391 . 107.8 421 1 1058
BPTT L P R [ I A I A I F—
30.5/66.6 ' ' ' ' '
! 14.8 ! 122 94 ' 12 9.8 ' 10.6 136 ! 92 19.7 ! 114
Strukturlernen | | 595 | 610 | 374 | 405 | 421 | 833 | 420 i 818 | 428 . 782 | 425 | 935
kontinuierliche | vt o & o b e
DBN
36.8/38.1 Nl 147 + 53 96 0.8 106 75 170 + 68 | 253 1 105 | 249 i 112

Tabelle 5.3: Kombination der Ergebnisse zweier Algorithmen: Fiir jeden Algorithmus
ist im jeweiligen Spalten- bzw. Zeilenkopf sein eigenes Ergebnis angeben — der erste Wert be-
schreibt die durchschnittliche Anzahl truePos korrekt identifizierter regulatorischer Einfliisse und
der zweite, farblich hervorgehobene Wert die durchschnittliche Anzahl falsePos aller falsch identi-
fizierten regulatorischen Einfliisse. Fiir je zwei Algorithmen wurde zunéchst die Vereinigung (U) der
von beiden Algorithmen identifizierten regulatorischen Einfliisse betrachtet. Der linke obere Wert
truePos gibt die durchschnittliche Anzahl der korrekt identifizierten regulatorischen Einfliisse und
der rechte obere Wert die durchschnittliche Anzahl falsch identifizierter regulatorischer Einfliisse
dieser vereinigten Menge an. Die zweite Zeile betrachtet anschlieend analog die Schnittmenge (N)
der von beiden Algorithmen identifizierten regulatorischen Einfliisse.

ist im zugehorigen Spalten- bzw. Zeilenkopf sein eigenes Ergebnis angeben. Der er-
ste Wert bezieht sich dabei auf den Wert truePos und gibt an, wieviele korrekte
regulatorische Einfliisse — also Einfliisse, die in dem den jeweiligen Daten zugrun-
deliegenden Netzwerk tatséchlich existieren — der Algorithmus durchschnittlich in
den 100 betrachteten Netzwerken identifizieren konnte. Der zweite, hier rot hervor-
gehobene Wert falsePos beschreibt dagegen die durchschnittliche Anzahl aller vom
Algorithmus falsch identifizierten regulatorischen Einfliisse.

Die Tabelle analysiert fiir je zwei Algorithmen die Kombination ihrer Ergebnisse.
Dazu wird zunéchst die Vereinigung der von beiden Algorithmen identifizierten re-
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gulatorischen Einfliisse betrachtet. Der linke obere Wert true Pos gibt die Anzahl der
korrekt identifizierten regulatorischen Einfliisse an, die in dieser vereinigten Menge
enthalten sind. Dagegen beschreibt der rechte obere Wert die Anzahl falsch identi-
fizierter regulatorischer Einfliisse dieser vereinigten Menge. Trivialerweise sind die
Werte fiir true Pos und falsePos der Vereinigung mindestens so grofy wie die entspre-
chenden Werte der Einzelergebnisse beider Algorithmen. Die zweite Zeile betrachtet
anschliefend die Schnittmenge der von beiden Algorithmen identifizierten regulato-
rischen Einfliisse. Die beiden unteren Werte fiir truePos und false Pos geben analog
zu den oberen Werten die Anzahl aller korrekt bzw. falsch identifizierten regulatori-
schen Einfliisse dieser Schnittmenge an. Im Gegensatz zur Vereinigung kénnen die
Werte truePos und falsePos der Schnittmenge nur maximal so grof sein, wie der
jeweils entsprechende Wert des diesbeziiglich schlechteren Einzelergebnisses.

Die Beobachtung folgender zwei Fille wire vorteilhaft:

1. Es kann fiir zwei Algorithmen festgestellt werden, daf sie recht unterschiedliche
korrekt identifizierte regulatorische Einfliisse liefern; bei der Identifizierung von
falschen regulatorischen Einfliisse begehen sie dagegen die gleichen Fehler:

Der Wert truePos fiir die Schnittmenge der von den Algorithmen identifizier-
ten regulatorischen Einfliilsse wére dann im Vergleich zu den Einzelergebnissen
der Algorithmen recht klein; der entsprechende Wert von falsePos dagegen
recht grofl — idealerweise entspricht dieser anndhernd dem kleineren Wert von
falsePos der Einzelergebnisse der Algorithmen. Eine Vereinigung der von den
beiden Algorithmen identifizierten regulatorischen Einfliisse wiirde dann in ei-
ner hoheren Sensitivitét resultieren.

2. Es kann fiir zwei Algorithmen beobachtet werden, dafl sie zwar die gleichen
korrekt identifizierten regulatorischen Einfliisse liefern, dagegen aber recht un-
terschiedliche falsch identifizierte regulatorische Einfliisse:

Die Schnittmenge der von beiden Algorithmen identifizierten regulatorischen
Einfliisse wiirde sich dann durch einen recht hohen Wert von truePos aus-
zeichnen und annédhernd dem kleineren Wert von truePos der Einzelergebnisse
entsprechen. Der Wert falsePos wére dagegen im Vergleich zu den Einzeler-
gebnissen der Algorithmen recht klein. Diese Schnittmenge der von den bei-
den Algorithmen identifizierten regulatorischen Einfliisse wiirde dann in einem
hoheren positiv pradiktiven Wert resultieren. Die entsprechende Sensitivitéat
wire zumindest nicht wesentlich niedriger als die kleinere Sensitivitiat der bei-
den Einzelergebnisse.

Die genauere Betrachtung von Tabelle 5.3 148t einen Trend zum zweiten Fall erken-
nen. Die Werte falsePos der paarweise gebildeten Schnittmengen (in Tabelle 5.3
farblich unterlegt) sind relativ klein und zum Teil erheblich niedriger als die entspre-
chenden Werte der Einzelergebnisse (ebenfalls farblich gekennzeichnet). Beziiglich
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der Anzahl an korrekt identifizierten regulatorischen Einfliissen miissen bei der Bil-
dung der Schnittmenge gewisse Verschlechterungen akzeptiert werden. Trotzdem
ist zu erkennen, dafl die Algorithmen viele gleiche korrekte regulatorische Einfliisse
nachweisen. Der aus der Schnittmengenbildung resultierende Verlust an korrekt iden-
tifizierten regulatorischen Einfliissen féllt geringer aus als die Verringerung der — in
den Einzelergebnissen zum Teil recht hohen — Anzahl an falsch identifizierten regu-
latorischen Einfliissen, so dafl zumindest in einigen Féllen die Ergebnisse der Kom-
bination insgesamt besser ausfallen als die jeweiligen Einzelergebnisse. Beispielswei-
se enthélt die entsprechende Kombination der von dem evolutiondren Algorithmus
identifizierten regulatorischen Einfliisse mit denen des Algorithmus Strukturlernen
in kontinuierlichen DBN durchschnittlich immer noch 25.3 korrekte regulatorische
Einfliisse, was einen Verlust von 11.5 bzw. 6 korrekt identifizierten Einfliissen ge-
geniiber den Einzelergebnissen bedeutet. Gleichzeitig kann aber auch die Anzahl
falsch identifizierter regulatorischer Einfliisse von 38.1 bzw. 50.6 auf nur 10.5 ge-
senkt werden.

5.4 Integration von Vorwissen

Abschlieflend soll dieser letzte Abschnitt zur Arbeit mit Simulationsdaten an einem
kleinen Beispiel zeigen, wie sich durch die Integration von Vorwissen iiber die Struk-
tur des zu rekonstruierenden Netzwerks der Reverse Engineering Prozefl sinnvoll
unterstiitzen 1a8t.

In Kapitel 4 wurde einleitend ercrtert, wie Vorwissen iiberhaupt erlangt werden
kann. Eine Moglichkeit hierbei war es, auf die Ergebnisse aus gezielten Experi-
menten, auf Angaben aus der Literatur und auf biologisches Expertenwissen zu-
riickzugreifen, um einzelne regulatorische Einfliisse zu charakterisieren. Eine zwei-
te Moglichkeit ergab sich durch die Verwendung genomweiter Manipulations- und
Expressionsexperimente, die es erlaubt, eine Vielzahl der prinzipiell moglichen re-
gulatorischen Einfliisse vor dem Reverse Engineering Prozefl auszuschliefen. Die
Generierung von Vorwissen fiir dieses Experiment mit Simulationsdaten orientier-
te sich an der zweiten Variante. Um keine speziellen Annahmen iiber den genau-
en praktischen Ablauf der Manipulations- und Expressionsexperimente treffen zu
miissen, wurde hier allerdings auf einer abstrakten Ebene gearbeitet. Die wahre
Struktur eines Netzwerks bildete dabei die Vorlage zur Erzeugung einer Struktur
Gprior, die das generierte Vorwissen représentierten sollte: Wie fiir die zweite Vari-
ante erldutert, konnen existierende regulatorische Einfliisse relativ sicher nachgewie-
sen werden. Ein tatsédchlich im zugrundeliegenden Netzwerk existierender regulato-
rischer Einflufl wurde deshalb mit einer Wahrscheinlichkeit von 80% in die Struktur
Gprior aufgenommen. Um gleichzeitig den Sachverhalt zu beriicksichtigen, dafl ne-
ben den tatséchlich existierenden Einfliissen auch falsche Zusammenhénge aufgrund
von indirekten Beziehungen beobachtet werden (siehe Kapitel 4), wurde ein nicht
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existierender regulatorischer Einflufl mit einer Wahrscheinlichkeit von 20% in G0
eingefiigt. Als Grundlage fiir dieses Simulationsexperiment dienten die bereits in den
vorangegangenen Experimenten erzeugten 100 Modellnetzwerke mit einer Netzwerk-
grofle N von 20 und einer Konnektivitdt & von 3. Die jeweils generierte Struktur
Gprior €nthielt im Durchschnitt 48 der 60 in einem solchen Modellnetzwerk existieren-
den regulatorischen Einfliisse. Neben diesen korrekten Zusammenhédngen beschrieb
sie aber auch 67 falsche regulatorische Einfliisse, die in dem jeweils zugrundeliegen-
den Netzwerk nicht existierten. Wie also fiir die zweite Variante (siehe Kapitel 4)
beschrieben, war die tatsdchliche Existenz der in G, enthaltenen regulatorischen
Zusammenhénge nicht sicher — nur 48 der 115 vermuteten Zusammenhinge waren
korrekt. Nicht in G0 beschriebene regulatorische Einfliisse konnten dafiir mit ei-
ner hohen Wahrscheinlichkeit ausgeschlossen werden — dabei beging man nur in 12
von 285 Fillen einen Fehler.

Das durch G, ior reprisentierte Vorwissen wurde mit Hilfe der in Kapitel 4 be-
schriebenen Ansétze zur Integration von Vorwissen bei der Arbeit mit Booleschen
Netzwerken, Additiven Regulationsmodellen bzw. Dynamischen Bayesschen Netz-
werken in einen entsprechenden Reverse Engineering Algorithmus jeweils wie folgt
integriert:

Fiir den Algorithmus Reveal galt es, mit Hilfe dieses Vorwissens jedem Paar (z;, x;)
zweier Netzwerkkomponenten die Wahrscheinlichkeit der Hypothese Hy (s, .,) zu-
zuordnen, dafl x; einen regulatorischen Einflufl auf x; ausiibt. Ist in G0 kein
regulatorischer Einflufl von z; auf x; beschrieben, so existiert dieser mit einer ho-
hen Wahrscheinlichkeit tatséchlich nicht. Der Wahrscheinlichkeit P(Hy (y; 4,)) wurde
deshalb auf einen sehr kleinen Wert von 0.05 festgelegt. Schlagt G, dagegen einen
regulatorischen Einflufl von x; auf ; vor, so ist dieser zwar wahrscheinlicher als ohne
das entsprechende Wissen aus G ior, aber dennoch nicht sicher. Die Wahrschein-
lichkeit P(H (s, 4,)) bekam deshalb den Wert 0.7 zugewiesen'.

Die Integration von Vorwissen bei der Arbeit mit einem nichtlinearen Additiven Re-
gulationsmodell wurde an dem Algorithmus REM getestet. Mit Hilfe des Vorwissens
wurden hier die entsprechenden Gewichte w;; all der regulatorischen Einfliisse, die
nicht in G0, enthalten waren, zu Beginn des Reverse Engineering Prozesses auf den
Wert 0 festgelegt und so das Wissen ausgenutzt, daf diese regulatorischen Einfliisse
relativ sicher nicht existieren. Vorwissen beziiglich der iibrigen Einfliisse wurde nicht
betrachtet, denn wie in Abschnitt 4.2 beschrieben, sollte bei diesem Ansatz nur sehr
sicheres Vorwissen integriert werden, da sich keine Moglichkeit bietet, qualitative
Angaben iiber die Sicherheit des Vorwissens zu berticksichtigen.

Bei der Arbeit mit Dynamischen Bayesschen Netzwerken entsprach die Struktur
Gprior der wahrscheinlichsten Struktur G* beziiglich des Vorwissens. Fiir jeden mog-

9In einem Netzwerk der GroBe N = 20 und der Konnektivitit 3 gibt es insgesamt 400 potentielle
regulatorische Einfliisse. Gprior schlieit 285 dieser Einfliisse aus.
10Dije Werte 0.05 und 0.7 fiir die Wahrscheinlichkeiten P(H 17(%.@7.,)) wurden intuitiv festgelegt.
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lichen regulatorischen Einflufl mufite eine geeignete Konstante x;; definiert werden,
welche die Sicherheit des in G* beschriebenen Vorwissens iiber diesen Einflufl spe-
zifiziert. Dazu wurde auch hier die Tatsache beriicksichtigt, dafl man einen regu-
latorischen Einfluf relativ sicher ausschliefen kann, wenn er nicht in G* enthalten
ist. Die ihm zugeordnete Konstante x;; bekam deshalb den Wert 0.05 zugewiesen.
Umgekehrt wurde die Konstante r;; auf den Wert 0.6 festgelegt, wenn G* den zu-
gehorigen Einflufl enthielt!!. Das Simulationsexperiment zu diesem Ansatz erfolgte
auf der Basis des Algorithmus Strukturlernen in kontinuierlichen DBN.

In Abbildung 5.8 sind die Ergebnisse zu finden, die die drei Algorithmen Reveal,
REM und Strukturlernen in kontinuierlichen DBN bei der Rekonstruktion der be-
trachteten Modellnetzwerke mit Hilfe der jeweils iibergebenen Zeitreihe eines Date-
numfangs von 6, 11, 16 bzw. 21 und unter Beriicksichtigung des Vorwissens in G ior
durchschnittlich lieferten (durchgezogene Linie). Zum Vergleich sind aulerdem die
Ergebnisse dargestellt, die die Algorithmen ohne eine Integration des Vorwissens
erzielten (durchbrochene Linie). Wie zu erkennen, gelang es den Algorithmen, durch
die geeignete Integration des Vorwissens sowohl die Sensitivitéit als auch den positiv
pradiktiven Wert zum Teil recht erheblich zu steigern.

Die grofite Verbesserung konnte der Algorithmus REM erzielen. Ist kein Vorwissen
iiber die Struktur eines Netzwerks vorhanden, arbeitet er bei der Rekonstruktion mit
einem vollstdndig verkniipften Netzwerk. Sehr viele Gewichte — in einem Netzwerk
der Grofle N betrdgt die Anzahl N (N +1) — miissen dann geschétzt und klassifiziert
werden. Deshalb lieferte dieser Algorithmus in den vorangegangenen Experimenten
zum Teil recht unbefriedigende Ergebnisse. Mit Hilfe des Vorwissens konnte der
Algorithmus hier schon zu Beginn sehr viele Gewichte korrekt in die Klasse ,,null®
einordnen und mufte diese im Reverse Engineering Prozef nicht beriicksichtigen. Die
Anzahl der zu schéitzenden Gewichte sinkt erheblich; die Genauigkeit der einzelnen
Schatzungen steigt und fordert ein korrektes Klassifizieren. Dies wirkt sich sehr
positiv sowohl auf die Sensitivitit als auch auf den positiv priadiktiven Wert aus.
Im Gegensatz zum Algorithmus REM verbindet der Algorithmus Strukturlernen in
kontinuierlichen DBN die Schatzung der Gewichte mit einem expliziten Erlernen der
Struktur. Durch seinen wahrscheinlichkeitstheoretischen Hintergrund gelingt es ihm
auflerdem besser, mit Inkonsistenzen und Mefifehlern in den Daten umzugehen. Des-
halb konnte er in den vorangegangenen Experimenten zum Teil wesentlich bessere
Ergebnisse liefern als der Algorithmus REM. Die Steigerungen der Ergebnisse durch
die Integration von Vorwissen fallen hier geringer aus als bei REM, werden aber
dennoch deutlich. Der positiv pradiktive Wert erfahrt dabei eine gréflere Steigerung
als die Sensitivitdt, denn mit Hilfe des bereitgestellten Vorwissens konnte vor allem
die Tatsache unterstiitzt werden, dafl viele der potentiellen regulatorischen Einfliisse
nicht existieren.

Eine ganz dhnliche Beobachtung ergibt sich fiir den Algorithmus Reveal. Gerade hier

1Die Werte 0.05 und 0.6 fiir die Parameter kij wurden intuitiv festgelegt.
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Abbildung 5.8: Integration von Vorwissen. Es sind die Ergebnisse dargestellt, die die Al-
gorithmen bei der Rekonstruktion der betrachteten 100 Modellnetzwerke mit Hilfe der jeweils
iibergebenen Zeitreihe eines Datenumfangs von 6, 11, 16 bzw. 21 und unter Beriicksichtigung
des Vorwissens durchschnittlich lieferten (durchgezogene Linie). Zum Vergleich sind ebenfalls die
Ergebnisse beschrieben, die die Algorithmen ohne eine Integration des Vorwissens lieferten (durch-
brochene Linie).

sind beziiglich der Sensitivitéit seiner Ergebnisse nach der Integration von Vorwis-
sen nur geringe Verbesserungen zu verzeichnen. Aufgrund der Unsicherheit iiber die
tatséchliche Existenz der in G, vorgeschlagenen regulatorischen Einfliisse wur-
den diese im Reverse Engineering Prozel nur bedingt unterstiitzt. Dafiir konnte
der Reveal Algorithmus genau wie der Algorithmus Strukturlernen in kontinuierli-
chen DBN den positiv pradiktiven Wert seiner Ergebnisse steigern, denn das Wissen
iber nicht existente regulatorische Zusammenhéinge in Gy, war recht sicher und
wurde im Reverse Engineering Prozefl entsprechend unterstiitzt. Deutlich wird bei
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der Betrachtung des positiv priadiktiven Wertes auch eine bereits in vorangegange-
nen Experimenten beobachtete, typische Eigenschaft des Algorithmus: Bei steigen-
dem Datenumfang fillt der positiv pradiktive Wert. Dies war auf den Sachverhalt
zuriickzufiihren, dafl es mit umfangreicheren Daten generell besser gelingt, regula-
torische Zusammenhénge zwischen einer Menge von Inputelementen X und einem
Outputelement z; durch den y2-Unabhiingigkeitstest nachzuweisen. Dies wiederum
bewirkt die hiufigere Ausfithrung eines zweiten y?-Unabhiingigkeitstests, mit dem
fiir jedes Element aus X iiberpriift werden muf}, ob es tatséchlich benotigt wird,
um die Abhéngigkeit des Elements z; von der Menge X festzulegen. Es ergibt sich
eine grofere multiple Irrtumswahrscheinlichkeit o gesame, und der positiv préadiktive
Wert sinkt (vergleiche auch Abschnitt 5.2). Da der Nachweis von regulatorischen
Einfliilssen — wenn auch nur gering — bei der Arbeit mit Vorwissen zusétzlich un-
terstiitzt wird, ist dieser Effekt hier verstarkt zu beobachten.

5.5 Zusammenfassung der Ergebnisse

In diesem 5. Kapitel wurden die in Tabelle 5.1 zusammengefafiten Reverse Engi-
neering Methoden an Simulationsdaten getestet und die Ergebnisse ausfiihrlich dis-
kutiert. Die wichtigsten daraus resultierenden Erkenntnisse sollen hier — auch in
Hinblick auf die Arbeit mit realen Expressionsdaten — zusammengefaf3t werden.

Zunéchst wurde in Abschnitt 5.2 der Einflufl wichtiger Netzwerkparameter und be-
stimmter Eigenschaften der Daten auf die Giite der Ergebnisse der einzelnen Reverse
Engineering Methoden untersucht. Im wesentlichen ergaben sich dabei folgende Be-
obachtungen:

Mit zunehmender Konnektivitét lassen sich regulatorische Einfliisse schwerer iden-
tifizieren; die Sensitivitdt der Algorithmen sinkt exponentiell. Erfahrt eine Netz-
werkkomponente nur einen einzigen regulatorischen Einflu}, kann dieser relativ gut
nachgewiesen werden. Steigt die Anzahl der auf eine Netzwerkkomponente wirken-
den regulatorischen Einfliisse, 1483t sich ein einzelner dieser Einfliisse viel schwe-
rer aufdecken. Es ist zu vermuten, dafl dieser Aspekt bei der Arbeit mit realen
Expressionsdaten noch deutlicher wird. Bei der Generierung der Simulationsdaten
wurde vereinfachend angenommen, dafi alle Einfliisse additiv und vor allem un-
abhéngig voneinander auf die betreffende Netzwerkkomponente einwirken. Gerade
die Unabhéngigkeit ist biologisch jedoch nicht realistisch. Wirken zwei regulatori-
sche Einfliisse nicht unabhéngig voneinander, wird das ihre Identifizierung zusétzlich
erschweren, denn sie sind dann nur als Kombination nachweisbar.

Bei zunehmender Netzwerkgrofle miissen die Algorithmen eine grofiere Menge an
potentiellen regulatorischen Einfliissen betrachten, um die auf eine Netzwerkkom-
ponente einwirkenden Einfliisse festzulegen. Die Wahrscheinlichkeit, einen Fehler
zu begehen und einen falschen regulatorischen Einflul zu identifizieren, steigt. Die
Algorithmen liefern dann neben den korrekt identifizierten regulatorischen Ein-



5. EXPERIMENTE AN SIMULATIONSDATEN 137

fliilssen auch eine zunehmende Anzahl an falsch identifizierten regulatorischen Zu-
sammenhéngen. Bei der Untersuchung des Einflusses einer steigenden Netzwerkgrofle
wurde deshalb ein exponentiell abfallender positiv pradiktiver Wert beobachtet.
Die Simulationsexperimente zur Untersuchung der Abhéngigkeit vom gegebenen Da-
tenumfang bestéatigten die Erwartungen, daf§ eine sehr grofle Anzahl an Zustands-
iibergéingen notwendig sein wird, um bei der Rekonstruktion eines Netzwerks gute
Ergebnisse zu erzielen und viele der tatsédchlich existierenden Einfliisse korrekt zu
identifizieren. Es ist auflerdem wichtig, dafl die gegebenen Daten moglichst unter-
schiedliche Zustandsiibergénge enthalten, verschiedene zeitliche Prozesse charakte-
risieren und damit den Algorithmen sehr viele Informationen iiber das dynamische
Verhalten des zugrundeliegenden Systems liefern. Dies wurde besonders im Vergleich
der Ergebnisse aus der Arbeit mit Zeitreihen und der Arbeit mit unabhéngigen Zu-
standsiibergéngen deutlich.

Eine weitere Beobachtung konnte in dem Simulationsexperiment zur Untersuchung
des Einflusses fehlerbehafteter Daten gewonnen werden: Der negative Einflufl von
MefBfehlern auf die Giite der Ergebnisse fillt im Vergleich zu den Schwierigkeiten,
die sich durch vereinfachte und falsche Modellannahmen ergeben, eher gering aus.
Es ist deshalb zu erwarten, dafl der negative Einflul von MeBfehlern bei der Arbeit
mit realen Expressionsdaten nur bedingt zum Tragen kommt, da die in dieser Arbeit
betrachteten Reverse Engineering Methoden bei der Modellierung eines Genregula-
tionsnetzwerks von der biologischen Realitédt abstrahieren und diese vereinfachten
und falschen Modellannahmen den Reverse Engineering Prozef§ bei der Arbeit mit
realen Expressionsdaten erheblich erschweren werden.

Im weiteren Verlauf dieses Kapitels wurde anschliefend die kombinierte Betrachtung
der Ergebnisse zweier Algorithmen analysiert. Diese Untersuchungen ergaben, dafl
durch die Bildung der Schnittmenge der von zwei Algorithmen identifizierten regu-
latorischen Einfliisse vor allem die Anzahl der falsch identifizierten regulatorischen
Interaktionen verringert werden kann. Die tatséichliche Existenz der in der Schnitt-
menge enthaltenen regulatorischen Einfliisse ist sehr viel wahrscheinlicher, als die
Existenz der regulatorischen Zusammenhénge in den Einzelergebnissen beider Algo-
rithmen.

Der letzte Abschnitt 5.4 konnte abschlielend zeigen, dafi sinnvoll eingesetztes Vor-
wissen das Reverse Engineering unterstiitzen und so die Ergebnisse der Algorithmen
verbessern kann.

Wie erldutert, ist ein direkter Vergleich der Ergebnisse aller Algorithmen nicht
moglich. Die Algorithmen REM (nichtlinearer Ansatz), BPTT und Strukturlernen
in kontinuierlichen DBN sowie der evolutiondre Algorithmus arbeiten auf Grundlage
des nichtlinearen Additiven Regulationsmodell bzw. des an diesem Modell orientier-
ten kontinuierlichen DBN. Da das nichtlineare Additive Regulationsmodell auch die
Basis fiir die Generierung der Simulationsdaten bildete, kamen wichtige modellbe-



5. EXPERIMENTE AN SIMULATIONSDATEN 138

dingte Limitationen dieser Algorithmen in den Experimenten nicht zum Tragen, und
der Reverse Engineering Prozefl wurde ihnen im wesentlichen lediglich durch MeB-
fehler und Probleme bei der empirischen Bestimmung der maximalen Expressionsra-
ten erschwert. Fiir die iibrigen Algorithmen ergaben sich auflerdem Schwierigkeiten
durch vereinfachende und falsche Modellannahmen, die das Reverse Engineering
zusétzlich beeintréchtigten. FEin Vergleich der Ergebnisse mufite deshalb getrennt
fiir die einzelnen Gruppen erfolgen:

Der Algorithmus Strukturlernen in kontinuierlichen DBN lieferte in allen Experi-
menten bessere Ergebnisse als die auf dem nichtlinearen Additiven Regulations-
modell basierenden Algorithmen. Seine Uberlegenheit resultiert vor allem aus der
Tatsache, dafl er die Schitzung der Gewichtsmatrix W mit einer expliziten Suche
nach der wahren Struktur verbindet und dadurch den Reverse Engineering Prozef3
mafBgeblich unterstiitzt. Auch kann er aufgrund der wahrscheinlichkeitstheoretischen
Natur des kontinuierlichen DBN besser mit Fehlern und Inkonsistenzen in den Daten
umgehen. Die Ergebnisse des evolutiondren Algorithmus waren im allgemeinen etwas
besser als die des BPTT Algorithmus; vor allem beziiglich des positiv pradiktiven
Wertes konnte er bessere Werte erzielen. Dem Algorithmus REM (nichtlinearer An-
satz) gelang es dagegen im allgemeinen nicht, sich gegen die anderen Algorithmen
dieser Gruppe durchzusetzen.

Die vereinfachende Annahme diskreter Expressionsraten erschwerte den Algorith-
men Reveal und Strukturlernen in diskreten DBN das Identifizieren von regulatori-
schen Einfliilssen zum Teil erheblich. Der Grund hierfiir lag vor allem in dem aus der
Diskretisierung der Daten resultierenden Informationsverlust und den entstehenden
Inkonsistenzen. Bei steigendem Datenumfang gelang es zumindest dem Algorithmus
Reveal, seine Sensitivitat erheblich zu steigern, wihrend dem Algorithmus Struktur-
lernen in diskreten DBN auch bei groflem Datenumfang fiir den Reverse Engineering
Prozefl nicht geniigend Informationen zur Verfiigung standen. Dafiir konnte dieser
Algorithmus oftmals einen sehr hohen positiv pradiktiven Wert vorweisen. Bei der
Arbeit mit einem linearen Additiven Regulationsmodells erzielte der Algorithmus
REM haufig nur einen recht kleinen positiv priadiktiven Wert, und seine Ergebnisse
fielen deshalb im allgemeinen schlechter aus, als die der anderen beiden Algorithmen.
Die Ergebnisse der Adjazenzlisten-Konstruktion waren in den vorangegangenen Ex-
perimenten zum Teil recht unbefriedigend. Aufgrund von Zyklen in den zugrunde-
liegenden Netzwerken gelang es ihr bereits ab einer Konnektivitdt von 1 kaum noch,
regulatorische Einfliisse zu identifizieren; die Sensitivitit erreichte schnell den Wert
0. Wie bereits beschrieben, mufl hier beriicksichtigt werden, dafl die in den Simu-
lationsexperimenten betrachteten Konnektivitdten zwar durchaus realistisch fiir ein
reales Genregulationsnetzwerk sind, dafiir aber eine Netzwerkgréfle von 20 Netz-
werkkomponenten viel zu klein gewé#hlt ist. Reale Genregulationsnetzwerke sind in
der Regel sehr viel grofler. In grofleren, zufillig konstruierten Netzwerken sinkt bei
gleichbleibender Konnektivitat die Wahrscheinlichkeit, das eine Netzwerkkomponen-
te in einem Zyklus involviert ist. Damit steigt die Anzahl nachweisbarer regulato-
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rischer Einfliisse und der Algorithmus kann eine hohere Sensitivitéit liefern. Dieser
Sachverhalt 148t hoffen, dafy der Algorithmus bei der Arbeit mit realen Expressions-
daten bessere Ergebnisse erzielen kann. Allerdings besitzen Genregulationsnetzwerke
vielleicht andere strukturelle Eigenschaften als zufillig konstruierte Netzwerke und
bevorzugen gerade die Anordnung der Netzwerkkomponenten in Zyklen, wodurch
sich die Anzahl nachweisbarer regulatorischer Einfliisse zusétzlich verringert.

Die vorangegangenen Simulationsexperimente erlauben zwar Aussagen iiber das
grundlegende Verhalten der Algorithmen bei der Arbeit mit realen Expressions-
daten; die dabei im einzelnen erzielten Ergebnisse lassen sich aber nicht direkt
iibertragen. Da die Simulationsdaten auf dem nichtlinearen Additiven Regulations-
modell basieren, kamen jeweils wesentliche modell- und algorithmusbedingte Limi-
tationen der einzelnen Algorithmen in den vorangegangen Experimenten nicht zum
Tragen:

Die wohl entscheidendste Limitation der Algorithmen ergibt sich aufgrund der ver-
einfachten Annahme, da3 Genregulationsprozesse nur auf der Ebene der Transkrip-
tion stattfinden. Alle Regulationsprozesse auf anderen Ebenen der Genexpressi-
on werden ignoriert und eine starke Korrelation zwischen Protein- und mRNA-
Konzentration eines Gens angenommen. Um die Expressionsrate eines Gens zu mo-
dellieren, mufl man deshalb lediglich die mRNA-Konzentration betrachten. Regu-
latorische Einfliisse der Expression eines Gens A auf die Expression eines Gens B
lassen sich vereinfachend durch eine Abhéngigkeit der mRNA-Konzentration des
Gens B von der mRNA-Konzentration des Gens A darstellen.

Weitere Einschrankungen ergeben sich durch die vereinfachte Betrachtung eines
Genregulationsnetzwerks als ein synchrones, diskretes Zeitsystem. Daraus resul-
tieren Probleme, wenn es bei der Durchfiihrung von Expressionsexperimenten zu
Generierung von Trainingsdaten darum geht, eine geeignete Zeitspanne At fiir die
Lange eines Zustandsiibergangs festzulegen. Wahlt man At zu klein, konnen viele
Gene ihre Expressionsrate in diesem Zeitraum nicht aktualisieren. Ist At dagegen zu
grof}, aktualisieren einige Gene in diesem Zeitraum ihre Expressionsrate mehrfach,
liefern damit Informationen iiber indirekte Beziehungen und tduschen so regulatori-
sche Einfliisse vor. Aulerdem kommen bei groflem At auch die Zerfallsprozesse der
Genprodukte zum Tragen.

Die am Additiven Regulationsmodell orientierten Algorithmen beruhen auflerdem
auf der vereinfachenden, aber biologisch unrealistischen Modellannahme, das alle
regulatorischen Einfliisse additiv und unabhéngig voneinander wirken.

Bereits in den vorangegangenen Experimenten wurde beobachtet, wie der Rever-
se Engineering Prozel durch die Meffehler in den Daten, durch die vereinfachende
Modellannahme von diskreten Expressionsraten und sicherlich auch durch algorith-
menbedingte Limitationen wesentlich erschwert wurde. Da bei der Arbeit mit realen
Expressionsdaten weitere vereinfachende, aber biologisch unrealistische Annahmen
zum Tragen kommen, werden die einzelnen Ergebnisse der Algorithmen deshalb
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schlechter ausfallen als in den vorangegangenen Simulationsexperimenten. Beson-
ders gilt dies fiir die Algorithmen REM, BPTT und Strukturlernen in kontinuier-
lichen DBN sowie fiir den evolutiondren Algorithmus, denn wie bereits erldutert,
kamen in den vorangegangenen Experimenten an Simulationsdaten entscheidende
modellbedingte Limitationen dieser Algorithmen iiberhaupt nicht zum Tragen.
Eine Ausnahme bildet wieder die Adjazenzlisten-Konstruktion. Das ihr zugrundelie-
gende Netzwerkmodell — ein gerichteter Graph — betrachtet lediglich die Struktur des
Genregulationsnetzwerks, trifft aber keine Aussagen iiber dessen Dynamik. Neben
Meffehlern, die zu falschen Entscheidungen bei der Konstruktion der Erreichbar-
keitsliste fithren kénnen, sind die Ergebnisse dieses Algorithmus vor allem von der
Anzahl der Netzwerkkomponenten abhéngig, die in einem Zyklus involviert sind. Die
Ergebnisse dieses Algorithmus bei der Arbeit mit realen Expressionsdaten héngen
deshalb wesentlich von den strukturellen Eigenschaften realer Genregulationsnetz-
werke ab.



Kapitel 6

Anwendungsbeispiel mit realen
Expressionsdaten

In diesem Kapitel werden die in der vorliegenden Arbeit behandelten Reverse En-
gineering Methoden nun auch an realen Expressionsdaten getestet. Dieses Anwen-
dungsbeispiel soll dem Leser abschliefend einen Eindruck davon vermitteln, inwie-
weit die auf abstrakten Netzwerkmodellen basierenden Reverse Engineering Me-
thoden die Identifizierung von regulatorischen Einfliissen aus derzeit verfiigharen
Expressionsdaten iiberhaupt ermoglichen und die Probleme bei der praktischen An-
wendung der Methoden verdeutlichen.

Die Grundlage fiir dieses Anwendungsbeispiel bilden Experimente zur Untersuchung
der intrazelluldren Signaltransduktion von Interleukin-6 (IL-6) in multiplen Myelom-
zellen, die am Institut fiir klinische Immunologie und Transfusionsmedizin (IKIT)
der Universitdt Leipzig unter der Leitung von Prof. F. Horn durchgefiithrt wurden
26, 50].

Biologischer Hintergrund des Anwendungsbeispiels

Multiple Myelomzellen sind entartete, unkontrolliert wachsende Plasmazellen, die
das Knochenmark besiedeln und die dort stattfindende Blutbildung (Hamatopoese)
unterdriicken. Diese Myelomzellen benétigen das Zytokin Interleukin-6 (IL-6) so-
wohl als Wachstumsfaktor als auch zum Schutz vor dem programmierten Zelltod
(Apoptose). Die intrazelluldre Signaltransduktion von IL-6 verlduft zunéchst tiber
den Transkriptionsfaktor Stat3. Dieser wird durch Thyrosinphosphorylierung am
IL-6-Rezeptor aktiviert und wandert anschliefend in den Zellkern, um dort die
Transkription weiterer wichtiger Transkriptionsfaktoren und bestimmter Zielgene,
die das Wachstum und das Uberleben der Myelomzelle sichern, direkt oder indirekt
zu stimulieren (siehe Abbildung 6.1). Die Signalwege im einzelnen — also ablaufen-
de regulatorische Interaktionen — und die daran beteiligten Gene sind noch nicht
hinreichend bekannt. Ziel eines Projektes am IKIT ist es deshalb, durch die genom-

141
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Abbildung 6.1: Intrazellulire Signaltransduktion von IL-6'. Diese beginnt mit der Thyro-
sinphosphorylierung des Transkriptionsfaktors Stat3 am IL-6-Rezeptor. Der aktivierte Transkripti-
onsfaktor wandert anschliefend in den Zellkern, um dort die Transkription bestimmter Transkrip-
tionsfaktoren und Zielgene direkt oder indirekt zu stimulieren.

weite Analyse der Genexpressionsmuster von multiplen Myelomzellen mit Hilfe von
DNA-Microarrays sowie durch gezielte Manipulation IL-6 abhéngiger Signalwege
und Transkriptionsfaktoren Einblicke in grundlegende regulatorische Prinzipien zu
gewinnen [50].

Ergebnisse aus bisherigen Analysen der Projektgruppe und Hinweise aus der Li-
teratur lassen auf die Existenz der in Abbildung 6.2 dargestellen regulatorischen
Interaktionen schliefen. So konnten mit Hilfe der durchgefiihrten Experimente vor
allem die stimulierenden Einfliisse von Stat3 auf die Transkription anderer Gene
nachgewiesen werden, die wichtige Transkriptionsfaktoren fiir die Aktivierung be-
stimmter Zielgene kodieren. Diese Beziehungen sind in Abbildung 6.2 durch die
blauen Verbindungen beschrieben. Die Literatur liefert Hinweise sowohl fiir aktivie-
rende (griine Verbindungen) als auch fiir inhibitorische (rote Verbindungen) Ein-
fliisse zwischen einzelnen Genen. Es sei darauf hingewiesen, dal Abbildung 6.2 nur
die bisher experimentell aufgedeckten regulatorischen Einfliisse prasentiert. Mit ho-
her Wahrscheinlichkeit existieren weitere regulatorische Beziehungen zwischen den
betrachteten Genen. Auflerdem ist es sehr wahrscheinlich, dafl die dargestellten Ge-
ne auch regulatorische Einfliisse von Genen erfahren, die in Abbildung 6.2 nicht
beriicksichtigt werden?.

!Erhalten von Projektleiter Prof. F. Horn.
2Private Mitteilung von Projektleiter Prof. F. Horn.
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Abbildung 6.2: Ausschnitt des Regulationsnetzwerks in Myelomzellen®. Die hier be-
schriebenen regulatorischen Interaktionen ergaben sich aus den Ergebnissen bisheriger Analysen
und durch Hinweise aus der Literatur. Dargestellt sind lediglich die bereits experimentell nach-
gewiesenen regulatorischen Interaktionen. Die Existenz weiterer regulatorischer Einfliisse ist sehr
wahrscheinlich.

Experimenteller Hintergrund des Anwendungsbeispiels

Fiir dieses Anwendungsbeispiel standen genomweite Analysen der mRNA-Konzen-
trationen in Myelomzellen zur Verfiigung. Alle Analysen wurden an der Myelom-
zellinie INA-6 durchgefithrt. Wie beschrieben benétigen diese Zellen das Zytokin
Interleukin-6 als Wachstumsfaktor und auch zum Schutz vor Apoptose. Da sie auf-
grund dessen ohne das Zytokin auf Dauer nicht iiberlebensfihig sind, miissen die Zel-
len in einem Wachstumsmedium aufbewahrt werden, dafl das Interleukin-6 enthélt.

Um die Signalwege der intrazelluldren Signaltransduktion zu untersuchen, wurde
dem Wachstumsmedium der Zellen zunéchst das Interleukin-6 fiir 12 Stunden ent-
zogen und anschliefend wieder zugesetzt. Die darauthin ablaufenden Prozesse der
intrazelluldren Signaltransduktion von IL-6 sollten zu verschiedenen Zeitpunkten
durch eine genomweite Bestimmung der Genexpressionsmuster, die den jeweiligen
Systemzustand des Regulationsnetzwerks der Myelomzellen beschreiben, mit Hil-
fe von DNA-Microarrays protokolliert werden. Die erste Messung fand dabei zum
Zeitpunkt Oh der IL-6-Restimulierung statt. Es folgten Messungen nach einer Stunde
(Zeitpunkt 1h) und nach vier Stunden (Zeitpunkt 4h) der IL-6-Restimulierung. Eine
weitere Messung beschreibt das genomweite Genexpressionsmuster in Myelomzellen,
denen permanent Interleukin-6 zur Verfiigung stand. Diese Messungen charakteri-

3Erhalten von Projektleiter Prof. F. Horn.
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| Zeitounkt ) L onlte e L ahle ). permanentIL-6 __
Mittelwert | _orandards | ewert | _owandards | eiwert | _owandards | eiwert | _orandard-

: abweichung : abweichung . abweichung . abweichung
Bcl3 225,78 : 75,66 367,37 : 52,77 361,77 : 109,09 310,57 : 59,91
Bcl6 25,83 4,39 81,33 : 40,03 49,50 ' 16,22 39,70 . 15,55
Blimp1 65,90 i 44,66 223,97 : 41,60 34,03 22,27 38,07 31,16
CIEBP-f|| 338,28 : 138,72 858,23 : 30,86 615,63 : 254,86 394,13 : 185,18
IRF-1 175,75 i 72,37 310,77 i 40,01 146,07 84,49 126,20 37,99
IRF- 4 67,93 + 23,68 79,33 1 64,61 56,20 : 32,52 107,70 i 52,06
JunB 97,90 24,94 660,40 : 159,69 166,75 | 69,47 137,02 1 47,35
Oct 2 112,70 : 56,44 123,82 : 49,46 316,05 : 136,34 253,45 : 86,24
Stat3 186,99 : 74,02 237,67 . 73,34 402,72 . 174,76 350,82 : 122,94

Tabelle 6.1: Abweichungen in wiederholten Messungen der Expressionsraten zu einem
Zeitpunkt. Die Tabelle gibt fiir jeden der vier gemessenen Zeitpunkte den jeweiligen Mittelwert
und die zugehorigen Standardabweichungen der Expressionsraten aller in Abbildung 6.2 betrach-
teten neun Gene an.

sieren somit das zeitliche Verhalten des Genregulationsnetzwerks der Myelomzellen
an den vier aufeinanderfolgenden Zeitpunkten Oh, 1h, 4h und permanent.

Jede Messung wurde mehrfach durchgefiihrt. Als Resultat entstanden vier Messun-
gen des genomweiten Genexpressionsmusters zum Zeitpunkt Oh und jeweils drei
Messungen des genomweiten (Genexpressionsmusters zu den iibrigen Zeitpunkten.
Weil bei der Extraktion der mRNA die Zellen zerstort werden, stammt jede der
insgesamt 13 Messungen von einer anderen Zellpopulation. Das genomweite Expres-
sionsverhalten zweier Zellen zu einem bestimmten Zeitpunkt kann sich durchaus
voneinander unterscheiden. Da man aber mit den Durchschnittswerten aus einer
Zellpopulation arbeitet, darf man annehmen, dafl alle Zellpopulationen zum Zeit-
punkt Oh das gleiche durchschnittliche Expressionsmuster aufwiesen. Die Messun-
gen zu einem Zeitpunkt konnen deshalb als echte Replikate und die Messungen zu
spateren Zeitpunkten als Folgezustéinde der Messungen zu vorangegangenen Zeit-
punkten betrachtet werden.

Die einzelnen durchschnittlichen Expressionsraten der Gene in den wiederholten
Messungen zu einem Zeitpunkt konnen stark schwanken. Um dies zu verdeutlichen,
sind in Tabelle 6.1 fiir jeden Zeitpunkt die Mittelwerte und die Standardabweichun-
gen der Expressionsraten aller bereits in Abbildung 6.2 betrachten neun Gene aufge-
listet. Griinde hierfiir sind zum einen Mefifehler und zum anderen natiirlich auch der
Sachverhalt, dafl die jeweiligen Messungen zu einem Zeitpunkt an verschiedenen Zell-
populationen durchgefiihrt wurden. Wie zu erkennen, unterliegen groflere MefSwerte
im allgemeinen auch grofieren Schwankungen. Um bei der Analyse der Expressions-
daten falsche Schliisse, die aufgrund von MefBfehlern, Ausreiflerwerten und Inkonsi-
stenzen entstehen konnen, zu vermeiden, sollten die Mefiwerte zu einem Zeitpunkt
gemittelt werden. Danach steht fiir die Analyse der Daten aber lediglich eine Zeitrei-
he aus den vier aufeinanderfolgenden, gemittelten Systemzusténden zur Verfiigung.
Fiir die Identifizierung regulatorischer Interaktionen mit Hilfe von Reverse Enginee-
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ring Methoden ist dieser Datenumfang jedoch viel zu klein. Die Untersuchungen in
diesem Abschnitt arbeiten deshalb trotz der grofien Unterschiede mit den Werten aus
den einzelnen Messungen. Jede Kombination einer beliebigen Messung zu einem be-
stimmten Zeitpunkt mit einer beliebigen Messung zum darauffolgenden Zeitpunkt
wird dann als ein Zustandsiibergangspaar angesehen. Insgesamt lassen sich so 30
Zustandsiibergéinge generieren. Hierbei mufl allerdings beriicksichtigt werden, dafl
diese 30 Zustandsiibergénge letztendlich auch nur wiederholte Beobachtungen der
drei Zustandsiibergénge Oh-1h, 1h-4h, 4h-permanent darstellen. Im vorangegange-
nen Abschnitt wurden bei der Arbeit mit Zeitreihen die Probleme deutlich, die sich
bei der wiederholten Betrachtung bestimmter Systemzusténde ergeben. Weiterhin
ist auch klar, daf§ durch eine solche Betrachtung der Daten Inkonsistenzen entstehen
— bei der Generierung der Zustandsiibergangsdaten werden einem Anfangszustand
verschiedene, zum Teil recht unterschiedliche Folgezustinde zugeordnet. Aufgrund
der Begrenzung des verfiigharen Datenumfangs ist eine solche Betrachtungsweise
der Daten jedoch erforderlich.

Anwendung der Reverse Engineering Methoden

Das Ziel ist es, zu untersuchen, welche der in Abbildung 6.2 beschriebenen regula-
torischen Einfliisse bei der Analyse der gegebenen Expressionsdaten mit Hilfe der
in dieser Arbeit vorgestellten Reverse Engineering Methoden identifiziert werden
konnen. Mit Ausnahme der Adjazenzlisten-Konstruktion wurden alle in Tabelle 5.1
aufgelisteten Algorithmen an den realen Expressionsdaten getestet. Dieser Algo-
rithmus erwartet als Eingabe stabile Zustandsdaten, die die Ergebnisse aus geziel-
ten Manipulationsexperimenten enthalten. Solche Daten standen leider nicht zur
Verfiigung.

Die fiir die Messung der Genexpressionsmuster verwendeten Affymetrix U95A Oligo-
nukleotid-Arrays enthalten 12000 spezifische Proben menschlicher Gene. Eine Ana-
lyse der gemessenen Genexpressionsmuster konnte 104 differentiell exprimierte Gene
aufdecken. Diese Gene wiesen also in den Messungen der Genexpressionsmuster zu
den vier Zeitpunkten Oh, 1h, 4h und permanent ein sich &nderndes Expressionsver-
halten auf und sind damit sehr wahrscheinlich in irgendeiner Form an der intrazel-
luldren Signaltransduktion von IL-6 beteiligt. Um alle 104 differentiell exprimierten
Gene im Reverse Engineering Prozefl zu beriicksichtigen, liefern die aus den gege-
benen Expressionsdaten konstruierten 30 Zustandsiibergénge zu wenige Informatio-
nen. Daher wurde das Reverse Engineering auf die in Abbildung 6.2 betrachteten
neun Gene Bcl3, Bcl6, Blimpl, C/EBP-G, IRF-1, IRF-4, junB, Oct2 und Stat3
beschrinkt.

Die Algorithmen arbeiteten mit den generierten 30 Zustandsiibergangspaaren. Da
der Algorithmus BPTT als Eingabe explizit eine Zeitreihe erwartet, wurden ihm die
gemittelten Messungen der Genexpressionsmuster zu den vier betrachteten, aufein-
anderfolgenden Zeitpunkten fiir das Reverse Engineering iibergeben.
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Folgende Anpassungen der Reverse Engineering Algorithmen wurden vorgenommen:
Die Signifikanzniveaus a; und «p fiir den Algorithmus Reveal bekamen die Werte
a1 = 0.01 und as = 0.00001 zugewiesen. Es wurde also ein sehr kleiner Wert fiir
an ausgewdhlt, da die Experimente an Simulationsdaten gezeigt haben, daf sich vor
allem die Irrtumswahrscheinlichkeit o gesamt schwer kontrollieren 148t und zu einer
groflen Anzahl falsch identifizierter Einfliisse fithren kann.

Die gemessenen Expressionsraten sind wesentlich hoher als die Werte der Expres-
sionsraten in den Simulationsdaten. Daraus resultierend ergeben sich betragsméafBig
kleinere Schétzer der Gewichte w;;. Der Schwellwert threshold, den der evolutiondre
Algorithmus fiir die Klassifizierung der Schétzer w;; nutzt, wurde deshalb ebenfalls
kleiner gew#hlt. Anstelle von threshold = 0.5 in den Experimenten mit Simulati-
onsdaten verwendete der Algorithmus hier den Wert 0.2.

Wie bereits die vorangegangen Experimenten gezeigt haben, bendtigt der Algorith-
mus Strukturlernen in diskreten DBN einen groflen Datenumfang. Mit den hier
verfiigharen Daten gelingt es dem Algorithmus nicht, Zusammenhénge zu identi-
fizieren. Um den von ihm benétigten Datenumfang etwas zu verringern, wurden
hier deshalb bei der Diskretisierung der Expressionsdaten die kontinuierlichen Wer-
te nicht auf die drei diskreten Zustéande ,,—1%, ,,0“ und ,, 1 abgebildet, sondern es
wurde analog zu den Booleschen Netzwerken nur mit den zwei Zustanden ,,0“ und
, 1% gearbeitet.

Diskussion der Ergebnisse

Die Tabelle 6.2 gibt einen Uberblick, welche der insgesamt elf bereits experimen-
tell nachgewiesenen regulatorischen Einfliisse aus Abbildung 6.2 von den einzelnen
Reverse Engineering Methoden identifiziert werden konnten.

Natiirlich erscheinen die Ergebnisse zunéchst recht unbefriedigend. Die besten Fr-
gebnisse erzielte der Algorithmus Reveal — ihm gelang der Nachweis von sieben
der elf bekannten regulatorischen Einfliisse. Alle andere Algorithmen konnten ledig-
lich vier (Strukturlernen in kontinuierlichen DBN, REM — linearen Ansatz), drei
(BPTT, evolutiondrer Algorithmus) bzw. zwei (REM — nichtlinearer Ansatz, Struk-
turlernen in diskreten DBN) dieser bereits nachgewiesenen Einfliisse identifizieren.
Bei der Betrachtung der Ergebnisse muf allerdings folgender Sachverhalt unbedingt
berticksichtigt werden: Die Algorithmen kénnen nur solche Einfliisse aufdecken, {iber
die die gegebenen Daten Informationen liefern. Auch wenn eine verfiighare Anzahl
von 30 Zustandsiibergéngen recht grof3 erscheint, so beschreiben diese doch trotzdem
nur drei verschiedene Zustandsiiberginge des Systems und liefern sehr wenige Infor-
mationen iiber sein dynamisches Verhalten. Inkonsistenzen, die wie erlautert bei der
Generierung der Zustandsiibergangspaare entstehen, erschweren die Identifizierung
regulatorischer Einfliisse zusétzlich.

Das Diagramm 6.3 beschreibt den zeitlichen Verlauf des Expressionsverhaltens der
einzelnen Gene mit Hilfe der gemittelten Messungen der Expressionsraten zu den
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Struktur- Struktur-

Reglflat.(_)rlsche Reveal lernen REM (linear) ) REM evolut_lonarer BPTT Ier.ne_n
Einfliisse . (nichtlinear) | Algorithmus kontinuier-
diskrete DBN liche DBN
Stat3 — IRF-4 X X
Stat3 — Blimp1 X X
Stat3 — Bcl6 X

Stat3— C/EBP- B

Stat3 — junB X X X
Stat3 — IRF-1 X X
Stat3 — Bcl3
IRF- 4 — Blimp1 X X X X
Bcl6 — Blimp1 X X X
Blimp1 — Bcl6 X X
Blimp1 — Oct2 X X X X X X
# truePos 7 2 4 2 3 3 4
# zusitzlich
identifizierte 15 6 24 23 13 20 15
Einfliisse

Tabelle 6.2: Ergebnisse der Reverse Engineering Methoden bei der Arbeit mit realen
Expressionsdaten. Das Zeichen ,x"gibt an, daf} der jeweilige Algorithmus den entsprechenden
regulatorischen Einfluf} identifizieren konnte. Zusétzlich identifizierte Einfliisse miissen nicht unbe-
dingt falsch identifizierte Einfliisse sein, da weitere Interaktionen zwischen den betrachteten Genen
nicht ausgeschlossen werden kénnen.

jeweiligen Zeitpunkten. Es fafit damit die Informationen zusammen, die die gege-
benen Daten liefern und ist bei einer detaillierten Analyse der Ergebnisse hilfreich.
Bei der genaueren Betrachtung der Ergebnisse féllt vor allem folgendes auf: Beson-
ders schwer scheint der Nachweis des aktivierenden Einflusses von Stat3 auf die
Transkription anderer Gene. Ein Blick auf das Diagramm 6.3 zeigt, dafl diese Be-
ziechungen durch die Daten auch nicht beschrieben werden: Wéhrend fiir die von
Stat3 regulierten Gene ein starker Anstieg der Expressionsrate bereits zum Zeit-
punkt 1h zu erkennen ist, kann fiir Stat3 selbst erst zum Zeitpunkt 4h eine starke
Zunahme der Expressionsrate beobachtet werden. Die Daten liefern also keine In-
formationen iiber den aktivierenden Einflul von Stat3 als Ursache fiir die erhchten
Expressionsraten der Gene Blimpl, Bcl6, C/EPB-f, junB, IRF-1 sowie Bcl3,
und die Algorithmen koénnen die entsprechenden regulatorischen Einfliisse damit
auch nicht nachweisen. Wenn die intrazelluldre Signaltransduktion von IL-6 aber
mit der Aktivierung von Stat3 beginnt, warum spiegelt sich dies nicht in den Daten
wider? An dieser Stelle kommt die vereinfachte Betrachtung der Genregulationspro-
zesse zum Tragen. Wie bereits mehrfach beschrieben, werden die Genregulationsme-
chanismen auf die Transkription eingeschrankt und alle Mechanismen auf anderen
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Abbildung 6.3: Zeitlicher Verlauf des Expressionsverhaltens der einzelnen Gene. Zu
sehen sind die gemittelten Messungen der Expressionsraten zu den jeweiligen Zeitpunkten.

Ebenen der Genexpression ignoriert. Man nimmt dann eine starke Korrelation zwi-
schen den mRNA-Konzentrationen und den Protein-Konzentrationen der Gene an
und beschréankt sich bei der Charakterisierung der Expressionsrate eines Gens auf
die zugehorige mRNA-Konzentration. Das daraus resultierende Problem bei dieser
konkreten Anwendung ist in Abbildung 6.4 graphisch veranschaulicht: Die Zuga-
be von IL-6 aktiviert das von Stat3 kodierte Protein. Dies hat keine Auswirkun-
gen auf die mRNA-Konzentration von Stat3! Der aktivierte Transkriptionsfaktor
stimuliert dann die Transkription von [RF-4, Blimpl, Bcl6, C/EPB-f3, junB,
IRF-1 sowie Bel3, und deren mRNA-Konzentration steigt an. Anhand der mRNA-
Konzentrationen allein ist der aktivierende Einflufl von Stat3 hier also nicht nach-
weisbar. Um diesen Nachweis zu ermoglichen, miifiten die Protein-Konzentrationen
in die Analyse einbezogen werden!

Warum gelingt es dann den Algorithmen dennoch, einige dieser von Stat3 ausgehen-
den regulatorischen Einfliisse nachzuweisen? Wahrend fiir die mRNA-Konzentration
von Stat3 zum Zeitpunkt 4h eine starke Zunahme beobachtet werden kann, sind
die Expressionsraten der Gene Blimp, junB und I RF-1 zu diesem Zeitpunkt be-
reits wieder stark abgefallen. Dies l&8t die Algorithmen falschlicherweise einen re-
pressorischen Einflul von Stat3 auf diese Gene vermuten. Eine Analyse der von
den Algorithmen REM, BPTT und Strukturlernen in kontinuierlichen DBN jeweils
geschitzten Gewichten konnte bestétigen, dafl diese ein negatives Vorzeichen auf-
wiesen. Eine Ausnahme stellt der regulatorische Einflul Stat3 — IRF-4 dar. Ein
leichter Anstieg der Expressionsrate von I RF-4 ist erst zu beobachten, nachdem sich
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Abbildung 6.4: Ablaufende Prozesse bei der Signaltransduktion von IL-6. Das Zyto-
kin IL-6 aktiviert das von Stat3 kodierte Protein. Dies hat keine Auswirkungen auf die mRNA-
Konzentration von Stat3. Der aktivierte Transkriptionsfaktor stimuliert dann die Transkription von
IRF-4, Blimpl, Bcl6, C/EPB-§, junB, IRF-1 sowie Bcl3, und deren mRNA-Konzentrationen
steigen an. Da nur die mRNA-Konzentrationen betrachtet werden, &8t sich ein aktivierender Ein-
flufl von Stat3 nicht als Ursache fiir die erhohte Transkription der anderen Gene nachweisen!

zum Zeitpunkt 4h die Expressionsrate von Stat3 stark erhoht hatte. Daraus schlie-
Ben die Algorithmen BPTT und Strukturlernen in kontinuierlichen DBN korrekt auf
einen aktivierenden Einflufl von Stat3 auf I RF-4.

Der Nachweis der iibrigen vier Einflisse [RF-4 — Blimpl, Blimpl — Oct2,
Blimpl — Bcl6 und Bcel6 — Blimpl gelingt den Algorithmen etwas besser. Auf-
grund der wenigen verfiigbaren Information kénnen die einzelnen Algorithmen aber
auch hier nicht jeden der Zusammenhénge identifizieren. Besonders einfach scheint
der Nachweis von Blimpl — Oct2 — fast alle Algorithmen konnten diesen Einflufl
aufdecken. Ein Blick in das Diagramm 6.3 bestétigt, dafl die gegebenen Daten diesen
EinfluB auch sehr gut unterstiitzen. Auflerdem erfahrt das Gen Oct2 — zumindest
nach den bisherigen Erkenntnissen in Abbildung 6.2 — nur diesen einen regulatori-
schen Einflul. Schon die vorangegangenen Simulationsexperimente konnten zeigen,
daf sich solche einzelnen regulatorischen Einfliisse wesentlich besser nachweisen las-
sen als zusammengesetzte Einfliisse.

Der regulatorische Einflul TRF-4 — Bimpl kann zumindest von den mit konti-
nuierlichen Expressionsraten arbeitenden Algorithmen gut identifiziert werden. Den
mit diskreten Expressionsraten arbeitenden Algorithmen gelingt dieser Nachweis
hingegen nicht. Der Grund hierfiir liegt in der Diskretisierung der Expressionsraten.
Dabei gehen wichtige Informationen iiber die recht kleinen Schwankungen der Ex-
pressionsrate von Gen I Rf-4 verloren. Diese erscheint deshalb im diskreten Raum
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als eine konstante Grofie und ist nicht als Ursache fiir das Expressionsverhalten von
Blimpl nachweisbar.

Im Gegensatz dazu konnten die mit diskreten Expressionsraten arbeitenden Algo-
rithmen die Zusammenhénge zwischen den Genen BCL6 und Blimpl recht gut
aufdecken, denn die in den Daten enthaltenen Informationen iiber diese Zusam-
menhénge werden bei der Diskretisierung nicht zerstort. Den iibrigen Algorithmen
gelingt der Nachweis dieser zwei regulatorischen Einfliisse dagegen kaum.

Weiterhin ist in Tabelle 6.2 zu erkennen, dafl die Algorithmen neben den weni-
gen, korrekt identifizierten regulatorischen Einfliissen auch eine recht hohe Anzahl
zusétzlich identifizierter Einfliisse liefern, bei denen es sich sicherlich oftmals um
falsch identifizierte Zusammenhénge handelt. Hierfiir gibt es mehrere Griinde:

Fiir die von Stat3 regulierten Gene ist ein recht dhnliches Expressionsverhalten in
den Expressionsdaten zu beobachten. Da Stat3 selbst aus den geschilderten Griinden
nicht als zentrales Regulatorgen zu identifizieren ist, erkldren die Algorithmen das
dhnliche Expressionsverhalten der von ihm regulierten Gene durch regulatorische
Einfliisse zwischen diesen.

Ferner erschwert das dhnliche Expressionsverhalten der Gene eine korrekte Selektion
der tatséchlich existierenden regulatorischen Einfliisse. Als Beispiel betrachte man
die Gene Blimpl, junB und IRF-1. Das Gen Blimpl iibt einen regulatorischen
Einflul auf das Gen Oct2 aus, der von den gegebenen Daten gut beschrieben wird.
Aufgrund des dhnlichen Expressionsverhaltens von Blimpl, junB und I RF-1 sind
prinzipiell aber auch die regulatorischen Einfliisse junB — Oct2 und I RF-1 — Oct2
moglich. Warum sollen die Algorithmen also richtig entscheiden konnen, dafl das Gen
Oct2 von Blimpl reguliert wird und nicht von junB oder I RF-17 Es sind nur wenige
Daten vorhanden, die den Algorithmen nicht geniigend Informationen liefern, um
zwischen korrekten und falschen regulatorischen Einfliisse zu differenzieren.
Weiterhin kann auch die wiederholte Beobachtung der Zustandsiibergénge in den
30 Zustandsiibergangspaaren einen Grund fiir die Identifizierung falscher Einfliisse
liefern. Wie in den vorangegangenen Experimenten deutlich wurde, kann die wie-
derholte Beobachtung bestimmter Zustandsiibergénge die Entscheidung fiir einen
falschen Zusammenhang zusétzlich unterstiitzen.

Schliellich miissen neben den bekannten regulatorischen Zusammenhéngen weitere
regulatorische Einfliisse existieren. Da zum Beispiel die Expressionsraten bestimm-
ter Gene (Bel3, C/EBP-f und IRF-1) nach dem Zeitpunkt 1h wieder abnehmen,
obwohl die Expressionsrate von Stat3 sogar zunimmt und auch Interleukin-6 fiir
die Aktivierung von Stat3 vorhanden ist, kann der aktivierende Einflufl von Stat3
allein das Expressionsverhalten dieser Gene nicht erklaren. Weitere regulatorische
Einfliisse konnen zum einen von Genen ausgehen, die im Reverse Engineering Pro-
zef3 nicht betrachtet wurden. Dann entstehen Probleme vor allem, wenn es sich bei
einem nicht beriicksichtigten Gen um ein wichtiges Regulatorgen handelt, daf re-
gulatorische Einfliisse auf mehrere der betrachteten Gene ausiibt und ein dhnliches
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denkbar, aber eher
sehr gut moéglich bisher keine .
. R unwahrscheinlich
Hinweise
Bcl3 — junB Bcl6— Oct2 Bcl6 — IRF1
Oct2— Blimp1 IRF1— IRF1 Blimp1 — IRF1
Stat3— Oct2 junB— IRF4 IRF1— Blimp1
junB — Oct2 IRF1— junB
junB — Stat3 IRF-4— IRF-1
junB — junB IRF-4 — Oct2
junB— Blimp1 IRF-4 — Stat3
Oct2— C/EBP-p Oct2— IRF-1

Tabelle 6.3: Bewertung zusitzlich identifizierter Einfliisse. Zusitzlich identifizierte Zu-
sammenhénge, die mindestens drei der sieben Algorithmen nachgewiesen haben, wurden von Pro-
jektleiter Prof. F. Horn beziiglich der Fragestellung bewertet, ob ihre Existenz prinzipiell denkbar
oder eher unwahrscheinlich ist.

Expressionsverhalten dieser bewirkt. Wie schon fiir das zentrale Regulatorgen Stat3*
erlautert, vermuten die Algorithmen deshalb regulatorische Einfliisse zwischen den
regulierten Genen, da sie die tatsédchlichen Einfliisse als Ursache fiir das Expres-
sionsverhalten der Gene nicht nachweisen kénnen. Zum anderen kann es weitere
Beziehungen auch zwischen den betrachteten Genen selbst geben, und die von den
Algorithmen zusétzlich identifizierten Einfliisse miissen nicht immer falsch sein. Die-
se Finfliisse wurden deshalb néher analysiert. In Tabelle 6.3 sind all die Einfliisse
aufgelistet, die mindestens drei der sieben Algorithmen zusétzlich identifizierten. Je-
der einzelne Zusammenhang wurde durch den Projektleiter Prof. F. Horn beziiglich
der Fragestellung bewertet, ob seine Existenz prinzipiell denkbar oder eher unwahr-
scheinlich ist. Wie zu erkennen, konnen viele der zusétzlich identifizierten Einfliisse
zumindest nicht ausgeschlossen werden. Einige sind sogar sehr wahrscheinlich.

Was 148t sich nun iiber den Vergleich der Algorithmen sagen? Lafit man wie in den
vorangegangenen Simulationsexperimenten die Qualitét eines identifizierten regula-
torischen Einflusses (aktivierender oder inhibitorischer Einflufl) bei der Bewertung
der Giite eines rekonstruierten Netzwerks aufler acht, dann konnen die Ergebnisse
aus diesem Experiment die Beobachtungen aus den vorangegangenen Experimenten
an Simulationsdaten im allgemeinen bestétigen (siche Abschnitt 5.5). Der Algorith-
mus Strukturlernen in kontinuierlichen DBN liefert auch hier bessere Ergebnisse als
die auf dem nichtlinearen Additiven Regulationsmodell basierenden Algorithmen.
Der evolutiondre Algorithmus und der Algorithmus BPTT konnen beide drei der
bereits bekannten regulatorischen Einfliisse identifizieren. Allerdings liefert der Al-
gorithmus BPTT eine groflere Anzahl an zusétzlich identifizierten Einfliissen. Das

4Das Gen Stat3 wurde zwar im Reverse Engineering ProzeS betrachtet, die von ihm ausge-
henden regulatorischen Einfliisse sind aber — wie oben diskutiert — aufgrund der vereinfachten
Betrachtungsweise der Genregulationsprozesse nicht nachweisbar.
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entspricht den Ergebnissen aus der Arbeit mit Simulationsdaten, bei der dieser Algo-
rithmus oftmals einen kleineren positiv pradiktiven Wert erzielte als der evolutiondre
Algorithmus. Wieder miissen fiir den Algorithmus REM (nichtlinearer Ansatz) die
unbefriedigendsten Ergebnisse beobachtetet werden.

Der Algorithmus Reveal konnte in diesem Experiment die besten Ergebnisse liefern.
Schon bei der Arbeit mit Simulationsdaten wurde deutlich, dafl dieser Algorithmus
im Gegensatz zu den anderen Algorithmen in der Lage ist, wiederholte Beobach-
tungen in den Daten fiir die Identifizierung regulatorischer Einfliisse zu nutzen. Der
Algorithmus Strukturlernen in diskreten DBN benotigt dagegen fiir die Identifizie-
rung regulatorischer Einfliisse sehr viel mehr Informationen, und so konnte er hier
lediglich zwei bekannte Einfliisse nachweisen. Im Unterschied zu diesen beiden Al-
gorithmen liefert der Algorithmus REM (linearer Ansatz) vergleichsweise vor allem
eine recht hohe Anzahl zusatzlicher regulatorischer Einfliisse.

In diesem Experiment konnen jetzt die Ergebnisse aller Algorithmen miteinander
verglichen werden: Es entfillt die Uberlegenheit der auf dem nichtlinearen Additiven
Regulationsmodell bzw. auf dem kontinuierlichen DBN basierenden Algorithmen, die
sich fiir diese Algorithmen bei der Arbeit mit Simulationsdaten aufgrund der Tatsa-
che ergab, dal die Generierung der Simulationsdaten ebenfalls auf dem nichtlinea-
ren Additiven Regulationsmodell beruhte. Die Ergebnisse dieser Algorithmen fallen
deshalb in diesem Experiment nicht besser aus als die der anderen Algorithmen.
Wie beschrieben, konnte der Algorithmus Reveal sogar bessere Ergebnisse erzielen.
Zum einen kommt der negative Einflufl der vereinfachten Modellannahme diskreter
Expressionsraten in dieser konkreten Anwendung kaum zum Tragen. Zwar gehen
bei der Diskretisierung der Daten durchaus Informationen verloren. Deshalb konnte
der Algorithmus Reveal zum Beispiel den regulatorischen Einflu I RF-4 — Bimpl
nicht identifizieren. Die meisten Gene zeigen aber recht deutliche Verdnderungen
ihres Expressionsverhaltens, die auch bei der Diskretisierung der Daten erhalten
bleiben. Damit werden wichtige Informationen iiber regulatorische Zusammenhénge
durch die Diskretisierung nicht zerstort. Zum anderen ergeben sich fiir die am Addi-
tiven Regulationsmodell orientierten Algorithmen aufgrund der abstrakten Betrach-
tungsweise der Genregulationsprozesse im allgemeinen groflere Probleme als fiir den
Algorithmus Reveal. Wihrend dieser auf einer qualitativen Ebene arbeitet und ledig-
lich hohe und niedrige Expressionsraten miteinander in Beziehung setzt, arbeiten die
am Additiven Regulationsmodell orientierten Algorithmen mit kontinuierlichen Wer-
ten. Sie versuchen zu erkléaren, wie sich die mRNA-Konzentrationen eines Gens aus
den mRNA-Konzentrationen der dieses Gen regulierenden Gene errechnet. Da die
mRNA-Konzentration eines Gens aber eigentlich von den Protein-Konzentrationen
der dieses Gen regulierenden Gene abhéngig ist, erfordert dieses Verfahren min-
destens einen linearen Zusammenhang zwischen den mRNA-Konzentrationen und
den Protein-Konzentrationen der Gene. Dieser ist in der Praxis oftmals nicht gege-
ben, was die korrekte Identifizierung regulatorischer Einfliisse fiir diese Algorithmen
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erheblich erschwert?®.

Schliefllich muf} fiir dieses Anwendungsbeispiel auch festgestellt werden, dafi der
Algorithmus REM bei der Arbeit mit dem linearen Additiven Regulationsmodell
vier der bekannten regulatorischen Einfliisse identifizieren konnte, wéhrend er bei
der Arbeit mit dem nichtlinearen Additiven Regulationsmodell lediglich zwei dieser
Einfliisse nachwies. Es scheint also, dafl die gegebenen Daten durch den linearen
Ansatz besser erklart werden.

Zusammenfassung

Die Ergebnisse aus diesem Anwendungsbeispiel sind auf den ersten Blick recht un-
befriedigend. Nur wenige der bekannten Einfliisse konnten identifiziert werden. Da-
neben lieferten die Algorithmen eine recht hohe Anzahl zusétzlicher Einfliisse.
Sicherlich liegt dies auch an den Reverse Engineering Methoden sowie ihren modell-
und algorithmenbedingten Limitationen selbst. So konnten vor allem die von Stat3
ausgehenden, stimulierenden regulatorischen Einfliisse aufgrund der abstrakten Be-
trachtung der Genregulationsprozesse kaum nachgewiesen werden. Weiterhin wurde
am Beispiel des regulatorischen Einflusses ITRF-4 — Bimpl deutlich, da} durch
die Diskretisierung der Daten wichtige Informationen verloren gehen konnen und
regulatorische Zusammenhénge dann nicht mehr nachweisbar sind. Fiir die auf dem
Additiven Regulationsmodell bzw. auf dem kontinuierlichen DBN basierenden Algo-
rithmen erschwerte sicherlich auch die Annahme der Additivitdt und Unabhéangigkeit
regulatorischer Einfliisse das Reverse Engineering. Die Algorithmen BTPP, Struk-
turlernen in DBN sowie der evolutiondre Algorithmus konnen auflerdem in einem
lokalen Optimum stecken bleiben.

Der Hauptgrund fiir die weniger zufriedenstellenden Ergebnisse ergibt sich aber aus
der Begrenzung der verfiigharen Daten. Die Algorithmen kénnen nur die Informa-
tionen interpretieren, die ihnen die Daten liefern. Zum einen war der Umfang der
fiir dieses Anwendungsbeispiel gegebenen Daten sehr gering. Wie bereits die vor-
angegangenen Experimente mit Simulationsdaten gezeigt haben, reicht ein derart
beschrinkter Datenumfang nicht aus, um die bestehenden regulatorischen Einfliisse
korrekt zu identifizieren. Auflerdem wurden im Reverse Engineering Prozefl nur die
neun Gene betrachtet, die an bereits bekannten regulatorischen Zusammenhéngen
beteiligt sind. Wichtige Regulatorgene werden deshalb im Reverse Engineering Pro-
zef3 vielleicht nicht beriicksichtigt, was zu den beschriebenen Problemen fithren kann.
Wire ein groflerer Datenumfang verfiigbar, kdnnte man alle 104 differentiell expri-
mierten Gene in den Reverse Engineering Prozef} integrieren und so die Wahrschein-
lichkeit reduzieren, ein wichtiges Regulatorgen versehentlich nicht zu betrachten.
Zum anderen sind die verfiigharen Daten auch hinsichtlich ihres Typs begrenzt. Die
Messungen der Protein-Konzentrationen sind sehr ungenau und viel aufwendiger
als die Messungen der mRNA-Konzentrationen. Sie stehen deshalb nicht in dem

5Vergleiche Unterabschnitt Limitationen in 3.4.1.
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gleichen Umfang zur Verfiigung, wie die mRNA-Konzentrationen. Dadurch wird
die vereinfachte Betrachtung der Genregulationsprozesse iiberhaupt erst notwendig.
Die beschriebenen, daraus resultierenden Probleme sind also weniger Limitationen
der Reverse Engineering Methoden, sondern vielmehr Limitationen der verfiigharen
Daten!



Kapitel 7

Diskussion

7.1 Zusammenfassung

Neue Technologien auf dem Gebiet der Molekularbiologie liefern eine Fiille von Da-
ten iiber das Expressionsverhalten mehrerer tausend Gene, deren Auswertung den
Einsatz geeigneter Analyse- und Modellierungsmethoden erfordert. Einen wichtigen
Ansatz hierbei bilden Reverse Engineering Methoden die versuchen, regulatorische
Interaktionen zwischen den Genen aufzudecken und mit der Rekonstruktion des zu-
grundeliegenden genetischen Netzwerks das komplexe Zusammenspiel der Gene zu
verstehen. Das Ziel dieser Arbeit war es, einen umfassenden Uberblick iiber diesen
Ansatz der Datenanalyse zu vermitteln:

Um dem Leser eine praktische Anwendung der Reverse Engineering Methoden zu er-
leichtern und ihm beim Verstédndnis ausgewéhlter Ansétze zu helfen, wurden zunéchst
die theoretischen Aspekte des Reverse Engineerings betrachtet. Im allgemeinen 148t
sich der Reverse Engineering Prozef} in zwei Teilschritte untergliedern: Als erstes ist
unter Beriicksichtigung der verfiigbaren Expressionsdaten und der gegebenen Fra-
gestellung ein genetisches Netzwerkmodell festzulegen, dal zur Beschreibung der
Genexpressions- und Genregulationsprozesse dienen soll. Aufgrund der Begrenzung
derzeit verfiigbarer Expressionsdaten muf hierbei stark von der biologischen Realitét
abstrahiert werden. Man ignoriert vereinfachend, dal Regulationsprozesse neben der
Transkription auch auf anderen Ebenen der Genexpression stattfinden und nimmt
so eine starke Korrelation zwischen den mRNA-Konzentrationen und den Protein-
Konzentrationen der Gene an. Die Expressionsraten der Gene konnen dann allein
durch die zugehorigen mRNA-Konzentrationen beschrieben werden. Als Beispiele
fiir solche abstrakten Netzwerkmodelle wurden gerichtete Graphen, Boolesche Netz-
werke, diskrete und kontinuierliche Dynamische Bayessche Netzwerke sowie Additive
Regulationsmodelle eingefiihrt.

Im zweiten Teilschritt des Reverse Engineering Prozesses wird dann ein geeigne-
ter Reverse Engineering Algorithmus benétigt, der die Parameter des ausgewihlten
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Netzwerkmodells mit Hilfe der gegebenen Expressionsdaten bestimmt und festlegt,
zwischen welchen Komponenten des Netzwerks regulatorische Einfliisse bestehen.
Ein geeigneter Reverse Engineering Algorithmus fiir jedes der vorgestellten Netz-
werkmodelle wurde detailliert beschrieben sowie seine modell- und algorithmusbe-
dingten Limitationen analysiert: Als ein moglicher Reverse Engineering Algorith-
mus fiir gerichtete Graphen bietet sich die Adjazenzlisten-Konstruktion an. Einen
bekannten Ansatz fiir das Reverse Engineering in Booleschen Netzwerken stellt der
Algorithmus Reveal dar. Fiir die Additiven Regulationsmodelle wurden die Algo-
rithmen Reverse Engineering in Matrizen (REM), Backpropagation through time
(BPTT) und ein evolutiondrer Algorithmus ausgew#hlt. Weiterhin wurde der Algo-
rithmus Strukturlernen in (diskreten oder kontinuierlichen) DBN fiir die dynami-
schen Bayesschen Netzwerke behandelt.

Den Abschlufl der theoretischen Uberlegungen bildete eine Einfithrung in die Inte-
gration von Vorwissen als eine wichtige Strategie bei der Rekonstruktion von gene-
tischen Netzwerken.

Alle betrachteten Reverse Engineering Algorithmen wurden implementiert und zu-
néchst ausfithrlich an Simulationsdaten getestet. Natiirlich lassen sich die dabei im
einzelnen erzielten Ergebnisse nicht direkt auf die Arbeit mit realen Expressions-
daten iibertragen, denn wesentliche modellbedingte Limitationen der Algorithmen
— beispielsweise die abstrakte Betrachtung der Genregulationsprozesse — kamen bei
der Arbeit mit Simulationsdaten nicht zum Tragen. Es konnten jedoch wichtige
Einblicke in das grundlegende Verhalten der Algorithmen in Abhéngigkeit von ver-
schiedenen Eigenschaften des zu rekonstruierenden Netzwerks und der verfiigbaren
Daten gewonnen werden:

Eine zunehmende Konnektivitidt des zugrundeliegenden Netzwerks erschwert die
Identifizierung regulatorischer Einfliisse — erfdhrt eine Netzwerkkomponente nur
einen einzigen regulatorischen Einfluf}, so kann dieser besser nachgewiesen werden,
als wenn neben ihm noch weitere regulatorische Einfliisse auf die Netzwerkkompo-
nente einwirken. Bei steigender Netzwerkgrofie liefern die Algorithmen neben den
korrekt identifizierten regulatorischen Einfliissen eine zunehmende Anzahl an falsch
identifizierten regulatorischen Zusammenhéngen, denn sie miissen eine grofiere Men-
ge an prinzipiell moglichen regulatorischen Einfliissen betrachten, um die auf eine
Netzwerkkomponente einwirkenden Einfliisse festzulegen. Die Wahrscheinlichkeit,
dabei einen Fehler zu begehen, steigt.

Weitere Simulationsexperimente konnten zeigen, dafl ein sehr grofler Umfang an
Expressionsdaten notwendig ist, um moglichst viele der tatsédchlich existierenden
Einfliisse korrekt zu identifizieren. Auflerdem sollten die gegebenen Daten keine
Zustandsiibergénge mehrfach enthalten. Die Beobachtung verschiedener zeitlicher
Prozesse liefert mehr Informationen iiber das dynamische Verhalten des zugrun-
deliegenden Systems als die Betrachtung einer einzelnen Zeitreihe und kann das
Reverse Engineering ebenfalls unterstiitzen. Deshalb sollte man versuchen, durch
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eine geeignete Variation von extra- und intrazelluldren EinfluBfaktoren oder durch
transiente Manipulationen bestimmter Gene unterschiedliche dynamische Prozesse
des Genregulationsnetzwerks zu erfassen und damit moglichst viele Informationen
iiber das dynamische Verhalten des Systems zu generieren.

Eine Untersuchung des Einflusses fehlerbehafteter Daten ergab, dal der negative
Einflul von Mefifehlern im Gegensatz zu den Schwierigkeiten, die sich durch verein-
fachte und falsche Modellannahmen ergeben, kaum Auswirkungen auf die Giite der
Ergebnisse zeigt. Deshalb ist zu erwarten, daf§ der negative Einflufl von Meffehlern
bei der Arbeit mit realen Expressionsdaten nur bedingt zum Tragen kommt.
Weiterhin konnte ein Vergleich der Ergebnisse der einzelnen Algorithmen eine Uber-
legenheit des Algorithmus Strukturlernen in kontinuierlichen DBN gegeniiber den
auf dem nichtlinearen Additiven Regulationsmodell basierenden Algorithmen be-
stdtigen. Sie resultiert aus der Tatsache, dafi dieser Algorithmus im Gegensatz zu
den anderen Algorithmen die Schiatzung der Gewichtsmatrix W mit einer expliziten
Suche nach der wahren Struktur verbindet und dadurch den Reverse Engineering
Prozel mafigeblich unterstiitzt. Aufgrund der wahrscheinlichkeitstheoretischen Na-
tur des kontinuierlichen DBN gelingt es ihm auflerdem besser, mit Fehlern und
Inkonsistenzen in den Daten umgehen. Im allgemeinen waren die Ergebnisse des
evolutiondren Algorithmus etwas besser als die des BPT'T Algorithmus; der Algo-
rithmus REM bei der Arbeit mit einem nichtlinearen Additiven Regulationsmodell
konnte sich nicht gegen die anderen Algorithmen dieser Gruppe durchsetzen. Da
die Generierung der Simulationsdaten auf der Basis des nichtlinearen Additiven Re-
gulationsmodells stattfand, waren diese Algorithmen den iibrigen Algorithmen bei
der Arbeit mit Simulationsdaten iiberlegen, denn wichtige ihrer modellbedingten
Limitationen kamen nicht zum Tragen.

Fiir die Algorithmen Reveal und Strukturlernen in diskreten DBN erschwerte bei-
spielsweise die vereinfachende Annahme diskreter Expressionsraten das Identifizie-
ren von regulatorischen Einfliissen zusétzlich. Dem Algorithmus Reveal gelang es vor
allem bei steigendem Datenumfang, eine hohere Sensitivitdat zu liefern als der Algo-
rithmus Strukturlernen in diskreten DBN. Dafiir konnte dieser Algorithmus oftmals
einen sehr hohen positiv pradiktiven Wert vorweisen. Eine falschlicherweise ange-
nommene Linearitdt regulatorischer Einfliisse beeintrichtigte den Reverse Enginee-
ring Prozef fiir den Algorithmus REM bei der Arbeit mit einem linearen Additiven
Regulationsmodell. Vor allem aufgrund einer in der Regel verhéltnisméafig grofien
Anzahl an falsch identifizierten regulatorischen Einfliissen konnte dieser Algorithmus
nicht gegen die anderen beiden Algorithmen iiberzeugen.

Ferner ergab die Analyse der Ergebnisse, daf§ durch die Kombination der Einzeler-
gebnisse zweier Algorithmen vor allem die Anzahl der falsch identifizierten Einfliisse
zum Teil erheblich gesenkt werden kann.

In einem Experiment zur Integration von Vorwissen wurde abschliefend deutlich,
daB sinnvoll eingesetztes Vorwissen die Ergebnisse der Algorithmen zum Teil erheb-
lich verbessert.
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Schliellich wurden alle Reverse Engineering Methoden auch an realen Expressions-
daten getestet. Das Anwendungsbeispiel vermittelte abschlieend einen Eindruck,
inwieweit die auf abstrakten Netzwerkmodellen basierenden Reverse Engineering
Methoden die Identifizierung von regulatorischen Einfliissen aus derzeit verfiigharen
Expressionsdaten iiberhaupt ermoglichen:

Grundsitzlich konnten in diesem Anwendungsbeispiel nur recht unbefriedigende Er-
gebnisse erzielt werden. Neben den wenigen korrekt identifizierten Einfliissen liefer-
ten die Algorithmen eine recht hohe Anzahl zuséitzlicher Einfliisse.

Griinde hierfiir liegen zum einen in den modell- und algorithmenbedingten Limitation-
en der Reverse Engineering Algorithmen. Wesentliche Einschriankungen ergaben sich
vor allem aufgrund der abstrakten Betrachtung der Genregulationsprozesse.
Beriicksichtigt werden mufite aber auch, daf§ die Algorithmen nur solche regulatori-
schen Einfliisse identifizieren kénnen, iiber die die gegebenen Expressionsdaten auch
Informationen liefern. Deshalb stellt die Begrenzung der verfiigbaren Daten, sowohl
beziiglich des Umfangs als auch in Bezug auf den Datentyp — es waren nur die je-
weiligen mRNA-Konzentrationen der Gene gegeben —, den eigentlichen Hauptgrund
fiir die unbefriedigenden Ergebnisse dar. Durch diese Begrenzung wird die verein-
fachte Betrachtung der Genregulationsprozesse iiberhaupt erst notwendig und ist
daher weniger eine modellbedingte Limitation der Reverse Engineering Methoden,
sondern vielmehr eine Limitation der verfiigharen Daten!

Die Ergebnisse aus der Arbeit mit Simulationsdaten iiber den Vergleich der Algo-
rithmen konnten bei der Verwendung realer Expressionsdaten bestétigt werden. Da
die Uberlegenheit der auf dem nichtlinearen Additiven Regulationsmodell bzw. auf
dem kontinuierlichen DBN — welches sich an diesem Modell orientiert — basierenden
Algorithmen bei der Verwendung realer Expressionsdaten entfallt, war es jetzt auch
moglich, die Ergebnisse dieser Algorithmen mit den Ergebnissen der {ibrigen Algo-
rithmen zu vergleichen. Insbesondere hat sich dabei gezeigt, dal es dem Algorithmus
Reveal in dieser konkreten Anwendung sogar besser als den mit dem Additiven Re-
gulationsmodell bzw. kontinuierlichen DBN arbeitenden Algorithmen gelang, die
bekannten regulatorischen Einfliisse zu identifizieren.

7.2 Ausblick

Im abschlieSfenden Anwendungsbeispiel wurde deutlich, daf§ die Limitationen der
Ergebnisse, die mit den vorgestellten Reverse Engineering Methoden erzielt werden
konnen, sich vor allem durch die Begrenzung der verfiigharen Expressionsdaten er-
geben. Es ist jedoch zu hoffen, dafl eine Verbesserung und Weiterentwicklung der
Microarray- und Protein-Array-Technologien sowie eine Massenproduktion dieser
Biochips bessere Ergebnisse der Reverse Engineering Methoden ermoglichen wer-
den: Zum einen liefern die derzeit verfiighbaren Expressionsdaten aufgrund eines
sehr geringen Datenumfangs nur unzureichende Informationen iiber das dynami-



7. DISKUSSION 159

sche Verhalten des zugrundeliegenden Systems. Durch eine Massenproduktion von
Microarray-Chips werden diese in Zukunft immer kostengiinstiger. Dies wiederum
wird dann die Durchfithrung einer wesentlich grofleren Anzahl an Expressionsex-
perimenten ermoglichen und den verfiighbaren Datenumfang erheblich steigern. Zum
anderen erfordert derzeit die Einschrankung der verfiigharen Daten auf mRNA-Kon-
zentrationen eine abstrakte Betrachtung der Genregulationsprozesse, woraus die in
dieser Arbeit beschriebenen Probleme resultieren. Die Weiterentwicklung und Ver-
besserung der Protein-Array-Technologie zur genomweiten Messung von Protein-
Konzentrationen &8t hoffen, dafl neben den mRNA-Konzentrationen bald auch
die entsprechenden Protein-Konzentrationen der Gene zur Verfiigung stehen und
in den Reverse Engineering Proze integriert werden konnen. Ein erster Schritt
dabei kénnte die Protein-Konzentrationen zumindest auf der Ebene ihres regula-
torischen Einflusses auf die Transkription der Gene beriicksichtigen. Alle in dieser
Arbeit vorgestellten Netzwerkmodelle und Reverse Engineering Algorithmen las-
sen sich recht einfach entsprechend erweitern. In einem néchsten Schritt koénnen
die Protein-Konzentrationen auch explizit in ein genetisches Netzwerkmodell inte-
griert, die Produktion sowie der Abbau der Proteine modelliert und so die bei der
Genexpression und Genregulation ablaufenden Prozesse biologisch realistischer dar-
gestellt werden. Auf entsprechende, bereits existierende Ansétze (siehe u.a. [8]) kann
zuriickgegriffen werden, wenn die bendtigten Daten erst verfiigbar sind.

Obwohl das Anwendungsbeispiel zeigen konnte, dafl auch eine diskrete Betrachtung
der Expressionsraten durchaus die Identifizierung von regulatorischen Einfliissen
ermoglicht, so sollte doch langfristig die Konzentration auf biologisch realistische-
ren Netzwerkmodellen liegen, die mit kontinuierlichen Expressionsraten arbeiten.
Hier bieten sich vor allem die kontinuierlichen Dynamischen Bayesschen Netzwer-
ke an, denn aufgrund ihrer wahrscheinlichkeitstheoretischen Natur konnen sie auch
MefBfehler und Inkonsistenzen in den Daten beriicksichtigen. Aulerdem existieren fiir
dieses Netzwerkmodell effiziente Reverse Engineering Algorithmen, wie beispielswei-
se der in dieser Arbeit vorgestellte Algorithmus Strukturlernen in kontinuierlichen
DBN. Es ist sinnvoll, diese Reverse Engineering Methode weiterzuentwickeln und
gezielte Verbesserungen sowohl an dem Netzwerkmodell als auch an dem Reverse
Engineering Algorithmus vorzunehmen. Beispielhaft seien hier kurz drei Ansétze
beschrieben:

Eine Moglichkeit zur Verbesserung bietet die Integration von verborgenen Varia-
blen (engl.: hidden variables) in das kontinuierliche DBN [34]. Damit lassen sich
Probleme 16sen, die entstehen, wenn ein zentrales Regulatorgen im Reverse Engi-
neering Prozefl nicht betrachtet wird — etwa aufgrund einer Fehlentscheidung bei
der Selektion wichtiger Gene, oder weil das Expressionsverhalten des Regulatorgens
in den Expressionsexperimenten gar nicht bestimmt wurde. Da die von ihm ausge-
henden regulatorischen Einfliisse dann nicht nachweisbar sind, erklédrt der Reverse
Engineering Algorithmus das durch dieses Regulatorgen induzierte dhnliche Expres-
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sionsverhalten der von ihm regulierten Gene durch regulatorische Einfliisse zwischen
ihnen. Es entsteht eine hohe Anzahl falsch identifizierter Einfliisse. Eine verborge-
ne Variable kann dieses Regulatorgen modellieren und die Identifizierung falscher
regulatorischer Einfliisse verhindern.

Bei der Modellierung der Dynamik arbeitet das Netzwerkmodell mit einer konstan-
ten Zeitverzogerung. Die auf ein Gen g; einwirkenden regulatorischen Einfliisse wer-
den durch eine Abhéngigkeit der Expressionsrate x;(t) des Gens g; zum Zeitpunkt
t von den Expressionsraten x;, (t — 1),2;,(t — 1),...,z;, (t — 1) der dieses Gen regu-
lierenden Gene zum vorangegangenen Zeitpunkt ¢ — 1 modelliert. Das Netzwerk-
modell betrachtet dazu die kontinuierlichen Zufallsvariablen X (¢ — 1), welche die
Expressionsraten der Gene vor einem Zustandsiibergang beschreiben, und die Zu-
fallsvariablen X (%), die die aktualisierten Expressionsraten der Gene représentieren.
Wie lange es im einzelnen dauert, bis eine Verdnderung des Expressionsverhaltens
eines Gens g; auf die Expression eines von ihm regulierten Gen g; Auswirkungen
zeigt, hiangt von den verschiedenen Prozessen ab, die bei der Genexpression und
Genregulation ablaufen und ist individuell fiir zwei Gene g; und g, festgelegt. Durch
die Einfithrung von individuellen Zeitverzogerungen kénnte die biologische Realitét
genauer modelliert werden. Die Expressionsrate x;(t) des Gens g; zum Zeitpunkt ¢
ist dann von den Expressionsraten x;, (t — 7, ), Ziy (t — iy ). T4, (t — 754, ) abhéingig.
Das Netzwerkmodell muf} dafiir einfach um entsprechende Zufallsvariablen X(t —2),
X(t —3),....X(t — Atpnar) erweitert werden, die es erlauben, die aktuellen Expressi-
onsraten der Gene auch mit weiter zuriickliegenden Expressionsraten in Verbindung
zu setzen.

Weiterhin ist es sinnvoll, als Ergebnis des Algorithmus Strukturlernen in kontinu-
terlichen DBN nicht nur das Modell mit dem hochsten Score zu betrachten. Oftmals
haben viele Modelle einen recht dhnlichen Score und kénnen damit die gegebenen
Daten gleich gut erkldren. Es sollten deshalb mehrere Modelle B; = (G;, ;) als
Ergebnis zugelassen werden. Aus diesen sind dann regulatorische Einfliisse e mit ei-
ner hohen Posterior-Wahrscheinlichkeit zu selektieren und so eine endgiiltige Losung
zu konstruieren. Die Posterior-Wahrscheinlichkeit eines regulatorischen Einflusses e
ergibt sich dabei aus [38]:

P(elD) = Y- P(GYD)e(G) (7.1)

G

Hierbei nimmt e(G;) den Wert 1 an, falls das Modell B; = (G}, ©;) diesen regulato-
rischen Einflul e beschreibt. Andernfalls ist der Wert von e(G;) 0.



Anhang A

Aquivalenz zwischen Maximum
Likelihood Schatzung und der
Methode der kleinsten Quadrate

Die Likelihood Funktion L(©¢ : D|G) beschreibt die Wahrscheinlichkeit der Daten
D in einem Bayesschen Netzwerk B = (G,0) in Abhéngigkeit von der Parame-
terinstanz ©g. Fiir ein kontinuierliches DBN, in dem die bedingten Wahrschein-
lichkeitsverteilungen der Zufallsvariablen durch entsprechende Normalverteilungen
beschrieben werden, ergibt sich:

= P(D[{G,0q))

:HHfz i"[(G,0¢))

i=1m=1

= ﬁ ﬁ - exp (_(y;” _QZ;umTy) (A1)

i=1 m=1 2o

Héaufig arbeitet man mit dem Logarithmus dieser Funktion, um die Produkte zu
Summen zu vereinfachen:
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Um den Schitzer w; des Gewichtsvektors w; zu bestimmen, mufl die Likelihood
Funktion beziiglich des Gewichtsvektors w; maximiert werden. Dazu wird sie nach
w; differenziert und gleich dem Wert 0 gesetzt:

M T T

(y" —w;u™ )u™ =0
m=1
M T M T
Z u” oyt = Z u” (w;u™)
m=1 m=1
M . M
Youmyt = u" (u"w,)
m=1 m=1

UTU) Uty = wi (A.3)

Dies entspricht der Schétzung von w; nach der Methode der kleinsten Quadrate [46].



Anhang B

Notation

Symbol

Qo
Adje
Acca

B

Bi

BIC
BPTT
cDNA

D

D;

DBN
dimG
DNA
error;(t)

Error; max(t)
Ji

falseNeg
falsePos

gi

G

Gak:t

Gazyk

an

Gmin

Erklirung

Irrtumswahrscheinlichkeit 1. Art eines statistischen Tests
Adjazenzliste von Graph G

Erreichbarkeitsliste von Graph G
[rrtumswahrscheinlichkeit 2. Art eines statistischen Tests
Biasfaktor von Gen g;

Engl.: Bayesian information criteria

Algorithmus Backpropagation through time

Engl.: complementary DNA; einzelner DNA-Strang als Kopie
eines mRNA-Strangs

Expressionsdaten

Zerfallskonstante von Gen g;

Dynamisches Bayessches Netzwerk

Dimension der Struktur G (Anzahl der Parameter)
Engl.: desoxyribonuclein acid

Fehler, der der Expressionsrate x; von Gen g; zum Zeitpunkt ¢
bei der Generierung von Simulationsdaten zugefiigt wird
Maximal erlaubter Fehler error;(t) (betragsméafig)
Boolesche Funktion f;

Anzahl nicht identifizierter regulatorischer Einfliisse
Anzahl falsch identifizierter regulatorischer Einfliisse
Gen 17

Struktur eines Netzwerks

Struktur des Netzwerks im aktuellen Iterationsschritt
Struktur eines azyklischen Netzwerks

Nachbarstruktur einer Netzwerkstruktur G

Minimale Graphenstruktur
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Gprior

HO,X,x.;
Hl,X,xi
H(X)
H(X,Y)
H(X]Y)
IKIT

1L-6

k

kmax
LR(X,Y)
max;

M
M,
Mji

My,
MI(X,Y)
mRNA

N

Ni ji ki
Nij
ba;
Pa(X;)

ppW

T3

rate
REM
RT-PCR
S

S(-)
SAGE
truePos

Wahrscheinlichste Struktur des Genregulationsnetzwerks
in Bezug auf das Vorwissen

Hypothese: z; ist unabhéngig von X

Hypothese: z; ist abhingig von X

Entropie einer Zufallsvariablen X

Gemeinsame Entropie zweier Zufallsvariablen X und Y
Bedingte Entropie zweier Zufallsvariablen X und Y
Institut fiir klinische Immunologie und Transfusionsmedizin
(Universitét Leipzig)

Zytokin Interleukin-6

Konnektivitiat (Anzahl der Elternelemente eines Gens)
Maximal erlaubte Anzahl an Elternelementen eines Gens
Likelihood Ratio von X und Y

Maximale Expressionsrate von Gen g;

Datenumfang

Anzahl der Beobachtungen mit z; = k;

Anzahl der Beobachtungen mit X = j;

Anzahl der Beobachtungen mit z; = k; und X; = j;
Wechselseitige Information zweier Zufallsvariablen X und Y
Engl.: messenger ribonuclein acid

Anzahl der Netzwerkkomponenten (Gene)

Anzahl der Beobachtungen mit X; = k; und Pa(X;) = j;
Niji = 2k, Nigiks

Zustand der Elternelemente eines Gens g;

Menge der Elternelemente einer Zufallsvariablen X; in einem
(Dynamischen) Bayesschen Netzwerk

Positiv pradiktiver Wert

Regulatorischer Input von Gen g;

Fehlerrate zur Generierung fehlerbehafteter Simulationsdaten
Algorithmus Reverse Engineering in Matrizen

Reverse Transcriptase Polymerase Chain Reaction
Suchraum der Netzwerkstrukturen

Sigmoidalfunktion

Serial Analysis of Gene Expression

Anzahl korrekt identifizierter regulatorischer Einfliisse
Inputmatrix

Gewicht zur Spezifikation des regulatorischen Einflusses
von Gen g; auf Gen g;

Gewichtsmatrix

Zustand von Gen g;

Systemzustand des Genregulationsnetzwerks
Attraktorzustand des Genregulationsnetzwerks nach der
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O < n

>

2,%4,PA;

Manipulation von Gen g;

Zufallsvariable in einem Bayesschen Netzwerk; modelliert Zustand
von Gen g;

Zufallsvariable in einem Dynamischen Bayesschen Netzwerk;
modelliert Zustand von Gen g; zum Zeitpunkt ¢

Outputmatrix

Lernrate in einem neuronalen Netzwerk

Parametermenge eines (Dynamischen) Bayesschen Netzwerks

0 2. pa; = P(X; = z;|Pa(X;) = pa;); Parameter in einem
(Dynamischen) Bayesschen Netzwerk
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