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S ETAK - Teorija vjerojatnosti prvenstveno se bavi prakti nim problemima i predstavlja teorijsku osnovu statistike. U 
radu se navode osnovni pojmovi teorije vjerojatnosti kao što su: elementarni doga aj, relativna frekvencija, vjerojatnosni 
prostor, uvjetna vjerojatnost, slu ajni doga aj, potpuni (totalni) sustav doga aja na temelju kojih se izvodi Bayesova 
formula. Vizualnim primjerom ilustrira se Bayesova formula i navode se primjeri primjene Bayesove formule u ekonomiji.  
K e rije i: vjerojatnost, Bayesova formula, primjena Bayesove formule u ekonomiji. 

SUMMARY - The theory of probability primarily deals with practical problems and it is the theoretical basis of statistics. 
In the paper, the authors cite the basic concepts of probability theory such as: elemental event, relative frequency, 
probability space, conditional probability, random event, complete (total) system of events which form the basis for 
derivation of Bayes' Theorem. A visual example describes Bayes' Theorem and through examples authors explain the 
application of Bayes' Theorem in economy. 
Keywords: probability, Bayes' Theorem, Bayes' Theorem application in the economy 

1. UVOD 

    Prvu raspravu iz teorije vjerojatnosti inspiriranu 
problemom Hazardnih igara (kocke) objavio je tali-
janski matemati ar G. Cardano 1567. godine. No, oz-
biljniji razvoj teorije vjerojatnosti potje e od B. Pa-
scala (1623.-1662.) francuskog matemati ara i fizi-
ara. Matemati ku formulaciju teorije vjerojatnosti 

dugujemo izme u ostalima P. Fermatu, W. Feller, I. 
Bayes-u. 
    Zna ajan napredak u razvoju teorije vjerojatnosti 
u inio je Jacob Bernoulli u djelu Ars Conjectandi 
(1713. godine). Ipak, A. N. Kolmogorov je dao sustav 
aksioma i tako utemeljio teoriju vjerojatnosti kao za-
sebnu znanstvenu disciplinu1.
    Bayesov teorem je teorem iz teorije vjerojatnosti 
koji je prvi izrekao Thomas Bayes. Teorem opravdava 
na in razmišljanja u kojem se navodi da se istinitost 
teorije potvr uje novim dokazima. To je uvjetna vje-
rojatnost, vjerojatnost da je jedna pretpostavka is-
tina pod uvjetom da je druga pretpostavka istina. Te-
meljni cilj Bayesovog teorema je formaliziranje in-
formacije kako jedan doga aj mo e pomo i u razu-
mijevanju drugoga. Odnosno, eli se prona i vjeroja-
tnost ranijeg doga ja pod uvjetom da je nastupio 
kasniji doga j (Barnett i sur. 2006:434). 

Bayesov2 teorem koristi se u raznim kontekstima, 
od biologije oceana do razvoja Bayesovih spamova 
(klasifikatora), popularne statisti  tehnike za filtri-
ranje e-maila. Bayesov klasifikator radi na principu 
korelacije ti nih rije i sa spamom ili bez spama u 
e-mailu te koristi Bayesov teorem za izra unavanje 
vjerojatnosti je li dobiveni e-mail spam ili nije. 
                                                           
1http://www.mathos.unios.hr/~bruckler/vjerojatnost.pdf 
(10.5.2017.) 

Njegovo korištenje primjenjuje se još od 90-ih godina 
prošlog stolje a prije svega zbog svoje prilago enosti 
potrebama korisnika i niske cijene.  
    U filozofiji znanosti Bayesov teorem korišten je u 
pokušaju razjašnjavanja odnosa teorije i dokaza. 
Mnoge spoznaje u filozofiji znanosti koje uklju uju 
potvrdu, falsificiranje i vezu izme u znanosti i kva-
ziznanosti mogu se ispraviti korištenjem Bayesovog 
teorema. 
    Prije definiranja Bayesovog teorema potrebno je 
ponoviti osnovne pojmove iz vjerojatnosti. 

2. POJAM VJEROJATNOSTI 

    Osnovni pojam u vjerojatnosti je neprazan skup 
koji zovemo prostor elementarnih doga aja. On re-
prezentira sve mogu e ishode slu ajnog pokusa.  
Elementi u skupu , zovu se elementarni doga ji.
Pod slu ajnim doga jem, podrazumijevamo svaki 
podskup A skupa . Skupovi     smatraju se do-
ga jima.Siguran doga aj je cijeli skup     i on se 
nu no mora dogoditi,  zovemo nemogu  doga j, a 

=  zovemo suprotan doga aj doga ja A. Op e-
nito, doga j je proizvoljni podskup skupa .
Kada je skup  kona an (diskretan), vjerojatnost slu-
ajnog doga ja , u oznaci ( ) definiramo for-

mulom 

( ) = ,
gdje je: 

( ) – vjerojatnost pojave doga ja  ili vjerojatnost 
nastupa doga aja ,

2 T. Bayes (1702-1761), engleski matemati ar 
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 – ukupan broj povoljnih ishoda (tj. broj elemenata 
skupa ), 
 – ukupan broj mogu ih ishoda (tj. broj elemenata 

skupa ). 
Za relativnu frekvenciju doga ja  u nizu od 

proizvoljnih pokusa, u kojoj je  nastupilo  puta, 
vrijedi formula 

( ) = ,
koja predstavlja procjenu vjerojatnosti promatranog 
doga ja .

Definicija 1.
Funkcija : ( )  zovemo vjerojatnost na 

skupu svih mogu ih doga ja slu ajnog pokusa ( ),
ako ima svojstva: 
(1) Za svaki doga j A vrijedi  ( ) 0, 
(2) ( ) = 0, 
(3) ( ) = 1,  
(4) Ako se doga ji , , … ,  isklju uju (u paro-

vima) tj. = , za ,
, = 1,2, … , , onda vrijedi:
( … ) = ( ) + ( ) +

+ ( ).
(5) No, ako su  i  bilo koja dva doga ja, onda 

vrijedi: 
a) ( ) = ( ) + ( ) ( ),
b) ( ) = 1 ( ) = 1 1 = 0, 
c) = 1 ( )  (Pauše, 2003). 

Napomena 1. Vjerojatnost bilo kojeg doga ja, 
nalazi se u segmentu [0,1].

2. UVJETNA VJEROJATNOST 
 

    Poop avaju i pojam vjerojatnosti dobivamo uvje-
tnu vjerojatnost. Naime, vjerojatnost je mogu e de-
finirati preko uvjetne vjerojatnosti kao:  

( ) = ( ).

Definicija 2. Neka je ( , ( ), ) vjerojatnosni pros-
tor, A , ( ) > 0. Tada se vjerojatnost pojave bilo 
kojeg doga ja , uz uvjet da se dogodio do-
ga j , definira ovako: 

( ) = ( )
( ) .   (1) 

Za doga je  i  ka emo da su nezavisni, ako vrijedi 
( ) = ( ) ( ),

a u suprotnom da su zavisni, odnosno 
( ) ( ) ( ).

( ) pišemo i kao ( ).
Tako er vrijedi: 
(1) Ako je: ( ) = ( ), tada su   i  nezavi-

sni doga ji 
(2) Ako su: , , onda je  

( ) = 1 ( ).
(3) Ako je:P(B) 0 onda je 

( ) ( ) + ( ) 1
( ) .

 (4) ( ) = ( ) ( ) = ( ).
 Ure ena trojka ( , ( ), ) zove se vjerojatnosni 

prostor. Algebru doga ja, ( ), ine svi 
podskupovi sigurnog doga ja , zajedno sa skupom 
operacija nad tim podskupom. 

Promatramo niz me usobno isklju ivih doga ja 
( , ) , , … ,  akvih da je

+ + + = .
Ovakva kolekcija doga ja ini potpuni sustav do-

ga ja i za njega vrijedi formula potpune (totalne) 
vjerojatnosti (Sarapa, 2002).  

Propozicija 1. Ako niz , , … , ini potpun sustav 
doga ja za svaki  (1 ), ( ) > 0, onda vri-
jedi 

( ) = ( ) ( ),                 (2)
gdje je  proizvoljan doga aj. 

Dokaz:  
Budu i da doga j B predstavljamo kao uniju me-

usobno disjunktivnih doga ja, to je  

= .
Zbog aditivnosti i definicije vjerojatnosti dobivamo 

( ) = ( ) = ( ) ( ).
Dokaz je gotov. 
No, ako je 0 < ( ) < 1 imamo  

( ) = ( ) ( ) + ( ) ( ).

Napomena 2. Za potpuni sustav koji se sastoji od 
samo dva doga ja,  i , pri ( ) > 0 i ( ) > 0,
vrijedi formula: 

( ) = ( ) ( )
( ) .

3. BAYESOVA FORMULA 

    Bayesova formula sl i za a posteriorno izra una-
vanje vjerojatnosti pojedinih hipoteza , ako je po-
znato da se dogodio doga B.

Teorem 1. (Bayesov teorem) 
Ako niz , , … , ini potpuni sustav doga ja i 

ako je za svaki  (1 ),
( ) 0, onda vrijedi 

( ) = ( ) ( )
( ) ( ) , za , (1 ), (3) 

gdje je  proizvoljan doga aj. 
Bayesova formula daje vjerojatnost hipoteze ako 

znamo da se dogodio neki doga j i mo e se korisno 
primijeniti, npr. u medicinskoj dijagnostici. Neka se 
na nekoj klinici lije e bolesnici od kojih svaki mo e
imati jednu od bolesti , , … , . Uo imo jednog 
bolesnika i neka je kod njega, poslije pregleda, usta-
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novljen skup  simptoma. Pretpostavimo da su na kli-
nici tijekom njezina rada bilje eni statisti i podaci 
o broju bolesnika o bolesti  ( = 1, 2, … , ) tako da 
iz tih podataka mo emo izra unati ( ) i ( ).

( ) relativna je frekvencija bolesti  me u svim 
bolesnicima lije enim na klinici, a ( ) relativna 
je frekvencija ustanovljena skupa simptoma  me u
onim bolesnicima koji su imali bolest  (Sarapa, 
2002:65). Promotrimo ilustraciju, sl 3. 

Sl. 1. Bayesova formula 

Izvor: Autori prema Gali , 2011. 

Dokaz: Budu i da je 
( ) = ( ) ( ) = ( ) ( ),

za 1 , tako er povla

( ) = ( )
( ) = ( ) ( )

( ) .
Po formuli potpune vjerojatnosti za doga j , za 

svaki  (1 ), dobivamo 

( ) = ( ) ( )
( ) ( ).

Bayesovu formulu se mo e ilustrirati LEGO elemen-
tima3, kako je prikazano u primjeru 2. 

Primjer 1. Izra unajte kolika je vjerojatnost da se 
ispod utog elementa nalazi crveni, ako je dano pod-
ru je od 6 × 10 LEGO elemenata od kojih je 40 plavih 
i 20 crvenih, te 6 utih elemenata koji prekrivaju cr-
vene i plave kao na slici 1. 

Sl. 2. 6 × 10 LEGO elemenata. 

Izvor: https://www.countbayesie.com/blog/2015/2/18/ 
bayes-theorem-with-lego (10.5.2017.) 

                                                           
3 https://www.countbayesie.com/blog/2015/2/18/bayes-
theorem-with-lego (10.5.2017.) 

Zadano podru je od 6 × 10 LEGO elemenata  
predstavlja vjerojatnosni prostor koji se sastoji od cr-
venih, plavih i utih elemenata. uti elementi se na-
laze na crvenim ili plavim elementima.  
Pošto je pokrivenost plavim elementima 40, a cijeli 
prostor je veli ine 60, vjerojatnost za plavi element 
je 

( ) = 40
60 = 2

3.
Primijetimo da se prebrojavaju i podru a koja su 

prekrivena utim elementima.  
Pokrivenost crvenim elementima je 20, a cijeli pros-
tor je veli ine 60 elemenata, pa je vjerojatnost crve-
nih elemenata 

( ) = 20
60 = 1

3.
Primijetimo da je  

( ) + ( ) = 2
3 + 1

3 = 1.
To zna i da crveni i plavi elementi mogu opisati 

skup mogu ih doga ja.  
Pokrivenost utim elementima je 6, a cijeli prostor je 
veli ine 60, što zna i da je vjerojatnost utih eleme-
nata  

( ) = 6
60 = 1

10.
Pošto uti elementi prekrivaju jedan dio plavih i 

crvenih, ute se moraju promatrati s njima. Stoga 
vjerojatnost pojavljivanja utih elemenata ovisi o 
tome razmatrate li one koje su na plavom ili crvenom 
dijelu promatranog vjerojatnosnog prostora. Vjeroja-
tnost da se uti element nalazi na plavom dijelu vje-
rojatnosnog prostora ozna avamo s ( ), a 
vjerojatnost da se uti element nalazi na crvenom di-
jelu vjerojatnosnog prostora ozna avamo s 

( ).

Sl. 3. Razdvojeni LEGO elementi 

Izvor: https://www.countbayesie.com/blog/2015/2/18/ 
bayes-theorem-with-lego (10.5.2017.) 

Kako bi odredili ( ) razdvojimo crvene 
elemente od plavih. Pokrivenost crvenim je 20, a po-
krivenost utim elementima je 4. Dijeljenjem pokri-
venosti utih s pokrivenosti crvenih elemenata dobit 
emo  
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( ) = 4
20 = 1

5.
Što je uvjetna vjerojatnost utog i crvenog ele-

menta. Razmotrimo sada što je uvjetna vjerojatnost 
= ( ), tj. ako smo na utom dijelu pros-

tora kolika je vjerojatnost da je ispod njih crveni e-
lement. 
Slika 2. ilustrira da 6 utih elemenata prekriva 4 cr-
vena pa je  

( ) = 4
6.

Na ovaj smo na in došli do Bayesove formule. For-
malizirajmo na in izra unavanja da postoji 6 utih e-
lemenata. Do zaklju a smo došli pomo u prostornog 
zaklju ivanja. Prikazat emo ovo matemati i. Kako 
bi riješiti ovaj problem uzet emo da je broj tih 
elemenata jednaka umnošku vjerojatnosti pojave u-
tih i ukupnog broja elemenata. 

 = ( ) . .
                              = 1

10 60 = 6.
Kako bi pokazali da je njih 4 nad crvenim moramo 

prvo utvrditi koliko je crvenih. 
 = ( ) . .

                            = 1
3 60 = 20.

Ve  smo shvatili koliki je broj crvenih elemenata 
prekriveno utima, ( ). Kako bi izra unali 
broj utih elemenata koji prekrivaju crvene elemente 
potrebno je pomno iti vjerojatnost ( ) s 
brojem crvenih. 

    
= ( )  
= 1

5 20 = 4.
Na kraju trebamo izra unati ( ), od-

nosno broj crvenih elemenata koji su prekriveni utim 
elementima.  

( ) =    
 

= 4
6 = 2

3.
Da bismo dobili Bayesov teorem potrebno je pro-

širiti ove jednad be. 

( ) = ( )  
( ) . . ,

( ) = ( ) ( ) . .
( ) . . .

Iz prethodnog izraza skra ivanjem  
   dobiva se jednakost 

( ) = ( ) ( )
( ) ,

koja nam predstavlja Bayesovu formulu.  
Naglasimo, primjena Bayesove formule je mogu a

ako su zadovoljeni sljede i uvjeti4:

                                                           
4 http://stattrek.com/probability/bayes-theorem.aspx 
(10.5.2017.) 

1. Uzorak je podijeljen u prostor skupova me uso-
bno isklju ivih doga ja  

{ , , , … , };
2. Unutar prostora uzoraka postoji doga j  za 

koji je ( ) > 0;
3. Cilj je za svaki doga  izra unati uvjetnu 

vjerojatnost oblika ( ). Pri tom je potre-
bno znati najmanje jedan od dva uvjeta vjeroja-
tnosti:  

i) ( ) za svaki ,
ii) ( ) i ( )  za svaki .

4. PRIMJENA BAYESOVE FORMULE U EKONOMIJI 

Bayesova formula primjenjuje se i u ekonomiji. 
Sljede i primjer ilustrira primjenu kod kontrole neis-
pravnosti proizvoda. 

Primjer 2. Trgovina „ELEKTRONIKA“ d.o.o. nabavlja 
ra unala od dva proizvo a a  i . Ako od  do-
premi 1 000 komada ra unala, od ega je 5 % s greš-
kom, a od  dopremi 700 komada, od ega je 2 % s 
greškom. Kolika je vjerojatnost: 

a) da slu ajno izabrano ra unalo ima grešku, 
b) da je slu ajno izabrano ra unalo koje ima 

grešku od proizvo a ? 
 Neka su doga ji: 
= {slu ajno izabrano r unalo s greškom}
= {slu ajno izabrano r unalo od proizv a a }, 

gdje je = 1,2.
a) Ra unamo vrijednosti: 

( ) = 1 000
17 000 = 10

17,
( ) = 7 000

17 000 = 7
17,

 pa je ( ) = 0,05 i ( ) = 0,02.
Prema formuli za potpunu vjerojatnost, vrijedi  

( ) = ( ) ( ),
gdje je  – doga j, a { , , … , } ini potpuni pro-
stor doga ja. Konkretno, 

( ) = 10
17 0,05 + 7

17 0,02 = 16
425 = 0,03765 …

b) Koris ayesovu formulu, imamo 

( ) =
10
17 0,05

( ) =
5

170
16

425
= 425

544 = 0,78125.

Upotreba Bayesove formule u financijskim predvi-
anjima mo e pomo i pri pro iš avanju procjena vje-

rojatnosti pomo u intuitivnog procesa. Tako npr. for-
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mulu koristimo kako bi saznali kako promjena kama-
tnih stopa utje e na vrijednost indeksa burze kao što 
je opisano u sljede em primjeru. 

Primjer 3. Izra unajte kako bi promjena kamatnih 
stopa utjecala na vrijednost indeksa burze za podatke 
prikazane u tablici 15.

TABLICA 1. PODACI O KAMATNIM STOPAMA I CIJENI DIONICE 

Cijena 
dionice 

Kamatne stope 

Pad Pove anje 
Frekven-
cija jedi-
nice

Pad 200 950 1 150 
Pove a-
nje 

800 50 850 

Ukupno 1 000 1 000 2 000 
Izvor: http://www.investopedia.com/articles/financial-the-
ory/09/bayesian-methods-financial-modeling.asp 

 Uvodimo oznake: 
  ( ) =    

( ) =    
( ) =    
( ) =    

( / ) =     
      
( / ) =     
      

Primijenimo Bayesovu formulu  

( / ) = ( ) ( / )
( ) .

Uvrštavanjem podataka dobivamo 

( / ) =
1 150
2 000

950
1 150

1 000
2 000

= 0,575 0,826
0,5 = 0,9499

95 %.
95 % je a posteriori vjerojatnost.  
U tablici je vidljivo da smo promatrali 2 000 dionica 
od kojih je 1150 pokazalo pad indeksa. Ukoliko izra-
unamo a priori vjerojatnost koja se temelji na prija-

šnjim podacima vidimo da je  
1 150
2 000 = 0,575 57,5 %

Ova vjerojatnost ne uzima u obzir informacije o 
kamatnim stopama i potrebno ju je a urirati. Izra u-
navanjem uvjetne vjerojatnosti pomo u Bayesove 
formule uvrštavanjem vjerojatnosti pove anja kama-
tne stope dobili smo informaciju o kretanju burze od-
nosno, o ekujemo njeno smanjenje od 57,5 % do 95 
%. 
Bayesova formula mo e se koristiti u pojedina nim 
tvrtkama s obzirom na promjene u njihovim bilan-
cama, obveznicama, kreditnom rejtingu i mnogim 
drugim primjerima. 

                                                           
5 http://www.investopedia.com/articles/financial-the-
ory/09/bayesian-methods-financial-modeling.asp 
(10.5.2017.) 

5. ZAKLJU AK 
 
Ukoliko se eli prona i vjerojatnost ranijeg do-

ga ja, pod uvjetom da je nastupio kasniji doga ,
koristi se Bayesov teorem. Bayesov teorem se koristi 
u raznim podru jima primjene zbog svoje prilago e-
nosti potrebama korisnika i relativno lake dostupno-
sti. Razumijevanje Bayesova teorema i uvjeta pri ko-
jima se mo e koristiti omogu va njegovu lakšu pri-
mjenu. Stoga postoji potreba za objašnjavanjem te-
oretske podloge koja je ovdje i navedena uz konkre-
tiziranje na primjerima iz svakodnevnice i ekono-
mije. Zasigurno postoje i razna druga podru je gdje 
se mo e primijeniti, a to otvara prostor za dodatna 
istra ivanja. 
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