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Resumo
As árvores de decisão são modelos hierárquicos utilizados em várias áreas do conhecimento por sua capacidadepreditiva e de resolução de problemas de maneira simples e objetiva. Entretanto, apresentam algumaslimitações relacionadas à sua adequação à base de dados e ao se atentar quanto aos procedimentos paraseleção dos parâmetros de crescimento e poda a serem adotados. Desta forma, têm-se como objetivo avaliar ediscutir a performance do algoritmo J48 para construção de modelos de tomada de decisão em árvore em basede dados com atributos de diferentes tipos. Para tanto, realizaram-se experimentos em 10 bases de dadosdisponíveis em repositório internacional, considerando como variantes os métodos de treinamento, teste epoda, aplicados em toda base de dados e com o uso dos métodos Wrapper e CFS (Correlation-based Feature
Selection) para seleção de atributos. Identi�cou-se que na presença de dados contínuos, os únicos modelosque apresentaram boa capacidade preditiva estiveram presentes em situações em que a grande quantidade deexemplos puderam compensar tal de�ciência. Os modos de treinamento “validação cruzada” e “divisão porporcentagem” mostraram-se similares em suas predições quando ajustados a 10 folds e 75%, respectivamente.Ademais, a seleção de atributos não foi capaz de gerar melhores predições denotando que tal método deforma isolada não compensa possíveis inadequações nas bases de dados. Pode-se constatar que os resultadosreferentes à capacidade preditiva dos modelos são fortemente direcionados pelo quantitativo de exemplospertencentes à base, presença de dados contínuos e de dados com ruído.
Palavras-Chave: Árvore de decisão. J48. Modelo de decisão.
Abstract
Decision trees are hierarchical models used in several areas of knowledge due to their predictive capacityand problem solving in a simple and objective way. However, they present some limitations related to theiradequacy to the database and in regard to paying attention to the procedures for selection of growth andpruning parameters to be adopted. In this way, the objective is to evaluate and discuss the performanceof the J48 algorithm for the construction of tree decision-making models in databases with attributes ofdi�erent types. Therefore, experiments in 10 databases available in international repository were carriedout, considering as variants the training, testing and pruning methods, applied throughout the database andusing the Wrapper and Correlation-based Feature Selection (CFS) methods for attribute selection. It wasidenti�ed that in the presence of continuous data, the only models that presented good predictive capacitywere present in situations in which the large number of examples could compensate for such de�ciency.The cross-validation and percentage split training modes were similar in their predictions when adjustedto 10 folds and 75%, respectively. Furthermore, the selection of attributes was unable to generate betterpredictions denoting that such a method, in an isolated way, does not compensate for possible inadequaciesin the database. It can be realized that the results regarding the predictive capacity of the models are stronglyguided by the number of examples belonging to the base, presence of continuous data and noisy data.
keywords: Decision tree. J48. Decision model. 80
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1 Introdução

A tomada de decisão é um processo de escolha entreduas ou mais alternativas para alcançar um ou maisobjetivos de forma e�ciente, podendo utilizar-se paratanto de modelos que subsidiem a fase de escolha eimplementação da decisão mais apropriada (Turbanet al.; 2011).As árvores de decisão têm sido usadascomo técnicas con�áveis para desenvolvimento demodelos preditivos de apoio à tomada de decisãopor se tratarem de estruturas grá�cas hierárquicasde fácil entendimento e aplicação, caracterizadaspor segmentar dados heterogêneos de acordo comsuas similaridades de maneira que se tornem maishomogêneos em relação à variável alvo (Cervanteset al.; 2015); (Ramya et al.; 2015). A relevânciade tais árvores para a tomada de decisão se dápor sua capacidade preditiva, ou seja, a capacidadedo modelo em predizer no presente as interaçõesque ocorrerão no futuro com um nível de certeza,auxiliando na resolução de problemas em diferentesáreas (Evangeline and Sudhasini (2016); Sousa et al.(2011)),incluindo a área da saúde como apresentadonos trabalhos de (Funchal et al. (2015), Maciel et al.(2015) e Kamadi et al. (2016)).
Um dos mais conhecidos algoritmos de induçãode árvore de decisão, o C4.5 criado inicialmentepor Ross Quinlan na década de 90 e implementadona linguagem JAVA sob o nome “J48” vemsendo popularmente utilizado por apresentar umdeterminado padrão de comportamento em conjuntosde dados de diferentes formas de representação,ou seja, apresenta poucas restrições quanto àscaracterísticas dos atributos adotados mostrando-se adequado para os procedimentos envolvendoatributos qualitativos, contínuos e discretos, alémdisso, não exige uma distribuição de probabilidadeespecí�ca (Chauhan and Chauhan (2013); Lin andChen (2012)).
As principais vantagens de tal técnica estãorelacionadas ao fato de que têm a capacidade deprocessar valores em falta ou dados com ruídos(incertos), e ainda, assim, terem resultados dealto desempenho com baixo custo computacional(Cervantes et al. (2015);Bhargava et al. (2013)).Entretanto, este método possui algumas limitaçõesrelacionadas, principalmente, a sua avaliação focaldo potencial preditor de uma covariável em relação àvariável alvo, ou seja, o quanto um nó é informativopara o outro sem, no entanto, atentar para asequência que produz a melhor predição, resultandoem soluções simplistas para problemas complexos,e que associado ao fato de cada tipo de variávelapresentar um tratamento distinto em relação àconstrução do modelo (Nong; 2014) pode resultar emdi�culdades para adequação à determinadas bases dedados.
Desta forma, considerando tais limitações e agama de possibilidades que o método oferece emtermos de modo de crescimento e de poda da árvore,questiona-se sobre qual comportamento de taismodelos ao se atentar para os procedimentos deseleção dos atributos relevantes, tendo em vista queproblemas que envolvem uma grande quantidadede atributos podem se tornar demasiadamentecomplexos. Ademais, sabendo-se que critérios departição dos dados e a escolha dos parâmetros a serem

adotados para cada tipo de base re�etem diretamenteno sucesso e fracasso dos modelos questiona-sesobre qual a melhor con�guração dos modos detreinamento, teste e poda da árvore de decisão,se a caracterização dos dados afeta a acurácia daclassi�cação/predição e, �nalmente, se o númerode exemplos da base de dados afeta a acurácia daclassi�cação. Logo, têm-se como objetivo avaliare discutir a performance do algoritmo J48 paraconstrução de modelos de tomada de decisão emárvore em bases de dados com atributos de diferentestipos.
Nas seções subsequentes são apresentados umbreve referencial teórico da literatura pertinentee atualizada em relação ao tema em questão,em seguida são expostos os procedimentosmetodológicos que contemplam aspectos detreinamento e teste da árvore de decisão, métodosde seleção de atributos, processo de poda e medidasde acurácia. A seção dos resultados e discussão édescrita em dois momentos: Fase I, que compõeexperimentos sem seleção de atributos e a fase II, quecompõe experimentos com seleção de atributos. Por�m, uma breve conclusão dos achados relevantes.

2 Referencial teórico

Uma árvore de decisão é constituída de uma cadeiade nós de decisão, conectados por rami�cações,estendendo-se desde o nó raiz até os nós folhas,tendo como requisitos básicos a existência de umatributo alvo (Last et al. (2016); Larose (2014)).Sua construção é viabilizada por algoritmos, dentreos quais o J48, um algoritmo de código aberto,implementado pelo software WEKA (Witten et al.;2016), em que a estruturação do modelo adota aestratégia “dividir para conquistar”, baseando-seno conceito de razão de ganho de informação queidenti�ca por meio da redução de entropia o quantoinformativo um atributo é, para então selecionar aseparação ótima, ou seja, o quanto espera-se quea entropia se reduza caso um determinado nó sejaescolhido para fazer a partição dos dados (Larose;2014); (Bhargava et al. (2013); Lin and Chen (2012)).Para cada atributo no conjunto de dados a razão deganho de informação é calculada como pode ser vistana equação 4 e utilizada como critério de partição doatributo, e commaior razão de ganho de informação onó será utilizado como raiz (Lavanya and Rani (2011);Venkatadri and Lokanatha (2010)).
O J48 é um algoritmo que pode lidar tanto comatributos contínuos e discretos, quanto com valorescategóricos e valores ausentes. O tratamento deatributos contínuos envolve a consideração de todosos valores presentes no conjunto de treinamento,fazendo com que sejam ordenados de forma crescenteconsiderando todos os valores presente nos dados detreinamento e, após esta ordenação, seja selecionadoo valor que favorecerá a redução da entropia (Camargoet al. (2016); Ramya et al. (2015)). )). Os cálculos paraescolha do atributo referente ao nó raiz são realizadosda seguinte maneira:
Equação 1 – Redução de Entropia: Cálculo Info(S)para identi�car a classe no conjunto de treinamento
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S:

Info(S) = – k∑
i=1

{[ freq(Ci, S)
|S|

]
log2

[ freq(Cj, S)
|S|

]}
(1)

|S| é o número de casos no conjunto detreinamento; Ci é a classe: i = 1, 2, 3, ..., k, k =número de classes; freq (Ci,S) = número de casos emCi.Equação 2 – Redução de Entropia: Cálculo do valorda informação esperada, Infox(S), para o atributo Xda partição S. Onde n é o número de valores possíveisque o atributo pode assumir, ou seja, o número denós-�lhos, N é o número total de objetos do nó-pai e
N (Si) é o número de exemplos associados ao nó �lho
Si.

Infox(S) = –
n∑
i=1

[( |Si|
|S| Info(Si)

)]
(2)

Assim, na equação 3, o ganho de informação serádado por:

Ganho(X) = Info(S) – Infox(S) (3)
O uso do critério de ganho de informação paraescolha do nó raiz da árvore favorece dados comgrandes variações nos valores, podendo representarum viés. Assim, a razão de ganho de informação,representada pela equação 4, em que o denominadornormaliza o conjunto de amostra de atributos queapresentam grandes variações, pode superar tallimitação ao suavizar favorecimentos que por venturavenham a acontecer e certi�car que a melhor escolhatenha sido feita (Quinlan; 1993).Equação 4 – Razão do ganho de informação (RG):ganho de informação de um atributo X normalizadopela medida de informação dividida.

RG = Ganho(X)∑k
i=1
[ |Si||S| log2 |Si||S| ] (4)

A partir deste processo, duas fases de construçãoda árvore podem ser identi�cadas: o crescimento, subcomposto pelas fases de treinamento e teste; e a poda.Na fase de crescimento os dados são divididos emgrupos, podendo ser direcionados para treinamentoe aprendizado da estrutura, e ainda para o testeque identi�ca a capacidade preditiva da árvore (Lastet al. (2016); Larose (2014)). A sequência de passospara construção e poda da árvore está abordada nopseudocódigo do algoritmo descrito por Camilo andSilva (2009), como exposto na Fig. 1.aborda três possibilidades: 1) teste padrão em umatributo discreto, em que há um resultado e um ramoda árvore para cada possível valor desse atributo; 2)teste mais complexo baseado em um atributo discreto,em que os valores possíveis são atribuídos a umnúmero variável de grupos; e 3) se um atributo “A”têm valores numéricos contínuos, um teste bináriocom resultados A<=Z e A>Z. Todos estes testes sãoavaliados da mesma forma e além disso, revelaram-

se úteis para introduzir uma restrição adicional, ouseja, para qualquer divisão, pelo menos dois dossubconjuntos de um conjunto maior deve conter umnúmero razoável de casos. Esta restrição, só acontecequando um conjunto for pequeno.

Figura 1: Pseudocódigo do algoritmo J48

Quando as árvores de decisão são construídas,muitas das sub-árvores podem possuir ruídos (erros),isso acarreta em um problema conhecido comosobreajuste, que signi�ca um aprendizado muitoespecí�co do conjunto de treinamento, ou aindaquando há muitos exemplos de uma classe e pouco deoutras, não permitindo ao modelo generalizar e nemexpressar o verdadeiro potencial de predição, o que ébastante comum em atributos com grande quantidadede valores possíveis. Para detectar e excluir essas sub-árvores, são utilizados métodos de poda da árvore,que fornecem uma maior precisão nas estimaçõesna presença de conjunto de dados ruidosos, e quepode ser realizada durante o treinamento dos dados,chamada de poda em tempo real ou poda por reduçãode erros que avalia a taxa de erros da árvore em umconjunto de casos separados (folds) ou ainda após atotal indução da árvore, chamada de pós-poda. Taistécnicas têm o objetivo de melhorar a taxa de acertodo modelo para novos exemplos e tornar a árvoremais simples e facilmente interpretável por partedo usuário (Ahlemeyer-Stubbe and Coleman (2014);Witten et al. (2016); Last et al. (2016)).
A poda em tempo real tenta decidir quando pararo desenvolvimento de sub-árvores enquanto a árvoreainda está sendo induzida. Nesta, o crescimentoda árvore para quando não existe uma associaçãoestatisticamente signi�cativa entre um atributo ea classe de um nó em particular, ou seja, apenasatributos estatisticamente signi�cativos mensuradospelo fator de con�ança são permitidos de seremselecionados para o cálculo de razão de ganho deinformação, conduzindo-se a um limite superiorde con�ança para a verdadeira taxa de erro, queserá usada como uma estimativa da taxa de errono nó. Para tanto, é necessário estimar a taxa deerro esperada de um determinado nó retendo dadose usando-os como um conjunto independente deteste. O verdadeiro problema irá acontecer quandonão existir uma grande oferta de dados disponíveis,
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visto que a árvore aprende a estrutura dos dados e sehá grande quantidade em falta, as estimativas podemser prejudicadas por limitar a quantidade dos dadosque podem ser usados para o treinamento e para ostestes (Ahlemeyer-Stubbe and Coleman (2014) Wittenet al. (2016)).
Entretanto, a pós-poda atua de forma que aremoção dos nós não signi�cantes seja feita por“bottom up” de maneira que a taxa de erro de cadanó �lho seja usada para derivar o total de errosdo nó pai. Duas operações bastante distintas têmsido consideradas: substituição de subárvores, que é aoperação de poda primária em que a ideia é selecionarsubárvores e substituí-las por folhas individuaise, a elevação de subárvores que é mais complexa eoperacionalizada de modo que toda a subárvore deum dado nó seja elevada se fundindo com a subárvoreprecedente (Witten et al.; 2016).
Desta forma, a capacidade preditiva de uma árvorede decisão é o resultado da maneira como ela éconstruída considerando os métodos de crescimento(treinamento e teste) e poda, e a escolha de taismétodos a depender do ajuste a determinadascaracterísticas das bases de dados podem otimizar osresultados de desempenho da árvore, gerar estruturasinteligíveis e aplicáveis à complexidade domundo realou, caso contrário gerar resultados desfavoráveis.

3 Metodologia

Trata-se de um estudo experimental envolvendoa aplicação do algoritmo classi�cador J48 paraconstrução de modelos preditivos em árvores dedecisão realizados em dez (10) bases de dados públicas(Tab. 1) disponíveis em repositório internacional(http://repository.seasr.org/Datasets/UCI/ar�/)através do software WEKA (Waikato Environment for
Knowledge Analysis) versão 3.8. As etapas do métodode indução de árvore de decisão e testes realizadossão expostas sequencialmente na Fig. 2.

Figura 2: Fluxograma da pesquisa

3.1 Treinamento e teste da árvore

Os experimentos em cada base de dados ocorreramem duas fases: (1) com todos os atributos originais dabase; e, (2) apenas com os atributos mais relevantesdas bases identi�cadas através de métodos de seleçãode atributos descritos na sequência.Em cada fase supracitada a construção das árvoresfoi realizada nos modos “Conjunto de treinamento”,que opera usando o conjunto de dados completo paratreinamento e novamente para o teste, “Validaçãocruzada” que por sua vez, decidindo-se por umnúmero �xo de partições de dados, mede-se a taxade erro de um esquema de aprendizagem de umapartição de dados em particular em relação aos demaisusados para o treinamento, para tanto usou-se 5, 10e 15 folds, e por �m a “Divisão por porcentagem” quefornece um percentual dos dados para treinamento eoutra para teste, adotando-se os valores de 25%, 50%e 75% para treinamento. Tais valores foram adotadosconsiderando testes prévios em que se obtiveram asmelhores estimativas.
3.2 Métodos de Seleção de atributos

No intuito de otimizar as estimativas das árvorese identi�car os itens mais importantes para otratamento dos dados, aplicou-se métodos de seleçãode atributos, em que o grupo de atributos que melhorotimizasse a árvore seria selecionado para novasestimações. Para tanto, a seleção de atributos foifeita de acordo com os métodos Wrapper (5 folds)e CFS (Correlation Feature Selection) e a opção com omelhor valor do mérito do subconjunto de atributosidenti�cado foi considerado para as novas predições.é um método mais simples de avaliação em quese treina um classi�cador usando um conjuntode recursos desejado, e utiliza-se a precisão doclassi�cador como uma medida da aptidão, dandoum feedback direto sobre a capacidade de usar oconjunto de recursos, ou seja, executa o algoritmo deaprendizagem envolvido no processo de seleção, nestecaso o J48, realizando uma avaliação independente egerando um subconjunto de atributos mais relevantepara a escolha da classe. O processo ocorre com asestimativas de precisão fornecidas pelo algoritmo deaprendizagem alvo em que o subconjunto commelhorpontuação (maior taxa de sucesso) é selecionado,esse processo é repetido para cada subconjunto deatributos até que o critério de parada determinadoseja satisfeito (Li et al.; 2014).Enquanto que método CFS, apesar de ser chamadade seleção de características de correlação, usainformação mútua como medida de correlação, quecontorna o problema da característica correlacionadacom valores negativos, tornando a medida maisestável e menos propensa a selecionar característicasaleatórias, ou seja, é um método que tentaencontrar um conjunto de características tais queestas avaliam a capacidade preditiva atribuindopontuações mais altas de cada atributo individuale o grau de consistência nos valores entre eles,preferindo conjuntos de atributos que são altamentecorrelacionados com a classe, e baixa intercorrelaçãocom outros conjuntos de atributos. Quando osexemplos de treinamento são projetados sobre oconjunto, a consistência de qualquer subconjunto de
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Tabela 1: Características das bases de dados
Base de dados Atributo Qto Tipo de dados % dados ausentes Classes
Arrhythmia 280 452 Discretos, contínuos e categóricos 2 – 83% 16
Breast-cancer 10 286 Categóricos 3% 2
Dermatology 35 366 Discretos e categóricos 2% 6
Diabetes 9 768 Discretos, contínuos e categóricos 0% 2
Ecoli 8 336 Discretos, contínuos e categóricos 0% 8

Hypothyroid 30 3772 Discretos, contínuos e categóricos 0% - 20% 4
Nursery 9 12960 Categóricos 0% 4

Postoperativepatient-data 9 90 Categóricos 0% - 3% 3
Vote 17 435 Categóricos 0% - 24% 2
Zoo 18 101 Discretos e categóricos 0% 4

Legenda: Qto = quantitativo de exemplos.

atributos nunca pode ser melhor do que ele todo. Éum método em que a correlação é medida usando aincerteza simétrica (medida de correlação bastanteutilizada na avaliação de atributos, e que é calculadautilizando-se outras duas medidas: o ganho deinformação e entropia) medida pela Equação 5, emque F é o número de variáveis ou "características"emcada amostra, X é uma matriz F x N, onde N é onúmero de amostras, Y é um vetor de dimensão N de
classes e, �nalmente “J̄s̄ū” refere-se as incertezassimétricas entre os atributos (França et al. (2015);Freeman et al. (2015); Witten et al. (2016)).

JCFS(Sm) = F ¯jsu(Xi,Y)√
F + F(F – 1) ¯jsu(Xi,Xj)

(5)

Tem-se como output de ambos os métodos deseleção o número de conjuntos avaliados e o deatributos a ser considerado com seu correspondentevalor de “mérito” que se refere a uma medidade correlação entre o conjunto de atributos e asclasses; quanto maior o valor de mérito, maior seráa correlação entre as classes. Após a �ltragem dosatributos o processo de geração da árvore de decisãofoi reiniciado aplicando os mesmos padrões da faseanterior.
3.3 Processo de poda

A poda foi aplicada considerando as categorias pós-poda no modo “elevação de subárvores” e poda emtempo real. Na pós-poda estabeleceu-se um fatorde con�ança de 1.0 e número mínimo de casos porfolha (MNO) com valores variantes de 2, 5 e 10,enquanto que na poda em tempo real dois modosde testes foram realizados: (1) estabelecendo-se onúmero de �xo 2 folds e testando-se para cada númeromínimo de casos por folha (considerando os valoresde 2, 5 e 10) os fatores de con�ança de 0.1 a 0.9com incrementos de 0.2; e (2) estabelecendo-se onúmero de �xo de fator de con�ança de 0,1 e testando-se para cada número mínimo de casos por folha(considerando os valores de 2, 5 e 10) aplicados paranúmero de folds de 3, 5, 7 e 9.
3.4 Medidas de acurácia

Para avaliação do potencial preditivo dos modelosfoi usado como indicador a estatística Kappa, que

compara o sistema de exatidão com o sistemaaleatório, ou seja, é obtida a partir da matrizde classi�cação (ou de confusão), que é formadapelos erros e acertos das decisões do modelo,de tal modo que os acertos estão dispostos nadiagonal principal da matriz e os erros fora dela.
É uma medida de qualidade do modelo na qualse veri�ca o comportamento das decisões, e testasua con�abilidade e precisão quando pondera suaconcordância considerando os erros e acertos dadecisão a partir de uma referência (Duda et al. (2012);Ramya et al. (2015)). Tal medida é obtida pela equação6, a acurácia total e aleatória é dada pelas equações7 e 8, respectivamente, em que o n é o número decolunas e linhas em uma matriz de classi�cação; mijé o elemento (i, j) da matriz de classi�cação; N é onúmero total de observações.

Kappa = Totalaccuracy – Randomaccuracy1 – Randomaccuracy (6)

Totalaccuracy = 1N
n∑
i=1
mii (7)

Randomaccuracy = 1
N2

n∑
i=1

 n∑
j=1
mjk ∗

n∑
j=1
mkj

 (8)

O coe�ciente Kappa varia entre 0 (discordânciatotal) e 1 (total concordância), e seu valor épadronizado, sendo assim interpretado da mesmaforma em vários estudos. Segundo Cohen (1960),o idealizador do coe�ciente Kappa, seu valor sendosuperior a 0,8 é tido como associação quase perfeitaentre predição do modelo e o real. No presente estudo,considerou-se como ponto de corte de prediçõesaceitáveis valores superiores à 0,8 (McHugh; 2012).

4 Resultados e discussão

Testou-se em cada fase de construção das árvores dedecisão um total de 216 experimentos em cada basede dados considerando as várias formas de aplicaçãodos métodos de treinamento e poda propostos. Osmétodos mais e�cazes, que produziram experimentoscom valor de estatística Kappa mais altos, serão
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Tabela 2: Experimentos mais e�cazes sem seleção de atributos
Base Treinamento e teste Kappa Fator de

con�ança
Folds NMO

Arrhythmia Conjunto de treinamento 0,894* 1.0 NA 2Validação cruzada - 15 folds 0,576 0,1 3 5Divisão por porcentagem – 75% 0,629 0,1 5 2
Breast-cancer Conjunto de treinamento 0,692* 0,7 - 1.0 2 2Validação cruzada - 15 folds 0,289 0,1 2 10Divisão por porcentagem – 25% 0,88 0,1 3 5
Dermatology Conjunto de treinamento 0,979* 0,7 - 1.0 2 2Validação cruzada - 15 folds 0.935 0.1 3/7 2Divisão por porcentagem – 50% 0,890* 0,1 - 1.0 3/9 2
Diabetes Conjunto de treinamento 0,638* 0,3 - 1.0 2 2Validação cruzada - 15 folds 0.469 0.3 2 10Divisão por porcentagem – 75% 0,529 NA 3 10
Ecoli Conjunto de treinamento 0,913* 0,7 - 1.0 2 2Validação cruzada - 10 folds 0.782 0,3 2 2Divisão por porcentagem – 75% 0,779 0,7 - 1.0 2 5

Hypothyroid Conjunto de treinamento 0,993 0,5 2 2Validação cruzada - 10 folds 0.971* 0,3 2 2/5Divisão por porcentagem – 75% 0,984* 0,3 3 2/10
Nursery Conjunto de treinamento 0,993* NA NA NAValidação cruzada - 10 folds 0.983 0,1 2 2Divisão por porcentagem – 75% 0,971 0,1 3/9 2/5/10

Postoperativepatient-data Conjunto de treinamento 0,528* NA NA NAValidação cruzada - 10/15 folds 0* 0,1 3 2Divisão por porcentagem – 75/50% 0* 0,1-0,3 3 2
Vote Conjunto de treinamento 0,956* NA NA NAValidação cruzada - 10folds 0,937* NA NA NADivisão por porcentagem – 75% 0,943* 0,1 3 5
Zoo Conjunto de treinamento 0,987 0,3 2 2Validação cruzada - 10folds 0,922 0,1 7 10Divisão por porcentagem – 75% 0,947* 0,3/0,7/0,9 2 2/5/10

*O mesmo valor esteve presente na ausência de poda.

dispostos e comentados nas seções seguintes.
4.1 Qual a melhor con�guração dos modos de

treinamento, teste e poda da árvore de
decisão?

A Tab. 2 apresenta os experimentos que resultaramnos melhores índices Kappa para cada base de dados,cada modo de treinamento e teste. Nesta tabela pode-se identi�car, além do valor Kappamais alto para cadabase, o modo de treinamento e teste relacionado a talvalor, e os métodos de poda administrados, ou seja,por meio da pós-poda (usando o fator de con�ançade 1.0 e variações do valor de NMO), poda em temporeal com 2 folds (usando o fator de con�ança entre0,1 e 0,9 e variações do valor de NMO) e a poda emtempo real com número de folds variável (usandofator de con�ança de 0.1 e variações do valor deNMO). Por vezes o mesmo valor Kappa pôde serencontrado em mais de um teste e desta formaos modos identi�cados são considerados na tabelapodendo estar no formato de intervalo de valores,como frequentemente visualizado na coluna “Fator decon�ança” (como por exemplo o intervalo de fatoresentre 0,7 - 1,0 na base Arrhythmia, modo de teste“conjunto de treinamento”) ou em valores individuais(denotados pela “/”). O termo “NA” refere-se avalores que não se aplicam para determinada podaou ainda que não foram podados.A partir da observação de alguns detalhesreferentes à Tab. 2 pode-se identi�car que os

experimentos com melhores índices Kappa estiverampresentes quando o modo de conjunto de treinamentofoi utilizado. Entretanto, os valores Kappa destemodo de treinamento não são susceptíveis para serembons indicadores de desempenho futuro, visto queclassi�cam dados que foram treinados e testados como mesmo conjunto de exemplos fazendo com queas estimativas de acurácia sejam demasiadamenteotimistas. Desta forma, e como pode-se constatar nosdados expostos, o desempenho do modo de “conjuntode treinamento” tem um indicador de acuráciamuito satisfatório se comparado a um conjunto quetesta dados independentes, tal como a validaçãocruzada ou divisão por porcentagem, porém poucocon�áveis pois são necessárias formas de preveros limites de acurácia com base em experiênciasque não tenham sido testados pelos mesmos dadosque os modelaram. Ademais, o modo “conjuntode treinamento” apresenta os melhores resultadosassociados à parâmetros de pós-poda ou ainda à podaem tempo real com fold �xo de 2, denotando que apoda em tempo real com fold variável, ou seja, comvalores acima de 2, não seria a melhor escolha nestescasos.
4.2 A caracterização dos dados afeta a

acurácia da classi�cação/predição?

Os tipos de dados de cada base foram fatoresin�uentes tendo em vista que os conjuntos dedados em que há a presença de três tipos de
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dados, ou seja, categóricos, discretos e contínuos,apenas conseguiram apresentar um bom valorKappa no modo “conjunto de treinamento”,enquanto que as bases que apresentaram unicamentevariáveis categóricas e discretas, apresentaram bonsindicadores em todos os três modos de treinamento.As bases que tiveram apenas dados contínuos (Tab. 1)conseguiram uma boa predição apenas quandocontinham um grande número de exemplos. Talconstatação é corroborada por pesquisa de Drakakiset al. (2016) que identi�ca a de�ciência do J48 emlidar com dados contínuos, podendo apresentar umaredução em até 20 pontos na acurácia do modelo.Entretanto, para bases que contavam apenas comvariáveis discretas Salami et al. (2016) identi�couuma acurácia sempre superior a 90%.

4.3 O número de exemplos da base de dados
afeta a acurácia da classi�cação?

As duas bases com maiores quantitativo deexemplos (“Hypothyroid” e “Nursery”), foram os queconseguiram ter as melhores predições nos trêsmodos de teste. Este quantitativo de exemplosse tornou um diferencial em relação às demaisbases. Segundo Ismail et al. (2012) o quantitativode exemplos de dados de fato afeta a precisão,assim um conjunto com uma maior quantidade deexemplos factíveis, ou seja, exemplos sem dadosperdidos (ausência de dados) e sem erros, produzemindicadores de desempenho mais elevados. Dessaforma, quanto menor o quantitativo de exemplos dedados disponíveis ou maior quantidade de valoresperdidos, menor será a taxa de acurácia do modelo(Ahlemeyer-Stubbe and Coleman (2014) Witten et al.(2016)). Ademais, a porcentagem de dados perdidosnão mostrou nestes experimentos ter forte in�uênciano poder preditivo dos testes, tendo em vista queas melhores predições foram obtidas em bases comperdas signi�cativas de dados, de até 24%. Assim,observa-se claramente que outros fatores puderamcompensar tais perdas, como por exemplo, a grandequantidade de exemplos ou ainda a ausência devariáveis contínuas.
Algumas outras observações pertinentes a partirdos resultados podem ser elencadas: (1) Nomodo de teste de validação cruzada, os resultadosque obtiveram os melhores índices Kappa foramrealizados em bases de dados com grande quantidadede exemplos e especialmente em experimentos com10 folds, podendo estar associados ao método depoda em tempo real com folds �xo com fator decon�ança de 0,1 a 0,3, poda em tempo real com foldsvariável de 3 a 7 folds ou ainda sem utilização dapoda. Segundo Larose and Larose (2015), algunstestes com vários conjuntos de dados e técnicas deaprendizagem diferentes, mostraram que o uso de 10

folds na validação cruzada tem a melhor estimativade erro. Embora não seja uma forma conclusiva eainda estejam sendo feitos estudos para adequar omelhor esquema para avaliação, a validação cruzadacom 10 folds torna-se o método mais usado, masnão se pode também descartar que 5 e 20 foldsde validação cruzada pode ser tão bom quanto ovalor de 10. Independentemente do número de
folds utilizado na validação cruzada, na pesquisa de

Sharma and Sahay (2016) o J48 apresentou acuráciasemelhante, sempre acima 0,97, estando entre oscinco melhores classi�cadores dos treze investigados,isto quando a bases de dados apresentou variáveisapenas categóricas e discretas, entretanto quando abase de dados apresentou os três tipos de variáveise, especialmente com número reduzido de exemplosdistribuídos para cada classe a acurácia do modelo foiinsu�ciente Maciel et al. (2015), que, novamente, seconsiderando os nossos resultados pode denotar umade�ciência deste algoritmo para lidar com variáveiscontínuas; (2) A validação por porcentagem trouxemelhores resultados quando adotado uma divisão à75% dos dados podendo estar associada aos três tiposde poda e favorecida se utilizada com um fator decon�ança de 0,3, número mínimo de objetos 2 e,se a escolha for na poda em tempo real utilizando-se 3 folds ; (3) Ao adotar-se o método de poda emtempo real com número �xo de 2 folds, os valoresque otimizaram a preditividade do modelo estiveramassociados à índices de con�ança menores ou iguaisa 0,5; (4) A pós-poda quando usada em associação aomodo de treinamento e teste de validação cruzada nãotrouxe bons resultados; e, �nalmente (5) a poda emtempo real com 3 e 5 folds e, 2 a 10 números mínimosde objetos estiveram presente sempre associada aosmesmo valor kappa da poda em tempo real comnúmero �xo de 2 folds, denotando a presença deresultados semelhantes em condições com dados deboa qualidade.
Vale ressaltar que os valores de Kappa resultantesdo uso da validação cruzada com 10 folds e dadivisão por porcentagem à 75% são bastante similaresentre si ao usar-se a mesma medida de poda,ou seja, 0,1 a 0,3 com 2 números mínimos deobjetos. Um outro ponto a ser considerado é queas bases com grandes quantidades de atributos edados ruidosos, a exemplo da base Arrhythmia e

Diabetes, apresentaram desempenho insatisfatório, oque segundo Kandhasamy and Balamurali (2015) sãocausas determinantes para a acurácia do modelo ecapacidade preditiva.
4.4 Os métodos de seleção de atributos

melhoram os resultados do algoritmo
J48?

Dois métodos para seleção de atributos foramtestados para otimizar os resultados de treinamentodas árvores e, para efetiva seleção considerou-seo método com melhores previsões de acurácia epotenciais resultados da árvore de cada base de dados.A Tab. 3 expõe o valor de mérito, o número deconjuntos de atributos avaliados por cada métodoe o número �nal de atributos selecionados.
O método Wrapper apresentou melhoresindicadores em 9 das 10 bases avaliados e destaforma foi predominantemente o método de escolhapara a seleção de atributos com melhor aderênciaem relação ao atributo-alvo. Faz-se exceção à base“Zoo” em que o método CFS mostrou melhor valor demérito, e sabendo que tal método opera identi�candoa capacidade de previsão individual baseando-seem característica de correlação, entende-se que talbase de dados é composta por atributos altamentecorrelacionados com a variável alvo. As bases
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Tabela 3: Métodos de seleção de atributos
Base Wrapper CFS

Arrhythmia Mérito 0.742 Mérito 0.472N° conjuntos avaliados 3556 N° conjuntosavaliados 7941
N° atributos selecionados 8 N° atributosselecionados 26

Breast-cancer Mérito 0.759 Mérito 0.097N° conjuntos avaliados 70 N° conjuntosavaliados 47
N° atributos selecionados 3 N° atributosselecionados 5

Dermatology Mérito 0.962 Mérito 0.769N° conjuntos avaliados 368 N° conjuntosavaliados 506
N° atributos selecionados 8 N° atributosselecionados 19

Diabetes Mérito 0.746 Mérito 0.164N° conjuntos avaliados 55 N° conjuntosavaliados 37
N° atributos selecionados 4 N° atributosselecionados 4

Ecoli Mérito 0.827 Mérito 0.649N° conjuntos avaliados 28 N° conjuntosavaliados 30
N° atributos selecionados 5 N° atributosselecionados 6

Hypothyroid Mérito 0.997 Mérito 0.604N° conjuntos avaliados 303 N° conjuntosavaliados 165
N° atributos selecionados 8 N° atributosselecionados 5

Nursery Mérito 0.966 Mérito 0.581N° conjuntos avaliados 37 N° conjuntosavaliados 37
N° atributos selecionados 8 N° atributosselecionados 1

Postoperativepatient-data Mérito 0.711 Mérito 0.053N° conjuntos avaliados 36 N° conjuntosavaliados 39
N° atributos selecionados 0 N° atributosselecionados 6

Vote Mérito 0.968 Mérito 0.729N° conjuntos avaliados 147 N° conjuntosavaliados 85
N° atributos selecionados 5 N° atributosselecionados 4

Zoo Mérito 0.406 Mérito 0.864N° conjuntos avaliados 81 N° conjuntosavaliados 149
N° atributos selecionados 0 N° atributosselecionados 10



88 | Vieira et al./ Revista Brasileira de Computação Aplicada (2018), v.10, n.2, pp.80–90

Tabela 4: Experimentos mais e�cazes sem seleção de atributos
Base Treinamento e teste Kappa Fator de

con�ança
Folds NMO

Arrhythmia Conjunto de treinamento 0,822* 0,7-1,0 2 2Validação cruzada - 15 folds 0,646 0,1 2 2Divisão por porcentagem – 75% 0,622 0,1 2 2
Breast-cancer Conjunto de treinamento 0,289* NA NA NAValidação cruzada - 10/15 folds 0,289* NA NA NADivisão por porcentagem – 75% 0,331* NA NA NA
Dermatology Conjunto de treinamento 0,969* 0,1 - 1.0 3/7 2/5Validação cruzada - 15 folds 0.955 0,1 5 2Divisão por porcentagem – 75% 0,959* 0,1 - 1.0 2 2
Diabetes Conjunto de treinamento 0,545* 0,1 - 1.0 2 2Validação cruzada - 5 folds 0.468 0.3 2 2/5Divisão por porcentagem – 75% 0,539 0,1 3 2/5
Ecoli Conjunto de treinamento 0,897 0,9 5/7/9 2/5/10Validação cruzada - 10 folds 0.774 0,1 9 10Divisão por porcentagem – 25% 0,779 0,7 - 1.0 7/9 5/10

Hypothyroid Conjunto de treinamento 0,987* NA NA NAValidação cruzada - 10/15 folds 0.971 0,1 3/7 2Divisão por porcentagem – 75% 0,964 0,1-0,5 5 2/5
Vote Conjunto de treinamento 0,942 0,1-0,9 5/7/9 2/5/10Validação cruzada - 10folds 0,942 0,1-0,3 3/9 2/10Divisão por porcentagem – 25% 0,961 0,1/0,7-1.0 7/9 2/5/10
Zoo Conjunto de treinamento 0,974 0,1/0,9 5/7/9 2/5/10Validação cruzada - 10/15folds 0,909 0,1-1.0 2 2/5/10Divisão por porcentagem – 25% 0,947 0,7-1.0 7/9 2/5/10

Legenda: * O mesmo valor esteve presente na ausência de poda; % todos os experimentos realizados nestemodo resultaram no mesmo valor Kappa; NA = não se aplica

“Nursery” e “Postoperativepatient-data” apresentaramresultados peculiares em relação aos demais poisseu melhor valor de mérito esteve presente quandotodos os atributos existentes na base original foramutilizados indicando a não necessidade de umaseleção. Desta forma em ambos as bases apenas aprimeira fase foi completada.
Diversos trabalhos têm divulgado a superioridadedo método Wrapper em relação a outros métodospara seleção de atributos. A exemplo, França et al.(2015) mostra em seu trabalho um incremento nopoder preditivo do modelo em árvore de decisão coma seleção de atributos por meio do método Wrapperreduzindo em cerca de 9% o erro em relação àspredições sem seleção de atributos e, em cerca de2,5% em relação à seleção realizada pelo método CFS.A Tab. 4 expõe os novos testes em que os melhoresvalores Kappa foram encontrados considerado a etapade seleção de atributos.
A partir destes valores o que se pode observar éque nas bases de dados em que os índices Kappaforam inferiores a 0,8 a seleção de atributos não foicapaz de gerar novos experimentos que superassemos experimentos da primeira fase, ou seja, não foie�caz para otimizar as predições realizadas pela rede,o que é verdadeiro para quase todas as estruturas debase de dados considerada. Uma exceção encontra-seno melhor teste da base “Arrhythmia” em que usandoomodo de aprendizagem e teste por meio da validaçãocruzada com número de 15 folds o índice Kappa obteveum leve incremento de 0,576 para 0,646, e tambémpara a base “Dermatology” no modo de aprendizageme teste por meio da “divisão por porcentagem” queaumentou o índice Kappa de 0,890 para 0,959.
Contraditoriamente, a base “Breast-cancer”,apresentou uma redução do valor Kappa em relação

a fase prévia. Isto pode ter ocorrido devido auma substancial redução do número de atributos,passando de 10 na fase anterior para 3 nestanova fase, tornando-se um número muito baixopara construção de um modelo que tenha boa
capacidade preditiva. É importante ressaltar que oconhecimento do problema a ser investigado temespecial importância na fase de seleção de atributos.Apesar da existência e e�cácia de meios automáticoscomo os apresentados nesta seção o conhecimentodos pormenores torna o modelo mais adequado àcomplexidade do mundo real.
Desta forma, não se observa na Tab. 4 grandesvariações nos valores das melhores predições,entretanto, entende-se que são valores individuaisque, em alguns casos, já mostram uma capacidadepreditiva muito alta e, desta forma, podem nãorepresentar o real efeito dos métodos de seleçãosobre a gama de possibilidades metodológicas queo modelo pode oferecer. Por este motivo, investigou-se os possíveis incrementos preditos dos métodosde seleção de atributos considerando todos osexperimentos realizados. Isso foi feito por meio deuma plotagem em grá�co de dispersão pré e pósseleção de atributos em todos as bases de dadosconsiderando o valor Kappa com ponto de corte de0,8, como mostrado na Fig. 3. Observa-se em talgrá�co que existe uma diferença substancial no quediz respeito à quantidade de possibilidades com boacapacidade preditiva quando o método de seleção deatributos foi realizado, ou seja, a seleção de atributosnão pôde gerar incrementos nos melhores teste dasbases de dados, mas possibilitou que uma ampla gamade possibilidades, incluindo o método de treinamentoe teste sem poda fosse usado, garantindo uma boacapacidade preditiva por aumentar a quantidade
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de testes que gerem valores Kappa acima de 0,8.Tais resultados foram verdadeiros apenas para asbases Dermatology, Vote e Zoo que, vale ressaltar, nãoapresentam variáveis contínuas ou dados com ruído.

Figura 3: Poder preditivo dos testes com e semseleção de atributos

Desta forma, pode-se constatar que o métodode seleção de atributo não é uma solução únicaque poderá resultar em grandes incrementos nacapacidade preditiva dos modelos em árvores dedecisão independentemente de como os dados estãoarranjados. Tais medidas requerem uma análisedetalhada, além da monitorização da maneira como érealizada no intuito de que atenda as expectativas e seadeque à realidade e complexidade de um problema.

5 Conclusão
O objetivo deste trabalho foi avaliar e discutir aperformance do algoritmo J48 para construção demodelos de tomada de decisão em árvore em basesde dados com atributos de diferentes tipos. Paratanto, realizou-se um total de 216 experimentosem diversas bases de dados, em duas fases, ouseja, considerando todos os atributos das basese também os selecionando através de métodosautomáticos. Pode-se constatar que os resultadosreferentes a capacidade preditiva dos modelossão fortemente direcionados pelo quantitativo deexemplos pertencentes à base, presença de dadoscontínuos e de dados com ruído. Em conjuntosde dados em que a presença de dados contínuosfoi constatada (Bases “Arrhythmia, Diabetes”, “Ecoli”e “Hypothyroid”) o modelo apenas apresentou boacapacidade preditiva em situações de que a grandequantidade de exemplo compensou tal de�ciência.Os modelos de treinamento “validação cruzada” e“divisão por porcentagem” mostraram-se bastantesimilares em suas predições quando ajustados à 10
folds e 75%, respectivamente, sendo no primeiro casoo método de poda mais indicado a modalidade podaem tempo real com 2 folds e fator de con�ança inferiora 0,5, ou ainda com 3 e 5 folds utilizando-se 2 a 10números mínimos de objetos. Ademais, a seleçãode atributos não pôde compensar as imperfeiçõesde bases de dados inadequados, entretanto, talmedida pode ofertar uma maior gama de resultadosconsistentes considerando o leque de possibilidades

metodológicas disponíveis.
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