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Resumo

A detecção (ou identificação) de paráfrases é a

tarefa de determinar se duas ou mais sentenças de

comprimento arbitrário possuem o mesmo significado.

Os métodos para resolver esta tarefa com potenciais

aplicações em sistemas de Processamento de Lingua-

gem Natural. Este trabalho investiga a combinação

de diferentes métodos de representação de sentenças

em modelos de linguagem por espaços vetoriais e clas-

sificadores lineares para o problema de detecção de

paráfrases para a ĺıngua portuguesa. Os resultados

obtidos nesse trabalho estão aquém daqueles obtidos

para a tarefa relacionada de detecção de implicação

textual na avaliação ASSIN para a ĺıngua portuguesa,

porém nesse trabalho investigamos a aplicação das re-

presentações vetoriais de sentenças para a detecção de

paráfrases, outras caracteŕısticas usualmente explora-

das em sistemas desse tipo podem trivialmente ser

incorporadas ao nosso método para melhorar a per-

formance.

Palavras chave

Detecção de Paráfrases, Similaridade Semântica Tex-

tual, Sentence Embeddings

Abstract

Paraphrase detection/identification is the task of
determining whether two or more sentences of ar-
bitrary length possess the same meaning. Methods
to solve this task have many potential applications
in Natural Language Processing systems. This work
investigates the combination of different methods of
sentence representation in a vector space model of lan-
guage and linear classifiers to the problem of paraph-
rase identification for the Portuguese language. The
results obtained in this work are inferior to those ob-
tained for the related task of recognizing textual en-
tailment in the ASSIN evaluation for the Portuguese
language, but we point out that in this work we in-
vestigate the application of sentence embeddings to
the problem of paraphrase detection, as such other
features usually explored in systems for this task may
be trivially incorporated into our method to improve
performance.

Palavras chave

Paraphrase Identification, Semantic Textual Simila-

rity, Sentence Embeddings

1 Introdução

A identificação de paráfrase é a tarefa de determi-
nar se duas ou mais sentenças de comprimento ar-
bitrário possuem o mesmo significado. Para fins
desse trabalho, consideraremos uma noção funci-
onal (ou informacional) do que significa duas sen-
tenças terem o mesmo significado. Seguindo as
definições de Fonseca et al. (2016) na tarefa AS-
SIN – Avaliação de Similaridade Semântica e In-
ferência Textual – ocorrida em 2016, nós conside-
ramos duas sentenças S1 e S2 como parafrásticas,
se ao ler ambas, uma pessoa conclui que S1 será
verdade se, e somente se, S2 também o for.

Métodos para detecção de paráfrases possuem
aplicações para problemas como Sumarização
Automática (Jing & McKeown, 2000), Recu-
peração de Informação, Sistemas de Resposta a
Perguntas (Marsi & Krahmer, 2005), construção
automatizada de ontologias (Suresh & Kumar,
2016), entre outros. Não é de se entranhar, por-
tanto, que recentemente muito trabalho tenha
sido produzido investigando métodos de identi-
ficação de paráfrases e da tarefa relacionada de si-
milaridade semântica textual (Semantic Textual
Similarity em inglês) (Fonseca et al., 2016; So-
cher et al., 2011; Yang et al., 2018). Dentre os
métodos propostos na literatura, podemos dis-
tinguir abordagens baseadas em medir a similari-
dade lexical, contextual e semântica de sentenças.

Entre os que seguem a última abordagem, re-
centemente, dada a popularidade da aplicação
de representações vetoriais de palavras (word
embeddings) a várias tarefas de Processamento
de Linguagem Natural (PLN), muito trabalho
se concentrou no uso de modelos de repre-
sentação semântica de sentenças através de veto-
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res —comumente chamados de sentence embed-
dings— para detecção de similaridade semântica
textual. Uma representação vetorial de sentenças
é um modelo de representação que transforma
uma sentença de uma determinada linguagem em
um vetor em um dado espaço vetorial de alta di-
mensão. Semelhante a modelos de representações
vetoriais de palavras, supõe-se que a geometria
do espaço vetorial usado para representar as sen-
tenças codifica aspectos importantes de seu sig-
nificado.

Representações vetoriais de sentenças foram
aplicadas a muitos problemas no Processamento
de Linguagem Natural, como Tradução Au-
tomática (Bahdanau et al., 2014), Análise de
Sentimentos (Kiros et al., 2015), Geração Au-
tomática de Diálogos (Yang et al., 2018), etc.
Particularmente, para a ĺıngua inglesa, os bench-
marks criados para availar sistemas que medem a
similaridade semântica entre sentenças tornaram-
se recursos populares para avaliar a qualidade
de modelos de representação vetorial de palavras
(word embeddings) e de sentenças (sentence em-
beddings). Um exemplo de tais benchmarks é o
conjunto SICK (Marelli et al., 2014) para simila-
ridade semântica entre textos.

Este trabalho consiste de uma versão esten-
dida do trabalho “Detecting Paraphrases for Por-
tuguese using Word and Sentence Embeddings”
apresentado no POP 2018 —1st Workshop on
Linguistic Tools and Resources for Paraphra-
sing in Portuguese ocorrido conjuntamente com
o PROPOR 2018 na cidade de Canela no Bra-
sil. Nele, apresentamos investigações iniciais da
aplicação de métodos de representações vetori-
ais de sentenças para identificação de paráfrase
para a ĺıngua portuguesa. Em relação à pu-
blicação original, nós apresentamos aqui algumas
avaliações posteriores realizadas para responder
a questionamentos surgidos nas discussões do
evento, como testar o efeito da calibração de
parâmetros experimentais assim como do uso de
diferentes modelos de representações vetoriais de
sentenças nos resultados obtidos.

O presente trabalho está organizado da se-
guinte forma. Na Secção 2, discutimos alguns dos
métodos de representação vetorial de sentenças
utilizados nesse trabalho; na Secção 3, apresen-
tamos os trabalhos relacionados ao nosso, i.e.
trabalhos que tratam sobre deteção automática
de paráfrases, com um foco na apresentação da-
queles que utilizam o mesmo corpus que o nosso
em seus experimentos; na Secção 4, descrevemos
nosso trabalho experimental e discutimos os re-
sultados obtidos; finalmente, na Secção 5, apre-
sentamos algumas considerações finais.

2 Representações Geométricas de Pala-
vras e Sentenças

Modelos de representação vetorial de palavras são
modelos de linguagem que exploram a similari-
dade distribucional entre palavras em um grande
corpus para aprender representações de palavras
de uma linguagem como vetores em um dado
espaço vetorial de alta dimensão. Da mesma
forma, modelos de representação vetorial de sen-
tenças visam codificar sentenças como vetores em
um determinado espaço vetorial de forma a repre-
sentar, na geometria do espaço vetorial, o signi-
ficado original da sentença.

Dado um modelo de representação vetorial
de palavras, podemos construir modelos simples
para representação de uma sentença através da
agregação das representações das palavras que
a compõem. Tal método, apesar de simplório
em primeira análise, pode ser justificado através
do prinćıpio da composicionalidade de significa-
dos, que afirma que o significado de uma sen-
tença é obtido por alguma transformação no sig-
nificado de seus constituintes. Assim, métodos
seguindo essa abordagem (Mihalcea et al., 2006;
Conneau et al., 2018) visam estabelecer alguma
transformação que realiza tal agregação, i.e. de
forma a codificar o significado de uma sentença
a partir do significado das palavras que a cons-
tituem. De uma forma geral, métodos baseados
em agregação buscam representar como o signi-
ficado de palavras individuais contribuem para o
significado da sentença.

Uma maneira trivial de fazê-lo é tomar o
centroide da representação vetorial de todas as
palavras (ou pelo menos das palavras lexicais)
que constituem uma sentença como sua repre-
sentação. Isso corresponde à ideia de que cada
palavra contribui igualmente para determinar o
significado da sentença. Essa representação veto-
rial pode ser obtida tomando a média dos vetores
representando todas as palavras que compõem a
sentença.

Não está claro, entretanto, que cada palavra
contribui igualmente para o significado da sen-
tença. De fato, algumas palavras podem atuar
como marcadores gramaticais na sentença e seu
significado individual pode não contribuir para o
significado da frase, e.g. o caso da palavra pas
que foi gramaticalizada na negação verbal “ne
... pas” (“não”) em francês. Para explicar a di-
ferença na importância de cada palavra para o
significado da sentença, a representação da frase
pode ser tomada como a agregação ponderada do
vetor de cada palavra.
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Muitas estratégias diferentes de ponderação
podem ser estabelecidas de forma a levar em con-
sideração a estrutura da frase ou as propriedades
distributivas das palavras. Uma abordagem co-
mum, semelhante à abordagem de Mihalcea et al.
(2006) para calcular a similaridade de sentenças,
é tomar o Inverso da Frequência nos Documentos
(IDF, do inglês Inverso Document Frequency) de
cada palavra em um dado corpus representativo
como uma medida de importância para a pala-
vra. A ideia fundamental de tal abordagem é
que as palavras menos comuns da ĺıngua contri-
buam mais —ou tenham alguma saliência— no
significado da sentença.

Observe que a maioria dos modelos de re-
presentação vetorial de palavras visa capturar
padrões de co-ocorrência de palavras presentes no
corpus de treinamento. No entanto, a presença
de palavras fora de contexto pode causar rúıdo
no modelo treinado (Arora et al., 2017). Assim,
o método de agregação de representações de pa-
lavras para calcular a representação da sentença
pode resultar num acúmulo de rúıdo e, portanto,
degradar o significado da sentença em sua repre-
sentação vetorial. Para superar esse problema,
Arora e colegas propõem o uso de métodos de fa-
toração de matriz para identificar o componente
principal dos vetores de palavra, que é interpre-
tado como o rúıdo acumulado na representação
da sentença por agregação. Tal rúıdo é, então,
eliminado da representação da sentença. Essa
técnica é conhecida como Smooth Inverse Fre-
quency (SIF, ou Frequência Inversa Suave).

Trabalhos como o de Kiros et al. (2015), por
outro lado, visam aplicar métodos de aprendiza-
gem de máquina para aprender a representação
de uma sentença a partir de seus padrões de
distribuição em um grande corpus, similar aos
métodos para aprendizagem de representações
vetoriais de palavras. Esses métodos geralmente
se baseiam nas representações das palavras que
constituem uma sentença e tentam aprender com
o corpus a melhor maneira de agregar tais repre-
sentações para calcular a representação das sen-
tenças. Recentemente, muitos métodos diferen-
tes para aprender representações vetoriais de sen-
tenças foram propostos na literatura, geralmente
empregando redes neurais profundas e recorren-
tes para aprender tais representações (Conneau
et al., 2017; Kiros et al., 2015; Le & Mikolov,
2014; Patro et al., 2018; Socher et al., 2011). Es-
ses métodos foram aplicados com sucesso em di-
versas tarefas de Processamento de Linguagens
Naturais (Cer et al., 2018; Howard & Ruder,
2018; Logeswaran & Lee, 2018).

Particularmente interessante para nós, é o
método de Skip-Thought proposto por Kiros
et al. (2015). Skip-Thought é um método não su-
pervisionado de aprendizagem de representações
vetoriais de sentenças usando uma arquitetura
codificador-decodificador de redes neurais para
prever a vizinhança de uma certa sentença, si-
milar ao método Skip-Gram para aprender re-
presentações vetoriais de palavras. O impacto
de tal trabalho reside no fato do mesmo descre-
ver um método não-supervisionado para apren-
dizagem de tal representação e, portanto, não
requerem dados anotados para seu treinamento.
Métodos supervisionados para representações de
sentenças, como InferSent (Conneau et al., 2017),
por outro lado, provaram ser bem-sucedidos para
aplicações espećıficas, mas vêm com o preço de
depender de dados anotados – que podem não
estar dispońıveis para todos os idiomas.

Recentemente, Cer et al. (2018) propuseram
o codificador universal de sentenças (Universal
Sentence Encoder, em inglês), um método para
aprender representações vetoriais de sentenças
baseado em redes neurais que, de acordo com os
autores, gera representações de uso geral para
serem aplicadas em diversas tarefas de PLN.
Os autores aplicam seus codificadores universais
para cinco tarefas distintas: análise de sentimen-
tos, detecção de subjetividade, classificação de
questões, similaridade semântica textual e testes
de associação impĺıcita. Os autores apresentam
resultados positivos para o uso de representações
vetoriais de sentenças em tarefas de PLN, espe-
cialmente para os casos de baixa disponibilidade
de dados.

Neste trabalho, focaremos na aplicação de di-
ferentes modelos de representação de sentenças,
e nas medidas de similaridade semântica relaci-
onadas a esses modelos, ao problema de identi-
ficação de paráfrase para a ĺıngua português. Em
certo sentido, nosso trabalho é semelhante ao de
Feitosa & Pinheiro (2017), ou de Fialho et al.
(2016), que avaliam o uso de algumas medidas
de similaridade para o problema da similaridade
semântica textual.

3 Identificação Automática de
Paráfrases

Trabalhos sobre identificação de paráfrase podem
ser divididos em três grandes categorias. Pri-
meiro, há os trabalhos baseados em heuŕısticas,
como medidas de semelhança semântica e tesau-
ros ricamente anotados, como os trabalhos de
Cordeiro et al. (2007) e Fernando & Stevenson
(2008). Outros trabalhos, como o de Shinyama
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et al. (2002), computam semelhanças contextu-
ais entre palavras, como co-ocorrência em uma
frase ou sintagmas, e exploram tais semelhanças
para detectar semelhanças de significado entre
duas sentenças – geralmente aplicando algorit-
mos de aprendizado de máquina para identificar
as paráfrases. Finalmente, a terceira categoria
de métodos se baseia em prinćıpios de semântica
distribucional, como a hipótese distribucional1

O trabalho de Cordeiro et al. (2007) propõe
uma métrica para calcular a semelhança de sig-
nificados entre duas sentenças, baseada na so-
breposição de unidades lexicais. Observe que
trabalhos que usam medidas de variação lexi-
cal/estrutural para identificar paráfrases, como
o de Dolan et al. (2004) que usa a distância de
Levenshtein entre duas sentenças, são capazes
de identificar apenas aqueles exemplos em que
as sentenças têm estrutura quase idêntica. En-
quanto o trabalho de Cordeiro et al. (2007) evita
muitas dessas armadilhas, uma vez que não se
baseia na estrutura da sentença, como a sobre-
posição lexical é uma condição bastante restri-
tiva para identificar paráfrases, sua abordagem
é limitada no sentido de que não pode detec-
tar paráfrases nas quais há variação significativa
nas descrições de entidades e ações nas sentenças,
como o uso de nomes diferentes e descrições de-
finidas2. Considere, por exemplo, as sentenças
“Lula foi libertado nesta madrugada” e “O pre-
sidente Lúıs Inácio da Silva foi solto no ińıcio
desta manhã.” As frases claramente possuem sig-
nificado semelhante, porém apresentam baixa so-
breposição lexical.

Trabalhos como o de Mihalcea et al. (2006) e
de Fernando & Stevenson (2008), por outro lado,
propõem a exploração de medidas de similari-
dade entre sentenças para identificar paráfrases
na ĺıngua inglesa, baseadas não somente na so-
breposição lexical e semelhança estrutural, mas
também em similaridades semânticas, contextu-
ais e distributivas. Esses trabalhos exploram
informações ricas com base em dicionários de
sinônimos anotados, como a WordNet (Miller,
1995), e grandes corpora, como explorados por
Turney & Littman (2002). Eles são flex́ıveis no

1A hipótese distribucional afirma que itens lingúısticos
com distribuições estat́ısticas semelhantes em grandes cor-
pora têm significados semelhantes (Sahlgren, 2008).

2Note que essa cŕıtica se justifica para a noção de
paráfrase adotada nesse trabalho. Devemos salientar, en-
tretanto, que noutra perspectiva de paráfrase, como a ado-
tada pelo trabalho de Baptista nesse volume, tal aborda-
gem está bem justificada, uma vez que duas sentenças são
ditas parafrásticas quando “há uma equivalência transfor-
macional entres sentenças que requer que o mesmo mate-
rial lexical significativo esteja envolvido” (Baptista, 2018,
tradução nossa).

sentido de que podem ser empregados usando di-
ferentes medidas de similaridade, que exploram
recursos lingúısticos ricamente anotados ou gran-
des corpora não-anotados dispońıveis para uma
determinada linguagem.

Socher et al. (2011) empregam auto-
codificadores recursivos (RAE, Recursive
AutoEncoders), um tipo de rede neural pro-
funda não-supervisionada seguindo o modelo
codificador-decodificador, para codificar a
estrutura sintática das sentenças. Essas re-
presentações são, então, aplicadas para medir
a semelhança de duas sentenças a ńıvel de
palavras e de seus constituintes sintáticos (sin-
tagmas), que são então usadas para treinar um
classificador de paráfrase.

Da mesma forma, Yin & Schütze (2015)
propõem o uso de redes neurais convolucionais
profundas para resolver o problema da detecção
de paráfrase. Eles propõem uma nova arquite-
tura de rede neural que, segundo eles, permite
codificar múltiplos ńıveis de granularidade do
significado das sentenças. Essas representações
são então usadas para treinar um classificador
loǵıstico para identificar paráfrases.

Esses trabalhos mais recentes são semelhan-
tes ao de Mihalcea et al. (2006) e de Fernando &
Stevenson (2008) por também explorarem a simi-
laridade da distribuição de palavras e sintagmas
em grandes corpora não anotados para calcular
similaridade semântica entre sentenças. A dife-
rença entre esses trabalho reside no fato das abor-
dagens mais recentes considerarem a estrutura
sintática da sentença para calcular a semelhança
semântica entre elas, enquanto aqueles anteriores
não levam essa informação em consideração.

O trabalho de Kiros et al. (2015) descreve um
modelo de aprendizado não supervisionado de
um codificador de sentença genérico, que pode
ser aplicado a diferentes tarefas subsequentes de
PLN. Semelhante ao que é feito para modelos
de representação de palavras, os autores trei-
nam uma arquitetura codificador-decodificador
que tenta reconstruir as sentenças circundantes
de uma passagem codificada. Os autores ava-
liam os modelos gerados pelo seu método em
8 tarefas: semelhança semântica, detecção de
paráfrase, ranking de sentenças e imagens, clas-
sificação de tipo de pergunta e análise de senti-
mento e subjetividade.

Nosso trabalho decorre dos mais recentes que
aplicam redes neurais e modelos de espaço ve-
torial para representar a informação semântica
expressa em uma sentença. Nosso objetivo é ava-
liar sua utilidade para o problema de detecção de
paráfrase para a ĺıngua portuguesa.
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Outros trabalhos sobre a detecção de
paráfrase para o português foram realizados,
especialmente no contexto da tarefa de avaliação
conjunta ASSIN – Avaliação de Similaridade
Semântica e Inferência Textual (Fonseca et al.,
2016). Embora alguns desses trabalhos empre-
guem caracteŕısticas obtidas com modelos de
representação vetorial de palavras, mais nota-
velmente o trabalho de Hartmann (2016) para
o problema de similaridade semântica, até onde
sabemos, nenhum deles avaliou o uso diferentes
métodos de representação de sentenças para esse
problema.

O trabalho de Fialho et al. (2016) apresenta
o método INESC-ID que utiliza informações di-
versas métricas de similaridade e sobreposição
textual t́ıpicas da área de tradução automática
para o problema de Inferência em Linguagem Na-
tural ou Reconhecimento de Implicação Textual
(RTE do inglêsRecognizing Textual Entailment).
Essa é uma tarefa mais geral que a detecção de
paráfrase e, de fato, a engloba. Os autores rela-
tam uma performance de 0.64 e 0.66 de medida
F1 na tarefa RTE sobre o corpus ASSIN para
as variantes europeia e brasileira da ĺıngua, res-
pectivamente. Note entretanto que, como esses
autores não avaliaram separadamente a perfor-
mance do seu sistema na detecção de paráfrases,
não podemos comparar nossos resultados com o
deles.

Barbosa et al. (2016) apresentam o sistema
Blue Man Group para o problema de RTE uti-
lizando classificadores treinados sobre vetores de
caracteŕısticas obtidos usando a cosntrução de re-
des semânticas entre as palavras das duas sen-
tenças e atributos de ńıvel textual, baseados no
trabalho de Kenter & De Rijke (2015). Os auto-
res relatam uma medida F1 de 0.58 para o pro-
blema de RTE, mas não avaliam a performance
de seu sistema sobre detecção de paráfrases sepa-
radamente.

O trabalho de Feitosa & Pinheiro (2017) ava-
lia a aplicação de diversas medidas de similari-
dade textual - baseadas em aspectos sintáticos e
semânticos do texto - à tarefa de RTE utilizando
o corpus do ASSIN. Os autores relatam uma me-
dida F1 de 0.71 em seus experimentos para a
tarefa RTE, porém não avaliam seus resultados
no reconhecimento de paráfrases somente e, por-
tanto, seus resultados não podem ser comparados
aos nossos.

O trabalho de Rocha & Lopes Cardoso (2018)
utilizam classificadores multi-classe considerando
caracteŕısticas lexicais, sintáticas e semânticas de
textos para a tarefa de RTE sobre o corpus AS-
SIN. Esses autores apresentam um resultado de

0.71 de (Macro) F1 para a tarefa de RTE. En-
quanto os autores não apresentam os resultados
de seu método para detecção de paráfrase sobre o
conjunto de dados de teste, eles apresentam uma
avaliação sobre o conjunto de treino usando va-
lidação cruzado, para o qual obtém uma medida
F1 de 0.6 para a variante europeia do corpus e
0.52 para o corpus de treino com ambas as vari-
antes combinadas.

O trabalho de Fonseca & Alúısio (2018) ex-
plora o uso de diferentes informações sintáticas
para a tarefa de RTE também utilizando o corpus
do ASSIN e alcança resultados 0.72 de medida
F1. Esses autores também não apresentam seus
resultados discriminando a performance no seu
método para detecção de paráfrases, de modo que
não podemos comparar nossos resultados com os
deles.

Note que alguns trabalhos recentes tratando
do problema de determinação de similaridade
semântica entre textos na ĺıngua portuguesa
também utilizam o corpus do ASSIN. É impor-
tante pontuar, entretanto, que enquanto os pro-
blemas de similaridade semântica e detecção de
paráfrases são certamente relacionados, não é
claro que um possa ser reduzido ao outro. Alguns
desses trabalhos recentes, por exemplo (Silva
et al., 2017; Pinheiro et al., 2017; Gonçalo Oli-
veira et al., 2017; de Barcelos Silva & Rigo, 2018;
Alves et al., 2018), fornecem evidências de quais
tipos de caracteŕısticas lingúısticas de um texto,
como informação sintática, sobreposição lexical,
etc. podem ser utilizadas também por sistemas
de detecção de paráfrase.

Nesse trabalho, entretanto, nos concentrare-
mos no uso das representações vetoriais de sen-
tença – e as informações que podemos derivar
com as mesmas como medidas de similaridade
entre essas representações – para a detecção de
paráfrases, sem considerar caracteŕısticas de ou-
tras naturezas. A razão para tal escolha se recai
no fato que estamos interessados em investigar
quanta informação sobre o conteúdo da sentença
pode ser codificado em sua representação veto-
rial.

4 Usando Representações de Sentenças
para Detecção de Paráfrases

Nesta secção, descrevemos a implementação de
classificadores de paráfrase que recebem duas
sentenças e decidem se estas são parafrásticas.
Investigamos diferentes classificadores lineares
treinados em dados de representação das sen-
tenças e similaridades obtidos com o uso de qua-
tro diferentes formas de representação de sen-
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tença. Abaixo, descrevemos os dados que usamos
em nossos experimentos, bem como os resultados
obtidos em nossa investigação.

4.1 Dados

Neste trabalho, usamos três fontes de dados prin-
cipais: um modelo de representação vetorial de
palavras para o português, um corpus não ano-
tado de textos em português para treinar o mo-
delo Skip-Thought e o corpus ASSIN (Fonseca
et al., 2016) para treinar e avaliar nossa classifi-
cadores.

Para o modelo de representação de palavras
usado em nossos experimentos, optamos por usar
o modelo FastText (Bojanowski et al., 2016) pré-
treinado para a ĺıngua portuguesa da Facebook
Research3, que foi treinado no corpus de artigos
da Wikipédia escritos em português. Estamos ci-
entes da existência de outros modelos de word
embeddings para a ĺıngua portuguesa que estão
dispońıveis para uso, particularmente aqueles no
Repositório de Word Embeddings do NILC4 ana-
lisados no trabalho de Hartmann et al. (2017).
Escolhemos o modelo FastText da Facebook Re-
search, entretando, por dois motivos simples: pri-
meiramente, o FastText se tornou um dos mode-
los de melhor desempenho de representação de
palavras na literatura, veja por exemplo os expe-
rimentos de Hartmann et al. (2017); segundo, os
tamanhos dos modelos NILC de maior dimensi-
onalidade são simplesmente muito grandes para
os recursos computacionais dispońıveis para nós,
enquanto o modelo da Facebook tem uma di-
mensionalidade competitiva, embora ainda tenha
um tamanho gerenciável que nos permite reali-
zar nossos experimentos. De qualquer forma, na
Subsecção 4.4, nós testamos o impacto do modelo
utilizado nesses experimentos.

O corpus utilizado para treinar o método Skip-
Thought é composto por 10.354.228 sentenças e
308.261.905 tokens. O corpus foi compilado to-
mando os artigos escritos em português da Wi-
kipédia, um extrato de cerca de 1000 documen-
tos do corpus de textos jornaĺısticos PLN-BR
Full (Bruckschen et al., 2008) e cerca de 700 re-
senhas de filmes dos sites CinePlayers 5 e Ci-
nema com Rapadura6. Escolhemos complemen-
tar o corpus da Wikipédia com novos documentos
com a principal finalidade de aumentar a robus-
tez do modelo treinado, dado o treinamento de
um modelo neural como o Skip-Thought requer

3https://research.fb.com/fasttext/
4http://nilc.icmc.usp.br/embeddings
5http://www.cineplayers.com
6http://cinemacomrapadura.com.br

um grande quantidade de dados de treino. A
escolha dos textos utilizados para compor esse
corpus se deu pela imediata disponibilidade dos
mesmos para que pudéssemos utilizá-los, assim
como para garantir uma diversidade de estilos
representados no corpus – textos enciclopédicos,
jornaĺısticos e opinativos.

Para computar as representações por
agregação ponderada, bem como a representação
SIF, também foi utilizado um dicionário de va-
lores IDF para palavras na ĺıngua portuguesa –
tanto as variantes do português brasileiro quanto
do português europeu – composto por 873.329
unidades lexicais. Este dicionário foi obtido
processando uma fração do corpus usado para
treinar o modelo Skip-Thought aleatoriamente
selecionada. Por limitação de tempo e recursos
computacionais, não pudemos realizar o cálculo
de IDF para todas as palavras do corpus. Assim,
preferimos selecionar um extrato do corpus e
calcular esses valores.

Para treinar os classificadores, utilizou-se o
fragmento de treino do corpus ASSIN (Fonseca
et al., 2016) de semelhança textual e paráfrases.
Tal corpus é composto por 5000 pares de fra-
ses anotadas com similaridade entre sentenças
e relações de inferência textual, dentre os quais
295 são exemplos anotados de pares de sentenças
parafrásticas. Os classificadores foram avaliados
no fragmento de teste do mesmo corpus, con-
tendo 4000 pares de sentenças, dos quais 239 são
exemplos positivos de paráfrases. Ficou reser-
vado o fragmento de desenvolvimento, composto
por 1000 pares de sentenças, das quais 70 são
exemplos positivos de paráfrase, para avaliação
de parâmetros experimentais, que são apresenta-
dos na Subsecção 4.4.

4.2 Projeto Experimental

Para avaliar a aplicação de modelos de repre-
sentação vetorial de sentenças ao problema da
detecção de paráfrase em português, treinamos
um modelo Skip-Thoughts para a ĺıngua portu-
guesa e aplicamos esse modelo, juntamente com
o modelo FastText do Facebook. Neste experi-
mento, utilizamos a implementação do método
FastText da biblioteca Gensim 3.57 e emprega-
mos a representação centroide (média dos veto-
res de palavras), a agregação ponderada baseada
na medida IDF, a representação SIF e a repre-
sentação Skip-Thought de sentenças.

Note que, na literatura relacionada, existem
duas formas principais de representar vetores de
pares de sentenças para determinar se são pa-

7https://radimrehurek.com/gensim/
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rafrásticas ou não. Trabalhos como o de Socher
et al. (2011) e Yin & Schütze (2015) utilizam
diretamente as representações vetoriais −→u e −→v
para as sentenças s1 e s2 como entrada para os
classificadores, enquanto trabalhos como o de Ki-
ros et al. (2015) usam combinações desses vetores
pelo produto componente-a-componente −→u · −→v e
a diferença entre os vetores −→u − −→v indicando a
semelhança e diferença semântica entre ambos,
respectivamente. Nesse trabalho exploraremos
ambas as formas de representar o conteúdo da
sentença.

Dessa forma, processamos os dados e obtive-
mos um conjunto de dados diferente para cada
método de representação de sentença contendo
as seguintes caracteŕısticas (features):

1. a representação vetorial −→u da primeira sen-
tença do par;

2. a representação vetorial −→v da segunda sen-
tença do par;

3. o produto componente a componente entre
os vetores −→u and −→v , i.e. o vetor −→u · −→v ;

4. a norma do vetor −→u · −→v ;

5. a diferença vetorial entre os vetores −→u e −→v ,
i.e. −→u −−→v ;

6. a norma do vetor −→u −−→v ;

7. o cosseno entre as representações vetoriais
das duas sentenças;

Note que, normalmente, considera-se que o
cosseno entre dois vetores que representam sen-
tenças codifica alguma forma de similaridade
semântica entre elas. Assim, criamos também
um conjunto de dados diferente que contendo so-
mente os valores de similaridade para cada par
de sentenças no corpus usando todos os dife-
rentes métodos de representação de sentença in-
vestigados neste trabalho. Queremos com tal
conjunto de dados avaliar se a similaridade en-
tre as sentenças pode ser usada como um indi-
cador de paráfrase. Também agregamos todas
as informações em um único conjunto de dados,
no qual cada ponto é composto de todas as in-
formações obtidas para cada método de repre-
sentação. Queremos avaliar com este conjunto
de dados se diferentes representações podem co-
dificar diferentes aspectos do significado das sen-
tenças e se esses diferentes aspectos podem ser
compostos para identificar paráfrases.

Avaliamos os classificadores obtidos usando as
métricas bem estabelecidas de: Precisão (Prec),
computada como a porcentagem de exemplos
corretos de paráfrases dentro daqueles que fo-
ram identificados pelo sistema como exemplos

parafrásticos; Cobertura (Rec, do inglês Recall),
computada como a porcentagem dos exemplos
corretamente identificados como parafráses pelo
sistema dentro de todos os exemplos parafrásticos
no corpus de treino; e F1, média harmônica entre
a Precisão e a Cobertura (Alpaydin, 2009).

4.3 Resultados

Treinamos diferentes classificadores usando da-
dos obtidos com cada representação de sentença.
Na Tabela 1, apresentamos os resultados obtidos
para cada classificador explorado neste trabalho,
ou seja, Máquinas de Vetor de Suporte (SVM,
do inglês Support Vector Machines), Näıve Bayes

(NB), e Árvores de Decisão usando o algoritmo
J48 (AD). Tais classificadores foram treinados em
dados obtidos por cada método de representação
de sentenças, ou seja, o centroide dos vetores das
palavras, i.e. sua média (Avg, do inglês Ave-
rage), a agregação ponderada de vetores de pala-
vras (Agg), a representação SIF (SIF) e a repre-
sentação Skip-Thought (ST). Treinamos ainda os
classificadores em um conjunto de dados con-
tendo apenas os valores de similaridade obtidos
(Sim) e um outro contendo todas as informações
combinadas (Total).

Nestes experimentos, utilizamos a biblioteca
SciKit-Learn 8 para linguagem Python para a im-
plementação dos classificadores utilizados nesse
trabalho e das técnicas de balanceamento de da-
dos discutidas na Subsecção 4.4, assim para o
cálculo das métricas de Precisão, Cobertura e F1.

Como os dados são severamente desbalancea-
dos entre as classes, nós também avaliamos o im-
pacto do balanceamento dos dados no desempe-
nho dos classificadores. Para balanceamento dos
dados, nós utilizamos a técnica de oversampling
por amostragem aleatória nos dados. Os resulta-
dos dos classificadores treinados sobre esse con-
junto balanceado de dados é exibido na Tabela 2.

Nos dados não balanceados, o classificador
Näıve Bayes parece ter um comportamento mar-
ginalmente melhor (e mais estável) que os ou-
tros, entretanto não é posśıvel afirmar que exis-
tem diferenças significativas na performance. Os
métodos de representação com melhor desempe-
nho foram os método de centroide (Avg), de si-
milaridades (Sim) e o método com informações
combinadas (Total). Para os dados balanceados,
o classificador baseado em Máquinas de Vetor
de Suporte (SVM) tem uma performance ligeira-
mente superior, porém ainda similar aos outros.
Sobre esses dados, novamente as representações
por centroide (Avg), similaridade (Sim) e in-

8https://scikit-learn.org/
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formações combinadas (Total) alcançaram os me-
lhores resultados.

Método Classificador
Métricas

Prec Rec F1

Avg

SVM 0.38 0.19 0.25
NB 0.20 0.72 0.31
AD 0.21 0.24 0.22

Agg

SVM 0.13 0.04 0.05
NB 0.10 0.63 0.17
AD 0.11 0.14 0.12

SIF

SVM 0 0 0
NB 0.09 0.71 0.15
AD 0.10 0.10 0.10

Skip

SVM 0.20 0.06 0.09
NB 0.06 0.94 0.12
AD 0.11 0.12 0.11

Sim

SVM 0.50 0.08 0.13
NB 0.13 0.90 0.22
AD 0.25 0.26 0.25

Total

SVM 0.29 0.31 0.30
NB 0.09 0.81 0.15
AD 0.29 0.32 0.30

Tabela 1: Resultados da avaliação dos classifica-
dores treinados para identificação de paráfrases

Método Classificador
Métricas

Prec Rec F1

Avg

SVM 0.21 0.44 0.29
NB 0.19 0.72 0.30
AD 0.24 0.23 0.23

Agg

SVM 0.10 0.31 0.15
NB 0.09 0.66 0.17
AD 0.09 0.10 0.09

SIF

SVM 0.09 0.43 0.16
NB 0.08 0.71 0.15
AD 0.10 0.13 0.11

Skip

SVM 0.09 0.30 0.14
NB 0.06 0.94 0.12
AD 0.13 0.14 0.13

Sim

SVM 0.21 0.77 0.33
NB 0.09 0.94 0.17
AD 0.28 0.28 0.28

Total

SVM 0.27 0.33 0.30
NB 0.09 0.81 0.16
AD 0.30 0.31 0.31

Tabela 2: Resultados da avaliação de classifica-
dores treinados sobre o conjunto de dados balan-
ceados

Note que, em comparação com os resulta-
dos originais (Souza & Sanches, 2018), perce-
bemos claramente uma melhora na performance
dos classificadores SVM e AD, assim como da re-
presentação por informações globais. Atribúımos
esse fato ao aumento na quantidade de dados de
treino ao utilizar o corpus ASSIN completo, não
somente a variante do Português Brasileiro como
naquele trabalho9. Isso indica que, pelo fato da
representação com informações combinadas ge-
rar um espaço de representação com grande di-
mensionalidade, os resultados originais para tal
representação podem ter sofrido por esparsidade
de dados.

É importante salientar que a melhoria dos re-
sultados ao utilizar ambas as variantes é relati-
vamente surpreendente pois, enquanto ambas as
variantes se comportam de forma similar para
a tarefa de similaridade semântica, os partici-
pantes da ASSIN verificaram sistematicamente
diferenças entre o comportamento dos sistemas
nas duas variantes para a tarefa de RTE. Parti-
cularmente, Rocha & Lopes Cardoso (2018) ar-
gumenta que as caracteŕısticas de implicação e
paráfrase parecem ser diferentes em ambos con-
juntos de dados.

4.4 Avaliação de Parâmetros Experimen-
tais

É importante notar que o desempenho das
técnicas investigadas neste trabalho está clara-
mente abaixo do desempenho relatado para o idi-
oma inglês (c.f. (Kiros et al., 2015), por exem-
plo) ou para a inferência textual relatada pe-
los concorrentes no desafio ASSIN (c.f. (Bar-
bosa et al., 2016) ou (Fialho et al., 2016)). As
razões para esse baixo desempenho podem surgir
de inúmeros parâmetros experimentais utiliza-
dos, como o modelo de word embeddings adotado
ou a técnica de balanceamento de dados utili-
zada nos experimentos. Para avaliar o efeito des-
ses parâmetros experimentais, realizamos novos
experimentos variando-os e comparando a per-
formance do modelo. É importante salientar que
nos experimentos discutidos nessa subsessão, usa-
mos como corpus de treino o fragmento de treino
do corpus ASSIN (Fonseca et al., 2016), como nos
experimentos anteriores, e para teste, utilizamos
o fragmento de desenvolvimento (dev) do mesmo
corpus.

9Nesse ponto, agradecemos ao revisor por sua contri-
buição ao pontuar que a utilização dos dados do ASSIN
para a variante europeia da ĺıngua poderia melhorar os
resultados, como de fato foi observado.
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Note que nos experimentos discutidos anteri-
ormente foi utilizada uma técnica ingênua de ba-
lanceamento de dados por amostragem aleatória.
Apesar do balanceamento dos dados ter apresen-
tado um efeito positivo na performance de al-
guns classificadores (compare as Tabelas 1 e 2),
o uso de tal técnica pode ter resultado num sobre-
ajuste (overfitting) dos classificadores nos dados
de treino, o que explicaria os baixos valores de
Precisão obtidos. Existem na literatura, entre-
tanto, técnicas mais avançadas de balanceamento
de dados por sintetização de exemplos, como o
SMOTE (Chawla et al., 2002) e o ADASYN (He
et al., 2008). Nós decidimos, então, avaliar se
o uso de tais técnicas pode melhorar a perfor-
mance dos classificadores. Para avaliar tal o im-
pacto, usamos o classificado Näıve Bayes e a re-
presentação de centroide (Avg), que obtiveram os
melhores resultados nos experimentos apresenta-
dos anteriormente. Os resultados são apresenta-
dos na Tabela 3.

Técnica
Métricas

Prec Rec F1

Amostragem 0.23 0.79 0.36
SMOTE 0.37 0.54 0.44

ADASYN 0.34 0.54 0.42

Tabela 3: Resultados da avaliação do impacto de
uso de técnicas de balanceamento de dados

Enquanto em valores absolutos, os resultados
apresentados na Tabela 3 indicam que os métodos
mais sofisticados de oversampling ocasionaram
em classificadores com maior Precisão que a sim-
ples amostragem aleatória, a diferença entre a
performance dos mesmos não parece ser esta-
tisticamente significante. O que é posśıvel ob-
servar, entretanto, é que os métodos SMOTE e
ADASYM obtém maior precisão, provavelmente
devido a uma melhor generalização sobre os da-
dos de treino.

Um importante ponto a se considerar nesse re-
sultado, entretanto, é o fato que a diferença de
performance entre os métodos é mais pronunci-
ada se considerarmos somente os dados da va-
riante do Protuguês Brasileiro do corpus ASSIN
(F1 de 0.24 para Amostragem Aletória, contra F1
de 0.37 para SMOTE), provavelmente pela menor
quantidade e variedade de dados. Isso indica que
o uso da técnica de oversampling por amostragem
aleatória nos experimentos originais, publicados
em (Souza & Sanches, 2018), pode ter um impor-
tante impacto nos resultados obtidos - devido a
potencial sobreajuste dos classificadores.

Outra posśıvel razão para o baixo desempenho
dos classificadores testados pode ser a falta de ro-

bustez do modelo de word embeddings adotado.
Tal modelo foi treinado no corpus de artigos da
Wikipedia – um corpus pequeno para aprendi-
zado não supervisionado deste tipo de modelos.
Para avaliar o impacto do modelo de word em-
beddings usado, realizamos novos experimentos
com os modelos treinados por Hartmann et al.
(2017) usando os métodos FastText (Bojanowski
et al., 2016), Word2Vec (Mikolov et al., 2013)
e GloVe (Pennington et al., 2014) com 300 di-
mensões. Apesar da dimensionalidade dos mode-
los testados ser igual a do modelo usado original-
mente, os modelos de Hartmann et al. (2017) fo-
ram treinados sobre um conjunto de dados muito
maior que aquele da Facebook Research (FB
Fasttext). Os resultados são apresentados na Ta-
bela 4, que descreve as métricas obtivas pelo clas-
sificador Näıve Bayes utilizando o método de re-
presentação pelo centroide (Avg) com balance-
amento usando a técnica SMOTE. Assim como
nos experimentos anteriores, utilizamos as im-
plementações da biblioteca Gensim 3.510 para os
métodos Word2Vec, FastText e GloVe.

Modelo
Métricas

Prec Rec F1

FB FastText 0.37 0.54 0.44
FastText 0.37 0.57 0.45

Word2Vec 0.29 0.60 0.39
GloVe 0.30 0.41 0.35

Tabela 4: Resultados da avaliação do uso de di-
ferentes modelos de word embeddings

Podemos perceber que, apesar dos modelos de
Hartmann et al. (2017) serem treinados sobre um
conjunto de dados maior que o do modelo da Fa-
cebook Research usados em nosso experimentos,
os resultados apresentados na Tabela 4 não forne-
cem evidências de que o uso de modelos diferen-
tes impactem significativamente a performance
do classificador.

Por fim, perceba na Tabela 2 os valores de
similaridade entre as sentenças demonstraram-se
como um poderoso indicador de paráfrase.

É importante perceber, entretanto, que en-
quanto os classificadores treinados sobre os da-
dos de similaridade apresentaram um valor de
Cobertura (Recall) bastante elevado, os valores
de Precisão obtidos foram bastante baixos. Uma
posśıvel explicação para tal fenômeno é que no
corpus ASSIN, algumas sentenças possuem alto
valor de similaridade entre si, porém não consti-
tuem exemplo de paráfrase. Tais sentenças po-
dem se constituir em rúıdo para os classificado-

10https://radimrehurek.com/gensim/
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res e impactar a performance. Para avaliar a in-
fluência de tais sentenças ruidosas, nós avaliamos
o impacto de descartar do conjunto de treino to-
dos os exemplos de sentenças que possuem um
valor de similaridade acima de um determinado
limiar e que não sejam para parafrásticas. Para
identificar o impacto desse valor de limiar nos
resultados, testamos os limiares no intervalo en-
tre 1.5 e 5.0 em intervalos de 0.5. Os resultados
podem ser observados na Tabela 5. Nesses ex-
perimentos, utilizamos o modelo FastText da Fa-
cebook Research, assim como o método SMOTE
para balanceamento dos dados.

Limiar
Métricas

Prec Rec F1

1.5 0.09 0.95 0.17
2.0 0.17 0.89 0.29
2.5 0.25 0.63 0.35
3.0 0.31 0.57 0.40
3.5 0.31 0.54 0.40
4.0 0.35 0.54 0.42
4.5 0.36 0.54 0.43
5.0 0.37 0.54 0.44

Tabela 5: Resultados da avaliação da remoção de
exemplos ruidosos

Dos resultados apresentados na Tabela 5, con-
clúımos que a presença de pares de sentenças rui-
dosas parece possuir um efeito positivo no trei-
namento dos classificadores. Um explicação para
esse fenômeno pode ser o fato desses exemplos
servirem para informar os classificadores que en-
quanto a similaridade semântica textual parece
ser uma importante evidência de paráfrase, o
fenômeno de paráfrase não se limita o fenômeno
de similaridade. Assim, tais sentenças informam
ao classificador a existência de pares de sentença
com alto grau de similaridade, mas que não são
sentenças parafrásticas.

Por fim, calibrados os parâmetros experimen-
tais, reavaliamos o nosso método sobre o corpus
de teste, dessa vez usando o modelo FastText
da Facebook Research, a representação pelo cen-
troide, o classificador Näıve Bayes com balancea-
mento de dados usando a técnica SMOTE e sem
exclusão de dados possivelmente ruidosos do con-
junto de treino. Obtivemos então os seguintes
resultados apresentados na Tabela 6.

5 Considerações Finais

Este trabalho investigou a aplicação de diferentes
métodos de representação de sentenças em um
modelo de espaço vetorial da linguagem para o

Métricas

Prec Rec F1
0.25 0.38 0.30

Tabela 6: Resultados da avaliação do método
após calibração dos parâmetros experimentais

problema de identificação de paráfrase na ĺıngua
portuguesa. Embora os resultados obtidos para
a classificação de paráfrase tenham sido insatis-
fatórios, em comparação com os resultados rela-
tados na literatura, acreditamos que nossos resul-
tados indicam interessantes caminhos de inves-
tigação para detecção de paráfrases para a ĺıngua
portuguesa. Particularmente, métodos simples
de representação de sentenças e classificação, no-
meadamente, a representação pelo centroide ou
por semelhanças semânticas e um classificador
Näıve Bayes, obtiveram os melhores resultados,
indicando que uma grande quantidade de in-
formações semânticas das sentenças são codifica-
das na geometria dos modelos de representação
de palavras.

É importante notar que o desempenho das
técnicas investigadas neste trabalho está clara-
mente abaixo do desempenho relatado para o idi-
oma inglês (c.f. (Kiros et al., 2015), por exemplo)
ou para a inferência textual relatada pelos con-
correntes no desafio ASSIN (c.f. (Barbosa et al.,
2016) ou (Fialho et al., 2016)). Enquanto diver-
sos parâmetros experimentais foram testados por
nós, inúmeros aspectos do nosso projeto experi-
mental devem ser considerados.

Primeiramente, por limitação dos recursos dis-
pońıveis para realização de experimentos, nós
não pudemos avaliar a performance dos nossos
prótipos quando treinados com os modelos com
maior dimensionalidade treinados por Hartmann
et al. (2017) – que obtiveram melhores resulta-
dos na avaliação por analogias. Enquanto nossa
avaliação de parâmetros experimentais concluiu
que o modelo de word embedding utilizado não
foi fator determinante para os resultados, não
pudemos avaliar o impacto da dimensionalidade
de tais modelos – e portanto o poder de repre-
sentação dos mesmos – nos resultados.

Note que o uso de técnicas de balanceamento
de dados mais avançadas que a amostragem
aleatória, utilizada nos experimentos originais,
parecem ter efeito positivo na performance dos
classificadores. Nesse sentido, resta realizar uma
avaliação mais sistemática do efeito de técnicas
de pré-processamento do conjunto de dados sobre
a performance dos classificadores. Um impor-
tante ponto nesse sentido é a escolha de carac-
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teŕısticas (features) para a descrição dos exem-
plos. A escolha feita por nós de utilizar duas for-
mas de representação da relação semântica entre
as sentenças presentes na literatura, tanto usando
os vetores −→u e −→v , quanto os vetores −→u · −→v e
−→u −−→v , pode ter ocasionado um crescimento do
espaço de representação, o que pode ter prejudi-
cado o aprendizado dos classificadores.

Com relação ao desempenho dos métodos de
representação pela agregação ponderada e SIF,
notamos que apenas cerca de 393046 tokens no
vocabulário do modelo FastText (composto por
592108 tokens) estão no dicionário IDF. Isso sig-
nifica que cerca de 199062 tokens no modelo
têm valor IDF de 0 e, portanto, não têm efeito
na representação da sentença. Isso destaca que
as diferentes estratégias de tokenização adota-
das em nosso trabalho e a criação do modelo de
word embeddings podem ter impactado nas re-
presentações que alcançamos e, portanto, nos re-
sultados obtidos. É também digno de nota que
o desempenho do método Skip-Thought pode ter
sofrido com o fato de o corpus de treinamento
ser relativamente pequeno em comparação com
o utilizado para o idioma inglês (composto de
74.004.228 sentenças e 984.846.357 tokens).

É interessante observar que os métodos de
melhor desempenho em nossos experimentos fo-
ram baseados na representação pelo centroide
e pelas medidas de semelhança semântica en-
tre as sentenças codificadas. Isso significa que
a estrutura algébrica do espaço vetorial pode,
na verdade, codificar uma grande quantidade
de informações sobre a semântica composicio-
nal de sentenças e que um modelo simples de
representação de sentenças pode ser adequado
para muitas aplicações posteriores. Essas co-
nexões teóricas e emṕıricas de word embeddings
e semântica composicional, bem como as li-
mitações do modelo codificador-decodificador, fo-
ram discutidas anteriormente na literatura, no-
tadamente por Arora et al. (2018a,b); Dasgupta
et al. (2018).

Note também que nossos experimentos utili-
zaram unicamente dados das representações ve-
toriais das sentenças e das similaridades obti-
das através delas para treinar os classificadores.
Outras caracteŕısticas importantes e comumente
utilizadas em sistemas de detecção de paráfrase
e implicação textual, como medidas de sobre-
posição lexical, similaridades sintáticas, etc., po-
deriam ser trivialmente incorporados nos nos-
sos modelos para melhorar a performance dos
classificadores. Escolhemos, entretanto, não in-
corporar tais caracteŕısticas em nosso modelo
para avaliar quanta informação sobre o conteúdo

semântico da sentença pode ser codificada na re-
presentação vetorial dessas sentenças.

Por fim, é importante salientar que o corpus
ASSIN é constitúıdo de exemplos dif́ıceis, como
evidenciado pelos resultados, assim como aque-
les obtidos no trabalho de Gamallo e Pereira-
Fariña (nesse volume) que utilizam o mesmo cor-
pus para o problema de identificação de simila-
ridade textual. Para avaliar o impacto da es-
trutura do ASSIN nos nossos resultados, preten-
demos, no futuro, testar nossos métodos sobre
o conjunto SICK-BR (Real et al., 2018) de in-
ferência textual.

Referências

Alpaydin, Ethem. 2009. Introduction to machine
learning. MIT Press.

Alves, Ana, Hugo Gonçalo Oliveira, Ricardo Ro-
drigues & Rui Encarnação. 2018. ASAPP 2.0:
Advancing the state-of-the-art of semantic tex-
tual similarity for portuguese. Em 7th Sympo-
sium on Languages, Applications and Techno-
logies (SLATE), 12:1–12:17.

Arora, Sanjeev, Yuanzhi Li, Yingyu Liang,
Tengyu Ma & Andrej Risteski. 2018a. Linear
algebraic structure of word senses, with appli-
cations to polysemy. Transactions of the As-
sociation of Computational Linguistics 6. 483–
495.

Arora, Sanjeev, Yingyu Liang & Tengyu Ma.
2017. A simple but tough-to-beat baseline for
sentence embeddings. Em 5th International
Conference on Learning Representations, s.pp.

Arora, Sanjeev, Andrej Risteski & Yi Zhang.
2018b. Do GANs learn the distribution? some
theory and empirics. Em 6th International
Conference on Learning Representations, s.pp.

Bahdanau, Dzmitry, Kyunghyun Cho & Yoshua
Bengio. 2014. Neural machine translation by
jointly learning to align and translate. Compu-
ting Research Repository http://arxiv.org/
abs/1409.0473.

Baptista, Jorge. 2018. Paraphrasing portuguese
adverbs ending in –mente. Apresentado no
POP - Por Outras Palavras. 1st Workshop on
Linguistic Tools and Resources for Paraphra-
sing in Portuguese.

Barbosa, Luciano, Paulo Cavalin, Victor Gui-
maraes & Matthias Kormaksson. 2016. Blue
man group no ASSIN: Usando representações
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Statistical and semantic features to measure
sentence similarity in portuguese. Em Brazi-
lian Conference on Intelligent Systems (BRA-
CIS), 342–347. doi:10.1109/BRACIS.2017.40.

Real, Livy, Ana Rodrigues, Andressa Vieira
e Silva, Beatriz Albiero, Bruna Thalenberg,
Bruno Guide, Cindy Silva, Guilherme de Oli-
veira Lima, Igor Câmara, Miloš Stanojević
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