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Abstract
Knowledge about the extent of river bed over�ow is extremely necessary for the determination of areas atrisk. The City of Altamira-PA, located on the banks of the Xingu River, historically su�ers from extremeevents of �oods that provoke �oods, causing great damages to the population. Considering the problem, thispaper presents a monthly level prediction system of the Xingu River based on neural networks perceptron ofmultiple layers. For the development of the system, precipitacion data were used in the basin and sub-basinsof the Xingu River, and SST information (Sea Surface Temperature) from 1979 to 2016. The satisfactory resultsdemonstrate the great applicability of the arti�cial neural networks to the problem.
Key words: Hydrological Modeling; Xingu River Quota Forecasing; Neural Networks; Time Series
Resumo
O conhecimento acerca da amplitude do transbordamento dos leitos �uviais é extremamente necessário paradeterminação de áreas de risco. A cidade de Altamira-PA, localizada às margens do rio Xingu, vem sofrendocom casos extremos de cheias que tendem a provocar inundações, resultando em severos prejuízos para asua população. Considerando o problema, este artigo apresenta a proposta de um sistema de previsão denível mensal do Rio Xingu baseado em Redes Neurais Arti�ciais Perceptron de múltiplas camadas. Para odesenvolvimento do sistema foram utilizados dados de precipitação na bacia e sub-bacias do Rio Xingu, einformações de Temperatura da Superfície do Mar (TSM) do período de 1979 a 2016. Os resultados satisfatóriosobtidos demonstram a grande aplicabilidade das Redes Neurais Arti�ciais para o problema de previsão decheias.
Palavras-Chave: Modelagem Hidrológica; Previsão de Cotas do Rio Xingu; Redes Neurais, Série Temporais

1 Introdução

Durante o período chuvoso são frequentes notícias,tanto no âmbito regional como internacional,sobre eventos de enchentes. Como consequência,estes eventos podem ocasionar grandes prejuízoseconômicos e sociais para a população atingida,

tais como: interrupção da atividade econômicanas áreas inundadas; perdas materiais e humanas;contaminação por doenças de veiculação hídrica einúmeras pessoas desabrigadas.
A cidade de Altamira-PA, localizada às margensdo rio Xingu, vem sofrendo com casos extremos decheias que tendem a provocar inundações, resultando
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em severos prejuízos para a população que resideno entorno do rio. Estes incidentes desabrigam umnúmero grande de famílias, causando proliferaçãode uma série de doenças e acarretando inúmerasvulnerabilidades sociais na região (Franco; 2014;Miranda Neto; 2014; Silva et al.; 2014).A bacia hidrográ�ca do rio Xingu está situadadentro dos estados do Pará e do Mato Grosso eabrange cerca de 509,7 mil km2, sendo o rio Xinguseu principal curso d’água. Esta bacia representa umdos principais contribuintes da margem direita dorio Amazonas, constituindo 60% de seu territóriorecoberto por áreas protegidas (Villas-Boas; 2012).As espacialidades distintas no cenário amazônico,produzidas pela sazonalidade dos rios, alternam-se entre os períodos de cheias e secas. Diantedestes fenômenos, existe a necessidade de realizaçãode estudos sobre a bacia hidrográ�ca, tornando adeterminação das áreas de risco, uma necessidadepara o conhecimento acerca da amplitude dotransbordamento dos leitos (Sander; 2012).Considerando a importância do desenvolvimentode sistemas de previsão de cheias para a baciahidrográ�ca do Rio Xingu, mas especi�camente, paraa região onde está localizada a cidade de Altamira-PA, este trabalho tem por objetivo, apresentaruma proposta de um sistema de previsão de cotasbaseada em Redes Neurais Arti�ciais Perceptron demúltiplas camadas, com uso de informações dasmédias mensais das cotas do rio, séries históricasde precipitação (da bacia e sub-bacias do Rio Xingu)e dados de temperatura da superfície do mar (TSM).A escolha pelo uso de variáveis de TSM se deveaos estudos realizados em (Franco; 2014). Nesteaprendizado, veri�cou-se que o regime hidrológicoda bacia do Xingu recebe in�uências oceânicasdo Pací�co e do Atlântico, alterando o regimede precipitação nas sub-bacias, afetando o ciclohidrológico em Altamira, aumentando assim (oudiminuindo) o nível do rio.As Redes Neurais Perceptron de Múltiplas camadas,vêm sendo largamente utilizadas na literatura paraa solução de uma grande variedade de problemas.Com o avanço de métodos de aprendizagem edas arquiteturas, estas redes têm se mostradoferramentas bastante promissoras, em particular,para o problema de previsão de inundaçõesbaseadas em séries temporais. Entre os trabalhosdesenvolvidos na área de previsão com redes, citam-se os trabalhos apresentados em (Adnan et al.;2012; Xie et al.; 2010; Weigang et al.; 1998). Emrelação a sistemas propostos para previsão de cheiasem regiões no Brasil, citam-se os trabalhos de(Filippo; 2003; Dawson andWilby; 2001; Santos; 2008;de Souza et al.; 2005).Nas próximas seções serão descritas as redesneurais Perceptron de múltiplas camadas, a Baciado Rio Xingu e o sistema de previsão proposto comresultados e conclusões.

2 Redes Perceptron de Múltiplas
Camadas

Uma rede neural Perceptron multicamadas (MLP),possui um número �nito de camadas sucessivasFig. 1, cada uma com número �nito de unidades de

Figura 1: Rede Neural Perceptron Multicamadas

processamento, chamadas neurônios. Cada neurôniode uma camada está conectado a todos os neurôniosda camada seguinte através de pesos sinápticos.
O sinal de entrada é recebido pela camada deentrada, sendo enviado posteriormente para a camadaseguinte. O processo de aprendizado é realizadopelas camadas escondidas que é feito através doprocessamento de cada neurônio. Um neurôniode uma determinada camada, possui a função decombinar as tarefas realizadas pelos neurônios aele ligados da camada anterior e, contribuir noprocessamento, auxiliando no armazenamento dasinformações. Uma resposta é recebida, na camadade saída, de acordo com as classes informadas noconjunto de dados, através dos vários processamentosrealizados nas camadas anteriores (FACELI; 2011)
Nas redes Perceptron, MLPs, além das camadasde entrada e saída, temos a disponibilização deneurônios organizados em uma ou mais camadasocultas, denominadas camadas intermediárias, porestarem inseridas entre a camada de entrada e saída e,sua função básica é intervir entre a camada de entradaexterna e a saída da rede de maneira útil (Haykin;2009).
Cada neurônio na camada escondida realiza oseguinte cálculo:

Sj = f(
p∑
i=1
xiwij + θk) (1)

onde xi é a i-ésima entrada para a rede, wij é o pesoda conexão do neurônio de entrada i para o neurônioescondido j, θj é o bias do j-ésimo neurônio e f(.) é afunção de ativação do neurônio.
Considerando a camada de saída, cada neurôniocalcula:

yk = g(
m∑
j=1

βkjSj) + θj (2)

onde βkj é o peso da conexão escondido j comneurônio de saída k, yk é a k-ésima saída da rede, θk
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Figura 2: Mapa com áreas das 18 variáveis de interesse - Detalhamento nas sub-bacias e informações de TSM.Fonte: Sistema de Proteção da Amazônia(2016)

é o bias da k-ésima saída e g(.) é a função de ativaçãodo neurônio.
O principal objetivo do aprendizado em RedesNeurais é a obtenção de modelos com boa capacidadede generalização, tendo como base o arranjo de dados.
As MLPs, possuem a habilidade de aprender apartir de exemplos e, este aprendizado é realizadoatravés de um processo iterativo de ajustes aplicadosaos seus pesos sinápticos. Para que se possa realizaro processo de aprendizagem, é preciso primeiramentese ter um modelo do ambiente no qual a rede neuralserá inserida. A generalização, outra característicaimportante da MLP, é a capacidade de responder asituações que não foram apresentadas à rede neuralna etapa de aprendizado (Castro et al.; 2011).
Através de treinamento supervisionado comalgoritmo popular conhecido como algoritmo deretropropagação do erro (error backpropagation),sendo as perceptrons de múltiplas camadas bastanteutilizadas para resolver problemas complexos. Assim,este algoritmo é baseado no aprendizado por correçãodo erro.
O processo de aprendizagem, por retropropagaçãodo erro, é de�nido em dois passos, através dasdiferentes camadas da rede: propagação, um passopara frente e um passo para trás, a retropropagação.No processo de passo para frente, é aplicado aos nóssensoriais da rede um padrão de entrada, e seu efeitopropagase em suas camadas. Como resposta, umconjunto de saídas é produzido e, no processo depropagação, ocorrem a �xação dos pesos sinápticos.Por outro lado, no passo para trás, através de umaregra de correção do erro os pesos sinápticos sãoajustados. Detalhadamente, ocorre uma subtraçãoentre a resposta real da rede e a desejada (alvo),produzindo um sinal de erro.

Segundo (Hornik; 1989), uma MLP possui acapacidade de ser uma aproximadora universal eapresentar três características especí�cas:
• A presença de no mínimo uma camada deneurônios escondidos, que não fazem parteda camada de entrada nem da saída da rede.Tais neurônios ocultos proporcionam a rede oaprendizado de atividades complexas, retirandopositivamente as informações mais importantesdos padrões de entrada da rede;• A rede apresenta alto grau de conectividade,de�nido pelas sinapses da rede. Ocorre umamudança na massa das conexões sinápticas ou deseus pesos, durante a modi�cação na conectividadeda rede;• Utilização de uma função de ativação não linear emcada neurônio da rede, em que essa função tenhaum coe�ciente de não linearidade tênue para queseja diferenciável em qualquer ponto;
A capacidade de aproximação depende,exclusivamente, da topologia da rede e da quantidadede neurônios que cada camada foi de�nida. Aindaassim, na literatura não temos uma conclusão arespeito do número necessário de neurônios ocultospara alcançar a ótima solução do aproximadoruniversal.
Uma etapa de aprendizado é necessário, para arede con�gurada. Assim, a rede neural torna-sevantajosa e consegue desempenhar a função para aqual foi designada. A metodologia de aprendizagempode ser mencionada em dois paradigmas distintos:aprendizado supervisionado e não-supervisionado.
No aprendizado supervisionado, dependente doambiente externo, ocorre a comparação da saída darede com o valor desejado (alvo). Para minimizar o



58 | Silva et al./ Revista Brasileira de Computação Aplicada (2018), v.10, n.3, pp.55–62

erro, os pesos são ajustados entre saída da rede e ovalor esperado. O algoritmo de retropropagação doerro é destacado durante o processo.Com relação ao aprendizado não-supervisionado,considerado um procedimento auto-organizável, nãoocorrem comparações entre a saída da rede e oobjetivo, ou seja, não depende do meio exterior.Diante do cenário con�gurado, a rede propriamentedita decide qual a ótima saída de acordo comdeterminada entrada.O obejtivo principal do algoritmo deretropropagação é desenvolver o ajuste dos pesossinápticos da rede neural, através da disseminaçãoinversa do erro na camada de saída. Esse algoritmoé um método sistemático de adequação dos pesosdas redes neurais apoiado no recurso do gradientedescendente (Simpson; 1999).As redes MLPs vêm sendo largamente utilizadaspara problemas de previsão de séries temporais,com muitos trabalhos desenvolvidos para área deprevisão de cheias, como apresentado em (Dornelleset al.; 2013; Weigang et al.; 1998; Gopakumar andTakara; 2009; Adnan et al.; 2012; Chaowanawatee andHeednacram; 2012),(Simor et al.; 2012), Dornelleset al. (2013), (Li; 1998), (Gopakumar and Takara;2009), Adnan et al. (2012), (Chaowanawatee andHeednacram; 2012), (Nizar Shamsuddin, MohdKhairul et al.; 2017) e (Coutouis et al.; 2016).A abordagem de boa capacidade de generalização,pode ser inferido quando o mapeamento da entradacom a saída da rede, em sua con�guração, tiveraproximação correta, ou seja, a rede realizar umaboa interpretação diante dos dados de entrada, sendoestes dados desconhecidos pela rede, pois tais dadosnão foram utilizados durante a fase de treinamento(Haykin; 2009).

3 Bacia Hidrográ�ca do Rio Xingu
Ao longo do rio Xingu são contabilizados 50municípios, sendo 35 do Estado do Mato Grossoe 15 do Estado do Pará. No Pará, ocupa umaárea de aproximadamente 314.427,790 km2 , quecorresponde a 25,1% do Estado. Juntamente comas bacias dos rios Tapajós e Tocantins, compõe oconjunto de bacias federais que drenam mais de50% do território paraense. Na bacia hidrográ�cado rio Xingu, destaca-se o município de Altamira,situada no sudoeste do Estado do Pará. Os riosCuluene e Sete de Setembro formam as nascentesdo rio Xingu, situados em altitudes da ordem de500 m, na junção da Serra do Roncador coma aSerra Formosa, no Estado do Mato Grosso (IBGE;2018). Com a subdivisão em três partes, o rio Xinguapresenta alto, médio e baixo curso. Uma zona detransição é delimitada, no trecho médio superior, pelosurgimento de terrenos em declive acentuados e comboa de�nição em certos pontos, intercalados com apresença, ainda predominante, de margens baixas(Brasil; 2003).Apresentando uma topogra�a mais acentuada, naaltura da cidade de São Félix do Xingu, perfazendopequenas corredeiras, seguindo seu curso, sãoformadas ilhas e vários braços e, entre as épocas decheia e estiagem, destaca-se sua variação de volume.Variações climáticas são observadas de sul para

o norte e que são re�etidas durante o regimehidrológico. No médio curso de São Felix do Xinguno Pará, o período de chuva compreende os mesesde outubro a maio, e o período de seca correspondeaos meses de junho a setembro. O período chuvoso,na região de Altamira, ocorre entre dezembro e maio,e o período de seca ocorre de julho a novembro. Naregião de Porto de Moz, no baixo curso, o período dechuva está compreendido entre os meses de janeiroa julho, e o período seco entre agosto de dezembro(Eletrobrás; 2009).
A caracteristica de grande volume de água eapresentação de relevo acidentado, proporciona aesta região um alto potencial hidrelétrico, denotandoestruturas ideais para a geração de energia. Diantedeste potencial, depois de anos de estudos e debates,está sendo instalado o Aproveitamento Hidrelétrico,chamado AHE Belo Monte com potência instaladade 233,1 MW, composta de nove turbinas, domodelo bulbo, com potência unitária de 25,9 MW,estabelecida a 40 km rio abaixo, após a cidade deAltamira. O projeto de�ne o desvio de grande partedo curso de água do rio Xingu, em um trecho de maisou menos 100 quilômetros, que é denominada comoVolta Grande do Rio Xingu. Sendo que esta sofreráuma rigorosa redução dos níveis de água no trechoamputado do rio (Berman; 2012).

4 Sistema de Previsão de Cotas Proposto

4.1 Base de Dados para Desenvolvimento do
Sistema

Para o desenvolvimento do sistema de previsão decotas proposto, foram utilizados dados de níveismédios mensais do rio Xingu na estação de Altamira,os dados de médias mensais de temperatura e pressãodos oceanos Atlântico e Pací�co, e os dados deestimativas de precipitação nas sub-bacias do RioXingu para o período de 1979 até 2016.
Os dados de níveis médios mensais do rio Xinguforam obtidos no Banco de Dados Hidrometeorológico

da Agência Nacional de Águas ANA (2017), sendo arede hidrometeorológica observacional operada naAmazônia através da Companhia de Pesquisa emRecursos Minerais (CPRM).
Os dados de médias mensais de temperatura epressão dos oceanos Atlântico e Pací�co, e os dadosde estimativas de precipitação, são oriundos deobservações de satélite e interpolados com dadosde estações pela National Oceanic and AtmosfericAdministration (NOAA).
Para o cenário de previsão, conforme Fig. 2, foramutilizadas informações de precipitação e variáveisoceânicas e detalhamento das sub-bacias do rio Xingu.As séries temporais para a identi�cação de níveismensais do rio Xingu em Altamira são:

• Dados de temperatura da superfície do mar (TSM)para os oceanos Atlântico norte, Atlântico sul eAtlântico tropical;
• Índices de niño (niño1+2, niño3, niño4 e niño3+4);• Dados de pressão Taiti e Darwin;• Informações de precipitação das 9 sub-bacias doXingu;
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Figura 3: Correlações das 18 variáveis de interesse com o nível do rio em diferentes defasagens.

Assim, foram totalizadas 9 variáveis oceânicas(TSM) e 9 variáveis de precipitação.Para calcular a janela de tempo que uma variávelleva para afetar o nível do rio Xingu, na cidadede Altamira-PA, utilizou-se o método de correlaçãolinear simples. Para a escolha das variáveis de entradapara o sistema de previsão, optou-se por variáveiscom correlação forte, ou seja, com valores acima de0.7 (positiva ou negativa).Após a análise de correlação entre as variáveisde TSM (e suas defasagens no tempo) e a cota(nível) de Altamira, as variáveis selecionadas comcorrelação acima de 0,7 foram: Variável El-niño1+2com defasagens de 1,6,7 e 12 meses; Variável Atlânticonorte com defasagens de 1,6,7 e 12 meses; VariávelAtlântico sul com defasagens de 1,6,7,11 e 12 meses;Variável Pressão Darwin com defasagens de 1,2,3,8 e9 meses; e Variável Pressão Taiti com defasagem de8 meses;Realizado estudos da correlação com as variáveisde precipitação das sub-bacias do rio Xingu (esuas defasagens) e a cota (nível) de Altamira. Asvariáveis selecionadas com correlação acima de 0,7foram: Variável sub-bacia Xingu-01 com defasagensde 2,3,8 e 9 meses; Variável sub-bacia Xingu-02com defasagens de 2,3,8 e 9 meses; Variável sub-bacia Xingu-03 com defasagens de 2,3,8 e 9 meses;Variável sub-bacia Xingu-04 com defasagens de

2,3,8 e 9 meses e; Variável sub-bacia Xingu-05 comdefasagens de 2,3,8 e 9 meses; Variável sub-baciaXingu-06 com defasagens de 1,2, e 8 meses; Variávelsub-bacia Xingu-07 com defasagens de 2,8 e 9meses;Variável subbacia Xingu-08 com defasagens de 1 e 2meses e Variável sub-bacia Xingu-09 com defasagensde 1,7 e 12 meses.Conforme a Fig. 3, observa-se as variáveis, TSMou precipitação, que possuem maior in�uência paraa previsão do sistema. Assim, temos uma basede informações mais limpa e customizável, no quediz respeito aos dados que realmente conseguemcontribuir para o resultado desejado.A seleção das variáveis que serão utilizadasdurante a análise de previsão, podem constituir fatordeterminante para composição dos resultados. A usoda abordagem de correlação visa buscar entre quaisdados serão melhor disponibilizados para se alcançaro objetivo.Através da abordagem de correlação, algumasvariáveis desempenham papel importante namodelagem e previsão, já em outros cenáriospossuem uma contribuição mínima, podendo atéserem descartadas, para não incorrer em informaçõesinutilizáveis, ocasionando uma sobrecarga durante oprocessamento de previsão.
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Tabela 1: Quadro comparativo de treinamento da MLP - Entrada com dados de TSM (Temperatura dasuperfície do Mar)
Número de neurônios na camada escondida: MSE Treino MSE Validação MSE Teste R2

10 Neurônios 0.00158 00.00103 0.00233 0.9923
20 Neurônios 9.33x10–4 9.21x10–4 4.83x10–4 0.9957
25 Neurônios .231x10–4 1.78x10–4 3.93x10–5 0.9990
30 Neurônios 2.33x10–4 1.72x10–4 3.08x10–4 0.9989
35 Neurônios 5.49x10–4 7.67x10–4 9.51x10–4 0.9958
40 Neurônios 2.04x10–4 1.55x10–4 2.99x10–4 0.9991

Tabela 2: Quadro comparativo de treinamento da MLP - Entrada com dados de Precipitação
Número de neurônios na camada escondida: MSE Treino MSE Validação MSE Teste R2

10 Neurônios 0.05083 0.06415 0.07326 0.6059
20 Neurônios 0.06101 0.11137 0.11563 4359
25 Neurônios 0.03684 0.07755 0.8510 0.6703
30 Neurônios 0.03324 0.05804 0.08855 0.6552
40 Neurônios 0.00569 0.11444 0.11190 0.7521
50 Neurônios 3.94x10–4 0.14655 0.09318 0.7536

Tabela 3: Quadro comparativo de treinamento da MLP - Entrada com dados de TSM e Precipitação
Número de neurônios na camada escondida: MSE Treino MSE Validação MSE Teste R2

10 Neurônios 4.92x10–4 0.00775 0.1196 0.9711
15 Neurônios 7.35x10–4 0.00617 0.01033 0.9733
20 Neurônios 0.00467 0.00762 0.02264 0.9474
25 Neurônios 0.00133 0.00817 0.01219 0.9644
30 Neurônios 1.26x10–4 0.00631 0.01105 0.9781
35 Neurônios 9.78x10–4 0.00731 0.02210 0.9661

5 Resultados

Para desenvolvimento do sistema de previsão de cotas,utilizou-se uma rede neural MLP. Para treinamentoda rede foram utilizadas informações do períodode 1979 a 2016, separados em 70% dos dados paratreinamento da rede, 15% para validação e 15% paratestes.
A estratégia de alocação da quantidade deneurônios, para o sistema proposto, deve-seaos resultados obtidos diante da con�guraçãoapresentada e, devido o aumento da quantidade deneurônios, não foi possível obter melhores resultados.
De acordo com (Dawson and Wilby; 2001) aavaliação de precisão em cada treinamento foirealizada utilizando o coe�ciente de determinação(R2) e o erro médio quadrático (MSE).
O coe�ciente de determinação permite medir aqualidade do sistema de previsão em relação à suacapacidade de prever corretamente os valores daresposta, podendo ser medido através da equação:

R2 = 1 –
∑n
i=1(ŷi – yi)2∑n
i=1(yi – ȳ)2 (3)

Onde yi é o valor observado, ŷi é o valor estimado(previsão) e ȳ é a medida das observações.
Quanto mais próximo de 1 estiver o R2, muitomelhor será o desempenho do modelo. O ErroQuadrático Médio (MSE) pode ser determinadoatravés de:

MSE = 1n
n∑
i=1
(ŷi – yi)2 (4)

onde ŷi é o valor estimado (previsão) e yi é o valorobservado de série histórica.Foram realizados três experimentos com asseguintes variáveis para o sistema de previsão decotas do rio (previsão para o mês seguinte):
• Experimento 1: Dados de entrada da rede neural,com informações apenas de TSM, sendo utilizadasas 19 entradas selecionadas após a análise decorrelação;• Experimento 2: Dados de entrada da rede neural,com informações apenas de Precipitação, sendoutilizadas as 31 entradas selecionadas após aanálise de correlação;• Experimento 3: Dados de entrada da rede neural,com informações de Precipitação em conjunto comdados de TSM, sendo utilizadas as 50 entradas apósa análise de correlação.
Para os Experimentos 1, 2 e 3, diversostreinamentos da MLP foram realizados variando-seo número de neurônios na camada escondida. AsTabelas 1, 2 e 3 apresentam alguns dos melhoresresultados obtidos, respectivamente.Conforme resultados obtidos, para o Experimento 1,a topologia que apresentou melhores resultados foi atopologia com 40 neurônios na camada intermediária.Para o Experimento 2, o melhor resultado foi obtidocom a topologia contendo 50 neurônios na camadaescondida. Para o Experimento 3, a topologia com 30
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Figura 4: Previsão de cota para o ano de 2016.

neurônios na camada escondida apresentou melhordesempenho.Algumas topologias, com mais de 50 neurônios,foram con�guradas e testadas, no entanto nãoapresentaram resultados satisfatórios, diante domapeamento realizado com os experimentos emtela. Nesse sentido, denota-se a capacidade degeneralização da rede neural em sintetizar osresultados obtidos.O melhor resultado, dentre todos os testesrealizados, foi obtido quando se utilizou somenteinformações de TSM (Temperatura da superfíciedo mar), como dado de entrada da rede neural,obtendo valor de R 2 =0.9991. Conforme Fig. 4, sãodemonstrados resultados de previsão para o ano de2016 para a topologia com 30 neurônios.Os resultados satisfatórios com relação ao usode dados de TSM, denotam a grande utilidade dasredes neurais, no processo de tomada de decisão, noque diz respeito a quais variáveis utilizar durante osprocedimentos de previsão de cotas para determinadaregião.Em (Franco; 2014; Miranda Neto; 2014; Silvaet al.; 2014), para dados de mesma origem usadosneste trabalho, foram obtidos valores de R 2 = 0.89com a utilização do método de regressão linear eregressão múltipla. Através do resultado superiorobtido com o sistema proposto, demonstra-se assima aplicabilidade das redes perceptron para o problemade previsão de cotas do rio Xingu.

6 Conclusão
A previsão de eventos hidrológicos extremos,principalmente na região Amazônica, pode auxiliarna resolução de problemas de cheias, evitandoperdas humanas e materiais em detrimento de umaantecipação de informação. Este trabalho apresentouuma proposta de sistema de previsão de cotas do rioXingu, na cidade de Altamira-PA, usando redes MLP.A sistematização para previsão de cheiasevoluiram bastante nos últimos anos, porém

conforme observado a utilização de técnicastradicionais, operada pelas entidades ou sistemasde apoio, geralmente são adequadas para aplicaçãoem condições normais, entretanto podem nãopredizer um resultado, de forma satisfatória, emsituações onde ocorram mudanças inesperadas nasvariáveis de ambiente. Complexos relacionamentosextremos entre as variáveis podem levar a execuçõesmatemáticas obscuras, no momento da previsão,tornado um fator negativo durante a análise.Para o desenvolvimento do sistema foramrealizados estudos da correlação, entre possíveisvariáveis de entrada para o sistema proposto. O bomresultado obtido demonstra a grande aplicabilidadedas redes perceptron para o problema em questão,sendo importante destacar que o uso de informaçõesde temperatura da superfície do mar, propicioumodelos de previsão mais e�cazes, mostrando destaforma o quanto estas informações podem in�uenciardiretamente no nível do rio Xingu.Como trabalhos futuros propõe-se a utilizaçãoda técnica com RNA para previsão em conjuntocom Otimização por Enxame de Partículas (PSO),Algoritmo Genético ou Máquinas de Vetores deSuporte.
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