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Resumo
Este trabalho mostra que é possível extrair conhecimento útil de dados puros sobre os estudantes de graduaçãono IFMA, de modo a tentar entender os problemas de evasão do referido instituto. Neste artigo, o conhecimentofoi modelado como um classi�cador capaz de identi�car quais alunos são os mais propensos a abandonar ocurso. Foram usado três algoritmos: Naive Bayes, Support Vector Machine e J48. Três abordagens de seleçãode atributos foram também testadas: Manual, Seleção Baseada em Correlação e Ganho de Informação. Assim,baseados no entendimento do problema é possível tomar medidas na tentativa de reduzir essa evasão, comopor exemplo, tentar auxiliar o possível aluno evasor antes que isso aconteça, aumentando assim o número deestudantes que se formam. Testes indicaram que os melhores resultados foram obtidos pelo J48, sendo emsua maoria através da seleção baseada em correlação.
Palavras-Chave: IFMA; J48; Mineração de Dados; Naive Bayes; SVM.
Abstract
This work shows that it is possible to extract new and potentially useful knowledge from raw data aboutIFMA’s undergraduate students, in order to get a better understanding of the dropout issue in this institution.In this paper, the knowledge has been modeled as a classi�er able to classify students as likely to drop out ornot using three algorithms: Naive Bayes, Support Vector Machine and J48. Three attribute selection methodwere tested as well: Manual, Correlation-Based Feature Selection, and Information Gain. Based on this betterunderstanding of the problem, it is possible to take measures in order to reduce the dropout rates, suchas giving targeted support to those students who are more likely to drop out. Also, it is possible that suchinterventions can increase students retention, consequently increasing the number of undergraduate students.Tests indicated that J48 achieves the best results along with correlation-based feature selection.
Key words: Data Mining; IFMA; J48; Naive Bayes; SVM.

1 Introdução
Historicamente, um dos problemas educacionais maispreocupantes no Brasil é a evasão, tanto a escolarquanto a universitária. Trata-se de um problema di-fícil de combater, visto que suas causas são diversas e

variam de um contexto educacional para outro (Lobo eSilva et al.; 2007). A evasão está presente em todosos níveis educacionais, sendo in�uenciada por múlti-plos fatores, tais como: questões familiares, sociaise econômicas, necessitando assim de uma análise
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Figura 1: Concludentes em 2016 nas universidades públicas e privadas (INEP; 2018)

cuidadosa e abrangente.De acordo com os dados do Censo da Educação Su-perior do Instituto Nacional de Estudos e PesquisasEducacionais Anísio Teixeira (INEP; 2018), realizadoem 2011, 5.257.898 candidatos inscreveram-se emprocessos seletivos para concorrer a 531.489 vagasem instituições de ensino superior públicas no Bra-sil. Estes números mostram que no cenário atualda educação superior pública no Brasil o número devagas é reduzido em relação à demanda. Ainda deacordo com o censo de 2011 do INEP, no Brasil têm-se 2.365 Instituições de Ensino Superior (IES), dasquais apenas 284 são públicas, sendo que 490.680estudantes ingressaram nestas Instituições de EnsinoSuperior (IES) públicas em 2011, embora o númerode concluintes no mesmo ano tenha sido de apenas218.365 estudantes.Em 2016 o número de inscritos cresceu para6.155.369 em IES públicas, sendo a quantidade deconcluintes foi de 231.572 em IES públicas como podeser visto na Figura 1, ou seja, a proporção de nãoconcluintes diminuiu em aproximadamente apenasdois pontos em 5 anos, sendo que o aumento de con-cludentes de maneira geral ocorreu nas IES federais,manteve-se mais ou menos estável nas estaduaise diminuiu nas IES municipais. E mesmo nas uni-versidades privadas, uma evasão em torno de 25%dos alunos também é um índice alarmante para aeducação superior.Estes números mostram que os índices de evasãonas universidades públicas são alarmantes. Comoconsequência da evasão, têm-se o desperdício de re-cursos �nanceiros voltados para a educação, pois aoabandonar o curso o aluno continua representando,por algum tempo, custos para a IES.
À medida que as escolas e universidades passama armazenar eletronicamente os dados acadêmicose sócio-econômicos dos seus alunos, as técnicas deMineração de Dados passam a constituir uma impor-tante ferramenta na análise da evasão, considerandoque estas bases de dados acadêmicos são uma poten-cial fonte de informação nova e útil para os gestoresdas instituições educacionais (Márquez-Vera et al.;2013).Considerando que o Instituto Federal de Educa-ção, Ciência e Tecnologia do Maranhão (IFMA) é umainstituição que dispõe de dados eletronicamente ar-mazenados sobre seus alunos, e que, assim como a

maioria das instituições de nível superior do Brasil,sofre com o problema da evasão, busca-se neste tra-balho tentar encontrar o per�l dos alunos evasores noIFMA utilizando técnicas de mineração de dados. Emoutras palavras, espera-se descobrir como classi�caralunos como potenciais evasores ou não.
Para esta tarefa, utilizam-se dados oriundos doSistema Acadêmico do IFMA, correspondentes ao pe-ríodo de 2003 a 2013, como entrada para o processode Knowledge Discovery in Databases (Descoberta deConhecimento em Bases de Dados) (Fayyad; 1996;Makhabel; 2015), com o objetivo de investigar se esseprocesso é adequado para atingir um entendimentomais amplo e aprofundado sobre o fenômeno da eva-são nesta Instituição. A hipótese deste estudo é quepotenciais evasores, no contexto do IFMA, podem seridenti�cados precocemente e de forma automatizada,através de modelos computacionais construídos a par-tir de dados históricos oriundos do sistema acadêmicodesta IES.
O restante deste trabalho é organizado da seguinteforma. Na Seção 2 são apresentados os trabalhos re-lacionados. Na Seção 3 é exposto o referencial teóricosobre o processo de Descoberta de Conhecimento emBases de Dados (KDD). Na Seção 4 é feita a de�niçãodo estudo de caso de que trata este trabalho e é apre-sentada a base de dados utilizada, bem como é expli-cado de que forma foi realizado o pré-processamentodos dados. Na Seção 5 discute-se os resultados. Fi-nalmente, na Seção 6 apresentam-se as conclusões esão sugeridos trabalhos futuros.

2 Trabalhos Correlatos

Existem na literatura muitos exemplos do uso de téc-nicas de Mineração de Dados com o objetivo de proporsoluções para problemas recorrentes na educação su-perior. Obsivac et al. (2012) propõe um método paraa criação de classi�cadores para prever a evasão estu-dantil, considerando tanto dados acadêmicos quantodados relacionados aos hábitos sociais dos alunos. Aconclusão foi que estudantes regulares que se comu-nicavam com frequência com os melhores estudantestem uma probabilidade maior de concluir a graduaçãodo que os que não se comunicavam com os estudantesde mais sucesso.
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Romero and Ventura (2010) desenvolveram umlevantamento abrangente do atual cenário da Minera-ção de Dados Educacionais, fazendo uma compilaçãodos mais relevantes estudos realizados na área atéa data de sua pesquisa. Aspectos relevantes foramconsiderados, como os diferentes grupos de usuáriose de ambientes educacionais, bem como os tipos dedados oriundos destes ambientes.
Tair and El-Halees (2012) utilizaram dados de es-tudantes universitários, referentes a um período de 15anos, para criar modelos computacionais capazes deprover informações relevantes aos diretores de umauniversidade, permitindo que fosse oferecido suporteaos alunos para superar problemas como notas bai-xas, melhorando assim o desempenho acadêmico dosestudantes.
Chuchra (2012) analisou uma base de dados con-tendo dados acadêmicos, residenciais e pessoais deestudantes do Departamento de MBA da Sri Sai Uni-versity, com dados correspondentes ao período deum ano e meio. O objetivo era melhorar a perfor-mance acadêmica dos estudantes e diminuir o índicede reprovações.
No contexto nacional, vem crescendo o númerode estudos buscando abordar o problema da evasãoutilizando técnicas de mineração de dados. Marques(2014) realizou um estudo de caso utilizando dadosoriundos da educação a distância do SENAI da Pa-raíba, com o objetivo de identi�car padrões de acessodos alunos que evadem dos cursos desta modalidade,buscando gerar regras que pudessem caracterizar oper�l de acesso desses alunos.
Modelos gerados a partir de dados oriundos de ins-tituições educacionais carregam características que sópodem ser corretamente interpretadas se analisadasdentro de um determinado contexto sócio econômico,de forma que os trabalhos existentes na literaturacolaboram de maneira complementar para que sejacompreendido o atual cenário da educação superiorno Brasil. Este trabalho difere dos demais por anali-sar o fenômeno da evasão em uma instituição de nívelsuperior de ênfase tecnológica na região nordeste doBrasil. Ainda, busca-se apresentar uma metodologiaque visa oferecer à administração de instituições deensino que se encontram no mesmo contexto a possi-bilidade de conduzir essa mesma avaliação, utilizandoferramentas atualmente gratuitas.

3 Evasão Universitária como Descoberta
de Conhecimento

É importante ressaltar que a maior parte dos dadosdisponibilizados pela instituição para este estudo sãodados acadêmicos, com uma pequena quantidade dedados relativos a aspectos socioeconômicos da vidados estudantes. No entanto, estudos como o de Obsi-vac et al. (2012) mostram que o aspecto social da vidado estudante na universidade pode ser tão importantequanto a performance acadêmica para determinar seo estudante vai ou não concluir um curso superior.
A seguir são apresentados os conceitos básicos emtermos mineração de dados e classi�cação, incluindoos algoritmos utilizados neste trabalho.

3.1 Descoberta de Conhecimento e Mineração
de Dados

A metodologia utilizada neste trabalho é guiada peloprocesso de Descoberta de conhecimento em basesde dados, do inglês Knowledge Discovery in Databases(KDD). De acordo com Fayyad (1996), KDD é um pro-cesso não trivial que objetiva identi�car padrões vá-lidos, novos (antes desconhecidos), potencialmenteúteis e, essencialmente, compreensíveis em basesde dados. Conforme mostrado na Figura 2 (Fayyad;1996), no processo de KDD os dados passam por váriasetapas, a saber: seleção, pré-processamento, trans-formação e, mineração e geração de padrões, para de-pois estarem disponíveis como informação que podeser visualizada e interpretada.A mineração de dados é a análise de grandes con-juntos de dados a �m de encontrar relacionamentosinesperados e de resumir os dados de uma forma queeles sejam tanto úteis quanto compreensíveis às pes-soas responsáveis pela análise dos dados (Hand et al.;2001).Devido a ampla área de aplicação da Mineraçãode Dados, seu estudo é frequentemente dividido emtarefas de�nidas com base no resultado esperado apóso processo de mineração. Para cada tarefa há diversastécnicas e métodos a serem aplicados. Em termos deaprendizagem de máquina, estas técnicas e métodostradicionalmente são divididas em:
• Aprendizado supervisionado (preditivo): os dadospara treinamento dos modelos possuem rótulos,indicando a que classe pertencem as instâncias ob-servadas. Novas classi�cações são feitas com basenas classes aprendidas na base de treinamento.• Aprendizado não supervisionado (descritivo): nãohá rótulos nas instâncias da base de treinamento,portanto o objetivo é identi�car classes, relaçõesou agrupamentos nos dados.
Neste trabalho, o objetivo é prever a situação doaluno, portanto um exemplo de aprendizagem su-pervisionada. Mais especi�camente, este problemaé de�nido como classi�cação, que será detalhado aseguir.

3.2 Problema de Classi�cação

Classi�cação consiste na tentativa de aprender a ge-neralizar um conceito com o objetivo de identi�car aclasse de novos dados. A base de dados para a tarefade classi�cação deve conter um ou mais atributos pre-ditivos e um atributo classe, este último é o objetivoda classi�cação e deve ser do tipo discreto.Neste tipo de problema utilizam-se técnicas deaprendizado supervisionado, pois a classe a ser iden-ti�cada é conhecida. De acordo com Witten et al.(2011), a tarefa de classi�cação pode ser dividida emduas etapas. A primeira etapa é a construção do mo-delo com base no conjunto de dados de treinamento,no qual assume-se que cada tupla pertence a umaclasse de�nida pelo rótulo do atributo classe. O mo-delo resultante desta etapa é representado através deregras de classi�cação, árvores de decisão, fórmulasmatemáticas, etc., dependendo da técnica usada paraconstruir o modelo.Na segunda etapa, um conjunto de dados de teste
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Figura 2: O processo de KDD

é submetido ao classi�cador anteriormente modeladocom o intuito de avaliar sua qualidade. O rótulo in-dicado pelo classi�cador é comparado com o rótuloconhecido para cada instância do conjunto de teste.O modelo é avaliado segundo métricas especí�cas, ecaso alcance um determinado limiar, pode ser usadopara classi�car dados novos cujos rótulos da classesão desconhecidos.Neste trabalho, são utilizados três dos algoritmosmais conhecidos para classi�cação: Naive Bayes, J48(que é uma implementação do C4.5) eSupport Vector
Machines (SVM). A escolha se baseou na larga apli-cação dos mesmos, disponibilidade para uso e pelofato de que cada algoritmo representa uma aborda-gem teórica diferente. A seguir apresentam-se ostrês algoritmos. Detalhes sobre o funcionamento decada um deles podem ser encontrados em Faceli et al.(2011), Dangeti (2017) e Goldschmidt et al. (2015).
3.2.1 Naive Bayes
Naive Bayes é um classi�cador que ganhou populari-dade nos anos 90 sendo utilizado como �ltro de spam.A ideia do algoritmo é utilizar o teorema de Bayes,apresentada na Equação 1, para determinar a qualclasse pertence uma observação, tupla ou registro.

P(A|B) = P(B|A)P(A)P(B) (1)
como P(x1, x2, ..., xm|ck) = P(x1|ck) × P(x2|ck) × ... ×
P(xn|ck), pode-se generalizar que P(ck|x1, x2, ..., xn|) ∼=
P(x1|ck)× P(x2|ck)× ...× P(xn|ck)× P(ck), na qual xi éum preditor (campo da base de dados) e ck representaa classe sendo avaliada. No �nal das contas a saída doclassi�car é dada pela Equação 2, também conhecidacomo Maximum a Posteriori, a qual signi�ca que umaobservação ou tupla irá pertencer à classe que possuira maior probabilidade.

y = argmaxk P(ck)×∏
P(xi|ck) (2)

Segundo Li and Li (2015), o Naive Bayes apresenta

as seguintes vantagens: (i) possui uma base mate-mática sólida; (ii) é rápido; e (iii) apesar de simples,apresenta de modo geral um bom desempenho em ta-refas de classi�cação. Por esse motivo, este algoritmoé utilizado muitas vezes como base de comparaçãocom outros algoritmos de classi�cação.
3.2.2 SVM
Maquinas de Vetor de Suporte, do inglês Support Vector
Machine, é um conjunto de métodos de aprendizadosupervisionado utilizados para tanto para classi�ca-ção quanto para regressão. Regressão é utilizada paraprever valores quantitativos (James et al.; 2013), poresse motivo, esta fora do escopo deste trabalho.
Um modelo SVM é uma representação de exemploscomo pontos no espaço, mapeados de maneira queos exemplos de cada classe sejam divididos por umespaço claro que seja tão amplo quanto possível, comomostrado na Figura 3, na qual se observa a linhaque divide as duas classes e as linhas pontilhadasdenominadas de vetor de suporte. Essa divisão édenominada de margem (m), sendo que o objetivo daSVM é maximizar m, ou seja, maximizar a distânciaentre os hiperplanos do vetor de suporte.

Figura 3: Classi�cador linear SVM
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Como observado na Figura 3, a ideia no SVM éconstruir um hiperplano h(x) = w . x + b, no qual w . xé o produto escalar entre os vetores w e x e w ∈ X éo vetor normal ao hiperplano. Em duas dimensões
w representa o coe�ciente angular da reta. Aindana �gura, a reta principal é w . x + b = 0 e as linhas,ou marges, são w . x + b = –1 e w . x + b = 1, para aslinhas inferior e superior, respectivamente, sendoque b é computado a partir da média de todos osvetores de suporte possíveis. Detalhes sobre comoobter b podem ser vistos no trabalho de Lorena andde Carvalho (2007). Nesse contexto, um classi�cadorpode ser construído usando a Equação 3.

g(x) = sgn(h(x)) =
{+1, se w . x + b > 0
–1, se w . x + b < 0 (3)

Segundo Campbell (2000), usando manipulaçõesalgébricas, a margem m de separação entre objetospode ser obtida pela minimização de ||w||. Comonão é permitido que haja dados de treinamento entreas margens, essa SVM é dita com margens rígidas.Caso o hiperplano não seja su�ciente para separar asclasses, então pode-se usar técnicas de aumento dedimensionalidade, assim o que não pode ser separadoem 2 dimensões por uma reta, pode dependendo dosdados ser separável em 3 dimensões, e assim pordiante.Segundo Lorena and de Carvalho (2007), as SVMssão robustas diante de dados de grandes dimensões.sobre os quais outras técnicas de aprendizado obtêmclassi�cadores super ou sub ajustados. Outra vanta-gem é que existe somente uma con�guração ótimapara a SVM em seu treinamento. Essa característicaé interessante frente a técnicas como as Redes Neu-rais Arti�ciais (RNAs) (Braga et al.; 2000) que sãomultimodais (apresentam muitos ótimos locais, di�-cultando a busca) em seu treinamento. Além disso, ouso de funções Kernel na não-linearização das SVMstorna o algoritmo e�ciente, pois permite a construçãode simples hiperplanos em um espaço de alta dimen-são de forma tratável do ponto de vista computacional(Burges; 1998). Por outro lado, a principal limitaçãodas SVMs está na sensibilidade a escolha de seus pa-râmetros, pois pode levar a modelos imprecisos.
3.2.3 J48
Como já mencionado, trata-se de uma implementa-ção do popular algoritmo C4.5 para geração de árvo-res de decisão, criado por Quinlan (1993) como umaextensão do seu algoritmo anterior, o ID3. Neste al-goritmo o conhecimento é representado em formade árvore de decisão, que é uma estrutura que con-siste em nós rotulados com nomes de preditores ouatributos, arcos rotulados com os possíveis valorespara os atributos preditivos e folhas rotuladas comas diferentes categorias de classe.Novas instâncias são classi�cadas percorrendo umcaminho da árvore, o que corresponde a execuçãode uma sequência de testes. O papel do algoritmo éescolher as regras mais importantes para compor aárvore e descartar regras que são menos adequadas.Seu funcionamento é dado por:Dada uma base de treinamento D, o algoritmo gerauma árvore inicial usando a abordagem de dividir

e conquistar, utilizando as seguintes regras: (i) Setodas as instâncias em D pertencem a mesma classeou se a base D é muito pequena, a árvore pode serrepresentada como uma folha rotulada com a classemais frequente em D; (ii) Caso contrario, é escolhidoum atributo com dois ou mais valores (ou faixas devalores) para ser usado como teste. Esse atributoserá o nó raiz da árvore, com uma rami�cação paracada possível saída do nó. A base de dados D é en-tão dividida em subconjuntos, um para cada possívelsaída do nó raiz. O mesmo procedimento é aplicadorecursivamente em cada um dos subconjuntos.Normalmente o algoritmo usa a entropia (H(D)) eo ganho de informação para decidir como construir aárvore. A entropia determina a impureza de um de-terminado conjunto de dados, sendo computada pelaEquação 4, na qual pi é a proporção do atributo ser daclasse i. Já o ganho de informação, dado o atributo
A, que tem um domínio v é dado pela Equação 5, naqual Dj é o subconjunto do domínio de A e |Dj| é aquantidade de registros em Dj.

H(D) = – k∑
i
pi × log2pi (4)

GI(D,A) = H(D) – v∑
j=1
|Dj|
|D| × H(Dj) (5)

Assim, o atributo que possuir maior ganho de in-formação será utilizado em um nó da árvore. O pro-cesso continua recursivamente até que a árvore estejaconstruída.A principal vantagem das árvores de decisão é sercompreensível à leitura humana, ou seja, é fácil de serentendida pelo usuário. Além disso, pode lidar comuma variedade grande de dados (categórica, numéricae textual), não sendo sensível à dados faltantes (Bhar-gava et al.; 2013). Por outro lado podem apresentaras seguintes desvantagens: (i) podem gerar árvorescomplexas, sendo sua criação computacionalmenteintensa; e, (ii) dados desbalanceados podem levar aárvores grandes que são de difícil interpretação.

4 Estudo de caso no IFMA
Este trabalho foi desenvolvido em formato de estudode caso, considerando-se que o estudo deste caso emparticular pode ser útil na investigação de aspectosmais abrangentes da evasão universitária nos insti-tutos federais. A sequência de etapas seguidas nesteestudo foram as seguintes:
i. Identi�cação do Problema
Inicialmente foi feito um levantamento sobre a eva-são nas instituições de ensino superior, bem comosobre a utilização de técnicas de mineração de da-dos no contexto educacional. A partir do entendi-mento destes dois aspectos do trabalho, o problemade como prever quais alunos são mais propensos aevasão foi mapeado para a tarefa de classi�cação.
ii. Adequação dos dados
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Para que a execução das tarefas de mineraçãofosse possível, inicialmente os dados são pré-processados, para que se tornem adequados paraservir como entrada para os algoritmos de minera-ção.
iii. Escolha das técnicas e algoritmos
Na etapa de pré-processamento foram utilizadastanto técnicas automatizadas quanto análise ma-nual para seleção de atributos. As técnicas automa-tizadas utilizadas foram Information Gain e Correla-
tion Based Feature Selection. Desta forma, as saídasda etapa de pré-processamento são três diferen-tes datasets: um oriundo de seleção manual e osdemais oriundos das técnicas automatizadas de se-leção. Após análise das características dos datasetsresultantes, os seguintes algoritmos de classi�ca-ção foram selecionados para serem utilizados nestetrabalho: Naive Bayes, J48 e Support Vector Machine.
iv. Escolha dos parâmetros para validação
Para que o modelo seja considerado útil para seraplicado ao problema real torna-se necessário ava-liar a sua qualidade. Dentre os diversos critériospossíveis para avaliar a qualidade dos modelos cri-ados por algoritmos de aprendizagem de máquina,torna-se necessário decidir quais são mais rele-vantes dentro do contexto desse trabalho. Apósa seleção das métricas a serem utilizadas, foi re-alizada a comparação entre os resultados obtidospelas diversas combinações de datasets e algorit-mos. Esta comparação foi feita através da interface
Experimenter do Weka (of Waikato; 2015).
v. Interpretação dos resultados:
É feita uma análise dos modelos obtidos, com oobjetivo de avaliar até que ponto os mesmos sãoutilizáveis e podem ser compreendidos, para quesejam disponibilizados aos gestores do IFMA, ouseja, nesta etapa interpretam-se os padrões desco-bertos e, eventualmente, volta-se a qualquer umdos passos anteriores caso seja necessário.
A seguir, discutem-se em detalhes as etapas deadequação dos dados, que são etapas intrinsecamentemais trabalhosas do processo de KDD, englobandoa integração, limpeza, transformação e redução dosdados.

Base de dados

Os dados utilizados neste trabalho foram extraídosdo Sistema Acadêmico do IFMA. Foram fornecidostrês arquivos em formato CSV (Comma Separated Va-
lues), contendo atributos relacionados aos mais di-versos aspectos da vida dos estudantes, porém sematributos que pudessem identi�car os alunos, isto é,os dados são anônimos. Além disso, cabe-se desta-car que foram utilizados apenas dados acadêmicoscompostos por 3 tabelas básicas: Pautas, Histórico e
Matriculas. A tabela Pautas possui informações sobredisciplinas oferecidas em um determinado semes-tre. O conceito de pauta e diferente do de disciplina,pois a pauta contém informações especí�cas sobre omodo como a disciplina foi oferecida em determinadosemestre, como por exemplo, o professor que a mi-

nistrou e o horário O Histórico representa a relaçãoentre matrículas e pautas, ou seja, representa cadapauta em que um aluno se matriculou ao longo dasua vida acadêmica, com as respectivas notas. Fi-nalmente, a tabela Matriculas possui todos os dadospessoais e socioeconômicos informados pelo alunono momento da matrícula na instituição. Apesar decontar com muitos campos relacionados ao aspectosocioeconômicos da vida do estudante, grande partedessas informações não estava preenchida, inviabi-lizando seu uso. Dessa forma, os resultados aquicontidos baseiam-sem apenas nos dados acadêmi-cos.
Limpeza dos dados

Na limpeza busca-se eliminar inconsistências evalores errados ou incompletos, para que não in�u-enciem no resultado dos algoritmos, bem como parareduzir a dimensão dos dados. A etapa de limpeza éespecialmente importante neste trabalho, visto que amaior parte dos dados que originalmente compõemas tabelas disponibilizadas pelo IFMA possuíam valo-res nulos ou em branco. A limpeza foi iniciada com aremoção dos atributos duplicados nas tabelas. Soma-das as três tabelas, existiam 111 atributos, dos quais10 estavam duplicados e foram removidos, restando101 atributos. Foram também removidos registrosde alunos para os quais não haviam matriculas e osregistros correspondentes aos cursos de educação adistância de Licenciatura em Química e Licenciaturaem Informática, considerando que a EaD possui espe-ci�cidades que não estão englobadas no escopo destetrabalho.Originalmente existiam cinco valores de statuspara os alunos: matriculado, evasão, formado, con-
cluído e concludente 1. Considerando o objetivo destetrabalho, foram excluídos os registros cujo rótulo éigual a matriculado, mantendo-se os demais, que de-�nem casos em que o aluno ou evadiu ou concluiu ocurso. A Tabela 1 mostra as características das tabelasdo banco de dados antes e depois da limpeza.Utilizando as ferramentas de visualização do Wekapara análise manual, constatou-se a necessidade deremover 61 atributos devido a: (i) conterem alto ín-dice de valores nulos (acima de 60%); (ii) contereminformação que não contribuiriam com os algoritmos,como por exemplo codigoTurma; (iii) conterem infor-mação sem nenhuma diversidade, como por exemplo,
nacionalidade. Portanto, ao �m da limpeza a tabelaque dará origem ao dataset principal conta com 40atributos como apresentado na Tabela 2. Além daseleção manual de atributos, outras visões dos dadosforam geradas através de seleção automatizada deatributos.
Integração

Foi criado um banco de dados através da impor-tação dos arquivos CSV disponibilizados pelo IFMA,criando-se tabelas com seus respectivos relaciona-mentos. Embora existam outras formas de realizar aintegração dos dados, neste trabalho optou-se pelacriação de um banco de dados para gerar um repo-sitório único, que serve de ponto de partida para as
1Concludente é aquele que esta em processo de conclusão, fal-tando por exemplo, apenas a defesa de monogra�a
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Tabela 1: Descrição das tabelas
Tabela Atributos antes dalimpeza Instâncias antes dalimpeza Atributos após alimpeza Instâncias após alimpeza
Matrículas 61 8099 58 3454Histórico 19 348961 15 97447Pautas 31 14381 28 10039

Tabela 2: Atributos Utilizados
mediaFaltasSemestremediaNotaspercentualPresencadisciplinasSemestretempoDeCursosexoCRturnodescricaoCursoformaIngressocodEscolaGraduacaocoranoConclusaoGraduacaodescCursoGraduacaoanoConclusao1graucodEscola1grauanoConclusao2graucodEscola2grauestadoCivilPaisgrauInstrucaoPaigrauInstrucaoMaepaiFalecidomaeFalecidarendaFamiliartipoEscolaOrigemnecessidadeFisicanecessidadeVisualsuperdotadocondutasTipicasrendaPerCapitapro�ssaocodGrauInstrucaoestadoCivilcodCidadenumeroFilhosperiodoLetivoIniperiodoAtualsiglaCursoperiodoLetivoAtualsituacaoMatricula

demais etapas do pré-processamento, devido às pos-sibilidade de usar as consultas SQL na realização dasetapas posteriores.
Após esta etapa inicial de limpeza, foi gerada apartir de uma consulta SQL uma tabela única querepresenta a integração das três tabelas iniciais, cujoresultado foi exportado para um arquivo CSV. Algu-mas limitações foram encontradas com o uso do for-mato CSV no Weka, como por exemplo a presença decaracteres que pudessem ser confundidos com separa-dores. Para solucionar esse problema, foi necessáriopreviamente editar e excluir os caracteres vírgula(,),ponto-e-vírgula(;) e aspas(“) dos arquivos CSV. Apósserem carregados pela primeira vez com o Weka, osarquivos foram exportados para o formato nativo doWeka, o ARFF.

Transformação

Inicialmente, o conjunto total de dados continhainformações sobre cada disciplina cursada por umaluno ao longo de sua vida acadêmica. Como o ob-jetivo da tarefa de classi�cação é criar um modelocapaz de classi�car novos estudantes como evasoresou não, foi necessário transformar as diversas tuplasexistentes para cada aluno em uma única tupla paracada aluno. Para tanto, alguns atributos foram mani-pulados matematicamente, de forma a re�etirem avariação ao longo dos semestres. Esses atributos e asmanipulações realizadas são descritos a seguir.
O atributo mediaFaltasSemestre possui a média defaltas do aluno, obtida através da soma de todas asfaltas do aluno ao longo de toda a sua vida acadêmicadividida pelo número de semestres em que o alunose matriculou. Da mesma forma, o atributo disci-

plinasSemestre é obtido a partir da soma de todas asdisciplinas nas quais o aluno se matriculou divididopelo número de semestres cursados. Os atributos
mediaNotas e percentualPresenca são a média simplesdos respectivos valores ao longo da vida acadêmicados estudantes. O atributo tempoDeCurso foi criadosubtraindo-se o ano letivo atual do aluno pelo anoletivo inicial.
Para �nalizar a etapa de transformação, foi utili-zado o �ltro Spread Subsample do Weka para alterar aproporção dos registros com base no atributo classe,ou seja, de�ne o balanceamento de classes do dataset.Neste trabalho foi usado o valor 1 como parâmetro,de forma que a proporção entre registros de alunosevasores e alunos que concluíram os cursos fossede 1 para 1. Antes da aplicação deste �ltro o datasetcontava com 993 instâncias, sendo 287 alunos queconcluíram os cursos e 706 que evadiram. Após aaplicação, o dataset contava com 287 instâncias decada tipo.
Ao �nal da etapa de transformação, o dataset prin-cipal deste trabalho foi de�nido, com 40 atributos e

574 instâncias. É importante ressaltar que o númeroreduzido de instâncias, se comparado ao volume ini-cial de dados disponíveis, se justi�ca pelo fato que asinformações foram condensadas em uma instânciapor aluno, enquanto que inicialmente haviam váriaspor aluno. Ainda, considera-se aqui apenas os alunosque concluíram o curso ou evadiram. Finalmente, naetapa em que os rótulos da classe foram balanceados,houve redução no número de instâncias.
Seleção de atributos

Devido à importância da seleção apropriada de atri-butos foram testadas duas abordagens de seleção au-tomatizada de atributos, com o objetivo de identi�cardentre elas qual a mais apropriada para a base dedados e o problema em questão. Assim, lidam-seneste trabalho com três conjuntos de dados selecio-nados de forma distinta: o primeiro é obtido atravésda seleção manual, conforme apresentado no iníciodesta seção; os demais são resultado da aplicação dos
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algoritmos de seleção descritos a seguir no datasetobtido manualmente (40 atributos).
- Correlation-based Feature Selection

Nesta técnica considera-se que um bom conjuntode atributos contém os que são altamente correlacio-nados à classe, mesmo que não sejam correlacionadosuns com os outros (Hall; 1999). CFS é um algoritmode �ltro simples, que cria um ranking de subconjun-tos de atributos, de acordo com uma função heurísticade avaliação. A função prioriza subconjuntos que con-tém atributos altamente correlacionados ao atributosclasse, e não-correlacionados entre si. Dessa formaatributos irrelevantes são eliminados pois possuembaixa correlação com a classe, e atributos redundan-tes são eliminados pois são altamente correlacionadoscom um ou mais dos demais atributos. Os seguintesatributos foram selecionados pelo algoritmo de CFS,implementado no Weka: tempoDeCurso, CR, turno, ne-
cessidadeVisual, condutasTipicas.
- Information gain

O valor de um atributo é medido a partir do ga-nho de informação que ele proporciona em relaçãoao atributo classe, de modo semelhante ao explicado
na Seção 3.2.3. É um método de seleção de atributosamplamente utilizado, porém possui a desvantagemde não levar em consideração a relação entre os atri-butos, apenas a relação entre cada atributo e a classe.O cálculo leva em consideração a razão de ganho deinformação, que vai de 0 a 1, entre o ganho de infor-mação e o valor intrínseco do atributo (entropia). Emgeral, atributos com ummaior número de valores dis-tintos são selecionados por terem uma alta razão deganho de informação. Esta propriedade explica a sele-ção do atributo codEscola2grau, que possui um grandenúmero de valores diferentes. Os seguintes atribu-tos foram selecionados pelo algoritmo de information
gain, implementado no Weka: tempoDeCurso, codEs-
cola2grau, percentPresenca, CR, mediaFaltasSemestre,
periodoAtual, mediaNotas, FormaIngresso, disciplinas-
Semestre, codEscola1grau. O atributo a ser predito éo status do aluno: matriculado ou evadido, pois ointeresse é saber se o aluno continua no curso ou sejá se evadiu.

5 Resultados e Discussão
Todos os experimentos relatados neste estudo foramrealizados com validação cruzada por 10 vezes (10
fold cross validation) (Hastie et al.; 2001). Os valoresda Tabela 3 mostram a porcentagem de instânciasclassi�cadas corretamente (acurácia) para cada umdos algoritmos, considerando diferentes métodos deseleção de atributos.
De forma geral, o algoritmo J48 obteve os melhorresultados, tendo a maior taxa de acerto de 98.08%sendo obtida pela combinação com os atributos sele-cionados via CFS. Entretanto, pode-se observar quepara todas as con�gurações testadas a acurácia foiacima de 93%, e similar entre os algoritmos.
Os valores da Tabela 4 mostram a sensibilidade(recall), ou taxa de verdadeiros positivos, para cadaum dos algoritmos. Para todas as estratégias de se-leção de atributos a sensibilidade (recall) dos algo-

Tabela 3: Acurácia
Datasets AlgoritmosNB SVM J48
Seleção Manual 0,94 0,96 0,97CSF 0,94 0,97 0,98InfoGain 0,93 0,97 0,97

ritmos SVM e J48 se mostrou superior em relaçãoao algoritmo Naive Bayes; a diferença entre os doisprimeiros, entretanto, é de apenas 0,01. O melhorresultado (0.96) foi encontrado com a combinação doalgoritmo J48 e a estratégia de seleção de atributosCFS.
Tabela 4: Sensibilidade (Recall)
Datasets AlgoritmosNB SVM J48
Seleção Manual 0,89 0,94 0,95CSF 0,89 0,95 0,96InfoGain 0,88 0,95 0,95

Os valores da Tabela 5 mostram a taxa de verda-deiros negativos, ou especi�cidade, para cada umdos algoritmos. Observa-se que todos os algoritmosobtiveram um desempenho maior ou igual a 99%em relação à especi�cidade, ou seja, foram capazesde classi�car alunos não evasores de forma correta.Isso se deve ao fato de que os dados relativos a es-ses alunos são mais completos e variam pouco, ouseja, a variabilidade dos atributos dentro do grupode não evasores é pequena, permitindo que o modeloaprenda melhor como classi�cá-los.
Tabela 5: Especi�cidade

Datasets AlgoritmosNB SVM J48
Seleção Manual 0,99 0,98 0,99CSF 1,00 1,00 1,00InfoGain 0,99 0,99 0,99

A Tabela 6 mostra a e�ciência para cada um dosalgoritmos. A e�ciência de um modelo é calculadacomo a média entre sensibilidade e especi�dade. Mo-delos com e�ciência próxima de 1 são mais assertivosem prever a condição nos casos em que ela realmenteexiste. Neste trabalho essa métrica é relevante poissigni�ca que a maioria dos alunos classi�cados comoevasores realmente o são, de forma que as ações aserem tomadas no combate à evasão podem ser dire-cionadas ao público correto. O algoritmo com melhordesempenho com relação a essa métrica foi o J48.
Tabela 6: E�ciência

Datasets AlgoritmosNB SVM J48
Seleção Manual 0,94 0,96 0,97CSF 0,94 0,97 0,98InfoGain 0,93 0,97 0,97
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Em termos de descoberta de conhecimento, ouseja, daquilo que esta além dos resultados numéricos,cabe ressaltar que os atributos mais relevantes para aclassi�cação nos algoritmos utilizados foram tempo-
DeCurso e também o coe�ciente de rendimento(CR) doaluno. No melhor modelo gerado pelo J48, por exem-plo, a maior probabilidade de evasão está associadoa tempo de curso inferior a 3 semestres. O segundoatributo mais relevante para determinar a evasão é ocoe�ciente de rendimento (CR). Neste caso, estudan-tes com coe�ciente de rendimento menor ou iguala 5.0 evadem seus cursos com alta probabilidade, amenos que permaneçam matriculados por mais doque 9 semestres.

6 Conclusões e Trabalhos Futuros
Este trabalho expôs a aplicação do processo de KDDem dados acadêmicos do IFMA, de forma a mostrarque é possível conduzir um estudo destes dados com oobjetivo de fornecer à administração da instituição co-nhecimento acerca da evasão; mais especi�camente,o processo visou induzir uma classi�cador capaz declassi�car novos alunos como potenciais evasores ounão.Os modelos de classi�cação criados neste trabalhopossuem bom desempenho em todas as métricas ana-lisadas, sendo capazes de classi�car alunos evasorese não evasores com alta acurácia. Entretanto, espera-se estender este trabalho de forma a con�rmar a qua-lidade desses classi�cadores realizando testes comdados novos, de alunos ingressantes, e acompanhá-los ao longo dos semestres.Este trabalho pode ser estendido em trabalhos fu-turos de diversas formas. Dentre elas, é possívelextrair um grande número de diferentes visões dosdados a partir do banco de dados criado neste tra-balho. Estas visões constituem novos datasets parainvestigação. Nestes datasets as etapas documentadasneste trabalho podem ser replicadas. Por exemplo,pode-se explorar o caráter temporal dos dados, ex-traindo datasets contendo o número de reprovaçõesde cada aluno por semestre, entre outros.Uma outra extensão possível é criar um móduloque automatize ao máximo as etapas realizadas ma-nualmente neste trabalho, para que os gestores doIFMA possam, periodicamente, conduzir a análiseacerca da evasão na instituição. Os desa�os envol-vem a criação de uma interface simples e intuitivapara os gestores, bem como a investigação acercada possibilidade da etapa de pré-processamento sercompletamente automatizada, e de que forma istopode ser feito.
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