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Resumo
Atualmente grandes volumes de dados são gerados e coletados por meio de sensores, dispositivos e redessociais. A capacidade de lidar com grandes massas de dados tornou-se um importante fator para o sucessode muitas organizações, exigindo, cada vez mais, a utilização de processamento paralelo e distribuído. Paraauxiliar os desenvolvedores a projetar programas distribuídos, existem várias ferramentas (frameworks), comoApache Hadoop e Spark. Esses frameworks fornecem diversos parâmetros de con�guração (por exemplo, oHadoop tem mais de 200) e atribuir valores otimizados a todos eles não é uma tarefa simples. Este trabalhoinvestiga a in�uência desses parâmetros no desempenho do Apache Hadoop, utilizando o algoritmo HEDA,um algoritmo iterativo que calcula métricas de centralidade em grandes grafos. A execução do HEDA em umarede complexa é extremamente importante, pois existem várias medidas de centralidade que determinama importância de um vértice dentro do grafo. Observou-se que, em alguns casos, a melhoria no tempo deexecução atingiu aproximadamente 80% aplicando os valores propostos por este trabalho aos parâmetrosde con�guração do Hadoop. Além disso, foi possível aumentar em cinco vezes o uso dos processadorese melhorar consideravelmente a escalabilidade. O trabalho também apresenta os métodos aplicados parapreparar, executar e analisar os experimentos, o que poderá auxiliar em novos estudos.
Palavras-Chave: Hadoop, Grafo, Parâmetros, Algoritmo Iterativo.
Abstract
Currently, large volumes of data are generated and collected through sensors, devices, and social networks. Theability to handle large masses of data has become an important factor for the success of many organizations,increasingly requiring the use of parallel and distributed processing. To help developers design distributedprograms, there are a number of tools (frameworks), such as Apache Hadoop and Spark. These frameworksprovide various con�guration parameters (for example, Hadoop has more than 200) and assigning optimizedvalues to all of them is no trivial task. This work investigates the in�uence of these parameters on ApacheHadoop performance, using the HEDA algorithm, an iterative algorithm that calculates centrality metrics inlarge graphs. The execution of HEDA in a complex network is extremely important because there are severalmeasures of centrality that determine the importance of a vertex within the graph. It was observed that insome cases the improvement in execution time reached approximately 80 % applying the values proposedby this work to the Hadoop con�guration parameters. In addition, it was possible to increase processorutilization by �ve times and greatly improve scalability. The work also presents the methods applied toprepare, execute and analyze the experiments, which may aid in further studies.
Key words: Hadoop, Graph, Parameters, Iterative Algorithm.
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1 Introdução
Atualmente os nossos dispositivos são capazes degerar dados em uma variedade e velocidade nuncaantes vistas. Essa grande massa de dados surgea partir de diversas fontes, como vídeos, e-mails,postagens em redes sociais, notícias, músicas,sensores, experimentos cientí�cos e muitas outras.Devido a essa diversidade de fontes temos um grandevolume de dados produzidos e processá-los utilizandonossas ferramentas tradicionais está se tornando umatarefa inviável. A computação paralela baseada emarquiteturas multicore ressurgiu nos últimos anoscomo uma opção para a solução desse problema,contudo ela requer habilidades e conhecimentosespecí�cos que os atuais desenvolvedores podemnão ter. Isso inclui a criação, sincronização egerenciamento de threads, locks, concorrência emecanismos de tolerância a falhas (Asanovic et al.;2009).Para auxiliar os desenvolvedores a projetaremalgoritmos paralelos e distribuídos e ao mesmo tempoexplorar a contínua evolução dos processadores, queaumentam o número de núcleos, existem diversasferramentas distribuídas, como o Apache Hadoop1. O
framework Hadoop possui mais de 200 parâmetros decon�guração e atribuir valores de maneira otimizadapara eles não é uma tarefa trivial, devido à grandequantidade de combinações que podem ser formadas(Chen et al.; 2010). Customizar os parâmetrosde con�guração é uma tarefa que requer bonsconhecimentos de cada um deles, pois a mudança dovalor de um parâmetro pode impactar em outros, umavez que eles são interconectados entre si (Mathiyaand Desai; 2015). Diversos estudos da literaturasugerem valores para esses parâmetros, contudoexiste uma lacuna para recomendações de melhorespráticas para con�guração de frameworks distribuídos(Li et al.; 2014) (Garvit et al.; 2014) (Guo and Fox;2012) (Krishna et al.; 2014).O algoritmo HEDA (Nascimento and Murta;2012) (Hadoop-based Exact Diameter Algorithm) é umalgoritmo iterativo para MapReduce/Hadoop, baseadono algoritmo para grafos Busca em Largura. O HEDAcalcula os menores caminhos de todos os nós paratodos os outros nós de um grafo, as excentricidadesde todos os nós e o raio e diâmetro de um grafo grandee direcionado. Todos esses cálculos são exatos e essasmétricas podem auxiliar em diversos problemas domundo real, tais como: redes sociais, roteamentode veículos, redes de distribuição, etc. O objetivodessas métricas é apontar a importância relativa deum nó dentro de todo o grafo, informação esta quetem diversas aplicações importantes em um cenárioreal.O objetivo desse estudo é analisar a in�uênciade alguns parâmetros de con�guração na e�ciênciado Hadoop utilizando o algoritmo iterativo HEDA.Para isso iremos executar diversos experimentoscom variações de valores dos parâmetros, utilizandotrês conjuntos de dados (dataset) em clusters dediferentes tamanhos. Para alcançar esse objetivonós monitoramos e avaliamos algumas métricasde desempenho do cluster e do algoritmo, tais

1Apache Hadoop - http://www.hadoop.apache.org

como: tempo de execução, consumo de recursos dosistema (CPU, Memória RAM e Tráfego de Rede) e aescalabilidade.
Os resultados dos experimentos executadosmostram que, com os valores sugeridos aosparâmetros de con�guração do Hadoop, conseguimosuma redução de aproximadamente 80% no tempo deexecução do algoritmo HEDA. Além disso, foi possívelaumentar o consumo de CPU em cinco vezes, alémde alcançarmos um Speedup de 92% da linearidade.
O restante do trabalho está organização da seguinteforma: a Seção 2 apresenta os trabalhos relacionados,a Seção 3 a metodologia adotada para projetar,con�gurar, executar e analisar os experimentos.Na Seção 4 são apresentados os resultados dosexperimentos utilizando o algoritmo HEDA emum problema real. Por último, na Seção 5 sãoapresentadas as conclusões e trabalhos futurosseguidas pela Referências.

2 Trabalhos Relacionados
Diversos trabalhos presentes na literatura lidamcom a tarefa de recomendar valores otimizadospara os parâmetros de con�guração presentes no
framework Hadoop. Esse tipo de recomendação é umatarefa difícil, uma vez que o Hadoop possui mais de200 parâmetros que, quando ajustados, podem terimpacto direto no tempo de execução e no consumo derecursos (CPU, memória RAM, I/O e tráfego de rede)do sistema. Além disso, outros fatores tais como oalgoritmo, o tamanho e con�guração do cluster e abase de dados podem impactar na escolha de valorespara esses parâmetros.
Uma compilação de diversos estudos sobre

frameworks que utilizam parâmetros de con�guraçãopara melhorar o desempenho do Hadoop foiapresentado no trabalho de Mathiya and Desai(2015). Os autores identi�caram vários parâmetrose apontaram aqueles que são mais relevantes,dividindo-os em três grupos, chamados CPU,Memória e I/O. Os autores concluíram que o ajustecorreto dos parâmetros de desempenho tem impactodireto no tempo de execução da aplicação e que cadatipo de problema pode exigir um conjunto diferentede valores e parâmetros especí�cos.
Outros estudos sugerem conjuntos especí�cos deparâmetros de con�guração que envolvem I/O. Osautores Shafer and Rixner (2010) e Krishna et al.(2014) avaliaram o sistema de arquivos distribuído deseus frameworks utilizando vários conjuntos de dados,com vários formatos diferentes. Foram utilizadostambém diversos valores para os parâmetros decon�guração. Os experimentos foram realizadoscom arquivos de diferentes granularidades e, ao�nal, os autores concluíram que os parâmetrosusados e referentes ao sistema de arquivos distribuídotêm grande impacto no tempo de processamento,especialmente na quantidade de operações de I/O.
Os autores Nghiem and Figueira (2016) criaram ummodelo matemático e um algoritmo para determinara quantidade ótima de tarefas para serem usadas nasfases Map e Reduce do Hadoop, com o objetivo demelhorar o consumo de recursos e energia, usandoum cluster heterogêneo, o modelo MapReduce ediversas cargas de dados para executar o benchmark
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Terasort2.Alguns trabalhos presentes na literatura executamo ajuste de valores de parâmetros de con�guração doHadoop baseado nos resultados de execução de um
job MapReduce anterior (Garvit et al.; 2014). Nessetrabalho, utilizamos três algoritmos iterativos queinstanciam diversas vezes o conjunto de funções Mape Reduce e, por meio dos resultados da execuçãoda instância anterior, o sistema automaticamenteatribui novos valores para os parâmetros de execuçãode uma nova instância. O trabalho alcançou bonsresultados no tempo de execução para os trêsalgoritmos utilizados e também apresentou os ajustesde parâmetros que foram feitos, onde os maisrelevantes foram o tamanho do bloco de dados doHDFS (dfs.blocksize) e parâmetros especí�cos quein�uenciam no desempenho da fase Copy do Hadoop.Outros parâmetros de con�guração do Hadoopque podem trazer grandes benefícios no tempo deexecução são os que tratam da compressão dosdados que são trocados entre as fases do modeloMapReduce. O trabalho de Chen et al. (2010)executou experimentos especí�cos com parâmetrosdessa categoria, variando as con�gurações de cluster eas bases de dados utilizadas, analisando os impactosde cada experimento no tempo de execução e noconsumo de energia. Ao �nal os autores concluíramque, ao realizar os ajustes de parâmetros, foi possívelreduzir em mais de 60% o consumo de energia do
cluster.O trabalho de Wang et al. (2012) criou umotimizador de parâmetros de con�guração para oHadoop chamado Predator. Esse otimizador estima otempo de execução de um job MapReduce e, por meiode uma função objetivo, ordena os parâmetros doHadoop dentro de diferentes grupos para diminuir abusca por melhores valores. Além disso, o algoritmode otimização usa o conceito de subdivisão de espaçopara evitar problemas de locais ótimos e tambémreduzir o tempo de busca, assim reduzindo o custode visitas a pontos não promissores do espaço debusca. Os resultados dos experimentos utilizando ootimizador apresentaram melhoria acima de 80% notempo de execução, comparado com o Hadoop em suacon�guração padrão.Outro relevante trabalho é o de Bei et al. (2016) quecriou o RFHOC uma ferramenta que automaticamentetenta ajustar os parâmetros de con�guração doHadoop utilizando o método Random Forest (Breiman;2001).Os autores Kumar et al. (2016) usaram umalgoritmo Noisy Gradient para otimizar valores para osparâmetros de con�guração e alcançaram melhoriasno tempo de execução próximas a 66% quandocomparados com a con�guração padrão do Hadoop.Todos os trabalhos apresentados nesta seção lidamcom a atribuição de valores para os parâmetrosdo Hadoop, porém sem adotar uma metodologiaespecí�ca para esse �m. Este artigo se diferedos demais estudos por de�nir uma metodologiapara realizar tal tarefa. Para validar essametodologia, foram executados mais de 1500 horasde experimentos com diversas con�gurações de

2Benchmark Terasort - https://mapr.com/resources/terasort-benchmark-comparison-yarn/

cluster, bases de dados e valores para os parâmetrosde con�guração, usando um algoritmo iterativoprojetado para o ambiente Hadoop/MapReduce.Este artigo encontrou uma importante lacunana literatura e, diante disso, suas principaiscontribuições são: (i) criação de um modelomatemático para a recomendação de valores paraalguns parâmetros da ferramenta Hadoop; (ii)validação do modelo proposto, por meio de umaextensa bateria de experimentos, certi�cando a suae�ciência; (iii) análise detalhada dos resultados,comparando tempo de execução, consumo de recursosdo cluster (CPU, memória e rede), além de um estudodos efeitos da aplicação do modelo proposto naescalabilidade da ferramenta; (iv) demonstração dosriscos da seleção inadequada de valores para osparâmetros de con�guração.

3 Metodologia
Nessa seção descreveremos os passos seguidos paraa preparação e execução dos nossos experimentos.Esses passos são: de�nição da arquitetura do sistema,seleção do algoritmo a ser utilizado, con�guraçãodo ambiente onde os experimentos serão realizados,de�nição dos conjuntos de dados (dataset), seleçãodos valores e parâmetros de con�guração, de�niçãoda forma como os recursos serão monitorados,maneira como os experimentos serão executados ecomo a análise dos resultados será feita.
3.1 Arquitetura do Sistema

As necessidades por novos paradigmas e técnicas deprocessamento e�cientes surgem quando as técnicasconvencionais, como o processamento sequencial,não se mostram efetivas em cenários onde os dadosa serem processados aumentam rapidamente detamanho.A computação distribuída é uma das soluçõespara o processamento de grandes quantidades dedados, contudo ela requer uma camada de softwarepara gerenciá-la e lidar com problemas que nãoocorrem ou são menos importantes na programaçãosequencial, tais como con�itos e tolerância afalhas. Uma boa estratégia para não deixar para ousuário a tarefa de implementar essa estrutura degerenciamento é a utilização de frameworks.O framework utilizado nesse estudo é o ApacheHadoop que é um projeto open source baseadono modelo MapReduce e fornece escalabilidadee con�abilidade para processamento de grandesconjuntos de dados. O Hadoop foi projetado paraescalar através de centenas de máquinas fornecendoprocessamento e armazenamento distribuído. Maisdo que apenas gerenciar o processamento, o Hadoopgarante disponibilidade através de um avançadosistema de tolerância a falhas (White; 2009). OMapReduce é um modelo de programação criadopelos engenheiros do Google em 2004 (Dean andGhemawat; 2008).
3.2 Projeto e Implementação do Algoritmo

O algoritmo escolhido para a execução dosexperimentos no ambiente distribuído do Hadoop
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com diferentes valores para os parâmetros decon�guração é o HEDA (Hadoop-based Exact Diameter
Algorithm), um algoritmo iterativo, baseado noApache Hadoop, o qual calcula de maneira exata osmenores caminhos entre todos os pares de vértices,a Excentricidade de cada vértice, o Diâmetro e o Raiodo grafo.O algoritmo é dividido em três fases. Aprimeira tem como objetivo calcular o menorcaminho entre todos os pares de vértices. Paraisso, são implementadas uma função Map e umafunção Reduce. Na segunda fase do algoritmo(EncontrarExcentricidades) são calculadas as medidasde excentricidade de cada um dos vértices. Por último,na terceira fase, são calculados o diâmetro e o raio dografo, e as demais medidas de centralidade. Todasas fases são compostas por uma função Map e umafunção Reduce.O �uxo principal do algoritmo HEDA recebe comoparâmetros de entrada o endereço do arquivo dearestas, o arquivo de distâncias e o endereço no HDFSpara gravação dos dados de saída. Inicialmente, oarquivo de arestas é carregado em um vetor, cujoíndice i indica o vértice de origem da aresta e oconteúdo da posição i do vetor armazena uma lista dosvértices de destino da aresta. A seguir, o algoritmorealiza um laço para processar todos os vértices dografo. Ao �nalizar esse laço, será chamada umafunção para o cálculo das métricas de centralidade.A execução do HEDA em uma rede complexa éextremamente importante, uma vez que existemdiversas medidas de centralidade que determinama importância de um vértice dentro de um grafo. Acentralidade de um vértice ou a identi�cação de quaisvértices são mais centrais que outros são problemaschaves na análise de redes complexas, especialmenteaquelas que modelam as redes sociais. O algoritmoHEDA é dividido em iterações onde as primeirasiterações são relacionadas ao cálculo dos menorescaminhos, tendo cada uma delas uma fase Map eoutra Reduce. As iterações seguintes são usadaspara encontrar as medidas de centralidade, que são:Excentricidade, Raio e Diâmetro. O Algoritmo 1apresenta as iterações do HEDA.Na teoria de grafos e na análise de redes complexas,existem diversas medidas de centralidade quedeterminam a importância de um vértice dentro dografo. A centralidade de um vértice, ou a identi�caçãode quais vértices são mais centrais que outros, éum problema chave na análise de redes complexas(Opsahl et al.; 2010). Como exemplo de medidas decentralidade podemos citar a excentricidade de umvértice, o diâmetro e o raio de um grafo (Fred Buckley;1990).Para identi�car o diâmetro de um grafo énecessário primeiramente descobrir a excentricidadede cada vértice. A excentricidade de um vértice v emum grafo G, denotada como e(v), é a distância de vpara o vértice mais distante de v, utilizando o menorcaminho (Gross and Yellen; 1999), (Fred Buckley;1990). Assim, e(v) = max(d(v, x)) ∀ x ∈ V .Descoberta a excentricidade de todos os vérticesdo grafo G, podemos denotar o diâmetro D(G) como omaior valor dentre as excentricidades dos vérticescontidos no grafo G ou, de forma equivalente, adistância máxima entre dois vértices no grafo G(Gross and Yellen; 1999). Assim, D(G) = max(e(x))

∀ x ∈ V.O raio de um grafo G, denotado por R(G), é o menorvalor dentre as excentricidades dos vértices contidosno grafo G (Gross and Yellen; 1999). Assim, R(G) =
min(e(x)), ∀ x ∈ V.Um vértice central em um grafo G é o vértice quetem a menor excentricidade, tal que e(v) = R(G). Ocentro de um grafo G, denotado por Z(G) é o subgrafoformado pelo conjunto de vértices centrais do grafo
G (Gross and Yellen; 1999). A periferia de um grafoé o oposto ao centro. Um vértice periférico v de umgrafo G é um vértice com maior excentricidade, talque e(v) = D(G). A periferia de um grafo G, denotadocomo P(G) é o subgrafo formado pelo conjunto devértices periféricos (Gross and Yellen; 1999). O grau
g(v) de um vértice v em um grafo G é o número dearestas de G que incidem sobre v (Bondy; 1976).

Algoritmo 1: Algoritmo HEDA - FluxoPrincipal
Entrada: Arquivo de Arestas, Arquivo de Distâncias,Endereço de saída no HDFS
Saída: Excentricidade de cada nó, Diâmetro e Raio doGrafoiteração← 1;
Enquanto PossuiVerticesAProcessar() faça
EncontrarMenorCaminho(vetorArestas,
arquivoDistancias);iteração← iteração + 1;
�m Enquanto
EncontrarExcentricidades();
EncontrarDiametroRaio();

Grande parte dos sistemas que são usadosem nosso dia-a-dia são partes de grandes redesdinâmicas, chamadas redes complexas, tais comoredes sociais (p. ex., Twitter e Facebook) eredes físicas (p. ex., energia elétrica e Internet).Essas redes podem ser modeladas por grafos comimportantes características e encontrá-las é aprincipal tarefa do algoritmo HEDA.
3.3 Ambiente Experimental

Os experimentos deste trabalho foram executados emum cluster homogêneo composto por dez nós, sendoum nó designado para ser o mestre (Namenode), oitonós escravos (Datanodes) e um nó para monitorar eexecutar a coleta dos dados dos experimentos paraposteriores análises. Todos os nós são gerenciados
pela ferramenta OpenStack3 e possuem o sistemaoperacional Linux Ubuntu 14.04.3LTS, com quatroprocessadores Intel Westmere (Intel 64 Family 6Model 44 Stepping 1) com 2.5Ghz, duas threads, 8GBde memória RAM e 80GB de HD. Além disso, nósutilizamos dois volumes em um storage com 400GBpara os nós mestre e escravos e 1.75TB para o nó quemonitora o cluster. Os nós mestre e escravos possuemo Hadoop em sua versão 2.7.1.

3OpenStack - http://www.openstack.org
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3.4 Conjunto de Dados

Para a avaliação da seleção dos parâmetros decon�guração do Hadoop com o algoritmo HEDA, nósescolhemos dois conjuntos de dados que representamuma rede complexa. Um deles, chamado IRL, éum grafo da topologia dos Sistemas Autônomosda Internet, coletado pelo Internet Research Lab
da Universidade da Califórnia (UCLA)4. Esse grafopossui 42.089 vértices e 570.570 arestas. O segundoconjunto de dados, chamado Twitter é um grafo darede social Twitter, coletado pela Stanford NetworkAnalysis Plataform5, com 81.306 nós e 1.768.149vértices. A escolha dessas bases de dados deve-se àsdiferentes características que elas possuem entre si.A base do Twitter é mais densa que a IRL, permitindouma análise mais compreensiva.Finalizado os testes com as bases IRL e Twitterpara a seleção dos melhores valores dos parâmetrosde con�guração, nós iremos utilizar uma terceirabase de dados em formato de grafo para validar asequações que foram criadas nos testes anteriorese que são sugeridas por este trabalho. A terceirabase de dados escolhida foi o grafo da rede Epinions,a qual representa as relações de con�ança entreconsumidores do site Epinions.com, coletado pelaStanford Network Analysis Plataform, e que contém75.879 vértices e 508.837 arestas.
3.5 Parâmetros de Con�guração

Para tornar mais simples a organização e oentendimento dos nossos experimentos, criamosquatro categorias para rotulá-los. Essas categoriassão: Padrão, HDFS, MapReduce e Memória. Osvalores de parâmetros com melhores resultadosem uma categoria de experimentos são usadosem conjunto com outros parâmetros na próximacategoria. A escolha dos parâmetros de con�guraçãoque utilizamos no trabalho foi baseada na literatura,na documentação do framework Hadoop, noconhecimento técnico dos autores e tambémincrementando e decrementando os valores a partirda con�guração padrão até o limite onde as execuçõesnão retornavam em constantes erros. Por exemplo, oparâmetro mapreduce.map.sort.spill.percent foi testadocom valores partindo do padrão, 0.8, e variando em0.05 para cima e para baixo, e parando quando osvalores retornavam constantes erros.Para a categoria Padrão, nós utilizamos o
framework Apache Hadoop em sua con�guraçãooriginal, sem qualquer alteração nos valores de seusparâmetros de con�guração. Para essa categoriaforam utilizadas as bases de dados Twitter e IRL parao cluster con�gurado com números de nós: {1, 2, 4 e8} , totalizando 8 experimentos. Essa categoria será abase de comparação para as outras e permitirá avaliara efetividade das parametrizações realizadas.Na categoria HDFS, nós utilizamos apenas abase de dados Twitter e alteramos os parâmetros
dfs.blocksize: {64, 128 e 256MB} e o parâmetro
dfs.replication: {1 e 3}. Nessa categoria nós utilizamoso cluster com quantidade de nós: {1, 2, 4 e

4UCLA – Internet Research Lab. http://irl.cs.ucla.edu/index.html5Stanford SNAP. http://snap.stanford.edu/

8}, totalizando 24 experimentos. O parâmetro
dfs.blocksize refere-se ao tamanho de cada blocodepois que o dado é particionado e o dfs.replication éo número de cópias do bloco de dados que é gerado earmazenado em nós diferentes do cluster.
Para a Categoria MapReduce nós utilizamosos valores de parâmetros dos experimentos queapresentaram os melhores tempos de execução nacategoria HDFS combinados com os parâmetros

mapreduce.job.map: {1, 2, 5, 6, 8, 16, 19, 32,48 e 64} e mapreduce.job.reduce: {1, 2, 5, 6,8, 16, 19, 32, 48 e 64}. Ainda na categoriaMapReduce, foram utilizados também os parâmetros
mapred.tasktracker.map.tasks.maximum: {2, 4, 6, 8, 12e 16} e mapred.tasktracker.reduce.tasks.maximum: {2,4, 6, 8, 12 e 16}. Os parâmetros mapreduce.job.mape mapreduce.job.reduce referem-se respectivamenteao número de tarefas Map e Reduce por job e osparâmetros mapred.tasktracker.reduce.tasks.maximume mapred.tasktracker.map.tasks.maximum de�nem onúmero máximo de tarefas Map e Reduce que irãoexecutar simultaneamente em um mesmo tasktracker.
Os experimentos da Categoria MapReduce foramexecutados para a base de dados Twitter e com o

cluster com número de máquinas: {1, 2, 4 e 8},totalizando aproximadamente 600 experimentos. Foitentado realizar os experimentos dessa categoriatambém para a base de dados IRL, porém durante aexecução foram encontrados alguns erros de estourode memória, o que nos motivou a criar a quartacategoria de parâmetros denominada Memória.
A Categoria Memória avaliará os parâmetros

mapred.child.java.opts: {–Xmx200, -Xmx400,-Xmx500, -Xmx600, -Xmx800, -Xmx1600 e–Xmx2400}, mapreduce.task.io.sort.mb: {150, 200, 300,400, 800 e 1200}, e mapreduce.map.sort.spill.percent:{0.70, 0.75, 0.80, 0.85 e 0.90}. Esses parâmetroscorrespondem respectivamente ao tamanho do
heap da JVM (Java Virtual Machine) para as tarefasMap e Reduce, a quantidade de memória usadapara ordenar os arquivos (em MB) e, do totalde memória disponível, qual será o percentualutilizado para armazenar as saídas da fase Map. Essacategoria foi avaliada usando as duas bases de dados(IRL e Twitter) e utilizando o cluster con�guradocom número de nós: {1, 2, 4 e 8}, totalizandoaproximadamente 500 experimentos.

3.6 Monitoramento de Desempenho

As ferramentas para monitoramento são usadas pararastrear o uso de recursos e o desempenho dossistemas. Sugere-se a escolha de uma ferramentade monitoramento robusta, uma vez que, realizaresse monitoramento em ambientes so�sticados como
clusters, é uma tarefa que demanda grande esforço(Fatema et al.; 2014).
Nesse trabalho nós usamos o Ganglia (Massieet al.; 2004) que é um sistema de monitoramentodistribuído, escalável e projetado para sistemas dealto desempenho, tais como grids e clusters. Aferramenta é open source e foi desenvolvido naUniversidade da Califórnia (UCLA).
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3.7 Execução dos Experimentos

Para a execução dos experimentos, iniciamos pelaarquitetura do sistema distribuído (Hadoop). O
framework foi instalado no ambiente de execução(cluster) e �cou disponível para comunicação como algoritmo e os conjuntos de dados. O sistemade monitoramento também �cou disponível paracoletar os dados de execução e gerar as métricas. Osexperimentos que planejamos exigem que o algoritmoseja executado diversas vezes, devido a variaçãodos parâmetros de con�guração, base de dados econ�guração do cluster. Por isso, foi importanteplanejar e criar uma estrutura que automatizasse ostestes por meio de scripts.Para agilizar o trabalho de execução dosexperimentos, uma rotina automatizada foicriada, onde os valores a serem usados eram lidos dearquivos XML e os resultados salvos em documentosde texto. Esse procedimento possibilitou a execuçãode mais de 1100 experimentos, totalizando mais de1500 horas de execução.Esse capítulo de metodologia apresentou o passo-a-passo do planejamento dos experimentos paraavaliar os parâmetros de con�guração do Hadooputilizando o algoritmo HEDA.

4 Resultados
A última fase da metodologia trata da análise dosresultados dos experimentos que foram realizados.Para essa análise serão utilizados os dados que foramcoletados pelo monitoramento, avaliando todas asmétricas propostas. Será analisado o impacto dosvalores de parâmetros de con�guração propostos notempo de execução, o consumo de recursos (CPU ememória e rede), Speedup e Escalabilidade.
4.1 Análise de Resultados

Após a execução dos experimentos e análise dosresultados, podemos dizer que os valores atribuídospara os parâmetros de con�guração do Hadoop forambastante efetivos na redução do tempo de execução,mas essa atribuição precisa ser feita corretamente,pois em alguns casos uma escolha incorreta de valorespode levar a erros de execução ou podem levar aresultados piores aos conseguidos na con�guraçãopadrão da ferramenta.Os experimentos com melhores tempos deexecução foram analisados e observamos que osparâmetros escolhidos tiveram grande in�uência nodesempenho em termos de tempo de execução. Alémdisso, percebemos que a quantidade de recursos do
cluster, tais como memória e CPU, são diretamenterelacionados aos melhores valores encontrados paracada con�guração, assim, a parametrização doambiente deve ser proporcional à quantidade destesrecursos. A partir dessa constatação, foi possívelcriar um modelo matemático baseado em todos osexperimentos que foram executados nas duas basesde dados (IRL e Twitter) e em todos as con�guraçõesde cluster (1, 2, 4 e 8 nós), obtendo equações quesugerem valores para os parâmetros de con�guração.Na Categoria HDFS realizamos testes queenvolveram parâmetros de con�guração relacionados

Tabela 1: Categoria HDFS - Melhoria em relação aCategoria Padrão - Grafo Twitter
Melhorias obtidas na Categoria HDFS
1 Nó 2 Nós 4 Nós 8 Nós
8,01 % 9,86 % 11,49 % 11,63 %

Tabela 2: Categoria MAPREDUCE - Melhoria emrelação a Categoria Padrão - Grafo Twitter
Melhorias obtidas na Categoria MAPREDUCE
1 Nó 2 Nós 4 Nós 8 Nós

15,34 % 42,66 % 58,98 % 64,25 %

ao particionamento e à replicação dos dados entreos datanodes. Para todas as bases de dados econ�gurações de cluster, os melhores valores obtidosforam: 64MB para o parâmetro dfs.blocksize e o valor3 para o parâmetro dfs.replication. A melhoria notempo de execução alcançada com a alteração dosparâmetros dessa categoria �caram próximos aos12% quando comparado com a Categoria Padrão,em todos as con�gurações de cluster, conformeapresentado na Tabela 1. O valor de 64MB para otamanho do bloco é menor que o indicado em algunstrabalhos presentes na literatura, entretanto nocaso de algoritmos iterativos onde a base de dadosaumenta conforme as iterações avançam, é melhordividir mais os dados. Diante disso, essa será acon�guração utilizada nas categorias posteriores.
Os parâmetros da Categoria MapReduce estãorelacionados diretamente com o trabalho a serrealizado pelo cluster, pois in�ui diretamente nocomportamento do modelo MapReduce. Váriascombinações foram realizadas e os parâmetros

mapred.tasktracker.map[reduce].tasks.maximum nãoapresentaram impactos relevantes no tempo deexecução e, portanto, podem ser mantidos com seusvalores padrão fornecidos pelo framework Hadoop.
Os parâmetros mapreduce.job.map e

mapreduce.job.reduce foram extremamentesigni�cantes no tempo de execução e estãodiretamente relacionados à quantidade de núcleospresentes no cluster, assim foi encontrada aproporção adequada e recomendado que eles sejamde�nidos utilizando as Equações 1 e 2. As melhoriasalcançadas no tempo de execução são apresentadasna Tabela 2. Podemos observar que essa categoriae a utilização das equações propostas contribuírampara que a melhoria do tempo de execução atingisseaproximadamente 65%, para o cluster con�guradocom 8 nós.

mapreduce.job.map = TotalNucleosCluster × 1.5 (1)

mapreduce.job.reduce = TotalNucleosCluster × 0.6 (2)
Embora tenhamos alcançado bons resultados naCategoria MapReduce, durante os experimentoso conjunto de dados IRL apresentou erros de

HeapSize e foi necessário criarmos a categoria deparâmetros Memória, para lidar com esse problemae também para avaliar outros parâmetros. NaCategoria Memória, três novos parâmetros de
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con�guração foram testados em conjuntos com osparâmetros das categorias anteriores. Os parâmetros
mapreduce.task.io.sort.mb e mapreduce.map.spill.percentnão apresentaram redução signi�cante no tempode execução e, devido a isso, tiveram seus valorespadrões mantidos.
O parâmetro mapred.child.java.opts resolveu oproblema de HeapSize, ocorrido na categoria anteriore, além disso, trouxe melhoria no tempo deexecução da aplicação. Após todos os experimentos,observamos uma forte relação deste parâmetro com aquantidade de núcleos e memória disponível no clustere, após encontrar a proporção adequada, sugere-se con�gurar esse parâmetro conforme descritona Equação 3. A melhoria no tempo de execuçãoproporcionada pela Categoria Memória pode serobservada na Tabela 3.

mapred.child.java.opts = TotalNucleosClusterTotalMemoria(GB) × 0.83(3)
Tabela 3: Categoria Memória - Melhoria do tempode execução em relação a Categoria Padrão - GrafosTwitter e IRL

Melhorias obtidas na categoria Memória
Base 1 Nó 2 Nós 4 Nós 8 Nós
Twitter 31,58 % 61,21 % 61,24 % 58,19 %
IRL 31,63 % 54,80 % 63,41 % 74,88 %

Os parâmetros de con�guração que foramconsiderados irrelevantes em nossos experimentospodem tornar-se relevantes quando combinados comoutros parâmetros em outras classes de algoritmos.As recomendações de valores para os parâmetrosfeitos nessa seção são especí�cas para problemas queenvolvem algoritmos iterativos de busca em grafos.
4.2 Melhoria no Tempo de Execução

Os valores utilizados para cada parâmetro decon�guração, em cada con�guração de clusterutilizando as Equações 1, 2 e 3 são apresentadospela Tabela 4. A melhoria menos signi�cativafoi de 35,14% na base de dados Twitter utilizandouma máquina e os resultados foram melhorando amedida que mais máquinas foram sendo adicionadas,alcançando 79,10% para a base de dados IRL com o
cluster con�gurado com 8 nós.
A comparação do tempo de execução do grafoIRL é apresentada na Figura 1 e a do grafo Twitter

na Figura 2. É possível observar que o tempo deexecução para as duas bases são muito diferentes.O grafo IRL é maior e assim leva um longo tempo
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Figura 1: Tempo de Execução - Grafo IRL
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Figura 2: Tempo de Execução - Grafo Twitter

para executar, porém a melhoria alcançada com aparametrização é bastante similar em ambas as basesde dados, apresentando maiores taxas de melhoria amedida que mais máquinas são adicionadas ao cluster.
4.3 Escalabilidade

A escalabilidade é um atributo desejado em umsistema, processo ou rede. Esse conceito estárelacionado à habilidade de um sistema em acomodaro aumento da quantidade de recursos e utilizá-losadequadamente a medida que a carga de trabalhotambém aumenta (Bondi; 2000).
Para calcular a escalabilidade do algoritmo HEDAno ambiente Hadoop nós utilizamos a métricaSpeedup. O Speedup é de�nido como a taxa detempo gasto quando executamos o programa com umsimples processador pelo tempo de execução gasto

Tabela 4: Con�guração dos parâmetros propostos
Con�guração dos parâmetros

Categoria HDFS Categoria MAPREDUCE Categoria Memória Melhoria no tempo
versus padrãoNós blocksize replication job.map job.reduce mapred.child.java.opts Twitter IRL

1 64MB 3 6 2 -Xmx400m 35.14% 39.93%
2 64MB 3 12 5 -Xmx400m 46.70% 56.00%
4 64MB 3 24 10 -Xmx400m 57.71% 62.86%
8 64MB 3 48 19 -Xmx400m 65.80% 79.10%
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Figura 3: Escalabilidade- Grafo Twitter
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Figura 4: Escalabilidade- Grafo IRL

com n processadores (Eager et al.; 1989).A Figura 3 apresenta a escalabilidade do algoritmoHEDA para o grafo Twitter considerando as categoriasPadrão e Parametrizada. No caso de dois nós, oSpeedup foi de aproximadamente 70% da linearidadepara os experimentos parametrizados. O grafo IRLapresentou Speedup de 92% da linearidade para doisnós e 57% da linearidade para oito nós, conformeapresentado na Figura 4.Para todas as bases de dados (Twitter e IRL), osresultados de escalabilidade são apresentados como ambiente computacional em seu estado padrão eparametrizado. Além disso é apresentado tambémos dados referentes à linearidade, para efeito decomparação.
4.4 Consumo de Recursos

Durante os experimentos, o consumo de recursosem cada máquina foi monitorado e armazenadoutilizando a ferramenta Ganglia. A Figura 5 e aFigura 6 apresentam respectivamente para os grafosTwitter e IRL a média de utilização de CPU durante oprocessamento.O comportamento do consumo de CPU para osdois grafos foi bastante similar, tendo o grafoIRL apresentado consumo um pouco maior que oTwitter. Os grá�cos mostram que ao utilizarmos
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Figura 5: Consumo de CPU - Grafo Twitter
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Figura 6: Consumo de CPU - Grafo IRL

o Hadoop com os parâmetros de con�guração semajustes (Categoria Padrão), o consumo médio deCPU praticamente não se alterou para ambos osgrafos, ou seja, independentemente do número deCPU’s disponíveis, o consumo não passou de 3. Aoatribuirmos novos valores para os parâmetros decon�guração utilizando as Equações 1, 2 e 3, oconsumo de CPU foi aumentado, principalmentequando aumentamos a quantidade de nós do cluster.
Outro recurso que medimos foi o consumo dememória RAM do cluster. A Figura 7 apresenta oconsumo de memória do grafo Twitter e a Figura 8apresenta o consumo de memória para o grafo IRL.Ambos os grá�cos destacam a quantidade total dememória RAM disponível, a média de consumo dememória Cache, a média de consumo sem ajuste nosparâmetros e a média de consumo com os parâmetrosajustados.
Durante os experimentos percebemos que oHadoop usa a memória Cache frequentemente, porémessa característica não é usada durante as iterações doalgoritmo, pois a cada iteração os dados precisam serlidos e gravados no sistema de arquivos distribuídosda ferramenta (HDFS) o que causa aumento no tempode execução da aplicação.
A média de Mpbs trafegados entre os nós do

cluster são apresentados na Figura 9 para o grafoTwitter e Figura 10 para o grafo IRL. Nos grá�cos
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Figura 7: Consumo de Memória - Grafo IRL
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Figura 8: Consumo de Memória - Grafo IRL
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Figura 9: Tráfego de Rede - Grafo Twitter

são apresentados os dados de entrada e saída, com oHadoop em sua con�guração padrão e parametrizada.
O tráfego de rede para os dois conjuntos dedados (IRL e Twitter) foram consideravelmente altosquando aplicada a parametrização, especialmentepara o cluster com maiores números de nós. Esse fatoé esperado devido a grande quantidade de nós na redee, consequentemente, o aumento da comunicaçãoentre eles. O oposto ocorreu com o cluster con�gurado
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Figura 10: Tráfego de Rede - Grafo IRL

com apenas um nó, o que é esperado, pois não houvetroca de informações entre nós. Embora o ajustede parâmetros aumente o tráfego da rede e essasituação seja desfavorável, a maior média encontradafoi 80Mbps para o cluster com 8 nós executando a basede dados IRL. Esse valor não compromete o trabalho,uma vez que as redes atuais suportam facilmentetráfegos médios muito maiores.
4.5 Riscos da Parametrização

A atribuição de valores para os parâmetros do Hadooppode ser amplamente efetiva, porém uma escolhaequivocada desses valores pode resultar em errosde execução, conforme ocorreu em nossa CategoriaMapReduce para o grafo IRL ou pode resultartambém em uma piora no tempo de execução quandocomparado à con�guração padrão do ambiente. AFigura 11 apresenta todos os tempos obtidos durantetodos os experimentos utilizando o conjunto dedados Twitter. As cores que estão no eixo Xdestacam cada categoria de parâmetros utilizados
nos experimentos. É importante observarmos que,mesmo atribuindo novos valores para os parâmetrosem algumas situações o tempo de execução foi piorque a con�guração padrão dos parâmetros do Hadoop,mostrando que é necessário muita atenção ao atribuiresses valores.
4.6 Validação do Modelo

Nessa seção iremos validar as Equações 1, 2 e 3 pormeio de novos experimentos com um novo conjuntode dados denominado grafo Epinions.Primeiramente foram de�nidos os valores dosparâmetros de con�guração que serão usados nessenovo experimento. Para isso foram usadas asEquações 1, 2 e 3. Os experimentos foram executadoscom o cluster con�gurado com 1, 2, 4 e 8 nós.Utilizamos o Hadoop em sua con�guração padrãoe parametrizado com os novos valores. Com isso,realizamos 8 novos experimentos.A melhoria alcançada no tempo de execuçãocom o grafo Epinions foi muito próxima daquelaalcançada nos experimentos com os grafos IRL eTwitter, o que demonstra a utilidade do modeloproposto. A Figura 12 apresenta os tempos de
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Figura 11: Tempos em todas as categorias de experimentos - Grafo Twitter
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Figura 12: Tempo de Execução. Validação do modelo.Grafo Epinions.

execução dos experimentos com a con�guraçãopadrão comparada com os experimentos realizadoscom o ambiente parametrizado, usando o modelomatemático proposto.
Um ponto importante a ser observado é que aoaumentarmos o número de nós no cluster com oambiente em sua con�guração padrão, o tempode execução não melhora muito e, em algumassituações, chega até a piorar, como foi o caso do clustercon�gurado com dois e quatro nós. Essa melhora

não acontece devido ao fato do consumo de recursos(CPU e memória RAM) continuarem o mesmo nacon�guração padrão, mesmo quando aumentamoso número de nós. A subutilização do cluster com acon�guração padrão também aconteceu com as basesde dados IRL e Twitter.
A con�guração dos parâmetros de acordo como modelo matemático proposto por esse trabalhopermitiu que os recursos do cluster fossem melhoraproveitados, aumentando os percentuais de usode recursos e diminuindo o tempo de execução, amedida que mais nós foram adicionados. Com issoalcançamos mais de 80% de melhoria no tempo deexecução para o cluster con�gurado com 8 nós.
As Figuras 13 e 14 apresentam respectivamente oconsumomédio de CPU e dememória RAM alcançados

durante os experimentos com o grafo Epinions. Épossível observar que tanto a CPU quanto a memóriaRAM �caram subutilizados com a con�guraçãopadrão do Hadoop e o consumo desses recursos foiaumentado com a parametrização, especialmente nascon�gurações de cluster com mais nós.
A Figura 15 apresenta a média de tráfego na rededurante os experimentos com o grafo Epinions. Otráfego, embora aumentado com a parametrização,ainda não compromete o tempo de execução doexperimento, uma vez que ainda é considerado baixodiante do total suportado pela rede. Na execuçãocom a con�guração padrão e cluster com oito nós,o tráfego na rede foi bastante baixo, menor que o
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Figura 13: Uso médio de CPU. Validação do modelo.Grafo Epinions.
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Figura 14: Uso médio de memória. Validação domodelo. Grafo Epinions.
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Figura 15: Tráfego de rede. Validação do modelo.Grafo Epinions.

experimento com quatro nós. Isso se deve ao fato dabaixa utilização do cluster, onde algumas máquinassimplesmente não são usadas, gerando baixo tráfego.
A Figura 16 apresenta a escalabilidade doHEDA usando o grafo Epinions. Podemos notarque o Hadoop em sua con�guração padrão não
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Figura 16: Escalabilidade. Validação do modelo.Grafo Epinions.

apresenta uma boa escalabilidade. Por outro lado,quando ajustamos os parâmetros de con�guraçãodo Hadoop usando o modelo proposto nessetrabalho, alcançamos uma melhoria considerável naescalabilidade, o que indica a utilidade e importânciado modelo proposto.

5 Conclusão
Esse artigo apresentou um estudo para avaliar oimpacto da mudança dos valores dos parâmetrosde con�guração do Hadoop, usando um algoritmoiterativo para calcular medidas de centralidade emgrafos grandes. Atribuir os valores corretos paraos parâmetros de con�guração do Hadoop não éuma tarefa trivial, devido ao grande número decombinações que podem ser feitas com o grandenúmero de parâmetros que o Hadoop possui. OHadoop em sua con�guração padrão pode nãoapresentar bons resultados de tempo de execução,devido a subutilização dos recursos do cluster,como memória, CPU e rede. O Hadoop tambémnão apresenta escalabilidade satisfatória executandoalgoritmos iterativos em sua con�guração padrão.
Executamos diversos experimentos para avaliaralguns parâmetros de con�guração do Hadoop.Esses parâmetros estão relacionados ao sistemade armazenamento distribuído (HDFS), ao modeloMapReduce, ao núcleo do framework e à memória daJVM. Foram criadas quatro categorias de parâmetros:Padrão, HDFS, MapReduce e Memória. Com osmelhores experimentos de cada categoria foi possívelcriar um modelo matemático que de�ne quais valoresdeverão ser utilizados para cada parâmetro estudado.Esse modelo será útil para os avanços nos estudosdos parâmetros de con�guração da ferramentaHadoop. Nós validamos o modelo matemático criadoe alcançamos resultados satisfatórios em tempo deexecução e consumo de recursos.
Os objetivos desse trabalho foram alcançados,ao fornecer as seguintes contribuições: (i) criaçãode um modelo matemático para recomendação devalores para parâmetros de con�guração do Hadoop.(ii) validação desse modelo com dados de grafosreais. (iii) foi possível mostrar que os parâmetrosde con�guração do Hadoop têm grande in�uência no
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tempo de execução, uso de recursos (CPU, memóriae rede) e escalabilidade do algoritmo iterativo HEDA,destacando que foi possível reduzir o tempo deexecução em aproximadamente 80% em um dosexperimentos realizados. Como trabalho futuropretendemos realizar mais experimentos com novascategorias de parâmetros de con�guração, paraampliar o modelo de recomendação de valores.

Agradecimentos
Este trabalho foi realizado com suporte das agências:Coordenação de Aperfeiçoamento de Pessoal de NívelSuperior (CAPES), Fundação de Amparo à Pesquisade Minas Gerais (FAPEMIG) e Conselho Nacional deDesenvolvimento Cientí�co e Tecnológico (CNPq).

Referências
Asanovic, K., Bodik, R., Demmel, J., Keaveny, T.,Keutzer, K., Kubiatowicz, J., Morgan, N., Patterson,D., Sen, K., Wawrzynek, J., Wessel, D. and Yelick, K.(2009). A view of the parallel computing landscape,Vol. 52, ACM, New York, NY, USA, pp. 56–67.
Bei, Z., Yu, Z., Zhang, H., Xiong, W., Xu, C., Eeckhout,L. and Feng, S. (2016). Rfhoc: A random-forestapproach to auto-tuning hadoop’s con�guration,Vol. 27, IEEE Computer Society, Los Alamitos, CA,USA, pp. 1470–1483.
Bondi, A. B. (2000). Characteristics of scalability andtheir impact on performance, Proceedings of the 2nd
International Workshop on Software and Performance,ACM, New York, NY, USA, pp. 195–203.

Bondy, J. A. (1976). Graph Theory With Applications,Elsevier Science Ltd., Oxford, UK, UK.
Breiman, L. (2001). Random forests, Vol. 45, KluwerAcademic Publishers, Hingham, MA, USA, pp. 5–32.
Chen, Y., Ganapathi, A. and Katz, R. H. (2010). Tocompress or not to compress - compute vs. iotradeo�s for mapreduce energy e�ciency, Proc. of
the First ACMSIGCOMMWorkshop onGreenNetworking,ACM, New York, NY, USA, pp. 23–28.

Dean, J. and Ghemawat, S. (2008). Mapreduce:Simpli�ed data processing on large clusters,
Commun. ACM 51(1): 107–113.

Eager, D. L., Zahorjan, J. and Lozowska, E. D. (1989).Speedup versus e�ciency in parallel systems,Vol. 38, IEEE Computer Society, Washington, DC,USA, pp. 408–423.
Fatema, K., Emeakaroha, V. C., Healy, P. D., Morrison,J. P. and Lynn, T. (2014). A survey of cloudmonitoring tools: Taxonomy, capabilities andobjectives, J. Parallel Distrib. Comput. 74(10): 2918–2933.
Fred Buckley, F. H. (1990). Distance in Graphs, TheAdvanced Book Program, 1st edn, Addison-WesleyPub. Co.
Garvit, B., Anshul, G., Utkarsh, P., Manish, S. andSubhasis, B. (2014). A framework for performance

analysis and tuning in hadoop based clusters,
Smarter Planet andBigDataAnalyticsWorkshop (SPBDA
2014), held in conjunctionwith International Conference
on Distributed Computing and Networking (ICDCN
2014), Coimbatore, INDIA, pp. 49–62.

Gross, J. and Yellen, J. (1999). Graph theory and its
applications, CRC Press, Inc., Boca Raton, FL, USA.

Guo, Z. and Fox, G. (2012). Improving mapreduceperformance in heterogeneous networkenvironments and resource utilization, Proceedings
of the 2012 12th IEEE/ACM International Symposium
on Cluster, Cloud and Grid Computing (Ccgrid 2012),CCGRID ’12, IEEE Computer Society, Washington,DC, USA, pp. 714–716.

Krishna, T. L. S. R., Ragunathan, T. and Battula,S. K. (2014). Performance evaluation of readand write operations in hadoop distributed �lesystem, Sixth International Symposium on Parallel
Architectures, AlgorithmsandProgramming, PAAP2014,
Beijing, China, July 13-15, 2014, pp. 110–113.

Kumar, S., Padakandla, S., Lakshminarayanan, C.,Parihar, P., Gopinath, K. and Bhatnagar, S. (2016).Performance tuning of hadoop mapreduce: A noisygradient approach, 10th IEEE International Conference
on Cloud Computing (CLOUD), Honolulu, HI, USA,pp. 375–382.

Li, C., Zhuang, H., Lu, K., Sun, M., Zhou, J.,Dai, D. and Zhou, X. (2014). An adaptiveauto-con�guration tool for hadoop, Engineering
of Complex Computer Systems (ICECCS), 2014 19th
International Conference on, pp. 69–72.

Massie, M., Chun, B. and Culler, D. (2004). Theganglia distributed monitoring system: design,implementation, and experience, Parallel Computing
30(5-6): 817–840.

Mathiya, B. J. and Desai, V. L. (2015). Apachehadoop yarn parameter con�guration challengesand optimization, Soft-Computing and Networks
Security (ICSNS), 2015 International Conference on,pp. 1–6.

Nascimento, J. P. and Murta, C. (2012). Um algoritmoparalelo em hadoop para cálculo de centralidade emgrafos grandes, XXX Simpósio Brasileiro de Redes de
Computadores e Sistemas Distribuídos, pp. 393–406.

Nghiem, P. P. and Figueira, S. M. (2016). Towardse�cient resource provisioning in mapreduce,
Journal of Parallel and Distributed Computing 95: 29 –41.

Opsahl, T., Agneessens, F. and Skvoretz, J.(2010). Node centrality in weighted networks:Generalizing degree and shortest paths, Social
Networks 32(3): 245 – 251.

Shafer, J. and Rixner, S. (2010). A Storage Architecture
for Data-intensive Computing, PhD thesis, Houston,TX, USA. AAI3421190.

Wang, K., Lin, X. and Tang, W. (2012). Predator- an experience guided con�guration optimizerfor hadoop mapreduce., CloudCom, IEEE ComputerSociety, pp. 419–426.
White, T. (2009). Hadoop: The De�nitive Guide, 1st edn,O’Reilly Media, Inc.


	1 Introdução
	2 Trabalhos Relacionados
	3 Metodologia
	3.1 Arquitetura do Sistema
	3.2 Projeto e Implementação do Algoritmo
	3.3 Ambiente Experimental
	3.4 Conjunto de Dados
	3.5 Parâmetros de Configuração
	3.6 Monitoramento de Desempenho
	3.7 Execução dos Experimentos

	4 Resultados
	4.1 Análise de Resultados
	4.2 Melhoria no Tempo de Execução
	4.3 Escalabilidade
	4.4 Consumo de Recursos
	4.5 Riscos da Parametrização
	4.6 Validação do Modelo

	5 Conclusão

