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アブストラクト

階層形ニューラルネットワークによるブレイン・コン

ピュータ・インターフェイス（BCI）において，メンタル

タスク固有の特徴を抽出するために，脳波の個々のチャ

ネルの特徴を強調する方法を提案している．7チャネルの

脳波を 7つのベクトルと見なすことにより，チャネル間

でグラムシュミットの直交化を適用した．直交化するチャ

ネルの順番には自由度が存在するので，直交化するチャ

ネル順による分類精度について検討した．次に，2種類の

チャネル順で直交化した脳波をニューラルネットワーク

の入力データととする方法を検討した．更に，汎化能力

を向上させるために，入力データにランダムノイズを付

加する方法を検討した．シミュレーションには、コロラ

ド州立大学が公開している脳波データを用いた．直交化

したデータを用いることにより，分類の正答率は 70%か

ら 78%に上昇し，誤答率は 10%から 8%に低下した．正

答率と誤答率の比は 0.875から 0.907に上昇した．異なる

チャネル順により直交化した 2つの入力データを用いた

場合には，誤答率は 10%から 2%へと大幅に低下し，比も

0.973に上昇した．

Abstract

FFT and Multilayer neural networks (MLNN) have

been applied to ’Brain Computer Interface’ (BCI). In

this paper, in order to extract features of mental tasks,

individual feature of brain waves of each channel is em-

phasized. Since the brain wave in some interval can be

regarded as a vector, Gram-Schmidt orthogonalization

is applied for this purpose. There exists degree of free-

dom in the channel order to be orthogonalized. Effect

of the channel order on classification accuracy is investi-

gated. Next, two channel orders are used for generating

the MLNN input data. Two kinds of methods using a

single NN and double NNs are examined. Furthermore,

a generalization method, adding small random numbers

to the MLNN input data, is applied. Simulations are

carried out by using the brain waves, available from the

Colorado State University website. By using the orthog-

onal components, a correct classification rate Pc can be

improved from 70% to 78%, an incorrect classification

rate Pe can be suppressed from 10% to 8%. As a re-

sult, a rate Rc = Pc = (Pc + Pe) can be improved from

0.875 to 0.907. When two different channel orders are

used, Pe can be drastically suppressed from 10% to 2%,

and Rc can be improved up to 0.973. The generalization

method is useful especially for using a single channel or-

der. Pc can be increased up to 84～88% and Pe can be

suppressed down to 2～4%, resulting in Rc = 0.957～

0.977.

1 はじめに

近年，脳波を用いてコンピュータや車椅子などを制御

するシステムであるブレイン・コンピュータ・インター

フェイス (BCI)が注目されている [1],[2]．身体にハンディ

キャップを持った人々への介助となることが期待されてい

る．BCIの手法としてはパワースペクトルを用いた非線形

分類，適応自己回帰モデルを用いた線形分類，空間パター

ンと線形分類，隠れマルコフモデル，などがある [3],[4]．

さらに，ニューラルネットワークを用いた手法について

も活発に検討されている [5],[6],[7],[8],[9],[10]．

本研究では，脳波のFFTと階層型ニューラルネットワー

ク (MLNN) を用いて BCI の性能を評価する．メンタル

タスクの分類精度を上げるための前処理も行なった [16]．

更に，汎化能力向上のための手法として，ニューラルネッ
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トワークの入力データにノイズ付加を行なった [17]．

多チャネルの脳波には，異なるチャネル間で共通する

特徴を持ち，メンタルタスクの分類において，それが分

類に影響を与える可能性がある．個々のチャネルの独立

生を高める手法としては独立成分分析 (ICA)，ブライン

ド信号源分離 (BSS) などが存在するが，順序問題により，

ニューラルネットワークを用いる場合には，扱いが難し

い．そこで，多チャネル脳波をベクトルと見なし任意に

順序を揃えることのできる Gram-Schmidtの直交化を用

いてチャネル間を独立にする前処理を行ない，直交化し

た脳波を用いて BCIの評価を行なった．

2 脳波とメンタルタスク

2.1 メンタルタスク

本稿では，コロラド州立大学が公開している脳波デー

タを用いた [13]．使用しているメンタルタスクは，次の 5

つである．

• できるだけリラックスする (Baseline)

• 掛け算の暗算を行なう (Multiplication)

• 手紙の文を考える (Letter-composing)

• 回転する 3 次元物体を想像する (Rotation of 3D

object)

• 数字を順番に書くことを想像する (Computing num-

bers)

2.2 脳波測定

脳波の測定における電極の位置は図 1のようになる．こ

れに，まばたきなどの眼球運動検出のための電極 EOGを

含めたは 7チャネル存在する．本稿では簡単のため，C3，

C4，P3，P4，O1，O2，EOGの順にCh1，Ch2，. . .，Ch7

と記述する．脳波は各メンタルタスクにつき，7チャネル

で 10秒間，サンプリング周波数 250Hz で測定されてお

り，1つのチャネルにつきサンプル数は 2500個となる．

front

back

left rightC3 C4

P3 P4

O2O1

図 1: 電極の位置

2.3 ニューラルネットワークを用いたメンタルタスク

の分類

分類に用いたニューラルネットワークは隠れ層が 1層

の階層型ニューラルネットワークである．隠れ層と出力層

に用いた活性化関数はシグモイド関数である．入力層は

70ユニット，隠れ層 20ユニット，出力層 5ユニットであ

る．5つの出力が 5 つのメンタルタスクに対応しており，

1つのメンタルタスクに対して，(1，0，0，0，0)のよう

に，1ユニットが 1で，その他が 0を出力するように目標

値を設定した．推定過程では，5つの出力のうち最大値を

持つユニットに該当するメンタルタスクを推定結果とす

る．また，出力に閾値を設け，閾値より低い出力の場合に

はどのメンタルタスクにも該当しないリジェクトデータ

とする．ニューラルネットワークの学習には誤差逆伝搬

法を用いた．

3 脳波の前処理

ニューラルネットワークで分類するための前処理とし

て，様々な手法が検討されている [16]．

3.1 脳波のフーリエ変換の振幅

脳波の時間変化の影響を避けるため，フーリエ変換に

より得られるパワースペクトルを特徴量とする．

3.2 サンプル平均化

ニューラルネットワークの計算量，ノイズの影響を低

減させるためにサンプル平均化を行なう．更に，パワー

スペクトルは対象なので周波数帯域の半分だけ用いるこ

とにより 1chのサンプル数を 10サンプルに低減した．

3.3 非線形正規化

フーリエ変換のパワースペクトルは広く分布している．

小さな値を持つサンプルにもメンタルタスクを分類する

際の重要な情報が含まれている．しかしながら，ニューラ

ルネットワークでは，大きな値をもつサンプルが効力を

持つ．もし，大きな値のサンプルに，重要な情報が含ま

れない場合，正しい分類をするのが難しくなる．そこで，

式 1を用いて非線形な正規化を行なう [17]．xは正規化前

のフーリエ変換のパワースペクトルで，f(x)は正規化さ

れた値となる．式 1では，xmin と xmax は全てのチャネ

ルの xの最小値と最大値を表す．これにより，小さな値

を伸長し，大きな値は圧縮される．本稿では，直交化した

脳波に対する非線形正規化の有効性についても検討する．

f(x) =
log(x − xmin)

log(xmax − xmin)
(1)

比較のため，flinear(x) = (x−xmin)/(xmax−xmin)で

表される線形正規化についても検討した．
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4 ノイズ付加による汎化能力の向上

脳波は健康状態や，測定する環境によって容易に変化

しやすい．よって，汎化能力の向上はBCIを実現する上

で非常に重要になってくる．その手法として，これまで

の研究ではニューラルネットワークの入力データにノイ

ズを付加する方法とWeight-Decay法を用いてきており，

前者の方法では良い結果が得られている [14],[15],[17]．

本稿では汎化能力向上の手法として，ニューラルネット

ワークの入力データにノイズ付加を行ない，多チャネル

脳波を直交化した入力データに対しての有用性を調べる．

5 脳波の直交成分

5.1 直交成分分析

直交成分分析の方法として，ブラインド信号源分離

(BSS)，独立成分分析 (ICA)，主成分分析 (PCA)などの

方法がある．これらの方法では，成分の並び替え（Per-

mutation）という問題がある．すなわち，複数の測定デー

タに対して，同じ特徴が同じ順番で現れるとは限らない．

この点をもう少し，具体的に述べる．

M個のチャネルがあるとする．あるメンタルタスクに

対して，M チャネルの脳波が測定される．これを X =

[xT
1
, xT

2
, . . . , xT

M ]T . とする．xiは iチャネルの脳波データ

である．これに対する直交成分を V = [vT
1
, vT

2
, . . . , vT

M ]T

とする.V は適当な前処理を経て，階層形ニューラルネッ

トワーク（MLNN）の入力として用いられる．このとき，

MLNNにとって V における vi の順番が重要な情報とな

る．ここで，同じメンタルタスクに対して，２回の測定で

得られたデータに対する直交成分V 1，V 2を考える．v1i

と v2j は V 1 及び V 2における，i番目と j 番目のベクト

ルである．もし，v1i が v2j , i 6= j に最も類似していると

き，すなわち，v
T
1iv2j/ ‖ v1i ‖‖ v2j ‖が最も 1に近いと

き，これらは同じ特徴を表している．しかし，V 1及びV 2

における順番は異なる．すなわち，V 1と V 2は同じメン

タルタスクに対するデータであるにも関わらず，MLNN

の入力としては，同じ特徴を表現できていない．

このように，BSS，ICA及びPCAなどは，Permutation

問題のために，同じメンタルタスクに対する，異なる測

定データに対して，その直交成分で表現される特徴を同

じ順番に並べることが出来ない [11],[12]．これは，直交成

分をMLNNの入力として用いるときには，大きな問題と

なる．

このような理由から，本稿では，測定データ

{x1, x2, · · · , xM} に対して Gram-Schmidt の直交化

法を適用する．直交成分の順番は直交化するチャネル順

によって決まり，Permutationの問題は生じない．この

方法は，チャネル固有の成分を抽出することに相当する．

また，直交化後の各ベクトルに含まれる成分は直交化の

チャネル順に依存する．

5.2 Gram-Schmidtの直交化

ベクトル [x1, x2, . . . , xM ] が M チャネルの脳波を表

しているとし，線形独立であるとする．これは Gram-

Schmidtの直交化によりそれぞれ互いに直交なベクトル

[v1, v2, . . . , vM ]に変換することができる [18]．x1 を v1

とすると，v2は v1に直交な x2の成分となる．以下同様

に，vk は v1, v2, . . . , vk−1 に直交するベクトルとなる．

5.3 直交化の順番

Gram-Schmidtの直交化では，直交化を行なうチャネ

ルの順番には自由度が存在する．1番目のチャネルはもと

の情報をそのまま保持し，後の順序になるにつれて保持

する情報は減っていく．それゆえ，直交化するチャネル順

が分類性能に影響する．その影響について検討した．

5.4 直交化の順番を変えた 2つの入力データによる

分類

前述したように，直交化の際には複数のチャネル順が

考えられ，それらをニューラルネットワークへの入力デー

タとして用いることができる．そこで，2種類のチャネル

順で直交化した脳波を入力データとして用いてメンタル

タスクの分類を行なった．ここで，2つの入力データをそ

れぞれ I1，I2 とする．

ニューラルネットワークを 1つ用いる方法 学習過程で

は I1，I2を同一のニューラルネットワークで学習させ，テ

スト過程では I1 を入力して得られた出力O1 と，I2 を入

力して得られた O2 の平均値を出力として分類を行なう．

ニューラルネットワークを 2つ用いる方法 学習過程で

は I1 をニューラルネットワーク 1で学習，I2をニューラ

ルネットワーク 2で学習させ，出力過程では I1 をニュー

ラルネットワーク 1に入力し得られた出力 O1 と，I2 を

ニューラルネットワーク 2に入力して得られた出力O2の

平均値を出力として分類を行なう．

6 シミュレーション

6.1 シミュレーション条件

学習とテスト 脳波データは 5種類のメンタルタスクに

対して，10秒間の測定を 10回ずつ行なったので，合計

50セットのデータがある．このうち，40セットを学習に，

残り 10セットをテストに用いる．テストに用いるデータ

セットの選択方法を 5回変えて分類を行ない，その平均

値で分類を評価する [3]．
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推定結果の評価 メンタルタスクの推定結果は以下の式

のような，正答率 (Pc)，誤答率 (Pe)，正答率と誤答率の

比 (Rc)を用いて表す．

Pc =
Nc

Nt

× 100%, Pe =
Ne

Nt

× 100% (2)

Rc =
Nc

Nc + Ne

, Nt = Nc + Ne + Nr (3)

Nc, Ne, Nr はそれぞれ，正答数，誤答数，リジェクト

データ数を表す．Ntはテストに用いた全データ数である．

Rcはリジェクトデータ数を除いた正答率を評価するため

に用いる．

ニューラルネットワークのパラメータ 活性化関数には

シグモイド関数を用いた．隠れユニット数は 20，リジェ

クトの閾値は 0.7，学習係数は 0.02とする．

6.2 直交化後の脳波

図 2～8に直交化前 (青)直交化後 (赤)の脳波を示す．直

交化のチャネル順は Ch1,2,3,4,5,6,7の順である．直交化

後の脳波はチャネル順に減少していることがわかる．Ch7

は眼球運動検出のチャネルのため，他のチャネルとの独

立性が高く，あまり変化していない．

更に，図 9にこれらの脳波を用いて作成した入力デー

タを示す．青が従来の処理による入力データを示し，青

が直交化したデータを用いた場合のものである．
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図 9: 入力データ
6.3 直交化データを用いた分類

表 1に 7種類のチャネル順で直交化したデータを用いた

分類結果を示す．7種類のチャネル順を用いて直交化した．

従来法は，直交化していない脳波をそのままを用いて分類

したときの結果を示す [16]．直交化したデータを用いるこ

とにより，Pc は 70%から 78%に上昇し，Pe は 10%から

8%へと抑圧され，Rcは 0.875から 0.907に上昇した．表

1から，分類性能は直交化するチャネル順により変化する

ことがわかる．中でも，Ch2,3,4,5,6,7,1とCh3,4,5,6,7,1,2

で直交化したときに良い性能を示している．

更に，Ch2,3,4,5,6,7,1順のデータのニューラルネット

ワークの学習において，ノイズを付加を行ない，汎化能

力の向上を図った．付加するノイズの幅は± 0.1，± 0.05
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表 1: 直交化データを用いた分類結果

正答率 誤答率 比

従来法 70 10 0.875

Ch1,2,3,4,5,6,7 70 12 0.854

Ch2,3,4,5,6,7,1 78 8 0.907

Ch3,4,5,6,7,1,2 74 8 0.902

Ch4,5,6,7,1,2,3 70 12 0.854

Ch5,6,7,1,2,3,4 68 12 0.850

Ch6,7,1,2,3,4,5 66 24 0.733

Ch7,1,2,3,4,5,6 70 12 0.854

ノイズ付加 ± 0.1

Ch2,3,4,5,6,7,1 88 4 0.957

ノイズ付加 ± 0.05

Ch2,3,4,5,6,7,1 84 2 0.977

の 2通り行なった．結果，Pcは 78%から最大で 88%，Pe

は 8%から最低で 2%となり，Rc = 0.957～0.977へと上

昇した．

3.3節で述べた線形正規化 flinear(x)についても検討し

た．このとき，最適なチャネル順は Ch5,6,7,1,2,3,4順で

あり，Pc = 62%，Pe = 14%，Rc = 0．816となり，非線形

正規化よりも劣る結果となった．

6.4 2通りのチャネル順を用いた分類

表 1 で良い性能を示した 2 通りのチャネル順

Ch2,3,4,5,6,7,1,と Ch3,4,5,6,7,1,2で直交化したデータを

用いて分類を行なった．

表 2に結果を示す．1つのニューラルネットワークを用

いる方法ではそれほど良い性能は得られなかったが，2つ

のニューラルネットワークを用いる方法では，Pe の低下

が著しく，Rcが上昇している．更に，ノイズ付加を行な

うことにより，Pc = 82%，Pe = 2%，Rc = 0.976となり，

1つのチャネル順の直交化データを用いた場合とほぼ同等

な結果が得られた．

6.5 被験者への依存

脳波は被験者により異なるため，ニューラルネットワー

クは被験者ごとに最適化しなければならず，同一のニュー

ラルネットワークで異なる被験者の脳波を分類すること

は難しい．これまでの研究により，直交化における最適な

チャネル順は被験者により異なることがわかっているが，

学習データを用いて事前に調べることはできる．他の被

験者においても直交化データを用いることにより同様な

改良が見られた．

表 2: 2通りの直交化データを用いた分類結果

正答率 誤答率 比

従来法 70 10 0.875

1つの NN 66 8 0.892

ノイズ付加 ± 0.1 76 6 0.927

ノイズ付加 ± 0.05 78 8 0.907

2つの NN 72 2 0.973

ノイズ付加 ± 0.1 82 2 0.976

ノイズ付加 ± 0.05 72 4 0.947

7 まとめ

本稿では，脳波のフーリエ変換の振幅と階層型ニューラ

ルネットワークを用いてメンタルタスクの分類を行なった．

特に，多チャネル脳波の直交成分をニューラネットワーク

への入力データとした場合について検討した．直交化に

は Gram-Schmidtの直交化を用いた. それにより，Pc は

70%から 78%，Pe は 10%から 2%となり，Rcは 0.875か

ら 0.907へと上昇した．2通りの直交化データを用いた分

類では特に誤答率の抑制が顕著で，Pe が 10%から 2%へ

と低下し，Rc が 0.973に上昇した．汎化能力向上のため

のノイズ付加も有用であり，Pcは 88%，Peは 2%となり，

Rc は 0.977となった．
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