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Resumo

Durante o processo de reabilitação, os indivı́duos que tenham sofrido uma perda

total ou parcial dos membros superiores estão expostas a muitos riscos. Além disso,

um grande esforço mental é exigido durante a fase de treinamento para se adaptar

a uma prótese real. Em muitos casos, a utilização de Realidade Virtual na Medicina

tem provado ser uma excelente ferramenta para avaliação do risco e apoio, além de

reduzir o esforço mental necessário. Para ser útil uma prótese virtual deve ter uma

grande semelhança com a real em termos de resposta. Por esta razão, as Redes

Neurais Artificiais têm sido exploradas para serem aplicadas na fase de treinamento

para proporcionar a resposta em tempo real. O objetivo deste estudo é comparar o

desempenho entre a rede neural LVQ e MLP no reconhecimento de padrões EMG,

visando melhor controle de próteses virtuais para membros superiores. Para isso,

diferentes técnicas de extração de caracterı́sticas e métodos de processamento do

sinal serão investigadas. Com isto utilizando-se a rede LVQ, a técnica de extração de

caracterı́stica baseada no modelo autoregressivo e uma média de 10% dos padrões

de treinamento, alcançou-se 99% de eficiência para os movimentos de mão e 97% de

eficiência para os movimentos de braço.

Palavras Chave

Extração de caracterı́sticas, Reabilitação, Realidade virtual, Reconhecimento de

padrões EMG, Redes neurais
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Abstract

During the rehabilitation process, individuals who have experienced a total or par-

tial loss of upper limbs are exposed to many risks. Besides this, a great mental effort

is required during the training phase to adapt to a real prosthesis. In many cases,

the use of Virtual Reality in Medicine has proven to be an excellent tool for evaluation

and support as well as mitigates risk and reduces the mental effort required. In order

to be useful, virtual prosthesis must have a great similarity with the real world. For

this reason, artificial neural networks have been explored to be applied in the training

phase in order to provide real time response. The objective of this study is to compare

the performance of the LVQ and MLP neural networks in EMG pattern recognition. To

achieve this, different feature extraction techniques for simulation and control of virtual

prostheses for upper limbs are investigated. Using the LVQ neural network, autore-

gressive model as a feature extraction technique and an average of 10% of all training

patterns, achieved up 99% of efficiency for the hand movements and 97% of efficiency

the arm movements.

Keywords

EMG pattern recognition, Feature extraction, Neural networks, Rehabilitation, Vir-

tual reality
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2.2.1.3 Próteses mioelétricas . . . . . . . . . . . . . . . . . . . 7

2.2.2 Controle de próteses mioelétricas . . . . . . . . . . . . . . . . . 9

2.2.2.1 Controle digital . . . . . . . . . . . . . . . . . . . . . . . 9

ii
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6.2 Gráficos relacionados à taxa de decaimento de (α) . . . . . . . . . . . . 65
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A.8 Gráficos relacionados às unidades de saı́da . . . . . . . . . . . . . . . . 87
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SSC - Slope sign changes

xiii



SOM - Self-organizing maps.

TDF - Time-domain features.

TEO - Teager energy operator.

UFU - Universidade Federal de Uberlândia.

USP - Universidade de São Paulo.

VRML - Virtual Reality Modeling Language.

WL - Waveform length.

WAMP - Willison amplitude.

ZC - Zero crossing.



Capı́tulo 1

Introduç ão

1.1 Motivaç ão

O corpo humano possui a capacidade de se adaptar a diversas situações mas,

de acordo com a severidade do dano ou distúrbio sofrido, não é possı́vel que natural-

mente este sistema se adapte, para novamente restabelecer seu equilı́brio. Quando

há a privação de algum sentido, como por exemplo, a Visão, naturalmente um outro

sentido se acentuará para suprir a falta do outro. Agora, quando se trata de uma

lesão advinda da perda de um membro, por exemplo, uma mão ou um braço, esta

recuperação não é feita de maneira natural.

Sabe-se que no mundo, há um aumento de 50.000 indivı́duos com amputações por

ano, cerca de 30% destes sofrem amputações em membros superiores e pesquisas

afirmam ainda que 70% das amputações traumáticas são em membros superiores

(TOLEDO et al., 2009).

Uma perda desta magnitude traz consigo tanto danos psicológicos como somáticos.

Até o atual momento do desenvolvimento tecnológico, somente é possı́vel restabele-

cer o dano somático com a utilização de membros artificiais, ou seja, uma prótese.

Uma prótese auxiliará o indivı́duo em questões estéticas e motoras, substituindo o

membro amputado e também em sua reabilitação (NOGUEIRA, 2007). Mas, para que

o indivı́duo possa utilizar uma prótese real que irá realizar algumas funções do mem-

bro amputado, ele deverá passar por um perı́odo de treinamento exaustivo até realizar

1
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as contrações musculares corretamente por meio da musculatura remanescente e isto

faz com que diversos pacientes desistam no meio do treinamento, além de exporem

os mesmos a riscos durante este perı́odo (HERLE et al., 2008).

Por meio da musculatura remanescente do membro amputado é que será coletado

o sinal eletromiográfico (EMG) advindo das contrações musculares. Através do pro-

cessamento deste sinal é possı́vel discriminar diferentes movimentos dos membros

superiores. Esta aplicação torna-se uma importante interface homem-máquina em di-

versas áreas, tais como: controle de próteses (proporcionais ou on-off), controle de

mãos robóticas e controle de dispositivos FDD (Force Display Devices) em Realidade

Virtual (NISHIKAWA et al., 2001).

Nos últimos anos, tanto a Medicina como outras áreas relacionadas à saúde hu-

mana, têm sido beneficiadas pelos avanços tecnológicos apresentados pela Reali-

dade Virtual (RV) (COSTA; RIBEIRO, 2009). Mais especificamente, quando aplicada

à reabilitação humana, a imersão proporcionada pela RV favorece o treinamento de

habilidades cognitivas e motoras dos pacientes (WEISS et al., 2004).

A utilização de técnicas de RV no treinamento de usuários de próteses mioelétricas

apresenta-se como uma ferramenta complementar que favorece a adaptação dos

usuários aos membros artificiais (HERLE et al., 2008). Além de possibilitar a avaliação

da eficiência de diferentes sistemas de controle, a utilização de RV na simulação de

próteses mioelétricas ameniza o desgaste durante o treinamento, fornecendo um ca-

nal de feedback visual aos pacientes (SEBELIUS et al., 2005).

As redes neurais artificiais (RNA) são sistemas largamente utilizadas no reco-

nhecimento e classificação de padrões, cujo modelo de aprendizagem é baseado

no aprendizado humano (FAUSETT, 1994). Uma caracterı́stica marcante das RNAs

é sua capacidade de generalização: após uma fase de treinamento, na qual alguns

padrões de entrada são apresentados e processados pela rede, os pesos da rede são

determinados. Na fase de execução, padrões diferentes daqueles utilizados em trei-

namento, podem ser apresentados para que a rede classifique-os adequadamente. A

sua eficiência na classificação dos padrões apresentados, dependem de sua configuração

e da complexidade dos padrões apresentados.

Machover (MACHOVER; TICE, 1994) afirma que os sistemas de RV precisam for-
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necer uma reação de forma coerente aos movimentos do usuário, tornando a ex-

periência consistente. Desta maneira, torna-se necessária a avaliação de diversas

técnicas de pré-processamento do sinal e de extração de caracterı́sticas. A fim de que

se tenha uma melhor eficiência no reconhecimento do movimento realizado e controle

de próteses mioelétricas virtuais.

1.2 Objetivos e Metas

O objetivo deste trabalho é avaliar qual a melhor combinação das técnicas de

extração de caracterı́sticas juntamente com os métodos de reconhecimento de padrões,

nos trabalhos realizados por (MATTIOLI et al., 2011, 2010) no controle de próteses de

mão e (NOGUEIRA, 2007; SOARES et al., 2003) no controle de próteses de braço,

visando maior confiabilidade no feedback visual fornecido pelo ambiente virtual de

treinamento, assim como, a eficiência da rede neural na classificação dos padrões

EMG.

Com este objetivo foram traçadas as seguintes metas:

• Comparar a performance da rede Learning Vector Quantization (LVQ) para os

movimentos de braço e mão utilizando: O modelo autoregressivo (MAR) e técnicas

no domı́nio do tempo (TDF);

• Comparar o desempenho da rede Multi-layer Perceptron (MLP) para os movi-

mentos de braço e mão utilizando: O modelo autoregressivo (MAR) e técnicas

no domı́nio do tempo (TDF);

• Determinar por meio de análises quantitativas, qual é a melhor combinação de

técnicas a ser utilizada, quando o assunto for controle de próteses virtuais para

membros superiores.

1.3 Organizaç ão da dissertaç ão

A presente dissertação é constituı́da de 7 capı́tulos, descritos a seguir.
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No Capı́tulo 1 são apresentados a motivação para o desenvolvimento do trabalho,

os objetivos e metas propostos e a estruturação do trabalho.

No Capı́tulos 2 são apresentados os principais fundamentos biomédicos e tec-

nológicos relacionados ao trabalho desenvolvido.

No Capı́tulo 3 é apresentado o estado da arte da linha de pesquisa principal deste

trabalho.

No Capı́tulo 4 e 5 são apresentados a especificação do sistema proposto e os

principais detalhes de implementação.

No Capı́tulo 6 são apresentados os resultados e a discussão em torno dos mes-

mos a partir do sistema desenvolvido.

Finalmente, no Capı́tulo 7, são apresentadas as conclusões e as perspectivas de

trabalhos futuros.



Capı́tulo 2

Fundamentos b ásicos

2.1 Introduç ão

Neste capı́tulo são discutidos alguns conceitos sobre biomedicina e as tecnologias

utilizadas neste trabalho.

2.2 Fundamentos biom édicos

As próteses ortopédicas antropomórficas1 são dispositivos comumente utilizados

na reabilitação de pacientes que tiveram a perda parcial ou total de membros superio-

res. Estas próteses são classificadas de acordo com a sua capacidade funcional em,

próteses funcionais ou ativas e próteses não-funcionais ou passivas (BARROS, 2005).

A elaboração de modelos matemáticos baseados em conceitos de anatomia, fisiologia

e cinesiologia é necessária para que estes modelos possam permitir a análise de mo-

vimentos e esforços realizados para a aplicação de conceitos cinemáticos e dinâmicos

nos dispositivos mecatrônicos gerados (NOGUEIRA, 2007).

Atualmente, existem diversos modelos de próteses e diferentes maneiras de con-

trolá-las, conforme os exemplos citados nas seções 2.2.1.1, 2.2.1.2 e 2.2.1.3, de ma-

neira que o paciente possa realizar diversas funções do dia a dia.

1Que é semelhante ou que possui forma humana

5
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2.2.1 Próteses para membros superiores

2.2.1.1 Próteses passivas n ão-funcionais e ativas-funcionais

As próteses passivas não-funcionais, em geral, são semi-móveis ou totalmente

imóveis (BARROS, 2005). Normalmente são utilizadas por pacientes que dão pre-

ferência ao aspecto estético da prótese, conforme exibido na Figura 2.1, renunciando

às funções ativas da mesma. Por esta razão, este tipo de prótese pode ser utilizado

em todos os nı́veis de amputação.

Figura 2.1: Modelo de prótese passiva não-funcional Ortovan (ORTOVAN, 2012)

As próteses funcionais ou ativas, são comumente utilizadas por pacientes que

necessitam, além das questões estéticas, de recuperar os movimentos realizados

pelo membro perdido. Próteses mioelétricas e neuromotoras, permitem através de

sinais EMG e sinais advindos das atividades cerebrais, ativar as funcionalidades que

a prótese realizará (MATTIOLI, 2012).

2.2.1.2 Próteses neuromotoras

Próteses neuromotoras, conforme exibido na Figura 2.2, são normalmente utiliza-

das para substituir ou restaurar as funções motoras perdidas, em seres humanos pa-

ralisados pela interrupção no tráfego dos sinais provenientes do cérebro, responsáveis

por acionar a ação de um músculo. Esta técnica é muito indicada na reabilitação de

pacientes, que sofreram danos na medula espinhal ou nos próprios nervos (HOCH-
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BERG et al., 2006).

Figura 2.2: Modelo de prótese neuromotora (PLETTENBURG, 2008)

A arquitetura de uma prótese neuromotora se divide em três partes essenciais

(HOCHBERG et al., 2006):

• um elemento sensor: capaz de detectar a atividade neuronal;

• um decodificador: que traduz a atividade neuronal em sinais de comando;

• um sistema: que aciona os efetuadores de acordo com o movimento desejado.

A coleta do sinal pode ser realizada por meio de métodos invasivos e não-invasivos.

As interfaces invasivas apresentam uma série de riscos clı́nicos ao paciente, além de

necessitarem que seja implantado eletrodos no córtex (HOCHBERG et al., 2006). Já

os métodos não-invasivos não apresentam estes riscos, porém, é difı́cil discriminar a

atividade a ser realizada, devido aos diversos processamentos que o cérebro realiza

simultaneamente.

2.2.1.3 Próteses mioel étricas

A eletromiografia, que teve inı́cio com finalidades estritamente clı́nicas, desenvolveu-

se fortemente como uma ferramenta diagnóstica durante a segunda guerra mundial.
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Na “engenharia de reabilitação”, a eletromiografia tem sido utilizada no controle das

chamadas próteses mioelétricas (BARROS, 2005).

Por meio do sinal EMG descrito na seção 2.2.3, é possı́vel realizar o controle

dos movimentos para próteses de membros superiores. As regiões amputadas mais

conhecidas são: transcarpal, transradial (abaixo do cotovelo), transumeral (acima do

cotovelo) e desarticulação de ombro. O nı́vel de amputação sofrido pelo paciente é

um fator altamente restritivo no controle de próteses, limitando a quantidade de canais

de coleta de sinais (DALLEY et al., 2009). Na prótese exibida na Figura 2.3, estas

restrições causam a limitação nos graus de liberdade (DOF ), restringindo a realização

de atividades do dia a dia (MURGIA, 2005).

Figura 2.3: Modelo de prótese antropomórfica (DALLEY et al., 2009)

Uma alternativa é a utilização de diferentes técnicas de controle, conforme des-

crito na seção 2.2.2, que permitam a interpretação de determinadas sequências ou

combinações de contrações musculares, permitindo, por exemplo, a rotação do pulso

(LI; SCHULTZ; KUIKEN, 2010). Caso seja adotada esta prática de controle, é ne-

cessário que o paciente passe por um longo perı́odo de treinamento o que pode se

tornar muito desgastante e não tão eficiente.

Diversos estudiosos tais como (MATTIOLI et al., 2011; LI; SCHULTZ; KUIKEN,

2010; SOARES et al., 2003; HERLE et al., 2008), estudaram diferentes técnicas de
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tratamento e classificação do sinal EMG, a fim de obter um melhor controle de próteses

mioelétricas virtuais de mão e braço. Para classificar os padrões de movimentos rea-

lizados, técnicas e algoritmos preditivos como redes neurais têm sido estudados mas,

a maior parte dos algoritmos são complexos e exigem demasiados esforços computa-

cionais.

2.2.2 Controle de pr óteses mioel étricas

Nesta seção será descrito um breve resumo sobre 2 tipos de controle de próteses

mioelétricas, dentre os existentes.

2.2.2.1 Controle digital

Na técnica de controle digital, independentemente da amplitude do sinal EMG,

a velocidade de execução do movimento, seja flexão/extensão de um cotovelo para

próteses de braço ou para fechamento/abertura em próteses de mão, será constante

(ORTOVAN, 2012).

2.2.2.2 Controle proporcional

A técnica de controle proporcional é normalmente utilizada quando se almeja per-

mitir que a prótese mioelétrica realize os seus movimentos na mesma proporção, que

os movimentos reais executados pelo paciente. Neste caso, existe uma relação direta

à amplitude da contração do sinal EMG realizado e a força/velocidade do movimento

realizado pela prótese (HESSE; HERRMANN, 2010).

2.2.3 O sinal EMG

Apesar da baixa amplitude do sinal EMG exibido na Figura 2.4, sua propagação

permite que este seja detectado em determinados pontos na superfı́cie da pele (EMG

de superfı́cie ou sEMG), o que viabiliza sua aplicação como sinal de controle de mem-

bros artificiais (LI; SCHULTZ; KUIKEN, 2010).
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Figura 2.4: Amostra de sinal EMG

Uma contração muscular isométrica ou estática que pode ser chamada também de

sustentação, não provoca movimento ou deslocamento articular, sendo que o músculo

exerce um trabalho estático. Neste caso não há alteração no comprimento do músculo,

mas sim um aumento na tensão máxima do mesmo, conforme demonstra a Figura

2.5a.

Já uma contração muscular isotônica ou dinâmica, é a contração muscular que

provoca um movimento articular. Há alteração do comprimento do músculo sem alterar

sua tensão máxima, conforme exibido na Figura 2.5b.

(a) Isométricas (OLIVEIRA et al.,

2006)

(b) Isotônicas (ANDRADE, 2000)

Figura 2.5: Exemplos de contrações musculares
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2.2.4 Processamento do sinal EMG

O sinal EMG é extremamente complexo, sendo afetado pelas propriedades fi-

siológicas e anatômicas dos músculos, pelo esquema de controle do sistema nervoso

periférico, bem como pelas caracterı́sticas dos instrumentos utilizados para coletá-los

(ANDRADE, 2000).

Com isto é extremamente importante definir quais serão as técnicas utilizadas no

processamento do mesmo, a fim de que se possa extrair do sinal as caracterı́sticas

mais importantes, capazes de representar cada uma das contrações de movimentos

realizadas. Nas seções 2.2.4.1 e 2.2.4.2 serão apresentadas as técnicas utilizadas

neste trabalho.

2.2.4.1 Time-domain Features (TDF)

Esta abordagem consiste em extrair as caracterı́sticas temporais de um conjunto

de amostras de sinal EMG, no domı́nio do tempo, conforme estabelecido por (HUD-

GINS; PARKER; SCOTT, 1993).

Para cada conjunto de amostras, extrai-se as seguintes caracterı́sticas:

• Média dos valores absolutos (Mean Absolute Value - MAV );

• Inclinação da média dos valores absolutos (Mean Absolute Value Slope - MAVS);

• Cruzamentos em zero (Zero Crossing - ZC);

• Alterações no sinal da inclinação (Slope Sign Changes - SSC);

• Comprimento de forma de onda (Waveform Length - WL);

O MAV representa a média dos valores absolutos das amostras do segmento

analisado. A Equação 2.1 é utilizada para calcular este valor (HUDGINS; PARKER;

SCOTT, 1993).

x̄i =
1

S

S∑

m=1

|xm|, (2.1)
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onde i = 1...I é o número do segmento, S é o número de amostras por segmento

e xm é a m-ésima amostra (amplitude do sinal) no segmento i.

A inclinação da média dos valores absolutos (MAVS) consiste na diferença entre a

MAV de dois segmentos adjacentes, e é calculada pela relação (HUDGINS; PARKER;

SCOTT, 1993):

∆x̄i = x̄i+1 − x̄i, (2.2)

onde i e i+ 1 são dois segmentos adjacentes e i = 1...I − 1.

O número de cruzamentos em zero (ZC) é uma medida de frequência que pode ser

obtida contando-se o número de vezes em que uma forma de onda corta a reta y = 0.

Um limiar foi incluı́do para se filtrar os cruzamentos em zero induzidos por ruı́dos.

Assim como em Herle (HERLE et al., 2008), neste trabalho foi utilizado um limiar

ǫ = 10−6. O contador de cruzamentos em zero é incrementado quando a condição

{xm > 0 e xm+1 < 0} ou

{xm < 0 e xm+1 > 0} e

|xm − xm+1| ≥ ǫ

(2.3)

é satisfeita para duas amostras consecutivas xm e xm+1 (HERLE et al., 2008).

As alterações no sinal da inclinação (SSC) possibilitam uma outra medida do

conteúdo em frequência do sinal. O mesmo limiar utilizado no contador (ZC) foi apli-

cado ao contador (SSC), que é incrementado quando a condição 2.4 é verdadeira

para três amostras consecutivas xm−1, xm e xm+1 (HERLE et al., 2008).

xm > xm−1 e xm > xm+1 ou

xm < xm−1 e xm < xm+1 e

|xm − xm+1| ≥ ǫ ou |xm − xm−1| ≥ ǫ

(2.4)

O comprimento da forma de onda (WL) é utilizado para se analisar a complexi-

dade da forma de onda em cada segmento. Este parâmetro consiste simplesmente



CAPÍTULO 2. FUNDAMENTOS BÁSICOS 13

no comprimento cumulativo da forma de onda dentro do segmento em questão. A

equação 2.5 fornece uma medida de amplitude, frequência e duração do segmento

em um único parâmetro (HUDGINS; PARKER; SCOTT, 1993), (HERLE et al., 2008):

l =
S∑

m=1

|∆xm|, (2.5)

onde ∆xm = xm − xm−1, sendo xm e xm−1 duas amostras adjacentes.

2.2.4.2 Modelo Autoregressivo (MAR)

Um modelo autoregressivo consiste em uma representação de determinado sinal

que depende apenas dos valores de saı́da armazenados anteriormente pelo sistema.

Em um modelo autoregressivo, o valor da variável em determinado instante ŷ(n), pode

ser estimado a partir do valor da variável em instantes anteriores y(n− 1), y(n− 2), ....

A diferença no número de coeficientes autoregressivos (AR), auxilia na distinção das

classes de movimentos, conforme exibido nas Figuras 2.6a e 2.6b.

(a) Superfı́cie AR com 3 coeficientes (b) Superfı́cie AR com 10 coeficientes

Figura 2.6: Superfı́cie AR - Grupo Isométrico (ANDRADE, 2000)

A equação 2.6 define o modelo autoregressivo (SOARES et al., 2003).

ŷ(n) =
M∑

m=1

am(n)y(n−m) + e(n) (2.6)

sendo ŷ o valor estimado no instante n, am o coeficiente autoregressivo (AR) de

ordem m, e(n) o erro estimado e M a ordem do modelo (número de coeficientes am).
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Uma estratégia para o cálculo dos coeficientes autoregressivo e do erro estimado é

apresentada a seguir (AKAY, 1994).

1. Inicialização dos coeficientes em 0.

2. Cálculo do valor estimado ŷ(n) do sinal de entrada y(n).

ŷ(n) =
M∑

m=1

am(n)y(n−m) (2.7)

3. Cálculo do erro estimado.

e(n) = y(n)− ŷ(n) (2.8)

4. Atualização dos coeficientes AR.

am(n+ 1) = am(n)− 2µe(n)y(n−m) (2.9)

sendo µ uma constante de convergência, normalmente representada por um pe-

queno valor positivo (da ordem de 10−3 ) (SOARES et al., 2003), (HEFFTNER; ZUC-

CHINI; JAROS, 1988).

2.3 Redes neurais aplicadas no reconhecimento de

padr ões biom édicos

A utilização de redes neurais em áreas como Engenharia, Medicina, e outras, tem

colaborado para resolução de problemas, no que tange o reconhecimento de padrões.

Devido a sua capacidade de generalização e alta eficiência na classificação, suas

aplicações vem crescendo dia após dia.

Vários autores tais como (MATTIOLI et al., 2011; HUANG et al., 2003; LI; SCHULTZ;

KUIKEN, 2010) analisaram a aplicação de redes neurais no reconhecimento de padrões

de movimentos de mão, enquanto (LAMOUNIER; LOPES; SOARES, 2012; HERLE et

al., 2008; SOARES et al., 2003) analisaram padrões de movimentos de braço.
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Existem diversos tipos de redes neurais tais como: LVQ, MLP dentre outras. Suas

arquiteturas sofrem uma leve variação no algoritmo de treinamento, e reconhecimento

de padrões, conforme descrito nas seções 2.3.1 e 2.3.2. Estas variações podem ser

o número de neurônios na camada entrada, na camada intermediária/oculta e na ca-

mada de saı́da. A fim de se obter uma melhor eficiência de cada rede, parâmetros

como alpha (taxa de aprendizado), decaimento da taxa de aprendizado, tolerância e

outros são ajustados, permitindo um melhor ajuste dos pesos da rede neural durante

a fase de treinamento, otimizando a classificação durante a fase de execução (FAU-

SETT, 1994).

Durante a fase de treinamento e execução de uma rede neural, informações como

tempo de treinamento e eficiência são facilmente mensuradas. Estas informações

permitem distinguir qual rede neural é mais indicada. A variação na quantidade de

padrões de treinamento2 apresentados a rede durante a fase de treinamento, faz com

que o tempo de treinamento seja elevado ou reduzido, por aumentar consideravel-

mente a quantidade de informações a serem processadas para ajustar os valores dos

pesos da rede neural. Na fase de execução, pode observar qual é a influência deste

aumento ou redução, observando-se a eficiência3 da rede neural. A capacidade de

generalização da rede pode ser observada neste momento, levando em consideração

a quantidade de padrões utilizados na fase de treinamento e a quantidade de padrões

reconhecidos corretamente. Se foi necessário utilizar poucos padrões para se obter

uma alta eficiência da rede, então pode-se afirmar que ela possui uma boa carac-

terı́stica generalizadora.

2.3.1 Rede LVQ

A arquitetura das redes neurais podem variar conforme dito anteriormente. No

caso em estudo, cada técnica de extração de caracterı́stica utilizada fará com que os

números de neurônios na camada de entrada variem, conforme exibido na Figura 2.7a

e 2.7b.

Os neurônios na camada entrada da Figura 2.7a terão como informação, cada uma

2Equivalente a cada vetor de caracterı́stica extraı́do para cada conjunto de amostras
3Determinada pela quantidade de padrões reconhecidos corretamente durante a fase de execução
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(a) TDF (b) MAR

Figura 2.7: Arquitetura LVQ para diferentes técnicas de extração

de caracterı́sticas

das caracterı́sticas da seção 2.2.4.1 que é fixo, pois, conforme os estudos realizados

por (MATTIOLI, 2012), não há diferença na performance da rede, se forem utilizadas

algumas caracterı́sticas isoladamente. Já na Figura 2.7b, o número de neurônios na

camada de entrada pode variar em: 3, 4, 6, 8 e 10, de acordo com a ordem do MAR

utilizado.

A rede LVQ possui uma técnica de aprendizado supervisionado, na qual as informa-

ções referentes a uma dada classe são usadas para se mover os pesos dos vetores

de referência, melhorando-se as regiões de decisão do classificador (HAYKIN, 1999).

Os vetores de entrada exibidos na Figura 2.7, serão apresentados à rede com suas

devidas classificações, um percentual será utilizado para inicializar os pesos da rede

na fase de treinamento e os demais na fase de execução. O processo de atualização

supervisionada dos pesos, inicia-se com com o cálculo da distância euclidiana entre

as classes. Após, é verificado qual das classes possui menor distância e aplicados os

critérios de atualização dos pesos descritos no Step 4 do algoritmo de treinamento da

(FAUSETT, 1994).

2.3.2 Rede MLP

A rede MLP é uma rede supervisionada, de maneira que a atualização dos seus

pesos está associada a uma validação. Sua arquitetura é basicamente dividida nas

três partes, conforme exibida Figura 2.8.
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(a) TDF (b) MAR

Figura 2.8: Arquitetura MLP para diferentes técnicas de extração

de caracterı́sticas

O número de neurônios na camada de entrada será variável para cada tipo de

técnica de extração de caracterı́stica utilizada, conforme descrito nas Figuras 2.8a e

2.8b. No entanto, diferentemente da rede LVQ, o número de neurônios na camada

de saı́da é fixo. A rede MLP pode possuir mais de uma camada intermediária e o

número de neurônios nesta camada é variável. O método de treinamento das redes

MLP consiste em um método de gradiente descendente, baseado na redução do erro

quadrático total da saı́da da rede (FAUSETT, 1994).

2.4 Realidade Virtual aplicada à medicina

O termo Realidade Virtual (RV) surgiu em meados dos anos 70 e pesquisadores

sentiram a necessidade de uma definição, para diferenciar as simulações computa-

cionais tradicionais dos mundos digitais que começavam a ser criados (COSTA; RI-

BEIRO, 2009). Kirner afirma que, a RV configura-se como uma interface avançada

de terceira geração para aplicações computacionais, na qual o usuário pode interagir,

em tempo real, a partir de um ambiente tridimensional sintético, utilizando dispositi-

vos multi sensoriais (COSTA; RIBEIRO, 2009). A RV também pode ser caracterizada

pela coexistência integrada de três ideias básicas: imersão, interação e envolvimento

(COSTA; RIBEIRO, 2009). Com o objetivo de tornar válido para usuário as sensações

fornecidas por este tripé, é que os sistemas de RV integram em suas arquiteturas,

sofisticados dispositivos tais como luvas de dados, capacetes imersivos, headphones

aumentando a imersão fornecida pelo ambiente virtual (AV) (COSTA; RIBEIRO, 2009).
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As técnicas de RV têm sido largamente utilizadas em sistemas de simulações,

ambientes de treinamento, medicina, educação dentre outros. Nas seções 2.4.1 e

2.4.2 serão apresentados alguns trabalhos na área de medicina.

2.4.1 Ambientes virtuais de treinamento

Ambientes virtuais de treinamento são largamente utilizados na área de medicina,

pois, em diversos casos se torna inviável realizar tais treinamentos, por razões finan-

ceiras ou éticas. No trabalho realizado por (KUTARNIA; PEDERSEN; YUAN, 2010), foi

desenvolvido um AV para simulação de ultrasom de diagnóstico de baixo custo, total-

mente adaptativo e interativo. De acordo com a posição do transdutor de movimento,

é exibido no AV uma imagem 2D sobre a área em análise, conforme exibido na Figura

2.9.

Figura 2.9: Descrição do ambiente virtuals de treinamento (KUTARNIA; PEDERSEN;

YUAN, 2010)

Outros trabalhos como realizado por (MATTIOLI et al., 2011; CAETANO et al.,

2012) são utilizados em pacientes, que sofreram a perda parcial ou total de membros

superiores, de maneira que os mesmos possam utilizar o AV de treinamento, visando
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a reabilitação dos movimentos através de uma prótese virtual, não expondo o paciente

a riscos e reduzindo o esforço mental necessário.

2.4.2 Ambientes virtuais para reabilitaç ão

O desenvolvimento de AV para reabilitação é uma das grandes aplicações de

técnicas de RV. No trabalho realizado por (VILLIGER et al., 2011), estas técnicas

foram utilizadas para reabilitar pacientes que sofreram uma lesão medular (LM), que

causa disfunção dos membros inferiores e dor neuropática associada. Por meio do

treinamento intensivo utilizando cenários em RV divertidos, os autores afirmam que é

possı́vel reformular redes corticais reduzindo a dor neuropática e melhorar a função

motora. A Figura 2.10 ilustra o primeiro sistema desenvolvido, que combina ações

de observação, execução e de endereçamento a função dos membros inferiores, bas-

tando para isto a utilização de sapatos de tamanho ajustável com sensores de movi-

mento integrado. Os pacientes submetidos a terapia relataram a melhora no bem-estar

fı́sico.

Figura 2.10: Cenário para várias funções dos membros inferiores (VILLIGER et al.,

2011)

Uma outra aplicação é o AV desenvolvido exibido pela Figura 2.11, com objetivo

de reabilitar pacientes com acidente vascular cerebral (AVC) e complexo sı́ndrome de

dor regional (CRPS) (FEINTUCH et al., 2009).
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Figura 2.11: Visualização do cenário no AV (FEINTUCH et al., 2009)

Devido aos estı́mulos fornecidos pela RV, desenvolveu-se um sistema baseado

em uma plataforma de captura de movimento que atualmente está voltado para o

tratamento da dor e comprometimento de membros superiores. O sistema emprega

algoritmos de processamento de imagem. O paciente se vê em uma tela dentro de

um ambiente virtual. O braço lesionado é substituı́do por um braço virtual, com o qual

o paciente pode interagir através da interface do sistema.

2.5 Consideraç ões finais

Este capı́tulo forneceu elucidações sobre fundamentações biomédicas tais como:

tipos de próteses, suas formas de controle, sinal EMG e diferentes maneiras de pro-

cessá-lo, redes neurais e fundamentações sobre RV assim como algumas aplicações

na área de medicina.

No próximo capı́tulo será apresentado um estudo de alguns trabalhos correlatos

ao estudo em questão.



Capı́tulo 3

Trabalhos Relacionados

3.1 Introduç ão

Com o intuito de encontrar trabalhos que auxiliem na fundamentação teórica rela-

cionada a sistemas de controle de próteses utilizando RV, foi realizado um estudo do

estado da arte procurando avaliar suas principais caracterı́sticas (técnicas de proces-

samento do sinal EMG e classificações de padrões EMG), assim como suas limitações

visando auxiliar no desenvolvimento de um ambiente de treinamento virtual que ofereça

maior confiabilidade.

3.1.1 Classificaç ão de sinais EMG no reconhecimento de movi-

mentos utilizando CANFM

O trabalho apresentado por (HUANG et al., 2003) introduz uma arquitetura que

visa reduzir principalmente o tempo de treinamento on-line e obter uma alta taxa de

classificação.

A arquitetura CANFM é composta por dois tipos de redes neurais: uma sem su-

pervisão que são os mapas auto organizaveis de Konohen, e uma camada de rede

supervisionada MLP. A rede SOM que utiliza o algoritmo k visinhos mais próximos,

baseia-se na distância (por exemplo, a distância euclidiana) que possui o mérito de

simplicidade. No entanto, a rede SOM não pode lidar com os recursos de complexi-

21
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dade, pois não existem técnicas de aprendizagem de máquina envolvidos. Além disso,

a rede MLP é mais robusta por ter maior capacidade de separabilidade dos padrões

não linearmente separáveis.

Com a arquitetura proposta na Figura 3.1, o autor visa reconhecer oito classes

diferentes de movimentos realizados do antebraço a baixo. Foram utilizados 3 canais

de coleta, um foi colocado no palmar longus, extensor dos dedos e flexor carpo e para

melhor distinguir as caracterı́sticas de cada movimento, foram adotadas as técnicas

MAR e HEMG (que é a extensão da ZC e WAMP) (HUANG et al., 2003).

O sistema de classificação proposto é detalhado na Figura 3.1, os módulos de

extração de caracterı́sticas e o CANFM estão encapsulados dentro do DSP chip TMS320C31

produzido pela Texas Instruments.

Figura 3.1: Diagrama de blocos do sistema de classificação de sinais EMG (HUANG

et al., 2003)

O sinal de cada canal de coleta é aplicado diretamente a um dos 3 conjuntos

de rede SOM, cada um com 13 entradas (9 coeficientes HEMG e 4 coeficientes AR)

responsáveis por realizar filtragem das informações. Posteriomente, a resposta final

de cada conjunto é aplicado a rede MLP, que possui 6 neurônios na camada de en-

trada, 8 neurônios na camada de saı́da e 10 neurônios na camada escondida. Suas

configurações de treinamento se baseiam no algoritmo de treinamento backpropaga-

tion, com taxa de aprendizado 0.6 e momentum1 0.9.

No primeiro teste realizado, foram utilizados 20 padrões de treinamento e 20 padrões

de execução. Nestas configurações alcançou-se 98,75% de eficiência geral para as 8

1Valor positivo entre 0 e 1 que auxilia na convergência da rede, reduzindo os efeitos dos mı́nimos

locais.



CAPÍTULO 3. TRABALHOS RELACIONADOS 23

classes de movimento.

Para cada movimento realizado, um feedback visual é fornecido ao usuário, con-

forme exibido na Figura 3.2, através do IV-Mão NTU (National Taiwan University) que

exibe ao usuário uma imagem em 2D do movimento reconhecimento pela CANFM.

Figura 3.2: Imagem real do DSP baseado na classificação EMG e IV-Mão NTU (HU-

ANG et al., 2003)

3.1.2 Controle de pr ótese virtual baseado em redes neurais para

classificaç ão de padr ões EMG

O objetivo do trabalho proposto por (SOARES et al., 2003) visa reduzir o grande

esforço mental dos pacientes, no estágio inicial de treinamento na utilização de uma

prótese de braço. A proposta é que seja utilizada uma prótese virtual, que será con-

trolada por meio dos sinais EMGs advindos dos músculos remanescentes daquele

paciente, que tenha sofrido a perda de um membro superior, como no caso em es-

tudo, um braço.

Para realizar a coleta dos sinais EMG, foram utilizadas dois tipos que contrações

musculares que são contração isométrica e contração isotônica.

Antes de realizar reconhecimento do movimento executado pelo paciente, foram
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adotadas algumas técnicas de processamento do sinal EMG, conforme descrito na

Figura 3.3. A janela de sinal é fixa em 200ms, o que equivale a um conjunto de

1000 amostras. Após determinado as fronteiras da janela, é realizada a extração das

caracterı́sticas utilizando o MAR. O valor atual de uma amostra de sinal EMG sempre

dependerá dos seus n valores anteriores, de acordo com a ordem do MAR. Neste

caso somente os coeficientes AR serão utilizados para alimentar a rede neural MLP.

Figura 3.3: Arquitetura do sistema (SOARES et al., 2003)

A rede neural MLP foi implementada com algoritmo de treinamento backpropaga-

tion e momentum igual a 0. A parametrização da rede MLP é de: taxa de aprendizado

igual a 0.01, função sigmoidal binária, quatro neurônios na camada de saı́da, oitenta

neurônios na camada oculta e o número de neurônios na camada de entrada pode

variar em 3, 4, 6, 8 e 10, de acordo com a ordem do MAR utilizado. Tendo-se clas-

sificado os coeficientes apresentados a rede neural MLP, será enviado via socket um

sinal ao AV criado em VRML, que reproduz exatamente o movimento classificado pela

rede (SOARES et al., 2003).

Finalmente, utilizando 25 padrões de movimento na fase de treinamento para cada

movimento (flexão/extensão de cotovelo e pronação/supinação pulso) e 25 padrões de

movimento de cada na fase de execução, alcançou-se 100% de eficiência para todos

os movimento com MAR de ordem 10. A Figura 3.4 exibe a arquitetura que oferece

um feedback visual ao paciente.
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Figura 3.4: (a) Arquitetura do sistema de controle; (b) Paciente virtual (SOARES et

al., 2003)

3.1.3 Classificaç ão de sinais EMG utilizando caracterı́sticas no

domı́nio do tempo

No mesmo sentido do trabalho anterior, (HERLE et al., 2008) propôs o desenvol-

vimento de uma arquitetura, conforme exibido na Figura 3.5, que utiliza um número

reduzido de caracterı́sticas no domı́nio do tempo (TDF) que são apresentados a rede

MLP, com dupla camada de neurônios na camada escondida, a fim de se obter uma

melhor resposta em menor tempo no reconhecimento de movimentos de braço.

Figura 3.5: Arquitetura do sistema. (HERLE et al., 2008)

A coleta dos sinais sEMG foi realizada por meio de dois canais, um posicionado na

musculatura dos bı́ceps a 50 milı́metros do cotovelo e o outro no trı́ceps. Com isto, foi

possı́vel coletar uma série de repetições dos seguintes movimentos (flexão e extensão

de braço, pronação/supinação de antebraço) dos indivı́duos em estudo. A taxa de

amostragem durante a coleta dos sinais EMG é de 1000 amostras por segundo. Cada

janela de movimento possui apenas 200 amostras e cada janela é segmentada em 5
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conjuntos com 40 amostras, os quais são extraı́das as caracterı́sticas determinadas

por (HUDGINS; PARKER; SCOTT, 1993) que serão apresentadas a rede neural para

classificação.

A rede MLP com retroalimentação de erros foi implementada com 10 neurônios

na camada de entrada. São apresentados por vez um total de 10 caracterı́sticas no

domı́nio do tempo, sendo as 5 caracterı́sticas extraı́das dos segmentos de cada canal,

10 neurônios em cada camada oculta e 4 neurônios na camada de saı́da. A função

utilizada foi a segmoidal binária.

Figura 3.6: Prótese virtual. (HERLE et al., 2008)

O simulador da prótese virtual, não foi implementado para ser utilizado em tempo

real. Após realizado a coleta dos movimentos, estes são previamente armazena-

dos em arquivos, de maneira que através das opções fornecidas pela interface com

usuário, ele possa selecionar um dos movimentos previamente salvos, para que o sis-

tema classifique e reproduza corretamente o movimento. Através das técnicas esta-

belecidas por (HERLE et al., 2008), utilizando-se 94% do total de padrões gerados na

fase de treinamento da rede e o restante na fase de execução, alcançou-se 96,97%

de eficiência na classificação dos padrões com tempo de treinamento menor que 1

minuto.
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3.1.4 Classificaç ão de sinais EMG utilizando rede LVQ para

controle de pr óteses virtuais

Como sistemas de treinamento baseado em computação, tem sido largamente

estudado no campo da reabilitação (MATTIOLI et al., 2011) apresentam a proposta do

desenvolvimento de uma arquitetura, capaz de suportar um ambiente de treinamento

virtual utilizando técnicas de RV, para reabilitar pacientes que tenham sofrido a perda

de membros superiores, como no caso em estudo, uma mão.

A arquitetura da proposta tem uma similaridade com algumas técnicas utilizadas

no trabalho realizado por Herle et al. na seção 3.1.3, no que se refere a técnicas de

extração de caracterı́sticas utilizadas e segmentação da janela. A Figura 3.7 descreve

em um nı́vel mais alto, a arquitetura proposta pelo mesmo.

Figura 3.7: Protótipo da arquitetura (MATTIOLI et al., 2011)

No bloco data acquisition que é arquiteturalmente um client socket, ou seja, um

provedor dos sinais EMG advindos das contrações isométricas dos movimentos re-

alizados pelo paciente, serão enviados posteriormente para o server socket, que é

composto por um conjunto de processos responsáveis por realizar processamento do

sinal. Dentro do bloco processing, primeiramente é realizado um janelamento au-

tomático do sinal utilizando o detector de bordas implementado por (PERETTA, 2010).



CAPÍTULO 3. TRABALHOS RELACIONADOS 28

As amostras que compõem esta janela são encaminhadas ao bloco feature extraction,

onde é segmentada em grupos de 40 amostras cada, análogo ao processo realizado

por (HERLE et al., 2008). A cada um destes segmentos, é aplicada a técnica de

extração de caracterı́sticas utilizada no trabalho da seção 3.1.3, que são por sua vez

armazenadas em arquivos de dados, para utilização futura, e apresentados a rede LVQ

para reconhecimento do movimento realizado. Posteriormente será encaminhado ao

AV um sinal para engatilhar a animação correta, fornecendo ao paciente um feedback

visual em tempo real do movimento realizado ou selecionado.

Através das técnicas utilizadas por (MATTIOLI et al., 2011), foi possı́vel utilizando-

se apenas 72% do total de padrões de movimentos gerados na fase de treinamento e o

restante, 28% na fase de execução, alcançar uma eficiência de 97% na classificação

correta dos movimentos realizados, com menos de 1 segundo de treinamento. Isto

garante um bom feedback visual ao usuário em tempo real através da interface gráfica

proposta na Figura 3.8.

Figura 3.8: Sistema de interface gráfica proposta (MATTIOLI et al., 2011)

3.2 Consideraç ões finais

Nos trabalhos realizados nas seções 3.1.1, 3.1.2, 3.1.3 e 3.1.4 procurou-se eviden-

ciar quais movimentos de prótese abordados, as técnicas utilizadas no processamento

do sinal EMG, arquitetura, redes neurais utilizadas e suas configurações, percentuais

de padrões de movimentos utilizados, tanto na fase de treinamento quanto execução
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da rede neural, a fim de se obter cada uma das eficiências alcançadas, além da quan-

tidade de tempo de treinamento durante os testes realizados.

A Tabela 3.1 demonstra um comparativo entre os trabalhos analisados.

Tabela 3.1: Caracterı́sticas analisadas nos trabalhos relacionados
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aç

o

Ja
ne

la
m

en
to

di
n

âm
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(HUANG et al., 2003)

(SOARES et al., 2003)

(HERLE et al., 2008)

(MATTIOLI et al., 2011)

Através da Tabela 3.1 pode-se perceber que em nenhum dos trabalhos apresen-

tados, foi abordado o desenvolvimento de um AV, que permita a reabilitação do pa-

ciente durante o treinamento de movimentos de mão e braço ao mesmo tempo. Na

maioria dos trabalhos optou-se, por utilizar a rede MLP com backpropagation no reco-

nhecimento de padrões de sinais EMG, além de ter-se utilizado em dois trabalhos as

técnicas de processamento no domı́nio do tempo (TDF) e em outros dois as técnicas

de processamento baseadas no modelo autoregressivo (MAR).

No capı́tulo subsequente será determinada a especificação do sistema, com o qual

será possı́vel avaliar, quais das combinações citadas na Tabela 3.1 oferecerá melhor

eficiência e confiabilidade no controle de próteses virtuais para membros superiores.



Capı́tulo 4

Especificaç ão do sistema proposto

4.1 Introduç ão

Neste capı́tulo, são discutidos os principais requisitos do sistema desenvolvido no

presente trabalho. Primeiramente são apresentados os requisitos funcionais (funcio-

nalidades) e não funcionais (requisitos de desempenho e resposta) do sistema pro-

posto. Em seguida, são apresentados os principais requisitos de performance em

tempo real. Ao final do capı́tulo, são apresentados os diagramas de caso de uso e

classes referentes ao sistema em desenvolvimento.

4.2 Requisitos funcionais

Os principais requisitos de um sistema em RV para o treinamento de usuários de

próteses envolvem a correta classificação dos movimentos realizados pela prótese, a

configuração dos parâmetros do classificador e o controle do AV de treinamento.

4.2.1 Configuraç ão dos par âmetros do classificador LVQ

Com o objetivo de melhorar a performance do classificador, o sistema deve possuir

uma interface que permita a configuração dos diversos parâmetros do mesmo. Os

parâmetros considerados neste trabalho são:

30
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• Taxa de aprendizagem (alpha);

• Decaimento da taxa de aprendizagem (dec alpha);

• Número de unidades de classificação (n output units);

• Número de classes (n classes);

• Tolerância (tolerance);

A definição de cada um destes parâmetros será apresentada na seção 5.3.2 e sua

influência será discutida na seção de resultados.

4.2.2 Configuraç ão dos par âmetros do classificador MLP

Com o objetivo de melhorar a performance do classificador, o sistema deve possuir

uma interface que permita a configuração dos diversos parâmetros do mesmo. Os

parâmetros considerados neste trabalho são:

• Taxa de aprendizagem (alpha);

• Número de neurônios na camada oculta (n hidden neurons);

• Tolerância (tolerance);

A definição de cada um destes parâmetros será apresentado na seção 5.3.2 e sua

influência será discutida na seção de resultados.

4.2.3 Teste do classificador

Para que o usuário possa testar o classificador, o sistema deve possibilitar que um

sinal de teste seja processado e classificado pelo sistema. É desejável ainda que o

sistema realize a classificação de diversos sinais, procedendo posteriormente a uma

avaliação estatı́stica dos resultados obtidos nesta classificação.
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4.2.4 Controle do ambiente virtual

O AV desempenha um importante papel no contexto da aplicação proposta. É o

AV que atuará como canal de comunicação entre o sistema e o paciente, fornecendo

o feedback visual necessário para o treinamento deste. Assim sendo, deve ser conce-

bida uma arquitetura que possibilite a manipulação de uma prótese virtual a partir dos

movimentos detectados pelo classificador.

4.3 Requisitos n ão funcionais

Os principais requisitos não funcionais do sistema em questão, estão relacionados

à performance de classificação dos movimentos abordados, à resposta em tempo real

do sistema e à qualidade da simulação realizada.

4.3.1 Classificaç ão dos movimentos

Um dos objetivos principais deste trabalho está na comparação entre a aplicação

de diferentes classificadores e técnicas de processamento do sinal EMG, a fim de que

se tenha uma melhor eficiência no reconhecimento dos padrões de movimentos reali-

zados pelos pacientes. Machover (MACHOVER; TICE, 1994) afirma que os sistemas

de RV precisam fornecer uma reação de forma coerente aos movimentos do usuário,

tornando a experiência consistente. Sendo assim, é necessário que o classificador

tenha a menor margem de erro possı́vel aumentando a eficiência no feedback visual

fornecido pelo AV. Nos trabalhos realizados por (HUANG et al., 2003; SOARES et

al., 2003; HERLE et al., 2008; MATTIOLI et al., 2011) a margem de erro foi de mais

ou menos 4% na classificação correta dos padrões. Por esta razão, neste trabalho

espera-se que a margem de erro possa ser menor que os demais trabalhos realiza-

dos. Os detalhes a respeito dos percentuais de classificação alcançado neste trabalho

serão discutidas no capı́tulo resultados.
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4.3.2 Tempo de resposta

Baseado no trabalho realizado por (CHU; MOON; MUN, 2006), o tempo de res-

posta de um sistema de controle para próteses mioelétricas de mão não deve ul-

trapassar 300ms. Tendo em vista as diferentes técnicas e classificadores utilizados

neste trabalho, foi verificado que em nenhum dos casos, o tempo de resposta entre

a classificação e a resposta da prótese virtual foi maior que o limite, estabelecido por

(CHU; MOON; MUN, 2006).

4.3.3 Simulaç ão realı́stica

Conforme as citações realizadas na seção 2.4 é necessário que o AV que faz

uso das técnicas de RV, permita que o usuário possa interagir e se sentir imerso no

ambiente. Os diversos trabalhos apontados deixam claro que a utilização de técnicas

de RV auxiliam e muito na reabilitação do paciente. Por esta razão o sistema proposto

neste trabalho, deve favorecer ao usuário uma fácil interação com sistema, de maneira

que ele não venha a abandonar o treinamento nas fases preliminares. Nos trabalhos

realizados por (MATTIOLI et al., 2011; HERLE et al., 2008), fica claro e evidente,

a importância da eficiência que o sistema para que o paciente não venha a optar

pela utilização de uma prótese passiva, devido as limitações encontradas durante o

treinamento para utilização de uma prótese ativa.

4.4 Requisitos de performance em tempo real

O tempo de resposta do movimento realizado pelo paciente, será determinado

pela eficiência entre os processos desde a coleta de dados até a classificação do

movimento realizado, pois, após esta etapa será enviado para o AV um sinal que de-

terminará qual animação de movimento será realizado. Isto deve ocorrer de maneira

que os requisitos temporais (resposta em tempo real) estejam dentro de um limite

aceitável. Isto dependerá da eficiência do sistema de aquisição de dados e o algo-

ritmo de janelamento utilizado, que determinará quais serão os intervalos de dados

que possuem informações relevantes para a classificação do sinal, excluindo assim
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os ruı́dos. O sistema deverá ser capaz de classificar e reconhecer com eficiência

7 diferentes movimentos tais como flexão/ extensão de punho, fechamento de mão,

pronação/supinação de ante-braço e flexão/extensão de braço.

4.4.1 Aquisiç ão dos dados

Para realizar o controle de próteses EMG é necessário possuir um sistema que

monitore constantemente o estado dos músculos que participam dos movimentos de-

sejados. Sendo assim, se faz necessário que a aplicação que irá simular uma prótese,

tenha a capacidade de capturar estas informações e salvá-las em disco, a fim de que

possam ser processados e discriminados pelo classificador. Este sistema de arma-

zenamento de dados será utilizado como interface entre o sistema de aquisição e o

sistema de classificação.

4.4.2 Janelamento dos sinais

O algoritmo para janelamento de sinais é uma das partes mais importantes em um

sistema, por ser responsável em discriminar qual parte do sinal é significativa e rele-

vante para a classificação do movimento, e qual parte é ruı́do. Este processo afeta di-

retamente a classificação do sinal, pois, se não for corretamente configurado, pode re-

alizar o corte em parte da atividade muscular que seria importante na classificação do

sinal ou até mesmo, inserir muitos ruı́dos dentro de uma janela, aumentando a quanti-

dade de informação a ser processada tornando o tempo de processamento longo, não

respondendo aos critérios temporais estabelecidos entre a realização do movimento e

a resposta da prótese.

4.5 Diagramas de caso de uso

Nesta seção são apresentados os principais casos de uso do sistema desenvol-

vido.
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4.5.1 Tratamento dos dados

O caso de uso exibido pela Figura 4.1 descreve todas as ações que o usuário deve

realizar no tratamento dos arquivos de dados tais como:

Figura 4.1: Caso de uso: Tratamento de dados

1. Formatar os arquivos de dados: Por meio desta ação o usuário pode executar

uma automação (script) capaz de analisar cada um dos arquivos de dados for-

necidos pelo eletromiógrafo e extrair dos mesmos apenas o valor de amplitude

do sinal EMG.

As Figuras 4.2a e 4.2c exibem os arquivos na sua forma original. As Figuras 4.2b

e 4.2d exibem os arquivos já formatados. Observe que cada linha do arquivo

contém uma amostra sinal EMG já normalizada.

2. Filtrar os arquivos de dados: O objetivo desta ação é fornecer ao usuário uma

ferramenta que seja capaz de filtrar as amostras de sinais contidas em cada

arquivo, separando as amostras de sinais EMG em janelas (intervalos de dados)

que contenham somente as informações relevantes do arquivo, excluindos os

possı́veis ruı́dos. O algoritmo utilizado para implementar o filtro de detecção

automática de borda de inı́cio e fim de um movimento, ou seja, uma janela e

segmentá-la será apresentado na seção 5.5.1.

3. Extrair as caracterı́sticas dos arquivos de dados: A fim de reduzir a quantidade

de informações advindas de cada segmento que contém um conjunto de amos-
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(a) Original (b) Formatado (c) Original (d) Formatado

Figura 4.2: Formatação de arquivos de mão ( 4.2a, 4.2b) e braço (4.2c, 4.2d )

tras de sinais EMG, foi implementado um módulo capaz de realizar a extração

das caracterı́sticas mais importantes, reduzindo o tempo de processamento e oti-

mizando a performance do classificador. O módulo implementado extrai e salva

em arquivos os vetores com as caracterı́sticas exibidas pelas Figuras 4.3a e 4.3b.

Cada vetor de caracterı́stica contendo um conjunto determinado de informações

extraı́das, pode ser denominado como um padrão de treinamento.

(a) Caracterı́sticas domı́nio do tempo (b) Coeficientes AR de um MAR de 3a ordem

Figura 4.3: Exemplos de arquivos com vetores de caracterı́sticas

Sendo assim, por meio da Figura 4.3a pode-se observar que foram extraı́dos 6

vetores de caracterı́sticas que equivalem a 6 padrões de treinamento.
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4. Plotar os arquivos de dados: Cada um dos sinais armazenados em disco deverá

estar associado com seu devido gráfico, que deverá ser plotado e armazenado

em disco.

4.5.2 Configuraç ão/teste do classificador

O caso de uso exibido pela Figura 4.4 descreve todas as opções de interações que

o usuário poderá realizar através da GUI do sistema implementado.

Figura 4.4: Caso de uso: Configuração/teste do classificador

1. Selecionar o classificador: O usuário deve escolher uma das redes neurais (LVQ

ou MLP) para utilização do sistema.

2. Selecionar técnica de extração de caracterı́stica: O usuário deve escolher umas

das técnicas de extração de caracterı́sticas (TDF ou MAR) a ser utilizada.

3. Configurar o classificador: O usuário deve configurar os parâmetros do classifi-

cador apresentados na seção 4.2.1 e 4.2.2, respeitando seus limites.

4. Treinar o classificador: O usuário deve treinar a rede neural utilizando uma das

bases de padrões de treinamento armazenadas em disco.

5. Classificar o sinal armazenado: O usuário pode selecionar um dos padrões de

treinamento armazenados em disco, para testar a eficiência da classificação da

rede neural.
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6. Testar a performance do classificador: O usuário pode desejar que seja reali-

zado a avaliação de performance da rede, quanto a classificação de um conjunto

de padrões de treinamento armazenados em disco. Para isto, cada padrão es-

tará acompanhado de sua classificação correta, e no fim, o sistema exibirá um

relatório geral sobre a eficiência do classificador para todos os padrões selecio-

nados.

4.5.3 Processamento em tempo real

O caso de uso exibido pela Figura 4.5 descreve todas as ações que o usuário

deverá realizar para visualizar a resposta do sistema em tempo real.

Figura 4.5: Caso de uso: Processamento em tempo real

1. Carregar simulação em tempo real: Para que o sistema realize a classificação

em tempo real de um movimento, o usuário, deve carregar o sistema com um

dos arquivos armazenados em disco. Com isto, as amostras serão enviadas

periodicamente ao sistema classificador, com a frequência utilizada durante a

coleta das informações por meio do eletromiógrafo.

2. Visualizar resposta em tempo real: Uma vez recebido as amostras, o sistema

classificador retornará qual é a classificação para aquele conjunto de amostra

recebido, e este retorno será enviado ao AV que irá reproduzir o movimento

informado, oferecendo ao paciente um feedback visual.
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4.6 Diagramas de classes

Com base nos requisitos apresentados nas seções anteriores, foram estabeleci-

dos os diagramas de classes exibidos na Figura 4.6 para o trabalho desenvolvido.

Figura 4.6: Diagrama de classes

Todos os métodos definidos dentro de cada classe, são acionados durante a

execução das ações realizadas pelo usuário durante a simulação em tempo real, prin-

cipalmente os métodos dos módulos Producer , FeatureExtractor , Classification e

VirtualProthesis . Os métodos dos três primeiros módulos são associados a Threads
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e toda classificação realizada gerará um sinal de controle que será interpretado pelo

móduloVirtualProthesis .

Durante este processo é estabelecida uma conexão entre server socket e o client

socket, onde um arquivo de dado é selecionado e suas amostras são enviadas a

uma dada frequência para o lado servidor. A Thread Producer recebe as amostras

que são armazenadas em um buffer e posteriormente janeladas através do método

test data implementado. Estas janelas de amostras são armazenadas no data buffer

a Thread FeatureExtractor primeiramente segmenta a janela, por meio do método

(segment signal), após, é aplicado uma das técnicas de extração de caracterı́sticas

por meio dos métodos (get features vectors ou get features vectorsAR) e armazenado

no feature buffer. A Thread Classification executa um dos classificadores ( LVQ ou

MLP) que receberá um feature buffer que será classificado conforme as configurações

e parâmetros estabelecidos previamente. A cada classificação realizada é enviada

ao módulo VirtualProthesis um sinal de controle responsável por engatilhar um dos

métodos no AV, responsável por executar a animação respectiva.

Os arquivos contendo os padrões de treinamento, ou seja, as features extraı́das,

são armazenadas em arquivos de dados, pois, o módulo GUI que ilustra todas as

operações e eventos que podem ser realizados através da interface com usuário, uti-

lizará estes arquivos para executar todas as ações com exceções dos requisitos esta-

belecidos para tempo real.

4.7 Consideraç ões finais

Neste capı́tulo foi apresentada a especificação do sistema desenvolvido, con-

tendo seus principais requisitos. No próximo capı́tulo, serão apresentados detalhes

da implementação assim como um refinamento da especificação inicial.



Capı́tulo 5

Detalhes de Implementaç ão

5.1 Introduç ão

Neste capı́tulo são apresentados os detalhes sobre a implementação do sistema

e sua plataforma de desenvolvimento, assim como, a arquitetura estabelecida exibida

na Figura 5.1 baseado nos requisitos estabelecidos no capı́tulo anterior:

• Sistema operacional: Ubuntu Linux, 10.04 (kernel) 2.6.32-38.

• Hardware: Processador Intel R© CoreTM 2 Quad 2.6GHz; 2GB de memória RAM.

• Linguagem de programação: Python 2.6.5, GTK 2.20.1-0.

• Ambiente de modelagem: Blender 2.49b.

Figura 5.1: Arquitetura em nı́vel superior

41
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O primeiro bloco “Coleta de dados”, realiza a aquisição dos sinais EMG advin-

dos das contrações musculares realizadas e estas amostras podem ser enviadas via

socket para uma simulação de tempo real ou lidas diretamente por meio da interface

gráfica.

No segundo bloco “Processamento”, a primeira fase a ser realizada é “Aquisiç ão

de amostras” que aplicará a cada uma das amostras recebidas o operador (TEO)

que é um método de janelamento dinâmico utilizado por Peretta (PERETTA, 2010) e

Mattioli (MATTIOLI et al., 2011). Na segunda fase “Extraç ão das caracterı́sticas” ,

cada janela recebida será segmentada, e para cada segmento recebido será realizada

a extração de caracterı́sticas. Na terceira fase “Classificaç ão das caracterı́sticas”

cada vetor de caracterı́stica recebido será classificado por um dos classificadores im-

plementados.

Finalmente no terceiro bloco “Animação”, cada classificação realizada pelas redes

neurais, será enviada via pipeline para o Blender3DTM que executará a animação

respectiva.

Nas próximas seções serão comentados os detalhes de implementação para cada

um dos blocos realizados.

5.2 Aquisiç ão de sinais

Para avaliar as técnicas de pré-processamento, extração de caracterı́sticas e re-

conhecimento de padrões adotadas neste trabalho, foram utilizadas duas bases de

dados distintas:

1. A base de dados com movimentos de mão, utilizada por (MATTIOLI et al., 2010,

2011) foi fornecida pelo laboratório de Engenharia Biomédica da Universidade

Federal de Uberlândia 1 por meio do sistema de aquisição neuropack MEB-2200

(KOHDEN, 2011). A base de dados aborda os seguintes movimentos: flexão, ex-

tensão e pronação do pulso e flexão dos dedos com as seguintes caracterı́sticas:

• Cinco repetições para cada classe de movimento;
1http://www.biolab.ufu.br
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• Foram coletados sinais EMG de três indivı́duos diferentes com um total de

60 movimentos;

2. A base de dados com movimentos de braço, utilizada por (NOGUEIRA, 2007;

SOARES et al., 2003) aborda os seguintes movimentos: flexão, extensão de

cotovelo e pronação/supinação de antebraço com as seguintes caracterı́sticas:

• Cinquenta repetições para cada classe de movimento;

• Os sinais EMG foram coletados de um único indivı́duo com um total de 200

movimentos;

Cada base de dado foi coletada utilizando-se apenas um par de eletrodos, no

entanto, suas caracterı́sticas de coleta são diferentes, conforme descritas abaixo:

1. Movimentos de mão:

• Tipo de contração muscular: Isométrica;

• Músculo flexor radial do carpo;

• Frequência de corte inferior: 20Hz;

• Frequência de corte superior: 10KHz;

• Frequência de amostragem: 2KHz;

2. Movimentos de braço:

• Tipo de contração muscular: Isométrica e Isotônica;

• Músculos: cabeça curta do bı́ceps (braquial) e cabeça longa do bı́ceps (bra-

quial);

• Frequência de amostra: 5KHz;

• Frequência de Nyquist: 1KHz;

5.3 Classificador de sinais

Com intuito de avaliar qual classificador possui melhor eficiência e menor tempo

de treinamento na classificação dos padrões de sinais EMG, foram implementados
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os classificadores LVQ e MLP (FAUSETT, 1994). Nesta seção são apresentados os

detalhes sobre a implementação de ambos classificadores. Os resultados advindos

da utilização de ambos classificadores serão apresentados no Capı́tulo 6.

5.3.1 Arquitetura da LVQ e MLP

Conforme explicado na seção 2.3 ambas redes neurais possuem diferentes arqui-

teturas, o que normalmente implicará em variações, tanto na maneira como a rede

neural classificará cada padrão de treinamento apresentado, quanto na maneira como

será realizado seu treinamento e no tempo de treinamento realizado.

Nas seções 5.3.3.1 e 5.3.3.2 são detalhadas informações sobre algoritmos de trei-

namento de cada rede neural.

5.3.2 Configuraç ão do classificador

Por meio da integração da interface com Blender3DTM exibida pela Figura 5.2, o

paciente visualizará em tempo real, cada feedback visual do sinal processado pelo

sistema. A interface se divide basicamente em 5 sessões distintas. Por meio destas

seções o usuário definirá quais os parâmetros e quais operações do sistema serão

utilizadas são elas:

Figura 5.2: Interface entre o AV e configurações do classificador
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1. Seção Configuration : Configuração dos parâmetros inerentes a cada rede neu-

ral tais como:

• Taxa de aprendizado (Alpha);

• Decaimento da taxa de aprendizado (Dec. alpha);

• Tolerância;

• Número de clusters;

• Número de classes;

• Ordem do AR;

• Constante de convergência;

• Número de neurônios na camada escondida;

2. Seção Training patterns : Permite a seleção de indivı́duos, rede neural e técnica

de extração de caracterı́sticas conforme descrito abaixo:

• Subjects: são quatro bases de dados distintas, ou seja, os sinais foram

coletados de quatro indivı́duos diferentes;

• LVQ: Seleção de um dos dois classificadores implementados (LVQ ou MLP);

• AR: Seleção de uma das duas técnicas de extração de caracterı́sticas im-

plementadas (TDF e AR);

(a) Utilizando TDF

(b) Utilizando MAR

Figura 5.3: Opções de configurações da rede LVQ
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Antes de realizar qualquer operação existente na interface gráfica, deve-se pri-

meiramente configurar os parâmetros existentes nas seções anteriores. As Fi-

guras 5.3a e 5.3b exibem quais parâmetros podem ser modificados para a rede

LVQ.

As Figuras 5.4a e 5.4b exibem os parâmetros para configuração da rede MLP.

(a) Utilizando TDF

(b) Utilizando MAR

Figura 5.4: Opções de configurações da rede MLP

A Figura 5.5 exibe as operações existentes dentro das seções Control, Open

signal e Console detalhadas mais abaixo.

Figura 5.5: Configurações de controle do classificador

3. Seção Control : Seleção das possı́veis ações que o usuário poderá executar:
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• Start training: Inicialização do treinamento da rede selecionada de acordo

com os parâmetros determinados;

• Test run: Execução de um teste estatı́stico de acordo com a base de dados

e parâmetros selecionados;

• Statistical test: Execução de testes estatı́sticos para todos os padrões de

treinamento da base selecionada, variando-se cada um dos parâmetros

dentro da seção Configuration.

• Clear: Limpa todas as configurações realizadas na interface;

4. Seção Open signal : Permite selecionar um dos sinais armazenados em disco

para testar a rede;

• Run: Executa o teste do movimento selecionado na base de dados;

5. Seção Console : Permite ao usuário, visualizar o status das operações /informações

realizadas através da interface;

5.3.3 Algoritmo de treinamento LVQ e MLP

Nesta seção são abordados os detalhes sobre a implementação dos algoritmos

de treinamento, critérios de inicialização dos pesos, função de ativação (para a rede

MLP) e quais os critérios de parada adotadas para ambas as redes.

Uma caracterı́stica comum a cada algoritmo de treinamento é que será sempre

gravado um arquivo de texto, contendo as atualizações realizadas nos pesos durante o

treinamento da rede para ser reutilizado, caso se mantenha as mesmas configurações

de rede.

5.3.3.1 Algoritmo de treinamento LVQ

Algumas caracterı́sticas relacionadas à arquitetura da rede LVQ já foram previa-

mente discutidas na seção 2.3.1. Seguem os detalhes de implementação na ordem

mencionada na seção anterior.
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1. Passo 0: Inicializaç ão dos pesos

• Inicializa-se os pesos (Wj) de acordo com as diretivas discutidas (FAUSETT,

1994);

• Determine qual o valor da taxa de aprendizado;

2. Passo 1: Enquanto a condiç ão de parada for falsa

• Execute os passos de 2-6;

3. Passo 2: Para padr ão do vetor de entrada

• Execute os passos de 3-5;

4. Passo 3: Para cada J, calcule:

Dj =
∑

i

(Wij −Xi)
2 (5.1)

Encontre o ı́ndice no qual Dj é mı́nimo.

5. Passo 4: Crit érios de atualizaç ão dos pesos

• Se T = Cj faça :

Aproxima o peso:

Wj(Novo) = Wj(Anterior) + α[Xi −Wj(Anterior)] (5.2)

• Se T =!Cj faça :

Repele o peso:

Wj(Novo) = Wj(Anterior)− α[Xi −Wj(Anterior)] (5.3)

6. Passo 5: Reduç ão do valor da taxa de aprendizado

7. Passo 6: Testar a condiç ão de parada
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Pode-se observar que matematicamente, ao contrário do algoritmo de treinamento

da rede MLP descrita na próxima seção, o algoritmo de treinamento da rede LVQ é

simples. Por se tratar apenas do cálculo da distância euclidiana entre os vetores de

entrada.

Baseado no trabalho realizado por (HERLE et al., 2008), os padrões de treina-

mento selecionados para inicializar os pesos da rede foram selecionados aleatoria-

mente. É importante ressaltar que os padrões de movimento utilizados no treinamento

não serão utilizados posteriormente durante a fase de execução.

O critério de parada estabelecido é baseado em um limite inferior para a taxa de

aprendizado, uma vez que a taxa de aprendizado é reduzida a cada ciclo de treina-

mento. Sendo assim, os ciclos de treinamento serão interrompidos quando o valor da

taxa de aprendizado for menor que o valor de tolerância estabelecido anteriormente.

Todas as informações sobre os resultados alcançados, variando-se os parâmetros

da rede para as diversas classes de movimento, serão discutidas no Capı́tulo 6.

5.3.3.2 Algoritmo de treinamento MLP

Assim como na rede LVQ, algumas caracterı́sticas relacionadas à arquitetura da

rede MLP já foram discutidas anteriormente na seção 2.3.2. Seguem todos os deta-

lhes de implementação de acordo com a ordem estabelecida no inı́cio desta seção.

1. Passo 0: Inicializaç ão dos pesos .

• Foi utilizado o algoritmo de Nguyen-Widrow para inicializar os pesos da

rede, conforme descrito na (FAUSETT, 1994).

2. Passo 1: Enquanto a condiç ão de parada for falsa, execute os passos 2-9 .

3. Passo 2: Para cada padr ão de treinamento, execute os passos 3-8 .

• FeedFoward:

4. Passo 3: Para vetor de entrada recebido, distribuir cada ele mento contido

(Xi, i = 1, ...n), para cada unidade na camada escondida
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5. Passo 4: Para cada unidade na camada escondida ( Zj , j = 1, ...p), calcular o

somat ório das entradas lı́quidas.

zinj =
n∑

i=1

Xi.vij + v0j (5.4)

• Para cada valor de zinj calculado, aplicar a função de ativação e enviar este

sinal para as unidades na camada de saı́da:

zj = f(zinj) (5.5)

6. Passo 5: Para cada unidade da camada de saı́da ( Yk, k = 1, ...m), calcular o

somat ório das entradas lı́quidas:

yink =

p∑

j=1

zj.wjk + w0k (5.6)

• Para cada valor de yink calculado, aplicar a função de ativação e calcular

seu sinal de saı́da.

yk = f(yink) (5.7)

Retropropagação do erro:

7. Passo 6: Para cada unidade da camada de saı́da ( Yk, k = 1, ...m) recebe um

padr ão alvo ( tk) correspondente ao padr ão de treinamento, calcula o termo

de informaç ão do erro:

δk = (tk − yk).f
′(yink) (5.8)

• Para cada valor de δk determinado, calcula-se ∆wjk para a correção dos

pesos e envia δk para as unidades da camada escondida:

δwjk = αδkzj (5.9)
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8. Passo 7: Para cada unidade da camada escondida ( Zj , j = 1, ...p), calcula-se

a soma das entradas “delta”( δinj) recebido da camada de saı́da :

δinj =
m∑

k=1

δk.wjk, (5.10)

• A seguir, calcula-se o valor da informação do erro (δj) e o vetor de correção

dos pesos (δvij):

δj = δinj.f
′(zinj (5.11)

δvij = α.δj .Xi (5.12)

Atualização dos pesos:

9. Passo 8: Para cada unidade da camada de saı́da ( Yk, k = 1, ...m) atualiza-se

(j = 0, ...p):

• wjk(novo) = wjk(antigo) + ∆wjk;

• Para cada unidade da camada de escondida (Zj, j = 1, ...p) atualiza-se (i =

0, ...n):

• vij(novo) = vij(antigo) + ∆vij;

10. Passo 9: Testar a condiç ão de parada

Baseado no trabalho realizado por (HERLE et al., 2008), os padrões de treina-

mento selecionados para inicializar os pesos da rede, foram selecionados aleatoria-

mente. Visando a redução no tempo de treinamento foi utilizada a inicialização dos

pesos de Nguyen-Widrow (ANDRADE, 2000). Após alguns testes iniciais foi verificado

que a rede necessitava de muitos ciclos para convergir. Sendo assim, foi implemen-

tado o algoritmo Momentum (FAUSETT, 1994), que visa reduzir o número de ciclos

de treinamento, permitindo uma convergência mais rápida da rede. É importante res-

saltar que os padrões de movimento utilizados no treinamento, não serão utilizados

posteriormente durante a fase de execução.
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Visando evitar a saturação da rede, todos os padrões de treinamento utilizados,

foram normalizados no intervalo de [-1, 1]. Sendo assim, foi utilizada a função de

ativação sigmoide bipolar, descrito pela equação 5.13.

f(x) =
1

1 + e−x
− 1 (5.13)

Desta maneira, como tem-se duas classes de padrões de movimentos advindos

do braço e mão, os valores de saı́da para cada movimento são descritos na Tabela 5.1

abaixo.

Tabela 5.1: Padrões de saı́da da rede MLP

Movimento y1 y2 y3 y4

Flexão do punho 1 -1 -1 -1

Extensão do punho -1 1 -1 -1

Pronação do antebraço -1 -1 1 -1

Flexão dos dedos -1 -1 -1 1

Flexão do cotovelo 1 -1 -1 -1

Extensão do cotovelo -1 1 -1 -1

Supinação do antebraço -1 -1 -1 1

Baseado nas recomendações da (FAUSETT, 1994), foram utilizadas três diferentes

abordagens como critério de parada:

• Erro quadrático total máximo: quando o somatório dos erros quadráticos de cada

neurônio de saı́da da rede é inferior à tolerância estabelecida, o treinamento é

interrompido;

• Número máximo de ciclos: quando um número máximo de ciclos de treinamento

é atingido, este é interrompido. Experimentalmente, verificou-se que com mais

de 10000 ciclos de treinamento, dificilmente era observada a convergência da

rede. Desta forma, foi utilizado este valor (10000) como número máximo de

ciclos para o treinamento da rede;
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• Aumento do erro: o último critério de parada corresponde ao aumento do erro em

sucessivos ciclos de treinamento. Experimentalmente, verificou-se que quando

o erro aumenta por mais de 100 ciclos consecutivos, a capacidade de con-

vergência da rede é perdida. Desta forma, foi utilizado este valor como referência

para este critério de parada.

Todas as informações sobre os resultados alcançados, variando-se os parâmetros

da rede para as diversas classes de movimento, serão discutidos no Capı́tulo 6.

5.4 Ambiente virtual

Nesta seção são abordadas todas as informações relacionadas ao AV tais como:

detalhes de modelagem do braço virtual, movimentos realizados e a forma de comunicação

com o sistema de classificação.

5.4.1 Braço virtual

O braço modelado por (LAMOUNIER; LOPES; SOARES, 2012) foi adaptado, com

intuito de tornar possı́vel a realização de todos os movimentos descritos na Tabela 5.1

e visualizados na seção 5.4.2.

A Figura 5.6a apresenta o modelo 3D do braço, com algumas adaptações para o

Blender3DTM . Através da malha do braço apresentado, foi possı́vel atribuir ao mesmo

os juntas, que permitem que a malha do objeto se deforme acompanhando os movi-

mentos de cada osso, gerando o movimento. A Figura 5.6b apresenta a armadura do

braço, que é composta de 27 juntas.

5.4.2 Movimentos

Visando oferecer ao paciente um feedback visual de cada um dos sete movimen-

tos, que podem ser coletados a partir de um sEMG advindo da contração muscular e

reconhecidos pelo sistema de classificação, foram geradas sete diferentes animações.
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(a) Modelo 3D do braço (b) Armadura do braço 3D

Figura 5.6: Modelo 3D do braço

Para se criar cada uma das mesmas, deve-se inicialmente definir em qual frame

cada animação irá começar, e qual será a posição dos ossos neste instante. Após

é selecionado qual será o ultimo frame para a animação e qual a posição dos ossos

neste ponto. Com isto ao inicializar a animação o Blender3DTM realizará a interpolação

nos frames intermediários, fornecendo ao paciente a visualização do movimento clas-

sificado.

As Figuras 5.7, 5.8, 5.9, 5.10 , 5.11, 5.12 e 5.13 apresentam as posições iniciais,

intermediárias e finais de cada movimento conforme descrito anteriormente.

Figura 5.7: Extensão de cotovelo
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Figura 5.8: Flexão de cotovelo

Figura 5.9: Pronação do antebraço

Figura 5.10: Supinação do antebraço
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Figura 5.11: Extensão de mão

Figura 5.12: Flexão de mão

Figura 5.13: Fechamento de mão
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5.4.3 Comunicaç ão com sistema de classificaç ão

Visando atender os requisitos determinados é necessário que exista um meio de

comunicação entre o sistema de classificação e o AV. Baseado nos conceitos de sis-

temas operacionais, é possı́vel que processos distintos troquem informações entre

si através de um canal denominado pipeline. Sendo assim, o AV instancia o sis-

tema de classificação como um subprocesso do mesmo, com isto, tem se uma via de

comunicação unidirecional entre o sistema de classificação e o AV. Cada segmento

classificado pelo sistema, é enviado via pipeline para o AV que está sendo suportado

pelo Blender3DTM , que interpreta o sinal e engatilha uma das cenas que possui a

animação desejada.

5.5 Processamento em tempo real

Baseado na Figura 5.1, pode-se observar que o protótipo desenvolvido possui uma

arquitetura de socket cliente/servidor, conforme estabelecido por (MATTIOLI et al.,

2011). Esta arquitetura foi desenvolvida para que se pudesse avaliar a eficiência do

sistema em uma situação de tempo real. Por meio da instância servidor da arquitetura,

pode-se selecionar um arquivo que contém amostras referentes a um dos movimentos

estudados, e enviar suas amostras há uma frequência fixa para a instância cliente

da arquitetura, responsável por detectar as bordas de inı́cio e fim de um movimento,

extrair caracterı́sticas dos segmentos e classificar em tempo real.

Estas três ações são realizadas paralelamente por meio de três Threads que alter-

nam entre si. Nas seções seguintes serão detalhadas cada uma das ações realizadas

pelas Threads.

5.5.1 Janelamento

Conforme explicado anteriormente, o método de janelamento utilizado, impacta

diretamente o processamento em tempo real, pois, é ele que determinará quando

uma janela se inicia e termina, separando quais amostras são relevantes ou quais são
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ruı́dos.

O Operador de Energia de Teager (TEO), é um método para detecção de fronteira

em tempo real criado por Peretta (PERETTA, 2010) usado por Mattioli et. al (MATTIOLI

et al., 2011). Este operador permite determinar quais os intervalos com maior e menor

energia do sinal, através de uma análise simultânea de amplitude e frequência do

sinal.

Ψ[x(n)] = x2

n − xn−1.xn+1 (5.14)

A equação 5.14 define o TEO no domı́nio discreto no qual todas as amostras

recebidas serão aplicadas.

Onde: Ψ é o operador TEO, x(n) é a nesima amostra de sinal.

Todas as amostras são armazenadas temporariamente em um buffer até fechar

a janela. Após, todas as amostras armazenadas no buffer são liberadas para que a

Thread responsável pela extração das caracterı́sticas possa realizar suas funções.

5.5.2 Extraç ão de caracterı́sticas

Detectado que um novo buffer de dados contendo as novas amostras que compõem

uma janela já se encontra disponı́vel, a primeira função desta Thread é segmentar em

grupos de 40 amostras cada um, similar ao utilizado por (MATTIOLI, 2012). A seguir,

a cada um dos segmentos são aplicadas uma das técnicas de extração de carac-

terı́sticas detalhadas na seção 2.2.4.1 e 2.2.4.2, gerando os vetores de caracterı́sticas

que são armazenados em um outro buffer. Logo após a finalização da extração das

caracterı́sticas o mesmo é liberado, para que a Thread de classificação possa realizar

suas funções.

5.5.3 Classificaç ão

Liberado o novo vetor de caracterı́sticas, a Thread inicializa sua classificação, uti-

lizando umas das redes neurais implementadas (LVQ ou MLP).
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Caso tenha sido escolhida a técnica TDF para extração das caracterı́sticas, o

vetor apresentará 5 posições distintas, contendo em cada uma delas as cinco ca-

racterı́sticas determinadas que serão apresentadas a rede como entrada, conforme

exemplificado na letra (a) da Figura 5.14. No entanto, caso tenha sido o MAR es-

colhido como técnica para extração das caracterı́sticas, ao invés de uma redução no

volume de informação por segmento, teremos um aumento, pois, cada amostra será

representada por M números de AR coeficientes, ou seja, 40 × M coeficientes para

cada segmento serão apresentados a rede escolhida.

Independentemente da técnica escolhida, foi adotada a metodologia de classificação

utilizada por (MATTIOLI et al., 2011), conforme visto nas letras (b) e (c) da Figura 5.14

abaixo. Ao fim da classificação de todos segmentos, é verificado qual aquele obteve

maior repetição conforme descrito na letra (c) da Figura 5.14 o que determina qual é

o movimento reconhecido.

Figura 5.14: Métodologia de classificação
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5.6 Consideraç ões finais

Neste capı́tulo, foram abordados os principais detalhes de implementação do sis-

tema desenvolvido. No próximo capı́tulo, será apresentado os resultados obtidos e a

metodologia utilizada para alcançá-los.



Capı́tulo 6

Resultados obtidos

6.1 Introduç ão

Neste capı́tulo, será abordada a metodologia utilizada nos testes, assim como, os

resultados obtidos para cada uma das redes neurais implementadas com as diferentes

técnicas de extração de caracterı́sticas.

6.2 Metodologia para avaliaç ão de desempenho

Objetivando validar a melhor combinação formada entre os diferentes classifica-

dores e técnicas de extração de caracterı́sticas, capazes de oferecer melhor desem-

penho em termos de tempo de treinamento e eficiência na classificação dos padrões

de sinais EMG utilizados, provendo ao AV, maior confiabilidade é que se propõe a

metodologia descrita nas seções seguintes.

Resalta-se que há duas bases de dados distintas, coletadas de formas diferen-

tes. Visando encontrar uma forma comum para avaliação das mesmas, apesar das

diferenças, definiu-se que, para todos os testes realizados, a quantidade de padrões

de sinais utilizados na fase de treinamento será variada, a fim de encontrar qual é o

valor mı́nimo de padrões a serem utilizados para ambos os casos, permitindo um al-

cance máximo de eficiência. Baseado no trabalho realizado por (HERLE et al., 2008),

61



CAPÍTULO 6. RESULTADOS OBTIDOS 62

serão utilizados no máximo 90% do total de padrões de movimento durante a fase de

treinamento. A Tabela 6.1 exibe qual foi o total de padrões de treinamento adquiridos,

para cada técnica de extração de caracterı́stica utilizada.

Tabela 6.1: Número de padrões

TDF MAR

Isométrico Isotônico Isométrico Isotônico

Mão Braço Braço Mão Braço Braço

71 276 271 3560 11040 10840

Devido à variância do sinal EMG sempre é levado em consideração uma mar-

gem de confiança de 95% para todos os testes realizados, e também serão extraı́dos

gráficos que permitam a análise da eficiência (conforme equação 6.1) e do tempo de

treinamento para cada variação de teste (LI; SCHULTZ; KUIKEN, 2010).

E = 100x
Nacertos

Ntotal

(6.1)

6.3 Influ ência dos par âmetros de configuraç ão

Conforme apresentado na seção anterior, todos os parâmetros de configuração de

cada um dos classificadores serão variados. Com os gráficos extraı́dos, será possı́vel

observar quais são os parâmetros ótimos, com a variação de um parâmetro por vez.

Segue abaixo a configuração padrão de cada classificador:

1. Os valores a serem utilizados na configuração padrão da rede LVQ são:

• Taxa de aprendizado (α) = 0.1;

• Taxa de decaimento de (α) = 0.5;

• Tolerância = 0.01;

• O número de clusters padrão será diferente para cada base de dados, pois,

cada base possui uma quantidade de padrões de treinamento diferente;
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2. Os valores padrões a serem utilizados na configuração padrão da rede MLP são:

• Taxa de aprendizado (α) = 0.1;

• Tolerância = 150;

• Número de neurônios na camada de oculta para os padrões de braço e mão

é igual a 20;

Serão realizados 100 testes para a variação de cada parâmetro utilizando a técnica

de extração de caracterı́sticas TDF e 25 testes para a técnica MAR. A fim de ava-

liar a influência da variação de cada parâmetro no tempo de treinamento da rede,

implementou-se um contador/timer, que mensurará o intervalo entre o tempo de inı́cio

e fim de cada treinamento.

Na próxima seção são apresentados os gráficos relacionados aos testes realiza-

dos, que demonstram os melhores resultados obtidos, assim como, as elucidações

em torno dos mesmos. Para mais detalhes em torno dos resultados obtidos e demais

testes realizados, verificar a seção de Apendice (A).

6.4 Avaliaç ão de performance classificador LVQ

6.4.1 Movimentos de m ão - MAR

6.4.1.1 Taxa de aprendizagem ( α)

É possı́vel verificar na Figura 6.1a que, para todas as ordens do MAR e para os di-

ferentes valores de taxa de aprendizagem (α), a forma da curva foi a mesma. Apenas

a amplitude do tempo de treinamento sofreu alterações, pois, quanto maior a ordem do

MAR, maior é o número de coeficientes AR e maior é o tempo de treinamento. Peque-

nos valores de taxa de aprendizagem (α) implicam em menos ciclos de treinamento,

ou seja, à medida que a taxa de aprendizagem (α) aumenta, aumenta-se também os

número de ciclos e o tempo de treinamento.

Conforme pode-se observar no gráfico apresentado pela Figura 6.1b, à medida

que o valor da taxa de aprendizagem (α) é aumentada, a eficiência da rede é reduzida
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para todas as ordens de MAR.

 5

 10

 15

 20

 25

 30

 0.1  0.2  0.3  0.4  0.5  0.6  0.7  0.8  0.9

T
em

po
 (

s)

Alpha

Treinamento da rede LVQ

AR3
AR4
AR6
AR8

AR10

(a) Tempo de treinamento

 0.3

 0.4

 0.5

 0.6

 0.7

 0.8

 0.9

 0.1  0.2  0.3  0.4  0.5  0.6  0.7  0.8  0.9

E
(%

) 
 E

fic
ie

nc
ia

Alpha

Eficiencia da rede LVQ em funcao de Alpha

AR3
AR4
AR6
AR8

AR10

(b) Eficiência

Figura 6.1: Gráficos relacionados à taxa de aprendizagem (α)

Observa-se que para valores de taxa de aprendizagem (α) entre 0.01 a 0.5, a

eficiência da rede para os modelos de ordem de 3 e 4 foram os melhores. Já para os

modelos de ordem entre 6 e 10, não apresentaram a mesma eficiência, pois, quanto

mais se aumenta a ordem do modelo, menor é a capacidade de generalização da

rede, fazendo com que sua eficiência reduza.

No entanto, é possivel verificar que à medida que o valor da taxa de aprendizagem

(α) é aumentanda, inclusive para os valores da taxa de aprendizagem (α) maior que

0.5, há uma convergência na redução da eficiência da rede, pois, conforme dito ante-

riormente, o valor da taxa de aprendizagem (α) influência consideravelmente o ajuste

dos pesos das unidades de saı́da.

6.4.1.2 Taxa de decaimento de ( α)

Observa-se na Figura 6.2a que elevados valores de decaimento de (α) geram uma

redução mais lenta nos valores da taxa de aprendizado (α), o que resulta em um au-

mento na quantidade de ciclos de treinamento. É importante ressaltar que, a variação

da taxa de decaimento de (α) teve relevante significância apenas para os modelos de

ordem 3 e 4, nos demais, a variação do decaimento de (α) não influenciou tanto no

tempo de treinamento da rede.

A Figura 6.2b apresenta a variação da eficiência da rede em função da variação
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do decaimento de (α), para cada ordem do MAR. Conforme pode-se observar, para

elevados valores de decaimento de (α) ocorre uma redução significativa na eficiência

da rede, principalmente para os MAR de ordem 3 e 4. Isto pode ser explicado pelo

fato de elevados valores de decaimento de (α), geram uma lenta redução nos valores

da taxa de aprendizado (α), que resulta em uma considerável atualização nos valores

dos pesos a cada ciclo de treinamento.
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Figura 6.2: Gráficos relacionados à taxa de decaimento de (α)

6.4.1.3 Toler ância

Para os valores de tolerância entre 0.001 e 0.05 exibidos na Figura 6.3a, pode-se

observar que o tempo de treinamento da rede reduz consideravelmente e proporcio-

nalmente para todas as ordens de MAR, devido a redução nos ciclos de treinamento

executados.

Avaliando os valores de tolerância, apresentados na Figura 6.3b pode-se observar

que para os valores entre 0.001 e 0.03, a eficiência da rede reduz consideravelmente

para os modelos de ordem 3 e 4, isto ocorre devido a grande quantidade de ciclos de

treinamento executados (over training), que faz com que os valores dos pesos da rede

sejam alterados muitas vezes, reduzindo a capacidade de generalização da mesma.

Porém, a eficiência da rede cresce consideravelmente para os MAR de ordem 3 e

4, para valores de tolerância entre 0.03 e 0.06, o que determina uma redução na

quantidade de ciclos de treinamento, evitando assim o over training.

Já para os valores de tolerância maiores que 0.06, novamente a eficiência da rede
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Figura 6.3: Gráficos relacionados à tolerância

volta a reduzir e isto se deve, pelo fato da quantidade de ciclos de treinamento serem

reduzidas, de maneira que a rede não é treinada corretamente, ou seja, seus pesos

não são devidamente atualizados.

Ressalta-se que a variação da tolerância gerou uma alteração especı́fica em cada

curva, para cada ordem do MAR que pode ser facilmente interpretada, a partir do

esclarecimento anterior.

6.4.1.4 Unidades de saı́da

É possı́vel verificar na Figura 6.4a que, quanto menor a quantidade de unidades de

saı́da menor é o tempo de treinamento, isto explica-se pelo fato de ter-se inicialmente

poucos pesos da rede para serem atualizados e os cálculos são realizados mais rapi-

damente. No entanto, à medida que este valor é aumentado até mais ou menos 70%

do total de padrões, o tempo cresce proporcionalmente, pois a quantidade de cálculos

aumenta, aumentando também o tempo de treinamento. À medida que se aumenta a

ordem do modelo também aumenta-se o tempo de treinamento, gastando-se até 130

segundos para treinar a rede.

Inicializando a rede com uma quantidade de unidades de saı́da igual a 400, con-

forme visto na Figura 6.4b, todos os MAR conseguiram alcançar uma eficiência de

100% na classificação dos padrões.

Para uma quantidade de unidades de saı́da menor que 400, pode-se observar que,
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Figura 6.4: Gráficos relacionados às unidades de saı́da

à medida que é aumentado a ordem do MAR, a eficiência da rede reduz, e isto pode

ser explicado, pois, à medida que é aumentado a ordem do modelo a rede perde a

capacidade de generalização por não conseguir distinguir bem os padrões de movi-

mentos.

Conclui-se que, para se obter uma boa resposta da rede, basta utilizar um MAR

de ordem 3 com 400 unidades de classificação. Importante ressaltar que, de 3560

padrões de treinamento, somente 400 padrões foram utilizados para inicializar o trei-

namento da rede, ou seja, apenas 11,23% do total de padrões é suficiente para se

obter uma boa resposta.

6.4.2 Movimentos de braço - MAR (Isom étrico)

6.4.2.1 Taxa de aprendizagem ( α)

Pode-se observar na Figura 6.5a que, para todas as ordens do MAR e para os

diferentes valores de taxa de aprendizagem (α), a forma da curva foi a mesma. Apenas

a amplitude do tempo de treinamento sofreu alterações, pois, quanto maior a ordem

do MAR, maior é o número de coeficientes AR e maior é o tempo de treinamento.

Conforme dito anteriormente, pequenos valores de taxa de aprendizagem (α) implicam

em menos ciclos de treinamento, ou seja, à medida que a taxa de aprendizagem (α)

aumenta, aumenta-se também os número de ciclos e o tempo de treinamento.
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Conforme pode-se observar no gráfico apresentado pela Figura 6.5b, à medida

que o valor da taxa de aprendizagem (α) é aumentada, a eficiência da rede é reduzida

para todas as ordens de MAR.

Avaliando os valores de taxa de aprendizagem (α) apresentados na Figura 6.5b

pode-se observar que, para valores entre 0.01 a 0.3, a eficiência da rede para MAR

de ordem 8 foi o melhor. Já as demais ordens de MAR não apresentaram a mesma

eficiência.
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Figura 6.5: Gráficos relacionados à taxa de aprendizagem (α)

6.4.2.2 Taxa de decaimento de ( α)

É possı́vel verificar na Figura 6.6a que elevados valores de decaimento de (α)

geram uma redução mais lenta nos valores da taxa de aprendizado (α), o que resulta

em um aumento na quantidade de ciclos de treinamento. Ressalta-se que a variação

da taxa de decaimento de (α) teve relevante significância apenas para o modelo de

ordem 10, nos demais, a variação do decaimento de (α) não influenciou tanto no tempo

de treinamento da rede.

A Figura 6.6b apresenta a variação da eficiência da rede em função da variação

do decaimento de (α) para cada ordem do MAR. Observa-se que durante o aumento

da taxa de decaimento de (α) a eficiência da rede para os MAR de ordem 8 e 10 foram

as melhores. No entanto, para todas as ordens de MAR a eficiência foi reduzindo

à medida que a taxa de decaimento de (α) aumentou, porque gerarem uma lenta
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redução nos valores da taxa de aprendizado (α), que resulta em uma considerável

atualização nos valores dos pesos a cada ciclo de treinamento.

 200

 400

 600

 800

 1000

 1200

 1400

 1600

 1800

 0.1  0.2  0.3  0.4  0.5  0.6  0.7  0.8  0.9

T
em

po
 (

s)

Decaimento de alpha

Treinamento da rede LVQ

AR3
AR4
AR6
AR8

AR10

(a) Tempo de treinamento

 0.74

 0.76

 0.78

 0.8

 0.82

 0.84

 0.86

 0.88

 0.9

 0.1  0.2  0.3  0.4  0.5  0.6  0.7  0.8  0.9

E
(%

) 
 E

fic
ie

nc
ia

Decaimento de alpha

Eficiencia da rede LVQ em funcao
 do decaimento de alpha

AR3
AR4
AR6
AR8

AR10

(b) Eficiência

Figura 6.6: Gráficos relacionados à taxa de decaimento de (α)

6.4.2.3 Toler ância

Para os valores de tolerância entre 0.001 e 0.05 na Figura 6.7a, observa-se que

o tempo de treinamento da rede reduz consideravelmente e proporcionalmente para

todas as ordens de MAR, devido à redução nos ciclos de treinamento executados.

É possı́vel verificar na Figura 6.7b que, para cada ordem de MAR a curva de

eficiência teve uma caracterı́stica diferente. Isto explica-se facilmente, pois, cada con-

junto de coeficientes AR permitem à rede neural, um melhor ou pior discernimento de

cada padrão durante a classificação.

6.4.2.4 Unidades de saı́da

Observa-se na Figura 6.8a que, quanto menor a quantidade de unidades de saı́da

menor é o tempo de treinamento, isto explica-se pelo fato de ter-se inicialmente poucos

pesos da rede para serem atualizados e os cálculos são realizados mais rapidamente.

Uma outra observação que pode ser realizada é que à medida que se aumenta a

ordem do modelo também aumenta-se o tempo de treinamento, gastando-se até 380

segundos para treinar a rede para um MAR de ordem 3.
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Figura 6.7: Gráficos relacionados à tolerância

Inicializando a rede com uma quantidade de unidades de saı́da igual a 1200 que é

equivalente a 1200 padrões de treinamento utilizados e um MAR de ordem 3, observa-

se na Figura 6.8b que todos os MAR conseguiram alcançar uma eficiência maior que

97% na classificação dos padrões, utilizando-se apenas 10% do total de padrões de

treinamento.
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Figura 6.8: Gráficos relacionados às unidades de saı́da

6.5 Consideraç ões finais

A motivação principal deste trabalho é avaliar qual a combinação de redes neurais

e técnica de extração de caracterı́stica, que garante maior confiabilidade no controle

de próteses virtuais para membros superiores para um paciente que tenha sofrido
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algum dano em um braço, antebraço ou mão.

Os testes realizados foram utilizados para que fosse possı́vel detectar qual a com-

binação de classificadores e técnicas de extração de caracterı́sticas, que permitisse

alcançar maior performance em termos de eficiência e tempo de treinamento.

A Tabela 6.2 exibe um resumo de todos os testes realizados assinalando em ne-

grito aqueles em que a performance foi melhor.

Tabela 6.2: Resumo dos resultados

Movimento Rede Técnica % Padr ões % Efici ência Tempo Treinam.

Mão LVQ TDF 72% 97% 6 1

MAR 11% 99% 27

MLP TDF 90% 85% 100

MAR 2% 27% 25

Braço LVQ TDF 90% 80% 6 1

MAR 10% 97% 380

MLP TDF 90% 68% 1500

MAR 2% 80% 500

Analisando os valores apresentados na Tabela 6.2, é possı́vel verificar que a

combinação da rede LVQ com a técnica de extração de caracterı́stica MAR apresentou-

se como a melhor opção em ambos os casos, para os movimentos de braço e mão.

Além disto, pode-se observar que o tempo de treinamento para o movimento de braço

foi elevado, mas algumas sugestões de trabalhos futuros podem atenuar/reduzir o

tempo de treinamento da rede.

A Tabela 6.3 apresenta a contribuição deste trabalho, em relação aos trabalhos

correlatos apresentados anteriormente no Capı́tulo 3 e no próximo capı́tulo, serão

apresentadas as conclusões e as propostas de trabalhos futuros.

Sendo assim, a combinação da rede LVQ com a técnica de extração de carac-

terı́stica baseada no MAR, apresentou uma elevada taxa de eficiência que reduz a

possibilidade do ambiente virtual, retornar ao paciente um movimento diferente da-

quele coletado pela contração muscular realizada pelo mesmo, fornecendo maior con-
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Tabela 6.3: Caracterı́sticas analisadas nos trabalhos relacionados
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Capı́tulo 7

Conclus ões e trabalhos futuros

7.1 Introduç ão

Neste capı́tulo, destacam-se os aspectos da pesquisa e conclusões do trabalho

apresentado nesta dissertação. Além disso, serão apresentadas algumas sugestões

para trabalhos futuros e a contribuição cientı́fica do presente trabalho.

7.2 Conclus ões

Analisando os resultados alcançados com o classificador LVQ devido à combinação

de técnicas de extração de caracterı́sticas autoregressivas o aponta como uma boa al-

ternativa que oferecerá uma bora confiabilidade aos feedbacks visuais que o AV virtual

oferecerá ao paciente, respeitando a afirmação realizada por Machover (MACHOVER;

TICE, 1994) de que os sistemas em RV precisam fornecer uma reação de forma coe-

rente aos movimentos do usuário, tornando a experiência consistente.

Em termos de eficiência esta combinação é totalmente indicada se comparada aos

ı́ndices alcançados nos trabalhos realizados por (HERLE et al., 2008; MATTIOLI, 2012;

SOARES et al., 2003). Utilizando-se apenas 10% do total dos padrões de treinamento

foi possı́vel alcançar uma eficiência maior que 97% para quase todos os casos. O

que não se pode concluir para a rede MLP, por ter apresentado durante os testes,

73
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uma baixa eficiência e um elevado tempo de treinamento, devido as caracterı́sticas

arquiteturais da própria.

Pode-se perceber que a concepção da arquitetura proposta baseada no trabalho

realizado por (MATTIOLI et al., 2011), é muito indicada para a simulação de controle

de um AV em tempo real, graças a combinação do detector de bordas TEO utilizados

por (PERETTA, 2010), as técnicas de segmentação utilizadas por (HERLE et al., 2008)

e as técnicas de classificação utilizadas por (MATTIOLI et al., 2011), permitindo que o

usuário possa realizar diversos testes, tendo-se para isto apenas uma base de dados

propriamente preparada.

Este trabalho reforça a boa aplicação de RV em processos de reabilitação, por

apresentar uma interface com a qual o usuário pode interagir de forma natural, re-

cebendo do sistema feedbacks visuais em tempo real de todas as ações realizadas,

permitindo que o mesmo em diversas situações, não seja exposto em risco durante

uma fase de treinamento e adaptação à protese e reduzindo o seu esforço mental,

que pode evitar que o mesmo venha a optar pela utilização de uma prótese passiva

ao invés de utilizar uma prótese ativa, devido as dificuldades encontradas nesta fase.

Além de permitir a abstração de diversas contribuições para a área em estudo. Uma

delas é que mesmo independente da técnica utilizada, um ponto crı́tico na hora da

coleta dos sinais é a quantidade de canais utilizados, pois, nos estudos realizados

foram utilizados, apenas um par de eletrôdos para ambos os casos. E, baseado nos

testes realizados, como por exemplo com a rede LVQ utilizando TDF, uma boa alter-

nativa para tentar elevar a eficiência da rede para movimento de braços, é aumentar

o número de canais de coleta, permitindo assim ter-se mais informações para que a

rede possa separar melhor os movimentos.

7.3 Trabalhos futuros

Baseado no trabalho realizado, propoe-se algumas colaborações para trabalhos

futuros tais como:

• Realizar novamente os testes, mas com bases de movimentos com caracterı́sticas
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de coleta igualmente realizadas;

• A fim de reduzir o tempo de treinamento apresentado para a rede LVQ para

ambos movimentos, utilizar durante a fase de detecção de janela apenas os

primeiros 200ms coletados, assim como estudado por (SOARES et al., 2003;

HERLE et al., 2008), para verificar qual a redução no tempo de treinamento;

• Avaliar o desempenho desta arquitetura elaborada em tempo real em um paci-

ente real e um profissional de saúde;

• Avaliar a utilização de outras técnicas diferentes de redes neurais, como por

exemplo, wavelet, para o reconhecimento de padrões de treinamento em tempo

real.
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Apêndice A

Apêndice de resultados

São apresentados neste capı́tulo os resultados relacionados com os demais testes

previamente estabelecidos.

A.1 Avaliaç ão de performance classificador LVQ

A.1.1 Movimentos de m ão - TDF

Para observar qual a influência da modificação dos parâmetros de configuração da

rede neural (taxa de aprendizagem (α), taxa de decaimento de (α) e tolerância), tanto

na performance quanto no tempo de treinamento, adotou-se a seguinte abordagem:

1.Mantendo-se os demais parâmetros fixos nos valores padrões, o parâmetro em

análise é alterado, dentro da faixa de valores estabelecidos abaixo:

•Os valores de alpha(α) (taxa de aprendizado) serão de 0.01 a 0.99;

•Os valores de dec alpha (decaimento de alpha) serão de 0.01 a 0.99;

•Os valores de tolerance (tolerância) serão de 0.001 a 0.099;

2.Número de unidades de saı́da (clusters):

•Serão variados de 7 a 70, com 10 intervalos diferentes utilizando TDF;

80
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•Serão variados de 80 a 800, com 10 intervalos diferentes utilizando MAR,

para diferentes ordens do MAR;

A.1.1.1 Taxa de aprendizagem ( α)

Na Figura A.1a, pode-se observar que à medida que o valor da taxa de aprendi-

zado (α) é aumentado, o tempo de treinamento da rede também aumenta, devido à

variação do valor da taxa de aprendizado (α) que afeta diretamente a atualização dos

pesos. A rede LVQ efetua uma redução gradual na taxa de aprendizado (α) a cada

ciclo de treinamento. Conforme estabelecido em um dos critérios de parada para a

rede LVQ, quando o valor da taxa de aprendizado (α) for menor que a tolerância es-

tabelecida, a fase de treinamento é interrompida. Por esta razão, quanto maior for

o valor da taxa de aprendizado (α), maior será o número de ciclos de treinamento e

proporcionalmente o tempo de treinamento.
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Figura A.1: Gráficos relacionados à taxa de aprendizagem

Já na Figura A.1b observa-se que, para valores de taxa de aprendizado (α) entre

0.01 e 0.3, a eficiência da rede aumenta gradualmente, por permitir um melhor ajuste

nos valores dos pesos das unidades de saı́da. No entanto, para valores maiores que

0.3, observa-se a redução na eficiência da rede, devido aos elevados valores de taxa

de aprendizado (α), o que implica em uma atualização grosseira dos pesos, ou a um

over training, que faz com que os valores dos pesos da rede sejam alterados muitas

vezes, reduzindo a capacidade de generalização (FAUSETT, 1994).
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A.1.1.2 Taxa de decaimento de ( α)

Na Figura A.2a, observa-se que, elevados valores de decaimento de (α) geram

uma redução mais lenta nos valores da taxa de aprendizado (α), o que resulta em

um aumento na quantidade de ciclos de treinamento. Uma vez que, a cada ciclo de

treinamento o valor da taxa de aprendizado (α) é reduzido proporcionalmente ao valor

da taxa de decaimento de (α).

A Figura A.2b apresenta a variação da eficiência da rede em função da variação da

taxa de decaimento de (α). Pode-se observar que houve picos de eficiência próximos

a 90%, para os valores de decaimento de (α) igual a 0.3 e 0.8. Sempre antes a cada

um destes valores houve um aumento e após uma redução na eficiência. Isto pode ser

explicado pelo fato de que, elevados valores de decaimento de (α), geram uma lenta

redução nos valores de taxa de aprendizado (α), que resulta em uma considerável

atualização nos valores dos pesos.
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Figura A.2: Gráficos relacionados à taxa de decaimento de (α)

A.1.1.3 Toler ância

Na Figura A.3a pode-se perceber que o tempo de treinamento tende a ser elevado

para valores pequenos de tolerância, devido ao aumento no número de ciclos de trei-

namento, que influência diretamente o tempo de treinamento. À medida que este valor

é aumentado, gradativamente o tempo é reduzido.

Avaliando os resultados apresentados na Figura A.3b pode-se observar que para
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pequenos valores de tolerância a rede apresenta uma boa eficiência, porém à medida

que este valor é aumentado, a eficiência da rede reduz gradativamente. Isso explica-se

pela relação existente entre a taxa de aprendizado (α) e a tolerância, que determinam

a condição de parada para o treinamento da rede. Quanto maior for a tolerância,

menor é a quantidade de ciclos de treinamento, reduzindo o ajuste nos pesos da rede.
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Figura A.3: Gráficos relacionados à tolerância

A.1.1.4 Unidades de saı́da

Ressalta-se que para as análises relacionadas à variação da quantidade de uni-

dades de saı́da na eficiência da rede, os padrões de movimentos utilizados na fase de

treinamento e execução são os mesmos. No entanto, os padrões utilizados no treina-

mento não são utilizados na fase de execução. Por esta razão, se a rede for inicializada

com um número elevado de unidades de classificação, isto implicará diretamente na

perda de generalização da rede. O ideal é que, quanto menor for o número de uni-

dades de classificação (que também está diretamente relacionada com a quantidade

de padrões de treinamento utilizada), se tenha uma excelente taxa de eficiência o que

determina uma ótima capacidade de generalização da rede.

Pode-se observar na Figura A.4a que o tempo de treinamento aumenta até 35

unidades de classificação e para valores maiores que este, o tempo de treinamento

decresce. Inicialmente, não há muitas unidades de classificação o que reduz a quanti-

dade de padrões utilizados para inicializar os pesos da rede. À medida que é aumen-

tada a quantidade de unidades de classificação, aumenta-se a quantidade de padrões
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utilizados no treinamento, reduzindo a lista de padrões usados na execução, o que

gradativamente torna os cálculos mais complexos.
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Figura A.4: Gráficos relacionados às unidades de saı́da

Pode-se avaliar por meio da Figura A.4a que a eficiência da rede aumenta à

medida que as unidades de classificação são aumentadas. Utilizando-se 90% dos

padrões de treinamento a rede alcançou 97% de eficiência.

A.1.2 Movimentos de braço - TDF (Isot ônico)

Para observar qual a influência da modificação dos parâmetros de configuração da

rede neural (taxa de aprendizagem (α), taxa de decaimento de (α) e tolerância), tanto

na performance quanto no tempo de treinamento, foi adotada a seguinte abordagem:

1.Mantendo-se os demais parâmetros fixos nos valores padrões, o parâmetro em

análise é alterado, dentro da faixa de valores estabelecidos abaixo:

•Os valores de alpha(α) (taxa de aprendizado) serão de 0.01 a 0.99;

•Os valores de dec alpha (decaimento de alpha) serão de 0.01 a 0.99;

•Os valores de tolerance (tolerância) serão de 0.001 a 0.099;

2.Número de unidades de saı́da (clusters):

•Serão variados de 24 a 240, com 10 intervalos diferentes utilizando TDF;
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•Serão variados de 120 a 1200, com 10 intervalos diferentes utilizando MAR,

para diferentes ordens do MAR;

A.1.2.1 Taxa de aprendizagem ( α)

Observa-se na Figura A.5a que, à medida que o valor da taxa de aprendizado (α)é

aumentada, o tempo de treinamento da rede também aumenta. Devido à redução

gradual na taxa de aprendizado (α) a cada ciclo de treinamento. Quanto maior for

o valor da taxa de aprendizado (α), maior será o número de ciclos de treinamento e

proporcionalmente o tempo de treinamento.

É possı́vel verificar na Figura A.5b que, para valores de taxa de aprendizado (α)

entre 0.01 e 0.42, a eficiência da rede aumenta gradualmente, com uma leve oscilação.

No entanto, para valores maiores que 0.42, observa-se a redução na eficiência da rede

devido aos elevados valores de taxa de aprendizado (α).
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Figura A.5: Gráficos relacionados à taxa de aprendizagem (α)

A.1.2.2 Taxa de decaimento de ( α)

Avaliando os resultados apresentados na Figura A.6b pode-se observar que eleva-

dos valores de decaimento de (α) geram uma redução mais lenta nos valores da taxa

de aprendizado (α), o que resulta em um aumento na quantidade de ciclos de treina-

mento. Uma vez que, a cada ciclo de treinamento o valor da taxa de aprendizado (α)

é reduzida proporcionalmente ao valor da taxa de decaimento de (α).
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A Figura A.6b apresenta a variação da eficiência da rede em função da variação da

taxa de decaimento de (α). Pode-se observar que a eficiência da rede aumenta gradu-

almente com aumento da taxa decaimento de (α), pois, há mais ciclos de treinamento

e os pesos da rede são melhores ajustados, permitindo uma melhor classificação da

rede.
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Figura A.6: Gráficos relacionados à taxa de decaimento de (α)

A.1.2.3 Toler ância

Observa-se na Figura A.7a que, o tempo de treinamento tende a ser elevado para

valores pequenos de tolerância, devido ào aumento no número de ciclos de treina-

mento, que diretamente influência o tempo de treinamento. À medida que este valor é

aumentado, gradativamente o tempo é reduzido.

É possı́vel verificar na Figura A.7b que, para pequenos valores de tolerância a

rede apresenta uma boa eficiência, porém, à medida que este valor é aumentado, a

eficiência da rede reduz gradativamente, devido à relação existente entre a taxa de

aprendizado (α) e a tolerância, que determinam a condição de parada para o treina-

mento da rede. Quanto maior for a tolerância, menor é a quantidade de ciclos de

treinamento, reduzindo o ajuste nos pesos da rede.



APÊNDICE A. APÊNDICE DE RESULTADOS 87

 100

 150

 200

 250

 300

 350

 400

 450

 500

 550

 0.01  0.02  0.03  0.04  0.05  0.06  0.07  0.08  0.09

T
em

po
 d

e 
ex

ec
uç

ão
 

 (
m

s)

Tolerância

Treinamento da rede LVQ para diferentes 
 valores de Tolerância

(a) Tempo de treinamento

 70

 71

 72

 73

 74

 75

 0.01  0.02  0.03  0.04  0.05  0.06  0.07  0.08  0.09

E
fic

iê
nc

ia
 d

a 
re

de
 

 (
%

)

Tolerância

Eficiência (E) da rede LVQ para diferentes 
 valores de Tolerância

(b) Eficiência

Figura A.7: Gráficos relacionados à tolerância

A.1.2.4 Unidades de saı́da

É possı́vel observar na Figura A.8a que, o tempo de treinamento aumenta até 120

unidades de classificação e para valores maiores que estes o tempo de treinamento

decresce.

Observa-se na Figura A.8b que a eficiência da rede aumenta à medida que as

unidades de classificação são aumentadas. Utilizando-se 90% dos padrões de treina-

mento a rede alcançou 80% de eficiência.
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Figura A.8: Gráficos relacionados às unidades de saı́da
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A.2 Avaliaç ão de performance classificador MLP

A.2.1 Movimentos de m ão - TDF

Para observar qual a influência da modificação dos parâmetros (taxa de aprendi-

zagem, tolerância e número de neurônios na camada oculta) de configuração da rede

neural tanto na performance quanto no tempo de treinamento foi adotado a seguinte

abordagem:

1.Mantendo-se os demais parâmetros fixos nos valores padrões, o parâmetro em

análise é alterado, dentro da faixa de valores estabelecidos abaixo:

•Os valores de alpha(α) (taxa de aprendizado) serão de 0.1 a 0.7;

•Os valores de tolerance (tolerância) serão de 100 a 300;

•Os valores de neurônios na camada oculta serão de 1 a 30;

2.Número de padrões de treinamento:

•Para os padrões de movimentos de mão será 90% do total de padrões

usando TDF e 2% do total de padrões usando MAR;

A.2.1.1 Taxa de aprendizagem ( α)

É possı́vel verificar na Figura A.9a que, à medida que o valor da taxa de aprendiza-

gem (α) é aumentada, o tempo de treinamento da rede também aumenta. Como é sa-

bido, a variação do valor da taxa de aprendizagem (α) afeta diretamente a atualização

dos pesos o que levar a um aumento do erro quadrático a cada ciclo, levando a rede

a divergir.

Observa-se na Figura A.9b que a rede alcançou uma eficiência de 45% para valo-

res de taxa de aprendizagem (α) igual a 0.2.

Conclui-se que, para valores de taxa de aprendizagem (α) maiores que 0.2 a rede

não convergiu, devido ao crescimento contı́nuo do erro quadrático.
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Figura A.9: Gráficos relacionados à taxa de aprendizagem

A.2.1.2 Toler ância

Pode-se observar na Figura A.10a que o tempo de treinamento tende a ser ele-

vado para valores pequenos de tolerância, devido ao aumento no número de ciclos de

treinamento, que diretamente influência o tempo de treinamento. À medida que este

valor é aumentado, gradativamente o tempo é reduzido, tendo em vista o critério de

parada baseado no erro quadrático total máximo.

É possı́vel verificar na Figura A.3b que, para pequenos valores de tolerância a

rede apresenta uma boa eficiência, porém, à medida que este valor é aumentado,

a eficiência da rede reduz gradativamente, pois, quando o somatório erro quadrático

total máximo na saı́da de cada neurônio é menor que a tolerância o treinamento é

interrompido, por já te alcançado uma margem de erro aceitável o que determina a

busca por uma melhor eficiência.

A.2.1.3 Número de neur ônios na camada oculta

Analisando a variação no número de neurônios na camada de oculta na Figura

A.11a pode-se perceber que o tempo de treinamento aumenta à medida que o número

é elevado. Baseado na arquitetura da rede MLP quando maior é número de neurônios

na camada oculta, maior é o número de broadcast de informações da camada de en-

trada da rede para saı́da, e maior é a retroalimentação dos erros entre as camadas.

Isto aumenta consideravelmente o volume de cálculos a serem realizados, aumen-
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Figura A.10: Gráficos relacionados à tolerância

tando consequentemente o tempo de treinamento.

Observa-se na Figura A.11b que a partir de 3 neurônios na camada oculta é

possı́vel alcançar uma eficiência em torno de 80%. O aumento do número de neurônios

na camada oculta não apresentou melhoras na classificação, o que nos leva a concluir

que, as caracterı́sticas extraı́das não são suficientes para que a rede consiga separar

uma classe de movimento de outro.
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Figura A.11: Gráficos relacionados ao número de neurônios na camada oculta
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A.2.2 Movimentos de m ão - MAR

A.2.2.1 Taxa de aprendizagem ( α)

É possı́vel verificar na Figura A.12a que, para todas as ordens do MAR forma da

curva de tempo de treinamento foi diferente para valores de taxa de aprendizado (α)

até 0.5. Para um MAR de 3a ordem o tempo de treinamento foi menor que um segundo

para todos os valores de taxa de aprendizado (α).

Pode-se observar na Figura A.12b que, para cada ordem de MAR a curva de

eficiência foi diferente e em nenhum momento superou a taxa de eficiência de 30%,

porém a rede demonstrou mais eficiência para um MAR de 6a.
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Figura A.12: Gráficos relacionados à taxa de aprendizagem

Com exceção do MAR de 3a ordem a rede não convergiu por te exercido o número

máximo de ciclos de treinamento igual a 10000 entrando em uma das condições de

parada pré-estabelecidas anteriormente.

A.2.2.2 Toler ância

Observa-se na Figura A.13a que o tempo de treinamento reduz gradativamente

até um valor de tolerância igual a 200 para todas as ordens de MAR com exceção do

MAR de 4a. Após este valor o tempo de treinamento volta a aumentar, por consumir

um número considerável de ciclos de treinamento para ajustar os pesos da rede para

todas as ordens de MAR, de forma que o erro quadrático reduza ao invés de aumentar
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após sucessivos ciclos, levando a rede a convergir.

É possı́vel verificar na Figura A.13b que a eficiência foi crescente para os MAR de

4a e 6a ordem, à medida que o valor de tolerância crescia. Para as demais ordem de

MAR a eficiência oscilou.
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Figura A.13: Gráficos relacionados à tolerância

A.2.2.3 Número de neur ônios na camada oculta

Analisando os valores apresentados na Figura A.14a pode-se observar que à me-

dida que se aumenta a ordem do MAR o tempo de treinamento aumenta proporcional-

mente. Com até 18 neurônios na camada oculta o tempo de treinamento não excedeu

a 1 segundo.

A eficiência da rede não foi satisfatória para nenhuma das diferentes ordens do

MAR, não ultrapassando a 27%, conforme exibido na Figura A.14b.

A.2.3 Movimentos de braço - TDF

Para observar qual a influência da modificação dos parâmetros (taxa de aprendi-

zagem, tolerância e número de neurônios na camada oculta) de configuração da rede

neural tanto na performance quanto no tempo de treinamento foi adotado a seguinte

abordagem:
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Figura A.14: Gráficos relacionados ao número de neurônios na camada oculta

1.Mantendo-se os demais parâmetros fixos nos valores padrões, o parâmetro em

análise é alterado, dentro da faixa de valores estabelecidos abaixo:

•Os valores de alpha(α) (taxa de aprendizado) serão de 0.1 a 0.7;

•Os valores de tolerance (tolerância) serão de 100 a 300;

•Os valores de neurônios na camada oculta serão de 1 a 30;

2.Número de padrões de treinamento:

•Para os padrões de movimentos de braço será 90% do total de padrões

usando TDF e 2% do total de padrões, usando MAR;

A.2.3.1 Taxa de aprendizagem ( α)

Pode-se observar na Figura A.15a que para valores de taxa de aprendizagem (α)

maiores que 0.1, não há convergência da rede.

Isto ocorre por exceder o número máximo de ciclos de treinamento, pré-definidos.

Mas para o valor de taxa de aprendizagem (α) igual a 0.1 o tempo de treinamento

da rede 3240 segundos. Apesar do tempo de treinamento ser elevado, a eficiência

alcançada foi de 87%, conforme visto na Figura A.15b, para uma taxa de aprendizado

igual a 0.1.
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Figura A.15: Gráficos relacionados à taxa de aprendizagem

A.2.3.2 Toler ância

É possı́vel verificar na Figura A.16a que o tempo de treinamento tende a ser ele-

vado para valores pequenos de tolerância, devido ao aumento no número de ciclos de

treinamento, que diretamente influência o tempo de treinamento. À medida que este

valor é aumentado, gradativamente o tempo é reduzido, tendo em vista o critério de

parada baseado no erro quadrático total máximo.

Analisando os valores de tolerância apresentados na Figura A.16b pode-se obser-

var que para pequenos valores a rede apresenta uma boa eficiência, porém, à medida

que este valor é aumentado, a eficiência da rede reduz gradativamente, pois, quando

o somatório erro quadrático total máximo na saı́da de cada neurônio é menor que

a tolerância o treinamento é interrompido, por já te alcançado uma margem de erro

aceitável o que determina a busca por uma melhor eficiência.

A.2.3.3 Número de neur ônios na camada oculta

Analisando os valores de neurônios na camada oculta na Figura A.17a pode-se

perceber que o tempo de treinamento aumenta à medida que o número é elevado.

Baseado na arquitetura da rede MLP quando maior é número de neurônios na ca-

mada oculta, maior é o número de broadcast de informações da camada de entrada

da rede para saı́da, e maior é a retroalimentação dos erros entre as camadas. Isto

aumenta consideravelmente o volume de cálculos a serem realizados, aumentando
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Figura A.16: Gráficos relacionados à tolerância

consequentemente o tempo de treinamento.

É possı́vel verificar na Figura A.17b que a partir de 3 neurônios na camada oculta

é possı́vel alcançar uma eficiência em torno de 63%. O aumento do número de

neurônios na camada oculta não apresentou melhoras na classificação, o que nos

leva a concluir que, as caracterı́sticas extraı́das não são suficientes para que a rede

consiga separar uma classe de movimento de outro.
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Figura A.17: Gráficos relacionados ao número de neurônios na camada oculta
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A.2.4 Movimentos de braço - MAR

A.2.4.1 Taxa de aprendizagem ( α)

Pode-se observar na Figura A.18a que, para todas as ordens do MAR a curva

de tempo de treinamento elevou-se para valores de taxa de aprendizado (α) a partir

0.5. Apenas para um MAR de 10a ordem é que o tempo de treinamento elevou an-

terior a este valor. Mas conforme dito anteriormente em outros testes realizados, à

medida que a taxa de aprendizado (α) é aumentada o tempo de treinamento aumenta

gradativamente.

É possı́vel verificar na Figura A.18b que para cada ordem de MAR, a curva de

eficiência foi diferente e em nenhum momento superou a taxa de eficiência de 80%.

Uma outra observação em relação a taxa de aprendizado (α) é que a eficiência da rede

não oscilou tanto, mostrando que, para qualquer um destes valores a rede apresentará

uma boa eficiência.

 0

 100

 200

 300

 400

 500

 600

 700

 800

 0.1  0.2  0.3  0.4  0.5  0.6  0.7

T
em

po
 (

s)

Alpha

Treinamento da rede MLP

AR3
AR4
AR6
AR8

AR10

(a) Tempo de treinamento

 0

 20

 40

 60

 80

 100

 0.1  0.2  0.3  0.4  0.5  0.6  0.7

E
(%

) 
 E

fic
ie

nc
ia

Alpha

Eficiencia da rede MLP em funcao de Alpha

AR3
AR4
AR6
AR8

AR10

(b) Eficiência

Figura A.18: Gráficos relacionados à taxa de aprendizagem

A.2.4.2 Toler ância

Observa-se na Figura A.19a que o tempo de treinamento aumenta gradativamente

para todas as ordens de MAR à medida que a taxa de tolerância é incrementada.

Diferentemente dos testes anteriores, o que nos leva a concluir que a rede necessita

de mais ciclos de treinamento para fazer com que o erro reduza com elevados valores
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de tolerância.

É possı́vel verificar na Figura A.19a que a rede apresenta maior taxa de eficiência

para maiores valores de taxa de tolerância, conforme demonstra a Figura A.19b. Isto

explica-se facilmente por não ser necessário uma margem de erro muito pequena para

alcançar-se uma boa eficiência.
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Figura A.19: Gráficos relacionados à tolerância

A.2.4.3 Número de neur ônios na camada oculta

É possı́vel verificar na Figura A.20a que o tempo de treinamento não aumentou

linearmente à medida que se aumentou a ordem do MAR, pois, como pode ser ob-

servado o tempo de treinamento foi maior para um MAR de 4a ordem, mas o tempo

de treinamento aumentou gradativamente à medida que se aumentou o número de

neurônios na camada oculta. Importante observar que a rede não convergiu para os

MAR de 6a e 10a ordem, por sempre exceder o limite máximo de ciclos de treinamento.

Observa-se na Figura A.20b que apesar da rede ter apresentado uma taxa de

eficiência média igual a 80%, para diferentes números de neurônios na camada oculta,

isto ainda não é satisfatório para um controle de prótese, por deixar uma margem de

erro considerável, expondo o paciente a risco.
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Figura A.20: Gráficos relacionados ao número de neurônios na camada oculta


