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POVZETEK

Tremorji so ena najpogostejsih motenj gibanja, ki jih povezujemo predvsem z razli¢-
nimi boleznimi Ziv¢evja. Ker obstaja ve¢ kot 20 razli¢nih tipov tremorjev, je z vidika
pravilnega zdravljenja pomembno, da jih znamo med seboj razlo¢evati. V disertaciji
smo se osredotodili na razlo¢evanje med parkinsonskim, esencialnim in mesanim tre-
morjem, saj se ti najpogosteje pojavljajo.

V disertaciji smo se najprej lotili gradnje diagnosti¢nega modela za razlo¢evanje med
parkinsonskim, esencialnim in mefanim tremorjem na podlagi podatkov klini¢nega
pregleda, druzinske anamneze in digitalne spirografije. Sam proces gradnje diagno-
sti¢nega modela je potekal z uporabo argumentiranega strojnega ucenja. Ta nam je
omogodil, da smo skozi proces elicitacije ekspertovega znanja (v naSem primeru ne-
vrologa) zgradili model, ki zajema trinajst pravil, ki so z medicinskega vidika smiselna.
Sam postopek elicitacije znanja pa je pripomogel tudi k visji klasifikacijski to¢nosti
kon¢nega diagnosti¢nega modela v primerjavi z zacetnim.

V kon¢nem diagnosti¢nem modelu so spirografski atributi nastopili v ve¢ kot polo-
vici pravil. To nas je motiviralo, da smo izdelali model, ki temelji zgolj na podatkih
digitalne spirografije. Za potrebe gradnje razumljivega modela smo najprej zgradili
atribute. Namen atributov je bil zajem medicinskega znanja, ki se nanasa tako na spi-
rografijo kot tudi na samo domeno. Na podlagi ve¢ kot 500 razli¢nih atributov smo
z uporabo logisti¢ne regresije zgradili kon¢ni model, ki z 90% klasifikacijsko to¢nostjo
razlo¢uje med preiskovanci s tremorjem in tistimi, ki tremorja niso imeli.

Med samo gradnjo atributov smo Zeleli ugotoviti, kaj nasi atributi zaznajo. Tako
smo razvili metodo za vizualizacijo atributov na vrstah. Ta nam je pomagala pri gradnji
atributov, poleg tega pa je uporabna tudi za vizualno razlago odlo¢itev diagnosti¢nega
modela. Samo vizualizacijo in posledi¢no diagnosti¢ni model smo evalvirali s pomogjo

treh neodvisnih ekspertov. Izkazalo se je, da sta tako sam diagnosti¢ni model kot tudi
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vizualizacija smiselna in zajameta medicinsko znanje. Kon¢ni diagnosti¢ni model je

vgrajen v prosto dostopni mobilni aplikaciji PARKINSONCHECK.

Kljucne besede: umetna inteligenca, vizualizacija atributov, tremor, digitalna spirogra-

fija, parkinsonova bolezen, esencialni tremor
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ABSTRACT

Tremors are one of the most common movement disorders primarily associated with
various neurological diseases. Since there are more than 20 different types of tremors,
differentiation between them is important from the treatment point of view. In the
thesis, we focus on differentiation between three of the most common tremors: Parkin-
sonian, essential and mixed type of tremor.

Our first goal was to build a diagnostic model for distinguishing between Parkinso-
nian, essential and mixed type of tremors, based on clinical examination data, family
history and digital spirography. The process of building a model was carried out using
argument-based machine learning which enabled us to build a decision model through
the process of knowledge elicitation from the domain expert (in our case from a neu-
rologist). The obtained model consists of thirteen rules that are medically sensible. The
process of knowledge elicitation itself contributed to the higher classification accuracy
of the final model in comparison with the initial one.

In the final diagnostic model, attributes derived from the spirography were included
in more than half of the rules. This motivated us to build a model based solely on the
digital spirography data. For the needs of constructing an understandable model, we
first built several attributes which represented domain medical knowledge. We have
built more than soo different attributes which were used in a logistic regression to
construct the final diagnostic model. The model is able to distinguish subjects with
tremors from those without tremors with 90% classification accuracy.

During the process of attribute construction, we wanted to know what our attributes
were detecting. Thus, we have developed a method for attribute visualisation on series.
The method not only helped us with attribute construction, but it is also useful for
visual interpretation of the diagnostic model’s decisions. The visualisation method and

consequently the decision model were evaluated with the help of three independent

iii
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neurology experts. The results show that both the diagnostic model and the visualisa-
tion are meaningful and cover medical knowledge of the domain. The final diagnostic

model is built into the freely available PARkiINSONCHECK mobile application.

Key words: artificial intelligence, attribute visualisation, tremor, digital spirography,

Parkinson’s disease, essential tremor



ZAHVALA

Najprej bi se rada zahvalila mentorju, akad. prof. dr. lvanu Bratku, za usmerjanje in
konstruktivne pogovore, ki so me pripeljali do rezultarov, ki jih predstavijam v tem delu.

Zahvaljujem se prof. Bratku in prof- dr. Zvezdanu Pirtosku, ki sta omogocila in vzpod-
bujala sodelovanje Laboratorija za umetno inteligenco s Kliniénim oddelkom za bolezni
Zivéevja Nevroloske klinike v Liubljani. To sodelovanje je bilo kljucno za razvoj tega dela.

Posebno zahvalo namenjam doc. dr. Aleksandru Sadikovu za ves éas, ki ga je Zrtvoval za
ragpravijanje o idejah in za resevanje zapletov, na katere sem naletela med raziskovalnim
delom. Hvala tudi za nenehno priganjanje in oporo v tezkih trenutkib, kar mi je preprecilo,
da bi “vrgla pusko v koruzo”.

Nadalje se zahvaljujem Martinu, Dejanu in Mateju za vecurno “ciklanje” algoritma
ABML in argumentiranje podatkov o tremorjih. Hvala celotni ekipi projekta Parkinson-
Check - Aleksandru, Martinu, Juretu, Dejanu in Gurujevcem, kajti le s skupnimi mocmi
smo lahko dosegli zavidljive rezultate pri razpoznavanju tremorjev, ki so ugledali lué sve-
ta tudi v dejanskem produktu. Ze od vsega zacetka aplikacija PARKINSONCHECK sprofa
zanimanje tako v znanstveni kot tudi v strokovni sferi.

Huala dr. Dietrichu Haubenbergerju, doc. dr. Dagu Nyholmu in dr. Dejanu Georgievu
za pomol pri evalvaciji rezultatov vizualizacije napak. Hvala Alesu in Marku za predelavo
zdravniske aplikacije, s katero je bila evalvacija hitrejsa in ucinkovitejsa.

Iskreno se zahvaljujem Jerki za vse dragocene nasvete in predvsem veliko psihicno oporo
v trenutkih, ko sem to najbolj potrebovala. Zahvaljujem se ji tudi, ker si je vzela kar nekaj
Casa za iskanje in lovljenje slovnicnib ter tipkarskih napak, ki so se vtibotapile v besedilo
doktorata in se spretno skrivale pred mojimi ocmi.

Tijani, Alenki in Anji sem hvalezna za njibovo razumevanje, ker sem jih obéasno po-
stavila nizje na lestvici prioritet. Nadvse cenim vse ure, ki so mi jih namenile, ko sem to

potrebovala.



vi

Zahvala V. Groznik

Zahvaljujem se Se Timoteju, Aljazu, Cirilu, Tatjani in vsem ostalim, ki so na svoj nacin
pripomogli k temu, da sem uspesno zakljucila dokrorski Studij.

Nenazadnje se zahvaljujem svojim stariem za vso vapodbudo in podporo, ki so mi jo
dajali celo Zivijenje in mi omogocili, da sem sledila svojim Zeljam. Hvala.

— Vida Groznik, Ljubljana, junij 2018.



KAZALO

Povzetek i
Abstract iii
Zahvala v
Uvod I
1.1 Motivacija . . . . ... o oo oo 2
1.2 Prispevkikznanosti . . . .. ... .. L L L L 3
Izhodista in predznanje 5

2.1 Tremor . . . . ... e

2.2 Digitalnaspirografija. . . . . ... ... . oo 7

Izgradnja modela za razlocevanje tremorjev na podlagi klinicnib podatkov in di-

gitalne spirografije 13
3.1 Metodologija. . . . ... ... L 14
3.1.I1  Argumentirano strojno ucenje . . . . . . . ... ... .. 14
3.1.2  Obravnavanje komorbidnosti . . . . ... ... .. .. .. 14
3.1.3 Interakcija med ekspertom in metodo ABCN2 . . . . . .. 15
3.1.4 Elicitacija znanja z uporabo metode ABML . . . . ... .. 17
3.2 Predstavitevdomene . . . . . .. ... ... 21
3.3 Rezultatiin evalvacijamodela . . . . ... ... ... .. ... 22
331 Podatki . ... .. ... 22
3.3.2  Kvantitativna primerjava rezultatov . . . . . ... ... .. 23

3.3.3 Kvalitativna primerjava zatetnega in kon¢nega modela . . . 25

vii



viii

Kazalo

334
335

V. Groznik

Analizanapak . . ... ... .. L L o L

Diskusija . . . . ... .

4 Izgradnja modela za razlocevanje tremorjev na podlagi digitalne spirografije

s

4.1
4.2

43

4.4

45

5.1

5.2

5-3

54

Ozadje

Predstavitev domene in predznanje. . . . . . ... ... L.

4.2.1

Predznanje. . . . . .. ... ... L L

Predstavitevatributov . . . . . ... ... L

4.3.1  Auibud za odkrivanje asimetrij . . . ... ...
4.3.2  Auibud za odkrivanje ekstremov . . . .. ...
4.3.3  Auibud za odkrivanje napak/odstopanj . . . ... ... L.
4.3.4 Atributi frekvenéne analize . . . . . ... ...,
4.3.5  Auibudi za analizo sprememb vradiju . . . ... ... L.
4.3.6  Atribudi izpeljani iz ve¢ih testov . . . . . ...
Rezultati in evalvacijamodela . . . . ... ... ... ... ...
4.4.1 Podatki . ... ...
4.4.2 Opiseksperimenta. . . . .. ... ... ... .. ...,
4.4.3 Evalvacijarezultatov . . . . . . ... L oL
4.4.4 Predstavitev izbranegamodela . . . . . ... .. L.
Diskusija . . . . .. ..

Metoda za vizualno razlago diagnoz

Metodologija. . . . . .. ...

5.1.1

Algoritem . . . . .. ...

Podatki in evalvacijametode . . . . . .. ... .. Lo L.

s.2.1  Nastavitve parametrov . . . . . . . . . . . . ... ... ..
s.2.2  Zasnovacksperimenta . . . . . ... ... ... L.
Rezultati . . . . .. .. .. .
5.3.1  Analiza optimalnosti algoritma . . . . ... ... ... ..

Diskusija poskusaz eksperti . . . . ... .. L L L

6 Zakljucki
Zakljucki. . . . ..o

Prispevki kznanosti . . . . ... ... ... ...

6.1
6.2



Metode umetne inteligence za modeliranje mehanizmov tremorjev

A Zaletni atributi, uporablieni za izgradnjo modela za razlocevanje tremorjev na

podlagi klinicnih podatkov in digitalne spirografije 95
B Primer sledi izvajanja algoritma 101
C  Navodila za izvedbo eksperimenta 131

Literatura 137






Uvod



1 Uvod V. Groznik
1.1 Motivacija

Tremor je nehoteno gibanje enega ali vecih delov telesa ter predstavlja eno najpogostej-
$ih motenj gibanja. Je simptom, ki ga povezujemo predvsem z razli¢nimi boleznimi
Zivéevja, med drugim s parkinsonovo boleznijo. Ker obstaja ve¢ vrst tremorjev, je z vi-
dika pravilnega zdravljenja pomembno, da razumemo, kako se odrazajo in jih znamo
med seboj locevati.

Ze v zatetku devetdesetih let prejénjega stoletja so za pomo¢ pri razlodevanju tre-
morjev zaceli uporabljati metodo spirografije. Naloga preiskovanca je bila, da na list
papirja s pisalom nariSe levo-su¢no spiralo z obema rokama. Pri tem je zdravnik opazo-
val risanje (hitrost, obotavljanja) in nato $e konéni rezultat. A to metodo so poznali le
redki posamezniki, ki so se s tem ukvarjali ve¢inoma raziskovalno. Z razvojem ra¢unal-
niStva se je pojavila digitalna spirografija, ki je omogocala shranjevanje poteka risanja
spirale in analizo teh podatkov. Kljub temu so, predvsem zaradi nezaupanja v novo
tehnologijo, zdravniki $e vedno uporabljali standardne in uveljavljene postopke za kli-
ni¢ni pregled in postavitev diagnoze, ki pa niso vsebovali spirografskega testiranja. Ker
je spirografija ostala v ozkih, raziskovalnih krogih, ni presenetljivo, da se v dvajsetih
letih ni razvil sistem digitalne spirografije, ki bi omogoc¢al, da bi na podlagi narisanih
spiral in po potrebi dodatnih podatkov iz klini¢nega pregleda avtomatsko razloceval
med razli¢nimi tipi tremorjev. Da bi izbolj$ali zaupanje v taksen sistem, bi bilo pripo-
rodljivo, da bi nudil zdravnikom tudi razlago za svojo odlocitev. Ena od moznosti je
vizualizacija odlo¢itve na narisanih spiralah.

Vizualizacija je zelo mo¢no orodje, saj nam omogoca grafi¢ni prikaz atributov in
najdenih vzorcev, ki so jih zgradili snovalci sistema za podporo pri odlo¢anju. Da bi
zdravniki sprejeli taksen sistem in vanj zaupali, morajo biti vizualizacije za njih smisel-
ne, predvsem pa se morajo skladati z njihovim medicinskim znanjem o domeni. Zato
je nujno, da snovalci pri gradnji atributov, na podlagi katerih se bodo sprejemale od-
lo¢itve znotraj sistema, sodelujejo z zdravniki oz. domenskimi eksperti. To pomeni,
da morajo zajeti ¢im ve¢ njihovega znanja o domeni, predvsem tistega, ki se ga niti
sami ne zavedajo (na¢in razmigljanja). Rekli bi lahko, da bi vizualizacija atributov, na
podlagi katerih sistem (pa tudi zdravnik) poda svojo odlo¢itev, pravzaprav vizualizirala
znanje in razmiSljanje zdravnikov.

Pri modeliranju je pogosto prisotna Zelja, da bi opisali domeno z uporabo atributov,

saj nam je rezultat tak$nega pristopa domac in razumljiv. Taksen opis domene pa nam
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omogoda, da vizualizacijo uporabimo vsaj za:

= odkrivanje napak v atributih,
= odkrivanje novega znanja,

= razlago klasifikacije.

Izpostaviti je potrebno, da je bila v preteklosti vizualizacija morda nekoliko zane-
marjena oz. se ji ni pripisovalo ve¢jega pomena. V zadnjih letih pa se je izkazala za
pomembno orodje pri sprejemanju razli¢nih odlo¢itev. Kot primer lahko navedemo
njen velik pomen pri sprejemanju poslovnih odloditev, kjer z vizualizacijo poslovnih
rezultatov, trendov in analiz poslovanja odlo¢evalci dobijo popolnoma drugacen vpo-
gled v poslovanje druzbe. Podobno vzporednico lahko potegnemo tudi s sprejemanjem
sistemov za podporo odlo¢anju, ki jim uporabniki (v naSem primeru zdravniki) niso
zaupali. Tak$ne sisteme so videli kot ¢rne $katle, ki jim poda$ vhodne podatke, le-ta pa
vrne rezultat. Ce pa uporabnik ne razume, kako je sistem priSel do taksnega rezultata,
dvomi v njegovo odlo¢itev. Ravno zaradi tega tovrstni sistemi v zadetku niso bili Sire
sprejeti, nacrtovalci sistemov pa so bili primorani razmisljati, kako povecati zaupanje
uporabnikov v tovrstne sisteme. Razlaga oz. vizualizacija odloditev je zato ena naj-
pomembnejsih stvari, ki jih mora sistem vsebovati. Z uvedbo le-teh se je zaupanje v
sisteme obcutno povecalo, v nekaterih primerih celo preve¢. Dogaja se, da uporabniki
ne zaupajo ve¢ svojemu cutu (logiki), temve¢ Ze slepo verjamejo rezultatu, ki ga vrne
takSen sistem. Zato je potrebna pazljivost pri zasnovi tovrstnih sistemov, poraja pa
se tudi vpra$anje, ali je zaradi tega potrebna gradnja bolj konzervativnih odlocitvenih
modelov. Zato je e toliko bolj pomembno, da je razlaga odlocitve, ki jo poda sis-
tem, smiselna in razumljiva za uporabnika. Konec koncev razlaga predstavlja povratno

informacijo racunalnika ekspertu, zakaj se je odlo¢il tako, kot se je.
1.2 Prispevki k znanosti
Prispevki k znanosti, ki so zajeti v disertaciji:

= Racunalniski diagnosti¢ni model za lo¢evanje med esencialnim, parkinsonskim

in meSanim tremorjem;

= Metoda za vizualno razlago diagnoz, izpeljanih iz vrst.
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Metoda za gradnjo ra¢unalniskega diagnosti¢nega modela za loc¢evanje med razli¢ni-
mi tipi tremorjev je predstavljena v poglavju 3, kjer je predstavljen tudi konéni model.
Model vsebuje podatke klini¢nega pregleda in digitalne spirografije. Na podlagi zna-
nja, ki smo ga pridobili pri gradnji tega modela, smo zgradili ratunalniski diagnosti¢ni
model, ki uporablja izklju¢no podatke, ki jih dobimo z uporabo digitalne spirogra-
fije. Model in atributi, ki smo jih zgradili za uporabo v diagnosticnem modelu, so
predstavljeni v poglavju 4.

Diagnoze, ki jih postavi ra¢unalniski diagnosti¢ni model nato razlozimo z uporabo
metode za vizualno razlago diagnoz. Metoda deluje za atribute, ki so definirani na
vrstah. Metoda, evalvacija metode in njene omejitve so predstavljene v poglavju s.

Deli doktorske disertacije so bili predstavljeni na razli¢nih mednarodnih znanstvenih

konferencah [1-6], v revijah [7, 8], tehni¢nem porocilu [9] ter poglavju v knjigi [10].
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2 Izhodi$¢a in predznanje V. Groznik
2.1 Tremor

Tremor je motori¢na motnja, ki se navzven izraza v obliki nehotene, ve¢inoma ritmi¢ne
tresavice dolo¢enega dela telesa. Najveckrat prizadane roke, pogosti pa so tudi tremorji
glave, nog, glasilk in telesa. Vzroki in mehanizmi nastanka razli¢nih vrst tremorjev so
kljub velikemu $tevilu raziskav $e vedno nejasni.

Poznamo ve¢ vrst tremorjev, ki jih lo¢ujemo glede na okolis¢ine pojavljanja [11, 12,

14]:

Tremor v mirovanju (angl. rest tremor) se pojavlja, ko je prizadeti del telesa spros¢en in
podprt s podlago (npr. roke poéivajo v naro¢ju). Zanj je znacilna frekvenca tre-
senja med 3 in 6 Hz [13] in se tipi¢no zmanj$a ali popolnoma izgine med izvaja-
njem hotenih gibov. Tremor se za¢ne asimetri¢no, njegovo gibanje pa spominja
na “Stegje denarja” (angl. pill-rolling tremor). Tremor v mirovanju je znacilen

za parkinsonovo bolezen.

Akcijski tremor (angl. action tremor) se pojavi ob izvajanju zavestnih misi¢nih krcenj

in vklju¢uje posturalni in kineti¢ni tremor.

Posturalni tremor (angl. postural tremor) se pojavlja ob vzdrzevanju dolo¢enega
poloZaja prizadetenga uda (npr. drzanje iztegnjenih rok pred seboj) [11].
Zanj je znacilna frekvenca med 4 in 12 Hz, pojavlja pa se pri sindromu
esencialnega tremorja. Kljub temu, da se lahko pojavi tudi pri bolnikih s
parkinsonovo boleznijo, povezanost posturalnega tremorja s tremorjem v

mirovanju ni jasna. [14]

Kineticni tremor (angl. kinetic tremor) se pojavlja med prostovoljnim gibanjem
udov. Kineti¢ni tremor ima lahko prisotno tudi intencijsko komponento,
ki se izraza v povecani amplitudi tremorja tik preden se prizadeti ud pribliza

dolodeni tar¢i (npr. pri testu prst-nos-prst).

Opravilno-specificni kineticni tremor (angl. task-specific tremor) se pojavlja, ko
oseba izvaja ali poskusa izvesti to¢no dolo¢eno nalogo. Najbolj pogosto
se pojavlja tremor pri pisanju. Imenujemo ga primarni tremor pri pisanju
(angl. primary writing tremor). [15].

Lzometricni tremor (angl. isometric tremor) se pojavlja kot rezultat misi¢nega

kréenja pri pritisku ob mirujo¢ objekt. [12]
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2.2 Digitalna spirografija

Z metodo risanja spirale merimo motori¢ne sposobnosti preiskovanca ob risanju Ar-
himedove spirale (Slika 2.1), katere prednost je moznost testiranja motorike v vseh
smerch. Kot metodo za ocenjevanje tremorjev jo priporo¢a tudi ZdruZenje za motnje

gibanja (angl. Movement Disorder Society) [11].

Dokazano je bilo, da rezultati spirografije korelirajo z oceno UPDRS (angl. Unified
Parkinson’s Disease Rating Scale), kar je lahko koristno za ocenjevanje resnosti znakov
parkinsonove bolezni [16].

Uporaba metode spirografije je zelo razsirjena. Uporablja se jo za oceno akinezije
pri parkinsonovi bolezni [17-19], diskinezije povzrocene z zdravili [20], tremorjev pri
multipli sklerozi [21—23] in esencialnega tremorja [24, 25]. Prav tako se lahko upora-
blja pri oceni u¢inkovitosti globoke mozganske stimulacije [26].

Tradicionalno se spirografija izvaja z risanjem spirale na listu papirja, narisane spirale
pa se nato vizualno oceni. Zaradi pomanjkanja jasnih smernic za ocenjevanje in inter-
pretacijo narisanih spiral, je klasi¢na spirografija zelo subjektivna. Najbolj priznane
smernice sta v 90. letih postavila Bain in Findley [27]. Tradicionalna metoda spiro-
grafije nam, razen slike spirale, ne omogoca zbiranja dodatnih podatkov o risanju kot
npr. ¢asovnega poteka risanja tock, pritiska pisala ipd.

V preteklosti so Ze bili poskusi objektivnega merjenja amplitude tremorja z analizo

Slika 2.1: Arhime-

dova spirala.




Slika 2.2: Tipi¢ni
primeri spiral
preiskovancev s
(a) parkinson-
skim  tremorjem,
(b)  esencialnim
tremorjem in (c)

zdravih kontrol.
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skeniranih spiral, narisanih na papir [28, 29]. Kljub temu glavne pomanjkljivosti $e
vedno ostajajo. Ker ne merimo ¢asovne komponente tock, ne moremo analizirati po-
membnih komponent risanja, kot npr. hitrost risanja in njeno spreminjanje, frekvenca
risanja ipd. Tovrstne pomanjkljivosti uspesno odpravi novej$a metoda - digitalna spi-
rografija.

Digitalna spirografija uporablja digitalne sisteme za snemanje poteka risanja spira-
le [30, 31]. Sistem sestavljajo osebni racunalnik, na katerem te¢e namenska program-
ska oprema, grafi¢na tablica in elektronsko pisalo za grafi¢no tablico. Omogo¢a nam
snemanje in shranjevanje spiral v obliki ¢asovnih vrst, kjer imamo za vsak par (x;, ;)
podano $e ¢asovno komponento ;. To nam omogoca podrobnejso analizo spiral - npr.
frekven¢no analizo. Na sliki 2.2 so predstavljeni tipi¢ni primeri spiral oseb s parkin-

sonskim tremorjem, esencialnim tremorjem in zdravih kontrol.

~100 -100
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20
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(a) Parkinsonski tremor (b) Esencialni tremor (c) Zdrava kontrola

Tako dobljene ¢asovne vrste nato ro¢no analizira ekspert in postavi diagnozo, saj
sistemi, ki bi vsebovali odlo¢itveni model za diagnostiko, ne obstajajo. Sistem, ki ga
uporabljajo na Univerzitetnem klini¢nem centru Ljubljana, na podlagi vhodne spirale
izriSe Sest osnovnih grafov (slika 2.3), na podlagi katerih sku$a nevrolog oceniti tip
tremorja in njegovo resnost.

Graf (a) nasliki 2.3 prikazuje narisano spiralo v kartezi¢nem koordinatnem sistemu.
Z njim je mozno dolo¢iti nekatere tipi¢ne nepravilnosti v spirali, kot je stisnjenost na
eni strani, kar je znacilno za parkinsonski tremor ali nazob¢anost spirale, kar je tipi¢no
za esencialni tremor. Zal pa so le redke spirale taksne, da lahko ekspert samo na podlagi
tega grafa napove tip tremorja.

Graf (b) nasliki 2.3 prikazuje absolutno hitrost risanja spirale, ki jo izra¢unamo tako,
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Slika 2.3:  Sest
osnovnih gra-
fov, izpeljanih
iz spirale, prido-
bljene z uporabo
digitalne spirogra-
fije: (a) spirala v
kartezijskem koor-
dinatnem sistemu,
(b) absolutna
hitrost med risa-
njem spirale, (c)
spirala v polarnem
koordinatnem sis-
temu, (d) radialna
hitrost, (e) fre-
kven¢na analiza,
in (f) tangencialna

hitrost.
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da vzamemo dve sosednji tocki (X;, y;, t;) in (X;41, Y41, tip1) ter izra¢unamo razdaljo

med njima, ki jo delimo z razliko v ¢asu:

o= \/(xi+1 - xi)2 + (%41 B yi)z
- fivg — b )

Graf (c) na sliki 2.3 prikazuje narisano Arhimedovo spiralo v polarnem koordina-
tnem sistemu. Arhimedova spirala je v polarnih koordinatah predstavljena v obliki
monotono nara$¢ajo¢e premice, kar olajsa primerjavo idealne spirale z narisano.

Graf (d) na sliki 2.3 prikazuje radialno hitrost, ki meri spremembo radija v ¢asu in
jo lahko povezujemo z gladkostjo spirale. V idealnih razmerah bi moral radij skozi
¢as monotono nara$¢ati, medtem ko bi morala biti radialna hitrost konstantna. Pri
spiralah, ki so tipi¢ne za osebe z esencialnim tremorjem, je v grafu radialne hitrosti
razviden Zagast vzorec. Radialno hitrost prera¢unamo z enacbo:

Tipn =7

r 7

ti+1 - ti
Graf (e) na sliki 2.3 prikazuje spekter frekvenéne analize absolutne hitrosti. S tem
grafom se lahko identificira ritmi¢no gibanje v razli¢nih frekvenénih obmogjih, kar je
znacdilno za nekatere tremorje, npr. esencialni tremor.
Graf (f) na sliki 2.3 prikazuje kotno hitrost, torej spremembo kota skozi ¢as, ki se
praviloma med risanjem zmanj$uje:
Pir1 — Qi

tiy1 =t

Na prvi pogled se bralcu morda lahko zazdi, da je problem popolnoma enostaven,
saj ob pregledu tipi¢nih spiral na sliki 2.2 Ze laiku ni tezko razlo¢iti med posameznimi
spiralami in njihovimi vzorci. Zal pa so taksne tipi¢ne spirale zelo redke. Velikokrat se
namre¢ lahko zgodi, da oseba, ki je zdrava, narise spiralo, ki na prvi pogled spominja
na tipi¢no spiralo osebe s parkinsonskim tremorjem in obratno. Oseba, ki ima par-
kinsonski tremor lahko narise zelo lepo spiralo (razvidno iz slike 2.4). Glavni razlog za
to je lahko v tem, da ima ta oseba le tremor v mirovanju, ko pa za¢ne premikati roko
(torej risati spiralo), tremor zacasno izzveni in je spirala na pogled brez napak. Podobne

primere najdemo pri osebah z esencialnim tremorjem (slika 2.5).
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Slika 2.5: Primer
atipi¢ne spirale, ki
jo je narisal prei-
skovanec z esenci-

alnim tremorjem.
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3 Izgradnja modela za razlo¢evanje tremorjev na podlagi klini¢nih podatkov in digitalne

spirografije V. Groznik

3.1 Metodologija

V tem poglavju so opisane bistvene sestavine nasega pristopa: argumentirano strojno
ucenje (angl. argument-based machine learning - ABML), obravnavanje komorbi-

dnosti ter interakcija med strokovnjakom in uénim programom (izpopolnitveni cikel
ABML).

3.1.1  Argumentirano strojno ulenje

ABML [32] je strojno ucenje, nadgrajeno s koncepti argumentacije. Pri ABML se
argumenti uporabljajo kot sredstva za izvabljanje znanja ekspertov prek razlag u¢nih
primerov. Prednost pristopa je v tem, da se morajo eksperti osredotociti samo na en
specifi¢en primer naenkrat in posredovati znanje, ki je relevantno za ta primer. Upo-
rabili smo metodo ABCN2 [32] - z argumenti razsirjena metoda CN2 [33]. Metoda
se nau¢i mnozice neurejenih verjetnostnih pravil iz primerov s podanimi argumenti

(argumentirani primeri). !

3.1.2  Obravnavanje komorbidnosti

Obravnavana problemska domena ima tri razrede: esencialni tremor (ET), parkin-
sonski tremor (PT) in mesani tremor (MT). Ker za razred MT velja, da sta prisotna
tako esencialni kot tudi parkinsonski tremor (komorbidnost), je pri ucenju pravil tez-
ko razlikovati med ET in MT ter med PT in MT. ReSitev tega problema je prevedba
trorazrednega problema v dva dvorazredna problema.

V prvem primeru ET in MT zdruzimo v razred EMT (esencialni mesani). Za vse
preiskovance v tem razredu velja, da imajo nekaj znakov esencialnega tremorja. Pravila
za EMT bodo tako v svojih pogojih vsebovala znacilnosti, ki oznacujejo esencialni
tremor, ne pa parkinsonskega tremorja. Ceprav EMT vsebuje paciente s parkinsonskim
tremorjem (znotraj razreda MT), pa znadilnosti, ki oznacujejo parkinsonski tremor, ne
bodo vkljudene v pravila, saj niso relevantna za razlikovanje med razredoma EMT in
PT.

V u¢nem problemu z EMT in PT se nau¢imo mnozice pravil zgolj za razred EMT.
Pri tem se izognemo ucenju pravil za PT, saj razred EMT vsebuje tudi paciente s parkin-

sonskim tremorjem; zaradi tega je malo verjetno, da bi ucenje pravil za PT oblikovala

Ve¢ informacij o metodah ABML in ABCN2 je podanih v [32] in na spletni strani

www.ailab.si/martin/abml.
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dobra in razumljiva pravila za parkinsonski tremor.

Drugi dvorazredni problem je analogen prvemu, kjer PT in MT zdruZimo v razred
PMT (parkinsonski mesani). V tem primeru je rezultat u¢enja mnozica pravil za razred
PMT.

Za diagnosticiranje novih primerov z induciranimi pravili potrebujemo mehanizem,
ki omogoca sklepanje o novih primerih. V ta namen smo razvili tehniko, s katero lahko
nove primere klasificiramo v enega izmed treh moznih razredov glede na inducirana
pravila za razreda EMT in PMT.

Naj bo e primer, ki ga zelimo klasificirati. Naj bo Ry, mnoZica pravil, ki pokrivajo
primer e in napovedujejo razred EMT. Podobno pravila v Rpyr napovedujejo razred
PMT in pokrivajo e. Naj bo verjetnost P(e = EMT) (kjer je e = EMT okrajsava
za class(e) = EMT) verjetnost napovedanega razreda “najboljSega” pravila (z najvegjo
verjetnostjo napovedanega razreda) iz Ry in P(e = PMT) verjetnost napovedanega
razreda “najboljSega” pravila iz Rpyr. Ce je Rpyr (ali Rppgr) prazen, potem je P(e =
EMT) = 0 (ali P(e = PMT) = 0). Nasa metoda uporablja naslednjo formulo za

izratun verjetnosti za tri razrede:

Pe=ET) = 1-P(e=PMT)
P(e=PT) = 1-P(e=EMT)
Ple=MT) = P(e=EMT)+P(e=PMT)-1,

kjer P(e = ET), P(e = PT) in P(e = MT) ustrezajo napovedanim verjetnostim
raztedov ET, PT in MT. V posebnih primerih, kjer je P(e = EMT)+P(e = PMT) < 1,
je verjetnost P(e = MT) negativna. To se zgodi v primeru, ko nobeno izmed pravil ne
pokriva primera e (Rgyyr ali Rpygr je prazen). V tak$nih primerih nastavimo verjetnost
P(e = MT) na ni¢ in nato normaliziramo verjetnosti P(e = ET), P(e = PT) in
P(e = MT) tako, da je njihova vsota ena. Primer e je klasificiran v razred z najvecjo
napovedano verjetnostjo.

Opisani mehanizem je bil uporabljen v zanki za elicitacijo znanja, ki je predstavljena

v naslednjem poglavju.

3.1.3  Interakcija med ekspertom in metodo ABCNz2

Ker ne moremo pri¢akovati, da bi eksperti podali argumente za celotno uéno mnozico,

smo uporabili naslednjo zanko, s pomo¢jo katere smo izbrali kriticne primere, ki jih je
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ekspert razlozil.
1. korak: Naudi se hipoteze z uporabo danih podatkov in metode ABCNz2.

2. korak: Poisti “najbolj kriticen” primer in ga prikazi ekspertu. Ce kritiénega primera

ni mogoce najti, se postopek ustavi.

3. korak: Ekspert razlozi dani primer; razlaga se za potrebe metode predstavi v obliki

argumentov in doda k uénemu primeru.
4. korak: Vini se na 1. korak.
Ce zelimo zakljuciti postopek, moramo odgovoriti na naslednji vprasanji:
(a) Kako izberemo kriticne primere?

(b) Kako lahko zagotovimo, da bomo dobili vse potrebne informacije za izbrani pri-

mer?
Prepoznavanje kriti¢nih primerov

Kriticen primer je primer, ki ga s trenutno hipotezo ni mogoce dobro razloziti. Ker nasa
metoda poda napovedi razredov v obliki verjetnosti, bomo najprej identificirali “najbolj
problemati¢en” primer - to je primer z najvedjo verjetnostjo napake. Za ocenjevanje
verjetnostne napake smo uporabili k-kratno pre¢no preverjanje, ki smo ga ponovili 1-
krat (npr. n = 4,k = 5), tako da se vsak primer testira #1-krat. Kriti¢ni primer je izbran

v skladu z naslednjima praviloma:

1. Ce je problemati¢en primer iz razreda MT, le-ta postane kriti¢en primer.

2. Ce je problemati¢en primer iz razreda ET (ali PT), bomo s to metodo ugoto-
vili, katero pravilo, ki napoveduje PMT (ali EMT), je odgovorno za napaéno
klasifikacijo primera. Ker to pravilo pokriva na$ problemati¢en primer, je zelo
verjetno, da je le-to pravilo slabo. Zato bo kriti¢en primer postal primer iz ra-
zreda PT ali MT (oz. ET ali MT), ki ga pokriva to problemati¢no pravilo. Nato
bomo prosili eksperta, da razlozi, zakaj je bil ta preiskovanec diagnosticiran s
parkinsonskim tremorjem (ali esencialnim tremorjem). Razlaga tega primera
naceloma povzrodi, da bo algoritem ABCN2 problemati¢no pravilo nadome-
stil z bolj$§im pravilom za razred PMT (ali EMT), za katerega upamo, da ne bo

pokrivalo problemati¢nega primera.
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Ali so ekspertovi argumenti dobri ali jih je treba izboljsati?
Sledi podrobnejsi opis tretjega koraka zgornjega algoritma:

Korak 3a: Razlaga kritiénega primera. Ce je primer iz razreda MT, prosimo eksperta,
da razloZi njegove znake, ki kazejo na parkinsonski in esencialni tremor (kar se
zgodi, ko je problemati¢ni primer iz razreda MT) ali da razlozi samo eno od bo-
lezni. V drugih dveh primerih (ko je primer iz razreda ET ali PT) ekspert razlozi
samo znake, ki so relevantni za tisti razred, kateremu pripada primer. Ekspert
nato artikulira mnozico razlogov, ki nakazujejo razred primera. Za podani ar-
gument velja, da naj vsebuje minimalno $tevilo razlogov. S tem se izognemo

preve specifiénim argumentom.

Korak 36: Dodajanje argumentov k primeru. Argument se poda v naravnem jeziku, ki
ga je potrebno prevesti v domenski opisni jezik (atribute). Ce argument ome-
nja koncepte, ki v domeni $e niso prisotni, je potrebno te koncepte vkljuditi v

domeno (kot nove atribute), preden se argument doda k primeru.

Korak 3c: Odkrivanje protiprimerov. Protiprimeri se uporabljajo za ugotavljanje, ali ar-
gument zadostuje za uspe$no razlago kriti¢nega primera ali ne. Ce ne zadostuje,
ABCN?2 izbere protiprimer, ¢igar razred je nasproten razredu kriti¢nega primera,

vendar ga pravilo, inducirano iz podanih argumentov, pokriva.

Korak 3d: Izboljsevanje argumentov s protiprimeri. Strokovnjak mora revidirati svoj pr-

votni argument ob upostevanju protiprimera.
Korak 3e: Vini se na korak 3¢, Ce je najden protiprimer.

3.1.4 Elicitacija znanja z uporabo metode ABML

V naSem primeru je postopek elicitacije znanja potreboval 19 iteracij. Med postop-
kom je bilo v domeno vkljucenih 17 novih atributov. Vsi ti atributi so bili izpeljani
iz prvotnih atributov in temeljijo na razlagah, ki jih je podal ekspert. Novi atributi so

predstavljeni v tabeli 3.1.

Argumentacija primerov iz razreda ET/PT

Na zadetku postopka so bili uporabljeni samo prvotni atributi brez podanih argumen-

tov. Primer, ki smo ga oznadili z E.2 (klasificiran kot ET v nasi bazi podatkov), je

7
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na razlagah, ki jih je podal ekspert.

3 Izgradnja modela za razlo¢evanje tremorjev na podlagi klini¢nih podatkov in digitalne

V. Groznik

Tabela 3.1: Novi atributi, ki so bili izpeljani iz prvotnih atributov med postopkom eli-

citacije znanja s pripadajo¢imi stopnjami manjkajocih vrednosti. Ti atributi temeljijo

Stevilo

Atribut Opis manjkajo¢ih
vrednosti

n (%)
Sim.tremor.start Obojestranski zacetek tremorja 0 (0,00)
Diff.age.tremor.duration Razlika med starostjo preiskovanca in trajanjem tremorja 14 (12,28)
Diff.disease.tremor.duration Razlika med trajanjem bolezni in trajanjem tremorja 59 (51,75)
Sim.resting.tremor.up Obojestransko enako izrazen tremor v mirovaniju - zgornje okoncine 6 (5,26)
Sim.postural.tremor.up Obojestransko enako izraZen posturalni tremor zgornjih okoncin 10 (8,77)
Sim.rigidity.up Obojestransko enako izrazena rigidnost zgornjih okoncin 7 (6,14)
Sim.bare.speed.time Obojestransko enaka transformacija hitrost-as - prostoro¢no risanje 21 (18,42)
Sim.bare.radius.angle Obojestransko enaka transformacija radij-kot - prostoro¢no risanje 23 (20,18)
Sim.template.speed.time Obojestransko enaka transformacija hitrost-¢as - risanje po predlogi 45 (39,47)

Sim.template.radius.angle
Bradykinesia
Resting.tremor.up
Postural.tremor.up
Rigidity.up

Harmonics
Spiro.Parkinsonian.only

Spiro.Essential.only

Obojestransko enaka transformacija radij-kot - risanje po predlogi
Prisotnost bradikinezije vsaj na eni strani

Prisotnost tremorja v mirovanju vsaj na eni strani

Prisotnst posturalnega tremorja vsaj na eni strani

Prisotnost rigidnosti vsaj na eni strani

Pojavitev harmonikov vsaj v enem primeru

Vsi spirografski podatki so oznaceni kot parkinsonski

Vsi spirografski podatki so oznaceni kot esencialni

49 (42,98)
5 (4:40)
6(5,26)
10 (8,77)
7 (6,14)
10 (8,77)
0 (0,00)

o (0,00)

bil prvi kriti¢en primer, ki ga je izbral na$ algoritem. Strokovnjaka smo prosili, da
pove, katere znadilnosti E.2 nakazujejo, da primer pripada razredu ET. Izbral je nasle-
dnje znadilnosti: tremor v mirovanju, rigidnost in bradikinezijo; bradikinezijo (ki je
zastopana v dveh atributih - enim za levo stran in enim za desno stran) je izbral kot
najpomembnej$o znadilnost primera izmed treh. Strokovnjak je na podlagi svojega do-
menskega znanja podal naslednji odgovor: “E.2 pripada razredu ET, ker bradikinezija
ni prisotna niti na levi niti na desni strani.” Z uporabo splo$nega domenskega znanja

je razlozil tudi, da stran (leva ali desna) nima posebne vloge pri razlikovanju med ET

in PT.
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Na podlagi strokovnjakove razlage je inzenir znanja (angl. knowledge engineer) uve-
del nov atribut BRADYKINESIA z moznima vrednostima #rue (bradikinezija je prisotna
na levi strani ali na desni strani) in fz/se (bradikinezija ni bila zaznana na nobeni strani).
Istodasno sta bila prvotna atributa (za bradikinezijo) izklju¢ena iz domene - po mne-
nju strokovnjaka je zadostna informacija Ze to, da se bradikinezija pojavi na eni izmed
strani.

Na podlagi strokovnjakove razlage je bil argument “BRADYKINESIA is fzlse” dodan
kot argument za ET h kriti¢cnemu primeru E.2. Metoda ni nasla protiprimera in s tem
se je zakljudila prva iteracija. Pred naslednjo iteracijo so bila inducirana nova pravila.
Ena od opaznih sprememb je bila ta, da se je pojavilo naslednje pravilo:

IF BRADYKINESIA = false THEN class = EMT;

Pravilo pokriva 20 u¢nih primerov; vsi ti primeri pripadajo razredu ET.

Argumentacija primerov iz razreda MT

V prej opisani iteraciji je nevrolog kriti¢ni primer E.2 klasificiral kot izklju¢no ET. V
eni izmed naslednjih iteracij pa je bil kriti¢ni primer E.61 klasificiran kot PT in kot
ET. V takem primeru strokovnjaka prosimo, da navede, katere znacilnosti so v prid
razredu ET in katere znadilnosti so v prid razredu PT. Ekspert je razlozil, da prisotnost
posturalnega tremorja govori v prid razredu ET, medtem ko prisotnost rigidnosti govori
v prid razredu PT. Tudi tokrat se je zanesel na svoje domensko znanje in razlozil, da
lo¢eno obravnavanje atributov za levo in desno stran v ni¢emer ne vpliva na odlo¢itev za
razred ET ali razred PT, zato je predlagal, da se atributa za levo in desno stran zdruzita
v enega.

Tako smo v domeno uvedli atributa PosTuraL.TREMOR.UP in RiGiprTy.up, ki sta
nadomestila originalne atribute za posturalni tremor in rigidnost. Prvi je bil upora-
bljen kot argument za ET, slednji pa kot argument za PT — oba argumenta sta bila
dodana h kriti¢cnemu primeru E.61. Medtem ko metoda ni nasla protiprimera za eks-
pertov argument v prid razredu ET, je bil za njegov argument v prid razredu PT najden
protiprimer - E.45, ki pripada razredu ET.

Eksperta smo tokrat prosili, da primerja kriti¢ni primer E.61 s protiprimerom E.45
in razlozi, katera je najpomembnej$a znacilnost v prid PT, ki velja za E.61 in ne veljaza
E.45. Po ekspertovem mnenju je pojavitev harmonikov pri primeru E.45 (in neobstoj
harmonikov pri primeru E.61) tisto, kar je tipi¢no za ET. Atribut HARMONICS, ki smo

ga ze dodali v domeno, z moznima vrednostma #rue in false, je bil dodan k prej$njemu

9
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argumentu. Metoda je nato nasla $e en protiprimer - E.30 (ki ima razred ET). Ekspert
je razlozil, da se tremor pri E.30 za razliko od kriti¢nega primera ni pricel simetri¢no na
obeh straneh telesa. Argument je bil dodatno razirjen z atributom SIM.TREMOR.START
in dodan h kriti¢cnemu primeru E.61. Novih protiprimerov nismo nasli. S tem se je

iteracija zakljucila.
IzboljSevanje argumentov
Ekspertove argumente lahko izboljsamo na tri razli¢ne nacine:
1. s strani eksperta z uporabo protiprimerov, ki jih izbere nasa metoda,
2. zgolj z nao metodo in
3. s strani eksperta na podlagi njegovih ugotovitev glede induciranih pravil.

Prvi nacin je bil opisan v razdelku 3.1.4, v nadaljevanju sta opisana druga dva na¢ina.

V prvi iteraciji (opisani v razdelku 3.1.4) se je izkazalo, da so ekspertovi argumenti
zadoscali, da so bila z najo metodo inducirana pravila z jasno porazdelitvijo. Véasih
pa metoda samodejno najde dodatne omejitve, s pomod¢jo katerih izboljsa ekspertov
argument. To se je zgodilo v eni izmed naslednjih iteracij, kjer se je pojavil argument:
“RESTING.TREMOR.UP IS #71e AND HARMONICS IS false AND SIM.TREMOR.START IS false.”
Z uporabo tega argumenta se je induciralo naslednje pravilo, ki je tudi del kon¢nega
modela:

IF RESTING. TREMOR.UP = true AND HarMoNICS = false

AND SIM.TREMOR.START = false AND spiro. Essential.only = false

THEN class = PMT:

Metoda je ekspertov argument samodejno izbolj$ala z dodajanjem dodatne omejitve
v zgornje pravilo. Atribut SPIRO.ESSENTIAL.ONLY je bil uveden s strani eksperta v eni
prejsnjih iteracij. Njegov pomen je naslednji: ¢e je kvalitativna ocena spirografskih
podatkov pri katerikoli od osmih opazovanj (atributov) v originalnih podatkih esen-
cialna in hkrati nobena od njih ni parkinsonska (ali katera druga), potem je vrednost
SPIRO.ESSENTIAL.ONLY #7ue, sicer pa false. Zgornje pravilo pokriva 14 primerov (vsi so
iz razreda ET) in ga je ekspert izredno hvalil — eden od razlogov za to je, da u¢inkovito

kombinira klini¢ne podatke in rezultate spirografije.
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Tretji nacin je bil v nasem primeru le enkrat konkretiziran v postopku elicitacije
znanja z metodo ABML. Pri kon¢nem pregledu pravil je ekspert potrdil vsa inducirana
pravila z izjemo enega:

IF PoSTURAL.TREMOR.UP = #7¢ AND SIM.BRADYKINESIA = frue

THEN class = EMT;

Ceprav pravilo pokriva 23 primerov (od 47) in ima jasno porazdelitev, je ekspert
menil, da je atribut stM.BRADYKINESIA nesmiselen. To je bil samodejno inducirani del

pravila iz ekspertovega argumenta za primer E.61, kot je opisano v 3.1.4. Na pod-

lagi ekspertove razlage je bil argument razirjen v “POSTURAL.TREMOR.UP is #7u#e and
BRADYKINESIA = false.” Tak$nih sprememb se ne sme delati po pregledu rezultatov na
testnih podatkih, Se pomembneje pa je, da se ekspert pri tem zanese na domensko
znanje. Naslednje pravilo je bilo inducirano iz ekspertovega argumenta:

IF POSTURAL.TREMOR.UP = frue

AND BRADYKINESIA = false

THEN class = EMT;

Ceprav ima pravilo izrazito slabde pokritje, je ekspert menil, da je pravilo konsi-
stentno z njegovim domenskim znanjem. Na tej tocki je ekspert odobril vsa pravila v

kon¢nem modelu. S tem je bil iterativni postopek zakljucen.
3.2 Predstavitev domene

Nabor podatkov je vseboval 122 preiskovancev, ki jim je bila s strani nevrologa posta-
vljena diagnoza parkinsonski tremor, esencialni tremor ali mesani tip tremorja (parkin-
sonski in esencialni tremor hkrati). Te tri diagnoze so predstavljale tudi razrede naSega
klasifikacijskega problema.

Za postavitev diagnoze je specialist nevrolog opravil klini¢ni nevroloski pregled vkljuc-
no z druZinsko anamnezo. Poleg tega je vsak preiskovanec opravil spirografsko testi-
ranje, ki je potekalo v prostorih Laboratorija za motnje gibanja in hojo Klini¢nega
oddelka za bolezni Zivéevja na Nevrologki kliniki v Ljubljani. Zajem podatkov je po-
tekal z uporabo grafi¢ne tablice Wacom z namenskim pisalom in posebne programske
opreme Spiralography podjetja Wise Technologies, ki omogoca zajem podatkov in izris
osnovnih grafov ¢asovnih vrst (narisana spirala, transformirana spirala v polarni koor-
dinatni sistem, spreminjanje hitrosti, frekvenéni spekter, spreminjanje pritiska pisala
na tablico med risanjem). Vsak preiskovanec je narisal $tiri spirale. Najprej je narisal

spiralo, kjer je s pisalom sledil Ze narisani spirali na predlogi enkrat z desno in enkrat z
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levo roko. Nato je ponovno narisal z vsako roko po eno spiralo, a tokrat prostoro¢no
(brez predloge). Ekspert za spirografijo je nato pregledal narisane spirale in podal kva-
litativno oceno spiral - ali so v njih vidni znaki esencialnega tremorja, parkinsonskega
tremorja ali v njih ni vidnih posebnih anomalij.

Vsak preiskovanec je bil opisan s 69 atributi, pri predprocesiranju podatkov pa se je
$tevilo atributov zmanjsalo na 47. Izlo¢eni atributi so povecini vsebovali komentarje,
ali pa so bili nepopolni in za gradnjo modela nepomembni oz. neuprabni. Polovi-
ca preostalih atributov je vsebovala podatke o zgodovini preiskovancev in klini¢nem
nevroloskem pregledu, druga polovica pa o opravljenem spirografskem testiranju. Za-
Cetni atributi, ki so bili uporabljeni v postopku elicitacije znanja, njihov kratek opis in
delez manjkajocih podatkov so predstavljeni v tabeli A.1, ki se nahaja v prilogi A.

Med samim postopkom elicitacije znanja so bili nekateri atributi nadomesceni z
novimi. To je ponavadi pomenilo zdruzitev dveh ali ve¢ih atributov na podlagi eksper-

tovega poznavanja obravnavane domene.
3.3 Rezultati in evalvacija modela

3.3.1 Podatki

Podatki, ki so bili uporabljeni za gradnjo in evalvacijo modela, so bili zbrani v dveh
delih.

V prvem delu smo posneli 67 preiskovancev, ki smo jih naklju¢no porazdelili v u¢no
mnozico, ki je vsebovala 47 preiskovancev in v testno mnozico, ki je vsebovala 20

preiskovancev. Porazdelitev preiskovancev v razrede je razvidna iz tabele 3.2.

Tabela 3.2: Porazdelitev preiskovancev, zbranih v prvem delu v razrede znotraj uéne in

testne mnozice.

parkinsonski tremor  esencialni tremor  mesan tremor

u¢na mnozica (delez) 12 (25,53 %) 22 (46,81 %) 13 (27,66 %)

testna mnozica (delez) 5 (25,00 %) 10 (50,00 %) 5 (25,00 %)

V drugem delu zbiranja podatkov smo posneli 55 preiskovancev. Vsi ti primeri
so bili, v Zelji po izbolj$anju evalvacije, dodani v testno mnozico. Pri predprocesira-
nju podatkov smo bili primorani zavre¢i podatke osmih preiskovancev, saj so pri njih

manjkali vsi podatki klini¢nega pregleda. Na koncu je bilo v testni mnozici skupno
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67 primerov. Porazdelitev preiskovancev znotraj razredov je predstavljena v tabeli 3.3,
iz katere je razvidno povecanje deleza preiskovancev s parkinsonskim tremorjem v pri-
merjavi z ostalima dvema tremorjema. Razlog za to je, da smo v prvem delu pridobili
podatke oseb, ki jih je bilo tezko pravilno diagnosticirati in so Ze bile na voljo ekspertu.
V drugem delu smo pridobili podatke zaporednih priskovancev, njihova porazdelitev

pa ustreza incidenci pojavljanja tremorjev.

Tabela 3.3: Porazdelitev preiskovancev, zbranih v prvem in drugem delu v razrede

znotraj ucne in testne mnozice.

parkinsonski tremor  esencialni tremor  meSan tremor

uéna mnozica (delez) 12 (25,53 %) 22 (46,81 %) 13 (27,66 %)
testna mnozica (delez) 29 (43,28 %) 28 (41,79 %) 10 (14,93 %)

3.3.2  Kvantitativna primerjava rezultatov

Uspesnost modela smo merili z razli¢nimi metodami strojnega u¢enja: ABCN2, NB,
DT, SVM, RF in LR. Testiranje je potekalo z uporabo prilagojene metode desetkratne-
ga pre¢nega preverjanja, kjer smo za ucenje 47 u¢nim primerom dodali 9/10 primerov
iz testne mnozice in testirali na preostali 1/10 primerov.

Za samo klasifikacijo primera smo diagnosti¢ni model nadgradili z algoritmom PI-
LAR [34], ki vsakemu pravilu dodeli utez, pri ¢emer uposteva korelacije med pravili.
Verjetnost razreda za dolo¢eno pravilo dobimo s seStevkom utezi vseh pravil, ki pokrije-
jo primer in izralunom verjetnosti z uporabo logisti¢ne transformacije. Z verjetnostmi
P(e = EMT) in P(e = PMT), ki jih vrne algoritem PILAR, izratunamo verjetnosti
P(e = ET), P(e = MT) in P(e = PT) z uporabo formul, ki so predstavljene v poglav-
ju 3.1.2 in tako dobimo konéno klasifikacijo primera v enega izmed treh razredov.

V tabeli 3.4 so predstavljeni rezultati (klasifikacijska to¢nost (CA), obmo¢je pod
ROC krivuljo (AUC), specifi¢nost in senzitivnost) uporabljenih metod pred in po po-

stopku elicitacije znanja. Pri CA in AUC so predstavljeni tudi intervali zaupanja.

23




24

3 Izgradnja modela za razlo¢evanje tremorjev na podlagi klini¢nih podatkov in digitalne

spirografije V. Groznik

Tabela 3.4: Rezultati apliciranih metod strojnega ucenja pred in po postopku elicitacije

znanja.
ABCN2 NB DT SVM RF LR
CA Pred ,82 +,09 ,82 £,13 ,60 £,15 ,71 +,09 ,76 +,07 ,76 +,09
Po ,91 +,09 ,88 +,09 ,64 +,16 ,78 +,09 ,78 +,11 ,78 +,09
Pred ,95 +,06 ,98 +,02 ,77 £,1 ,92 +,06 ,93 +,0. ,89 +,0
AUC 95 9 77 5 9 93 4 9 9
Po ,96 £,08 98 £,03  ,79 £,16 94 +,06 93 £,06  ,91 +,07
Pred 0,90 0,85 0,46 0,77 0,59 0,90
Spec.
ET Po 0,97 0,87 0,46 0,77 0,62 0,82
Pred 0,86 0,93 0,89 0,75 1,00 0,82
Sens.
Po 0,93 1,00 0,89 0,86 1,00 0,75
Pred 0,87 0,95 0,97 0,82 1,00 0,82
Spec.
PT Po 0,89 0,97 0,97 0,95 1,00 0,92
Pred 0,86 0,83 0,41 0,79 0,72 0,83
Sens.
Po 0,97 0,86 0,48 0,83 0,72 0,86
Pred 0,95 0,93 0,91 0,93 1,00 0,91
Spec.
MT Po 0,98 0,96 0,95 0,93 1,00 0,91
Pred 0,60 0,50 0,30 0,30 0,20 0,40
Sens.
Po 0,70 0,60 0,30 0,40 0,30 0,60

Zacetna klasifikacijska to¢nost modela ABCN2 je bila 0,82, kar je primerljivo s to¢-
nostjo modela, dobljenega z uporabo metode NB. Prav tako imata obe metodi visok
AUC ter specifi¢nost in senzitivnost za posamezen razred (PT, ET, MT) preko o,80.
Izjema je le senzitivnost za MT, ki je pri vseh metodah nizka (0,60 ali manj). Kon¢na
klasifikacijska to¢nost (po izvedeni elicitaciji znanja) modela ABCN2 je 0,91, prav tako
pa so se nekoliko povecale tudi vrednosti za AUC, specifi¢nost in senzitivnost.

Za primerjavo uspesnosti metode ABCN2 z ostalimi metodami smo izmerili $e sta-
tisti¢no signifikanco razlike med rezultati za klasifikacijsko to¢nost in obmo¢jem pod
ROC krivuljo. Rezultati kazejo, da z izjemo odlo¢itvenih dreves ni signifikantne razli-
ke v rezultatih za AUC. Se pa razlika pojavi pri primerjavi klasifikacijske to¢nosti med
ABCN2 in vsemi ostalimi metodami z izjemo NB. Na podlagi tega lahko trdimo, da
ABCN2 daje vsaj primerljivo dobre rezultate za klasifikacijsko to¢nost v primerjavi z

ostalimi metodami, ki se tipi¢no uporabljajo na tovrstnih domenah.
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3.3.3  Kvalitativna primerjava zacetnega in koncnega modela

Po koncu postopka elicitacije znanja smo imeli 13 pravil. Konéni model je predsta-
vljen v tabeli 3.5, za vsako pravilo pa je podano $e Stevilo primerov iz testne oz. u¢ne
mnozice, ki jih pravilo pokrije in to¢nost posameznega pravila.

Klasifikacijske to¢nosti pravil so bile ocenjene z uporabo m-ocene,

CA(pravila) = %

kjer je bil parameter 7 nastavljen na vrednost 2 (kar je privzeta vrednost parametra v
ABCN?2), s je Stevilo pozitivnih primerov, ki jih pokrije pravilo, p, je apriorna verjetnost
napovedanega razreda, 7 pa je Stevilo vseh primerov, ki jih pravilo pokrije.

Vsako pravilo sta neodvisno ovrednotila dva eksperta-nevrologa (noben od njiju ni
sodeloval v naSem postopku elicitacije znanja). Ugotovila sta, da vsa pravila pravilno
nakazujejo napovedani razred. V nadaljevanju bomo predstavili ekspertove razlage za
tri od teh pravil.

Devet pravil vsebuje atribute, ki se nanafajo na spirografske teste, tri od teh pa te-
meljijo izklju¢no na spirografiji. Eno od teh je naslednje pravilo:

IF Harmonics = true THEN class = EMT;

Pravilo pravi: ¢e se v frekvenénem spektru tremorja pojavijo harmoniki, je tremor
esencialen. Znano je, da je pojav harmoni¢nih frekvenc znacilen za ET.

Naslednje pravilo v kon¢nem modelu temelji izklju¢no na atributih klini¢nega pre-
gleda:

IF BRADYKINESIA = true

AND RiGIDITY.UP = true
AND RESTING.TREMOR.UP = frue

THEN class = PMT;

Pravilo pravi: ¢e ima pacient tremor v mirovanju, bradikinezijo in rigidnost, potem
gre za PT. Kombinacija tremorja v mirovanju, bradikinezije in rigidnosti pravzaprav
klini¢no dolo¢a PT.

Nenazadnje spodnje pravilo uspesno kombinira rezultate spirografije in klini¢nega
pregleda:

IF RESTING.TREMOR.UP = true

AND HARMONICS = false




26 3 Izgradnja modela za razlo¢evanje tremorjev na podlagi klini¢nih podatkov in digitalne

spirografije

V. Groznik
Tabela 3.5: Pravila v konénem modelu.
Stevilo Toénost Stevilo Tocnost
Stevilka Pravilo pokritih pravila pokritih pravila
pravila primerov (u¢na primerov (testna
(u¢na mnozica) (testna mnozica)
mnozica) mnozica)
IF Bradykinesia = false 68 3
! THEN class = EMT » 97 o 08319
IF Qualitative.spiral = essential P
z THEN class = EMT 23 0979 29 09721
IF Harmonics = true
3 THEN class = EMT 1o 09574 16 9519
IF Spiro.Parkinsonian.only = false
4 AND Postural.tremor.up.left > o 23 0,9796 30 0,7229
THEN class = EMT
IF History = positive
5 AND Bare.right.freq.range > 5 2 0,8723 1 0,7114
THEN class = EMT
6 I;H%L;l;zlsvi?ﬁ%}- Parkinsonian g 0,9064 27 0,9367
IF Bradykinesia = true
7 AND Rigidity.up = true 17 0,9507 34 0,9490
THEN class = PMT
IF Bare.right.speed.time = Parkinsonian
8 AND Tremor.neck < o. 15 0,9449 14 0,9478
THEN class = PMT
IF Rigidity.up = true
AND Harmonics = false
o AND Tremor.start = right side 1o 0922 1o 9303
THEN class = PMT
IF Bradykinesia = true
AND Rigidity.up = true
1o AND Resting.tremor.up = true s 09449 2 09202
THEN class = PMT
IF Resting.tremor.up = true
AND Harmonics = false
11 AND Spiro.Essential.only = false 14 0,9415 15 0,9508
AND Sim.tremor.start = false
THEN class = PMT
IF Bradykinesia = true
AND Diff.age.tremor.duration < 60 years
12 AND Harmonics = false 15 0,8273 13 0,8776
AND Sim.tremor.start = false
THEN class = PMT
IF Postural.tremor.up = true
13 AND Bradykinesia = false 16 0,9716 11 0,8565

THEN class = EMT

AND sp1RO.ESSENTIAL.ONLY = false

AND SIM.TREMOR.START = false

THEN class = PMT;

Pravilo klasificira v razred PT na podlagi obstoja tremortja v mirovanju in neobstoja
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harmonikov v frekven¢nem spektru tremorja. Pri tem niso vsi rezultati spirografije
oznadeni za esencialne, zaletek tremorja pa ni bil obojestranski. Vse te ugotovitve so
bile v skladu z ekspertovim znanjem.

V zatetnem modelu, pred zacetkom postopka elicitacije znanja, je bilo 9 pravil (tabe-
la 3.6). Pet od teh pravil je kot atribut vsebovalo trajanje bolezni ali starost ob nastopu
bolezni. Po mnenju eksperta pa noben od teh dveh atributov ni izrazito informati-
ven. Obe motnji se namre¢ lahko za¢neta pojavljati v vseh starostih. Medtem ko se

ET tipi¢no za¢ne pojavljati prej, pacienti z ET obis¢ejo nevrologa Sele vec let po po-

javu bolezni, zato njihova starost ob nastopu in trajanje bolezni véasih nista ustrezno

zabelezena.
Tabela 3.6: Pravila v za¢etnem modelu.

Stevilka pravila Pravilo

IF Qualitative.spiral = essential
THEN class = EMT

IF Bare.right.speed.time = essential
THEN class = EMT

IF Bradykinesia.right < o

1

} THEN class = EMT
IF Rigidity.up.right < o
4 AND Bradykinesia.left < 1

THEN class = EMT
TF Rigidity.up.right < 1
AND Resting.tremor.up.left < 2
5 AND Postural.tremor.up.left > o
AND Disease.duration < 9 years
THEN class = EMT
IF Bare.right.speed.time = Parkinsonian
6 AND Disease.duration < 12 years
THEN class = PMT
IF Rigidity.up.right > o

7 AND Age < 83 years
THEN class = PMT
IF Rigidity.up.right > o
8 AND Disease.duration < 12 years

THEN class = PMT

IF Bradykinesia.right > o
9 AND Age < 74 years

THEN class = PMT

Za razliko od koné¢nega modela je ve¢ pravil v za¢etnem modelu z medicinskega
vidika nesmiselnih. To prikazujeta naslednja dva primera.
IF RI1GIDITY.UP.RIGHT > 0
AND AGe < 83 years

THEN class = PMT;
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Prvi del pravilno doloca, da ée se v zgornji desni okon¢ini pojavi rigidnost, je to znak
za PT. Vendar po mnenju eksperta stran (leva ali desna) nima posebne vloge pri razli-
kovanju med ET in PT. Drugi pogoj ni pravilen. Zgornja meja za starost ob nastopu
bolezni ne obstaja niti za PT niti za ET.

Tudi naslednje pravilo se pojavi v prvotnem modelu:

IF RiGIDITY.UP.RIGHT < 1

AND RESTING. TREMOR.UP.LEFT < 2
AND POSTURAL.TREMOR.UP.LEFT > 0
AND DISEASE.DURATION < 9 years

THEN class = EMT;

Po mnenju eksperta pozitivna vrednost za RiGIDITY.UP.RIGHT v splo§nem govori v
prid PT. Podobno v splosnem velja, da pozitivna vrednost za RESTING. TREMOR. UP.LEFT
prav tako govori v prid PT. Vendar zgornje pravilo oéitno ne razlikuje med primeri, pri
katerih sta vrednosti teh dveh atributov pozitivni oz. negativni. Poleg tega se, kot smo
pojasnili zgoraj, ET tipi¢no za¢ne pojavljati pri niZji starosti kot PT; zato bi bil tu bolj

logi¢en simbol > namesto <.

3.3.4 Analiza napak

Z uporabo pravil v konénem modelu smo pravilno klasificirali 61 od 67 primerov.
Iz tabele 3.7 je razvidno, koliko primerov v posameznem razredu smo klasificirali v
napacen razred. Domenskega eksperta smo prosili, da ponovno pogleda primere, ki so

bili napa¢no klasificirani in pravila, ki so bila uporabljena pri posamezni klasifikaciji.

Tabela 3.7: Matrika pravilnih in napa¢nih razvrstitev primerov z uporabo konénega

modela.

Napovedani razred

ET MT PT
'§ ET 26 I I
§ MT o 3
£E PT 1 o 28

Po natan¢ni evalvaciji se je ekspert strinjal z dvema racunalniskima klasifikacijama,
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saj je nevrolog v ¢asu diagnoze spregledal nekatere podrobnosti. Razred teh dveh pri-
merov bi tako dejansko morali spremeniti.

Poleg tega je ekspert spremenil razred $e v enem primeru. Tokrat se ni strinjal z
ra¢unalnisko evalvacijo, toda pravila so mu vseeno pomagala najti napako pri postavitvi
prvotne diagnoze.

Domenskega eksperta smo prosili, da pregleda $e 12 napa¢no klasificiranih primerov,
ki so bili klasificirani z uporabo prvotnega modela (tabela 3.8). Ceprav se je ekspert
strinjal z dvema rac¢unalniskima klasifikacijama in je bil po skrbnem pregledu razred
spremenjen pri $e dveh drugih primerih, so ostali $e trije napa¢no klasificirani primeri
najhujsega tipa: PT je bil dvakrat napa¢no klasificiran kot ET in ET je bil enkrat

napacno klasificiran kot PT.
Tabela 3.8: Matrika zamenjav pri uporabi zacetnega modela.

Napovedani razred

ET MT PT
—’é ET 24 2 2
N
E MT I 6 3
>
3]
£ PT 3 1 25

3.3.5  Diskusija

Evalvacija kaze, da je postopek elicitacije znanja z metodo ABML vodil do ve¢je kla-
sifikacijske to¢nosti. Klasifikacija je bila po postopku elicitacije znanja boljsa tako pri
metodi ABML kot tudi pri drugih metodah strojnega ucenja, ki smo jih uporabili za
primerjavo. Uspe$nost metode ABML z vidika CA in AUC je vsaj primerljiva z uspe-
$nostjo drugih sodobnih metod, ki so bile vklju¢ene v primerjavo. Z nasega stalis¢a sta
glavna rezultata postopka elicitacije znanja z ABML razumljivost modela in medicin-
ska smiselnost elicitiranega znanja. Primerjava zadetnega in kon¢nega modela s stalid¢a
razumljivosti jasno pokaze pozitiven ucinek elicitacije znanja.

Prepri¢ani smo, da je razumljivost kljucen vidik, zaradi katerega je kon¢na mnozica
pravil primerna za uporabo v sistemu za podporo odlo¢anju (angl. decission support
system - DSS). To je pomembno za razlago, ki podpira odlo¢itve (diagnoze), Se zlasti v

medicinskih domenah, kjer zdravljenje temelji na diagnozi. Dobre razlage lahko poleg

29
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tega, da okrepijo zdravnikovo zaupanje v predlagane diagnoze, pomagajo zdravnikom
odkriti potencialne napake oziroma jih pozovejo k ponovnemu razmisleku glede dia-
gnoze. DSS kot tak se lahko uporablja kot drugo mnenje, Se zlasti pri tezjih primerih.

Dodatna prednost razumljivosti je $e ta, da lahko DSS enostavno preoblikujemo
v dragoceno u¢no orodje. Zato je pomembno, da so razlage razumljive, smiselne in
pravilne. Evalvacija nadih modelov s strani nevrologov jasno potrjuje koristi metode
ABML. Medtem ko je bilo prvotno znanje tezko razumljivo in véasih celo nelogi¢no
z medicinskega vidika, je bila konéna mnoZica pravil veliko bolj konsistentna z medi-
cinskim znanjem.

Analiza matrik zamenjav za zacetni in kon¢ni model ne kaZe izrazitega zniZanja sto-
pnje resnosti narejenih napak pri klasifikaciji. Ker vse napa¢ne diagnoze niso enako
$kodljive, bi bilo v prihodnje smiselno razmisliti o cenovno-ob¢utljivem ucenju, kar bi
lahko pomenilo o¢itno izbolj$avo za na$ DSS.

Podrobnejsi pregled konéne mnozice pravil pokaze Se en zanimiv rezultat. Devet od
trinajstih pravil vsebuje atribute, ki se nanasajo na rezultate spirografskega testiranja,
tri od teh devetih pa temeljijo izklju¢no na spirografiji. Omenimo naj, da med samim
postopkom elicitacije znanja nismo posebno vzpodbujali uporabe rezultatov spirograf-
skega testiranja. Ta rezultat nakazuje, da je spirografija zelo koristna za razlo¢evanje
med posameznimi tipi tremorjev. Ta tri pravila so dajala zelo dobre rezultate tudi za
osem pacientov, za katere nismo imeli klini¢nih podatkov.

Navedeno upravi¢uje nadaljnje delo na spirografskih podatkih, ki se lahko uporabi
kot presejalni test. Ena izmed moznosti je uporaba spirografskega testa na napravah,

kot so tabli¢ni ra¢unalniki ali pametni telefoni.
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4.1 Ozadje

Motori¢ne motnje so ene najpogostejsih znakov pri osebah s parkinsonovo boleznijo.
To nam omogoda, da z zbiranjem in analizo podatkov objektivno ocenimo resnost
bolezni.

Raziskovalci se ocenjevanja resnosti in napredovanja bolezni lotevajo na razli¢ne na-
¢ine. Izdelujejo sisteme za nadzorovanje in avtomatsko razpoznavanje hoje [35, 36],
sisteme za nadzorovanje in oceno moten;j v govoru in glasu [37—40] ter sisteme za nad-
zor tremorjev in bradikinezije [41—44]. V Zelji po skrajsanju ¢akalnih vrst za obisk
in pregled pri nevrologu je veliko ¢asa in denarja namenjenih izdelavi enostavnih in
dostopnih sistemov za domaco uporabo, ki bi omogocali objektivno oceno resnosti
tremorjev. Raziskovalci v ta namen izdelujejo mobilne [19] in nosljive sisteme [45—
48], namenjene uporabi v domac¢em okolju.

Vecina teh sistemov zgolj meri in zbira podatke, ki jih nato posljejo na centralni
streznik v obdelavo ra¢unalniskemu sistemu ali samim raziskovalcem. Ravno zaradi
posiljanja podatkov na centralni streznik se pojavljajo vprasanja o uporabnikovi varno-
sti in varovanju osebnih podatkov. Res je, da sistemi posiljajo podatke preko zas¢itenih
kanalov, a so zaradi nepoznavanja tehnologije uporabniki lahko do njih nezaupljivi in
jih ne Zelijo uporabljati. Prav zato je potreba po sistemih, ki bi lokalno obdelovali
podatke in dali rezultate $e toliko vegja.

Ze sedaj je na trzi$¢u kar nekaj sistemov za domaco uporabo, a je njihova slabost
v tem, da podajajo le informacijo o napredovanju bolezni (¢e jo uporabnik ima), ne
omogocajo pa podajanja dejanske diagnoze oz. suma na diagnozo. Vsekakor je spre-
mljanje napredovanja bolezni zelo pomembno, ni¢ manj pomembno pa ni podajanje

informacije o mozni bolezni, ki bi jo uporabnik lahko imel.
4.2 Predstavitev domene in predznanje

Nabor podatkov vsebuje 159 preiskovancev, ki jim je bila s strani nevrologa postavlje-
na diagnoza parkisnonski tremor (PT), esencialni tremor (ET), drug tip tremorja ali
brez tremorja. Zaradi premajhnega Stevila preiskovancev, ki jim je bila postavljena di-
agnoza “drug tip tremorja’, so bili le-ti izlo¢eni iz raziskave, preostale tri diagnoze pa
so predstavljale tri razrede naSega klasifikacijskega problema.

Vsak preiskovanec je moral s prstom na zaslon mobilnega telefona narisati $tiri Arhi-

medove spirale. V prvem primeru je moral s kazalcem desne roke slediti ¢rti na zaslonu
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ze izrisane spirale, v drugem primeru je moral spiralo narisati prostoro¢no (brez pre-
dloge), v tretjem in Cetrtem koraku pa je moral obe nalogi ponoviti $e s kazalcem leve

roke. Primer tako narisanih spiral je predstavljen na sliki 4.1.

150 T T T T T

100

-100

-150 -150 - - - - -
-150 -100 -50 0 50 100 150 -150 100 -50 O 50 100 150

(@) (b)

100

50

-100

-150 - 50
-150 -100 -50 0 50 100 -200 -150 -100 =50 0 50 100 150

(C] (d)

Vsaka spirala je predstavljena v obliki ¢asovne vrste, kjer je vsaki to¢ki (x, y) dodana
$e ¢asovna komponenta t.

Cilj raziskave je bila izdelava odlo¢itvenega modela za avtomatsko detekcijo potenci-
alnih bolnikov s parkinsonovo boleznijo ali esencialnim tremorjem. Po tem, ko oseba
nariSe vse Stiri spirale, mora biti sistem sposoben napovedati, ali so v narisanih spi-
ralah prisotni znaki parkinsonskega oz. esencialnega tremorja ali teh znakov ni in je
preiskovanec zdrav. Ce se izkaze, da so prisotni znaki tremorja, je pomembno, da zna
sistem lo¢iti med parkinsonskim in esencialnim tremorjem. Uéni problem za izdelavo
tak$nega odlo¢itvenega modela smo formulirali takole:

Na podlagi klasificiranih primerov (v razrede PT, ET, zdrav), kjer so za vsak primer

podane $tiri razli¢ne spirale, se naudi:

1. klasifikacijskega modela, ki zna napovedati ali ima oseba tremor ali ne, in

33

Slika 4.1: Primer
na mobilni telefon
narisanih Arhime-
dovih spiral (a) z
levo roko po pre-
dlogi, (b) z de-
sno roko po pre-
dlogi, (c) z levo
roko prostoro¢no
(brez predloge) in
(d) z desno roko
prostoro¢no  (brez

predloge).
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2. klasifikacijskega modela, ki zna lo¢iti med PT in ET.

Za potrebe gradnje atributov, ki bodo uporabljeni v odlo¢itvenem modelu, je po-
trebno doloceno nevrolosko predznanje, da bi atributi zaradi potrebe po razumevanju

odlotitev dejansko vsebovali nevrolosko znanje.

4.2.1  Predznanje

Odlotitveni model, predstavljen v poglavju 3, vsebuje 13 pravil, od tega jih devet vse-
buje atribute, dobljene s pomo¢jo spirografije. Naj izpostavimo tudi, da so tri pravila
vsebovala izklju¢no spirografske atribute. Med atributi, ki so se pojavili v koné¢nem od-
lo¢itvenem modelu, so bili harmoniki, frekvenéni razpon in kvalitativne ocene spiral
(parkinsonska ali esencialna). Ti, bolj ali manj kvalitativni atributi, so bili osnova za
izdelavo algoritmov za njihovo avtomatsko detekcijo, ki pa so bili nadgrajeni z doda-
tnim nevroloskim znanjem. Nevrologi lahko do neke mere vizualno ocenijo spirale in
grafe, predstavljene v poglavju 2.2, njihovo predznanje pa temelji na njihovih vecletnih
klini¢nih izku$njah z digitalno spirografijo.

Za esencialni tremor je znacilen posturalni tremor (tremor, ki se pojavi, ko imamo
roke iztegnjene pred seboj) in kineti¢ni tremor (ki se pojavi med prostovoljnim giba-
njem udov) s frekvenco med 4 in 12 Hz. Za esencialni tremor naceloma velja, da je
simetricen (leva in desna stran telesa sta enako prizadeti), se pa ponavadi za¢ne v eni
izmed rok in se nato preko vratu in glasilk razgiri $e na drugo stran telesa. Seveda ob-
staja tudi vrsta druga¢nih oblik esencialnega tremorja - zgolj tremor glasu, zgolj tremor
glave, zgolj tremor okon¢in ipd.

Za parkinsonski tremor je znacilen tremor v mirovanju s frekvenco med 4 in 9 Hz
in je eden najpogostejsih motori¢nih znakov za parkinsonovo bolezen. Ostali moto-
ri¢ni znaki vklju¢ujejo bradikinezijo (upocasnjenost gibov), rigidnost (pove¢an misi¢ni
tonus) in posturalno nestabilnost. Zanj velja, da je asimetri¢en, kar pomeni, da je ena
stran telesa bolj prizadeta od druge.

Na podlagi teh dejstev se te znacilnosti pojavljajo v spiralah v obliki Zagastih vzorcev,
ostrih kvadratastih robov, prisotnosti harmonikov in vrhov pri frekvenéni analizi abso-
lutne hitrosti risanja, stisnjenosti spirale na eni strani in posledi¢ni asimetriji, asimetriji
med spiralama, narisanima z obema rokama ipd. Vse te znac¢ilnosti smo skusali zajeti

v atributih, ki so predstavljeni v nadaljevanju.
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4.3 Predstavitev atributov

V nadaljevanju so predstavljeni atributi, ki smo jih razvrstili v skupine glede na njihove

lastnosti oz. glede na to, katere znacilnosti spiral Zelimo z njimi detektirati.

4.3.1  Atributi za odkrivanje asimetrij

Atributi v tej skupini se uporabljajo za odkrivanje dveh razli¢nih tipov asimetrij v spi-

ralah:
I. asimetrij znotraj posamezne spirale;

2. asimetrij med spiralama, narisanima z levo in desno roko.

Do asimetrije v posamezni spirali pride zaradi motenj gibanja pri risanju spirale (npr.
tremor, rigidnost, bradikinezija) kar se odraza kot asimetrija na eni izmed strani spirale.
Ponavadi se pojavlja pri osebah s parkinsonovo boleznijo. Asimetrije med spiralama,
narisanima z levo in desno roko, se pojavljajo pri skoraj vseh ljudeh, saj so le redki
enako spretni z obema rokama. Je pa ta asimetrija bolj izrazena pri osebah s PT in
drugimi motnjami gibanja (npr. distonija).

Vsi atributi te skupine so predstavljeni v tabeli 4.1. Omeniti $e velja, da je zace-

tek/izhodi$¢e spirale vedno nastavljen na to¢ko (0, 0).

Tabela 4.1: Atributi za odkrivanje asimetrij.

Atribut Kratek opis

Atribut meri asimetrijo spirale na osi X.

Izratuna se ga kot razliko med najbolj levo in

Xsymm
najbolj desno tocko spirale od osi Y, deljeno z vsoto
teh dveh razdalj.
Atribut meri asimetrijo spirale na osi Y.
Izratuna se ga kot razliko med najvegjo in
Ysymm

najmanjso to¢ko spirale od osi X, deljeno z vsoto

teh dveh razdalj.

. Atribut meri asimetrijo spiral, narisanih z levo in desno roko.
angVsRad.template.distance . N L . .. .
Spirale so narisane po predlogi, ratunanje pa se vrsi na spiralah,
predstavljenih v polarnih koordinatah. Rezultat predstavlja

koren kvadrata napake (RMSE) med obema spiralama.




36

4 Izgradnja modela za razlo¢evanje tremorjev na podlagi digitalne spirografije V. Groznik

Izralun vrednosti atributa andVsRad. template.distance se vrsi na spiralah, na-
risanih z levo in desno roko po predlogi. S tem zagotovimo, da sta spirali priblizno
enake dolzine. Izraun se vrsi na spiralah, predstavljenih v polarnih koordinatah, kjer
prvo polovico obrata zanemarimo/izlo¢imo, saj so ti podatki ponavadi nezanesljivi.
Preostale tocke spiral so nato enakomerno vzoréene do dolZine krajse spirale. Skupno
vzor¢imo 300 tock (kot), za katere nato interpoliramo njihove pare (radij) za obe spi-
rali. Na tockah (radijih), ki smo jih dobili z interpolacijo, izratunamo koren kvadrata

napake (angl. root mean squared error — RMSE), kar predstavlja vrednost atributa.

4.3.2  Atributi za odkrivanje ekstremov

Atributi v tej skupini so bolj ali manj elementarni in se jih lahko aplicira na prakei¢-
no poljubno ¢asovno vrsto. Osnovna ideja je, da s temi atributi predstavimo $tevilo,
velikost in porazdelitev vrhov v ¢asovnih vrstah, ki predstavljajo razli¢ne hitrosti — ab-
solutno hitrost, radialno hitrost in kotno hitrost. S temi atributi Zelimo zaznati Zagaste
vzorce, s3j je za njih znadilna pogosta menjava smeri. Fiziolosko gledano se ti vzorci
pojavljajo kot posledica tremorja, saj se hitrost in smer risanja hitro spreminjata. To je
$e posebej znadilno za osebe z ET, saj je pri njih frekvenca tremorja visja, kar se odraza
v ve¢jem §tevilu manjsih ekstremov v kraj$em ¢asovnem obdobju.

V tabeli 4.2 so na kratko predstavljeni vsi atributi za odkrivanje ekstremov.

Tabela 4.2: Atributi za odkrivanje ekstremov.

Atribut  Kratek opis

k Atribut predstavlja Stevilo sprememb smeri risanja,
nPeaks
normalizirano z dolZino ¢asovne vrste.

avgP Predstavlja povpre¢no velikost sosednjih ekstremov.
stdevP  Predstavlja standardno deviacijo razlik vrednosti sosednjih ekstremov.

N Predstavlja Spearmanovo korelacijo med podanim zaporedjem
t.rho
meritev in ¢asovnimi Zigi zaporedja.

. Predstavlja ¢e in kako se standardna deviacija sosednjih ekstremov
incDev
spreminja skozi cas.

Izratun atributa stdevP poteka tako, da najprej v vrsti poiS¢emo vrednosti vseh
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lokalnih minimumov in lokalnih maksimumov. Ko te vrednosti poznamo, sledi izra-
¢un razlik v vrednostih sosednjih minimumov in maksimumov. Dobljene razlike nato

uporabimo v formuli za izra¢un standardne deviacije.

4.3.3  Atributi za odkrivanje napaklodstopanj

Za odkrivanje napak v spirali smo zgradili nekaj atributov, ki primerjajo narisano spi-
ralo z optimalno spiralo in so predstavljeni v tabeli 4.3. Atributi err, erro in errBF
merijo napako v polarnem koordinatnem sistemu. V ta namen smo morali najprej
pretvoriti to¢ke iz kartezi¢nega koordinatnega sistema (x(t), y(t)) v polarni koordina-

tni sistem:

r=x(t)? +y(ty

@(t) = atan2(y(t), x(1))

Za izgradnjo atributov err, erro in errBF smo z uporabo metode najmanjsih kva-
dratov to¢kam (@, r) izracunali prilegajoce to¢ke in nato izrac¢unali koren povpredja

kvadratov napak (angl. root mean squared error — RMSE).

Tabela 4.3: Atributi za odkrivanje napak/odstopanj v narisanih spiralah.

Atribut Kratek opis

err RMSE med narisano in optimalno spiralo.
erro RMSE med narisano in optimalno spiralo, ki poteka skozi to¢ko (0, 0).
errBF RMSE med narisano in optimalno spiralo s translacijo narisane spirale v tocko (0, 0).

rmse100  RMSE med narisano spiralo in optimalno ukrivljenostjo pri velikosti okna 100 tock.
rmsel50  RMSE med narisano spiralo in optimalno ukrivljenostjo pri velikosti okna 150 tock.
rmseSum  Vsota RMSE preko vseh velikosti oken.

rmseMin  Minimalen RMSE preko vseh velikosti oken.

Na podlagi vizualne analize spiral je mozno sklepati, da je ukrivljenost spirale lahko
pomemben atribut. Pri arhimedovi spirali pa se le-ta z naras¢ujo¢im kotom monotono

zmanj$uje, kar pa za spirale preiskovancev (zdravih ali s tremorjem) ne velja. Namesto



38

4 Izgradnja modela za razlo¢evanje tremorjev na podlagi digitalne spirografije V. Groznik

ukrivljenosti smo zato izracunali priblizek radijev ukrivljenosti s prilagajanjem kroznic
zaporedju tock z razliénimi velikostmi okna: 10, 20, 30, 50, 75, 100, 125, 150, I175.
Vegja velikost okna posledi¢no pomeni ve¢ glajenja. Nato smo na te tocke prilagodili
ravne ¢rte in izra¢unali RMSE. Za pomembna sta se izkazala atributa rmse100 in 150,
kjer Stevilki 100 in 150 predstavljata velikost okna. Izratunali smo $e vsoto RMSE

(atribut rmseSum) in minimalen RMSE (atribut rmseMin) preko vseh oken.

4.3.4  Atributi frekvencne analize

V poglavju 4.2.1 smo omenili nekatere znacilnosti parkinsonskega in esencialnega tre-
morja. Med drugim smo izpostavili, da za ET velja, da se pojavlja v frekven¢nem
obmo¢ju med 4 in 12 Hz, medtem ko je za PT znacilno obmo¢je med 4 in 9 Hz. To
pomeni, da se frekvenéna obmod¢ja med seboj prekrivajo. Ker pa nam vseeno lahko
podajo dolo¢eno informacijo, atributi v tej skupini opisujejo znacilnosti frekvenéne

analize na grafu absolutne hitrosti risanja spirale in so predstavljeni v tabeli 4.4.

Tabela 4.4: Atributi, ki izhajajo iz frekvenc¢ne analize.

Atribut Kratek opis

. g Standardna deviacija gostote mo¢i spektra absolutne hitrosti
req.dev .
med 3 in 22,5 Hz.

peakAmpXOut  Zaznava izstopajoce vrhove v frekvenénem spekeru.

4.3.5  Atributi za analizo sprememb v radiju

Na podlagi vizualne ocene spiral je bilo predvsem pri spiralah, ki jih je narisala oseba
z ET oditno, da se lahko Zagaste vzorce detektira tudi na podlagi sprememb v radiju.
Ce spiralo riSemo enakomerno, se radij enakomerno poveluje, saj ves ¢as riSemo nav-
zven, torej stran od izhodi¢a spirale. Spremembe radija se najlazje detektirajo na grafu
radialne hitrosti. V tej skupini se nahaja le en atribut, percNeg, ki meri, kolikSen del
dolzine spirale je bil risan proti izhodi$¢u spirale. Stevilka torej predstavlja odstotek

dolZine spirale, ko je radialna hitrost negativna.
4.3.6  Arributi izpeljani iz velih testov

Vetina do sedaj predstavljanih atributov se nanasa na karakteristike ene spirale (pri

asimetriji dveh spiral). Velikokrat se lahko zgodi, da je prizadeta le ena stran telesa
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(posledi¢no le ena roka) in $e to se lahko odraza le na eni izmed spiral (npr. samo na
spiralah, narisanih prostoro¢no). Zato smo se odlo¢ili, da za vse atribute, ki so bili do
sedaj predstavljeni izratunamo minimum, maksimum, povpre¢je in vsoto atributa na

vseh ($tirih) spiralah, ki jih je narisal preiskovanec.
4.4 Rezultati in evalvacija modela

4.4.1  Podatki

Podatki, ki so bili uporabljeni za izgradnjo in evalvacijo odlocitvenega modela so bili
zbrani na Univerzitetnem kli¢ni¢nem centru v Ljubljani. Posnetih je bilo 159 preisko-
vancev. Ker smo za gradnjo odlotitvenega modela potrebovali ¢im bolj to¢ne podatke,
je vse preiskovance pregledal tudi nevrolog, ki jih je razvrstil v $tiri razli¢ne skupi-
ne: parkinsonski tremor, esencialni tremor, drug tip tremorja in brez tremorja (zdrava
kontrola). Preiskovance, za katere je bilo dolo¢eno, da imajo drug tip tremorja, smo
izlodili. Ostalo je 143 preiskovancev.

Preostale tri skupine preiskovancev so predstavljale razrede v nasem odlocitvenem
problemu. Pri izgradnji kon¢nega odlocitvenega modela smo, po posvetu z eksperti,
izlo¢ili preiskovance, ki so zauzili zdravilo z u¢inki levodope manj kot tri ure pred
testiranjem. Konéni nabor je tako vseboval podatke za 124 preiskovancev. Zacetna in

kon¢na porazdelitev preiskovancev v posamezne razrede je razvidna iz tabele 4.5.

Tabela 4.5: Porazdelitev preiskovancev v razrede v zacetnih in kon¢nih podatkih za

tem, ko so bili izlo¢eni preiskovanci iz skupine “drug tip tremorja”.

Parkinsonski tremor  Esencialni tremor ~ Brez tremorja

Zacetni podatki (delez) 38 (26,57%) 19 (13,29%) 86 (60,14%)
Kon¢ni podatki (delez) 21 (16,94%) 17 (13,71%) 86 (69,35%)

4.4.2  Opis eksperimenta

Atribute, opisane v poglavju 4.3, smo uporabili pri gradnji klasifikacijskih modelov.
Pri tem smo uporabili $tiri razli¢ne metode strojnega ucenja: logisti¢no regresijo (an-
gl. logistic regression - LR), naivni bayesov klasifikator (angl. naive bayes classifier -
NB), metodo podpornih vektorjev (angl. support vector machines - SVM) in meto-

do naklju¢nih gozdov (angl. random forests classifier - RF). Prvi dve metodi smo si
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izbrali, ker so tako zgrajeni modeli dokaj enostavno razloZljivi in jih je lahko preveriti
s predznanjem. Drugi dve smo vkljudili za primer, ¢e bi se pojavili kaksni pomembni
nelinearni vzorci, ki jih s prvima dvema ne bi zajeli.

Kot je bilo Ze predstavljeno v poglavju 4.2, je klasifikacijski problem sestavljen iz

dveh korakov:
prvi korak: v spiralah poiséi znake, ki nakazujejo na ET ali PT;

drugi korak: ¢e so bili v prvem koraku najdeni znaki, dolodi, ali gre za znake ET ali

PT.
Problem je mozno re$iti na dva nadina:
1. naudi se en model, ki se ga uporabi v prvem in drugem koraku, ali

2. za prvi korak se nau¢i lo¢eni model, kjer so podatki za PT in ET zdruZeni v isti

razred.
Oba pristopa sta bila testirana na dvorazrednem problemu (prvi korak):

uclenje na dveh razredib: klasifikacijski model je zgrajen iz podatkov, ki so razdeljeni v
dva razreda (zdrav, zdruzena PT in ET),

uclenje na treh razredib: klasifikacijski model je zgrajen iz podatkov, ki so razdeljeni v

tri razrede (zdrav, PT, ET) in testiran na dvorazrednih podatkih.
Parametri metod

Za gradnjo modelov smo uporabili implementacijo metod v knjiznici Orange [49].
Metoda LR je vzeta iz knjiznice liblinear [50], kjer smo uporabili privzete nastavitve
parametrov. Pri NB smo parameter 7 v m-oceni verjetnosti [ 5 1] nastavili na 20, da smo
preprecili prekomerno prilagajanje modela testnim podatkom. Parametri metode SVM
so se optimizirali avtomatsko z uporabo interne navzkrizne validacije (angl. internal

cross validation). Stevilo dreves pri metodi RF je bilo nastavljeno na 150.

Uporaba diskretizacije

Iz predstavitve atributov v poglavju 4.3 je razvidno, da je ve¢ina le-teh zveznih. Tako
smo bili postavljeni pred vprasanje, ali dobljene vrednosti diskretiziramo ali ne. Dva

razloga sta govorila v prid temu:
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1. v medicinskih domenah se vec¢inoma dolocajo meje, kdaj je neka vrednost v

obmodju normalnega stanja in kdaj ne;

2. zaradi majhnega Stevila u¢nih primerov se z diskretizacijo lahko izognemo pre-

komernemu prilagajanju podatkom.

Zavedati se je potrebno, da nekatere metode, kot je naprimer LR, delujejo bolje z
zveznimi vrednostmi.

Vse metode smo zato testirali dvakrat - z uporabo diskretizacije in brez nje. Uspe-
$nost metod smo primerjali z uporabo klasifikacijske to¢nosti (angl. classification accu-
racy - CA), obmod¢ja pod ROC krivuljo (angl. area under ROC curve - AUC) in bri-
erjeve ocene (angl. Brier score - Brier). Da bi lazje ocenili uspesnost metod, smo za
primerjavo vzeli $e klasifikator, ki primere klasificira v ve¢inski razred (angl. majority

classifier - Majority).

4.4.3  Evalvacija rezultatov

Rezultati uspesnosti metod z uporabo diskretizacije in brez nje so predstavljeni v ta-
beli 4.6. Iz nje je razvidno, da vse metode delujejo bolje od klasifikatorja Majority.
Presenetljivo pa je dejstvo, da vse metode delujejo bolje z uporabo diskretizacije. Ze v
poglavju 4.4.2 smo omenili, da bi za metodo LR pri¢akovali, da bo bolje delovala na

zveznih in ne na diskretnih vrednostih.

Tabela 4.6: Primerjava uspesnosti izbranih metod (z uporabo diskretizacije in brez nje)

na trorazrednem problemu.

Brez diskretizacije Z diskretizacijo
Metoda . .

CA AUC  Brier CA AUC  Brier
Majority 0,694 0,500 0,472 0,694 0,500 0,472
LR 0,799 0,837 0,390 0,835 0,930 0,235
NB 0,784 0,872 0,342 0,822 0,900 0,304
RF 0,790 0,872 0,309 0,813 0,925 0,263
SVM 0,786 0,889 0,303 0,812 0,914 0,261

Razlog, da vse metode (tudi metoda LR) delujejo bolje z diskretizacijo, bi lahko bil v

tem, da smo uporabili diskretizacijo na osnovi entropije [52], ki minimizira entropijo
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razredov v u¢nih podatkih. Torej bi lahko domnevali, da je imela pri tem ve¢jo vlogo
metoda izbire podmnozice znadilk (angl. feature subset selection - FSS) in ne sama
diskretizacija. Preverili smo, ali razlog res v tem.

Iz tabele 4.7 lahko razberemo, da je na boljse rezultate vendarle vplivala diskretizacija
in ne zgolj FSS. Prva vrstica prikazuje rezultate LR brez diskretizacije, druga pa rezultate
LR z diskretizacijo. V tretji vrstici so prikazani rezultati LR, kjer so diskretizirani vsi
atributi, ¢etudi razlika v entropiji ni bila dovolj visoka. Na ta na¢in smo se izognili
FSS. V zadnji vrstici so prikazani rezultati u¢enja na zveznih atributih, uporabljeni pa
so le tisti atributi, ki so bili izbrani pri klasi¢ni diskretizaciji. S tem smo dosegli to, da
je bil uporabljen le FSS del diskretizacije. Iz rezultatov lahko vidimo, da LR z uporabo
diskretizacije brez FSS deluje nekoliko bolje od LR na zveznih podatkih, medtem ko
LR na zveznih podatkih z uporabo FSS deluje slabse. Iz tega lahko sklepamo, da je pri

uspesnosti LR z diskretizacijo in FSS imela ve¢ji doprinos sama diskretizacija podatkov.

Tabela 4.7: Primerjava rezultatov dobljenih z LR brez diskretizacije, LR z diskretizacijo
(LR + disc), LR z vsiljeno diskretizacijo vseh atributov (LR + forced disc.) in LR, kjer je
bila diskretizacija uporabljena za izbiro podmnozice znacilk, sami atributi pa so ostali
zvezni (LR + FSS).

Metoda CA AUC  Brier
LR 0,799 0,837 0,390
LR + disc 0,835 0,930 0,235
LR + forced disc. 0,806 0,926 0,282
LR + FSS 0,777 0,870 0,325

V tabeli 4.8 prikazujemo rezultate testiranja modelov na dvorazrednem problemu.
Ti kazejo, da se vsi modeli obnesejo bolje, ko se utijo iz podatkov, razdeljenih v tri
razrede v primerjavi z modeli, ki se ucijo iz podatkov, razdeljenih v dva razreda. Razlog
bi lahko bil v tem, da so spirale, ki jih nariSe oseba s PT tako razli¢ne od spiral, ki jih
nari$e oseba z ET, da njihovo zdruzevanje ne doprinese k izboljavi modelov.

Na podlagi tega smo se odlo¢ili, da za na$ klasifikacijski problem ne bomo upora-

bljalih dveh razli¢nih modelov za posamezen korak klasifikacije, ampak le enega.
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Tabela 4.8: Primerjava uspe$nosti izbranih metod na dvo-razrednem problemu. Me-

tode so se udile iz podatkov razdeljenih v dva ali tri razrede.

Utenje dveh razredov Utenje treh razredov
Metoda CA AUC  Brier CA AUC  Brier
Majority 0,694 0,500 0,472 0,694 0,500 0,472
LR 0,889 0,932 0,172 0,902 0,951 0,153
NB 0,894 0,903 0,196 0,895 0,938 0,185
RF 0,888 0,917 0,197 0,909 0,942 0,172
SVM 0,894 0,920 0,174 0,896 0,926 0,162

4.4.4  Predstavitev izbranega modela

Na podlagi dognanj iz 4.4.3 smo izbrali model, dobljen z logisti¢no regresijo (LR) na
diskretiziranih atributih in ga uporabili v obeh korakih klasifikacijskega problema.
Logisti¢na regresija je zasnovana za uporabo na dvorazrednih problemih. Ker imamo
v na§em primeru tri razrede (zdrav, PT, ET), smo se morali nauditi tri modele: zdrav
proti PT + ET, PT proti zdrav + ET in ET proti zdrav + PT. V tabeli 4.9 je pred-
stavljenih osem najpomembnejsih atributov modela zdrav proti tremor (PT ali ET) s

pripadajo¢imi betami (linearnimi koeficienti), dobljenimi z uporabo LR.

Tabela 4.9: Osem najpomembnejsih atributov modela (zdrav proti tremor (PT ali ET))

dobljenim z LR in uporabo diskretizacije.

Atribut Beta
Prior 3,359
LF.err > 18,894 -1,532
RF.rmsel00 < 7,566 +1,061
RF.rmseSum < 206,47 +1,043
LF.ang.avgP > 1,290 +0,897
LT.ang.peaks > 0,017 -0,821
RF.percNeg0d > 0,405 -0,800

angVsRad.template.distance > 236,36  -0,764
LF.Ysymm > 0,234 -0,735
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Najpomembnejsi atribut je LF . err, ki predstavlja razdaljo oz. napako med narisano
spiralo in optimalno spiralo, narisano prostoro¢no (brez predloge) z roko, ki ni vodilna
(npr. z levo roko, ¢e je bil preiskovanec desnicar). Trije atributi, ki sledijo, so prav
tako izpeljani iz spiral, ki so bile narisane prostoro¢no. Iz tega lahko sklepamo, da

preiskovanci s tremorjem lazje narisejo spiralo, ¢e imajo na voljo ¢érto, ki ji lahko sledijo.
4.5 Diskusija

Klasifikacijski problem, ki je predstavljen v poglavju 4.2, je po svoji naravi problem
Klasifikacije ¢asovnih vrst. V literaturi je zaslediti, da se je tovrstnih problemov najbo-
lje lotiti z uporabo metode k-najblizjih sosedov (angl. k-nearest neighbour - kNN), ki
uporablja metodo dinami¢nega ukrivljanja ¢asa (angl. dynamic time warping - DTW),
torej KNN-DTW [53]. Nasi zacetni poskusi so pokazali, da je metoda KNN-DTW na
nasih podatkih delovala slab$e od gradnje modelov z uporabo zgrajenih atributov. Iz
tega lahko sklepamo, da predznanje, ki je zakodirano v atribute, doprinese ve¢ infor-
macije u¢nim metodam kot same ¢asovne vrste. Zaradi tega smo opustili nadaljnjo
gradnjo modelov zgolj na ¢asovnih vrstah.

Iz rezultatov, predstavljenih v poglavju 4.4.3 je razvidno, da je uspeSnost posameznih
metod med seboj enakovredna. Ker smo Zeleli razumljive modele, smo se na koncu
odlo¢ali med NB in LR, saj so linearni modeli lazje razumljivi in razlozljivi. Z njimi
namre¢ lahko ugotovimo, kateri atributi so pomembnejsi, kar nam je pomagalo tudi
pri zaznavanju napak v podatkih in definiciji atributowv.

Izbrani model je bil implementiran v mobilni aplikaciji za zaznavanje ET in PT, Par-
kinsonCheck, in deluje na ve¢ini mobilnih platform. Uporabniski vmesnik aplikacije

je prikazan na sliki 4.2.
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V poglavju 4 smo predstavili ra¢unalniski diagnosti¢ni model za lo¢evanje med zdravi-
mi preiskovanci in tistimi s parkinsonskim ali esencialnim tremorjem. Model temelji
na atributih, razvitih za to domeno, in logisti¢ni regresiji. Ko pride do vprasanja zau-
panja v sisteme, ki uporabljajo tovrstne diagnosti¢ne modele, se izkaZe, da jih eksperti
(v naSem primeru nevrologi) le stezka sprejemajo, saj ne razumejo ozadja odloditev.
Zato je pomembno, da sistemi ne delujejo po principu “¢érne skatle” (angl. black-box),
ampak morajo ekspertom poleg svoje odlocitve podati tudi tehtno razlago za taksno
odloditev.

V nasem primeru smo po pogovoru z eksperti (nevrologi) prisli do ugotovitve, da
bi bilo najbolje razlago podati v obliki vizualizacije napak v spiralah. To pomeni, da
bi oznadili zgolj tiste dele s strani preiskovancev narisanih spiral, ki pomembno pri-
spevajo k dolo¢eni odlo¢itvi ra¢unalniskega diagnosti¢nega modela. S tem bi pridobili
zaupanje pri zdravnikih, saj bi jim pokazali, kaj je algoritem zaznal v narisanih spiralah
kot problemati¢no. Tako na nek nacin vzpostavimo komunikacijo z zdravnikom in
mu argumentiramo odlo¢itev algoritma.

Tovrstna vizualizacija je koristna predvsem za eksperte (zdravnike) in razvijalce odlo-
¢itvenega modela. Skozi razvoj metode smo ugotovili, da lahko s pomo¢jo vizualizacije
odkrijemo tudi novo znanje, sluzi pa nam lahko tudi kot orodje za vizualno odkrivanje

napak v zasnovi atributov.
5.1 Metodologija

Cilj nasega dela je vizualizirati najbolj zanimive oz. najpomembnejse dele vrst, ki so
pomembno prispevali k vrednosti posameznega atributa v odlo¢itvenem modelu.

Definirajmo najprej nekaj osnovnih pojmov, ki so pomembni za na$o metodologijo.
Definicija 1: Vista T je zaporedje tock ty, t, ..., t,,.
Tocke so obic¢ajno Stevilske vrednosti, ki jih lahko uporabimo za izra¢un vredno-

sti nekega atributa. Vrednosti so ve¢inoma pridobljene z meritvami, interpolacijami,

izracuni ipd.

Definicija 2: Atribut 4 je funkcija vrste 7: A(T).
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Definicija 3: Interval I je podzaporedje sosednjih tock v vrsti 77 £, ..., t;.

Pri tem velja, da je najkrajse podzaporedje dolZine ena (torej ena tocka iz vrste),

najdaljse pa je doloceno z dolZino celotne vrste 7.

Koristnost mnoZice intervalov

Koristnost mnozice intervalov predstavlja razmerje med prispevkom mnoZice in njeno
f= prispevek

ceno: koristnos i

Prispevek mnozice intervalov bo definiran v razdelku “Prispevek mnozice intervalov in

nevtralne vrednosti”, cena mnozice intervalov pa v razdelku “Cena intervalov”.

Definicija 4: Naj bo W mnozica vseh moznih intervalov 1.

Nas$ problem je:
Poisei W, = {I1,L,, ..., I}, kjer je W, € W, pri ¢emer W, predstavlja mnozico z
najvedjo koristnostjo.

Mnotica je lahko dodatno omejena s Stevilom elementov, glede na zahteve, ki
izhajajo iz potreb domene, pri kateri se uporablja (npr. ozna¢imo le delez osnovne

vrste, da uporabnika opozorimo na najpomembnejse dele).

Dodatne zahteve glede omejitev se dolo¢ijo za vsak atribut posebej glede na domeno
in samo uporabo oz. namen vizualizacije. V na$em primeru smo pri vseh atributih
dolo¢ili, da sme mnozica W, vsebovati najve¢ 25% vseh tock v vrsti 7. Za taksno
omejitev smo se odlo¢ili, ker se pri nekaterih atributih lahko zgodi, da se z vsako novo
tocko, ki jo dodamo v mnozico W, poveca koristnost. Tako bi se v najslabsem primeru
lahko zgodilo, da bi nam algoritem oznadil celotno vrsto. Nasa Zelja je, da oznac¢imo
le tiste dele vrste, ki so pomembno prispevali k vrednosti posameznega atributa in ne
vseh delov, ki so kakorkoli prispevali h konéni vrednosti. Ce je teh tock zelo veliko in
bi to rezultiralo v oznacitvi ve¢jega dela vrste, sama vizualizacija izgubi svoj pomen. V
naSem primeru smo preizkusili razli¢ne nastavitve te omejitve (25%, 50% in 75% vsech
tock v vrsti), pri ¢emer je bilo mnenje eksperta, da je za to domeno smiselno oznaditi

najvec 25% vseh tock.
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Na sliki 5.1 je prikazan primer oznaditve spirale, na kateri je bil za klasifikacijo naj-
bolj pomemben atribut err. Vidimo lahko, da so na sliki (a) oznadeni intervali tock,
ki najbolj odstopajo od idealne spirale (narisana s sivo). Na sliki (b) so oznadene iste
tocke, kot na sliki (a), dodanih pa je $e enkrat toliko tock, ki pa Ze manj odstopajo
od idealne spirale. Na sliki (c) so dodatno oznacene tocke, ki Se manj odstopajo od

idealne spirale.

20 RN N N S N S S —x0 20
200 150 100 50 0 50 10 150 200 250 a0 s a0 s0 o s0 10 1o 200 250 200 150 100 50 0 50 100 150 200 250

(a) (b) ()

Na sliki 5.2 je prikazan primer oznalitve spirale, kjer je bil za klasifikacijo najbolj
pomemben atribut absSp. stdevP, ki predstavlja standardno deviacijo razlik vredno-
sti sosednjih ekstremov na podatkih o absolutni hitrosti risanja spirale (sam postopek
izratuna je opisan v poglavju 4.3.2). Slike v levem stolpcu prikazujejo narisano spira-
lo z oznadenimi predeli, kjer so bile standardne deviacije sosednjih ekstremov najve¢je.
Slike v desnem stolpcu prikazujejo grafe absolutne hitrosti risanja spirale, z ozna¢enimi
predeli z najve¢jo standardno deviacijo sosednjih ekstremov. Ponovno smo uporabili
razli¢ne nastavitve za dolo¢anje, kolikSen delez to¢k smemo oznaciti. Iz grafov hitrosti
je razvidno, da so na slikah (a) oznaceni deli, kjer so razlike med sosednjimi ekstremi
najvedje, medtem ko so na slikah (b) in (c) oznaceni tudi deli, kjer so te razlike vidno
manjSe. Omeniti velja, da smo atribute, ki izhajajo iz podatkov o hitrostih, oznacevali
na animiranih spiralah, saj le tako lahko izpostavimo predele, kjer je prihajalo do razlik.

Na sliki 5.3 lahko opazimo, da so na vseh treh slikah, kljub razli¢nim nastavitvam
najvedjega dovoljenega deleza oznadenih tock, oznaceni isti deli spirale. To pomeni,
da je mnozica W, ze sama po sebi vsebovala manj kot 25% vseh tock v vrsti in sama

omejitev najve¢jega dovoljenega deleza oznacenih tock ni prisla do izraza.
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Na sliki 5.4 prikazujemo isti atribut, kot na sliki 5.3, le da je tu omejitev najve¢jega
deleza oznacenih tock prila do izraza. Ali bo ta nastavitev za posamezen atribut dejan-
sko prisla do izraza, je odvisno od same vrste, na kateri ratunamo atribut in ozna¢ujemo

tocke.

5T

Slika §5.2:  Pri-
mer oznacitev
za atribut abs-
Sp.stdevP z
razli¢nimi nastavi-
tvami  najve¢jega
dovoljenega deleza
oznacenih  tock
osnovne  spirale:
(@) 25%, (b) 50%
in (c) 75%.

Slika 5.3: Primer
oznalitev za atri-
but rmselse z
razli¢nimi nastavi-
tvami  najveCjega
dovoljenega deleza
oznacenih  tock
osnovne  spirale:
@) 25%, (b) 50%
in (c) 75%.
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Slika 5.4: Primer
oznacitve za atri-
but rmsel50 z
razli¢nimi nastavi-
tvami  najveCjega
dovoljenega deleza
oznacenih  tock
osnovne  spirale:
@) 25%, (b) 50%
in (c) 75%.
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Ker se mnenja uporabnikov, kolikSen delez oznacenih tock je smiselno oznaiti,
lahko bistveno razlikujejo, bi bila v sami aplikaciji ta omejitev vgrajena kot nastavljiv
parameter. Tako bi se lahko uporabnik sam odlo¢il, najve¢ koliksen delez spirale bi
zelel imeti oznacen. To bi bilo enostavno izvedljivo z drsnikom, ki bi omogocéal hitre

spremembe nastavitev parametra.

Prispevek mnoZice intervalov in nevtralne vrednosti

Definicija 5: Ceje T’ spremenjena vrsta T, kjer smo vrednosti to¢k znotraj intervala

I zamenjali z vrednostmi tock iz nevtralne vrste za atribut A, je prispevek intervala

(angl. contribution) definiran kot | A(T) — A(T”) |.

Ce je T” spremenjena vrsta 7, kjer smo vrednosti to¢k, ki so v mnozici intervalov

W, zamenjali z vrednostmi tock iz nevtralne vrste za atribut A, je prispevek mnozice

intervalov W, definiran kot | A(T) — A(T’) |.

Prispevek intervala je sam po sebi zelo dober pokazatelj, kateri intervali so najpo-
membnejsi. Tako bi se lahko odlo¢ili in izrisali 71 intervalov, ki imajo najvisji prispevek.
Ce si predstavljamo, da imamo intervale dolZine ena, se v najslabSem primeru lahko
zgodi, da intervali, ki imajo najvedji prispevek, niso sosednji in bomo tako obarvali

posamezne tocke, ki so razprSene po asovni vrsti. Za vecino atributov to ni najbolj
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primerno, saj nam razpriene tocke ne pomenijo kaj dosti z vidika razumevanja odloci-

tve racunalniSkega modela.

Definicija 6: Nevtralne vrste so tiste vrste, pri katerih je vrednost atributa 4 enaka

0.

Taksna definicija nevtralne vrste je ustrezna za atribute, ki na nek na¢in merijo od-
stopanje od idealne vrste. To so taksne vrste, ki so zaZelene, ampak v realnosti verjetno
nedosegljive. V nasih primerih, predstavljenih v poglavjih 3 in 4, kjer so morali prei-
skovanci narisati spirale, je idealna vrsta arthimedova spirala, za katero velja, da risanje
poteka z enakomerno hitrostjo brez sunkovitih sprememb. Tak$na spirala je v polar-
nem koordinatnem sistemu predstavljena kot naras¢ajo¢a premica. V realnosti je torej
prakti¢no nicelna verjetnost, da bi preiskovanec narisal idealno arhimedovo spiralo.
Primer spirale, ki jo je narisal preiskovanec in pripadajoca idealna spirala sta prikazani

nasliki s.5.

Kol

L I

—200 100 0 100 o 50 100 150 200
Radij

Nevtralne vrednosti se dolodijo glede na atribut, ki ga ratunamo. V nadaljevanju je
predstavljenih nekaj primerov atributov in pripadajoc¢ih nevtralnih vrst. Kot prvi pri-
mer vzemimo atribut err, ki ratuna koren povpre¢ja kvadratov napak (angl. root mean
squared error - RMSE). Za primer si oglejmo napako glede na vrsto (0, 0,0, ...), torej
odstopanje dane vrste od 0. Primerna nevtralna vrsta za ta primer je vrsta (0,0,0, ...).
Nassliki 5.6 je prikazan hipoteti¢en primer vrste, na kateri ra¢unamo vrednost atributa

err. Z modro je narisana vista 7, s sivo barvo pa nevtralna vrsta.

53

Slika 5.5: Primer
spirale, ki jo je
narisal preiskova-
nec (modra barva)
in idealna spirala
(siva barva). (a)
kartezi¢ni  koor-
dinatni sistem,

(b)polarni koordi-

natni sistem.
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Slika 5.6: Hipote-
ticen primer vrste
T (modra barva),
na kateri racuna-
mo vrednost atri-
buta err. S si-
vo barvo je narisa-

na nevtralna vrsta.

Slika 5.7: Hipote-
ticen primer vrste
T (modra barva),
na kateri racuna-
mo vrednost atri-
buta percNeg. S
sivo barvo je nari-
sana nevtralna vr-

sta.

5 Metoda za vizualno razlago diagnoz

V. Groznik

—e—dejanskavrsta  —s— neviranavrsa

Za atribut err je dolo¢itev nevtralne vrste trivialen problem, saj lahko izhajamo iz

same definicije izra¢una atributa. Podobno velja za atribut percNeg, ki predstavlja

kolikSen delez spirale je bil risan proti izhodi$¢u spirale. Vrednost atributa torej pred-

stavlja delez vrste, ko je radialna hitrost negativna. Tudi v tem primeru imajo tocke v

nevtralni vrsti vrednost 0 (torej (0,0,0, ...)). Primer vrste, ki predstavlja radialno hi-

trost risanja spirale in pripadajoca nevtralna vrsta za atribut percNeg sta prikazani na

sliki 5.7.
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Predlagani algoritem deluje tudi na atributih, kot je plo§¢ina lika, npr. elipse. V tem

primeru je nevtralna vrsta tista, v kateri imajo vse tocke vrednost, ki je enaka vrednosti

stedis¢a lika. V tem primeru bi algoritem oznadil to¢ke na elipsi, kot je prikazano na

sliki 5.8.
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Za predstavljene atribute velja, da vsaka tocka v vrsti vrednost atributa kve¢jemu
poveca. To pomeni, da je prispevek posamezne tocke, pri konstantni dolZini vrste,
nenegativen.

Pri izboru tock nevtralne vrste (za posamezen atribut) moramo izbrati taksne tocke,
za katere je vrednost atributa A enaka 0. Ko doloamo nevtralno vrsto, izhajamo iz

definicije in pomena atributa. Na primer:

Ce je atribut odstopanje vrste T od idealne vrste, je nevtralna vrsta enaka idealni

vIsti;

= e atribut meri deleZ tock, za katere velja nek pogoj (npr. vrednosti tock so
negativne, pozitivne, vedje od povpredja ipd.), potem vrednosti to¢k v nevtralni

vIsti ustrezajo omejitvi tega pogoja (vrednost 0, povpre¢na vrednost, ipd.);

¢e atribut na nek nacin ra¢una odstopanje od povpredja (npr. standardna devi-

acija), so vrednosti v nevtralni vrsti enake povpre¢ni vrednosti tock v vrsti T;

&e atribut pri izra¢unu uporablja vrednost odmika od neke tocke (npr. pri plo-
$¢ini kroga je to sredis¢e kroga), so nevtralne vrednosti enake vrednosti te tocke

(sredis¢e kroga).

Cena intervalov

Bolj kot ve¢je $tevilo razprienih intervalov si Zelimo, da se posamezni intervali povezejo

v ve¢je intervale. Taksna vizualizacija ima lahko s kognitivnega vidika ve¢ji ucinek
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Slika 5.8: Primer

oznalitve  tock,
ki imajo najvedji
vpliv pri izra¢unu
plos¢ine  elipse.
S sivo barvo je
oznaceno sredisce
elipse, ki pred-
stavlja  vrednosti

nevtralne vrste.
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Slika s.9: Primer
spirale z oznace-
nimi tremi inter-
vali I1, I, in I3,
pri ¢emer je dol-
Zina posameznega
intervala dve eno-
ti. Intervala I; in
I, ter I, in I3 sta

sosednja.
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in lahko pomeni ve¢ informacij za eksperta. To smo skusali dosedi z vpeljavo cene

intervalov.

Definicija 7: Ceno (angl. cost) intervalov definiramo takole:

cost =3 w* | I | +(1-w)=*log(1+ | I])

Cena je sestavljena iz dveh delov, v obeh pa kot argument nastopa dolzina intervala
ar1p.

Z logaritemskim delom (log,(1+ | I |)) smo dosegli to, da nasa metoda preferira
manj daljsih intervalov kot ve¢ krajsih. Uporaba le logaritemskega dela formule se
je izkazala za neprimerno, saj preve¢ kaznuje krajSe intervale in smo posledi¢no kot
najpomembne;jsi del ¢asovne viste vedno dobili en zelo dolg interval. Zato smo formulo
uravnotezili tako, da so prisli do izraza tudi nekoliko krajsi intervali.

Parameter v enacbi za ceno pa je utez @. Utez @ nastavimo roc¢no za vsak atribut,
odvisno predvsem od pomena atributa. Z utezjo dolo¢imo, ali pri dolo¢enem atributu
preferiramo krajse intervale na ra¢un vedjega Stevila le-teh ali dalj$e intervale na ra¢un
manj$ega Stevila intervalov. Nastavitve utezi ni mogoce avtomatizirati, saj je odlocitev
o tem, kaj in kako Zelimo imeti pobarvano, v veliki meri kognitivna odlocitev. Utez je

realno $tevilo med 0 in 1.

150

100

50

=50

—100

=150

20 I R R
-200-150-100 =50 0 50 100

Za lazjo ponazoritev je na sliki 5.9 prikazan hipoteti¢en primer spirale z oznadeni-

mi tremi intervali I}, I, in I5, pri ¢emer je dolzina posameznega intervala dve enoti.
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Tabela 5.1: Primer cen in koristnosti posameznih intervalov, ki so enake dolzine (dolzi-
ne dve) ter kombinacij intervalov (pri ¢emer lahko intervala I} in I ter I in I3 paroma
zdruzimo in tako dobimo dva intervala I , in I, 3 dolzine §tiri; prav tako lahko v en
interval (I 5 3) dolZine Sest zdruzimo vse tri intervale). UteZ w, ki je potrebna pri izra-

¢unu cene, je nastavljena na 0, 5. Intervali se med seboj ne prekrivajo.

Interval Dolzinaint.  Stevilo int.  Prispevek  Cena  Koristnost

I 2 1 4,0 1,79 2,23
I 2 1 5,5 1,79 3,07
I3 2 I 6,0 1,79 3,35
I, 4 I 10,0 3,16 3,16
I 4 I 12,5 3,16 3,96
Lig 2 2 11,0 3,58 3,07
Lios 6 I 16,0 4,40 3,64

Intervala I; in I, ter I, in I3 sta sosednja. Iz podatkov v tabeli 5.1 je razvidno, da je
v primeru zdruZitve sosednjih intervalov (I in I, oz. I, in I3), njihova cena nizja, kot
¢e bi v mnozico dodali intervala I; in I3 posami¢no, ki nista sosednja in ju ni mogo-
e zdruziti. Prav tako lahko opazimo, da je v primeru zdruzitve vseh treh intervalov
njihova skupna koristnost manj$a od koristnosti, ki jo dobimo, ¢e zdruzimo le intervala
I in I3. To pomeni, da interval I; premalo prispeva h kon¢ni koristnosti zdruZenega

intervala in je zatorej bolj smiselno zdruziti le intervala I in I5.

Omejitve predlagane metode vizualizacije

Predlagana metoda vizualizacije je primerna za atribute, ki na nek nacin merijo odsto-
panje od idealne vrste in za katere velja:

= da je izratunana vrednost atributa numeri¢na vrednost;

= da je prispevek posamezne tocke k vrednosti atributa neodvisen od prispevka
katere koli druge tocke v vrsti.
Primer atributa, za katerega to ne velja, je maksimalna frekvenca spektra podane

vrste;

= da vsaka tocka v vrsti vrednost atributa kve¢jemu poveca. Torej je prispevek
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Slika s.ro: Pri-
mer viste 1 (Cr-
na barva), na ka-
teri raCunamo atri-
but - najvecja vre-
dnost v vrsti. S si-
vo barvo je narisa-
na nevtralna vrsta,
z rdeCo pa tocka,
ki bi jo oznacil nag

algoritem.
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posamezne tocke nenegativen.

Poleg atributov, ki ustrezajo zgornjim omejitvam (nekaj smo jih predstavili v podpo-
glavju “Prispevek mnozice intervalov in nevtralne vrednosti”), se metoda lahko uporabi
tudi za nekatere druge atribute, pri katerih je potrebno dolo¢ene pogoje nekoliko omi-
liti oz. prilagoditi algoritem. Nekaj primerov navajamo v nadaljevanju.

Vzemimo atribug, ki izratuna maksimalno vrednost v vrsti. V tem primeru lahko,
neodvisno od dejanske viste, vse vrednosti v nevtralni vrsti nastavimo na —co. Na
voljo imamo tudi druge vrednosti v nevtralni vrsti, pri ¢emer moramo upostevati vre-
dnosti tock v podani vrsti. Tako so lahko primerne vse to¢ke na odprtem intervalu
(=00, max(T)). S taksno nastavitvijo vrednosti to¢k v nevtralni vrsti prekr$imo defini-
cijo 6, ki pravi, da morajo biti vrednosti v nevtralni vrsti taksne, da je vrednost atributa,
izra¢unana na nevtralni vrsti, enaka 0. Temu se lahko izognemo tako, da zahtevamo,
da je maksimalna vrednost v vrsti pozitivna. V tem primeru bi nevtralno vrsto nastavili

na (0,0,0, ...). Primer je predstavljen na sliki 5.10.

— nevtranavrsa

Na podoben nacin bi nastavili vrednosti to¢k nevtralne vrste za atribut, ki bi iskal
tocko z najmanj$o vrednostjo v vrsti ali atribug, ki bi izra¢unal razpon tock v vrsti (max -
min; vrednosti na odprtem intervalu (min(T), max(T)). Kljub temu, da bi predlagani
algoritem v principu deloval za te tri atribute (najve¢ja vrednost, najmanjsa vrednost
in razpon vrednosti), obstajajo dolo¢ene omejitve, kjer algoritem resitve ne bi nasel.
To bi se zgodilo v primeru, ko bi bila v vrsti ve¢ kot ena to¢ka z najvisjo ali najnizjo

vrednostjo. Na sliki 5.11 sta prikazana dva primera taksnih vrst.
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(a)

S prilagoditvijo algoritma na nacin, da bi bili za¢etni intervali daljsi od ene tocke, bi
v primeru (a), ki je prikazan nasliki 5.11 algoritem nasel resitev, ¢e bi bili intervali dolgi
vsaj toliko, kolikor je zaporednih to¢k z najvisjo vrednostjo. Kljub temu pa reSitve z
uporabo predlaganega algoritma ne bi dobili v primeru (b) (razen, ¢e bi bil interval
dolg toliko, kolikor je dolga celotna vrsta, pri ¢emer bi vizualizacija izgubila pomen).

Druga mozna prilagoditev predlaganega algoritma, ki bi delovala tako za primer (a),
kot tudi za primer (b) s slike 5.11, bi bila naslednja. Kot vemo, prispevek intervala
ra¢unamo tako, da vrednosti atributa na vrsti 7" (A(T)) odstejemo vrednost atribu-
ta na vrsti 7 (A(T")). Ce intervali na zacetku vsebujejo le eno toko, bo prispevek
vseh intervalov enak 0. Kar pomeni, da bo tudi koristnost vseh intervalov enaka 0 in
posledi¢no nobenega intervala ne bomo vkljudili v resitev. Ker vemo, da je vrednost
atributa v tem primeru neodvisna od dolzine vrste (saj iS¢emo vsaj eno tocko, ki ima
najvedjo ali najmanjo vrednost), lahko spremenimo nadin racunanja prispevka tako,
da je prispevek intervala / kar enak vrednosti atributa na tem intervalu (A(I)). Tako bo
algoritem pravilno dolo¢il koristnost posameznega intervala in nasel vse tiste tocke, ki

imajo najvecjo oz. najmanj$o vrednost v vrsti.
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Slika s.11: Hipo-
teticna  primera
vrste 7, na kateri
predlagani  algo-
ritem za atribute
najve¢ja vrednost,
najmanjsa vre-
dnost in razpon
ne bi deloval in ne
bi oznacil nobene

tocke.
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5 Metoda za vizualno razlago diagnoz V. Groznik

Predlagana metoda je primerna za ve¢ino pomembnih atributov, ki smo jih zgradili
za potrebe gradnje diagnosti¢nega modela za razlo¢evanje tremorjev na podlagi digital-
ne spirografije. Atributi so predstavljeni v poglavju 4, tu pa navajamo tiste, za katere
je predlagana metoda vizualizacije primerna: Xsymm, Ysymm, nPeaks, avgP, stdevP,
err, err0, errBF, rmsel00, rmsel50 ter percNeg.

Atributi, predstavljeni v poglavju 4, za katere predlagana metoda vizualizacije ni
primerna, so: angVsRad.template.distance, t.rho, incDev, rmseSum, rmseMin,
freq.dev, peakAmpXOut ter dodatni atributi, ki merijo minimum, maksimum, pov-
predje in vsoto (posameznih nastetih atributov) na vseh $tirih spiralah, ki jih je narisal
preiskovanec. Omeniti velja, da sta med najpomembnejsimi atributi v konénem dia-
gnosti¢cnem modelu le dva atributa (rmseSum in angVsRad. template.distance), za

katera predlagana metoda vizualizacije ni primerna.

s..1  Algoritem

V nadaljevanju je predstavljena psevdokoda algoritma za iskanje najpomembnejsih od-
sekov na Casovni vrsti (algoritem 1).

Kot smo Ze nekajkrat omenili, nam model, predstavljen v poglavju 4, za vsak obrav-
navani atribut dolo¢a mejo, kdaj se le-ta uporablja v odlo¢itvenem procesu in kdaj
ne. Zato je prvi korak naSega algoritma izratun vrednosti obravnavanega atributa na
posamezni Casovni vrsti (torej za posamezen test). Ce je vrednost atributa dovolj viso-
ka (torej preko meje, ki jo dolo¢a odlo¢itveni model), nadaljujemo z iskanjem najpo-
membnejsih odsekov in vizualizacijo, sicer ozna¢evanja odsekov z uporabo tega atributa
ne izvedemo, saj le-ta ni vplival na samo klasifikacijo primera.

V prilogi B je prikazan primer sledi izvajanja algoritma za atribut RMSE.
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Algoritem 1 Algoritem za iskanje najpomembnejsih odsekov v vrsti.
Vhodi:
= vrsta 1" - zaporedje tock ty, ty, ..., by,

= - utez za zratun cene intervala,
= ustavitvena vrednost (#7) - najvedji delez tock, ki jih lahko oznac¢imo.
= nevtralna vrsta (zevtr) - zaporedje tock v1, vy, ..., Vy,.
Izhoda:
= najvecja koristnost,

= seznam, katere tocke so izbrane za oznaditev.

Sfunction PorsclINTERVALE(T , w, thr, nevtr)

N « length(T) > Izracunaj dolZino vrste T
> Seznam, v katerem hranimo podatke o izbranih tockah.
best_selector < [0, ..., 0] > 1 - to¢ka je izbrana, O - to¢ka ni izbrana.
—_——
N
att_val « CarcAt1(T, nevtr, best_selector) > Izratunaj vrednost atributa.

best_benefit < 0
> Stevilo oznagenih to¢k mora biti manjse od deleza tock, ki jih
while (z}iggth(bf“—“l“f"”‘l best_selectorlj]) < thr - N do & lahko oznacimo.
change < FaLsE
selector « best_selector
forx <0,1,..,N-1do
if selector[x] = 1 then

continue
else
selector[x] « 1 > V mnozico za oznacitev dodamo novo tocko.
prispevek | att_val — CaLcAtT(T, nevtr, selector) | > Izratunaj prispevek.
il « InTERvVALLENGTHS(SElector) > Izratunaj dolZine intervalov.
cost — LEE D] - w + (1 - w) - log, (lli] + 1) B> Cena intervalov.
prispevek .
benefit « cost ifcost 0 > Koristnost mnozice intervalov/tock.
0 otherwise
if benefit > best_benefit then
best_benefit « benef it > Shrani trenutno najvedjo koristnost.
change « TRUE
best_selector « selector > Tocke z najvedjo koristnostjo.

selector[x] « 0
if ~change then
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break

> Vrni seznam tock za oznacitev
return (best_selector, best_benef it) > in njihovo koristnost.

Funkcija CALcATT(Z, nevtr, selector) izra¢una vrednost atributa na vrsti.

Vhod:

vista 1" - zaporedje tock ty, ty, ..., t,;,

nevtralna vrsta (nevtr) - zaporedje tock v1, vy, ..., Uy,

selector - seznam (dolzine V), ki doloéa, katere tocke so izbrane za oznaditev; 1 - tocka je
izbrana, 0 - to¢ka ni izbrana.

Izhod:

vrednost atributa.

Sfunction CaLcAr1(T , nevtr, selector)

if INTERVALLENGTHS(Selector) = [] then > Nobena tocka ni bila izbrana.
return att_val(T) > Izratunaj in vrni vrednost atributa na osnovni vrsti T.
else
T T
forid < 0,1,..,N-1do
if selector[id] == 1 then > Tocka je bila izbrana.
T'[id] = nevtr[id] > Nadomesti vrednost tocke v vrsti T’ z vrednostjo

> istolezne tocke v nevtralni vrsti.

return att_val(T”) > Izratunaj in vrni vrednost atributa na spremenjeni vrsti T".

Funkcija INTERVALLENGTHS(p) izra¢una seznam dolzin intervalov enic v seznamu p.

Primer: INTERVALLENGTHS([0,0,1,1,1,0,1,0,0,0,1,1,0])=[3,1,2].

5.2 Podatki in evalvacija metode

Podatki, ki so bili uporabljeni za evalvacijo metode vizualizacije, so bili zbrani za potre-
be gradnje odlo¢itvenega modela, predstavljenega v poglavju 4. Vzeli smo podmnozico
zbranih podatkov, ki je vsebovala 45 preiskovancev, od tega 15 preiskovancev s parkin-
sonovo boleznijo, 15 preiskovancev z esencialnim tremorjem in 15 zdravih kontrol.
Odlo¢itveni model iz prej$njega poglavija je pravilno napovedal razred za devet prei-

skovancev s parkinsonovo boleznijo, sedem preiskovancev z esencialnim tremorjem in
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vse zdrave kontrole.

Evalvacijo metode za vizualno razlago diagnoz smo izvedli v sodelovanju z eksperti
s podro¢ja spirografije. Postavili smo spletno aplikacijo’, s katero smo ocenjevalcem
prikazovali spirale in zbirali njihove odgovore. Aplikacija omogoca animacijo posame-
zne spirale, tako da so ocenjevalci lahko videli tudi spremembe v hitrostih risanja in
morebitna obotavljanja.

K sodelovanju smo povabili pet ekspertov, ki delujejo ve¢inoma v tujini. Sodelovanje
so potrdili trije izmed njih.

Nevrolog D. N. z Uppsala University se ukvarja z raziskovanjem ucinkovanja glo-
boke mozganske stimulacije in u¢inkovine levodopa pri bolnikih s parkinsonovo bole-
znijo ter kako se premajhni oz. preveliki odmerki le-te odrazajo pri spirografiji.

Specializant nevrologije D. G. z University College London in Nevroloske klinike
Univerzitetnega klini¢nega centra v Ljubljani se raziskovalno ukvarja z globoko mo-
zgansko stimulacijo pri bolnikih s parkinsonovo boleznijo, ve¢ let pa se ukvarja tudi s
spirografijo pri klini¢nih pregledih.

Nevrolog D. H. z National Institutes of Health (ZDA) in Medical University of Vi-
enna se raziskovalno ukvarja z motnjami gibanja, predvsem s parkinsonovo boleznijo,
distonijami, esencialnim tremorjem in psihogenimi motnjami gibanja. Med drugim je
objavil ve¢ ¢lankov na temo uporabe spirografije za vrednotenje esencialnega tremorja.

Navodila, ki smo jih posredovali ocenjevalcem, so v prilogi C.

5.2.1  Nastavitve parametrov

Za potrebe vizualizacije smo morali nastaviti dva parametra. Prvi je parameter w, ki
nastopa v cost funkciji. Ta parameter je potrebno ro¢no nastaviti za vsak atribut. V
tabeli 5.2 so predstavljene nastavitve parametra za posamezen atribut, ki smo ga vizu-
alizirali.

Drugi parameter, ki smo ga morali nastaviti, je bila ustavitvena vrednost. Ta je bila

za vse atribute nastavljena tako, da smo smeli oznaciti najve¢ 25% vrste.

ISpletna aplikacija je dostopna na naslovu https://www.parkinsoncheck.net/vidadoctor/. Za do-

stop potrebujete uporabnidko ime in geslo, ki ju dobite pri avtorici tega dela.
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Tabela 5.2: Nastavitve parametra @ za posamezen atribut, ki smo ga vizualizirali.

Atribut )

LT3.err 0,4
RT3.errtBF 0,4
RT3.erro 0,5
LEerr 0,5
LEerro 0,4

REpercNego 0,5
RErmseroo 0,6
RErmserso 0,3
absSp.stdevP 0,3
radSp.stdevP 0,3

§.2.2  Zasnova eksperimenta

Eksperiment smo zasnovali v dveh korakih:

1. V prvem koraku smo ekspertom pokazali po Stiri spirale, ki so jih narisali prei-

skovanci. Primer spiral enega izmed preiskovancev je viden na sliki 5.12.

Zgornja leva spirala je bila narisana z ne-vodilno roko (v nadaljevanju bomo go-
vorili o spiralah, narisanih z levo roko) po predlogi (preiskovanec je moral ¢im
bolj natané¢no slediti érti Ze narisane spirale). Spodnja leva spirala je bila prav
tako narisana z levo roko, a tokrat “prostoro¢no” (brez podane slike spirale).
Desna zgornja spirala je bila narisana z vodilno roko (v nadaljevanju bomo go-
vorili o spiralah, narisanih z desno roko) po predlogi, spodnja desna spirala pa je
bila narisana prostoro¢no z desno roko. Ocenjevalci so lahko posamezno spiralo
animirali s pritiskom na gumb “Animate” in jo zaustavili s pritiskom na gumb
“Stop”. Na podlagi teh spiral je ocenjevalec podal svoje mnenje o preiskovancu,

ki je spirale narisal. Moznosti, med katerimi so lahko izbirali, so bile:

u zdrav,
= vidni so znaki parkinsonove bolezni ali esencialnega tremorja,

= vidni so znaki parkinsonove bolezni,
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@ Perkinson Check Explorer  survey en~ | Logout
Al ED Done @ Let @) Spiral, left hand, with template (LT) Spiral, right hand, with template (RT)
@ 200 200
150 150,
Issue 10 S0
100 100
Your opinion:
healthy 0 =

Signs of PD or ET
cannot decide

¥ (pixels)

50, 50,
Your comment:
100, 100,
150, 150,
200 200
200 450 100 % 0 50 100 150 200 200 450 100 % 0 50 100 150 200
x(piels) X (piels)
spiral, Iefw@mpme (LF) Spiral, right hand, without template (RF)
200 200
150, 150,
100, 100,
0 0
L)
50, 50,
100, 100, Sli . Pri
1ka §.I2: I'rimer
160, 150,
20 20 stirin spiral, ki SO
200 150 100 % 0 50 100 150 200 200 150 100 %0 0 50 100 150 200
x(pirels) x(pirels)

jih morali ocenje-
‘Animate

valci oceniti.

vidni so znaki esencialnega tremorja,

oboje (vidni so znaki parkinsonove bolezni in esencialnega tremorja),

ne morem se odlo¢iti, ali pripadajo znaki parkinsonovi bolezni ali

esencialnemu tremorju,

= ne morem se odlocit, ali je preiskovanec zdrav ali ne.

Kot je razvidno iz moznih odgovorov, se je moral ocenjevalec najprej odlociti
med tem, ali je preiskovanec zdrav ali ima prisotne znake parkinsonove bolezni
oz. esencialnega tremorja. V primeru slednjega se je potem nadalje odlocal
med tem, kateri bolezni znaki dejansko pripadajo. Torej se je ocenjevalec moral

odlocati na podoben nacin, kot deluje na$ odlo¢itveni model iz poglavja 4.

Da bi bolje razumeli, zakaj so se ocenjevalci odlo¢ili za posamezen odgovor, smo

jih prosili, da podajo komentar na svojo odlocitev.

Ko so ocenili spirale vseh 45 preiskovancev, je sledil drugi korak.
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Slika 5.13: Primer
vizualizacije  po-
membnih delov v

spiralah.
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2. V drugem koraku smo ekspertom ponovno pokazali po $tiri spirale istih 45 prei-

skovancev v enakem vrstnem redu kot v prvem koraku. Razlika je bila v tem, da
so bili tokrat del¢ki nekaterih (ali vseh) spiral obarvani z rde¢o barvo (na stati¢ni
sliki) oz. z modro barvo (v animaciji). Primer obarvanih spiral je predstavljen

na sliki 5.13.

@ Perkinson Check Explorer  Suvey en~ | Logout

Al @) Done @) Lett @)

Issue 50 of 90

Spiral, left hand, with template (LT) Spiral, right hand, with template (RT)

Anomalies detected:

- Large deviations from ideal spiral.
(LT.RT, LF)

- Anomalies in curvature. (RF)

« Erratic (high) changes In crawing
speed. (RF)

Your opinion:

heatthy
Signs of PD or ET 200/

cannot decide 200 100 100 200 200 100 100 200

) o
x(pivels) x(pivels)
‘The visualisation is:

et Spiral, left hand, without template (LF) Spiral, right hand, without template (RF)

not 50 helpful but stil meaningful
meaningless —
undecided

Your comment:

200 “100 100 200

o
x(poes)

Obarvani deli spiral predstavljajo najpomembnejse dele spiral, ki jih je odkrila
nasa metoda za dolocen atribut. Na stacionarni sliki smo prikazovali atribute, ki
niso vezani na hitrosti (npr. odstopanje od idealne spirale), v animacijah pa smo
prikazovali atribute, ki so izpeljani iz razli¢nih hitrosti (npr. hitro spreminjanje
hitrosti - pospeski in pojemki). Pri spiralah, kjer smo oznacevali atribute, ki
iS¢ejo odstopanja narisane spirale od idealne spirale, smo poleg barvanja delov
spirale z rde¢o barvo izrisali Se idealno spiralo. S taksno vizualizacijo je lazje
videti napake v narisanih spiralah. Poleg vizualnih oznak smo za vsako oznaceno
anomalijo podali $e kratko razlago, kaj je ra¢unalnik v posamezni spirali zaznal.

Razlage, ki smo jih podali ocenjevalcem, so bile:
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= “Visoka odstopanja od idealne spirale” - narisana spirala je odstopala od
“idealne” spirale. Pri ¢emer “idealna” spirala ni spirala s predloge, ampak
je to spirala, ki je bila dolo¢ena kot najbolj prilegajoca se spirala narisani

spirali (angl. best-fit spiral).

= “Znaten deleZ spirale je bil risan proti izhodi$¢u spirale” — radij arhimedove
spirale mora monotono nara$¢ati. Izmerili smo delez spirale, kjer se je radij

zmanjseval.

= “Anomalije v ukrivljenosti” - ratunalnik je zaznal animalije v ukrivljenosti,

kot so npr. ostri koti v spirali.

= “Neenakomerne (visoke) spremembe v hitrosti risanja” - hitrost risanja ni
bila konstantna, ampak se je obéutno spreminjala (naras¢ala in padala) na

nekaterih delih spirale.

= “Neenakomerne (visoke) spremembe v radialni hitrosti” - pomeni, da ra-
dialna hitrost (radialna hitrost meri hitrost proti ali stran od zacetne tocke
spirale) ni bila konstantna, ampak se je ob&utno spreminjala (naras¢ala in

padala) na nekaterih delih spirale.

Poleg posamezne razlage smo v oklepaju $e zapisali, na katerih spiralah je bila

dolo¢ena anomalija zaznana in tudi prikazana.

Na podlagi obarvanih spiral in razlag zaznanih anomalij so ocenjevalci ponovno
podali svoja mnenja o osebi, ki je spirale narisala. Moznosti, med katerimi so
izbirali, so bile enake kot v prvem koraku. Poleg tega smo jih povprasali Se,

kaksna se jim je zdela vizualizacija. Izbirali so lahko med naslednjimi odgovori:

= bila mi je v pomo¢ pri podajanju mnenja,

ni mi bila v pomo¢ pri podajanju mnenja, ampak je obarvala smiselne

predele spiral,

obarvani predeli spiral niso smiselni,

® ne morem se odlo¢iti.

Tudi tokrat smo jih prosili, da podajo komentar na svojo odlotitev pri ocenje-

vanju spiral in pri ocenjevanju smiselnosti vizualizacije.



68

5 Metoda za vizualno razlago diagnoz V. Groznik
5.3 Rezultati

V nadaljevanju so predstavljeni rezultati evalvacije nase metode, interpretacija rezulta-
tov in komentarji pa so podani v diskusiji.

V tabeli 5.3 so predstavljeni rezultati klasifikacije primerov v razreda zdrav in znaki
bolezni ocenjevalca D. G. v prvem koraku, torej brez vizualizacije atributov. V tabeli
niso prikazani primeri, za katere se ocenjevalec ni mogel odlo¢iti, v kateri razred bi jih
uvrstil. Ocenjevalec je v razred zdrav pravilno uvrstil 13 primerov (od 15), v razred
znaki bolezni pa 21 primerov (od 30). Klasifikacijska to¢nost v prvem koraku je bila

0,83.

Tabela 5.3: Matrika zamenjav ocenjevalca D. G. pri klasifikaciji v razreda zdrav in

znaki bolezni - prvi korak, brez vizualizacije atributov.

Napovedani razred
Zdrav  Znaki bolezni
Zdrav 13 I

Razred
ane Znaki bolezni 6 21

V tabeli 5.4 so predstavljeni rezultati klasifikacije primerov v prej omenjena razreda
s strani istega ocenjevalca v drugem koraku, kjer so bili vizualizirani atributi. Tokrat
je ocenjevalec v razred zdrav pravilno uvrstil sedem primerov (od 15) in v razred zna-
ki bolezni 27 primerov (od 30). Klasifikacijska to¢nost ocenjevalca D. G. v drugem

koraku je bila 0,87.

Tabela 5.4: Matrika zamenjav ocenjevalca D. G. pri klasifikaciji v razreda zdrav in

znaki bolezni - drugi korak, z vizualizacijo atributov.

Napovedani razred
Zdrav  Znaki bolezni
Zdrav 7 4

Znaki bolezni 1 27

Razred

V tabeli 5.5 prikazujemo rezultate klasifikacije primerov v razreda zdrav in znaki

bolezni za ocenjevalca D. N. v prvem koraku. Ocenjevalec je v razred zdrav pravilno



Metode umetne intcligcncc za modeliranje mehanizmov tremorjev

uvrstil 13 primerov (od 15), v razred znaki bolezni pa 17 primerov (od 30). Klasifika-

cijska to¢nost je bila 0,68.

Tabela 5.5: Matrika zamenjav ocenjevalca D. N. pri klasifikaciji v razreda zdrav in

znaki bolezni - prvi korak, brez vizualizacije atributov.

Napovedani razred
Zdrav  Znaki bolezni
Zdrav 13 2

Razred

Znaki bolezni 12 17

Rezultati klasifikacije v razreda zdrav in znaki bolezni ocenjevalca D. N. v drugem
koraku, kjer so bili na spiralah vizualizirani atributi, so podani v tabeli 5.6. Ocenjevalec
je v razred zdrav pravilno razvrstil devet primerov (od 15) in v razred znaki bolezni 24

primerov (od 30). Klasifikacijska to¢nost je bila tokrat 0,79.

Tabela 5.6: Matrika zamenjav ocenjevalca D. N. pri klasifikaciji v razreda zdrav in

znaki bolezni - drugi korak, z vizualizacijo atributov.

Napovedani razred
Zdrav  Znaki bolezni
Zdrav 9 4

Razred
e Znaki bolezni 5 24

Ocenjevalec D. H. je v prvem koraku v razred zdrav pravilno uvrstil pet primerov (od
15), v razred znaki bolezni pa 28 primerov (od 30). Klasifikacijska to¢nost ocenjevalca
v tem koraku je bila 0,79. Podrobnejsi rezultati so razvidni iz tabele 5.7.

Rezultati klasifikacije primerov v razreda zdrav in znaki bolezni v drugem koraku,
kjer so bili na spiralah vizualizirani atributi, so predstavljeni v tabeli 5.8. Ocenjevalec
D. H. je v razred zdrav pravilno uvrstil 2 primera (od 15) in v razred znaki bolezni 28
primerov (od 30). Klasifikacijska to¢nost ocenjevalca je bila v drugem koraku 0,77.

V nadaljevanju prikazujemo podrobnejse rezultate klasifikacij s strani nasih eksper-
tov.

Tabela 5.9 prikazuje matriko zamenjav ocenjevalca D. G. v koraku, v katerem nismo

vizualizirali atributov. Iz tabele je razvidno, da se za §tiri primere ni mogel odloiti, v

69




0 5 Metoda za vizualno razlago diagnoz V. Groznik
5 te) el

Tabela 5.7: Matrika zamenjav ocenjevalca D. H. pri klasifikaciji v razreda zdrav in

znaki bolezni - prvi korak, brez vizualizacije atributov.

Napovedani razred
Zdrav  Znaki bolezni
Zdrav 5 8

Znaki bolezni 1 28

Razred

Tabela 5.8: Matrika zamenjav ocenjevalca D. H. pri klasifikaciji v razreda zdrav in

znaki bolezni - drugi korak, z vizualizacijo atributov.

Napovedani razred
Zdrav  Znaki bolezni
Zdrav 2 8

Znaki bolezni 1 28

Razred

kateri razred bi jih uvrstil. Enega zdravega je napacno razvrstil v razred PB in dva
primera iz razreda PB je napacno razvrstil v razred ET. Pravilno je razvrstil 9 primerov
iz razreda PB in 8 primerov iz razreda ET. Klasifikacijska to¢nost ocenjevalca na tro-

raztednem problemu (zdrav, PB, ET) je bila 0,77.

Tabela 5.9: Matrika zamenjav ocenjevalca D. G. - prvi korak, brez vizualizacije atribu-

tov.
Napovedani razred
Zdrav Znaki PB oz. ET Ne morem
Ne morem  se odloditi
PB  ET Oboje ..
se odlociti
Zdrav 13 I o o o I
Razred PB 3 9 2 1 o o
ET 3 o 8 1 o 3

V drugem koraku, kjer smo vizualizirali atribute, je ocenjevalec D. G. napa¢no razr-

vstil $tiri primere iz zrazreda zdrav v razred znaki bolezni, ter dva primera iz razreda PB
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v razred ET in tri primere iz razreda ET v razred PB. Pravilno je razvrstil 10 primerov
iz razreda PB in devet primerov iz razreda ET. Za Sest primerov se ni mogel odlo-
¢itl, v kateri razred spadajo. Klasifikacijska to¢nost ocenjevalca v drugem koraku na

tro-razrednem problemu je bila 0,76. Matrika zamenjav je predstavljena v tabeli 5.10.

Tabela s.10: Matrika zamenjav ocenjevalca D. G. - drugi korak, z vizualizacijo atribu-

tov.
Napovedani razred
Zdrav Znaki PB oz. ET Ne morem
Ne morem  se odloiti
PB  ET Oboje ..
se odlociti
Zdrav 7 2 o 2 o
Razred PB I 10 2 1 1 o
ET o 3 9 1 o) 2

Matrika zamenjav za ocenjevalca D. N. v prvem koraku, ko ni bilo vizualiziranih
atributov, je v tabeli 5.11. Ocenjevalec se za en primer ni mogel odlo¢it, ali spada med
zdrave ali med tiste, ki izkazujejo znake bolezni, $e za enega pa se ni mogel odloditi,
ali izkazuje znake PB ali ET. Napa¢no je v razred PB klasificiral dva primera iz razreda
zdrav. Pravilno je klasificiral pet primerov iz razreda PB in $est primerov iz razreda ET,
napacno pa je dva primera iz razreda PB uvrstil v razred ET ter tri primere iz razreda ET
v razred PB. V tem primeru je bila klasifikacijska to¢nost ocenjevalca na trorazrednem
problemu o,56.

Tabela s5.12 prikazuje matriko zamenjav ocenjevalca D. N. v drugem koraku, kjer
smo vizualizirali atribute. Tokrat se ocenjevalec za tri primere ni mogel odlo¢iti, v
kateri razred bi jih umestil. Stiri primere iz razreda zdrav je napa¢no klasificiral v razred
PB. Pravilno je klasificiral devet primerov iz razreda PB in pet primerov iz razreda ET,
napacno pa je klasificiral devet primerov iz razreda ET v razred PB in en primer iz
razreda PB v razred ET. Klasifikacijska to¢nost je bila na trorazrednem problemu o,5’s.

Rezultati klasifikacije primerov v razrede v prvem koraku s strani ocenjevalca D.
H. so predstavljeni v matriki zamenjav 5.13. Ocenjevalec se za tri primere ni mogel
odlotiti, v kateri razred spadajo. Za osem primerov iz razreda zdrav je dolodil, da

spadajo v razred znaki bolezni, od tega trije primeri v razred PB, dva v razred ET, za

7T




72

5 Metoda za vizualno razlago diagnoz V. Groznik

Tabela 5.11: Matrika zamenjav ocenjevalca D. N. - prvi korak, brez vizualizacije atri-

butov.
Napovedani razred
Zdrav Znaki PB oz. ET Ne morem
. Nemorem se odlo¢iti
PB  ET Oboje ...
se odloditi
Zdrav 13 2 o o o o
Razred PB 8 5 2 o o
ET 4 3 6 o 1 1

Tabela 5.12: Matrika zamenjav ocenjevalca D. N. - drugi korak, z vizualizacijo atribu-

tov.
Napovedani razred
Zdrav Znaki PB oz. ET Ne morem
. Nemorem se odlo¢iti
PB  ET Oboje ...
se odloditi
Zdrav 9 4 o o o 2
Razred PB 4 9 I o o I
ET 1 9 5 o o o

preostale tri pa se ni mogel odlo¢iti. Poleg tega je pet primerov iz razreda PB klasificiral
v razred ET, enega v razred zdrav, za tri pa se ni mogel odlo¢iti znaki katere bolezni so
izrazeni. Tri primere iz razreda ET je napacno klasificiral v razred PB, medtem ko se
za enega ni mogel odlo¢iti, katere bolezenske znake nakazujejo spirale. Iz tega sledi, da
je bila klasifikacijska to¢nost na trorazrednem problemu 0,6.

Tabela 5.14 prikazuje matriko zamenjav ocenjevalca D. H. v drugem koraku, kjer
smo vizualizirali atribute. Tokrat se ocenjevalec za Sest primerov ni mogel odloiti, ali
spirale izkazujejo znake bolezni ali ne, najve¢ od tega, pet primerov, izhaja iz razreda
zdrav. Poleg tega je Stiri primere razvrstil v razred PB, tri v razred ET, za enega pa
je napovedal, da izkazuje tako znake PB kot tudi znake ET. Za primere, ki spadajo v
razred PB je v treh primerih napovedal, da spadajo v razred ET, v $tirih pa se ni mogel

odloditi, ali spadajo v razred ET ali PB, v vsakem primeru pa naj bi izkazovali znake
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Tabela 5.13: Matrika zamenjav ocenjevalca D. H. - prvi korak, brez vizualizacije atri-

butov.
Napovedani razred
Zdrav Znaki PB oz. ET Ne morem
Ne morem  se odloditi
PB  ET Oboje o
se odlo¢iti
Zdrav 5 3 2 o 3 2
Razred PB I 6 5 o 3 o
ET o 3 10 1 o 1

bolezni. Za enega je napa¢no napovedal, da spada v razred zdrav. Pri primerih iz
razteda ET je za vse razene enega napovedal, da spirale izkazujejo znake bolezni. Od
tega je za en primer napovedal, da spada v razred PB, za enega, da izkazuje tako znake
PB kot tudi znake ET, za pet primerov se ni mogel odloiti za znake katere bolezni gre.

Klasifikacijska to¢nost na trorazrednem problemu je tako o,57.

Tabela 5.14: Matrika zamenjav ocenjevalca D. H. - drugi korak, z vizualizacijo atribu-

tov.
Napovedani razred
Zdrav Znaki PB oz. ET Ne morem
Ne morem  se odloditi
PB  ET Oboje .
se odloiti
Zdrav 2 4 3 1
Razred PB I 7 3 o 4 o
ET o 1 7 1 5 1

Poleg klasifikacije primerov v razrede smo ocenjevalce prosili $e, da ocenijo vizuali-
zacijo. Skupni rezultati po ocenjevalcih so predstavljeni v tabeli 5.15. Ocenjevalec D.
G. se za osem primerov ni mogel odlo¢iti, ali mu je bila vizualizacija v pomo¢ ali ne,
ocenjevalca D. N. in D. H. pa za $est primerov. Z izjemo treh primerov, ko je ocenje-
valec D. N. ocenil, da vizualizacija ni obarvala smiselnih predelov na spirali in petih

primerov, ko je enako oceno podal ocenjevalec D. H., so vsi trije ocenjevalci pozitiv-
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no ocenili smiselnost in uporabnost vizualizacije. Ocenjevalec D. G. je v 37 primerih
dolo¢il, da mu je bila vizualizacija v pomo¢, ocenjevalcu D. N. je bila v 18 primerih v
pomo¢, v 18 primerih pa je ocenil, da je vizualizacija oznacila smiselne odseke spiral.
Ocenjevalcu D. H. je bila vizualizacija v pomo¢ pri 11 primerih, za 23 primerov pa je

oznacil, da je oznalila smiselne dele spiral.

Tabela 5.15: Ocene uporabnosti in smiselnosti vizualizacije.

Vizualizacija D.G. D.N. D.H.
v pomoc¢ 37 18 11
ni bila v pomog, je oznadila smiselne odseke spiral o 18 23
ni obarvala smiselnih predelov ) 3 5
ne morem se odloditi 8 6 6

5.3.1  Analiza optimalnosti algoritma

Kot je razvidno iz samega opisa algoritma, nas algoritem za reSevanje problema iskanja
napomembnejsih odsekov vrste temelji na pozresnem pristopu. Razlog za tak pristop
je v prostorski in ¢asovni kompleksnosti problema. Ce bi Zeleli pregledati vse mozne
kombinacije to¢k, bi morali preiskati 2" kombinacij, pri ¢emer je 1 $tevilo tock v vrsti,
ki jo analiziramo. V naSem primeru so imele posamezne vrste med 1000 in 2500 tock,
kar pomeni, da bi morali pregledati med 1000 5, 2500 kombinacij to¢k. To pa je ze z
vidika ¢asovne kompleksnosti neizvedljivo.

Ker je na$ algoritem v splo§nem pozrefen, smo Zzeleli vedeti, kako so nadi rezultati
primetljivi z rezultati, ki bi jih dobili, ¢e bi lahko uporabili popoln algoritem. V ta
namen smo naredili analizo optimalnosti algoritma, ki je bila narejena na manjSem
Stevilu tock, poleg tega pa smo spreminjali nekaj osnovnih nastavitev, ki jih uporablja
pozresen algoritem.

Najvegje Stevilo tock, na katerem smo Se lahko pognali popoln algoritem, je bilo
20. Ker nas je zanimalo, koliko na rezultate naSega algoritma vpliva Stevilo to¢k, smo
zgenerirali razli¢ne vrste dolZine 20, 16, 12 ter 8 to¢k na intervalu [-1,5, 1,5]. Tocke
so bile izbrane naklju¢no z uniformno porazdelitvijo. Pri vrstah dolzine 20 tock smo
variirali tudi najveji delez tock, ki ga lahko oznacimo (25% oz. 50%) ter utez w (0,1,

0,5 in 0,9). Za razli¢ne kombinacije nastavitev smo zgenerirali po 100 razli¢nih vrst,
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dobljeni rezultati pa so predstavljeni v tabeli 5.16. Primerjava je narejena na podlagi
dobljene koristnosti, ki jo dobimo s popolnim oz. pozre$nim algoritmom, v tabeli pa
navajamo, koliksen deleZ rezultata, dobljenega s popolnim algoritmom, smo dosegli s

pozreSnim.

Tabela 5.16: Analiza delovanja pozresnega algoritma v primerjavi s popolnim algorit-

mom.
Test Stevilo interval najvedji delez @ povpredje min max
tock oznacenih toc¢k (v %) (v %) (v %)
test I 20 [-1,5, 1,5] 25% 0,5 98,93 89,75 100
test 2 20 [-1,5, 1,5] 50% 0,5 96,21 83,04 100
test 3 20 [-1,5, 1,5] 25% 0,1 93,89 76,04 100
test 4 20 [-1,5, 1,5] 25% 0,9 99,73 95,62 100
test 5 16 [-1,5, 1,5] 25% 0,5 99,49 92,72 100
test 6 12 [-1,5, 1,5] 25% 0,5 99,33 89,92 100
test 7 8 [-1,5, 1,5] 25% 0,5 99,80 91,24 100

Iz tabele 5.16 je razvidno, da so rezultati nasega (pozre$nega) algoritma primerljivi
z rezultati popolnega algoritma. V povpredju je na$ algoritem dosegal vrednosti, ki se
gibljejo okoli 98,5% vrednosti rezultatov popolnega algoritma. Iz tabele je razvidno, da
ima vpliv na rezultate najvegji dovoljeni delez tock, ki jih lahko ozna¢imo, pri ¢emer so
rezultati slabsi, ¢e dovolimo, da algoritem ozna¢i najve¢ 50% vseh tock v vrsti. Razlika
v rezultatih je v povpredju 2,72%. Vedja razlika se pokaze pri minimalni vrednosti,
ki jo dosezemo z na$im algoritmom v primerjavi s popolnim. Ta znasa okoli 6,71%.
V nadem primeru smo pri ozna¢evanju spiral najvedji delez oznadenih tock nastavili
na 25% s ¢imer smo, kot kaze, dobili rezultate, ki so bolj primerljivi z optimalnimi
reSitvami.

Pri vedini testov, ki so podani v tabeli, smo parameter @ nastavili na o,5. Razlog za
to je, da smo v realnem primeru imeli pri vedini atributov, ki smo jih izrisovali, le-tega
nastavljenega med 0,3 in 0,6. Za oblutek, kolikSen vplivima ta parameter na delovanje
algoritma, smo naredili $e preizkus, kjer je bil parameter nastavljen na o,1 (esz 3) in 0,9
(test 4). Rezultati se obcutno poslabsajo, ko je w nastavljen na 0,1. Rezultat je od zesta
1, kjer je parameter @ nastavljen na o,5, slabsi za §,04%, prav tako pa smo pri restu 5
dobili tudi najslabsi rezultat, ki je bil 76,04%. Pri nastavitvi parametra @ na 0,9 so bili
rezultati nekoliko boljsi od nastavitev parametra na o, 5.

Sama dolzina vrste pri istih nastavitvah ostalih parametrov ima le manjsi vpliv na
povprecne vrednosti rezultatov testov. Povprecni dosezeni rezultati so bili 98,93% (20

tock), 99,49% (16 tock), 99,33% (12 tock) in 99,80% (8 tock). V najslabsem, primeru
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se povprecni rezultat med najdalj$imi in najkraj$mi vrstami razlikuje za 0,9%.
5.4 Diskusija poskusa z eksperti

V nadaljevanju sledi podrobnejsa analiza rezultatov, kjer se bomo najprej osredoto¢ili
na primere, ki so bili napa¢no klasificirani v razred zdrav, nato pa $e na primere, ki so
bili napa¢no klasificirani v razreda PB ali ET.

Prvi ocenjevalec, D. G., je v prvem koraku za tri primere, ki spadajo v razred PB in za
tri primere iz razreda ET napovedal, da ne izkazujejo znakov bolezni. Pri podrobnej$em
pregledu napak pri klasifikaciji je mo¢ videti, da je za en primer iz razreda PB v drugem
koraku (ko so bili vizualizirani pomembnejsi odseki spiral) spremenil razred iz zdrav v
PB. Za ta primer je v komentarju zapisal, da je v spiralah videti popacenja ter da je na
eni strani bolj zgo$¢ena, medtem ko je v prvem koraku navedel, da ni videti odstopanj.
Pri drugem primeru iz razreda PB si je v drugem koraku ponovno premislil in podal
mnenje, da spirale nakazujejo znake bolezni, a se ni mogel odlo¢iti, ali so znaki za ET
ali PB. V komentar je zapisal, da so v spiralah vidna popacenja in rahlo valovanje, kar
bi lahko nakazovalo tudi na mesan tip tremorja. Za tretji primer iz razreda PB pa v
drugem koraku ni spremenil mnenja iz prvega koraka in je primer ponovno klasificiral
v razted zdrav. Ocenjevalec je za vse tri primere iz razreda ET, ki jih je v prvem koraku
razvrstil v razred zdrav, v drugem koraku spremenil razred. Dva primera je razvrstil v
razred PB, pri obeh pa je v komentar zapisal, da je v spiralah zaznal asimetrijo. Za treji
primer pa se ni mogel odloditi, ali spirale izkazujejo znake bolezni ali ne. V komentarju
je navedel, da se ne more odloditi, ali bi primer razvrstil v razred zdrav ali PB.

Drugi ocenjevalec, D. N, je v prvem koraku osem primerov, ki spadajo v razred PB
in $tiri primere, ki spadajo v razred ET Klasificiral v razred zdrav. Izpostaviti velja, da je
pet od Sestih primerov, ki jih je napa¢no klasificiral prvi ocenjevalec (D. G.), napa¢no
v razred zdrav razvrstil tudi ocenjevalec D. N., za Sestega pa se ni mogel odloiti, ali
izkazuje znake bolezni ali ne. Stiri primere iz razreda PB je ocenjevalec D. N. v drugem
koraku ponovno klasificiral v razred zdrav, v komentarju pa je zapisal, da je bila klasifi-
kacija zahtevna. Za dva od teh primerov je ocenil, da vizualizacija ni pokazala smiselnih
odsekov, pri dveh pa naj bi bili oznaceni smiselni odseki spiral, a mu pri klasifikaciji
niso pomagali. Za en primer iz razreda PB se v drugem koraku ni mogel odlo¢iti, ali
spirale kazejo znake bolezni ali ne, pri vizualizaciji pa je oznacil, da niso bili obarvani
smiselni predeli spiral. Preostale tri primere je v drugem koraku pravilno klasificiral

v razred PB, vizualizacija pa je po njegovi oceni oznacila smiselne predele spiral. Pri
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treh primerih iz razreda ET, ki jih je ocenjevalec v prvem koraku oznadil za zdrave, je v
drugem koraku spremenil razred v PB z opombo, da spirale nakazujejo diskinezijo. Pri
dveh primerih je Ze v prvem koraku navedel, da je morda prisotna diskinezija, pri obeh
primerih pa je nato oznatil, da mu je vizualizacija pomagala pri odlo¢itvi za razred PB.
Pri Cetrtem primeru iz razreda ET, ki ga je v prvem koraku Klasificiral v razred zdrav,
v drugem koraku ni spremenil klasifikacije.

Pri tretjem ocenjevalcu, D. H., je mo¢ opaziti, da je le enkrat klasificiral primer v
razred zdrav namesto v razred PB, pri ¢emer v drugem koraku ni spremenil klasifikacije
iz prvega koraka.

Pri primerjavi klasifikacij ekspertov in njihovih napak smo ugotovili, da so se vsi trije
motili pri klasifikaciji istih Sestih primerov, ki smo jih podrobneje pogledali. Razred
in klasifikacije posameznega primera s strani vseh treh ocenjevalcev so predstavljeni v

tabeli 5.17.

Tabela 5.17: Razredi posameznega primera in klasifikacije vseh treh ocenjevalcev v

prvem in drugem koraku.

i sred D.G. D.N. D. H.
primer e 1. korak 2. korak 1. korak 2. korak 1. korak 2. korak
33 PB zdrav PB zdrav zdrav ET Znakl,
bolezni
ne morem znaki
47 PB adray adrav adrav se odloditi znaki bolezni PB
ne morem znaki

141 ET zdrav se odlogiti zdrav PB PB bolezni
156 ET 2drav PB fe morem PB PB znaki.
se odlociti bolezni

378 ET zdrav PB zdrav zdrav ne morem PB

se odlociti
N znaki znaki N
387 PB zdrav bolezni zdrav zdrav bolezni PB

Primer 33, ki je prikazan na sliki 5.14, ni tipi¢en predstavnik razreda PB. Spirali, ki
sta bili narisani po predlogi (zgoraj levo in zgoraj desno), nimata oéitnih ostrih kotov
ali za PB znadilne asimetrije. Na podlagi teh dveh spiral bi tezko trdili, da izkazujeta
znake kakrine koli bolezni. Spodnja leva spirala ima nekoliko ve¢ ostrih kotov, $e bol;
pomembna pa je stisnjenost spirale. Za oboje je lahko razlog tudi ta, da je bila spirala
narisana z ne-vodilno roko. Spodnja desna spirala ponovno ne vsebuje posebnosti.
V tem primeru nam je vizualizacija pomagala pri opaZanju odstopanj predvsem na
levih dveh slikah, kjer je jasno razvidno odstopanje med narisano in idealno spiralo ter

zgostitev na eni in razred¢enost na drugi strani (asimetrija). Ocenjevalec D. G. je v
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nej$imi odseki spi-
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drugem koraku pravilno napovedal razred primera, ocenjevalec D. H. je oznadil, da so
prisotni znaki bolezni (a se ni mogel odlo¢iti med ET in PB), medtem ko je ocenjevalec

D. N. vztrajal pri svoji prvotni napovedi, da spirale ne izkazujejo znakov bolezni.

Spiral - Left hand, with template;
Spiral - Right hand, with terplate;

200 (I S R R N 200
~200 150 100 S0 o S0 100 150 —200 150 -l00 50 o S0 100 150

—s0

—s0
—100

Spiral- Left hand, without template;
Spiral - Right hand, without template,

150 100

200 150
~200 15 -100 50 © S0 100 150 200 250 200 -150 -0 50 o S0 100 150 200 250

Nassliki 5.15 so prikazane spirale za primer 47. Na levih dveh spiralah je sicer vidnih
nekaj ostrih kotov, na spodnji spirali tudi asimetri¢nost, medtem ko desni spirali ne
izkazujeta ocitnih posebnosti. Na spiralah ni razvidne o¢itne ritmi¢nosti (ki je znacil-
na za ET), ostrejsi koti na levih spiralah bi lahko nakazovali na diskinezijo (nehoteni
gibi) in posledi¢no vidnejse ostre kote. Kljub temu je imel s klasifikacijo tega primera
tezavo tudi na$ odlocitveni model, saj ga je namesto v razred PB klasificiral v razred
ET. Ocenjevalec D. H. je tako pravilno napovedal, da spirale izkazujejo znake bolezni,
v drugem koraku pa je pravilno napovedal tudi razred.

Primer 141 (slika 5.16) je netipic¢en predstavnik razreda ET. Spirale nimajo znacilnih
ritmi¢nih vzorcev, zgornji dve pa imata nekaj ostrejs$ih kotov, ki so bolj znatilni za PB
oz. diskinezijo. Zgornja leva spirala je bila narisana z ne-vodilno roko, kar bi lahko

bil razlog za obarvano popacenost. Tezava pri spodnji levi spirali je v tem, da ima
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~100

—150

Spiral - Right hand, with templte; attribute: errt@F

Spiral - Left hand, with template; atribute: e,

150

0 —200
-200 150 -100 -s0 0 S0 100 150 -200 -150 -100 5o o 50 100 150

Spiral - Left hand, without template; atiribute: err;

200 -
250 —200 15 -100 —s0 0 50 100 150 200 150 -0 50 o 50 100

zamaknjeno srediS¢e, kar privede do navidezne asimetri¢nosti, ki pa je pravzaprav ni.
Do tak$ne napake pogosto pride pri prostoroénem risanju. Spodnja desna spirala ne
vsebuje posebnosti, oglatost pri zadnjem zavoju pa bi lahko pripisali tudi nepazljivosti
oz. neskoncentriranosti testiranca. Ekspert bi se tako odlo¢al predvsem na podlagi
zgornjih dveh spiral, ki pa nista tipi¢ni za razred ET. To potrjujeta tudi oceni dveh
ekspertov, ki sta primer klasificirala v razred PB.

Tudi primer 156, prikazan na sliki 5.17, ni tipi¢en predstavnik razreda ET. Na spi-
ralah ni opaziti ritmi¢nih vzorcev, vidnih je le nekaj ostrejsih kotov na zgornji desni in
spodnji levi spirali. Spirale nimajo opazne asimetrije, z vizualizacijo vidimo le manjsa
odstopanja od idealne spirale. Na podlagi teh spiral ni presenetljivo, da so vsi ocenjeval-
ci primer napa¢no klasificirali, ve¢inoma v razred PB. Ta primer je napa¢no klasificiral
tudi na$ odlo¢itveni model, ki ga je razvrstil v razred PB.

Spirale za primer 378 (ET), ki so prikazane na sliki 5.18, na predlogah ne kazejo
posebnosti. Spodnja leva spirala je nekoliko splo$¢ena, vizualizacija pa prikazuje vedja

odstopanja od idealne spirale. Vzrok za splo$¢enost je lahko rigidnost ne-vodilne roke,
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Left hand, with template; attribute: err;

Spiral - Right hand, with template; attribute: emiF,

00 -
—200 -150 -100 -0 0 50  lo0 150 —200 -150 -100 -0 o 50 100 150

~100

Spiral - Right hand, without template; attribute: percNeao;

200 L I N | 150 I L I I I I I
-150 100 50 o S0 100 150 200 200 -15% -100 -s0 o  s0 10 10 200

ki je znak za PB. Spodnja desna spirala ima neposre¢en zaletek spirale (ni v sredis¢u
oz. tezi§¢u spirale), zato je vidna asimetrija med desno in levo stranjo, opaziti pa je
tudi rahlo zgo$¢enost na levi strani. Oboje je znak za PB. Iz teh razlogov so razumljive
klasifikacije ekspertov, ki so se odlo¢ali med tem, ali primer klasificirati v razred zdrav
ali PB. Nih¢e od njih niti v komentarjih ni omenjal, da bi spirale lahko nakazovale tudi
na ET. Odlocitveni model je prav tako primer razvrstil v razred PB, saj ni nasel dovolj
znadilnosti za razred ET.

Primer 387, ¢igar spirale so prikazane nasliki 5.19, pripada razredu PB. Zgornja leva
spirala sicer je nekoliko oglata, a ji ob dejstvu, da je bila narisana z ne-vodilno roko,
ne moremo dati velikega vpliva na kon¢no odlo¢itev. Spodnja leva slika to potrjuje.
Razlog za stisnjenost na dnu je lahko v tem, da je bilo podrogje risanja omejeno z ekra-
nom, kar nakazuje tudi zakljucek spirale. Pri spiralah na desni strani ni opaziti ve¢jih
anomalij, spodnja slika je morda nekoliko stisnjena, kjer je ponovno lahko razlog v
omejenosti risalne povrsine. Na neoznalenih spiralah sta dva ocenjevalca klasificira-

la primer v razred zdrav, tretji pa je ocenil, da spirale nakazujejo znake bolezni. Pri
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Spiral - Left hand, with template; attrbute: err

—100

Spiral - Right hand, with template; attribute: ermar,

—150 150

-100

H
E

Spiral - Right hand, without template; attribute: percNego,

150
10 100 50 0 s 100 150 200 150 100 -0 o 50 100 150

oznadenih spiralah se je slednji odlo¢il, da so znaki tipi¢ni za PB, ocenjevalec D. G. je
menil, da so vidni znaki bolezni, a se ni mogel odlo¢iti med ET in PB, ocenjevalec D.
N. pa je $e vedno menil, da spirale ne kaZejo na znake bolezni. Da je primer tezko pra-
vilno klasificirati, nakazuje tudi klasifikacija nasega odlocitvenega modela, ki je primer
razvrstil v razred ET.

Na podlagi slik spiral, ki smo jih predstavili je o¢itno, da je teh Sest primerov zelo
tezko pravilno klasificirati le na podlagi spiral. Kljub temu se je izkazalo, da je klasifi-
kacija pomagala pri odlocitvi, da spirale vendarle nakazujejo znake bolezni, v nekaterih
primerih se je, na podlagi vizualizacije, ekspert pravilno odlo¢il glede samega razreda,
kamor sodi primer.

Pri analizi klasifikacij primerov iz razreda zdrav se je izkazalo, da so bile ocene ek-
spertov v prvem koraku to¢nejse od ocen v drugem koraku. Razlog, da so v drugem
koraku za nekaj primerov namesto ocene zdrav podali oceno, da izkazujejo znake bo-
lezni, je zagotovo tudi v tem, da smo tudi na spiralah, ki so bile s strani naSega modela

sicer oznacene za zdrave, izrisali atribute, ki so na njih prozili. Tega v pravem sistemu
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Slika 5.18: DPri-
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Spiral - Left hand, with template; attribute: err
Spiral - Right hand, with template

~100

00 —150
~200 -150 -100 -s0 o S0 100 150 ~200 -150 -100 -s0 o S0 100 150

~100 —100 |-

Spiral - Left hand, without template; attribute: err

~150

& 150
~2% -200 -15% ~-100 -50 0 50 100 150 200

200 -
—250 —200 150 100 50 0 50 100 150 200

za podporo odlo¢anju zelo verjetno ne bi naredili (razen v primeru, ko bi ekspert to
izrecno zelel).

Ocenjevalec D. G. je v prvem koraku en primer iz razreda zdrav kasificiral v razred
PB, enako klasifikacijo je podal v drugem koraku. V komentarju je zapisal, da spirale
niso videti normalne in da so zgo$¢ene na eni strani. V drugem koraku je na podlagi
vizualizacije detektiral asimetrijo in popadenja, zaradi esar je ocenil, da primer spada v
razred PB. Za en primer se v prvem koraku ni mogel odloditi, ali izkazuje znake bolezni
ali ne, v komentarju pa je navedel, da je opaziti rahel tremor. V drugem koraku je
oznadil, da spirale nakazujejo znake bolezni, pri ¢emer spirale, narisane po predlogi,
nakazujejo ET, prostoro¢no narisane spirale pa PB.

V drugem koraku je isti ekspert kar Sestim primerom iz razreda zdrav, ki so bili v
prvem koraku pravilno klasificirani, spremenil razred. Za $tiri izmed njih ni bil ve¢
preprican, ali so v spiralah vidni znaki bolezni ali ne. Pri vseh §tirih je v prvem koraku
napisal, da ni opaznih znakov tremorja ali odstopanj od normale. V drugem koraku
pa je pri vseh Stirih navedel, da sicer meni, da so spirale normalne, ampak da je zaznal

dolo¢ene znake, ki bi lahko pomenili prisotnost ET (v dveh primerih) oz. PB (v drugih
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Spiral - Right hand, with template; atribute: ero;

2

00
—200 150 100 50 0 50 100 150 200 250 150

sof---f -
—100 f----

150

Spiral - Left hand, without template; attribute: err

Spiral - Right hand, without template; attribute: mselS0,

250 . L L L 200 I I I I I I I
=300 -200 -100 ° 100 200 300 —200 150 -100 50 o 50 loo 150 200

dveh primerih). Pri preostalih dveh primerih je, kljub trditvam v prvem koraku, da so
spirale lepe in simetri¢ne, v drugem koraku opazil znake, ki nakazujejo na PB, pri eni
pa tudi ET. Pri slednji je sicer ocenil, da vizualizacija ni oznacila smiselnih delov spiral.

Ocenjevalec D. N. je dva primera iz razreda zdrav v obeh korakih napa¢no klasificiral
v razred PB. Pri obeh je bila odlo¢itev za to hitrost risanja spiral, ki je bila upocasnjena,
kar je tipi¢no za PB. V drugem koraku je $tiri primere, ki jih je v prvem koraku pravilno
klasificiral v razred zdrav, klasificiral v napa¢en razred. Dva je razvrstil v razred PB, pri
dveh pa se ni mogel odloditi, ali so prisotni znaki bolezni ali ne. Zaznal je sicer nekaj
anomalij, ki pa so lahko posledica povr$nega risanja.

Najve¢ napak pri razvr$¢anju primerov iz razreda zdrav je naredil ocenjevalec D. H.,
ki je v prvem koraku le pet primerov (od 15) klasificiral v pravi razred. Tri primere
je v prvem koraku razvrstil v razred PB, od katerih je v drugem za dva oznacil, da se
ne more odloditi, ali vsebujejo znake bolezni, pri enem pa je ohranil razred iz prvega
koraka. Za dva primera se v prvem koraku ni mogel odloiti, ali njune spirale vsebujejo
znake bolezni, za oba pa je v drugem koraku dolo¢il, da spadata v razred PB. Se dva

primera je v prvem koraku klasificiral v razred ET, pri ¢emer je za enega ohranil razred
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tudi v drugem koraku, za drugega pa se v drugem koraku ni mogel odlo¢iti, ali so v
spiralah prisotni znaki bolezni ali ne. V treh primerih se v prvem koraku ni mogel
odloditi, ali spirale nakazujejo na PB ali ET. Za dva primera je nato v drugem koraku
dolo¢il, da znaki nakazujejo na ET, pri enem pa naj bi bili znaki tipi¢ni za PB. Za
dva primera, ki jih je v prvem koraku pravilno klasificiral v razred zdrav, je v drugem
koraku spremenil razred. V enem primeru naj bi spirale izkazovale znake za PB in ET
hkrati, v drugem primeru pa se ni mogel odlo¢iti, ali so v spiralah prisotni znaki bolezni
ali ne. V komentarju je za slednjega napisal, da tremor ni jasno viden in da gre lahko
le za povrsno risanje ali diskinezijo pri PB.

Pri zadnjem ocenjevalcu se je izkazalo, da Ze v osnovi podaja bolj pesimisti¢ne napo-
vedi (le redko klasificira primer v razred zdrav), ob dodatni vizualizaciji problemati¢nih
delov pa se to $e dodatno izrazi. Ocitno je, da se z vizualizacijo na ocenjevalca zlahka
vpliva, saj je kar v 25 primerih (od 45) v drugem koraku spremenil svojo prvotno na-
poved. Slednje lahko pomeni tudi, da ni prepri¢an v svoje ocenjevalne sposobnosti in
bolj zaupa zunanjim kazalnikom. Ocenjevalec je tudi sicer veckrat jasno izrazil svoje
stalid¢e, da meni, da je izklju¢no na podlagi spiral nemogoce postaviti diagnozo ali gre
za PB ali ET. Tako je uspe$nost modela, ki smo ga predstavili v poglavju 4, presenetila
tudi njega.

Za razumevanje napak, ki so jih naredili ocenjevalci pri primerih iz razreda zdrav,
smo pregledali primere, pri katerih sta napako naredila vsaj dva ocenjevalca. Teh pri-

merov je bilo sedem in so predstavljeni v tabeli 5.18.

Tabela 5.18: Klasifikacije vseh treh ocenjevalcev najbolj tezavnih primerov iz razreda

zdrav v prvem in drugem koraku.

o D.G. D N. D .
prime awre 1. korak 2. korak 1. korak 2. korak 1. korak 2. korak
ne morem ne morem ne morem
165 zdray #drav se odloiti zdray se odlociti B se odlociti
ne morem ne morem ne morem
173 #drav #drav se odlociti rdray se odlociti se odlociti B
236 drav MM PR R ET PB PB PB PB
se odlociti
246 zdrav zdrav zdrav zdrav PB ne mor?.n ! PB
se odloditi
276 zdrav zdrav ne morsn? PB PB znakl. PB
se odloditi bolezni
401 zdrav zdrav PB zdrav PB zdrav PBin ET
436 zdrav PB PB zdray zdrav znaki ET

bolezni
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Pri pregledu slik smo ugotovili, da so spirale primerov 165 (slika 5.20), 173 (sli-
ka 5.21), 236 ((slika 5.22)), 401 (slika 5.25) in 436 (slika 5.26) povecini okorne, vse-
bujejo ostre kote, opazimo lahko zgostitve na eni strani, nekatere spirale pa imajo tudi
nazobdan vzrec. Re¢emo lahko, da ni ni¢ nenavadnega, da so jih ocenjevalci klasificirali
v napacen razred.

Nekoliko pa preseneajo napa¢ne klasifikacije primerov 246 (slika 5.23) in 276 (sli-
ka 5.24), saj so spirale povecini gladke, simetri¢ne in ne kazejo ocitnih vzorce za PB
ali ET. Naj omenimo $e, da je vse primere na$ odlocitveni model pravilno klasificiral
v razred zdrav, verjetnost za prisotnost znakov bolezni pa je pri Sestih primerih manjsa

od 6%, pri enem primeru (primer 436) pa je ta verjetnost 13%.

i

Na podlagi dobljenih rezultatov lahko trdimo, da ima vizualizacija mocan vpliv na
odlotitve ekspertov pri klasificiranju primerov v razrede. Kljub temu, da so bili eksperti
seznanjeni z dejstvom, da so v prvem in drugem koraku predstavljeni isti primeri, se
je kar nekajkrat zgodilo, da so v drugem koraku spremenili svojo odlo¢itev. To nam
dokazuje, da so eksperti zaupali vizualizaciji in naSemu odlo¢itvenemu modelu, ki je
bil podlaga za vizualizacijo. Morda celo preve¢, saj je jasno, da je pri primerih, ki
so sicer zdravi, vizualizacija ocenjevalce zavedla in jih pripeljala do napa¢ne odlocitve.
Ce sistemu zaupas in vidi§, da je oznadil nekatere dele na spiralah, lahko podvomis v

svojo odlotitev do te mere, da poda$ napa¢no mnenje. S tem je postalo jasno, da na
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spiralah primerov, ki jih sistem klasificira kot zdrave, ne bi smeli oznacevati atributov,
ki so prozili, saj s tem zavedemo uporabnika sistema. V dejanskem sistemu za podporo
odlo¢anju bi bilo tako smotrno oznacevati atribute le na tistih spiralah, pri katerih je
bil primer klasificiran v razred PB ali ET.
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61 Zakljucki

V disertaciji smo se ukvarjali z izgradnjo diagnosti¢nih modelov in metode za vizualno
razlago diagnoz za razli¢ne tipe tresavic (tremorjev). Osredotodili smo se na tri najpo-
gostejse tipe tremorjev - esencialni tremor, parkinsonski tremor in mesani tip tremorja.
Na zacetku smo se lotili gradnje modela za razlo¢evanje tremorjev na podlagi klini¢nih
in spirografskih podatkov. Za izgradnjo modela smo uporabili argumentirano strojno
ucenje (ABML), ki na podlagi argumentov, ki jih tekom izvajanja postopka podaja ek-
spert, zgradi ekspertu razumljiv odlo¢itveni model. Ker je bila nasa naloga razlo¢evati
med tremi razli¢nimi tremorji, algoritem pa v splosnem deluje na dvorazrednih proble-
mih, smo na§ problem prevedli na dva dvorazredna problema in primerno prilagodili
algoritem, da je na koncu podal klasifikacijo primera v enega izmed treh razredov.
Gradnja in testiranje modela sta potekala na podatkih 122 preiskovancev (z uporabo
metode pre¢nega preverjanja), s ¢imer smo dobili model z visoko klasifikacijsko to¢-
nostjo (0.91). Prednost pristopa, ki smo ga uporabili, je v boljsi klasifikacijski to¢nosti
modela (klasifikacijska to¢nost je narasla za skoraj deset odstotkov od to¢nosti mode-
la, ki smo ga dobili zgolj z uporabo algoritma CN2), razumljivosti kon¢nega modela
in medicinski smiselnosti elicitiranega znanja skozi cikel algoritma ABML. Prepri¢ani
smo, da je razumljivost klju¢nega pomena za oceno primernosti konéne mnozice pravil
za uporabo v sistemih za podporo odlo¢anju. Le-ta je pomembna za razlago odloci-
tve, saj pripomore k ve¢jemu zaupanju zdravnika v predlagane diagnoze oz. pomaga
zdravnikom odkriti potencialne napake v diagnozi.

Kljub za¢etnim pomislekom ekspertov, da bi lahko klasifikacija preiskovancev te-
meljila le na podatkih spirografije, se je izkazalo, da je v konénem modelu kar devet
pravil (od trinajstih) vsebovalo atribute, dobljene iz spirografije. To nas je vzpodbu-
dilo k temu, da smo se lotili problema diagnostike izklju¢no na podatkih spirografije.
V ta namen smo naredili namensko aplikacijo za mobilne telefone s pomodjo katere
smo zbrali podatke 143 preiskovancev. Med njimi so bili tak$ni, ki so imeli parkin-
sonski ali esencialni tremor in zdrave kontrole. Pred samo izgradnjo modela smo jih,
po posvetovanju z eksperti, 19 izlo¢ili, saj so prejeli zdravilo (levodopa) manj kot tri
ure pred testiranjem, kar je lahko vplivalo na sam rezultat spirografije (zmanjsanje tre-
morja). Za razliko od prej$njega problema, ko so bili podatki o spirografiji podani v
kvalitativni obliki, smo tokrat obravnavali kvantitativne podatke (¢asovne vrste). Za

izgradnjo odlocitvenega modela smo podatke skusali predstaviti v obliki atributov, ki
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smo jih zgradili ro¢no, predvsem z uporabo predznanja, ki smo ga pridobili od eks-
pertov v prej$njem odloditvenem problemu (npr. asimetri¢nost spirale, nazobcanost
spirale, spremembe v hitrosti risanja ipd.). Ker smo tudi tokrat imeli trorazreden pro-
blem, smo se klasifikacije lotili v dveh korakih. V prvem koraku je model dolodil, ali je
tremor prisoten ali ne. V primeru, da je bila zaznana prisotnost tremorja, je v drugem
koraku sledilo razlo¢evanje med esencialnim in parkinsonskim tremorjem. Atribute
smo uporabili za gradnjo modela z razliénimi metodami, na koncu pa smo zaradi po-
trebe po razumljivosti modela izbrali model, ki je bil dobljen z logisti¢no regresijo. V
splosnem bi bil pristop za raSevanje klasifikacijskih problemov na ¢asovnih vrstah upo-
raba metode k-najblizjih sosedov, ki uporablja metodo dinami¢nega ukrivljanja ¢asa
(kNN-DTW), a so nasi poskusi pokazali, da je ta metoda na nadih podatkih delovala
slabse od metode za izgradnjo modela z uporabo zgrajenih atributov. Sklepamo lahko,
da predznanje, ki je zakodirano v atribute doprinese ve¢ informacije u¢nim metodam
kot same ¢asovne viste. Odlo¢itveni model smo implementirali v mobilno aplikacijo
ParkinsonCheck, ki je prosto dostopna in deluje na razli¢nih mobilnih platformah.

Modeli, dobljeni z uporabo logisti¢ne regtesije, so v splo§nem razumljivi, seveda ob
predpogoju, da uporabnik razume atribute, ki so zastopani v modelu. Ker so nasi po-
tencialni uporabniki zdravniki, ki modelov niso gradili, je za njih klju¢nega pomena, da
jim podamo razlago odlotitve. V ta namen smo razvili algoritem, ki poisée tiste tocke v
vrstah, ki so pomembno prispevale k vrednosti posameznega atributa v odlocitvenem
modelu. Pri tem smo se drzali tudi pravila, da si ne Zelimo najti tock, ki so popol-
noma razpriene v vrsti, ampak da preferiramo povezane tocke (torej daljse intervale).
Smiselnost nase vizualizacije smo preverili z eksperimentom, v katerem smo trem raz-
li¢cnim nevrologom prikazali spirale, na katerih na za¢etku nismo oznatili pomembnih
odsckov. Eksperti so se morali odloditi ali je oseba, ki je spirale narisala, zdrava ali ima
prisoten tremor. V drugem koraku smo na spiralah oznatili odseke, ki so pomembno
prispevali h klasifikaciji preiskovanca. Na podlagi rezultatov ekspertov lahko trdimo,
da ima vizualizacija mocan vpliv na odlotitve ekspertov pri klasifikaciji primerov v ra-
zrede, saj so le-ti v drugem koraku velikokrat spremenili svojo prvotno klasifikacijo
primera. V dejanskem sistemu za podporo odlo¢anju bi tako oznadili atribute le na
spiralah, ki so bile klasificirane v razred esencialni ali parkinsonski tremor.

Nas algoritem za vizualizacijo je v splosnem pozreSen algoritem, saj je zaradi veli-
kosti problema algoritem, ki bi poiskal optimalno resitev, neuporaben oz. ga ni moé

uporabiti. Tako smo uspesnost delovanja nasega algoritma primerjali z rezultati, ki
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bi jih dobili z uporabo optimalnega algoritma na manjSem Stevilu tock. Rezultati so
pokazali, da je delovanje poZre$nega algoritma primetljivo z delovanjem optimalnega
algoritma. Rezultati, ki smo jih na manjsi mnoZici podatkov dobili z enim ali dru-
gim algoritmom, se v povpredju razlikujejo za okoli pet odstotkov. Za nase potrebe pa

tak$na razlika nima bistvenega pomena.
6.2 Prispevki k znanosti
Klju¢na prispevka k znanosti, ki sta predstavljena v disertaciji, sta:

1. racunalniSki diagnosti¢ni model za lo¢evanje med esencialnim, parkinsonskim

in mesanim tremorjem;

2. metoda za vizualno razlago diagnoz.
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Tabela A.1: Zacetni atributi, ki smo jih uporabili za gradnjo modela s podanim opisom

in deleZem manjkajocih podatkov.

Atribut Kratek opis Delez manjkajocih
vrednosti (%)
Age Starost preiskovanca 5,26
Alcohol.response Odzivanje ob zauzitem alkoholu - ET se zmanjsa ali 77,19

popolnoma izzveni v 60% primerov, za PT to ne velja

Bare.left.freq.harmonics Frekvence harmonikov v spektralni analizi ob 7,89

risanju z levo roko brez predloge

Bare.left.freq.maxamp Maksimalna amplituda frekvence tremorja ob 28,95
risanju z levo roko brez predloge

Bare.left.freq.range Frekvenéno obmogje tremorja ob risanju z levo 21,05
roko brez predloge

Bare left.radius.angle Transformacija radij-kot ob risanju z levo roko 17,54
brez predloge

Bare.left.speed.time Transformacija hitrost-cas ob risanju z levo roko 16,67
brez predloge

Bare.right.freq.harmonics Frekvence harmonikov v spektralni analizi ob 9.65

risanju z desno roko brez predloge

Bare.right.freq.maxamp Maksimalna amplituda frekvence tremorja ob 33,33

risanju z desno roko brez predloge

Bare.right.freq.range Frekvenéno obmodje tremorja ob risanju z desno 14,04

roko brez predloge

Bare.right.radius.angle Transformacija radij-kot ob risanju z desno 9,65
roko brez predloge
Bare.right.speed.time Transformacija hitrost-¢as ob risanju z desno 7,02

roko brez predloge

Nadaljevanje na naslednji strani —
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— nadaljevanje s prejénje strani.

Atribut Kratek opis Delez manjkajocih
vrednosti (%)
Bradykinesia.left Upocasnjeno gibanje leve strani 4,39
Bradykinesia.right Upocasnjeno gibanje desne strani 4,39
Diagnosis Postavljena diagnoza 0,00
Disease.duration Trajanje bolezni 46,49
Education Dosezena stopnja izobrazbe 9,65
Gait Klini¢na nevroloska ocena hoje; pri osebah z ET je 70,18
hoja normalna, pri osebah s PT in nekaterimi drugimi
nevroloskimi motnjami pa ima dolo¢ene specifike
History Druzinska anamneza - ali ima $e kdo od sorodnikov 25,44
podobno motnjo
Hypokinesia.left Zmanj$ana amplituda giba rok na levi strani 44,74
Hypokinesia.right Zmanj$ana amplituda giba rok na desni strani 44,74
Kinetic.tremor.up.left Tremor zgornje leve okoncine ob gibanju 10,53
Kinetic.tremor.up.right Tremor zgornje desne okonéine ob gibanju 10,53
Postural.tremor.up.left Tremor leve roke ob drzanju iztegnjenih rok 8,77
pred seboj
Postural.tremor.up.right Tremor desne roke ob drzanju iztegnjenih rok 8,77
pred seboj
Qualitative.spiral Kvalitativna ocena spiral 8,77
Resting.tremor.up.left Tremor leve roke v mirovanju 5,26
Resting.tremor.up.right Tremor desne roke v mirovanju 5,26
Rigidity.low.left Povecan misi¢ni tonus (rigidnost) spodnje leve okoncine 80,70

Nadaljevanje na naslednji strani —
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— nadaljevanje s prejsnje strani.

Atribut Kratek opis Delez manjkajocih
vrednosti (%)
Rigidity.low.right Povec¢an misi¢ni tonus (rigidnost) spodnje desne okoncine 80,70
Rigidity.neck Povec¢an misi¢ni tonus (rigidnost) vratu 85,09
Rigidity.up.left Povec¢an misi¢ni tonus (rigidnost) leve roke 6,14
Rigidity.up.right Povec¢an misi¢ni tonus (rigidnost) desne roke 6,14
Sex Spol preiskovanca 0,00
Template.left.freq.harmonics  Frekvence harmonikov v spektralni analizi ob 7,89

risanju z levo roko po predlogi

Template.left.freq.maxamp ~ Maksimalna amplituda frekvence tremorja ob 48,25

risanju z levo roko po predlogi

Template.left.freq.range Frekvenéno obmodje tremorja ob risanju z levo roko 42,98
po predlogi

Template.left.radius.angle Transformacija radij-kot ob risanju z levo roko 38,60
po predlogi

Template.left.speed.time Transformacija hitrost-¢as ob risanju z levo roko 37,72
po predlogi

Template.right.freq.harmonics Frekvence harmonikov v spektralni analizi ob 8,77

risanju z desno roko po predlogi

Template.right.freq.maxamp Maksimalna amplituda frekvence tremorja ob risanju 46,49

z desno roko po predlogi

Template.right.freq.range Frekvenéno obmodje tremorja ob risanju z desno roko 46,49

po predlogi

Template.right.radius.angle ~ Transformacija radij-kot ob risanju z desno roko 40,35

po predlogi

Nadaljevanje na naslednji strani —
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— nadaljevanje s prej$nje strani.

Atribut Kratek opis Delez manjkajolih
vrednosti (%)
Template.right.speed.time ~ Transformacija hitrost-¢as ob risanju z desno roko 47,37
po predlogi
Tremor.duration Trajanje tremorja 12,28
Tremor.neck Tremor vratu 8,77
Tremor.start Na kateri strani telesa se je pricel tremor? 38,60
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éreo).

B Primer sledi izvajanja algoritma V. Groznik

Podano imamo vrsto, ki vsebuje 12 tock. Atribut, ki ga bomo uporabili za prikaz de-
lovanja algoritma, je RMSE (Root mean squared error) in je za dano vrsto enak 1,299.
Vrednosti vrste in nevtralne vrste so podane spodaj. Vrednosti to¢k so prikazane na
sliki B.1.

Vista = [o0.0, 2.0, 2.0, 1.5, 0.5, 0.0, -1.0, -1.5, -0.5, 1.5, 2.0, 0.0]
NevtralnaVrsta = 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0]
RMSE = 1,299

Zelena vrsta dejanska vrsta

Lzracun prispevkov intervalov

Algoritem najprej izra¢una prispevke posamezne tocke, kot je podano v opisu algorit-
ma. Vrednost tocke iz seznama Vrsta nadomesti z vrednostjo istolezne tocke v sezna-
mu NevtralnaVrsta. Tako spremenjeno vrsto uporabi za nov izratun vrednosti atributa
RMSE, ..

SE in vrednostjo atributa RMSE,,,.

Za vsako to¢ko so v nadaljevanju podane vrednosti spremenjenega seznama Vista,

Prispevek posamezne tocke je razlika med prvotno vrednostjo atributa RM-

na novo izra¢unana vrednost RMSE in prispevek vsake tocke. V primeru, ko is¢emo le
eno tocko, je prispevek enak koristnosti tocke. Spremenjene vrednosti v seznamu Vrsza

so tudi grafi¢no prikazane na slikah.
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Ko algoritem izbere prvo tocko, ki ima najvejo koristnost, je ta tocka ob nasle-
dnjem obhodu Ze podana v resitvi, ki ji dodajamo nove tocke. Vrednosti vseh tock
v seznamu Vrsta, ki so v trenutno ra¢unani resitvi, nadomesti z vrednostmi istoleznih
tock v seznamu NevtralnaVista in tako spremenjeno vrsto uporabi za izratun vrednosti
atributa RMSE,,,, (vrednost atributa se torej izratuna na novo vsakokrat, ko dodamo
v potencialno reSitev novo tocko). Prispevek resitve je razlika med vrednostjo atributa

RMSE in RMSE,,,.

Interval 0 (10):
Vistayg = (0.0, 2.0, 2.0, 1.5, 0.5, 0.0, -1.0, -1.§, -0.5, 1.5, 2.0, 0.0]
RMSE;y = 1,299

Prispeveyy = 0,0

Zelenavrsta seeeeee dejanska vrsta vrednosti spremenjene vrste @ nova vrednost totke

Interval 1 (I1):

Vistay, = [o0.0, 0.0, 2.0, 1.5, 0.5, 0.0, -1.0, -1.5, -0.5, 1.5, 2.0, 0.0]
RMSE;; = 1,163687

Prispevek; = 0,135351

Interval 2 (12):

Vistay, = (0.0, 2.0, 0.0, 1.5, 0.5, 0.0, -1.0, -1.5, -0.5, 1.5, 2.0, 0.0]
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Slika B.2: Slika
prikazuje vredno-
sti  spremenjene
viste (v tem pri-
meru je vrednost

tocke ostala na 0).
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2,5
2
15
1
0,5
Slika B.3: Slika 0
prikazuje vredno- 05 ° t : 3 g 5 6 7 9 10 11
sti  spremenjene 1
viste ob  spre- 15
membi vrednosti 2

Zelenavrsta ceeeeer dejanska vrsta vrednosti spremenjene vrste @® novavrednost totke

intervala 1.

RMSE;, = 1,163687
Prispevek; = 0,135351

Slika B.4: Slika

. . 0 1 2 3 4 5 6 7 9 10 11
prikazuje vredno- 0,5
sti  spremenjene 1
viste ob  spre- 15
membi vrednosti 2
Zelenavrsta ceeeeer dejanska vrsta vrednosti spremenjene vrste ® nova vrednost totke

intervala 2.

Interval 3 (I3):

Vistas = [0.0, 2.0, 2.0, 0.0, 0.5, 0.0, -1.0, -1.5, -0.5, 1.5, 2.0, 0.0]
RMSE;3 = 1,224745

Prispevek;s = 0,074293

Interval 4 (14):
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0 1 2 8 4 9 6 7 9 10 11
-0,5
1
1,5
-2
Zelenavrsta ceeeeee dejanska vrsta vrednosti spremenjene vrste ® novavrednost totke

Vistayy = (0.0, 2.0, 2.0, 1.5, 0.0, 0.0, -1.0, -1.5, -0.5, 1.5, 2.0, 0.0]
RMSE}, = 1,290994
Prispevek;y = 0,008044

0 1 2 8 4 9 6 7 9 10 11
-0,5
-1
1,5
2
Zelenavrsta ceeeeee dejanska vrsta vrednosti spremenjene vrste ® novavrednost totke

Interval 5 (I5):
Vistays = [o0.0, 2.0, 2.0, 1.5, 0.5, 0.0, -1.0, -1.5, -0.5, 1.5, 2.0, 0.0]
RMSE;5 = 1,299038

Prispevek;s = 0,0

10§

Slika B.s: Slika
prikazuje vredno-
sti  spremenjene
viste ob  spre-
membi vrednosti

intervala 3.

Slika B.6:  Slika
prikazuje vredno-
sti  spremenjene
viste ob  spre-
membi vrednosti

intervala 4.
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2,5
2
1,5
1
0,5
Slika B.7: Slika 0
prikazuje vredno- 05 ° t : 3 g 5 6 7 9 10 11
sti  spremenjene 1
viste ob  spre- -15
membi vrednosti 2

Zelenavrsta ceeeeer dejanska vrsta vrednosti spremenjene vrste @® novavrednost totke

intervala 5.

Interval 6 (I6):

Vistag = [0.0, 2.0, 2.0, 1.5, 0.5, 0.0, 0.0, -1.5, -0.5, 1.5, 2.0, 0.0]
RMSE;¢ = 1,266557

Prispevek;g = 0,032481

2,5
2
1,5
1
0,5
Slika B.8: Slika o
prikazuje vredno- 05" ! 2 3 2 5 9 10 1
sti  spremenjene 1
viste ob  spre- 15
membi vrednosti 2
intervala 6. Zelenavrsta ««eeeer dejanska vrsta vrednosti spremenjene vrste ® novavrednost tocke
Interval 7 (I7):

Vistay; = [0.0, 2.0, 2.0, 1.5, 0.5, 0.0, -1.0, 0.0, -0.5, I.5, 2.0, 0.0)
RMSE}; = 1,224745
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Prispeveky; = 0,074293

2,5

2

1,5

1

0,5

, Slika B.g:  Slika
s ° 1 2 3 a 2 10 2! prikazuje vredno-
1 sti  spremenjene
15 viste ob  spre-
5 membi vrednosti

Zelenavrsta +++++<+ dejanska vrsta vrednosti spremenjene vrste ® novavrednost totke

intervala 7.

Interval 8 (I8):

Vistayg = [0.0, 2.0, 2.0, 1.5, 0.5, 0.0, -1.0, -1.5, 0.0, 1.5, 2.0, 0.0]
RMSEjg = 1,290994

Prispevek;g = 0,008044

2,5

2

15

1

0,5

; Slika B.1o: Slika
05 ° 1 2 3 4 prikazuje vredno-
1 sti  spremenjene
15 ; viste ob  spre-
2 membi vrednosti

Zelenavrsta ceeece- dejanska vrsta

vrednosti spremenjene vrste ® novavrednost totke intervala 8

Interval 9 (19):

Vistag = [0.0, 2.0, 2.0, 1.5, 0.5, 0.0, -1.0, -1.5, -0.5, 0.0, 2.0, 0.0]
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Slika B.r1: Slika
prikazuje vredno-
sti  spremenjene

viste ob

spre-
membi vrednosti
intervala 9.

Slika B.12: Slika

prikazuje vredno-
sti  spremenjene
viste ob  spre-
membi vrednosti

intervala 10.

B Primer sledi izvajanja algoritma V. Groznik

RMSE;g = 1,224745
Prispevek;g = 0,074293

Zelenavrsta seeevee dejanska vrsta nova vrednost tocke

vrednosti spremenjene vrste L)

Interval 10 (I10):

Vistayyg = [0.0, 2.0, 2.0, 1.5, 0.5, 0.0, -1.0, -1.5, -0.5, 1.5, 0.0, 0.0]
RMSE;y = 1,163687

Prispevek;1g = 0,135351

Zelenavrsta ceeeeer dejanska vrsta vrednosti spremenjene vrste @® novavrednost totke

Interval 11 (I11):
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Vistay,q = [o.0, 2.0, 2.0, 1.5, 0.5, 0.0, -1.0, -1.5, -0.5, 1.5, 2.0, 0.0]
RMSE}1; = 1,299038

Prispevek;;; = 0,0

2,5

Zelenavrsta =ee-ee- dejanska vrsta vrednosti spremenjene vrste ® nova vrednost totke

Uporaba funkcije poiscilntervale()

Ustavitveni kriterij: z obhodom zanke prenehaj, ko je oznacenih ve¢ kot 50% tock
Resitev = []

W = 0,5

najboljsaKoristnost = -inf

trenutnaResitev = []

1. OBHOD ZANKE:
kandidatZaResitev = [10]
prispevek = 0,0

cena = 1,0

koristnost = 0,0
najboljsaKoristnost = 0,0
trenutnaResitev = [10]

kandidatZaResitev = [11]
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Slika B.13: Slika
prikazuje vredno-
sti  spremenjene
viste ob  spre-
membi vrednosti

intervala 11.
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Slika B.14: Slika Kl
prikazuje trenutno 15
reSitev - oznadlitev 2

tocke 10.

Zelenavrsta

dejanska vrsta ~—@— oznadeni intervali

prispevek = 0,135351435

cena = 1,0

koristnost = 0,135351435
najboljsaKoristnost = 0,135351435
trenutnaResitev = [11]

Slika B.15: Slika Kl
prikazuje trenutno 15
reSitev - oznaclitev 2
tocke I1.

Zelenavrsta

dejanska vrsta ~—@— oznadeni intervali

kandidatZaResitev = [I2]

prispevek =0,135351435
cena = 1,0
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koristnost = 0,135351435
najboljsaKoristnost = 0,135351435
trenutnaResitev = [11]

kandidatZaResitev = [I3]
prispevek = 0,074293234

cena = 1,0

koristnost = 0,074293234
najboljsaKoristnost = 0,135351435

trenutnaResitev = [11]

kandidatZaReSitev = [14]
prispevek = 0,008043657

cena = 1,0

koristnost = 0,008043657
najboljsaKoristnost = 0,135351435

trenutnaResitev = [11]

kandidatZaResitev = [I5]
prispevek = 0,0
cena = 1,0

koristnost = 0,0

najboljsaKoristnost = 0,135351435
trenutnaResitev = [11]

kandidatZaResitev = [16]
prispevek = 0,032481093

cena = 1,0

koristnost = 0,032481093
najboljsaKoristnost = 0,135351435
trenutnaResitev = [11]

kandidatZaResitev = [17]
prispevek = 0,074293234
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cena = 1,0
koristnost = 0,074293234
najboljsaKoristnost = 0,135351435
trenutnaResitev = [11]

kandidatZaResitev = [18]
prispevek = 0,008043657

cena = 1,0

koristnost = 0,008043657
najboljSaKoristnost = 0,135351435

trenutnaResitev = [11]

kandidatZaResitev = [19]
prispevek = 0,074293234

cena = 1,0

koristnost = 0,074293234
najboljsaKoristnost = 0,135351435
trenutnaResitev = [11]

kandidatZaResitev = [110]
prispevek = 0,135351435

cena = 1,0

koristnost = 0,135351435
najboljsaKoristnost = 0,135351435
trenutnaResitev = [11]

kandidatZaResitev = [111]
prispevek = 0,0

cena = 1,0

koristnost = 0,0
najboljsaKoristnost = 0,135351435
trenutnaResitev = [11]

V. Groznik
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2,5

1,5

0,5

0,5

1,5

felena vrsta

dejanska vrsta ~ —@— oznadeni intervali

Po prvem obhodu zanke bi oznaili interval I1, kot je prikazano na sliki B.16. Ker
$e nismo presegli ustavitvenega kriterija, nadaljujemo z novim obhodom zanke, pri ¢e-
mer imamo v trenutni resitvi Ze eno tocko. V naslednjem obhodu zanke bomo torej
obstojeci tocki v resitvi dodajali nove in preverjali, ¢e se s katero izmed dodanih tock

koristnost resitve poveca.

2. OBHOD ZANKE

kandidatZaResitev = [I1-10] /* Intervala sta sosedna, zato ju zdruzimo */
prispevek = 0,135351435

cena = 1,79248125

koristnost = 0,075510656

najboljsaKoristnost = 0,135351435

trenutnaResitev = [11]

kandidatZaResitev = [11-12] /* Intervala sta sosedna, zato ju zdruZimo */
prispevek = 0,288675135

cena = 1.79248125

koristnost = 0,161047785

najboljsaKoristnost = 0,161047785

trenutnaResitev = [11—I2]
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Slika B.16: Ozna-
ena resitev po pr-
vem obhodu zan-

ke.
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Slika B.17: Tre- 1
nutna reSitev - 15
oznacitev intervala 2

11-12.

Zelena vrsta

dejanska vrsta ~ —@—oznadeni intervali

kandidatZaResitev = [I1, I3]
prispevek = 0,218914656

cena = 2.0

koristnost = 0,109457328
najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—1I12]

kandidatZaResitev = [I1, [4]
prispevek = 0,144337567

cena = 2.0

koristnost = 0,072168784
najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—I2]

kandidatZaReSitev = [I1, I5]
prispevek = 0,135351435

cena = 2.0

koristnost = 0,067675718
najboljsaKoristnost = 0,161047785
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trenutnaResitev = [11—I2]

kandidatZaResitev = [I1, 16]
prispevek = 0,171725667

cena = 2.0

koristnost = 0,085862834
najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—I12]

kandidatZaReSitev = [I1, 17]
prispevek = 0,218914656

cena = 2.0

koristnost = 0,109457328
najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—I2]

kandidatZaResitev = [I1, I8]
prispevek = 0,144337567

cena = 2.0

koristnost = 0,072168784
najboljsaKoristnost = 0,161047785

trenutnaResitev = [11—I12]

kandidatZaResitev = [I1, I9]
prispevek = 0,218914656

cena = 2.0

koristnost = 0,109457328
najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—I2]

kandidatZaResitev = [I1, 110]
prispevek = 0,288675135
cena = 2.0

koristnost = 0,144337567
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Slika B.18: Ozna-

Cena resitev  po

drugem

zanke.

obhodu

B Primer sledi izvajanja algoritma V. Groznik

najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—I2]

kandidatZaResitev = [I1, 111]
prispevek = 0,135351435

cena = 2.0

koristnost = 0,067675718
najboljSaKoristnost = 0,161047785
trenutnaResitev = [11—12]

Po drugem obhodu zanke smo ozna¢ili tocki I1 in 12, ki smo ju zdruzili v skupen

interval I1—I2. Resitev je prikazana na sliki B.18.

2,5

Zelenavrsta ~=———dejanska vrsta —@=—oznadeni intervali

3. OBHOD ZANKE
kandidatZaResitev = [I0-11—I2] /* 10, ki ga dodajamo reitvi, je soseden intervalu

v resitvi, zato ju zdruZimo v en skupen interval. */

prispevek = 0,288675135

cena = 2,5

koristnost = 0,115470054
najboljsaKoristnost = 0,161047785
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trenutnaResitev = [11—I2]

kandidatZaResitev = [I1—I2—1I3] /* I3, ki ga dodajamo resitvi, je soseden intervalu
v resitvi, zato ju zdruZzimo v en skupen interval. */

prispevek = 0,386167177

cena = 2,5

koristnost = 0,154466871

najboljsaKoristnost = 0,161047785

trenutnaResitev = [11—I12]

kandidatZaReSitev = [[1—I2, 14]
prispevek = 0,299038106

cena = 2,79248125

koristnost = 0,10708688
najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—I2]

kandidatZaResitev = [11—I2, I5]
prispevek = 0,288675135

cena = 2,79248125

koristnost = 0,103375854
najboljsaKoristnost = 0,161047785

trenutnaResitev = [11—I12]

kandidatZaResitev = [11—I12, 16]
prispevek = 0,330792269

cena = 2,79248125

koristnost = 0,118458188
najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—I2]

kandidatZaResitev = [11—I12, 17]
prispevek = 0,386167177

cena = 2,79248125
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koristnost = 0,13828819
najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—I2]

kandidatZaResitev = [I11—12, 18]
prispevek = 0,299038106

cena = 2,79248125

koristnost = 0,10708688
najboljSaKoristnost = 0,161047785
trenutnaResitev = [11—I2]

kandidatZaResitev = [11—12, 19]
prispevek = 0,386167177

cena = 2,79248125

koristnost = 0,13828819
najboljsaKoristnost = 0,161047785
trenutnaResitev = [11—I2]

kandidatZaResitev = [[1—I2, 110]
prispevek = 0,469881908

cena = 2,79248125

koristnost = 0,168266809
najboljsaKoristnost = 0,168266809
trenutnaResitev = [11—I12, 110]

kandidatZaResitev = [11—I12, I11]
prispevek = 0,288675135

cena = 2,79248125

koristnost = 0,103375854
najboljsaKoristnost = 0,168266809
trenutnaResitev = [11—I2, 110]

V. Groznik

Po tretjem obhodu zanke smo oznaili interval 11—I2 ter tocko I10. Resitev je pri-

kazana na sliki B.20. Ustavitvenega kriterija $e nismo presegli, zato nadaljujemo z
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felena vrsta

dejanska vrsta ~ —@— oznadeni intervali

novim obhodom zanke.

felena vrsta

dejanska vrsta ~—@—oznaceni intervali

4. OBHOD ZANKE

kandidatZaResitev = [I0-11—1I2, 110] /* Tocka I0 je sosedna intervalu I1—I2, zato
ju zdruzimo */

prispevek = 0,469881908

cena = 3,5

koristnost = 0,134251974

najboljsaKoristnost = 0,168266809
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Slika B.1g9: Tre-
nutna reSitev -
oznaditev intervala
I1-12 in tocke
110.

Slika B.20: Ozna-
Cena resitev po tre-
tjem obhodu zan-

ke.
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trenutnaResitev = [11—I12, 110]

kandidatZaReSitev = [11—I12—1I3, 110] /* Tocka I3 je sosedna intervalu I1—I2, zato
ju zdruzimo */

prispevek = 0,591931324

cena = 3,5

koristnost = 0,169123236

najboljiaKoristnost = 0,169123236

trenutnaResitev = [11—12—I3, 110]

2,5
2
1,5
1
0,5
0

Slika B.21: Tre- 05 ! 2 E 4 5 6 7 g 9 10 1
nutna resitev - 1
oznacitev intervala 15
11-12-13 in tocke 2

Zelenavrsta

dejanska vrsta ~—@— oznadeni intervali

110.

kandidatZaResitev = [11—I2, 110, 14]
prispevek = 0,482541525

cena = 3,79248125

koristnost = 0,127236364
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—12—I3, 110]

kandidatZaReSitev = [[1—I2, I10, I15]
prispevek = 0,469881908

cena = 3,79248125

koristnost = 0,123898281
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najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—I12—I3, 110]

kandidatZaResitev = [I11—1I12, 110, 16]
prispevek = 0,521756518

cena = 3,79248125

koristnost = 0,137576558
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—12—I3, 110]

kandidatZaResitev = [[1—I2, I10, 17]
prispevek = 0,591931324

cena = 3,79248125

koristnost = 0,156080224
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—12—I3, 110]

kandidatZaResitev = [11—I2, 110, 18]
prispevek = 0,482541525

cena = 3,79248125

koristnost = 0,127236364
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—I12—1I3, 110]

kandidatZaResitev = [11—I2, 19-110]
prispevek = 0,591931324

cena = 3,584962501

koristnost = 0,165115067
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—I12—1I3, 110]

kandidatZaResitev = [11—I12, 110—1I11]
prispevek = 0,469881908
cena = 3,584962501
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koristnost = 0,131070244
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—I12—I3, 110]

Po Cetrtem obhodu zanke smo oznadili interval 11—I2—1I3 ter to¢ko 110. Resitev
je prikazana na sliki B.22. Ustavitvenega kriterija $e nismo presegli, zato nadaljujemo

z novim obhodom zanke.

2,5

Slika B.22: Ozna- 1
Cena resitev po Ce- 15
trtem obhodu zan- 2

ke.

Zelenavrsta

dejanska vrsta ~—@— oznadeni intervali

5. OBHOD ZANKE

kandidatZaResitev = [I0-11—I12—1I3, I10] /* To¢ka 10 je sosedna intervalu 11-12-13,
zato ju zdruzimo v skupen interval. */

prispevek = 0,591931324

cena = 4,160964047

koristnost = 0,142258217

najboljsaKoristnost = 0,169123236

trenutnaResitev = [11—12—I3, 110]

kandidatZaResitev = [[1—I12—I13—1I4, I10] /* Toc¢ka 14 je sosedna intervalu 11—I2—1I3,
zato ju zdruzimo v skupen interval. */

prispevek = 0,60681945

cena = 4,160964047
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koristnost = 0,145836264
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—I12—I3, 110]

kandidatZaResitev = [I11—12—1I3, 110, 15]
prispevek = 0,591931324

cena = 4,5

koristnost = 0,131540294
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—12—I3, 110]

kandidatZaResitev = [I11—I2—I3, 110, 16]
prispevek = 0,653540881

cena = 4,5

koristnost = 0,145231307
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—12—I3, 110]

kandidatZaResitev = [[1—I2—1I3, I10, 17]
prispevek = 0,740021111
cena = 4,5

koristnost = 0,164449136

najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—12—I3, 110]

kandidatZaResitev = [[1—12—1I3, 110, 18]
prispevek = 0,60681945

cena = 4,5

koristnost = 0,134848767
najboljsaKoristnost = 0,169123236
trenutnaResitev = [11—I12—13, 110]

kandidatZaResitev = [11—I12—1I3, 19-110] /* Tocka 19 je sosedna tocki 110, zato ju

zdruzimo. */



124

Slika B.23: Tre-
nutna reditev -
oznaclitev interva-
lov I11-12-I3 in
19-110.

B Primer sledi izvajanja algoritma V. Groznik

prispevek = 0,740021111

cena = 4,29248125

koristnost = 0,172399381
najboljsaKoristmost = 0,172399381
trenutnaResitev = [11—12—I3, 19-110]

25

Zelenavrsta

dejanska vrsta ~—@— oznaleni intervali

kandidatZaResitev = [11—12—I3, [10—I11] /* Tocka I11 je sosedna toc¢ki 110, zato

ju zdruzimo. */

prispevek = 0,591931324

cena = 4,29248125

koristnost = 0,137899571
najboljSaKoristnost = 0,172399381
trenutnaResitev = [11—12—1I3, 19-110]

Po petem obhodu zanke smo oznadili intervala I1—I12—1I3 ter 19-110. Resitev je

prikazana na sliki B.23. Ustavitvenega kriterija $e nismo presegli, zato nadaljujemo z

novim obhodom zanke.

6. OBHOD ZANKE
kandidatZaResitev = [10-11—I2—1I3, 19-110] /* Intervali so sosedni, zato jih zdru-

Zimo */
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prispevek = 0,740021111

cena = 4,953445298

koristnost = 0,149395232
najboljsaKoristnost = 0,172399381
trenutnaResitev = [11—I12—I3, 19-110]

kandidatZaResitev = [11—I2—I3—1I4, 19-110] /* Intervali so sosedni, zato jih zdru-
Zimo */

prispevek = 0,758976381

cena = 4,953445298

koristnost = 0,153221916

najboljsaKoristnost = 0,172399381

trenutnaResitev = [11—12—I3, 19-110]

kandidatZaResitev = [11—I12—1I3, 19-110, I5]
prispevek = 0,740021111

cena = 5,29248125

koristnost = 0,139824985

najboljsaKoristnost = 0,172399381
trenutnaResitev = [11—I12—I3, 19-110]

kandidatZaReSitev = [[1—I2—1I3, 19-110, 16]
prispevek = 0,820324552

cena = §,29248125

koristnost = 0,154998103
najboljsaKoristnost = 0,172399381
trenutnaResitev = [11—12—I3, 19-110]

kandidatZaResitev = [11—I12—13, 19-110, 17]
prispevek = 0,945484715

cena = 5,29248125

koristnost = 0,178646777

najboljsaKoristnost = 0,178646777
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Slika B.24: Tre-
nutna reditev -
oznacitev interva-
lov I1-12-13 in
19-110 ter tocke
17.

B Primer sledi izvajanja algoritma V. Groznik

trenutnaResitev = [11—I12—I3, 17, 19-110]

2,5

Zelena vrsta

dejanska vrsta ~ —@—oznadeni intervali

kandidatZaResitev = [11—I2—1I3, I8-19-110] /* Intervali so sosedni, zato jih zdru-

zimo */

prispevek = 0,758976381

cena = 5,0

koristnost = 0,151795276
najboljiaKoristnost = 0,178646777
trenutnaResitev = [11—12—1I3, 17, 19-110]

kandidatZaResitev = [I1—I2—I3, 19-110—I11] /* Intervali so sosedni, zato jih

zdruzimo */

prispevek = 0,740021111

cena = §,0

koristnost = 0,148004222
najboljsaKoristnost = 0,178646777
trenutnaResitev = [11—12—I3, 17, 19-110]

Po $estem obhodu zanke smo oznadili intervala I1—I12—1I3 ter I9—I10 in dodatno

$e tocko I7. Oznacitev je prikazana na sliki B.24. Tudi po tem obhodu ustavitveni

kriterij Se ni bil preseZen, zato nadaljujemo z novim obhodom zanke.
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2. OBHOD ZANKE

kandidatZaResitev = [10-11—I2—1I3, 17, 19-I10] /* Intervali so sosedni, zato jih
zdruzimo */

prispevek = 0,945484715

cena = 5,953445298

koristnost = 0,158813035

najboljsaKoristnost = 0,178646777

trenutnaResitev = [11—12—I3, 17, 19-110]

kandidatZaResitev = [11—I2—I3—1I4, 17, 19-110] /* Intervali so sosedni, zato jih
zdruzimo. */

prispevek = 0,976289493

cena = 5,953445298

koristnost = 0,163987312

najboljsaKoristnost = 0,178646777

trenutnaResitev = [11—12—I3, 17, 19-110]

kandidatZaResitev = [[1—I12—1I3, 17, 9110, I5]
prispevek = 0,945484715
cena = 6,29248125

koristnost = 0,150256263

najboljsaKoristnost = 0,178646777
trenutnaResitev = [11—I12—I3, 17, 19-110]

kandidatZaResitev = [I11—I12—1I3, 16-17, 19-110] /* Intervali so sosedni, zato jih
zdruzimo. */

prispevek = 1,09491396

cena = 6,084962501

koristnost = 0,179937668

najboljsaKoristnost = 0,179937668

trenutnaResitev = [11—I12—I3, 16-17, 19-110]

kandidatZaResitev = [11—12—1I3, 17—I8-19-110]
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16-17 in 19-110.

prispevek = 0,976289493

cena = 5,660964047

koristnost = 0,172459935

najboljsaKoristnost = 0,179937668
trenutnaResitev = [11—12—I3, 1617, 19-110]

kandidatZaResitev = [I11—12—1I3, 17, I19-110—I11]
prispevek = 0,945484715

cena = 6,0

koristnost = 0,157580786

najboljsaKoristnost = 0,05194353

trenutnaResitev = [11—I12—I3, 16-17, 19-110]

Po sedmem obhodu zanke imamo oznacenih sedem tock, ki so zdruzene v tri in-
tervale: 11—I2—1I3, 16—1I7 ter I9—I10. Ker smo s tem obhodom presegli vrednost
ustavitvenega kriterija (obarvali smo ve¢ kot 50% tock), predstavlja resitev tega obhoda

tudi kon¢no resitev za oznaditev tock na grafu.

RESITEV = [11—I2—1I3, 16-17, 19-110]
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Slika B.26: Kon¢-
na reSitev oznaci-
tve to¢k - ozna-
¢imo tri intervale:
11-12-13, 16-17 in
19-110.
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Slika C.1: Login
screen for the sur-

vey.

C Navodila za izvedbo eksperimenta V. Groznik

V nadaljevanju so navodila, ki so bila posredovana ekspertom s podro¢ja spirografije,
v katerih smo podrobneje predstavili nadin izvedbe eksperimenta in spletno aplikacijo,
ki so jo uporabljali za ocenjevanje spiral. Navodila so v angleskem jeziku, saj so bili vsi

eksperti/ocenjevalci tujci.
Instructions for the experiment

We have developed the ParkinsonCheck application which has a built-in decision mo-
del that can differentiate between spirals drawn by people with essential tremor, Par-
kinsonian tremor and healthy subjects. The goal of our project is to visually present the
most meaningful parts of the spirals based on which the computer gave its prediction.
We are basically showing what the computer “found” in these spirals. We would like
to check whether the visualisation of the computer’s decision could be helpful for the
neurologists when faced with the task to diagnose a person based on the spirals only.

We have set up a web application with a survey to determine the usefulness of our
visualisations. We would be pleased if you could spare some of your time and parti-
cipate in the survey. The whole survey should take at most two hours and it does not
have to be done in one run, however, it is advised to.

The survey is available at: https://www.parkinsoncheck.net/vidadoctor/

When accessing the application, you should see the following login screen (Figure

C.1) where you enter your user credentials.

Please login

After the successful login you will automatically enter the survey. In the first step,

you are asked to rate 45 test subjects based on four spirals shown on the screen (Figure

C.2).


https://www.parkinsoncheck.net/vidadoctor/
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The top left spiral was drawn with the non-dominant hand (denoted as left hand in
the survey) on the template (i.e. a person had to follow the line of an already drawn
spiral — template), the top right spiral was drawn with the dominant hand (denoted as
right hand in the survey) on the template, the bottom left spiral was drawn with the
non-dominant hand without template (i.e. a person had to draw a spiral on a blank
screen — no spiral template) and the bottom right spiral was drawn with a dominant
hand without template. All the spirals can be animated by clicking on the “Animate”
button below the specific spiral. If at any point you would like to stop the animation,
you can do that with a click on the “Stop” button (shown in Figure C.3).

After the examination of the spirals, please answer the question on the left side
regarding your opinion whether the spirals were drawn by a healthy person, the spirals
show signs of Parkinsonian tremor or essential tremor or that you cannot decide.

Please enter your comment on the shown spirals or on your opinion in the space
below your opinion. Your comments will be most valuable to our research. Please
briefly explain your classification in terms of the spiral features that you consider most

important for your classification.
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Slika C.2: Login
screen for the sur-

vey.




134  C Navodila za izvedbo eksperimenta V. Groznik

. Parkinson Check Explorer ~ Survey en~  Logout
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vey.

After answering the question, you will be able to proceed to the next test subject by
clicking on the “next” button on the top left side. Once you click on this button, you
will not be able to go back to examine the previous spirals or change the opinion!

After examining 45 subjects, you will automatically enter step 2 of the survey (Figure
C.4). In step 2, the same subjects’ spirals will be shown in the same order as in step
1. Some (or all) of the four spirals will have parts of the spiral marked with red colour
(when static) and blue colour (when animated). These parts were detected by our
algorithm as the “most critical” parts of the spiral with respect to different attributes
in our ParkinsonCheck decision model. The static and animated visualisation may
highlight different parts of the spiral as the highlighted attributes are different. Some of
the attributes measure the deviation of the drawn spiral from the “ideal” Archimedean
spiral. In the cases where we are taking into account these attributes, there will be two
spirals shown on the same picture. The light grey spiral will be representing the “ideal”
spiral. This is not the same as the before mentioned template. The “ideal” spiral is
calculated based on the drawn spiral and represents the best-fit version of it.

On the left side, under “Anomalies detected”, you will find computer’s explanation
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of the visualisation. It includes a short explanation of the detected anomalies that
are actually visualised in the spirals and references (e.g. LT — left template) to the
spirals on which the anomaly was detected. Explanations will include five different

interpretations of the visualised anomalies:

Large deviations from ideal spiral denotes a difference between the drawn spiral and its

“ideal” spiral, as it was already explained in the previous paragraph.

Significant proportion of the spiral drawn towards the centre — the radius of the spiral sho-
uld be monotonically increasing. We measure the proportion of the spiral where

the radius decreased.

Anomalies in curvature means the computer detected some anomalies in the curvature,

e.g. sharp angles in the spiral.

Erratic (high) changes in drawing speed means the speed of the drawing was not con-
stant but it was significantly changing (increasing — decreasing) on some parts

of the spiral.
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Erratic (high) changes in radial speed means that the radial speed (radial speed measures
speed towards or away from the starting point of the spiral) was not constant
but it was significantly changing (increasing — decreasing) on some parts of the

spiral.

Note that some of these anomalies can only be seen in animated spirals.

You are now asked to give once more your opinion on classification of the drawn
spirals, and answer the added question about your opinion on the visualisation. Below
you can find some guiding points for each answer. We would like to know whether

the visualisation is:

helpful - it helped you detect the anomalies in the spirals you weren’t aware (or were

less aware) of without the visualisation,

not so helpful but still meaningful —you did not need any help detecting the anomalies

in the spirals, but the visualisations mainly showed the crucial anomalies,
meaningless — the visualisation did not show the crucial anomalies, or
undecided — you cannot decide whether the visualisation was meaningful or not.

If you have any specific comments on your classification or visualisation, please enter
them in the space below the questions. Even a short remark (a few words) is valuable.

We appreciate you taking the time to participate in our survey.
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