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Abstract. En este trabajo se define un protocolo para encontrar las 
características del dominio que mejor es explicado por los algoritmos de 
descubrimiento de conocimiento seleccionados con base en procesos de 
explotación de información. Se da una prueba de concepto del protocolo 
propuesto  y se dan algunas conclusiones parciales del trabajo de investigación 
realizado. 

1. Introducción 

Una de las hipótesis de trabajo subyacente al área de descubrimiento del 
conocimiento en procesos de explotación de información es que el funcionamiento de 
los algoritmos de minería de datos basados en aprendizaje automático [1] es 
independiente de las características del dominio que dichos datos modelan [2]. La 
experiencia de campo en diversos dominios [3, 4, 5, 6, 7]; muestra empíricamente que 
los mismos algoritmos pueden comportarse de diversa manera, dependiendo de las 
características del dominio a cuyos datos se estén aplicando. 
En [8] se proponen cinco procesos de explotación de información: descubrimiento de 
reglas de comportamiento descubrimiento de grupos, ponderación de 
interdependencia de atributos, descubrimiento de reglas de pertenencia a grupos, y 
ponderación de reglas de comportamiento o de la pertenencia a grupos. 
Dado que cuando no existen presunciones sobre posibles clases en el dominio el 
proceso estándar a utilizar es el de  descubrimiento de reglas de pertenencia a grupos 
[9], surge el interés de estudiar los distintos algoritmos aplicables a este proceso y, de 
ellos, cuál es la mejor combinación en función de las características específicas del 
dominio. 
En este contexto, en este trabajo se propone una caracterización de dominios (sección 
2), se presenta un procedimiento para la generación de dominios (sección 3), se define 
un protocolo para encontrar las características del dominio que mejor es explicado por 
los algoritmos seleccionados (sección 4), se da una prueba de concepto del protocolo 
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propuesto (sección 5), y se ofrecen conclusiones del trabajo de investigación realizado 
(sección 6). 

2. Caracterización de Dominios 

En trabajos previos se han definido los dominios en términos de los ejemplos que los 
describen y de las reglas que cubren dichos ejemplos [10, 11, 12]. Las dimensiones 
utilizadas para esta descripción son: cantidad de atributos de cada ejemplo, cantidad 
de posibles valores que puede tomar cada atributo, cantidad de clases implícitas en los 
ejemplos, cantidad de ejemplos cubiertos por cada regla, cantidad de reglas que 
definen la pertenencia a cada clase, y porcentaje de reglas correctamente cubiertas si 
por camino inverso se indujesen a partir de los ejemplos. Esta última dimensión es 
dependiente de la cinco precedentes.  
En este contexto, se puede postular una clasificación por complejidad de los dominios 
en: simples, medianos, oscilantes, complejos e hipercomplejos. 

Dominios Simples:  el aumento de la cantidad de ejemplos por regla, mejora 
el cubrimiento de reglas (independientemente de las 
demás dimensiones utilizadas, con lo cual los dominios 
en los que interviene con papel principal esta variable 
serán caracterizados como de complejidad simple o 
trivial, o directamente como simples). 

Dominios Medianos: son aquellos con ejemplos con pocos atributos y pocas 
clases, ó pocos atributos y muchas clases ó pocas clases 
y pocas reglas por clase. 

Dominios Oscilantes:  son aquellos con ejemplos donde pueden variar el 
número de atributos por ejemplo, ó cantidad de 
ejemplos soportados por una regla, o valores comunes 
de atributos en un conjunto de ejemplos cubiertos por la 
misma regla.  

Dominios Complejos:  son aquellos con ejemplos con pocos atributos y 
muchos valores posibles por atributo, ó con muchos 
atributos y pocos valores posibles por atributo, ó con 
muchos atributos y muchos valores posibles por 
atributo.  

Dominios Hipercomplejos:  son aquellos con ejemplos donde pueden variar la 
cantidad de posibles distintos valores que pueden tomar 
los atributos, el número de atributos que cubren 
ejemplos, la cantidad de las reglas que cubren ejemplos, 
ó la cantidad de clases que cubren los ejemplos, ó la 
cantidad de reglas por clase.  
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3. Generación de Dominios 

La generación de dominios para su caracterización empírica se realiza mediante el 
banco de pruebas desarrollado al efecto en [13]. El banco de pruebas genera 
experimentos a partir del siguiente procedimiento que se describe a continuación:  

 
Paso 1: Preparación del Experimento. Como salida de este paso se obtiene un 

conjunto de reglas de clasificación y un conjunto de ejemplos del 
dominio que dan soporte a éstas.  

Subpaso 2.1. Generación del dominio basada en la generación 
de clases y reglas que indican la pertenencia a 
cada una de éstas.  

Subpaso 2.1. Generación de ejemplos que den soporte a cada 
una de las reglas de clasificación.  

Paso 2: Ejecución del Experimento. Como salida de este paso se obtiene el 
conjunto de reglas descubiertas.  

Subpaso 2.1. Aplicación del proceso de agrupamiento al 
conjunto de ejemplos del dominio para obtener 
el conjunto de sus clusters (grupos).  

Subpaso 2.1. Aplicación a cada cluster del proceso de 
inducción para obtener reglas que caractericen la 
pertenencia a dicho cluster.  

Paso 3: Comparación entre el conjunto de reglas de clasificación del paso 1 y 
las reglas descubiertas en el paso 2. El porcentaje de reglas descubiertas 
de forma correcta, define el éxito del experimento.  

4. Protocolo de Identificación de Dominio  

En esta sección se describe el protocolo de identificación de dominio que es mejor 
explicado por los algoritmos seleccionados. El protocolo se describe en términos de 
los siguientes pasos: 

 

Paso 1: Elegir un algoritmo de clustering, sea K, y un algoritmo de inducción, 
sea I. 

Paso 2: Repetir N veces: 

SubP 2.1. Generar un dominio (Ejemplos y Reglas) para cada una de las 
combinaciones de valores posibles de las variables 
independientes predefinidas por el experimentador. 

SP 2.1.1.  Para cada dominio generado:  

SP 2.1.1.1. Obtener una partición del conjunto de 
ejemplos del dominio en grupos 
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aplicando el algoritmo K a los ejemplos 
del dominio. 

SP 2.1.1.2. Obtener reglas que caractericen la 
pertenencia a los grupos encontrados 
utilizando el algoritmo I. 

SP 2.1.1.3. Obtener el porcentaje de reglas 
correctamente cubiertas por 
comparación del conjunto de reglas 
obtenidas en SP 2.1.1.2 con el conjunto 
de reglas obtenido en SubP 2.1. 

SubP 2.2. Registrar los datos obtenidos (cantidad de atributos de cada 
ejemplo, cantidad de posibles valores que pueden tomar los 
atributos, cantidad de clases que rigen los ejemplos, cantidad 
de reglas que indican la pertenencia a cada clase, cantidad de 
ejemplos utilizados para cada regla, porcentaje de reglas 
correctamente cubiertas). 

Paso 3: Obtener el Diagrama de Kiviat para los datos obtenidos. 

Paso 4: Identificar usando Diagramas de Kiviat el tipo de dominio en el que la 
combinación (K, I) mejor descubre conocimiento. 

5. Prueba de Concepto 

Para la prueba de concepto se generó una muestra de los cien grupos de dominios con 
los correspondientes conjuntos de reglas y de ejemplos. Cada grupo se formó con 
todos los dominios surgidos de las combinaciones de los posibles valores de las 
variables independientes: cantidad de atributos de cada ejemplo, cantidad de posibles 
valores que pueden tomar los atributos, cantidad de clases que rigen los ejemplos, 
cantidad de reglas que indican la pertenencia a cada clase, y cantidad de ejemplos 
utilizados para cada regla. 
A cada dominio generado se le aplicó el proceso de descubrimiento de reglas de 
pertenencia a grupos [9] utilizando el algoritmo SOM [14] como algoritmo de 
clustering e ID3 [15] de la familia TDIDT como algoritmo de inducción. 
Se analizaron los resultados obtenidos, y se verificó el porcentaje de reglas 
correctamente cubiertas para cada una de las combinaciones posibles de variables, las 
que se muestran en la Tabla 1. Se utilizaron Diagramas de Kiviat [16] para graficar 
los resultados, como el que se muestra en la Figura 1. 
Se observa el mejor porcentaje de cubrimiento de reglas (superior al 95%) para los 
casos 2 y 3 de la muestra, es decir, para aquellos dominios con menor cantidad de 
reglas por clase, manteniendo fijas las otras variables. En el diagrama de Kiviat de la 
figura 1, esto se graficó como zona “A”. Estos dominios, según la clasificación 
antedicha, son medianos. Por otra parte, dicho cubrimiento mejora, a su vez, si se 
aumenta adicionalmente la cantidad de ejemplos utilizados para cada clase y se 
mantiene constante el resto de las variables, incluyendo reglas por clase, lo cual nos 
pondría en presencia de dominios simples. Esto implica, en forma directamente 
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proporcional, un decrecimiento en el porcentaje de reglas cubiertas cuando la cantidad 
de ejemplos utilizada disminuye, como se puede apreciar en el diagrama para otros 
dominios catalogados como medianos, verbigracia el caso 1, también perteneciente a 
la zona “A” en la figura 1. 
Por otra parte, se observa un menor pero muy importante cubrimiento (en torno al 
60%) para los casos 11, 12, 19, 20 y 21 de la muestra, que corresponden a dominios 
con ejemplos donde pueden variar la cantidad de posibles distintos valores que 
pueden tomar los atributos, el número de atributos que cubren ejemplos, la cantidad 
de las reglas que cubren ejemplos, ó la cantidad de clases que cubren los ejemplos, ó 
la cantidad de reglas por clase, manteniendo fijas las otras variables. En el diagrama 
de Kiviat de la figura 1, estos dominios corresponden a las zonas “B”. Según la 
clasificación brindada antes, estos dominios se catalogan como hipercomplejos. Una 
vez más, dicho cubrimiento mejora, a su vez, si se aumenta adicionalmente la 
cantidad de ejemplos utilizados para cada regla y se mantiene constante el resto de las 
variables, incluyendo la cantidad de clases que rigen los ejemplos, lo cual nos pondría 
nuevamente en presencia de dominios simples y, viceversa, decrecerá en caso 
contrario, como se aprecia con el caso 10, correspondiente también a una de las zonas 
“B” en la Figura 1. 
Continuando con el análisis del diagrama, se observan zonas de cubrimiento discreto, 
con porcentajes que rondan el 40%, para los casos 4, 13, 17, 18, 22, 23, 24, 25, 26 y 
27, que corresponden a ejemplos con pocos atributos y muchos valores posibles por 
atributo, ó con muchos atributos y pocos valores posibles por atributo, ó con muchos 
atributos y muchos valores posibles por atributo, lo que en la clasificación anterior se 
catalogó como un dominio del tipo complejo. Ésta corresponde a las zonas “C” que se 
ven en la Figura 1. Nuevamente, como sucede con todos los casos, dicho cubrimiento 
mejorará, si se aumenta adicionalmente la cantidad de ejemplos utilizados para cada 
regla y se mantiene constante el resto de las variables, incluyendo la cantidad de 
atributos de cada ejemplo y la cantidad de posibles valores que pueden tomar los 
atributos que rigen los ejemplos, lo cual nos pondría nuevamente en presencia de 
dominios simples y, viceversa, decrecerá en caso contrario. Esto puede apreciarse 
gráficamente, sobre el diagrama, puntualmente para los casos 5, 6, 14, 15 y 16, 
asimismo correspondientes también a las zonas “C”, según lo graficado en Figura 1. 
Finalmente, para la zona que corresponde a casos donde pueden variar el número de 
atributos por ejemplo cantidad de ejemplos soportados por una regla, o valores 
comunes de atributos en un conjunto de ejemplos cubiertos por la misma regla, es 
decir – de acuerdo con la clasificación anteriormente dada – para dominios oscilantes, 
como son los casos 7 y 8, se observa un cubrimiento inferior al 40%, más cercano al 
30%, manteniéndose la salvedad de que dicho cubrimiento mejorará, si se aumenta 
adicionalmente la cantidad de ejemplos utilizados para cada regla y se mantiene 
constante el resto de las variables, incluyendo la cantidad de atributos de cada 
ejemplo y la cantidad de ejemplos soportados por una regla, lo cual nos pondría 
nuevamente en presencia de dominios simples y, viceversa, decrecerá en caso 
contrario, como puede apreciarse en el diagrama puntualmente para el caso 9. Todos 
estos casos se catalogaron como zona “D” en la Figura 1.  
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Tabla 1. Porcentaje de reglas correctamente cubiertas para combinación de variables 
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Fig. 1. Diagrama de Kiviat de los datos de la Tabla 1 
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En la Figura 2 puede apreciarse un gráfico comparativo del porcentual de cubrimiento 
de las reglas del dominio logrado por las reglas inferidas por uso de SOM e ID3 
combinados que surgen de los datos de la Tabla 1 en la que A corresponde a dominios 
medianos,  B a dominios hipercomplejos, C a dominios complejos y D = dominios 
simples.  

 

  

Fig. 2. Gráfico comparativo del porcentual de cubrimiento de las reglas del dominio logrado 
por las reglas inferidas por uso de SOM e ID3 (A = dominios medianos; B = dominios 

hipercomplejos; C = dominios complejos; D = dominios simples)  
 

6. Conclusiones 

Se determinó experimentalmente que las características del dominio elegido tienen 
influencia sobre el resultado experimental obtenido. Se observa que para combinación 
de algoritmos de clustering e inducción (SOM+ID3) elegida para la prueba de 
concepto, el mejor cubrimiento de reglas se obtiene para dominios catalogados como 
medianos, en particular para el escenario que presenta aquellos dominios con la 
menor cantidad posible de cada una de las variables y el mayor número utilizado de 
ejemplos por regla.  
Se observa también que los valores obtenidos experimentalmente se ajustan a lo que 
se postuló a priori en la clasificación teórica realizada a los distintos dominios según 
su complejidad. 
Como futura línea de investigación se propone aplicar este estudio a otras 
combinaciones de algoritmos de clustering con algoritmos de inducción, entre los que 
se consideran: SOM+AQ15, SOM+CN2, SOM+M5, K-means+AQ15, K-
means+CN2, K-means+M5, K-means+ID3, NNC+AQ15, NNC+CN2, NNC+M5, 
NNC+ID3, entre otros.  
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