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Resumo

A imagem por microondas € uma das técnicas mais promissoras de imagem
médica para deteccéo e classificacdo do cancro da mama, explorando as diferencas das
propriedades dieléctricas entre tecidos da mama e massas cancerigenas quando
sujeitas a frequéncias microondas. O radar de banda ultra-larga de microondas baseia-
se na iluminacdo da mama com um pulso de banda ultra-larga gravando o sinal
resultante por retrodispersdo. Esta técnica tem um grande potencial por ser
relativamente barata, ndo invasiva, confortavel para o paciente e utilizar radiacdo néo-
ionizante. A técnica de imagem por microondas tem sido estudada via simulagéo, sendo
gue os primeiros protétipos estdo agora a ser construidos.

Nesta dissertacdo é estudado o potencial do radar de banda ultra-larga de
microondas para classificagdo de tumores baseada no tamanho e/ou na forma do tumor.
Numa primeira parte foram estudados tumores numéricos, construidos com base em
Gaussian Random Sphere, em simulacdes, e numa segunda parte foram estudados
fantdmas fisicos de tumores com o uso de um prototipo. Trés classificadores foram
utilizados: Analise Discriminante Linear, Andlise Discriminante Quadratica e Support
Vector Machines. Vérias arquitecturas foram estudadas, combinando a classificagéo por
tamanho e depois por forma e vice-versa. Foram estudados cenérios de fantdbmas da

mama homogéneos e heterogéneos.

Palavras-chave: tumor da mama, classificagcéo, radar banda ultra-larga de microondas,

machine learning
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Abstract

Microwave Imaging is one of the most promising medical imaging techniques for
breast tumour detection and classification, exploiting the dielectric contrast between
normal and tumour tissues at microwave frequencies. In UWB Radar Imaging a
microwave pulse is used to irradiate the breast, and resulting backscattered waves are
recorded. This technique has great potential because it is relatively cheap, non-invasive,
painless for the patient and uses non-ionising radiation. Microwave Imaging has been
studied via simulation, and the first prototypes are being built.

In this dissertation the potential of UWB Radar for breast tumour classification
based on the size and/or the shape of the tumour is studied. Firstly, numerical tumours,
based on Gaussian Random Spheres, were studied in simulation scenarios. In the
second half of the study, physical phantoms were studied with the use of a prototype.
Three classification methods were used: Linear Discriminant Analysis, Quadratic
Discriminant Analysis and Support Vector Machines. Several different classification
architectures were considered combining size classification and shape classification.
Homogeneous and heterogeneous breast phantoms scenarios were considered.

Key Words: breast tumour, classification, UWB Radar, machine learning
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1. Introducéo

1 Introducao

O cancro € uma das principais causas de morte no mundo, tendo sido responsével
por 7,6 milhbes de mortes (aproximadamente 13% de todas as mortes) em 2008. Os
tipos mais frequentes de cancros diferem entre homens e mulheres. No caso das
mulheres o cancro mais comum € o cancro da mama (afecta uma em oito mulheres) e é
também o responséavel pelo maior nUmero de mortes de pessoas do sexo feminino com
cancro [1, 2]. Na Figura 1.1 estdo representadas as taxas de incidéncia e mortalidade

dos principais tipos de cancro nas mulheres.

1,384,155 (22.9%)
1,791,135 (28.6%)

169,968 (2.7%) 571,204 (9 .4%) Mama

, AN,

294 747 (3.7%) Colo-rectal
276,312 (3.7%)~ 530,232 (5.8%) Colo do Utero
288,387 (4.8%) . B Figado
348 AT (5.8%) 213999 (8.5%) [ Estom&go

Corpo do Utero
458,503 (13.7%) Figado
B Ovario
1,186,150 (34 9%)—— —— 788 654 (B 6% Tirdide

Cutros e nao

— 275,008 (B.2%) especificos

24,177 (0.7%)
140,163 (4.2%)
217,582 (B.5%)

73,854 (2.2%)

427 586 (12.8%)
273488 (8.2%)

Figura 1.1 Nimero de casos de cancro diagnosticados (em cima) e nimero de mortes causadas
por cancro (em baixo) em 2008 [2].

A percentagem de incidéncias e de mortalidade do cancro da mama nao tem
uma distribui¢cdo uniforme globalmente. Nas Figura 1.2 e Figura 1.3 é possivel observar
as taxas de incidéncia e de mortalidade do cancro da mama a nivel global. A ocorréncia
de cancro ndo se deve sO a caracteristicas genéticas e idade mas também a um
conjunto de factores de risco associados aos habitos quotidianos: um estilo de vida ndo
saudavel (tabaco, &lcool, dietas inadequadas, inactividade fisica), exposicdo a

elementos cancerigenos, a poluicdo do ar, a radiacéo e algumas infeccdes (tais como a
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hepatite B) [3]. No geral, em paises subdesenvolvidos assiste-se a uma menor

incidéncia do cancro, embora seja mais fatal, dado o fraco acesso a cuidados de saude

[4].

0 189 27,2 40,0 64,0 110
T (taxa por 100 000 habitantes)

Figura 1.2 Estimativa da taxa de incidéncia do cancro da mama (por 100 mil habitantes) em 2008

0 188 272 40,0 64,0 110
i (taxa por 100 000 habitantes)

Figura 1.3 Estimativa da taxa de mortalidade do cancro da mama (por 100 mil habitantes) em
2008

No ano de 2008, em Portugal, foram registados 5333 casos de cancro da mama
e 1537 mortes devido a esta neoplasia. No caso das mulheres, o cancro da mama
representa 27,7% dos casos de cancro registados e 15,9% de mortalidade [5].

O cancro da mama nao é um dos tipos de cancro com maior taxa de
mortalidade, tendo em conta as respectivas taxas de incidéncia, mas como € aquele
com mais casos registados mundialmente é também o responsavel por maios

mortalidade em termos absolutos. Para além dos casos fatais, dentro dos casos de
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superacao desta neoplasia, o processo desde gque é diagnosticada até estar totalmente
curada pode ser bastante doloroso e dispendioso. Evron et al. [6] afirma que se
detectado numa fase inicial, o cancro da mama € curavel. Os factores chave para
combater a taxa de mortalidade devido ao cancro sdo: diagnéstico credivel numa
deteccao precoce, intervencdo precoce e monotorizacao fidedigna. Este trabalho focar-
se-4 no estudo de um tipo de diagndéstico que é potencialmente possivel numa fase
precoce. Algumas técnicas para diagnéstico do cancro da mama existentes sao
referidas nos proximos paragrafos.

Uma das ferramentas mais comuns para rastreio e diagnostico do cancro da
mama € a imagiologia médica. Actualmente as mais comuns sdo a Mamografia e Ultra-
Som como técnicas de rastreio, e as Imagens por Ressonancia Magnética (do inglés
Magnetic Resonance Imaging, MRI) sdo também bastante comuns em diagndsticos
mais complexos. A Cintimamografia e a Tomografia por Emisséo de Positrées (do inglés
Positron Emission Tomography, PET) séo outras técnicas a serem investigadas para
imagem da mama.

A técnica ndo palpavel mais utilizada para rastreio e deteccdo do cancro da
mama € a Mamografia por Raio-X. Esta técnica baseia-se na variacdo das densidades
do tecido da mama, utilizando raios-X de baixa energia que penetram a mama
comprimida para obter uma imagem. Apesar da técnica demostrar bons resultados e ter
um baixo custo, apresenta também algumas limitacdes bem conhecidas em termos de
sensibilidade e especificidade (proporcdo de pacientes correctamente identificados
como tendo ou ndo cancro, respectivamente). Para além disso, devido a radiagcdo
ionizante, ha sempre um risco inerente a saude do paciente. Esta técnica causa algum
desconforto ao paciente devido a compressdo da mama [7-9]. Outro problema
associado a Mamografia sdo as altas taxas de diagndsticos falsos positivos reportados
[10, 11], e ainda mais preocupante, as de falsos negativos que podem ser até 34% [8].
Os falsos positivos sédo os diagndésticos positivos em pessoas que nao tém cancro e 0s
falsos negativos dizem respeito aos diagnésticos negativos em que 0 paciente tem
cancro [7-10]. Quanto a classificac@o entre tumores benignos e malignos, varios estudos
apresentaram resultados a volta dos 94% de eficacia [12-14].

Os Ultra-Sons também sao bastante utilizados na deteccdo e classificacdo de
cancros e tumores da mama. O seu funcionamento consiste na emissdo de uma onda
sonora (de frequéncias ndo audiveis ao ouvido humano) contra a mama, que Ssao
reflectidas quando encontram um objecto, criando um eco. Medindo as ondas do eco é
possivel determinar a distancia, tamanho e forma do objecto. Esta técnica nédo é
commumente utilizada para rastreio [15] mas é frequentemente aplicada quando

massas suspeitas sdo observadas pela mamografia em mulheres com mamas densas
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[11]. E utilizada quase exclusivamente para rastreio de mulheres mais jovens [16]. E
conveniente para o paciente, em tempo real e um método de diagnéstico seguro e
demonstra também ser uma boa ferramenta de diagnéstico para classificacdo de
tumores da mama. O seu potencial de diagnostico ja& foi demonstrado mas, como
depende da analise da textura, € dependente do sistema e por norma sO apresenta
bons resultados em sistemas de ultra-som muito especificos. Outras limitacGes
inerentes a técnica sdo o baixo contraste e a interferéncia com ruido e speckle. O
speckle é causado pela interferéncia de ecos derivados de detectores aleatérios que
sdo demasiado pequenos para serem integrados na formacéo da imagem, resultando
numa estrutura granular, sobreposta a imagem. Devido a este problema, € dificil
detectar tumores de dimensfes pequenas com ultra-sons [17, 18]. Chang et al. [17]
obteve uma performance de 90,95% na classificagdo de tumores entre benignos e
malignos, com uma sensibilidade de 88,89% e uma especificidade de 92,5%.

Outra técnica comummente utilizada é recorrendo a Imagem por Ressonancia
Magnética (MRI). A MRI recorre ao uso de radiacdo néo ionizante, baseada em campos
magnéticos e ao efeito que estes tém nos atomos de hidrogénio no corpo, oferecendo
um grande contraste e resolucdo espacial. O hidrogénio é abundante na 4gua e por isso
estruturas como a gordura ou 0s vasos sanguineos sao bem visiveis com esta técnica
[19]. Porém, tém custos associados bastante elevados, fazendo com que nado seja
utilizada regularmente como técnica de rastreio [15], servindo principalmente como
primeira técnica de diagnostico adicional ou complementar de suspeitas lesbes
identificadas pela mamografia e/ou ultra-sons. Tumores com pouca vascularizagéo
induzida em tecidos vizinhos ndo sdo muitas vezes detectados. A MRI apresenta uma
sensibilidade de aproximadamente 90% e uma especificidade entre os 37% e 0s 86%
[20]. Quanto a classificacdo de tumores, Jacobs et al. [20] apresentou 100% de
performance na classificagdo de tumores benignos e malignos em 36 pacientes.

As duas outras técnicas de imagem, Cintimamografia e a Tomografia por
Emissédo de Positrbes (PET) apresentam custos bastante elevados, assim como é
necessaria a utlizacdo de agentes radioactivos. Muito resumidamente, na
Cintimamografia um radiofarmaco é injectado no paciente, esse radiofarmaco acumula-
se nas zonas lesadas. O radiofarmaco ir4 emitir radiacdo que sera detectada por uma
camara de raios gama que constréi a imagem [9]. Apesar da Cintimamografia detectar
com sucesso tumores vascularizados, o nimero de falsos positivos varia entre 0s 66% e
0s 73% e o numero de falsos negativos entre 2% e 8% [9]. Segundo Nass et al. [9] esta
técnica apresente niveis de sensibilidade entre 75% e 94% e de especificidade entre
80% e 89%. Num exame de PET, um agente radioactivo, marcado com um is6topo
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emissor de positrbes, € injectado no paciente um radiofarmaco. O radioisétopo sofre
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decaimentos, libertando positrdes, que ao interagir com um electrdo emite dois fotdes de
511 keV com um angulo de 180° entre eles. Quando os fotdes nao interagem com a
matéria e sdo detectados, huma janela temporal estabelecida, em locais opostos é
considerada uma coincidéncia verdadeira. S6 estas coincidéncias contribuem para a
formacdo da imagem. O PET nao permite uma diferenciacdo entre tumores benignos e
malignos [21] e os tumores pequenos (<lcm) sdo de dificil deteccdo. E uma técnica
conveniente para pacientes com resultados inconclusivos nos métodos convencionais
[22] e para detectar reincidéncias em pacientes que j& efectuaram tratamento [23].
Apresenta uma sensibilidade de entre 80% e 100% e especificidade entre 75% e 85%
[9]. Contudo, o seu grande problema é o alto custo e o facto do agente radioactivo ter
um tempo limitado de acgéo pelo facto do seu fabrico ter que ser relativamente proximo
do local do exame [22]. De realcar que quanto menor for o tempo de vida do agente
radioactivo, menos sera a radiacao a que o paciente estara exposto [24].

Na tentativa de colmatar as falhas das técnicas referidas acima surge a imagem
por microondas (Microwave Imaging, MI) [25, 26]. As principais caracteristicas que
fazem desta técnica uma das mais promissoras para ser utilizada como técnica de
rastreio para detecgéo e classificagdo do cancro da mama € ser de baixo custo, ndo
invasiva, utilizar radiagdo néo-ionizante, ser confortavel para a paciente e permitir alta
resolucao [27, 28].

A imagem por microondas baseia-se nas diferencas das propriedades
dieléctricas a nivel molecular em vez de anatdmicas (densidade) dos tecidos da mama e
das massas cancerigenas[10]. Estas propriedades tém sido estudadas até aos dias de
hoje. Até 2007 diversos estudos relatavam que a vascularizagdo nos tecidos malignos
induz a presenca de uma maior concentracdo de agua nestes tecidos. Essa diferenca
na concentracdo de agua entre tecidos malignos e normais, sera expressa pela
magnitude dos sinais recebidos conseguindo-se identificar a presenca de tecido
malignos [26, 29, 30]. Apesar dos estudos anteriormente referidos reportarem que 0s
tecidos normais e os tecidos malignos tém propriedades dieléctricas diferentes, em 2007
Lazebnik et al. [31, 32] conduziu um estudo em larga escala sobre o contraste destas
propriedades entre varios tipos de tecido saudavel (adiposo e fibroglandular) e tecidos
de tumores benignos e malignos. Lazebnik descobriu que as propriedades entre tecido
fibroglandular e tumoral sdo muito semelhantes e que existem diferencas nas
propriedades dieléctricas entre tecido adiposo e tecido tumoral. Entre tumores malignos
e benignos foi concluido n&o existirem diferencas significativas. Nao sendo as
propriedades dieléctricas determinantes para a classificacdo de tumores é entédo
necessario analisar outras caracteristicas. Neste trabalho é proposta uma classifica¢éo

baseada na assinatura do tumor (Radar Target Signature, RTS)[33].
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Trés diferentes abordagens tém sido propostas para obter imagem médica por
microondas: Radar de Banda Ultra Larga (UWB Radar Imaging), utilizado neste
trabalho, Tomografia por Microondas (Microwave Tomography) e métodos de Time-
Reversal Finite-Difference Time Domain (FDTD) [27]. O UWB Radar Imaging envolve a
iluminacdo da mama com um pulso de ondas de banda ultra-larga (na frequéncia de
microondas) de uma, ou mais, antenas em localizagbes diferentes, gravando o sinal
resultante por retrodispersédo (backscattered signal). Os sinais sdo depois processados
de modo a calcular a localizagéo do tumor [25, 28, 34, 35].

Chen et al. [36], em 2007, comecou o seu estudo sobre o impacto da morfologia
dos tumores nas suas assinaturas em sistemas de UWB Imaging analisando a resposta
tardia do sinal de retrodispersdo no dominio temporal. Os fantbmas 2D, homogéneos,
utilizados foram baseados nas descobertas feitas por Rangayyan et al. [37] sobre as
diferencas das formas e texturas entre tumores malignos e benignos. Rangayyan et al.
caracterizou os tumores benignos com contornos ovais e 0s tumores malignos com
contornos irregular, espiculados. Chen, no seu trabalho, utilizou um sistema
monoestatico em que a antena emissora é também receptora do sinal. Em 2008, Chen
et al. [38], adicionou alguma heterogeneidade aos fantdmas. Foram criados fantdmas
dos trés grupos definidos por Lazebnik et al. [32]. Chen obteve resultados satisfatérios e
promissores para tumores com grande quantidade de tecido adiposo presente mas o
mesmo n&o se verificou para tumores com grande presenca de tecido fibroglandular.

Chen et al. [39, 40] deu seguimento aos seus estudos anteriores melhorando o
sistema de aquisicdo de dados para um modelo multiestdtico mais evoluido. Este
modelo possui mais do que uma antena, emitindo cada uma delas, a vez, um pulso de
UWB sendo todas as outras antenas usadas como receptoras. Os modelos dos
tumores, projectados da mesma forma que nos estudos anteriores, foram separados,
consoante a sua geometria em duas categorias: benignos (ovais e macrolobulados) e
malignos (microlobulados e espiculados). Foi atingida, para uma classificacdo baseada
na forma do tumor, uma performance de 86,7%.

Teo et al. [41] focou-se na primeira parte do sinal de retrodispersdo no dominio
temporal, visto conter a maior intensidade do sinal. Foram utilizadas cinco antenas,
simultaneamente receptoras e emissoras, e a localizacdo do tumor era sensivelmente
conhecida. Os 60 tumores foram separados em dois grupos, 30 lisos e 30 espiculados,
gue foram correctamente separados.

No que a classificagéo 3D diz respeito, Davis et al. [42] classificou um conjunto
de tumores numéricos, analisando as suas assinaturas, baseado na forma e tamanho
do tumor. Os modelos numéricos foram construidos com base em Gaussian Random

Spheres (GRSs) permitindo diferentes irregularidades na forma. Foram consideradas
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trés formas: lisos, microlobulados e espiculados; e quatro tamanhos diferentes, variando
desde 2,5 a 10 mm de raio. Foram utilizados dois métodos para extrac¢cdo de
caracteristicas, Local Discriminant Bases (LDB) e Analise de Componentes Principais
(do inglés, Principal Component Analysis, PCA), combinadas com o classificador
Andlise Discriminante Linear (do inglés, Linear Driscriminant Analysis LDA). Davis et al.
considerou uma classificacdo s6 por tamanho, uma sé pela forma e uma separando
primeiro por tamanho e depois por forma, obtendo performances de 97%, 70% e 86%
respectivamente.

Desde 2010, Conceicdo et al. [27, 33, 43-45], tem vindo a estudar as
potencialidades do Radar de Banda Ultra Larga na classificagdo de tumores. Conceigéo
et al. criou uma base de dados de 480 modelos numéricos de tumores baseados em
GRSs. Quatro tamanhos e quatro formas foram considerados. Trés métodos para
extraccdo de caracteristicas relevantes foram aplicados: Andlise de Componentes
Principais, Analise de Componentes Independentes (do inglés Independent Component
Analysis, ICA) e Transformada Discreta de Wavelet (do inglés Discrete Wavelet
Transform, DWT). Cada um destes métodos foi combinado com trés classificadores:
Andlise Discriminante Linear, Analise Discriminante Quadratica (do inglés Quadratic
Discriminant Analysis, QDA) e Support Vector Machines (SVM). Vérias arquitecturas
foram estudadas, combinando em algumas delas a separacgéo por tamanho e depois por
forma e vice-versa [27]. Foram estudados cendrios homogéneos e heterogéneos [33].

As principais técnicas para a classificagdo de tumores detectados s&o o0s

métodos para extrac¢do de caracteristicas em conjunto com os classificadores, como
utilizado em [27, 42-45]. No presente trabalho foram utilizados os mesmos métodos e
classificadores que Conceicdo [27]. Trés métodos para extraccado de caracteristicas
relevantes: PCA, ICA e DWT. Estes métodos foram comparados usando trés métodos
de classificacdo diferentes: LDA, QDA e SVM. O funcionamento destes métodos e
classificadores é explicado em 2.3.
Nestes paragrafos sera descrito um breve resumo do que serd mostrado em cada
capitulo. Esta dissertacao esta dividida em 4 capitulos, sendo o primeiro, a presente
introducdo. Na introducéo foi apresentado o panorama do cancro no Mundo e em
particular do cancro da mama. Foi também apresentado o estado da arte sobre as
técnicas de deteccao e diagndstico de tumores mamarios.

No capitulo 2 serdo abordados os aspectos tedricos fundamentais para a
compreens&o do resto do trabalho. E feita uma breve apresentacéo sobre a anatomia da
mama, explicado o processo da formagcdo de tumores e sdo apresentadas as

propriedades dieléctricas dos tecidos mamarios.
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Ainda no capitulo 2, é explicado o funcionamento do Radar de Banda Ultra Larga
(UWB), para a parte da simulacdo baseada em tumores numéricos (Gaussian Random
Spheres, GRSs) assim como para o protétipo com modelos reais de tumores. A teoria
dos métodos para extraccdo de caracteristicas relevantes e dos classificadores é
explicada no final do capitulo.

O capitulo 3 é referente aos resultados do estudo realizado com os modelos
numéricos de tumores. E explicado como estes modelos sdo gerados, a base de dados
utilizada e as arquitecturas aplicadas aos classificadores. No final sdo apresentados e
discutidos os resultados e feitas as respectivas conclusdes.

No capitulo 4, referente ao estudo realizado com fantémas fisicos de tumores, é
explicado o seu fabrico assim como o dos modelos de tecido fibroglandular. Os
resultados sdo mostrados e discutidos e por fim sdo feitas as conclusdes. Algumas
limitagOes e perspectivas futuras sdo apresentadas.
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2 Conceitos Teoricos

2.1 Contexto tedrico

2.1.1 Anatomia da mama

A mama é constituida por trés tipos de tecido: tecido adiposo, tecido conectivo e
glandulas mamérias [46]. As proporcdes entre estes tecidos, a quantidade de agua,
gordura e tecido fibroglandular variam consoante a pessoa e 0 seu estado hormonal
(gravida, fase do ciclo da menstruacéo ou na menopausa) [10, 47].

Imediatamente sob a pele encontra-se o tecido adiposo, que é composto por
células vesiculares cheias de gordura e organizadas em l6bulos separados pelo
ligamento de Cooper. O tecido mais interno da mama consiste nas glandulas mamarias
e no tecido conjuntivo (colagénio e elastina)[46, 48]. A mama tem um complexo conjunto
de vasos sanguineos e uma complexa rede linfatica [49]. Cada mama tem cerca de 15 a
20 seccdes chamadas lobos com muitas sec¢des menores chamadas I6bulos que por
sua vez contém grupos de pequenas glandulas que podem produzir leite. A maioria das
mamas contém tecido adiposo abundante, ao qual esta associado o desenvolvimento de
cancro na mama [50]. Internamente a mama é separada do musculo grande peitoral por
uma camada fina de tecido conjuntivo laxo com tecido adiposo, conhecida por espaco
retromamario [48]. Na Figura 2.1 esta representado um corte sagital de uma mama

feminina.
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Figura 2.1 Anatomia da mama. Corte sagital.
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2.1.2 Cancro da mama e formacado de tumores

O cancro é o crescimento e metastizacdo de células descontrolada que pode
afectar qualquer parte do corpo [51]. Para tentar perceber melhor o cancro é essencial
perceber como as células normais se tornam células cancerigenas. Cada célula contém
no seu nicleo o material genético (Acido Desoxirribonucleico, ADN) que controla a
célula, decidindo o que faz, quando se reproduz e até quando morre. Cada tipo de
célula tem a sua funcdo, no conjunto elas séo responséaveis pelas fungbes vitais do
organismo, como garantir o transporte do oxigénio para todo o corpo, controlar a
nutricdo, combater doencas, armazenamento de energia, entre outras. Quando as
células envelhecem ou se danificam normalmente morrem e sdo substituidas por novas
células. Contudo, este processo pode ndo ocorrer como previsto, danificando ou
alterando o ADN. Essas alteracfes sdo chamadas de mutacbes e causam um
crescimento e divisdo anormal das células. Estas células, que sofrerdo ciclos de
replicacdo diferentes das células normais, sdo denominadas de células tumorais.
Conforme as mutagfes que sofreram, uma certa quantidade de informag&o genética foi
perdida ou modificada, o0 que define o grau de malignidade presente [52, 53]. Os
tumores podem ser benignos ou malignos. De notar que sé os tumores malignos sdo
cancerigenos [53]. A partida, os tumores benignos ndo sdo nocivos para a pessoa. No
entanto, se afectarem glandulas hormonais préximas ou se comprimirem outros 6rgaos
com 0 seu crescimento, podem representar uma ameaga.

As caracteristicas principais dos tumores benignos sao:

¢ Normalmente crescem a um ritmo lento
o Frequentemente podem ser retirados e tém taxas menores de reincidéncia
e Na&o migram para outras partes do corpo

E as dos tumores malignos:

o Crescem/replicam-se a um ritmo elevado
e Podem invadir tecidos vizinhos, destruindo-os

¢ Migram para outras partes do corpo [52, 53]
Com dito anteriormente, os tumores crescem localmente ou podem-se migrar

para outras partes do corpo. As principais razdes de ser de dificil cura é a incapacidade

de isolamento das células tumorais e saudaveis e a metastizacdo, a migracdo das
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células tumorais para outras partes do corpo. As principais formas de os tumores se
espalharem é através do sistema sanguineo e linfatico [53].

As células dos tumores sofrem diversas alteracbes, algumas delas a nivel
anatomico. O citoesqueleto fica desorganizado causando a perda da forma original da
célula, que se torna mais arredondada. Devido a alteracbes da superficie da célula, a
permeabilidade da mesma é afectada, fazendo com que os tecidos do tumor absorvam
mais agua do que as células normais. O aumento de agua nos tecidos aumenta a
condutividade e a permitividade [26, 29]. Devido ao grande crescimento das células do
tumor ha também um aumento da vascularizacdo (angiogénese) de modo a fornecer
nutricdo as células [26].

Todas estas alteracfes sdo importantes para deteccédo e avaliagdo de tumores.
Outras caracteristicas que provaram ser Uteis em termos de classificagdo séo
caracteristicas baseadas no tamanho, forma, contornos, textura da superficie,
profundidade, localizacdo e densidade dos tumores [26, 37, 42, 44, 48]. Quanto a forma
e textura, os tumores benignos tém uma textura lisa e suave, com contornos ovais ou
macrolobulados, enquanto os tumores malignos apresentam uma forma mais irregular,

espiculada ou microlobulada e uma textura aspera [12, 13, 35, 37].

2.1.3 Propriedades dieléctricas

Como referido anteriormente, as células cancerigenas sofrem diversas
alteracdes quimicas e fisioldgicas. Do ponto de vista da imagem por microondas, estes
factores levam a uma mudanca das propriedades dieléctricas das células cancerigenas:
condutividade e permitividade [27].

Muitos estudos [48, 54-59] foram publicados com o objectivo de conhecer e
perceber as diferencas destas propriedades nos tecidos normais e de tumores da
mama. No entanto, até 2007, todos os estudos efectuados apresentavam limitacées,
originando que nem todos estivessem de acordo. Um resumo dos estudos referidos
anteriormente foi feito por Sha et al. [60] e por Lazebnik et al. [31]. A maioria desses
estudos envolviam uma pequena populagédo de pacientes, ndo incluia todos os tipos de
tecido normal, benigno e maligno, e, com raras excepcoes, ndo se estendiam acima dos
3,2 GHz [31]. Lazebnik et al. [31] atribui as discrepancias observadas a variabilidade dos
procedimentos e protocolos usados nos diferentes estudos combinado com o desafio
inerente da caracterizacdo dos tecidos da mama, que séo, de facto, bastante
heterogéneos. Lazebnik, fundamentando-se na existéncia de tal heterogeneidade, inicia
um estudo a larga escala dividido em duas partes. No primeiro estudo, Lazebnik

estudou as propriedades dieléctricas do tecido normal da mama obtido de cirurgias de
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reducdo da mama, e portanto tecidos saudaveis [31]. No segundo estudo estudou as
propriedades dieléctricas do tecido da mama normal, benigno e maligno, obtidos através
de cirurgias para remocéao de cancro [32].

Em ambos os estudos as medi¢c6es das propriedades dieléctricas foram feitas
desde os 0,5 aos 20 GHz usando uma sonda coaxial de volume variavel. As amostras
foram categorizadas em 3 grupos consoante a percentagem de tecido adiposo presente
na amostra. O grupo 1 contém as amostras com 0-30% de tecido adiposo (grupo com
maior presenca de agua), o grupo 2 contém as amostras com 31-84% de tecido adiposo
e 0 grupo 3 contém as amostras com 85-100% de tecido adiposo (grupo com menor
presenca de agua).

Lazebnik, no primeiro estudo [31], mostrou que as propriedades dieléctricas do
tecido mamario s@o principalmente determinadas pela quantidade de tecido adiposo
presente em cada amostra. Quanto menos tecido adiposo presente, mais é a
guantidade de agua e por isso maiores sdo os valores de condutividade e permitividade.
Foi concluido também que factores secundarios como a idade do paciente, a
temperatura do tecido e o tempo entre a excisdo e a medicdo dos valores de
propriedades dieléctricas tém efeitos minimos nas propriedades dieléctricas observadas.
Por ultimo, foi descoberto que n&o existem diferencas estatisticamente significativas
entre a variabilidade da constante dieléctrica e na condutividade efectiva intra-paciente e
entre-pacientes.

Para Lazebnik, as principais diferencas entre o seu estudo e estudos anteriores
em pequena escala sdo: a maior importancia dada a heterogeneidade na mama, uma
maior gama de frequéncias utilizadas e as amostras ndao serem obtidas somente de
cirurgias para remocao do cancro. As propriedades dieléctricas apresentaram valores
mais baixos para os grupos com elevadas quantidades de tecido adiposo do que
previamente reportado, e valores mais altos para os grupos com menos quantidade de
tecido adiposo. Este estudo foi importante porque caracteriza os tecidos de uma mama
saudavel, sendo util para comparacéo e validacdo de dados obtidos de outras amostra
noutros estudos.

No segundo estudo [32], Lazebnik estuda as propriedades dieléctricas de
amostras de tecido normal (adiposo, glandular e conjuntivo), benigno e maligno da
mama obtidos de cirurgias para remocao do cancro da mama.

Os resultados obtidos estdo, na maioria, de acordo com alguns estudo publicados
anteriormente [54, 55, 58].

Em [32] foi descoberto que as propriedades dieléctricas de tecidos removidos

através de cirurgia ao cancro apresentam valores menores que os dos tecidos obtidos

pelas cirurgias de reducdo mamaria (mastectomia). Isto deve-se ao facto dos tumores,
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por norma, se desenvolverem em tecidos glandulares. Comos os tecidos obtidos nas
cirurgias de remocdo do cancro foram retirados de zonas afastadas do tumor, com
grande concentracdo de tecido adiposo, apresentam valores das propriedades
dieléctricas mais baixos. Quanto as diferencas entre tecido normal e maligno ndo foram
registadas diferencas estatisticamente significativas [32].

Estes estudos [31, 32] proporcionam uma base de dados de propriedades
dieléctricas para tecidos da mama e tumorais bastante detalhada, o que foi crucial para
o desenvolvimento dos fantdbmas numéricos utilizados neste trabalho e desenvolvidos
em [27].

Mais recentemente, Halter et al. [61] , apesar de algumas limitagbes do seu
estudo, nomeadamente em relagdo ao pequeno numero de pacientes, observou que
poderdo haver algumas limitagdes relacionadas com medicbes ex vivo no estudo de
Lazebnik et al. [31, 32].

2.2 Radar de Banda Ultra Larga (UWB)

Técnicas de imagem e da classificagcao recorrendo a ondas microondas tém sido
estudadas h& mais de uma década. Muitos estudos foram feitos a base de simulagdes
e, nos Ultimos anos, alguns protétipos foram construidos, com resultados publicados
[62-66]. Outros estudos explorando as capacidades do radar UWB para classificacéo de
tumores com base no tamanho e/ou na forma foram publicados [33, 42-45, 67]. Uma
explicacdo do funcionamento e aquisi¢cdo de dados tanto da simulagdo num computador

como num prototipo é de seguida apresentada.

2.2.1 Simulacéo de Sistema de Radar UWB

Tipicamente, as antenas estdo colocadas a volta da mama e cada uma delas
funciona como geradoras e receptoras. Um sistema s6 com uma antena, que envia e
recebe o seu préprio sinal € chamado de monoestéatico e um sistema em que todas as
antenas sdo receptoras do sinal gerado por uma delas é um sistema multiestético.
Neste trabalho, foi utilizado um sistema multiestatico para as simulagdes com modelos
numéricos e um sistema monoestatico na utilizacdo do protétipo para os modelos
fisicos. Um esquema de um tipico sistema multiestatico de imagem de UWB é mostrado

na Figura 2.2.
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Figura 2.2 Esquema genérico de um sistema multiestatico de imagem por UWB adaptado de
[27].

De notar que os sinais usados neste trabalho para classificacdo ndo necessitam
de ser processados por um eliminador de artefactos nem por um Beamformer porque

sao trabalhados em bruto.

2.2.1.1 Simulagao dos tecidos e aquisi¢cdo dos sinais

As simulagbes sdo efectuadas com o uso do método de modulacdo FDTD
(Diferengas Finitas no Dominio do Tempo, do inglés Finite-Difference Time-Domain)
para gerar modelos da mama anatomicamente correctos e com propriedades
dieléctricas adequadas. O FDTD é o método numérico mais utilizado para modelagéo de
propagacao de sinais electromagnéticos em tecidos bioldgicos [68]. De modo a analisar
a assinatura do tumor (do inglés Radio Target Signhature, RTS), os dados resultantes por
retrodispersdo foram generados por uma simulacdo de Campo-Total/Campo-Disperso
(Total-Field/Scattered-Field, TF/SF), explicada nos préximos sub-capitulos.

2.2.1.2 FDTD

A técnica das Diferengas Finitas no Dominio do Tempo permite a analise de
interaccdes de ondas electromagnéticas com o material do corpo de formas arbitrérias.
O método das FDTD é caracterizado pelas equacdes de Maxwell. As FDTD foram
aplicadas pela primeira vez as equacfes de Maxwell por Yee et al. [69]. Desde entao,
esta técnica tem vindo a ser desenvolvida e refinada, sendo aplicada a muitos

problemas de propagacao, radiacao e dispersdo de ondas electromagnéticas. A técnica
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€ explicada por Taflove e Hagness et al. [70]. Taflove e Hagness em [43] apresentam
varias razfes para que esta técnica continue a ser explorada e aprimorada, como por
exemplo: ndo usar algebra linear, apresentar um bom grau de exactiddo e tratar o
comportamento ndo-linear de forma natural.

O método FDTD consiste em resolver as equa¢cBes de Maxwell no dominio do
tempo e num determinado espago pré-definido, calculando as derivadas em ordem ao
tempo e em ordem ao espaco, atraves de diferencas finitas.

dE. 1 N
EZE_OVXH Equacéo 2.1
dH 1 .
EZM_OVXE Equacéo 2.2

em que €, € u, sdo a permitividade eléctrica e a permeabilidade magnética,
respectivamente. dt e dx estdo relacionadas através de

_dx

dt Equacéo 2.3

Co
em que c, representa a velocidade da luz no vacuo.
Para o presente trabalho, baseado em [27], a dependéncia da frequéncia natural
do tecido biol6gico é incorporada no modelo numérico FDTD através do modelo de

Debye, definido por Luebbers et al. [71]:

2,4
jweg 1+ jwt

er(w) =€ + Equac&o 2.4

em que w = 2nf € a frequéncia angular e os parametros especificos para cada tipo de
tecido sao: €, a permitividade relativa, €, a permitividade no vacuo, y; a susceptibilidade

eléctrica, o a condutividade e 7 o tempo de relaxacao.

Tanto os tecidos da mama como os do tumor sdo implementados numa
simulacdo de FDTD utilizando os parametros de Debye como estabelecido em [31, 32].
Para os tecidos malignos: €,,= 6,749, Ae = 50,09, o, = 0,794 sm™ et = 10,50 ps e para
os tecidos adiposos homogéneos: e, = 3,140, Ae = 1,708, o, = 0,036 sm™ e T = 14,65

ps. A resolucdo da matriz cubica utilizada para o FDTD é de 0,5 mm.

2.2.1.3 TFI/SF

Assim como Davis et al. [42], os dados resultantes por retrodipersdo de um alvo
dieléctrico sdo calculados através de uma aproximacdo a um Campo-Total/Campo-
Disperso (do inglés Total-Field/Scattered-Field, TF/SF).
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As dimensdes utilizadas para este trabalho foram as mesmas utilizadas por
Conceicao et al. [44]. A matriz espacial 3D do FDTD é particionada em duas regibes,
campo total (do inglés Total Field, TF) e campo disperso (do inglés Scattered Field, SF).
O tumor esta completamente incorporado no campo total, um cubo localizado no centro
do SF com 40 mm cada lado. O campo disperso (SF) é um prisma quadrado com base
de 153,5 mm de lado e altura 137,5 mm. A origem de ambos os campos é no ponto
(0,0,00 mm. A regido do TF/SF é constituida por uma UPML (do inglés, Uniaxial
Perfectly Matched Layer) com 6 mm com o objectivo de suprimir qualquer reflexdo das
fronteiras [42, 44, 71].

BD _| T T T T T T T |_
[=]
B0 - 9
-+
af 1
20F 4
-+
g oF - o 4
» i
+
20k 4
A0k 4
Y
B0k 4
(8]
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S0 B0 40 20 0 20 40 b0 &0
Z (mm)

Figura 2.3 Seccéao transversal da matriz espacial 3D do FDTD. O tumor respresentado, um tumor
espiculado localizado no centro do TF, é iluminado por uma onda plana (as setas indicam a
direccdo da onda e a linha preta a sua origem) propagando-se na direc¢do de z+ e 0s sinais por
retrodispersdo sdo gravados na localizacdo do primeiro observador: (0,0,-74) mm (representado
pelo circulo preenchido). Os quatro pontos de observacao estao representados por circulos.

A frequéncia da simulagédo de FDTD é 1200 GHz. Uma onde plana é transmitida
em direc¢do ao alvo (tumor) em quatro diferentes angulos, equidistantes do alvo. Os
guatro pontos diferentes de observacdo estdo representados na Figura 2.3, o primeiro
por um circulo preenchido e os outros por circulos vazios. Estédo todos localizados no SF
e as suas coordenadas sao: (0,0,-74), (-74,0,0), (0,0,74) e (74,0,0) mm, nos eixos

(x,y,z), por ordem do primeiro ao quarto. Os resultantes sinais co-polarizados séo

16



2. Conceitos Tedricos

gravados e analisados pelos mesmos quatro pontos de observacdo. De notar que sé os
sinais co-polarizados sdo gravados uma vez que foi descoberto por ser suficiente para
uma alta performance sem extra custos computacionais [42, 44].

O pulso incidente € um pulso Gaussiano modulado com centro de frequéncia em
6 GHz e largura temporal de 160 ps [42]. Para o primeiro e 0 terceiro pontos de
observacdo, o pulso é linearmente polarizado na direccdo x e y e transmitido na
direccdo z enquanto que para o segundo e quarto pontos de observagao, o pulso é
polarizado na direccdo y e z e transmitido na direccdo x. Cada um dos quatro sinais por
retrodispersdo sao gravados sem a presenca do tumor e subtraidos, respectivamente, a
cada um dos quatro sinais adquiridos para cada tumor. O sinal sofre depois um
processo de reducdo da amostragem, denominado de downsample, e é reduzido de
1200 para 75GHz.

2.2.2 Prétotipos de UWB

Depois dos testes com simulagdes, a etapa seguinte inclui os estudos feitos com
fantdmas fisicos com a utilizagdo de prototipos. Nos Ultimos anos alguns prototipos e
tipos de fantémas fisicos foram propostos para detecc¢édo e reconstrugdo de imagem [62-
66]. Embora esta tecnologia ja tenha sido utilizada em pequenos ensaios clinicos, ainda
nao ha nenhum sistema comercial disponivel [64, 72]. No que diz respeito a
classificagdo pela forma, este estudo € o primeiro a ser feito com um prototipo e
fantbmas fisicos, com resultados publicados [73]. No préximo sub-capitulo é
apresentada a metodologia utilizada, englobando os materiais e a aquisicdo de dados,

sendo que o fabrico dos fantémas é explicado no capitulo 4.1.1.

2.2.2.1 Metodologia

O sistema é formado por um tanque de acrilico de dimensdes 56 x 56 x 40 cm,
cheio com éleo de canola de modo a haver uma correspondéncia da impedancia entre a
antena e o fantbma da mama. As caracteristicas dieléctricas do 6leo de canola sao
descritas num estudo de Fear et al. [74].

Os sinais sdo gravados usando um modelo monoestatico, em que a mesma
antena serve como transmissora e receptora. A resposta do fantdma é gravada com o
uso de um Analisador de Rede Vectorial (ARV) que funciona como gerador de ondas e
gravador de sinais. Uma antena Vivaldi, como permitividade de 2,65 e tangente de
perdas igual a 0,0022, é conectada ao ARV por um cabo de 50 Q e é fixada na parede

interior do tanque numa estrutura de acrilico & prova de 4gua. Esta metodologia ja

17



2. Conceitos Tedricos

provou ser mais robusta comparada com modelos multiestaticos , onde sdo utilizados
varios pares de antenas [75]. Em contra partida grava muito menos sinais do que o0s
modelos multiestaticos. A antena emite um sinal com uma largura de banda de 5 GHz
com um centro de frequéncia de 3,5 GHz. As suas dimensfes sao de 12 x 10,5 cm. O

protétipo, com o fantébma do tumor colocado no centro é mostrado na Figura 2.4.

Figura 2.4 Prot6tipo do sistema de UWB com o fantdma do timor, verde, colocado ao centro.

Os fantdmas sdo posicionados no centro do tanque numa plataforma giratéria
(através de um motor). Num sistema clinico, seria a antena a rodar em torno da mama
mas este protétipo ndo foi projectado nesse sentido, sendo o fantbma girado 144 vezes
em rotacdes de 2,5° cada. Apos cada rotagdo uma onda de fequéncia crescente de 1 a
6 GHz é emitida em direc¢do ao fantbma. Sendo o tanque de acrilico, ir& reflectir o sinal
sendo essas reflexdes detectadas pela antena receptora. Para eliminar essas reflexdes,
é feita uma extraccdo de dados sem a presenca do fantbma e o resultado é subtraido
aguele obtido com a presenca do fantdma. Assim, qualquer resposta que nao seja do
fantdma é ignorada. Todo o processo é descrito detalhadamente em [65].

Uma vez que os dados extraidos pelo ARV estdo em funcdo da frequéncia, é
necessario aplicar a Transformada Inversa de Fourrier para obter os dados no dominio
do tempo. A assinatura do tumor (RTS) é entdo extraida a partir dos sinais no dominio
do tempo. Tem-se entdo os dados prontos para a aplicacdo dos métodos para extrac¢ao

de caracteristicas relevantes e dos classificadores.

18



2. Conceitos Tedricos

2.3 Poés-processamento do sinal

Para o presente trabalho foram utilizados ao todo trés métodos para extrac¢ao
de caracteristicas relevantes — Analise de Componentes Principais (PCA), Andlise de
Componentes Independentes (ICA) e Transformada Discreta de Wavelet (DWT) — e trés
classificadores — Analise Discriminante Linear (LDA), Andlise Discriminante Quadratica
(QDA) e Support Vector Machines (SVM).

2.3.1 Métodos para Extraccdo de Caracteristicas Relevantes

Muitas vezes, num processo de classificagcao, o excessivo numero de variaveis e
a dimenséo de dados podem ser um problema. Para uma classificagdo mais fidedigna e
também para diminuir o custo computacional é essencial aplicar um método para
extraccdo de caracteristicas relevantes. Estes métodos tém a capacidade de extrair as
caracteristicas mais significativas de cada sinal, reduzindo a sua dimens&o. Os trés

métodos utilizados sdo o PCA, ICA e DWT, cujo funcionamento é explicado nos

proximos sub-capitulos.

2.3.1.1 Analise de Componentes Principais

O PCA, desenvolvido por Pearson, em 1901 e por Hotelling [76] em 1933, é
provavelmente a técnica de reducdo da dimensdo de um conjunto de dados mas
utilizada globalmente. O objectivo do método é reduzir a dimensdo de dados com
variaveis multiplas, preservando o maximo de informacdo possivel, eliminando
informacdo desnecessaria como ruido [77] e por vezes, até mesmo, revelando
estruturas simplificadas escondidas [78]. O método é detalhadamente descrito por
Jolliffe et al. [79] e uma breve explicacéo é feita de seguida.

O PCA utiliza algebra linear para transformar os dados para um novo sistema de
coordenadas. As novas variaveis, 0s componentes principais, sdo funcdes lineares das
variaveis originais e nao sao correlacionadas [77]. As novas variaveis que sao utilizadas
sS40 menos que as originais e assim reduz-se a dimensao dos dados, preservando a
informacgé&o essencial [79]. O conjunto de dados tem uma variancia total, que é a soma
das variancias individuais. Os componentes principais sdo ordenados por ordem
decrescente de variancia. Assim, a primeira varidvel sera aquela que contém mais
informacgéo e as Ultimas poderdo ser descartadas por ndo acrescentarem informacao
significativa ao nosso conjunto de dados [80]. Cabe ao utilizador depois definir o nimero

de componentes a utilizar.
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A seleccdo de bases apropriadas € um importante passo para a classificacao
porque define as caracteristicas candidatas a componentes principais. Quanto menos
componentes principais obtivermos, mais pequeno sera 0 nosso conjunto de dados e
por isso mais baixo serd o custo computacional. Para obter os componentes principais
de uma matriz X representada por (m X n), em que m é o nimero de medi¢cdes e n o
numero de amostras, subtrai-se a média das amostras e os dados centrados sao

representados pela sua expanséo de Karhunen-Loéve:

Ny
X—E{X} = Z O hm Equacéo 2.5
n

em que h,, é a base formada pelos vectores préprios da matrix de co-variancia C , 9,,

representa os coeficientes das bases de expanséo e Ny, € a dimensao do problema [42].

2.3.1.2 Andlise de Componentes Independentes

O ICA pode ser visto como uma extensdo do PCA na medida em que o PCA so6
descorrelaciona os sinais (estatistica de 22 ordem) enquanto o ICA reduz a sua
dependéncia em ordens mais elevadas, com o objectivo de atingir independéncia,
obtendo componentes linear e ndo linearmente descorrelacionados [81, 82]. Uma
explicacdo mais detalhada sobre estes termos pode ser encontrada em [81] Enquanto o
PCA trabalha com dados gaussianos, o objetivo do ICA é encontrar uma representagao
de dados ndo-gaussiana para que 0s componentes sejam estatisticamente o mais
independentes possivel. Este método apresenta como principais limitagcbes o facto de
nao ser possivel determinar nem as variancias dos componentes independentes, nem a
ordem dos mesmos [81].

Para explicar o ICA tomemos entdo n dados observaveis xy, ..., xy que resultam
de uma combinagdo linear de N variaveis aleatorias s,,..,sy estatisticamente
independentes entre si:

X; =aj1 " S1+ ajp - S+ +aiysy,Vi=1,...,N Equacéo 2.6

Em notag&o matricial tem-se:

x =As Equacéo 2.7

A matriz A, composta pelos coeficientes a;;, € a matriz de mistura do problema,

gue relaciona x com s. Neste modelo, apenas as variaveis aleatérias x; sdo conhecidas,

e a partir delas serdo estimados os coeficientes de mistura a;; € as componentes

independentes s; [81, 83].
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O ICA assume que os componentes s; sao estatisticamente independentes e
garante que 0s componentes independentes tém que ter uma distribuicdo néo-
gaussiana. A matriz A é entdo estimada de modo a minimizar a informa¢édo em comum
dos componentes independentes com distribuicdo ndo-gaussiana. Os componentes
independentes sdo obtidos através da matriz W, inversa de A:

s=Wx Equacéo 2.8

Existem varios algoritmos desenvolvidos para calcular eficientemente a matriz A.
O FastICA, baseia-se hum esquema de iteracao de pontos fixos para que a distribuicdo
seja 0 mais ndo-gaussiana possivel [81] — este algoritmo € utilizado neste trabalho. Uma

descripcéo detalhada do seu funcionamento pode ser encontrada em [81].

2.3.1.3 Transformada Discreta de Wavelet

A Transformada Discreta de Wavelet, baseada em wavelets adaptativas, é outro
método de extraccdo de caracteristicas cujo objectivo € a reducdo e optimizacdo da
informacgé&o discriminada presente. A transformada DWT é uma decomposi¢do do sinal
através da translacdo e dilatacdo da wavelet made. O método produz coeficientes de
wavelets, que sédo usados para a classificagcdo [84].

As wavelets tém sido utilizadas como métodos para extrac¢gdo de caracteristicas
nas ultimas décadas e tém provado ser bastante eficientes. Uma wavelet € uma
pequena porcdo de uma onda. Mais especificamente, sdo funcdes base localizadas que
sédo versoes transladadas e dilatadas de uma wavelet mée. A principal caracterisica das
wavelets é a de serem capazes de providenciar informacédo localizada de frequéncia de
uma funcdo ou sinal. E esta informacdo que da um contributo importante para o
processo de classificagéo [84].

Quando o DWT ¢ aplicado ao conjunto das assinaturas dos tumores (RTS), os
coeficientes das wavelets sdo obtidos pela decomposicdo de um filtro passa-baixo e a
decomposicdo de um filtro passa-alto. Consequentemente, a banda passa-baixo pode
ser dividida outra vez por um filtro passa-baixo e um filtro passa-alto. Este processo
pode-se repetir 0 niumero de vezes desejado pelo utilizador, tendo em conta que por
cada iteraccdo o numero de amostras € reduzido a metade. Os coeficientes finais,
dados por uma sub-banda de frequéncia especifica, sdo fornecidos aos classificadores.

Existe uma grande variedade de wavelets, o que torna complexa a escolha da
wavelet a utilizar em cada problema a resolver. As wavelets estdo organizadas por
familias, contendo cada familia um numero variavel de wavelets. Concei¢do [27]

estudou algumas dessas familias e observou que, para os dados a analisar, a wavelet
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com melhor performance foi a Coiflet 5. De realcar que este método sé foi utilizado para
os sinais referentes aos modelos de tumor numéricos, com a mesma base de dados que
em [27], e ndo para os modelos reais. A Coiflet 5 foi escolhida depois de serem testadas
126 wavelets com o classificador Analise de Discriminantes Linear, descrito em 2.3.2.1.

A frequéncia de banda utilizada corresponde a dos coeficientes da wavelet
obtidos de uma banda passa-baixo obtida depois da descomposi¢éo de um filtro passa-
baixo depois de dois niveis de decomposicdo. Esta banda permitiu melhores
performances do que outras sub-bandas avaliadas até trés e quatro niveis de
decomposigéo [27].

2.3.2 Classificadores

Depois do processamento de reducado de dimensdo feito pelos métodos de
extraccdo de caracteristicas, os dados estdo pronto para ser analisados pelo

classificador. Foram utilizados trés classificadores: LDA, QDA e SVM.

2.3.2.1 Anédlise Discriminante Linear

A analise discriminante linear é uma técnica multivariada muito utilizada para
classificacdo. Cada amostra do conjunto de treino ou do conjunto de teste pode ser
chamada de objecto. Cada objecto do conjunto de treino estd associado a um grupo e
cada objecto do conjunto de teste ird ser classificado como pertencendo a um dos
grupos predefinidos pelo conjunto de treino. Os grupos podem também ser
denominados de classes. Para a aplicacao da analise discriminante é necessario que 0s
grupos para 0s quais cada objecto possa ser classificado sejam predefinidos,
conhecidos a priori. E entdo elaborada uma fungdo matematica, chamada de fungéo
discriminante, utilizada para classificar uma nova amostra como pertencendo a um dos
grupos existentes [85]. O LDA tem a vantagem de ser facilmente visualizavel em termos
geométricos (até 3 dimensdes) e de permitir discriminar mais do que dois grupos, ou
classes, diferentes sem grande complexidade. Este método permite uma discriminacao
de grupos com uma distribuicdo normal multivariada e com matriz de covariancias muito
semelhantes [86-88]. Numa analise discriminante, tem-se variaveis dependentes, que
representam a classe dos objectos, e variaveis independentes, que sdo as
caracteristicas dos objectos que definem cada classe [86].

A separacdo entre grupos é uma linha no caso dos objectos serem definidos por
duas caracteristicas, um plano se forem definidos por trés caracteristicas e um
hiperplano se os objectos forem definidos por mais do que trés caracteristicas. A

classificacdo de um objecto é feita consoante o valor resultante da funcéo discriminante
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aplicada ao objecto em estudo. A funcéo discriminante € uma combinacédo linear de
duas ou mais variaveis independentes [86]. O valor obtido para cada objecto, k, resulta
da multiplicacdo de cada variavel independente, X;;, pelos seus pesos, W;. Conforme
apresentado por Hair et al. [86], a func&o discriminante apresenta a seguinte forma:

Zix = a+ WXy + Wokpp + - + Wy Xinge Equacéao 2.9

em que a € o intercepto (constante) e n o numero total de variaveis independentes.

Caso hajam mais do que dois grupos a serem discriminados, a fungcdo de
classificagdo € derivada uma ou mais vezes, consoante o numero de grupos a serem
discriminados. O critério para a definicdo dos pesos ou coeficientes da combinagéo
linear é a maximizacao da variancia entre os diferentes grupos em relagdo a variancia
dentro dos grupos [86].

Cada grupo tem um centroide associado. O centrdide é a média dos valores Z de
todos os objectos de um grupo. Os centréides sao indispensaveis para a analise dos

pesos e influenciam bastante o processo de classificagado [86, 89].

2.3.2.2 Andlise Discriminante Quadratica

A Andlise Discriminante Quadratica requer as mesmas condigbes que as
apresentadas no subcapitulo anterior para analise descriminante [85]. Também para o
QDA, as variaveis dependentes representam as classes e as variaveis independentes
representam as caracteristicas dos objectos que definem cada classe. Esta técnica
permite a discriminagdo de classes que tenham matrizes de co-variancia
significativamente diferentes, enquanto 0s objectos da classe apresentam uma
distribuicdo normal multivariada com a mesma meédia [85, 88, 90]. Este classificador
oferece maior flexibilidade do que o LDA, correndo o risco de se adaptar demasiado
causando “overfitting” [90].

Para o QDA a regra de classificacdo consiste em atribuir ao objecto uma classe
e através de uma condicao, verificar se este pertence a essa classe. Caso nado pertenca
ird ser feito o mesmo procedimento para as classes seguintes. Num cenario de duas

classes, um objecto x é classificado como pertencendo ao Grupo 1 se se verificar:

i (E3t = 27 Dx — 2% (B3 — 27 ) + (Wb 23 Ty — w2 )
|21 |74 Equac&o 2.10

>In—+2In—
|2 | |75 |
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em que as médias das classes sdo dadas por u,; € u,, € as matrizes de co-variancia por
X, e X,, para os Grupos 1 e 2, respectivamente. m; e m, S840 as probabilidades a priori

do objecto pertencer ao Grupo 1 ou ao Grupo 2, respectivamente [86].

2.3.2.3 Support Vector Machines

O SVM é uma util técnica de classificagdo que utiliza processos de machine
learning, ou seja, aprende através dos dados introduzidos [91, 92].

Para um conjunto de dados linearmente inseparaveis, o SVM define essa
separacdo através de um hiperplano com uma margem associada. Para obter um
hiperplano ideal, a margem tem que ser maximizada. A margem ¢é definida pelos
vectores de cada classe mais proximos da margem, os chamados support vectors [92-

94], como mostrado na Figura 2.5.
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Figura 2.5 Demonstracdo geométrica a duas dimensdes do conceito de hiperplano ideal, margem
e support vectors.

A funcao genérica do hiperplano para um conjunto de dados representado por x
€ dada por:
wx+b=0 Equagéo 2.11

em que w é normal ao hiperplano e b é o termo independente [92].

No caso em que os dados sdo linearmente inseparaveis, para que possa ser
calculado um hiperplano, os dados séo transformados para um espaco de maiores
dimensdes (pode ser de dimenséo infinita) para que os dados possam ser separaveis,
tipicamente em dois grupos [91-95]. O SVM faz a transformacéo dimensional do espaco
com o uso de uma funcdo Kernel (K) [92, 95]. Um exemplo geométrico dessa

transformacéo é apresentado na Figura 2.6.
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Figura 2.6 Transformac¢&o dimensional do espaco feita pela funcdo Kernel.

Neste trabalho utilizou-se uma fungdo de base radial (do inglés, Radial Basis
Function, RBF) como Kernel. A equacao da RBF é dada por:

K(x;,x;) = exp (—y||xl- — xj||2),y >0 Equacédo 2.12

em que y é o factor de escala da Kernel RFB [91]. Para o uso da Kernel é necessario

que os dados possam ser representados pelo produto interno x; - x; [92].

Com referido anteriormente, a margem ¢é definida pelos vectores de cada grupo
mais proximos do hiperplano. Porém, certos pontos, como outliers e ruido podem
influenciar erradamente o célculo da margem. Outliers sdo objectos com caracteristicas
bastante diferentes as caracteristicas tipicas dos outros objectos do seu grupo. Para
reduzir o efeito dos outliers e do ruido € introduzido o conceito de variaveis de folga (em
inglés, soft margins) [92]. Assim, o classificador sera mais generalizado, sendo capaz de
classificar conjuntos de teste independentes [94]. Considere-se um conjunto de objectos
de treino, composto por pares (x;,y;), em que i = 1,...,1 representa cada amostra, x;
representa os vectores de entrada (as caracteristicas) de cada amostra e y; representa

a respectiva classe. A optimizagdo da margem é dada por:
l
min [l(w ‘w) + CZ fi] Equacgéo 2.13
w,b,¢€ |2 e
1=

com as condigbes seguintes: y;(w-x; +b) = 1—-¢; e & =0, em que &; é uma variavel

que representa o erro e que permite a flexibilizag&o do hiperplano de separagéo [91, 94].
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Para os casos sem variaveis de folga, a margem € sempre igual a 1, enquanto
gue com as variaveis de folga, a margem pode ser menor que 1, dada pela diferenca
1-¢;. A constante C tem como objectivo equilibrar a minimizacdo de w-w (que
maximiza a margem) com a garantia de que maior parte das amostras tenham uma
margem de pelo menos 1 [94].

Os passos basicos da aplicacdo do SVM a um conjunto de dados sdo agora
brevemente descritos. Primeiro é atribuido um ndmero a cada classe. Por exemplo, se
existem duas classes define-se uma delas com o valor -1 e a outra com o valor 1 [91].
No segundo passo, a funcéo Kernel é aplicada, neste caso, a RBF. De seguida, testa-se
0 conjunto de treino, com o método de validacdo cruzada (explicado em 4.2.3), para as
combinacbes de (C,y) com o objectivo de encontrar a combinacdo que garanta os
melhores resultados. Finalmente, o classificador € testado com um conjunto de teste

independente com os valores de C e y obtidos previamente [91].
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3. Classificacdo de tumores da mama via simulagéo

3 Classificacao de tumores da mama via

simulacao

Foram utilizados dois tipos de bases de dados no presente trabalho. Uma base de
dados em que os tumores sdo simulacbes com modelos numéricos tais como as
Gaussian Random Spheres, e uma outra construida a partir de modelos fisicos (com
material TX151). Neste capitulo 3 serdo apresentados os resultados obtidos com o0s

modelos numéricos.

3.1 Fantdmas numeéricos

Esta base de dados, construida a partir de tumores simulados por GRSs serviu
de molde para a classificagdo feita com modelos fisicos. Fez-se um tratamento dos
dados e a sua classificagdo comparando com os resultados obtidos em [27] de modo a
garantir que os classificadores posteriormente utilizados em bases de dados novas
funcionariam correctamente.

Uma base de dados com mais tamanhos e formas de tumores é vantajosa no
sentido em que se aproxima mais a um caso real. A principal vantagem das GRSs ¢é a
facilidade com que se podem alterar as caracteristicas dos modelos, como por exemplo
a nivel do tamanho, da forma e da textura da sua superficie. Na maioria dos casos, 0s
tumores benignos tém uma textura lisa e suave, com contornos ovais ou
macrolobulados, enquanto os tumores malignos apresentam uma forma mais irregular,
espiculada ou microlobulada e uma textura aspera. O tamanho também desempenha
um papel importante sendo o tamanho médio dos tumores malignos cerca de trés vezes
maior que os benignos, contudo neste estudo, considera-se que sdo a forma e a textura

gue desempenham o principal papel na classificacdo de tumores [12, 13, 35, 37].

3.1.1 Conceitos basicos das GRS

Muinonen et al. [96] desenvolveu um modelo matematico com o objectivo de
simular asteréides e cometas. Em 2008, Davis et al. [42] adaptou esse modelo para
simulacdo de modelos de tumores da mama

O tamanho e forma das GRS sé&o especificados pela média do raio e a funcao de

covariancia do raio logaritmico.
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A forma de uma GRS r = (¥, ¢) € definida em coordenadas esféricas pelo raio

logaritmico s = (9, p):

1
r(9,9) = aexp [5(19, ®) — Eﬁz] Equacdo 3.1

oo l
s@,9) = Z Z SimYim (¥, @) Equacéo 3.2
= =1

Nas equacles anteriores a é o raio médio, § o desvio padrao do raio logaritmico,
Y.m as harmoénicas esféricas ortonormais, e s;,, 0s coeficientes dos pesos das
harmonicas esféricas em que [ e m sdao o grau e a ordem de expansao,
respectivamente.

A func&o de covariancia do raio e do raio logaritmico a2, e %,, respectivamente,

e as correspondentes variancias a?s? e 2 estdo relacionadas através de:

Y, =exp(Z) —1 Equacéo 3.3

o? =exp(f?) -1 Equacéo 3.4

A funcgé@o de covariancia do raio logaritmico € dada por:

Z(y) = B*C (), Equacio 3.5

onde yé a distancia angular entre duas direc¢des (91, ¢1) € (95, ¢,) € C; a funcdo de
correlacdo do raio logaritmico. Na pratica, as séries harmodnicas tém que ser ajustadas a
um certo angulo suficientemente alto para manter uma boa precisdo na geracdo das
amostras esféricas.

A distancia de correlag&o ¢ e o angulo de correlacdo I' séo definidas por:

1
= ——
Equacéo 3.6
|62 e
1 ~
[ = 2arcsin (§£’> Equacéo 3.7

em que C,® e 2. sio a segunda derivada em ordem a y.

Como foi referido anteriormente, a forma e tamanho dos modelos podem ser
especificados com a alteracdo do raio médio « e da funcado de covariancia do raio
logaritmico X,. Manipulando estes parédmetros é possivel simular tumores benignos e

tumores malignos [97]. As bases do método para as GRS implementado neste trabalho
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foram retiradas do “G-sphere” software desenvolvido por Muinonen et al. [98], traduzido
em linguagem de programacéo Matlab.

Davis et al. [42] gerou modelos com trés diferentes formas, lisos, microlobulados
e espiculados. Conceicdo et al. [27] acrescentou modelos macrolobulados obtendo
assim dois tipos de modelos benignos (lisos e macrolobulados), e dois tipos de malignos
(microlobulados e espiculados). Neste trabalho a base de dados utilizada foi a mesma
gerada em [27].

Os modelos lisos, macrolobulados e microlobulados sdo gerados variando o
angulo de correlagéo (I) em intervalos de 5°. Quando o angulo varia entre 5° e 20° s&o
gerados modelos microlobulados, para os macrolobulados a variacdo é entre 25° e 45° e
para os lisos entre 50° e 90°. Os modelos lisos tém uma superficie esférica ou elipsoidal
com pequenas distor¢des. Os macrolobulados sdo como os lisos mas com largas
protuberancias ou tém formas elipsoidais com uma dimensdo muito maior que a outra.
Os modelos microlobulados tém pequenas protuberancias lobulares de diferentes
tamanhos na sua superficie. Os modelos espiculados séo obtidos introduzindo o nimero
desejado de espiculos conicos com 2 cm de altura a modelos lisos, como apresentado
em [42]. O raio médio dos cones é o mesmo que o raio médio do corpo liso ao qual vao
ser adicionados os espiculos, logo, como o tamanho dos cones mantém-se constante,
0s espiculos serdo comparativamente mais prominentes em GRSs com um raio mais
pequeno. O centro das GRSs é 0 mesmo que o centro da base dos espiculos, mas 0s
angulos de projeccao dos espiculos sdo aleatorios.

3.1.2 Base de dados numérica

A base de dados estudada e trabalhada neste capitulo do trabalho é composta
por 480 tumores homogéneos, de quatro tamanhos e quatro formas diferentes. Os
tamanhos médios do raio de todos os tipos de tumores séo 2.5, 5, 7.5 ou 10 mm. Para
cada um dos tamanhos ha tumores lisos, macrolobulados, microlobulados e
espiculados. O namero de espiculos nos modelos espiculados pode ser 3, 5 ou 10.

Sdo representados na Figura 3.1 exemplos de modelos de tumores benignos

com raio médio de 5 mm.
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Figura 3.1 Amostras de GRS representando tumores benignos com raio médio de 5 mm. De cima
para baixo: (a) liso e (b) macrobulado.

Na Figura 3.2 sdo mostrados alguns exemplos de modelos de tumores malignos com
média de raio 5 mm. Mais especificamente um modelo macrolobulado, e trés modelos
espiculados, com 3, 5 e 10 espiculos.
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Figura 3.2 Amostras de GRS representando tumores malignos com raio médio de 5 mm. De cima
para baixo: (a) microlobulado, (b) espiculado com 3 espiculos, (c) espiculado com 5 espiculos e
(d) espiculado com 10 espiculos

3.2 Arquitecturas

Os métodos de extraccdo de caracteristicas relevantes e os diferentes tipos de
classificadores desempenham um papel fundamental na classificagdo mas nédo séo os
Unicos factores a ter em conta. A arquitectura que o classificador ira seguir tem um papel
importante na avaliagdo da classificacdo a testar, diferentes arquitecturas podem dar
origem a resultados muito diferentes. Cada arquitectura diferente é definida pelas
caracteristicas que classifica, pela ordem pela qual sdo classificadas e em quantas
classes divide um determinado grupo por etapa. Neste estudo, o0 SVM é tipicamente
utilizado em classificadores binarios enquanto o LDA e o QDA sao utilizados tanto na
diviséo binaria como numa divisdo em quatro classes huma sé separagao [27].

Conceicao et al. [27] provou que usando uma base de dados com tumores de
guatro tamanhos e quatro formas diferentes, a classificacdo por tamanho demonstra
melhores resultados que a classificagcdo pela forma. Como o principal objectivo é
classificar o tumor segundo a forma, por forma a saber se é benigno ou maligno, o ideal
parece ser uma arquitectura que avalie primeiro tamanho e posteriormente a forma.
Neste trabalho foram utilizadas seis arquitecturas, trés delas s6 analisam uma
caracteristica (forma) e as restantes trés classificam primeiro o tamanho e s6 depois a
forma. Apesar de uma classificacdo entre benigno e maligno sejao resultado espectavel
de um exame médico, uma classificagdo mais profunda que distinga os tumores lisos

dos macrolobulados (no caso dos benignos) e os microlobulados dos espiculados (no
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caso dos malignos) fornece uma informacdo clinica importante sobre o estado de
desenvolvimento do tumor [43] e o tratamento escolhido sera potencialmente o mais
apropriado.

Cada arquitectura serd agora descrita. A primeira arquitectura, Grosseira-Forma
(GF), separa o conjunto das Radar Target Signatures (RTS) (assinatura no sinal de
radar de um objecto) dos tumores numa s6 fase em dois grupos: benignos e malignos. A
Detalhada-Forma (DF) faz a primeira divisdo como a GF mas volta a separar cada um
dos grupos em duas classes, 0s benignos em lisos e macrolobulados e os malignos em
microlobulados e espiculados. Ambas as arquitecturas podem ser testadas com o0s
classificadores LDA, QDA e SVM. Na Figura 3.3 sdo mostradas estas duas

arquitecturas.

Lisos
Benignos
ie Macrolobulados
Todos os | Benignos Todos os
modelos - modelos -
Malignos Microlobulados
Malignos

(6F)

(DF)

Figura 3.3 Arquitecturas baseadas s6 na forma dos modelos. A esquerda GF e a direita DF.

A separagdo Directa-Detalhada-Forma (DDF) separa assim como a DF o
conjunto das RTS em lisos, macrobulados, microbulados e espiculados mas numa so6
passagem. A Directa-Detalhada-Tamanho-Directa-Detalhada-Forma (DDTDDF) faz uma
primeira separacdo por tamanhos, dividindo os tumores pelo tamanho do seu raio em
2.5, 5, 7 e 10 mm directamente num s6 passo e em seguida uma separacao detalhada
da forma (como a DDF) a cada um destes grupos. S6 o LDA e QDA foram utilizados
nestas arquitecturas visto estas permitirem separagbes em quatro classes
simultaneamente (e neste estudo o SVM néo ser utilizado neste tipo de situacdo). As

arquitecturas sdo mostradas na Figura 3.4.
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Figura 3.4 Arquitecturas que classificam detalhadamente a forma de cada tumor. A esquerda
DDF e & direita DDTDDF.

Outra arquitectura utilizada foi a Grosseira-Tamanho-Grosseira-Forma (GTGF)
que divide os tumores numa primeira separagdo em tamanhos mais pequenos (raio de
2.5 e 5 mm) num conjunto e tamanhos maiores (7.5 e 10mm) noutro. Em seguida separa
cada um dos grupos resultantes em benignos e malignos. A Detalhada-Tamanho-
Grosseira-Forma (DTGF) é uma arquitectura feita em trés passos. O primeiro passo €
idéntico ao da GTGF: no segundo passo 0 grupo com os tumores de 2.5 e 5 mm é
dividido numa classe de tumores de raio 2.5 mm e noutra classe de tumores de raio 5
mm, o grupo com tumores de raio 7.5 e 10 mm € subdividido em cada um dos dois
tamanhos: no terceiro passo os tumores sao classificados quanto a sua forma grosseira:
benigno ou malignos. Como todas as divisbes sd@o binéarias, os trés classificadores
(LDA,QDA e SVM) foram testados nestas arquitecturas, que sdo mostradas na Figura
3.5.

— E
2,5 mm
Malignos

5 mm
modelos - modelos
_ (GTGF)

Figura 3.5 Arquitecturas que classificam os tumores em benignos e malignos com uma
separacado por tamanhos inicial. A Esquerda DTGF e a direita GTGF.
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3.3 Resultados

3.3.1 Caracteristicas do PCA, ICA e DWT

Os métodos para extraccdo de caracteristicas relevantes servem para diminuir a
dimenséo dos dados a processar mas mantendo a informagao mais importante e mais
relevante. Assim, os processos algoritmicos de tratamento de dados sdo mais rapidos
mas a performance do classificador ndo é significativamente afectada. Os trés métodos
utilizados nesta parte do trabalho foram o PCA, o ICA e o DWT. Neste sub-capitulo sera
mostrado como é feita a diminuicdo da dimenséo dos sinais através de cada um deles.
Comecemos por analisar o caso do PCA para descobrir qual o nUmero de componentes
ideal a utilizar. Para isso foram utilizadas as arquitecturas Grosseira-Forma (GF),que
separa 0s tumores em benignos ou malignos, e Grosseira-Tamanho,que separa 0S
tumores mais pequenos dos maiores, (primeira divisdo da DTGF e GTGF,
respectivamente). Analisado o comportamento da curva que relaciona a performance do
classificador e o niumero de componentes principais utilizados é possivel perceber o
namero onde a partir do qual ndo compensa utilizar mais componentes
(comparativamente ao tempo de processamento acrescido). Na Figura 3.6 esta
demonstrada essa relacdo para o LDA (linha azul) e para o QDA (linha preta). A
esquerda é mostrado o grafico com a Grosseira-Forma e a direita com a Grosseira-
Tamanho.

75 r

65 -

— LDA — DA

Performance do Classificador de Forma (%)

B0 - e B7 - — QDA

Performance do Classificador de Tarmanho (%)

55 1 1 1 L 1 1 1 L 1 BB 1 1 1 1 L 1 1 1 1
1] 10 20 30 40 50 G0 70 80 a0 100 0 10 20 30 40 a0 B0 70 a0 90 100

Mimero de Cormponentes Principais do PCA Mimero de Componentes Principais do PCA

Figura 3.6 Relacdo entre nimero de componentes principais usados e a performance dos
classificadores LDA (linha azul) e QDA (linha preta) para o GF (a esquerda) e o GT (a direita).

Com base nestes graficos concluiu-se que o numero ideal de componentes principais a

utilizar seria um numero a volta dos 30 componentes principais. Por isso, neste trabalho foram
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utilizados os primeiros 30 componentes principais para a extraccdo de caracteristicas
relevantes com o PCA.

Quanto ao ICA, o algoritmo FastICA [99] produz 16 componentes independentes para
representacao de cada sinal.

Para o DWT, a wavelet utilizada foi a Coiflet 5 e as melhores caracteristicas sao
realcadas com uma decomposicdo feita em duas iteracdes. Ou seja, 0s coeficientes séo
obtidos depois dos sinais sofrerem uma decomposi¢do por um filtro passa-baixo e, com o
resultado dessa decomposicao, repetir-se 0 mesmo processo. Como cada iteracédo reduz os
sinais a metade, dos 100 iniciais ficamos com 25 para a classificacdo. Um esquema da
decomposicéao feita pela DWT € apresentado na Figura 3.7.

Sinais recolhidos por
retrodispersao
(100 amostras)

Filtro passa-baixo

Coeficientes da Coeficientes da
sub-banda do filtro sub-banda do filtro
passa-baixo passa-alto
(50 amostras) (50 amostras)
Filtro passa-baixo
Coeficientes da Coeficientes da
sub-banda do filtro sub-banda do filtro
passa-baixo passa-alto
(25 amostras) (25 amostras)

Figura 3.7 Esquema das decomposi¢6es do DWT com duas iteragdes adaptado de [27].

3.3.2 Comparacéao entre os classificadores LDA e QDA

Neste sub-capitulo serdo comparadas as classificagdes combinando os métodos
de extraccao de caracteristicas relevantes PCA, ICA e DWT com os classificadores LDA
e QDA para as seis diferentes arquitecturas descritas no sub-capitulo 3.2. Os resultados
sdo apresentados na Tabela 3.1 em trés colunas diferentes. A primeira coluna
representa a performance parcial do classificador de tamanho, a segunda a performance
parcial do classificador de forma e a terceira a performance global do classificador
tamanho-forma, quando € o caso. As performances parciais indicam a capacidade que o
classificador tem de dividir correctamente os tumores com base s6 numa caracteristica
enquanto que a performance global engloba a classificacdo feita por tamanho e
posteriormente pela forma. O calculo da performance global é feito multiplicando as

performances parciais do classificador com base s6 no tamanho e s6 na forma. Para
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cada arquitectura, o valor da combinacdo que obteve melhor resultado esta realcado a
azul.

Numa primeira analise a Tabela 3.1 verificamos que na maior parte dos casos 0s
melhores valores resultam da combinacdo do DWT com o QDA. Observa-se, também,
gue os resultados de performance mais elevados obtém-se quando o classificador
classifica os tumores quanto ao tamanho e posteriormente quanto a forma.

Mais detalhadamente analisemos o0s métodos para extrac¢cdo de caracteristicas
relevantes. Verifica-se que o DWT foi o método para extraccdo de caracteristicas
relevantes mais eficaz em todas as combina¢cbes destacadas a azul na Tabela 3.1. O
DWT mostrou assim ser o método mais eficaz com uma média para o LDA e QDA de
75,57% de performance, ainda que sempre com valores muito préximos do PCA com
uma média de 73,51%. O ICA ndo obteve mais que 62,79% de performance média para
o LDA e QDA e provou ser o pior método para extrac¢ao de caracteristicas relevantes.
No que diz respeito as classificacdes pelo tamanho ou pela forma individualmente varias
observacdes podem ser feitas através da Tabela 3.1. Em concordancia com a Figura
3.6, verifica-se que a performance grosseira de tamanho (analisada através da
arquitectura Grosseira-Tamanho-Grosseira-Forma) é 9,01% superior a da grosseira de
forma (92,92% contra 83,91%). Observa-se também que para o caso do tamanho o
classificador mais eficiente é o LDA, e para a forma o classificador mais eficiente é o
QDA, tanto nas arquitecturas grosseiras como nas detalhadas. Com as arquitecturas
tamanho-forma, as performances globais foram muito semelhantes, com o QDA a obter
média de performance 2,06% superior a do LDA (64,71% contra 62,65%).

Também sobre as arquitecturas dos classificadores se podem observar
resultados interessantes. Uma separacéo por tamanhos antes da classificacdo de forma
permite obter melhores resultados, o que se pode verificar quando comparados o valor
da arquitectura grosseira-forma (83,91%) com a performance parcial de forma nas
arquitecturas grosseira-tamanho-grosseira-forma (85,00%) e detalhada-tamanho-
grosseira-forma (88,54%). O mesmo se comprova quando comparados o valor da
arquitectura directa-detalhada-forma (62,76%) com o valor da mesma mas quando
sujeita a uma divisdo prévia directa-detalhada-tamanho (81,61%). A melhor separacdo
por tamanhos é a grosseira-tamanho, obtendo sempre valores superiores a 90%,
enquanto que as outras duas separacfes (directa-detalhada-tamanho e detalhada-
tamanho) nunca apresentam valores superiores a 83,65%.

Em termos de performances globais, a arquitectura com uma melhor eficiéncia é
a grosseira-forma, que so6 classifica baseada numa caracteristica — a forma do tumor - e
s6 numa etapa. Este resultado € esperado por ser um classificador com pouca

especificidade (separacdo sO entre tumores benignos e malignos) e por sé ter uma
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etapa. Nos classificadores com duas etapas quando classificam mal um tumor numa das

caracteristicas analisadas, mesmo que a classificacdo baseada na outra caracteristica

seja bem feita, a classificacao final sera afectada.

Tabela 3.1 Performance das classificagbes parciais de tamanho e forma e classificacéo geral de
tamanho-forma combinando os métodos de extracgdo de caracteristicas relevantes PCA, ICA e

DWT com os classificadores LDA e QDA para as seis diferentes arquitecturas.

Métodos para

Classificador

Classificador

Classificador

Arquitecturas extraccao parcial de parcial de forma | tamanho-forma
dos para tamanho (%) (%) (%)
Classificadores | caracteristicas
LDA QDA LDA QDA LDA QDA
relevantes
PCA 79.84 82.14
Grosseira-
ICA 69,80 67,86
Forma
DWT 80.26 83.91
PCA 52.45 53.80
Detalhada-
ICA 40,42 39,38
Forma
DWT 53.80 59.38
Directa- PCA 54.06 56.51
Detalhada- ICA 4224 38,59
Forma DWT 5495 | 62.76
Directa- PCA 79.01 78.91 63.49 74.58 50.16 58.85
Detalhada-
ICA 73,28 73,28 48,65 61,04 35,65 44,73
Tamanho-
Directa-
Detalhada- DWT 79.69 81.41 64.58 81.61 51.46 66.44
Forma
Grosseira- PCA 92.76 91.93 84.17 83.65 78.07 76.89
Tamanho-
ICA 90,99 90,68 72,19 74,01 65,68 67,11
Grosseira-
Forma DWT 92.92 92.45 83.65 85,00 77.72 78.58
Detalhada- PCA 83.13 76.61 87.66 86.51 72.86 66.28
Tamanho-
ICA 75,83 72,55 77,14 73,80 58,49 53,54
Grosseira-
Forma DWT 83.65 79.01 88.18 88.54 73.76 69.96
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3.3.3 Avaliacao global dos classificadores, dos métodos para
extraccdo de caracteristicas relevantes e das

arquitecturas

Neste sub-capitulo ir4 ser feita uma avaliagdo global das performances dos
classificadores, métodos de extrac¢cao de caracteristicas e arquitecturas, analisando as
médias para todas as combinacdes estudadas.

Primeiramente serd analisado qual o melhor método para extraccdo de
caracteristicas para cada classificador. Para isso foi construida a Tabela 3.2 com as
performances médias para todas as arquitecturas estudadas. Os valores mais elevados

para cada classificador estdo evidenciados a azul.

Tabela 3.2 Média dos resultados para cada combinacdo entre métodos de extraccdo de
caracteristicas relevantes e os classificadores.

Métodos para

extraccao de Performance com os classificadores (%)
caracteristicas
relevantes LDA QDA
PCA 73,14 73,89
ICA 62,53 63,05
DWT 73,72 77,42

Apesar de se obterem resultados semelhantes, o melhor método para extracgéo
de caracteristicas a utilizar com o LDA é o DWT, obtendo uma performance superior em
0,58% que o PCA. Também para o0 QDA, o DWT demonstra ser o melhor método para
extracgdo de caracteristicas com uma performance 3,53% superior que o PCA. PCA e
DWT mostram ter resultados muito semelhantes enquanto o ICA parece ser a pior

opc¢éao, com valores substancialmente inferiores.

Quanto as arquitecturas, sdo apresentados na Tabela 3.3 os valores médios das

classificacfes feitas com cada arquitectura (média dos valores com LDA e QDA).
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Tabela 3.3 Performances médias global resultantes de todas as combinagdes para cada
arquitectura.

Arquitecturas Performance Média (%)
Grosseira-Forma 77,30
Detalhada-Forma 49,87

Directa-Detalhada-Forma 51,52
Directa-Detalhada-Tamanho-Directa-
Detalhada-Forma 0482
Grosseira-Tamanho-Grosseira-Forma 82,14
Detalhada-Tamanho-Grosseira-Forma 75,97

Da Tabela 3.3 verifica-se que a arquitectura global com melhor performance € a
Grosseira-Tamanho-Grosseira-Forma (82,14%), a mesma que tinha obtido melhores
resultados absolutos quando combinando DWT e QDA na Tabela 3.1. De notar também
gue as arquitecturas faseadas em tamanho-forma tém notoriamente melhores resultados

gue as arquitecturas que avaliam s6 uma caracteristica.
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4 Classificacao de tumores da mama com

uso de um Protétipo de UWB

Neste capitulo sera feito um estudo parecido ao do capitulo anterior mas com uma
base de dados composta por modelos fisicos de tumores e a aquisicdo de dados feita
através de um prototipo de UWB. Os testes com fantdmas fisicos sdo o passo seguinte
para justificar o teste da técnica em mamas reais. Este teste € de grande importancia
porque é utilizado um protétipo da tecnologia (e ndo sao testados apenas cendrios de
simulacao).

Ira ser utilizada apenas uma porgéo das arquitecturas e métodos para extrac¢ao de
caracteristicas anteriormente utilizados com os modelos numéricos, devido ao facto de
ser uma base de dados mais pequena e por ndo se poderem fabricar tamanhos e
formas tao especificos de modelos de tumores manualmente.

Depois de apresentados os resultados e feita a discussao sao feitas as conclusdes.
As limitacdes do trabalho e as perspectivas futuras sdo também apresentadas no final

do capitulo.

4.1 Fantbmas Fisicos

Foram fabricados, através do processo explicado no préximo sub-capitulo, 32
tumores fisicos — 19 benignos e 13 malignos — com tamanhos entre 0,5 e 2 cm de raio.
Para o nimero de modelos benignos e malignos ser o mesmo, foram escolhidos os 13
modelos benignos com tamanhos mais préximos aos dos malignos. Na parte anterior do
trabalho foram s estudados modelos homogéneos da mama. Nesta parte, foi
adicionada uma porgcdo modelada de tecido fibroglandular junto do modelo do tumor, por
forma a considerar alguma heterogeneidade no modelo da mama. A distancia entre o
tecido fibroglandular e o tumor € em média 3 cm, mas esta distancia é variavel durante
as medicOes para cada modelo de tumor. Como os modelos sdo moldados a méo nao é
possivel distinguir os modelées de tumores benignos entre lisos e macrolobulados ou,
para os modelos malignos, entre microlobulados e espiculados.

Nesta parte do trabalho a classificagdo s6 seré feita entre malignos e benignos.
O tamanho também né&o é considerado para fins de classificacdo porque a variagdo dos

tamanhos dos modelos é pequena e ndo seria possivel separa-los por grupos. Assim, a
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Gnica arquitectura utilizada é a Grosseira-Forma (apresentada na Figura 3.3 a
esquerda), que separa directamente todos os tumores da base de dados em benignos

ou malignos. Alguns dos modelos sdo mostrados na Figura 4.1.

Figura 4.1 Modelos fisicos de tumores. Em cima, modelos de tumores malignos. Em baixo:
modelos de tumores benignos.

4.1.1 Fabrico dos fantobmas

Os materiais utilizados para o fantdma imitam as verdadeiras propriedades dos
tecidos da mama [100]. O fantdbma da mama foi simulado usando um cilindro de
acrilonitrilo de estireno com um didmetro de 13 cm e de altura 35 cm cheio com
glicerina, visto que a permitividade eléctrica da glicerina imita a média de valores
encontrados nas regides de baixa densidade da mama [72].

Os fantdmas do tumor foram simulados com uma mistura de po solidificador TX
151 numa proporgdo de volume de 6:1 de &gua para po, Figura 4.1. Para simular o
tecido fibroglandular é feito um modelo também com o p6 TX 151 mas em propor¢des
de volume de 4:1 de &gua para o p0, obtendo-se propriedades semelhantes as do tecido

fibroglandular reportadas em [72].

4.2 Resultados

4.2.1 Numero de components principais do PCA

Neste parte do trabalho o Unico método para extraccdo de caracteristicas
relevantes utilizado foi o PCA. O ICA néo foi utilizado por ter sido o pior método com os
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modelos numéricos no capitulo anterior e 0 DWT porque o sinal relevante para
classificar era demasiado curto (em termos de amostras de tempo) para que o DWT
pudesse ser utilizado. Para o PCA foram utilizados 13 componentes principais, devido a
impossibilidade do programa Matlab trabalhar com mais para a base de dados em
estudo, como mostra a Figura 4.2., onde esta representada a relacédo entre o nimero de
componentes principais usados e a performance dos classificadores LDA (a azul) e
QDA (a preto) para a classificagdo de tumores em os modelos homogéneos da mama (a
esquerda) e em modelos heterogéneos da mama (a direita).
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Figura 4.2 Relagdo entre nimero de componentes principais usados e a performance dos
classificadores LDA (linha azul) e QDA (linha preta) para os modelos homogéneos (a esquerda)
e heterogéneos (a direita).

4.2.2 NUumero de antenas

O exame com o protétipo foi feito com um total de 144 antenas receptoras de
sinal. Nem todas as antenas fornecem a mesma quantidade e qualidade de informacéo
e por isso foi feito um estudo para tentar optimizar a informacgéo e diminuir o nimero de
antenas a estudar por forma a diminuir o tempo de processamento do sinal através do
algoritmo de classificacdo. Na Figura 4.3 € mostrado o grafico resultante desse estudo,
representando a performance do classificador em relacdo ao numero de antenas
estudado para os modelos homogéneos (a esquerda) e para os modelos heterogéneos
da mama (a direita). As antenas estao ordenadas da mais proxima ao tumor (antena 1)

a mais longe do tumor (antena 144).
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Figura 4.3 Relagdo entre nimero de antenas usadas para a classificagdo e a performance dos
classificadores LDA (linha azul) e QDA (linha preta) para os modelos homogéneos (a esquerda)
e heterogéneos da mama (a direita).

Foi também feita uma classificagdo s6 com a antena mais perto - antena l - e a
antena mais distante do tumor - antena 73 - (a antena 2 e a antena 144 estavam a
mesma distancia do tumor). Na Tabela 4.1 estdo mostrados os resultados dessa

classificagéo para os modelos homogéneos e heterogéneos da mama.

Tabela 4.1 Classificac@o utilizando a antena mais préxima e a antena mais distante do tumor
para os modelos homogéneos e heterogéneos da mama.

Antena a Classificacdo para os Classificacéo para os
usar para a modelos homogéneos (%) modelos heterogéneos (%)
classificacao LDA QDA LDA QDA
Antena 1 100 100 100 100
Antena 73 86,83 98,89 91,52 99,95

Analisando estes dois cenarios de classificacdo seria de esperar uma utilizagdo
inferior a 75 antenas (as mais proximas do modelo fisico de tumor) para obter melhores
resultados de classificagdo. No entanto, para o presente trabalho, foram utilizadas as
144 antenas devido a base de dados ser muito pequena e, por isso, o classificador se
ajustar facilmente sé com a classificagdo das antenas mais proximas ao modelo fisico
de tumor. Usando as 144 antenas simula-se com mais rigor uma situacéo real uma vez
gue nessa situacdo ndo se sabe onde o tumor estd localizado e por isso quais as
antenas mais proximas do mesmo. Utilizando as antenas mais distantes, as medi¢des
ficam também sujeitas a mais ruido, que estara presente num qualquer teste a um tumor

real.
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4.2.3 Comparacao entre LDA,QDA e SVM

Neste sub-capitulo irdo ser analisados os resultados das classificacdes dos

modelos fisicos de tumores combinando o PCA como método para extraccdo de
caracteristicas relevantes e os classificadores LDA, QDA e SVM. S6 foi utilizada a
arquitectura Grosseira-Forma (GF) como explicado em 4.1.
Como foi mencionado anteriormente, nesta parte do trabalho sera utilizado um
classificador de machine learning, Support Vector Machines. A performance da
classificacdo por SVM depende da optimizacdo de dois parametros, y e €, como
descrito em 2.3.2.3. Tanto para o caso dos fantbmas da mama homogéneos como
heterogéneos, os parametros 6ptimos sdo os seguintes: y=22 e C=23. Foram feitos
testes com varias combinac8es de valores e foi analisado que a performance maxima se
verificava com estes valores.

Todos os métodos de classificagdo (LDA, QDA e SVM) séo aplicados aos dados
previamente processados pelo método de validagdo cruzada (do inglés, cross-
validation), mais precisamente K-fold cross-validation, para que a performance de cada
classificador seja avaliada usando conjuntos de teste independentes dos conjuntos de
treino [91]. Para o K-fold cross-validation, o conjunto dos tumores é dividido em K
grupos (13 neste caso), cada um deles contendo um tumor benigno e um maligno. Cada
grupo é testado tendo em conta os outros K-1 grupos que constituem o grupo de treino,
obtendo-se K diferentes performances. No final, é feita a média das performances,
obtendo-se entdo a performance final.

Para o célculo da performance podem ser usadas duas abordagens diferentes,
analisando os sinais individualmente ou agrupando-os. Para cada tumor foram
recolhidos 144 sinais, cada um correspondente a uma antena, e cada sinal atribui uma
classificacdo ao tumor. Se, para o célculo da performance final, se considerar a
classificagdo de cada um dos sinais individualmente, diz-se que 0s sinais ndo estao
agrupados. Se, para cada tumor, se considerar a classificagdo obtida pela maioria dos
sinais, diz-se que os sinais estao agrupados.

Na Tabela 4.2 sdo mostrados os resultados para os modelos homogéneos e
heterogéneos da mama, para 0 caso em que 0s sinais estdo agrupados e nao

agrupados.
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Tabela 4.2 Resultados das classificagfes (com sinais agrupados e ndo agrupados) dos modelos
fisicos de tumores combinando o PCA com os classificadores LDA, QDA e SVM para os modelos
homogéneos e heterogéneos da mama. A arquitectura utilizada foi a Grosseira-Forma.

Tino d Classificacdo para os modelos Classificacao para os modelos
ipo de
? ) homogéneos (%) heterogéneos (%)
classificacao
LDA QDA SVM LDA QDA SVM
Sinais
88,46 92,31 96,15 84,62 88,46 92,31
agrupados
Sinais néo
87,10 89,34 90,95 84,29 86,59 87,07
agrupados

Numa andlise global & Tabela 4.2 observa-se que se obtiveram melhores
resultados para os modelos homogéneos da mama que para os heterogéneos, como
era de esperar. Quanto aos classificadores também se verifica o previsto, 0 SVM é o
classificador com os resultados de performance mais elevados, seguido do QDA e por
fim o LDA, ainda que com diferengas pequenas nas performances entre todos.

Analisemos com mais detalhe os classificadores. O classificador de machine
learning SVM foi o classificador com as performances mais elevadas. Para os modelos
homogéneos da mama, o SVM, relativamente ao QDA e LDA, respectivamente, obteve
uma performance superior em 3,84% e 7,69% quando os sinais foram agrupados e em
1,61% e 3,85% no caso dos sinais ndo agrupados.

No caso dos modelos heterogéneos da mama, o SVM também mostrou ser o
melhor classificador, tanto para 0s sinais agrupados como para o sinais ndo agrupados.
Para os sinais agrupados, o SVM obteve resultados 3,85% superiores aos do QDA e
7,69% aos do LDA. Numa avaliagdo com os sinais ndo agrupados, o SVM obteve
resultados 0,48% e 2,78% superiores em relacdo ao QDA e LDA, respectivamente.
Numa perspectiva geral, fazendo a média dos resultados de todas as classificagfes
para cada classificador verifica-se mais uma vez que o SVM é o melhor classificador
com uma média de 91,62%, sendo somente 2,45% superior a média de 89,18% do
QDA, e 5,5% superior a média de 86,12% do LDA.

Analisando os resultados para os modelos homogéneos e heterogéneos da
mama, como fazia antever pela Figura 4.2 e Figura 4.3, percebe-se que a classificacao
€ mais eficaz para o caso dos modelos homogéneos da mama, obtendo sempre
performances mais elevadas para todos os classificadores. Para uma classificacdo com
0s sinais ndo agrupados o0s resultados sdo superiores no cenario homogéneo, em
2,81%, 2,75% e 3,88% para o LDA, QDA e SVM, respectivamente. No caso da

classificagdo com os sinais agrupados, a diferenca para os trés classificadores entre os
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modelos homogéneos e heterogéneos da mama € sempre superior em 3,84% no
cenario homogéneo, 0 que corresponde a mais um tumor ser bem classificado no
conjunto de 26 tumores a serem testados. Em termos globais, calculando a média de
todas as classificacfes feitas para os modelos homogéneos e heterogéneos da mama
obtemos uma performance média de 90,72% para o caso homogéneo, 3,50% superior
aos 87,22% obtidos no caso heterogéneo.

No que diz respeito ao tipo de classificacdo, entre sinais agrupados e sinais ndo
agrupados, a maior diferenca de resultados verifica-se para o0 SVM com a classificacdo
com sinais agrupados a obter uma performance de 5% superior tanto para os modelos
homogéneos da mama como para os heterogéneos. Para o LDA e QDA verifica-se o
mesmo, mas com valores mais baixos, entre os 0,33% e os 2,97%. Na globalidade, a
média de todas as classificacdes feitas com os sinais agrupados € 2,8% superior a
média para os sinais ndo agrupados (90,39% versus 87,56%).

Observando a classificacdo para cada tumor foi possivel verificar que os tumores
benignos sdo mais vezes classificados como malignos do que o0 oposto, ou seja,
tumores malignos serem classificados como benignos.

De notar que apesar das diferencas entre classificadores e tipos de tumores,
todas as classificagbes obtiveram performances acima dos 84%, resultados bastante

satisfatérios e promissores.
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5 Consideracoes finais

5.1 Conclusodes

O primeiro objectivo deste trabalho era a classificacdo em termos de tamanho e
forma de 480 modelos numéricos de tumores de formas e tamanhos diferentes. Para tal,
foram estudados trés métodos para extrac¢ao de caracteristicas relevantes (PCA, ICA e
DWT), dois classificadores (LDA e QDA) e seis arquitecturas de classificacdo. Para
cada arquitectura foram obtidos resultados de performance de classificacdo com as
combinagfes classificador versus método para extracgdo de caracteristicas possiveis.
Apoés analisados os resultados, foram feitas algumas conclusdes, apresentadas de
seguida.

No caso do método PCA, os melhores resultados mostraram ser agueles obtidos
utilizando 30 componentes principais. Para o DWT, a melhor performance foi obtida
guando as caracteristicas foram extraidas da sub-banda de baixa frequéncia depois de
aplicada duas vezes um filtro passa-baixo com a wavelet Coiflet 5.

No que diz respeito a arquitecturas, para uma classificacdo que distinga os
tumores s6 em benignos e malignos, a arquitectura com melhor performance € a
grosseira-forma. Porém, em termos globais, como mostra a Tabela 3.3, a arquitectura
com melhor média de performances é a grosseira-tamanho-grosseira-forma. Em termos
de performances parciais, em todas as arquitecturas estudadas a performance do
classificador parcial da forma é melhor quando precedida de uma pré-classificagao por
tamanho.

O método para extraccdo de caracteristicas relevantes com o0 qual a
classificagdo é mais eficiente € o DWT, com resultados superiores mas muito proOXimos
aos obtidos com PCA. O ICA mostrou ser o pior método para extraccdo de
caracteristicas.

Quanto aos classificadores (LDA e QDA) nenhum obteve resultados
significativamente melhores que o outro. O QDA apresenta melhores resultados na
globalidade mas por diferencas percentuais muito pequenas. E de notar que para a
classificacdo por tamanho o LDA apresenta melhores resultados e, para a classificacao
por forma € o QDA o mais eficiente.

Estes resultados sédo promissores para diagnostico de cancro da mama numa fase

inicial (situacéo de rastreio). De notar que néo foi utilizado nenhum classificador mais
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eficaz nesta fase do trabalho, por exemplo de machine learning, que potencialmente iria

aumentar as performances do classificador.

O objectivo principal da segunda parte desta dissertacdo concentrava-se na
classificacdo com base na forma de uma base de dados de fantémas fisicos de tumores
para o cenério de um fantdma da mama homogéneo e heterogéneo (adicionando uma
porcdo modelada de tecido fibroglandular). Esta base de dados é constituida por 26
fantdmas fisicos de tumores, 13 com a forma de tumores benignos e 13 com a forma de
tumores malignos. Foi utilizado um protétipo pré-clinico de imagem de UWB para a
obtencéo dos dados descrito em 2.2.1. Como se pretende uma classificacdo com base
s6 na forma, foi usada a arquitectura Grosseira-Forma (GF). O método utilizado para
extraccdo de caracteristicas relevantes foi o PCA e os classificadores testados: LDA,
QDA e SVM. Com base nos resultados apresentados e discutidos em 4.2.3 foram feitas
as conclusdes apresentadas de seguida.

De um modo geral, todos os classificadores apresentaram resultados bastante
satisfatérios com destaque para o SVM que apresentou uma média de performances de
91,62%, o que representa aproximadamente uma classificagdo correcta de 24 tumores
dos 26 da base de dados. O SVM mostrou, assim, ser o classificador mais eficiente para
0 presente estudo, tanto para o caso dos fantbmas homogéneos da mama como para
0s modelos heterogéneos. Este classificador de machine learning classificou em média
mais um tumor correctamente em relagéo aos outros dois classificadores, o que, numa
base de dados de 26 tumores, é estatisticamente relevante.

No que diz respeito ao diferente tipo de tumores era esperado que os melhore
resultados fossem obtidos com os modelos homogéneos da mama. Quando
comparadas as performances obtidas para os modelos homogéneos da mama e para 0s
modelos heterogéneos, conclui-se que os melhores resultados sdo para o cenario
menos complexo, os modelos homogéneos, com uma performance média de 90,72%
versus 88,15%, relativa aos modelos heterogéneos. Este resultado era esperado tendo
em conta que no caso dos modelos heterogéneos da mama estava presente uma
porcdo modelada de tecido fibroglandular junto do modelo do tumor, o que
inevitavelmente interferiu nos sinais analisados. Porém, quando analisados os
resultados das performances observou-se que a diferenca é somente de 2,57% em
média, o que corresponde a menos do que um tumor mal classificado. Este resultado é
bastante optimista porque o caso dos modelos heterogéneos da mama € o que se
assemelha mais com a realidade (ainda que distante). Estes valores mostram que o
tecido fibroglandular, nas condi¢cdes estudadas, apesar de interferir nos resultados, néo

faz com que as performances dos classificadores baixem a um nivel consideravel. No
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caso estudado o tecido fibroglandular estava numa pequena por¢éo e afastado do tumor
cerca de 3 cm. Num caso real a quantidade de tecido fibroglandular em redor do tumor
pode ser maior assim como a distancia entre os dois mais curta, podendo perturbar
consideravelmente os resultados da performance do classificador (ou os sinais de
retrodispersao dos tumores).

Quanto aos diferentes tipos de classificacdo, com sinais agrupados ou néo
agrupados, visto a diferenca de performances ser pouca (menos de 2% em média),
conclui-se que as classificagfes de cada posicdo da antena para cada tumor séo iguais
na maior parte dos casos. Algumas posicfes da antena podem fazer uma classificacao
sobre um tumor diferente do que as restantes, no entanto é raro que tal acontega num
namero elevado de posi¢des da antena.

Numa perspectiva geral, os objectivos propostos foram atingidos e com
resultados bastante optimistas e motivadores para a continuacdo do estudo e
desenvolvimento do prot6tipo de UWB. Assim como com 0s modelos numéricos de
tumores, também o estudo com os modelos fisicos de tumores € um bom indicador de

gue este método podera evoluir ao ponto de ser utilizado em casos clinicos.

5.2 LimitagOes e perspectivas futuras

Apesar dos bons resultados obtidos, este estudo teve algumas limitagbes. A
maior limitacéo deste trabalho foi o tamanho da base de dados para os modelos fisicos
de tumores. Uma base de dados com 26 tumores é suficiente para construir um
classificadores e obter resultados através dela, como foi feito neste estudo, mas nao é
suficiente para conceder a credibilidade e validade estatistica que um classificador
precisa de ter. O método de validagdo cruzada foi utilizado para colmatar o baixo
namero de tumores, no entanto, uma base com mais tumores ir4 reforcar a credibilidade
dos resultados.

Outra limitacdo enfrentada no decorrer da recolha de dados deve-se ao tamanho
dos fantbmas fisicos dos tumores, ndo havendo uma grande variedade de tamanhos.
Devido a este facto nado foi possivel fazer uma classificagdo também por tamanho.

Devido ao sinal no dominio do tempo estar muito discretizado, n&o foi possivel
implementar um método para extraccdo de caracteristicas que inicialmente estava
previsto, o DWT.

Para estudos futuros seria desejavel uma base de dados consideravelmente
maior e com uma variedade maior de tamanhos dos modelos de tumores por forma a

consolidar a credibilidade do método de classificagédo e do préprio protétipo. Aumentar a
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5. Consideracdes finais

guantidade de tecido fibroglandular e a posicdo do mesmo podera ser também
importante para uma melhor modelacdo de um caso real. Seria também desejavel uma
amostragem em termos de tempo menos discretizada para cada sinal (uma maior
resolucéo). A utilizacdo de outros métodos para extrac¢cdo de caracteristicas relevantes
e de outros classificadores, como as redes neuronais, poderiam também contribuir para
uma classificagdo mais precisa.
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