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Résumé – La plupart des méthodes classiques d’inversion en synthèse de Fourier sont basées sur l’interpolation et la Transformée de Fourier
(TF) inverse rapide. Mais, lorsque les données ne remplissent pas d’une manière uniforme le domaine de Fourier, ce qui est le cas dans grand
nombre d’applications en imagerie, ou lorsque la phase du signal n’est pas accessible, comme en interférométrie non cohérente, ces méthodes
ne fournissent pas de résultats satisfaisants. La méthode proposée est une méthode de régularisation basée sur l’estimation bayésienne. Une
modélisation appropriée de l’image permet de remédier, d’une manière simple, au manque d’information lié aux données et de fournir des
résultats satisfaisants. Notre objectif ici est de fournir une méthode utilisable en pratique en faisant un compromis entre complexité de mise en
œuvre et performances. La méthode proposée est testée sur des données expérimentales en imagerie microonde.

Abstract – Most classical methods of inversion in Fourier synthesis inverse problems are based on interpolation of the data and fast inverse
Fourier Transform (FT). But, when the data do not fill uniformly the Fourier domain which is the case in many applications in tomographic
imaging, or when the phase of the signal is lacking as in optical interferometry, the results obtained by such methods are not satisfactory. The
method proposed in this article is a regularization method based on the Bayesian estimation. An appropriate modeling of the image gives the
possibility of compensating the lack of information in the data thus giving satisfactory results. The objective is to make a compromise between
the efficiency and performances of the method. The proposed method is tested on experimental data in microwave imaging.

1 Introduction

Dans un grand nombre d’applications en imagerie, l’étape
d’inversion se ramène souvent à un problème de synthèse de
Fourier, qui consiste à estimer une fonction f(x) à partir d’une
connaissance partielle de sa TF g(ω).

g(ω) =

∫
f(x) exp {−jω.x} dx. (1)

Parmi ces applications on peut citer la tomographie à rayons
X, par diffraction [1, 2], l’imagerie RMN, ou encore l’image-
rie interférométrique en radioastronomie ou en optique [3]. Le
problème en 2D s’écrit : estimer f(x, y) à partir d’une connais-
sance partielle de g(u, v).

Cette connaissance partielle est liée soit à l’absence de phase
(données incomplètes) soit à une limitation du support, g(u, v)
n’étant alors connu que sur un ensemble restreint de contours
algébriques comme des lignes droites en tomographie X, des
demi-cercles ou d’autres supports plus sophistiqués dans le cas
de milieux atténuants [4] pour la tomographie par diffraction.

Parmi les techniques classiques d’inversion on trouve l’inter-
polation sur un maillage cartésien dans le domaine de Fourier
et l’utilisation de la TFR pour déterminer f(x, y). Cette tech-
nique, bien que rapide et utilisée dans de nombreux cas avec
succès, manque souvent de résolution. De plus, il est difficile
d’analyser le lien entre les différents interpolateurs et l’infor-
mation introduite indirectement sur l’image recherchée.

L’idée de base dans les techniques d’inversion que nous dé-
veloppons ici est la prise en compte explicite d’information a
priori sur la solution, comme par exemple, régularité, positi-
vité, continuité par régions, homogénéité, etc. Pour cela, nous
définissons la solution du probl̀eme comme l’optimiseur, sur
un ensemble F , d’un critère en deux parties, l’une traduisant
l’adéquation aux données, l’autre l’a priori :

f̂ = argmin
f∈F

{Q(f) + λΩ(f)} . (2)

Pour la première on choisit souvent un critère de moindres
carrés:

Q(f) =
∑

i

(gi − g(ωi))
2 (3)

qui traduit implicitement le fait que le bruit est supposé centré,
blanc et gaussien, et où g = {gi, i = 1, · · · ,M} désigne les
données observées. Les différentes méthodes de régularisation
se différentient essentiellement dans le choix de l’ensemble F
et dans la deuxième partie du critère Ω(f). Par exemple, la
régularité peut être assurée si on choisit :

Ω(f) =

∫
φ (|∇f(x)|) dx (4)

où ∇f(x) est le gradient de f et φ est une fonction positive et
croissante. Le choix de φ est alors crucial : φ quadratique in-
troduit une information de régularité forte, φ non-quadratique
mais convexe (par exemple φ(t) = |t|) favorise l’apparition des
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FIG. 1: Contours algébriques en synthèse de Fourier: a) Tomo-
graphie X, b) Tomographie par diffraction pour une configu-
ration de mesure en transmission et c) dans le cas d’un milieu
atténuant et d’une configuration de mesure en ŕeflexion, d) Ima-
gerie en radioastronomie.

zones homogènes, enfin φ non convexe (par exemple quadra-
tique tronquée) peut intégrer une véritable phase de détection
de contours.

Des informations telles que la positivité peuvent être prises
en compte soit par le choix de l’ensemble F soit par le choix
[5] de la fonction :

Ω(f) = −

∫
f(x) ln f(x) dx. (5)

2 La contribution de ce travail

Une propriété souvent importante dans un grand nombre d’ap-
plications, surtout en contrôle non destructif (CND), est l’ho-
mogénéité par régions compactes. De nombreuses méthodes
d’inversion ont été proposées pour favoriser de telles recons-
tructions, par exemple des méthodes de régul-arisation avec
un critère de régularisation du type quadratique tronqué [6, 7],
mais leur mise en œuvre s’avère trop complexe et coûteuse en
temps de calcul pour des applications réelles.

En effet, cette propriété est, en toute rigueur, difficileà prendre
en compte, mais une manière approchée de l’intég-rer consiste
à définir :

Ω(f) =

K∑

k=1

∫

x∈Rk

1

σ2
k

(f(x)−mk)
2 dx (6)

où Rk est le support de la région k, mk est son niveau moyen,
σ2

k est la variance des valeurs des pixels de l’image dans cette
région et K le nombre de ces régions. Cette modélisation s’ap-
parente à une modélisation probabiliste de mélange de gaus-
siennes où les variables cachées représen-tent des labels des
différentes régions.

La difficult́e essentielle est alors l’estimation de la forme de
chaque contour (classification et segmentation) et des hyper-
paramètres (mk, σ

2
k) pour k = 1, . . . ,K, surtout si on sou-

haite imposer à chaque région Rk d’avoir certaines propriétés :
connexité, compacité, convexité, etc. On peut aussi imposer des
contraintes sur leur nombre, sur les longueurs ou les courbures
de leurs contours.

Nous nous sommes intéressés récemment au cas K = 3 qui
correspond à une situation souvent rencontrée en contrôle non
destructif (CND) où, dans l’image à reconstruire, on souhaite
souvent distinguer les régions saines (k = 1), les régions de
défauts (k = 3) et les régions intermédiaires (k = 2). En
imagerie médicale, par exemple, k = 2 peut correspondre à
l’extérieur du corps, k = 3 peut correspondre à des régions
osseuses et k = 1 à des régions sans os.

Dans ce travail, nous proposons un algorithme pratique, qui
s’apparente à un algorithme du type Level set mais à plusieurs
niveaux que nous avons nommé multi Level set et qui semble
fournir des résultats satisfaisants sur un ensemble de jeux de
données en simulation et des données expérimentales.

Les différentes étapes de cet algorithme sont les suivantes:

1. Initialisation : on commence par K = 0 et on estime une
solution f (0) en minimisant le critère suivant:

J(f) =
∑

i

(gi − g(ωi))
2
+ λ

∫
|∇f(x)|2 dx

qui est quadratique en f . La solution s’obtient facilement et
le coût de calcul est réduit à celui d’une dizaine de TFR. La
solution obtenue dans cette étape peut aussi être interprétée
comme une estimation au sens du maximum a posteriori
(MAP) dans une approche bayésienne avec une loi a priori
du type Gauss-Markov homogène sur l’image f .

2. Classification et segmentation (estimation des ŕegionsRk, de
leurs niveaux moyens mk et de leurs variances σ2

k) basée sur
la modélisation probabiliste des pixels de l’image comme
un champ aléatoire avec une loi a priori appropriée (par
exemple un mélange de K = 3 gaussiennes).

Plus précisément, il s’agit de modéliser la loi de probabi-
lité des pixels de l’image par un mélange de K = 3 gaus-
siennes, ce qui revient à modéliser les lois des pixels dans
chaque région par une gaussienne. La classification est alors
équivalente à l’estimation d’une variable discrète cachée dont
la valeur indique l’appartenance d’un pixel de l’image à une
région.

Une modélisation markovienne de ces variables cachées per-
mettra de mettre d’autres contraintes sur les formes et les
dimensions de ces régions.

Si on note par fj la valeur du pixel j de l’image f =
[f1, · · · , fn] et par z = [z1, · · · , zn] les variables discrètes
qui ne peuvent prendre que trois valeurs k = 1, 2 et 3 repré-
sentant leur appartenance à la région correspondante, on peut
alors définir des lois p(f |z) etP (zj = k) = pk et éventuelle-
ment P (zj = k|zj−1 = l) = pkl en déduire la loi a poste-
riori P (zj = k|f) qui nous permet d’effectuer la segmenta-
tion, par exemple en choisissant la valeur la plus probable.

Avec l’hypothèse i.i.d. (indépendantes et identiquement dis-
tribuées) pour p(fj |zj) et pour P (zj = k) = pk et lorsque



K est fix́e d’avance, on montre que cette étape se résume à :

– Détermination de K − 1 = 2 seuils s1 et s2 à l’aide de :

P (zj = k|fj = sk) = P (zj = k+1|fj = sk), k = 1, 2

– Détermination des indices des régions Rk définies par
Rk = {j : zj = k} qui correspond à la segmentation
par seuillage de l’image estimée à l’itération précédente
par :

ẑj =





1 si fj≤ s1
2 si s1 <fj≤ s2,
3 si s2 <fj

– Remise à jour des paramètresmk, σ2
k et pk des différ-entes

régions par :

nk = nombre des pixels dans la région k,

mk =
1

nk

∑

j

fkj
, σ2

k =
1

nk

∑

j

(fkj
−mk)

2,

pk = nk/n, pk,l = nkl/
∑

k

nkl

3. Estimation de la solution : avec cette segmentation et cette
classification, on estime une nouvelle solution en minimisant
le critère

J(f) =
∑

i

(gi − g(ωi))
2
+λ

K∑

k=0

∫

Rk

(
f(x)−mk

σk

)2

dx

qui est aussi quadratique en f lorsque les régions Rk et leurs
niveaux mkl sont fix́es. La solution, au cours de cette étape,
s’obtient facilement et le coût de calcul est également réduit
à celui de quelques TFR.
On peut interpréter cette solution comme de l’estimation au
sens du MAP de f̂ = argmaxf {p(f |g, z)} avec le modèle
de mélange de gaussiennes proposé pour f .

4. Test de convergence : tant que le nombre de régions n’est pas
stabilisé, on retourne à l’étape 2.

Malheureusement il est très difficile d’́etablir une preuve quel-
conque de convergence de cet algorithme. Nous arrêtons l’al-
gorithme lorsque le nombre total des régions est stabilisé. L’op-
timisation du critère J(f), lors de chaque étape, est faite par un
algorithme de type gradient conjugué.

L’étape la plus délicate est l’étape de classification et de seg-
mentation. Une étude plus avancée fondée sur la modélisation
markovienne de l’image et de ses régions est en cours pour
effectuer une classification et une segmentation plus adapt́ees
mais forcément plus complexes. Il s’agit de modéliser la loi
de probabilité des pixels de l’image par un mélange de gaus-
siennes, mais en introduisant soit une coloration sur le champ
des labels z (par exemple un modèle de Potts) soit sur le champ
des pixels f (par exemple un champ de Gauss-Markov). L’étape
de la classification devient alors plus complexe car l’estimation
de zj fera intervenir non seulement la valeur du pixel fj mais
aussi soit les valeurs des zl soit les valeurs de fl où l’indice l
représente les sites voisins du site j.

3 Simulation

Pour montrer la faisabilité et mesurer les performances de la
méthode proposée et comparer ses performances à celles des

méthodes classiques, nous avons effectué un certain nombre de
simulations. La figure suivante montre un exemple de ŕesultat
à titre indicatif.
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FIG. 2: Synthèse de Fourier en simulation: a) Objet (une image
de 128 × 128 pixels, b) Spectre observé (seul les valeurs de la
TF sur une grille de 16×16 sont observées), c) Reconstruction
par TF inverse, d) Reconstruction par la méthode proposée

4 Application aux données expérimen-
tales en imagerie microonde

Les figures suivantes pŕesentent quelques résultats typiques
obtenus en imagerie microonde en vue d’application dans le
domaine biomédical [8] et sur des données issues de la base de
données de l’Institut Fresnel [9].

5 Conclusion

Il existe un grand nombre de méthodes pour la résolution du
problème inverse de SF. Ces méthodes sont soit trop simples
comme interpolation et TF inverse qui ne fournit de bons résultats
que lorsque les données sont sans bruit et de nombre suffisant,
soit plus sophistiquées pour remédier le manque d’information
dans les données. La méthode proposée semble faire un com-
promis entre complexité de mise en œuvre et performances.
D’un point de vue théorique, il reste encore à étudier la conver-
gence, éventuellement à estimer le nombre de niveaux plutôt
que de le fixer d’avance, et proposer une ḿethode simple pour
l’estimation du paramètre de régularisation.
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