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Apresentação

Este documento tem como objetivo identificar relações entre parâmetros
climáticos, visando descobrir eventuais novos conhecimentos, através
de técnicas de inteligência artificial, possibilitando a previsão de geada
para a cultura de café e a previsão de déficit hídrico para as culturas de
café e cana-de-açúcar no Estado de São Paulo, com maior grau de
confiança e num intervalo de tempo satisfatório, com a intenção de auxiliar
os produtores na tomada de decisões.

Este trabalho está vinculado ao projeto "Desenvolvimento e Evolução de
um Sistema de Monitoramento Agroclimatológico para o Estado de São
Paulo", desenvolvido pela Embrapa Informática Agropecuária, em
conjunto com o Instituto Agronômico de Campinas (IAC) e Unicamp, ao
qual se pretende adicionar novos produtos para incorporação no sistema
de monitoramento agroclimatológico, além de propor uma nova infra-
-estrutura para o sistema já existente e evoluções nos modelos
operacionais disponíveis.

Espera-se que esta publicação venha contribuir para o aprimoramento
do sistema agroclimatológico do Estado de São Paulo e seja um
instrumento útil para estudantes de graduação, pós-graduação e técnicos
de áreas afins, suprindo a carência de bibliografia especializada no
assunto, na língua portuguesa.

José Gilberto Jardine
Chefe-Geral
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Introdução

A descoberta automática de conhecimento a partir dos dados – usar os
computadores para descobrir novas informações úteis – é um dos
objetivos mais fascinantes da ciência da computação.

Cada vez mais, o volume de informações excede a capacidade de sua
análise pelos métodos tradicionais (planilhas, consultas e gráficos). Esses
métodos podem gerar relatórios a partir dos dados, mas não conseguem
analisá-los sob o enfoque conhecimento. Para atender a essa necessidade
foram pesquisadas e desenvolvidas novas técnicas e ferramentas, que
permitem a extração de conhecimento a partir de grandes volumes de
dados.

Mineração de dados (“data mining”) é a descoberta de conhecimento
interessante, mas escondido, em grandes bases de dados. Bases de dados
corporativas freqüentemente contêm tendências desconhecidas, que são
de importância estratégica para a organização. É uma tecnologia baseada
numa nova geração de hardware e software que inclui análises
estatísticas, exploração visual, árvores de decisão, redes neurais, entre
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outras, para explorar grandes bases de dados e descobrir relações e
padrões existentes nessas informações. Difere de técnicas estatísticas porque,
ao invés de verificar padrões hipotéticos, utiliza os próprios dados para
descobrir tais padrões.

As várias tarefas desenvolvidas em “data mining” têm como objetivo
primário a predição e a descrição, ou seja, a produção de um modelo ou
a produção de informação, respectivamente. A predição usa atributos para
predizer o desconhecido ou os valores futuros de outras variáveis. “Data
mining” utiliza técnicas estatísticas e de aprendizado de máquinas para
construir modelos capazes de predizer o comportamento de determinado
atributo. Como descrição, diversas técnicas podem trazer percepções
diferentes das apresentadas em tabelas ou relatórios. A descrição procura
por padrões que descrevem os dados e são interpretáveis facilmente pelos
seres humanos.

O objetivo deste estudo é analisar bancos de dados climáticos disponíveis,
buscando identificar novos conhecimentos, através da utilização de
técnicas relacionadas à Mineração de Dados, possibilitando a previsão
de ocorrência de geada e deficiência hídrica para as culturas de café e
cana-de-açúcar no Estado de São Paulo.

Como qualquer iniciativa de mineração de dados, este trabalho parte da
hipótese de que é possível descobrir conhecimento novo "escondido" no
grande volume de dados climáticos e ainda, a partir do comportamento
conhecido dos atributos climáticos, aumentar as chances de se descobrir
padrões que podem explicar e ajudar a predizer o comportamento futuro
dos mesmos. Estas hipóteses são reforçadas pela percepção dos
especialistas em climatologia que possuem um claro sentimento de que
é possível extrair informação nova e útil e predizer o comportamento
futuro dos parâmetros climáticos. Para isso, serão aplicadas técnicas de
mineração de dados nos grandes bancos de dados climáticos do Estado
de São Paulo, possibilitando a previsão de geada para cultura do café e a
previsão de deficiência hídrica no solo tanto para as culturas de café como
de cana-de-açúcar no Estado de São Paulo, com maior grau de confiança
e em um intervalo de tempo satisfatório, podendo, então, auxiliar os
produtores na tomada de decisões visando a proteção contra essas
ocorrências, reduzindo os impactos causados.
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Mineração de Dados

A Descoberta de Conhecimento em Bancos de Dados (Knowledge
Discovery of Database - KDD) é uma tecnologia que possui ferramentas
poderosas para a descoberta eficiente de informações valorosas de uma
grande coleção de dados, visando o auxílio no suporte a decisão.
Mineração de dados (“data mining”) é uma das ferramentas de KDD mais
utilizadas, podendo ser considerada um passo dentro do processo de KDD.
Há autores que utilizam os dois termos como sinônimos. A descoberta
de conhecimento em base de dados é um processo não trivial de identificar
padrões válidos, não conhecidos, potencialmente úteis e interpretáveis,
consistindo, basicamente, em descobrir conhecimento útil nos dados
armazenados, a partir da aplicação de técnicas de mineração de dados,
da aplicação dos padrões obtidos e da interpretação dos resultados
(Fayyad et al., 1996).

Esta área surgiu em 1981, devido a necessidade de métodos mais
poderosos para a recuperação e utilização da informação, pois com o
avanço da tecnologia, as bases de dados acumulam milhares de
informações, aumentando expressivamente o volume de dados e a riqueza
de suas informações. Como resultado desse aumento efetivo, o
processamento dessas informações tornou-se cada vez mais complexo e
difícil, e, normalmente, os dados ficam armazenados nas bases de dados
sem que sejam uti l izados de uma forma realmente eficiente
(Halmenschlager, 2000).

Mineração de dados é entendida como o processo de exploração e análise
de grandes quantidades de dados, com o objetivo de descobrir padrões
ou regras que permitam uma melhor compreensão da informação contida
nos mesmos. As ferramentas de mineração de dados podem prever
futuras tendências e comportamentos, permitindo um novo processo de
tomada de decisão, baseado principalmente no conhecimento acumulado
e freqüentemente desprezado, contido em seus próprios bancos de dados
(Fayyad et al., 1996). Enquanto as ferramentas tradicionais de banco de
dados (transacionais) são capazes de mostrar "o que" está na base de
dados, os softwares analíticos ajudam o usuário a descobrir o "porquê".
Em um pacote estatístico, o usuário formula hipóteses com os prováveis
porquês, para então testar suas validades. Mineração de dados estende a
capacidade de gerar e validar hipóteses e por isso se diz que pode descobrir
conhecimento novo (inesperado), útil e interessante (Munari, 2001).
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Basicamente, mineração de dados se preocupa com a análise dos dados
e com o uso de técnicas responsáveis por achar padrões e regularidades
no conjunto de dados. É o computador que é o responsável por achar os
padrões identificando as regras subjacentes e as características nos dados. A
idéia é que é possível encontrar “ouro” em lugares inesperados, tal como os
softwares de data mining extraem padrões não previamente encontrados ou
tão óbvios que ninguém os notou antes (Monard et al., 2002).

O processo de descoberta de conhecimento envolve várias etapas complexas,
que devem ser executadas corretamente, pois cada etapa é fundamental para
que os objetivos estabelecidos e o sucesso completo da aplicação sejam
alcançados. O processo é interativo, com muitas decisões a serem tomadas,
e também iterativo, podendo possuir laços entre quaisquer das etapas, não
existindo uma ordem ou seqüência única durante o andamento do processo.

Segundo Baranauskas & Monard (2000), no início do desenvolvimento,
há a necessidade de preparação dos dados, fase considerada na literatura
como a que consome mais tempo. Nesta fase há a necessidade do
acompanhamento dos especialistas humanos visando auxiliar na
identificação da relevância dos atributos.

Fayyad et al. (1996) representam um processo típico de mineração de
dados, como mostra a Fig. 1.

Fig. 1. Etapas do processo de descoberta do conhecimento.
Fonte: Fayyad et al. (1996).
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Ele possui três passos. Inicialmente é preciso selecionar os tipos de dados
que serão usados pelo algoritmo de mineração. Dados crus geralmente
são variados, não estão organizados e nem todos são necessários para a
mineração. Um grande esforço é necessário para se coletar uma boa
quantidade de dados e transportá-los para um lugar onde se possa minerá-
-los. O primeiro passo é pré-processar os dados para aprontá-los para a
análise. Usualmente os dados têm que ser formatados, amostrados,
adaptados e, algumas vezes, transformados para que possam ser usados
pelo algoritmo de mineração. Ocorre então, o desenvolvimento do
entendimento do domínio da aplicação, avaliação do hardware e software
disponíveis, seleção, limpeza e transformação dos dados. Após o pré-
processamento, os dados estão prontos para serem minerados por um
algoritmo. É definida a escolha da tarefa e das técnicas a serem utilizadas,
identificação da ferramenta que satisfaça a essas condições e aplicação
desta aos dados. Este passo pode envolver técnicas muito diversas e a
informação descoberta é usada principalmente para construção de
modelos, extração automática de padrões e exploração visual de dados.
O último passo do processo de mineração de dados, o pós-processamento,
é assimilar a informação minerada, chamado pós-processamento. É a
interpretação dos resultados e incorporação do conhecimento adquirido.
No caso da construção de modelos, este passo consiste em avaliar a
robustez e efetividade dos modelos produzidos. No caso da extração de
padrões e exploração visual de dados, este passo consiste em tentar
interpretar a informação extraída.

A qualidade do conhecimento descoberto no final é dependente da
qualidade do dado, do pré-processamento, do algoritmo de mineração e do
processo de assimilação. Mais do que isso, a qualidade é altamente
dependente de como o processo é montado como um todo.

Liu et al. (2001) utilizam técnicas de mineração de dados para predição
de chuvas, baseado em uma série histórica de dados, alcançando ótimos
resultados. McCullagh et al. (1999) desenvolveram um sistema inteligente,
baseado em mineração de dados, utilizando técnicas de redes neurais
artificiais, para estimar parâmetros meteorológicos, entre eles a
precipitação. Os resultados mostram que o conhecimento adquirido a
partir de mineração de dados, contribuiu para o sucesso do sistema
desenvolvido. Howard & Rayward-Smith (1997) aplicaram técnicas de
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descoberta de conhecimentos em uma base de dados meteorológica  a
fim de descobrir padrões climáticos. A construção de um modelo de
classificação, baseado em fatores climáticos, de regiões com aptidão para
o cultivo de uvas é indicada como aplicação potencial de mineração de
dados em Witten et al. (1996).

Técnicas de Mineração de Dados

Na etapa de mineração de dados é definida a escolha da tarefa e da técnica
a serem utilizadas, a identificação da ferramenta que satisfaça as
condições exigidas e aplicação das ferramentas nos dados.

Mendonça Neto (2001) afirma que mineração de dados usa sistemas de
aprendizado automatizados, que codificam informações de treinamento
diretamente de repositórios de dados. Apesar da estrutura geral do
processo de mineração de dados parecer similar ao de aprendizado de
máquina, existem duas diferenças críticas. A primeira é que os dados
crus do repositório onde se vai aplicar as técnicas de mineração foram
derivados para outra finalidade. Provavelmente os dados não estão
arrumados numa forma que irá facilitar a indução automática de
conhecimento. Além disso, podem existir conjuntos de dados irrelevantes,
incertos ou incompletos. A segunda diferença é que o produto da
mineração não é necessariamente um modelo. Este produto, chamado
de "informação minerada", terá ainda que passar pela interpretação de
um perito no domínio de aplicação, para ser assimilada e transformada
em conhecimento com valor real.

A automação dos processos de aprendizado tem sido estudada numa área
da inteligência artificial chamada de aprendizado de máquina -“machine
learning” (Baranauskas & Monard, 2000).  O sistema típico de aprendizado
de máquina não interage diretamente com o domínio (ambiente) externo.
Ele usa informações codificadas ou de treinamento para aprender sobre este
domínio. Ele amostra fatos do ambiente que se quer modelar e codifica
estes fatos em conjuntos de informações de treinamento. Este conjunto
de treinamento é usado para alimentar um mecanismo de aprendizado
que irá produzir um modelo do ambiente observado. Este modelo pode
ser usado para extrair informação útil e desconhecida sobre o domínio.
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De acordo com Zaverucha et al. (2002), o aprendizado de máquina é uma
área multidisciplinar de pesquisa, que compreende mecanismos pelos
quais o conhecimento é adquirido através da experiência. Segundo
Monard et al. (2002), a área de aprendizado de máquina estuda métodos
computacionais apropriados para a aquisição de novos conhecimentos,
novas habilidades e novas formas de organização do conhecimento já
existente. Técnicas como Árvores de Decisão, Redes Neurais, entre outras,
têm sido aplicada com sucesso. Paralelamente, avanços teóricos através
de trabalhos de pesquisa na área de aprendizado de máquina têm definido
limites para estes métodos, guiando a busca por novos modelos e
aplicações, além de oferecerem embasamento teórico para os resultados
experimentais obtidos. Por outro lado, a grande quantidade de informação
armazenada em meio digital nas atuais organizações é atualmente um
dos problemas mais graves trazidos com o advento da tecnologia. A
maioria destas informações está armazenada em bases de dados, cujo
tamanho cresce exponencialmente devido ao aparecimento de aplicações
como meteorologia, Sistemas de Informações Geográficas, e outras, cujo
volume de dados gerado é grande. Neste sentido, a extração de
conhecimento em bases de dados, em cujo processo estão inseridas
técnicas de mineração de dados, é uma forte tendência, e vem se
estabelecendo como uma das áreas de pesquisa mais interessantes dos
últimos tempos. Recentemente, a interligação das áreas de aprendizado
de máquina e de extração de conhecimentos em bases de dados tem se
tornado cada vez mais importante, na medida em que a manipulação e
análise manuais do grande volume de dados armazenados pelas
aplicações têm se tornado inviáveis (Zaverucha et al., 2002).

A escolha de quais técnicas de mineração de dados usar depende das
metas do perito no domínio e das tarefas para atingir estas metas. As
tarefas de mineração podem ser classificadas em seis principais categorias
(Mendonça Neto, 2001):

1. Estimação e predição - estimação consiste em examinar atributos
de um conjunto de entidades e, baseado nos valores destes atributos,
assinalar valores e atributos de uma nova entidade que se quer
caracterizar. A predição usa atributos para predizer o desconhecido
ou os valores futuros de outras variáveis.

2. Classificação -  consiste em examinar os atributos de uma
determinada entidade para, baseada nestes atributos, assinalar esta
entidade a uma determinada classe ou categoria.



Mineração de Dados Climáticos para Previsão de Geada e Deficiência Hídrica
para as Culturas do Café e da Cana-e-Açúcar para o Estado de São Paulo

16

3. Descoberta de Associações - consiste em identificar quais atributos
estão associados com outros em um dado ambiente.

4. Descoberta de Aglomerações (Clustering) - consiste em segmentar
uma população heterogênea em subgrupos homogêneos de entidades,
com base na auto-similaridade entre registros. Esta técnica agrupa
informações homogêneas de grupos heterogêneos entre os demais e
aponta o item que melhor representa cada grupo, permitindo, desta
forma, perceber as características de cada grupo.

5. Visualização de Dados - é a tarefa de descrever informações
complexas através de apresentações visuais, como por exemplo,
gráficos, planilhas, diagramas, etc.

6. Exploração Iterativa de Dados - é o processo de inspecionar grandes
volumes de dados através de controles iterativos, que permitem
rapidamente explorar novos cenários e questões abertas durante a
análise dos dados.

Predição e classificação, têm por objetivo construir modelos explícitos
que estão prontos para serem empregados por uma organização.
Descoberta de associações e aglomerações têm por objetivo identificar
padrões potencialmente úteis nos dados explorados. Estes padrões têm
que ser interpretados por um perito no domínio para que ele perceba
nestes padrões fatos de real valor. Visualização e exploração iterativa de
dados, objetivam auxiliar os peritos no domínio a encontrar por eles
próprios padrões interessantes nos dados explorados.

As técnicas para a execução dessas tarefas são variadas (Mendonça Neto,
2001), entre elas: árvores de decisão, redes neurais artificiais, regras de
indução, mineração visual de dados e clusterização. A adequabilidade do
tipo da função de mineração de dados ao tipo de problema que se está
querendo solucionar, juntamente com a quantidade e qualidade dos dados
são os fatores fundamentais para definir a técnica mais adequada de
execução. Normalmente, os produtos para mineração de dados combinam
as diversas técnicas, para se construir um produto mais preciso e mais rápido.

Árvores de Decisão

Árvores de decisão ou de classificação são técnicas de indução usadas
para descobrir regras de classificação para um atributo a partir da subdivisão
sistemática dos dados contidos no repositório que está sendo analisado.
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As árvores de decisão consistem de nodos que representam os atributos,
de arcos, provenientes destes nodos e que recebem os valores possíveis
para estes atributos, e de nodos folha, que representam as diferentes
classes de um conjunto de treinamento, como ilustra a Fig. 2. Uma árvore
de decisão tem a função de particionar recursivamente um conjunto de
treinamento, até que cada subconjunto obtido deste particionamento
contenha casos de uma única classe. Para atingir esta meta, a técnica de
árvores de decisão examina e compara a distribuição de classes durante
a construção da árvore. O resultado obtido, após a construção de uma
árvore de decisão, são dados organizados de maneira compacta, que são
utilizados para classificar novos casos (Garcia & Alvares, 2002).

A partir de uma árvore de decisão é possível derivar regras. As regras
são escritas considerando o trajeto do nodo raiz até uma folha da árvore.
As regras e a árvore de decisão são geralmente utilizadas em conjunto.
Devido ao fato das árvores de decisão tenderem a crescer muito, de acordo
com algumas aplicações, elas são muitas vezes substituídas pelas regras.
Isto acontece em virtude das regras poderem ser facilmente
modularizadas. Uma regra pode ser compreendida sem que haja a
necessidade de se referenciar outras regras (Ingargiola, 2002).

Nesta técnica escolhe-se a variável que se quer avaliar e o software
procura as mais correlacionadas e monta a árvore com várias
ramificações. As árvores de decisão são meios de representar resultados
de mineração de dados na forma de árvore, e que lembram um gráfico
organizacional horizontal. A partir de um grupo de dados com numerosas
colunas e linhas, uma ferramenta de árvore de decisão pede ao usuário
para escolher uma das colunas como objeto de saída, e aí mostra o único
e mais importante fator correlacionado com aquele objeto de saída como
o primeiro ramo (nó) da árvore de decisão. Isso significa que se pode
rapidamente ver qual o fator que mais direciona o objeto de saída, e o
pode entender porque o fator foi escolhido. Uma boa ferramenta de árvore
de decisão vai, também, permitir que se explore a árvore de acordo com
a sua vontade, do mesmo modo que poderá encontrar grupos alvos que lhe
interessem mais, e aí ampliar o dado exato associado ao seu grupo alvo. Os
usuários podem, também, selecionar os dados fundamentais em qualquer
nó da árvore, movendo-o para dentro de uma planilha ou outra ferramenta
para análise posterior. Nesta técnica consegue-se saber os itens que mais
influenciam uma determinada variável (Gimenes & Seixas, 2000). Segundo
Brazdil (2002), muitos são os algoritmos de classificação que elaboram árvores
de decisão. Não há uma forma de determinar qual é o melhor algoritmo, um
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pode ter melhor desempenho em determinada situação e outro algoritmo
pode ser mais eficiente em outros tipos de situações. O algoritmo ID3 foi um
dos primeiros algoritmos de árvore de decisão, tendo sua elaboração
baseada em sistemas de inferência e em conceitos de sistemas de
aprendizagem. Logo após foram elaborados diversos algoritmos, sendo
os mais conhecidos: C4.5, CART (Classification and Regression Trees),
CHAID (ChiSquare Automatic Interaction Detection), entre outros. Os
algoritmos que constróem árvores de decisão buscam encontrar aqueles
atributos e valores que provêem máxima segregação dos registros de dados,
com respeito ao atributo que se quer classificar, a cada nível da árvore.

Após a construção de uma árvore de decisão é importante avaliá-la. Esta
avaliação é realizada através da utilização de dados que não tenham sido
usados no treinamento. Esta estratégia permite estimar como a árvore
generaliza os dados e se adapta a novas situações, podendo, também, se
estimar a proporção de erros e acertos ocorridos na construção da árvore
(Brazdil, 2002).

A Fig. 2, mostra um exemplo de uma árvore de decisão, envolvendo um
problema de condições meteorológicas, analisando-se o caso sair ou não
sair de casa, de acordo com o tempo.

Fig. 2. Árvore de decisão para condições meteorológicas.
Fonte: Cechin & Osório (2002).
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Redes Neurais Artificiais

As Redes Neurais Artificiais (RNAs) são modelos computacionais
inspirados no sistema nervoso biológico, cujo funcionamento é
semelhante a alguns procedimentos humanos, ou seja, aprendem pela
experiência, generalizam exemplos através de outros e abstraem
características (Wasserman, citado por Venturieri & Santos, 1998). De
maneira geral, pode-se definir uma RNA como um sistema constituído
por elementos de processamento interconectados, chamados de
neurônios, os quais estão dispostos em camadas, uma camada de entrada,
uma ou mais intermediárias e uma de saída. A Fig. 3 apresenta um modelo
de rede neural com uma camada intermediária. São responsáveis pela
não-linearidade da rede, através do processo interno de certas funções
matemáticas. Essas RNAs possuem alguma forma de regra de
aprendizagem que é responsável pela modificação dos pesos sinápticos
a cada ciclo de iteração, de acordo com os exemplos que lhe são
apresentados. Assim, pode-se dizer que as RNAs aprendem a partir de
exemplos (Galvão & Valença, 1999).

Fig. 3. Ilustração de uma rede multicamada com uma camada
intermediária.
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Segundo Galvão & Valença (1999), dentre as regras de aprendizado, o
algoritmo de aprendizado Perceptron sugerido por Widrow e Hoff, que é
também conhecido como regra delta, constitui-se num dos mais simples.
Nesta técnica de treinamento fornecem-se, além dos dados de entrada,
as respostas desejadas (treinamento supervisionado), de tal forma que o
processamento ocorre de maneira bastante simples, ou seja, inicialmente
atribui-se aos pesos valores aleatórios e, com eles, calcula-se a resposta
da rede e então se compara os valores calculados com aqueles desejados.
Caso o erro não seja aceitável,  faz-se o ajuste dos pesos
proporcionalmente ao erro. Neste caso, uma vez que duas classes se
misturam e não possam ser separadas por uma linha reta, os exemplos
não são linearmente separáveis (Galvão & Valença, 1999). Braga et al.
(2000) afirmam que as redes de uma só camada resolvem apenas
problemas linearmente separáveis. A solução de problemas não
linearmente separáveis passa pelo uso de redes com uma ou mais
camadas intermediárias, denominadas multicamadas.

Redes multicamadas apresentam um poder computacional muito maior
do que aquele apresentado pelas redes sem camadas intermediárias. Ao
contrário destas redes, as multicamadas podem tratar com dados que
não são linearmente separáveis. Teoricamente, redes com duas camadas
intermediárias podem implementar qualquer função, seja ela linearmente
separável ou não.

Os trabalhos de Minsky & Paper, citados por Azevedo et al. (2000),
provaram que redes diretas necessitam de camadas intermediárias para
solucionar problemas não linearmente separáveis. Posteriormente, ficou
provado que tudo que uma rede pode aprender com n camadas
intermediárias pode ser aprendido por uma rede de única camada
intermediária. O número de neurônios nas camadas de entrada e saída,
normalmente, é função do problema em questão. O problema reside,
então, no número de neurônios na camada intermediária: se for um
número grande, a rede pode se especializar e perder a capacidade de
generalização; se for um número pequeno, a rede pode não aprender.

Os algoritmos Perceptrons de Múltiplas Camadas (MLP) têm sido
aplicados com sucesso para resolver diversos problemas difíceis, através
do seu treinamento de forma supervisionada com um algoritmo muito
popular conhecido como algoritmo de retropropagação de erro (error
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back-propagation). Este algoritmo é baseado na regra de aprendizagem
por correção de erro (Haykin, 2001). Segundo Sclünzen et al., citado por
Venturieri & Santos (1998), é necessário um agente externo que direcione
o sistema. Esse direcionamento é realizado através do algoritmo de
treinamento denominado backpropagation (retropropagação de erro), que
consiste na apresentação de um conjunto de amostras, o qual é
comparado com uma imagem de saída desejada.

O algoritmo backpropagation (retropropagação do erro) é baseado na
regra delta proposta por Widrow e Hoff, sendo por isto também chamada
de regra delta generalizada. Este algoritmo propõe uma forma de definir
o erro dos nodos das camadas intermediárias, possibilitando o ajuste de
seus pesos (Braga et al., 2000). Segundo Azevedo et al. (2000), à medida
que a rede aprende, o valor do erro converge para um valor estável,
normalmente irredutível. O processo de aprendizagem prossegue até que
algum critério seja estabelecido, como por exemplo, um valor mínimo de
erro global, ou uma diferença sucessiva mínima entre erros calculados
para cada iteração.

Allard & Fuchs, citados por Câmara & Medeiros (1998), comentaram que
sistemas baseados em regras do conhecimento e redes neurais têm sido
largamente utilizados na solução de problema complexos, onde os
algoritmos e técnicas tradicionais são inadequados.

Regras de Indução

Indução, em oposição a dedução, é o processo de se obter uma hipótese
a partir dos dados e fatos já existentes. Indução pode ser explicada como
sendo a conclusão de informações provenientes de dados e aprendizagem
indutiva é o processo de construção de um modelo onde o ambiente, isto
é, o banco de dados, é analisado através de uma visão para identificar
padrões. Objetos semelhantes são agrupados em classes e regras
formuladas por meio das quais é possível predizer a classe de objetos
não vistos. Este processo de classificação identifica grupos nos quais cada
qual tem um padrão único de valores que constitue a descrição da classe.
A natureza do ambiente é dinâmica e por isso o modelo deve ser
adaptável, isto é, deve ser capaz de aprender (Unesp, 2002).

A aprendizagem indutiva, onde o sistema deduz o conhecimento pela
observação do seu ambiente tem duas estratégias principais:
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• aprendizagem supervisionada - é a aprendizagem por meio de
exemplos onde um professor ajuda o sistema a construir um mo-
delo definindo classes e exemplos abastecedores de cada classe.
O sistema tem que achar uma descrição de cada classe, isto é, as
propriedades comuns nos exemplos. Uma vez que foi formulada a
descrição e a forma da classe, uma regra de classificação pode ser
usada para predizer a classe de objetos previamente não vistos; e

• aprendizagem não supervisionada - é a aprendizagem por meio de
observações e descobertas. O sistema de dados é provido com ob-
jetos mas nenhuma classe é definida. Assim tem-se que observar
os exemplos e reconhecer padrões (isto é, descrição de classe) por
si só. Este sistema resulta em um conjunto de descrições de clas-
se, um para cada classe descoberta no ambiente.

Logo, indução é a extração de padrões. A qualidade do modelo produzido
por métodos de aprendizagem indutiva é tal que o modelo poderia ser
usado para predizer o resultado de situações futuras. Em outras palavras,
poderia ser usado não somente para estados encontrados mas também
para estados não vistos que pudessem acontecer.

Segundo Goulart Júnior et al. (2002), regra indutiva é o processo de olhar
uma série de dados e, a partir dela, gerar padrões. Pelo fato de explorar
automaticamente a série de dados, como mostra a Fig. 4, o sistema
indutivo cria hipóteses que conduzem a padrões.

Fig. 4. Esquema da exploração de regras de indução.
Fonte: Goulart Júnior et al. (2002).
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O processo é em sua essência semelhante àquilo que um analista humano
faria em uma análise exploratória. A indução de regras pode descobrir
regras muito gerais, as quais lidam tanto com dados numéricos quanto
não numéricos.

Mineração Visual de Dados

Pode-se pensar a visualização de dados como técnicas que mapeiam
volumes de dados multidimensionais para a tela bidimensional de um
computador. Visualização é uma ferramenta importante para mineração
de dados porque seres humanos são muito bons em processar informação
visual e muito ruins em processar informação numérica e/ou tabular.
Mineração visual de dados engloba técnicas que combinam visualização
e exploração interativa de dados. Estas técnicas descrevem conjuntos
complexos de dados através de gráficos envolvendo múltiplas variáveis
simultaneamente. Elas normalmente permitem a exploração inteligente
destes dados através de controle dos gráficos e seleção interativa da
informação a ser analisada. Neste caso, o perito necessita interagir
diretamente com a ferramenta para que possa extrair informações úteis
dos dados explorados (Mendonça Neto et al. 2000).

Técnicas de Aglomeração (Clusterização)

Muitas vezes a clusterização é uma das primeiras etapas dentro de um
processo de mineração de dados, já que identifica grupos de registros
correlatos, que serão usados como ponto de partida para futuras
explorações (Ikematu, 2002).

A descoberta por clusterização procura separar automaticamente
elementos em classes que serão identificadas durante o processo (não
há classes pré-definidas). A clusterização é diferente da classificação, pois
a primeira visa criar as classes através da organização dos elementos,
enquanto a segunda procura alocar elementos em classes já pré-definidas.
A clusterização auxilia o processo de descoberta de conhecimento,
facilitando a identificação de padrões nas classes. Geralmente, a técnica
de clusterização vem associada com alguma técnica de descrição de
conceitos, para identificar os atributos de cada classe. Esta posterior
identificação das classes através de suas características é chamada de
cluster analysis e gera uma nova abordagem de descoberta (Willet, 1988).
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Aglomerações podem ser usadas para: produzir uma visão de alto nível
do que acontece com os dados; automaticamente identificar pontos fora
da curva; ou classificar ou predizer valores de novos registros usando as
características dos aglomerados mais próximos a este registro (Mendonça
Neto et al., 2000).

O Estado de São Paulo e o Agronegócio Café e

Cana-de-Açúcar

O Estado de São Paulo possui mais de 190 mil quilômetros quadrados
plantados, entre culturas, pastagens e f lorestas destinadas ao
aproveitamento econômico. Líder em agronegócios, o Estado é
responsável por um terço do PIB agroindustrial do Brasil. Contribuindo
para isso, destacam-se as culturas de café e cana-de-açúcar (São Paulo,
2002).

O Estado de São Paulo tem destacada importância para o agronegócio
do café, principalmente, por sua infra-estrutura portuária, fundamental
para o escoamento da produção de outras regiões produtoras e por
possuir o maior parque industrial de café do país. O cultivo do produto
encontra-se hoje concentrado nas regiões de Campinas, Franca e Marília,
correspondendo a 57,8% do total produzido no estado (Embrapa, 2002).
O Estado de São Paulo é considerado o quarto maior produtor mundial e
o terceiro nacional de café produzindo 3,5 milhões de sacas de 60 quilos
(Caser et al., 2002).

O Estado é também o segundo maior produtor mundial de cana-de-açúcar
(São Paulo, 2002). A distribuição da área e produção com cana-de-açúcar
em São Paulo mostra que ela é cult ivada em todo o Estado,
preponderando na DIRA (Divisão Regional Agrícola) de Campinas e de
Ribeirão Preto, que juntas são responsáveis por 60% da área total e da
produção total (Veiga Filho, 2002).

Apesar desses números, as perdas na agricultura são muito grandes,
devido à ocorrência de sinistros na plantação por eventos climáticos. Tanto
o café, como a cana-de-açúcar, que são plantas perenes e semi-perenes,
respectivamente, sofrem, portanto as influências do clima em todo o curso
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do ano, ao contrário das culturas anuais que sofrem as influências em
determinados períodos. Os problemas ligados às adversidades climáticas
são os mais variados e se relacionam a diferentes elementos como:
geadas; vento frio persistente; veranicos freqüentes; deficiências hídricas
prolongadas; má distribuição do regime pluvial ao longo do ano, etc.
Segundo Rossetti (2002), as culturas de verão apresentam 60% de perdas
por seca e 32% por chuvas fortes. Nas culturas de inverno, as perdas por
seca alcançam até 30%, por chuvas fortes 32% e por geada 30%. Tanto a
produção de café e a de cana-de-açúcar no Estado de São Paulo sofrem
alternâncias motivadas por eventos climáticos adversos e em especial,
as geadas e as secas, que reduzem drasticamente as produções.

Neste sentido, justifica-se, uma proposta para prever a ocorrência de
geada para a cultura do café e deficiência hídrica no solo para a cana-de-
açúcar e para o café, podendo, auxiliar os produtores na tomada de
decisões que permita eliminar e/ou reduzir os prejuízos causados pelos
fatores climáticos. Para isso, utilizar-se-á da técnica de mineração de dados
para extrair conhecimento do grande volume de dados climáticos,
possibilitando a previsão de geada e de deficiência hídrica.

Geada x Café

O fenômeno das geadas ocorre com certa freqüência nas principais
regiões cafeeiras brasileiras, causando prejuízos às lavouras.

De acordo com Tubelis & Nascimento (1992), geada é a ocorrência de
temperatura do ar abaixo de 0°C, podendo ou não dar origem à formação
de gelo sobre as superfícies expostas. Segundo Caramori et al. (2001),
sob o aspecto agronômico, considera-se geada qualquer abaixamento
de temperatura que acarrete na planta efeitos prejudiciais ao seu
crescimento ou desenvolvimento. Portanto, deve-se destacar que nem
sempre a presença de gelo sobre as superfícies expostas significa que
ocorreu geada do ponto de vista agronômico, pois a temperatura que
provoca danos às plantas pode não ter sido atingida.

Diversos estudos mostram que temperaturas entre -3 °C e -4 °C são letais
para o tecido foliar do cafeeiro (Ferraz, 1968). Constatou-se também que
quanto maior for a queda de temperatura e quanto mais tempo a planta
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permanecer exposta a temperaturas inferiores à crítica, mais graves e
mais extensos são os danos.

Segundo Assad & Pinto (2001), a condição climática considerada apta
para a cafeicultura no Estado de São Paulo é de temperatura média anual
entre 18°C e 22°C e não ocorrência de temperaturas máximas superiores
a 34°C nos meses de outubro e novembro.

O cafeeiro arábica, quando em áreas com temperaturas médias anuais
elevadas, acima de  23°C e para 34°C nos meses de outubro e novembro,
devido ser o período de florescimento (toda a cafeicultura comercial do
Brasil apresenta o florescimento na primavera, a frutificação no verão, a
maturação no outono e a colheita no inverno), freqüentemente apresenta
problemas de abortamento das flores e formação de estrelinhas,
ocorrendo a frutificação e a maturação demasiadamente precoces,
podendo esse fato, acarretar perdas na qualidade final do produto, pois
as fases da colheita e secagem podem coincidir com períodos quentes e
chuvosos.

Por outro lado, temperaturas médias anuais baixas (inferiores a 18°C)
provocam o período de dormência das gemas florais retardado e o
desenvolvimento dos frutos mais lentos, o que faz com que o período de
maturação seja coincidente com novo florescimento, dificultando a
colheita, ou seja, provocam aumento no período de frutificação, podendo
ocorrer a maturação, se sobrepondo ao florescimento no ano seguinte,
prejudicando a vegetação e produção final (Camargo & Pereira, citados
por Caramori et al., 2001).

As taxas de sinistralidade agrícola devido às geadas são muito grandes.
A produção de café pelos Estados do Sudeste brasileiro sofrem
alternâncias motivadas por eventos climáticos adversos (geadas e secas),
que reduzem drasticamente as produções. No Estado de São Paulo, a
produção de café ocupa aproximadamente 240 mil hectares, contra 710
mil hectares em 1975, ano de inflexão da produção de café, decorrente
da pior geada da história da cafeicultura nacional. A maior parte dos
cafezais do Estado de São Paulo foram dizimados, iniciando o processo
de perda relativa da participação da produção desse estado no total
produzido no Brasil (Alfonsi, 2002).
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Segundo Rebello & Neves (1987), o fenômeno de geadas nas Regiões Sul
e Sudeste do Brasil é um assunto de muito interesse para meteorologistas
ligados ao setor agropecuário, que procuram disseminar avisos alertando
os agricultores sobre a aproximação de massas polares, causadoras de
temperaturas mínimas extremas e ocorrência de geadas.

No Estado do Paraná, o IAPAR criou o sistema alerta geadas para elaborar
previsões detalhadas, com o intuito de amenizar o problema que as geadas
causam ao café. O potencial de retorno deste Sistema é de 50 a 60 milhões
por ano em economia de novos plantios. A margem de acerto das
previsões tem sido de 100%, dando total segurança ao produtor. No
inverno de 2000, todas as geadas ocorridas foram previstas, possibilitando
que muitos agricultores evitassem prejuízos em viveiros e plantios
recentes (Caramori et al., 2001).

Tarifa et al. (1977) descreveram a situação dos danos causados pela geada
de 1975 à cafeicultura no Estado de São Paulo. O principal resultado
descrito é o grau de resfriamento na superfície. No Estado de São Paulo
a pressão mínima foi 1028 hPa e a máxima foi 1030 hPa.

Fortune (1981) estudou o episódio de geada que ocorreu em 1979,
buscando sinais no Oceano Pacífico, que pudessem dar indicações para
uma previsão de geadas. Os resultados mostraram que uma onda longa
do Pacífico amplifica-se, fornecendo um sinal da provável ocorrência de
geadas no sul do Brasil com 3 a 4 dias de antecedência.

Fortune et al. (1982) analisaram os aspectos mais importantes encontrados
para duas geadas, a de 1979 e a de 1981, e destacam importantes
precursores: uma configuração de ondas longas, observada em altos
níveis deslocando-se lentamente no Pacífico, amplificou-se entre 4 e 5
dias antes das geadas no Brasil.

Molion et al. (1981) discutiram as evidências sobre a ocorrência do
fenômeno de geada, que podem ser detectadas com até 3 dias de
antecedência. Isso seria possível analisando a intensidade da massa de
ar polar que estivesse penetrando no sul da América do Sul. Um modelo
estatístico seria utilizado para gerar a distribuição da temperatura.

Satyamurty et al. (1990) fizeram um estudo de caso, em que foi observada
a ocorrência de duas ondas de ar frio que afetaram a região Sul, São
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Paulo, Mato Grosso do Sul, sul de Minas Gerais e sul de Goiás. As massas
de ar frio, com pressões centrais da ordem de 1030 hPa, levaram cerca
de 72 horas para se deslocar da costa oeste do continente até o litoral da
região Sudeste do Brasil.

Algarve & Cavalcanti (1994) mostraram padrões típicos para ocorrência
de geadas no sul do Brasil, através de uma análise com dados de 10 anos.

Deficiência Hídrica x Café x Cana-de-Açúcar

Segundo Tubelis (1992), o balanço hídrico é um método de se calcular a
disponibilidade de água no solo. Indica a contabilização da água do solo,
representando o balanço entre o que entrou e o que saiu de água. Os
valores de balanço hídrico positivos indicam excedentes hídricos e os
negativos, deficiência hídrica ou falta de água. Ocorre excedente de água
sempre que a precipitação for superior à quantidade necessária para
alimentar a evapotranspiração potencial1 e completar o armazenamento
de água no solo. A deficiência aparece sempre que o solo não conseguir
suplementar a precipitação no atendimento da evapotranspiração potencial.
O balanço hídrico contabiliza a precipitação perante a evapotranspiração
potencial, levando em consideração a capacidade de armazenamento de
água no solo. Esta é a máxima quantidade de água, utilizável pelas plantas,
que pode ser armazenada na sua zona radicular.  O valor de
armazenamento para as culturas de cana-de-açúcar e café já foi
determinado, estipulado em 125mm, pelo método de Thornthwaite-
Mather.

O cálculo do balanço hídrico pode ser feito pelo método Thornthwaite-
Mather. É preciso conhecer os valores mensais e anual da precipitação e
da evapotranspiração potencial, podendo ser representado num gráfico,
indicando excedente ou deficiência hídrica no solo.

1 Thornthwaite e Wilm introduziram o termo Evapotranspiração potencial (Etp), em
1944, que representa a perda natural de água do solo vegetado para a atmosfera
através da ação conjunta da evaporação e da transpiração. A Etp é processo oposto à
precipitação, representa a água que retorna forçosamente para a atmosfera, em esta-
do gasoso, e depende da energia solar disponível na superfície do terreno para
vaporizá-la (Camargo & Camargo, 2000).
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Ao ponderar sobre as melhores condições hídricas para o cultivo da cana,
tem-se que levar em conta que não é o total de precipitação anual o mais
importante, mas sim a sua distribuição ao longo do ano ou, ainda melhor,
a disponibilidade de água no solo à disposição da planta, durante o ciclo
vegetativo. Para se estimar esta disponibilidade, pode-se utilizar o balanço
hídrico, segundo Thornthwaite & Mather (1955), baseado num sistema
de contabilização da água no solo, que nos indica os déficits e excedentes
hídricos no curso do ano (Minas Gerais, 1980).

Um regime hídrico em que não ocorrem déficits hídricos é contra indicado
para a cultura da cana-de-açúcar, por ser necessária a existência de um
período seco, que favoreça a maturação em detrimento do crescimento.
Por outro lado, quando a deficiência hídrica anual ultrapassa determinados
limites, o desenvolvimento da planta poderá ficar seriamente reduzido.
A deficiência hídrica anual menor que 200 mm é considerada ótima para
o cultivo da cana por apresentar condições hídricas satisfatórias.
Deficiência hídrica anual entre 200 a 400 mm indica deficiências hídricas
sazonais pronunciadas, tornando-se recomendável o emprego de irrigação
suplementar. Deficiência hídrica anual igual a 400 mm corresponde ao
limite acima do qual torna-se imprescindível a irrigação. E excedente
hídrico anual igual a 800 mm, apresenta o limite acima do qual ocorre
excesso de umidade na estação vegetativa (Minas Gerais, 1980).

Zink, citado em Minas Gerais (1980), considera que a precipitação de 1.200
mm anuais é suficiente para o bom desenvolvimento da cana, necessidade
esta de mais água nos primeiros meses de crescimento, concentrados na
primavera e verão, e posteriormente de um período seco para a
maturação, com inverno seco e/ou frio bem característico, sem geadas
freqüentes.

Em relação à cultura do café, Carvajal (1972) constata que ao se avaliar o
ótimo de precipitação para o cafeeiro, deve-se considerar algumas
variáveis importantes: precipitação anual média, distribuição da
precipitação durante o ano (número de meses secos), desvio da
precipitação anual em relação a média (anos secos e úmidos) e condições
do solo (características físicas). Coste (1968) também menciona a
importância de se considerar o total das precipitações durante o ano e
sua repartição mensal, quinzenal, decendial ou pentadial. As exigências
das chuvas são da ordem de 1500 a 2000 milímetros anuais (Alfonsi, 2002).
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A cultura do café apresenta quatro fases fenológicas distintas ao longo
do ano, quais sejam: granação e abotoação, maturação e abotoamento,
dormência e floração (Camargo, 1987). O mesmo autor observou, para
as condições de Campinas, que a deficiência hídrica mostra-se bastante
crítica para o cafeeiro nas fases de chumbinho (outubro a dezembro),
granação (janeiro a março) e maturação/abotoamento (abril a junho). No
período de julho a setembro, pode até ser benéfica, já que esta fase
corresponde a dormência da planta. Ortolani (1991) comenta que a curva
de demanda hídrica do cafeeiro, normalmente, é sazonal, com menores
valores para o período de dormência (junho a setembro no Estado de
São Paulo) e com elevação da evapotranspiração desde a antese,
vegetação e granação.

O cafeeiro, para vegetar e frutificar normalmente, necessita encontrar
umidade facilmente disponível no solo durante todo o período de
vegetação e frutificação que vai de setembro a maio (Camargo, 1977).
Para definir satisfatoriamente as disponibilidades hídricas climáticas,
Assad & Pinto (2001) estabeleceram os seguintes limites para definir as
áreas propícias para o cultivo do café no Estado de São Paulo. Déficit
hídrico menor que 100 mm apresenta condições apta para o cultivo do
café, déficit hídrico entre 100 e 150 mm indicam condições marginais
para a cafeicultura, recomendando-se irrigação e, déficit hídrico maior
que 150 mm representa condições inaptas para o cultivo do café.

Resultados de experimento realizado no Estado de São Paulo evidenciam
a importância da precipitação pluviométrica e temperatura nas fases de
abotoamento, florescimento, máxima vegetação e granação (Weill, 1990).

Previsão Meteorológica

Previsão meteorológica é uma estimativa do comportamento médio da
atmosfera com algum tempo de antecedência. Atualmente, para se fazer
esse tipo de previsão, os meteorologistas utilizam dois métodos, o
estatístico e o dinâmico. O método estatístico, com equações matemáticas
e conceitos de estatística, através de uma correlação entre duas ou mais
variáveis, estima o prognóstico de uma delas. Já o método dinâmico,
com equações matemáticas e conceitos físicos, através de equações
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físicas, simula os movimentos atmosféricos para prever os
acontecimentos futuros (Inpe, 2002a).

O comportamento da atmosfera é governado por leis físicas que podem
ser expressas por equações matemáticas. Tais equações, entretanto, são
muito complexas e não possuem soluções exatas para os valores futuros.
Por esta razão, técnicas de modelagem numérica são utilizadas, dando
origem aos “Modelos Numéricos de Previsão”. Os modelos de previsão
numérica meteorológica podem ser globais ou de área limitada
(regionais). Quando as equações que governam a atmosfera são
resolvidas sobre todo o globo, temos os modelos globais. Estes fazem
previsões até 10 dias à frente. O modelo global tem um índice de acerto
de até 60% para previsão até 7 dias. Para a previsão de 1 ou 2 dias, este
acerto está acima de 90%. A atmosfera é previsível até um certo limite, a
partir daí, não se consegue mais fazer previsão desse nível. Os modelos
globais consideram todos os fenômenos atmosféricos que ocorrem no
globo terrestre sem, entretanto, ater-se às peculiaridades de cada região.
Vários centros de previsão do tempo no mundo executam rotineiramente
modelos globais (também denominados de modelos de previsão de médio
prazo), dentre eles podemos citar:  NCEP (National Centers for
Environmental Prediction), ECMWF (European Centre for Medium
Wheather Forecasting), JMA (Japan Meteorological Agency) e CPTEC
(Centro de Previsão de Tempo e Estudos Climáticos). Os modelos de área
limitada resolvem as equações sobre uma área mais localizada, por
exemplo, a América do Sul ou parte dela. Esses modelos podem fornecer
uma previsão mais detalhada, mas eles normalmente fazem previsões
de algumas horas até 2 a 3 dias à frente. Como exemplo pode-se destacar
o modelo regional ETA, utilizado pelo CPTEC. No caso do ETA, as previsões
se estendem até 48h e cobrem a maior parte da América do Sul (Ipmet,
2002).

O uso de modelos numéricos de previsão de tempo e clima, permite a
elaboração de previsões com maior precisão, qualidade e antecedência.
A previsão numérica depende muito das condições do plano de tempo (o
campo que dá entrada para o modelo), porque se não houver precisão, a
previsão é ruim também (Porto, 2002).

Desde 1995 o CPTEC/INPE é o único Centro Meteorológico na América
Latina que operacionalmente produz previsões numéricas de tempo e
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clima para o Brasil e para o globo. Essas previsões são de grande
importância para a tomada de decisões em relação à agricultura. O CPTEC
vem experimentando a previsão de longo prazo, de um a três meses,
empregando o seu modelo dinâmico, com resultados promissores (Inpe,
2002a).

A previsibilidade numérica da atmosfera de forma determinística, baseada
em modelos dinâmicos, tem sido amplamente discutida desde que foi
observada que a solução de sistemas de equações semelhantes às que
governam os movimentos atmosféricos apresentam dependência sensível
em relação às condições iniciais fornecidas no início da integração. Notou-
se que partindo de condições ligeiramente perturbadas, após algum tempo
de integração, as soluções podem ser completamente diferentes. Tais
fenômenos vieram a ser chamados “caóticos” devido ao comportamento
irregular que apresentavam. Sabe-se que os modelos numéricos não
conseguem reproduzir a enorme diversidade de fenômenos que
influenciam a evolução das condições atmosféricas, o que seria suficiente
para limitar o prazo de previsão, entretanto, mesmo que os modelos
fossem perfeitos, os erros inerentes às observações, utilizadas no
momento de geração da condição inicial, poderiam levar a uma previsão
que não seria verificada depois de alguns dias (Inpe, 2002b).

Metodologia

O trabalho já está sendo desenvolvido nas dependências da Embrapa
Informática Agropecuária, juntamente com a equipe do projeto
“Desenvolvimento e Evolução de um Sistema de Monitoramento
Agroclimatológico para o Estado de São Paulo” (Embrapa, 2001).

Os dados em estudo compreendem dados climáticos históricos do Estado
de São Paulo, como temperatura máxima, temperatura mínima,
precipitação diária e balanço hídrico, para um longo período de tempo,
disponibilizados pelo Instituto Agronômico de Campinas (IAC). Contém
dados de 136 estações climatológicas, coletados num total de 12 anos,
no período de 1991 a 2002.

A extração de conhecimento é o principal objetivo da mineração de dados,
permitindo que sejam descobertas informações de grande valor e que



Mineração de Dados Climáticos para Previsão de Geada e Deficiência Hídrica
para as Culturas do Café e da Cana-e-Açúcar para o Estado de São Paulo

33

não tenham relações óbvias a serem identificadas. Através do uso de
algoritmos específicos, procura-se descobrir padrões e tendências nos
dados e inferir regras para descrevê-los.

O processo de mineração de dados é um conjunto de atividades contínuas,
descritas por etapas, que compartilham o conhecimento descoberto a
partir de bases de dados. No conjunto dos dados presente, as seguintes
etapas serão aplicadas:

a) pré-processamento: desenvolvimento do entendimento do domínio
da aplicação, avaliação do hardware e software disponíveis,
seleção, limpeza e transformação dos dados;

b) mineração de dados: escolha da tarefa e da técnica a serem
utilizadas, identificação da ferramenta que satisfaça a essas
condições e sua aplicação aos dados nesta ferramenta;

c) pós-processamento: interpretação dos resultados enumerados e
incorporação do conhecimento adquirido.

Ao se trabalhar com mineração de dados, percebe-se que se utiliza uma
grande variedade de técnicas. Porém, ao selecionar um algoritmo devem
ser considerados vários aspectos decisivos para um bom desempenho
da ferramenta de descoberta de conhecimento, pois algumas técnicas
são mais adequadas para trabalhar com determinados tipos e volumes
de dados do que outras.

Com a utilização de técnicas de mineração de dados procurar-se-á
identificar padrões entre os parâmetros analisados, como por exemplo,
identificar relações existentes entre os atributos presentes (temperatura
máxima, temperatura mínima) e as ocorrências de chuvas. Quando
determinados padrões de comportamento começam a se repetir com
freqüência, as ferramentas de “data mining” indicam a presença de
oportunidades e “insights” em relação àquele determinado atributo,
descobrindo-se padrões e tendências nos dados e gerando-se regras.

A partir de análises e avaliações das regras geradas poderão sugerir novos
conhecimentos através de evidências não detectadas anteriormente,
indicando-se a necessidade de estudos aprofundados acerca dessas
relações.
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No presente estudo de pesquisa serão utilizados dados climatológicos

históricos do Estado de São Paulo, e com a aplicação da metodologia

apresentada é provável que sejam realizadas algumas previsões

climáticas. Os dados estão disponíveis para um longo período de tempo,

o que aumenta as chances de se descobrir padrões que podem explicar e

ajudar a prever ocorrências de geada e deficiência hídrica beneficiando a

cultura do café e cana-de-açúcar do Estado de São Paulo.

Os conhecimentos adquiridos com a utilização de técnicas de mineração

de dados deverão ser verificados junto a especialistas humanos na área

climatológica, ao longo de todo o desenvolvimento do projeto. Ao longo

da execução das técnicas de mineração de dados, com a identificação de

evidências que podem significar eventuais novos conhecimentos, também

há a necessidade de acompanhamento de especialistas para avaliação

da pertinência das eventuais relações encontradas.

A validação do modelo gerado deve ser realizada através da consulta a

outros especialistas que não tenham participado do seu desenvolvimento.

Devem ser apresentados aos especialistas diversos cenários e comparadas

as suas previsões com as obtidas com o modelo gerado.

“Funções de interessantíssimo” também serão utilizadas para quantificar

quanto uma regra poderá ser interessante para um perito. Especialistas

podem então olhar aquelas regras consideradas mais “interessantes” pela

“função de interessantíssimo” e tentar derivar conhecimento a partir delas

(Mendonça Neto, 2001). O grau de interesse é uma maneira de selecionar

regras tentando capturar o quanto o conhecimento é interessante (ou

inesperado) segundo critérios de utilidade e potencialidade de uso. Num

processo de análise quantitativa de regras, as medidas objetivas do grau

de interesse podem ser usadas como uma espécie de filtro para selecionar

regras potencialmente interessantes e, posteriormente, submeter essas

regras a uma avaliação subjetiva, determinando assim qual o

conhecimento é realmente interessante (Gomes, 2002).

O conhecimento descoberto e validado neste trabalho estarão incluídos

no esquema de disseminação e transferência de informação do projeto.
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Resultados Esperados

Espera-se no final desse projeto, partindo da mineração de dados,
identificar novos conhecimentos, entre os parâmetros climáticos
(temperatura máxima, temperatura mínima, precipitação diária, entre
outros), permitindo a previsão de geada para a cultura do café e previsão
de déficit hídrico para as culturas do café e da cana-de-açúcar, visando a
prevenção contra déficit hídrico e geada para o Estado de São Paulo.
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