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RESUMO

ALMEIDA, Carolina Paula. TRANSGENETICA COMPUTACIONAL APLICADA A PRO-
BLEMAS DE OTIMIZACAO COMBINATORIA COM MULTIPLOS OBJETIVOS. 244 f.
Tese — Programa de Pés-graduacdo em Engenharia Elétrica e Informética Industrial, Univer-
sidade Tecnoldgica Federal do Parand. Curitiba, 2012.

A Transgenética Computacional é uma metdfora para o desenvolvimento de algoritmos evolu-
ciondrios com base na teoria de evolugdo endossimbidtica e em outras interagdes do fluxo in-
tracelular. Diversos algoritmos foram desenvolvidos com base nesta metdfora para problemas
de Otimiza¢ao Combinatdria, em sua maioria com um tnico objetivo, obtendo bons resultados.
Uma vez que a consideracdo de mais de um objetivo leva, em geral, a representacdes mais realis-
tas de problemas préticos complexos, neste trabalho investiga-se o desenvolvimento de Algorit-
mos Transgenéticos para problemas multiobjetivo. Tais algoritmos sdo examinados em versdes
que utilizam elementos de outros algoritmos evoluciondrios multiobjetivo sendo eles o0 NSGA-
IT (Non-Dominated Sorting Genetic Algorithm-II) e 0o MOEA/D (Multi-objective Evolutionary
Algorithm based on Decomposition). Diante disso, este trabalho propde duas novas metodolo-
gias utilizando a Transgenética Computacional acoplada ao NSGA-II e ao MOEA/D, denom-
inadas NSTA (Non-Dominated Sorting Transgenetic Algorithm) e MOTA/D (Multi-objective
Transgenetic Algorithm based on Decomposition), respectivamente. Para avaliar o desem-
penho das técnicas propostas, os algoritmos desenvolvidos foram aplicados a dois problemas
de Otimiza¢do Combinatéria, NP-dificeis, em versdes com mais de um objetivo. O primeiro
problema € o Caixeiro Comprador Biobjetivo e o segundo o Quadratico de Aloca¢do multi-
objetivo. Foram realizados experimentos com casos de teste disponiveis em bancos utilizados
comumente por outros trabalhos da literatura. Os resultados dos algoritmos propostos foram
comparados com os resultados obtido com os algoritmos evoluciondrios multiobjetivo que os
inspiraram. A andlise dos dados obtidos com os experimentos computacionais mostram que a
versdo MOTA/D € a mais eficiente dentre os algoritmos do experimento com relacdo a qualidade
da aproximacdo da fronteira de Pareto.

Palavras-chave: Transgenética Computacional, Otimiza¢cdo Combinatdéria Multiobjetivo, Pro-
blema do Caixeiro Comprador Biobjetivo, Problema Quadrético de Aloca¢do Multiobjetivo.






ABSTRACT

ALMEIDA, Carolina Paula. COMPUTATIONAL TRANSGENETIC APPLIED TO MULTI-
OBJECTIVE COMBINATORIAL OPTIMIZATION PROBLEMS. 244 f. Tese — Programa de
Pés-graduacao em Engenharia Elétrica e Informadtica Industrial, Universidade Tecnolégica Fe-
deral do Parana. Curitiba, 2012.

The Computational Transgenetic is a metaphor for the development of evolutionary algorithms
based on the theory of evolution endosymbiotic and other intracellular interactions flow. Several
algorithms have been developed based on this metaphor for combinatorial optimization prob-
lems, mostly with a single objective, obtaining good results. Once the account of more than one
objective provides, in general, more realistic representations of complex practical problems,
this work investigates the development of Transgenetic Algorithms for multiobjective prob-
lems. Such algorithms are examined in versions that use elements of other multiobjective evo-
lutionary algorithms such as the NSGA-II (Non-Dominated Sorting Genetic Algorithm-II) and
the MOEA/D (Multi-objective Evolutionary Algorithm based on Decomposition). Therefore,
this work proposes two new methods using Computational Transgenetic attached to NSGA-II
and MOEA/D, named NSTA (Non-Dominated Sorting Transgenetic Algorithm) and MOTA/D
(Multi-objective Transgenetic Algorithm based on Decomposition), respectively. To evaluate
the proposed techniques performance, the experiments consider two NP-hard combinatorial
optimization problems, in versions with more than one objective. The first problem is the Trav-
eling Purchaser Problem and the second the Quadratic Assignment Problem. Experiments were
performed with test cases available in benchmarks commonly used by other studies in the litera-
ture. The proposed algorithms’ results were compared with those obtained by the multiobjetive
evolutionary algorithms that inspired them. The analysis of data obtained by the computational
experiment shows that the version MOTA/D is among the most efficient algorithms of the ex-
periment with respect to the quality of the Pareto front approximation.

Keywords: Computational Transgenetic, Multi-objective Combinatorial Optimization, Bi-ob-
jective Traveling Purchaser Problem, Multiobjective Quadratic Assignment Problem.
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1 INTRODUCAO

1.1 CONSIDERACOES INICIAIS

A otimizacdo (SUNDARAM, 1996; COELLO; LAMONT, 2004) ¢ uma das dreas da
matematica que possui a maior quantidade de aplicacOes praticas. Especialmente, a area de
Pesquisa Operacional que tem foco na resolucdo de problemas de tomada de decisdo por meio

da aplicagdo de técnicas de otimizacao.

A otimizacdo combinatdria (combinatorial) € um ramo da otimizacao que trata de pro-
blemas discretos e € objeto de estudo de muitos pesquisadores. Sua relevancia cresce princi-
palmente devido a sua aplicabilidade no mundo real, em especial na drea de engenharia (SUN-
DARAM, 1996). Os problemas de otimiza¢do combinatéria com multiplos objetivos sdo exten-
sOes naturais dos problemas com um tinico objetivo (mono-objetivo) pois, embora os problemas
de otimiza¢do mono-objetivo sirvam de modelo para um grande nimero de aplicagdes, em al-
gumas situagdes podem ser representacoes simplificadas, ja que nao consideram pontos de vista
muitas vezes conflitantes dos multiplos objetivos de problemas reais. Um problema que surge
quando se consideram estes modelos mais realistas é que eles, geralmente, apresentam um au-
mento de complexidade em relacdo a suas versdes com um Unico objetivo. Muitos problemas
que sdo resolvidos em tempo polinomial para um unico objetivo se tornam NP-arduos (NP-
hard) para multiplos objetivos e os problemas mono-objetivo que ja o sdo tendem a se tornar

ainda mais complicados de se resolver (DEB, 2001).

Problemas de otimiza¢do multiobjetivo, na maioria das vezes, sao solucionados fazendo
uso da otimizagdo de Pareto. A otimizacdo de Pareto é um método de lidar com problemas
multiobjetivo sem a necessidade de pesar a importancia dos diferentes objetivos, de normaliza-
los de alguma forma e nem de possuir alguma informagdo sobre quais solugdes devem ser
encontradas. Na otimizagdo de Pareto o objetivo € encontrar um conjunto de solucdes de com-
promisso 6timo entre 0s objetivos, o conjunto Pareto 6timo (KNOWLES et al., 2008). Este
conjunto tem um significado matematicamente bem definido e € independente da importancia

relativa dos diferentes objetivos do problema.
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Como muitos problemas multiobjetivo pertencem a classe NP, a procura de bons méto-
dos aproximativos tem ganho &nfase na solu¢cdo destes problemas. Nesse contexto, as meta-
heuristicas surgiram nos dltimos anos como solu¢des eficientes, genéricas e robustas para uma
gama de problemas NP-Arduos (BLUM; ROLI, 2003). Uma importante classe de metaheuris-
ticas € a classe dos Algoritmos Evoluciondrios, cujos mecanismos de busca sdo inspirados em
processos bioldgicos. Os algoritmos evoluciondrios sdo baseados no processamento de diversas
solugdes (populagdo), realizando uma busca eficiente no espago de solu¢des (MICHALEWICZ;
FOGEL, 2000). Atualmente os algoritmos evoluciondrios sdo uma metodologia popular para

tratar a otimizagdo de Pareto.

Os ATs (algoritmos transgenéticos) pertencem a classe dos algoritmos evolucionarios
e apdiam sua metafora nos processos bioldgicos que consideram a coopera¢do como a principal
forma de evolugdo. A TC (Transgenética Computacional) é baseada em duas reconhecidas
forcas que conduzem a evolucdo: transferéncia horizontal de genes e endossimbiose. Estes
algoritmos realizam uma busca estocdstica que simula as interacdes edossimbidticas entre um
hospedeiro e uma populagcdo de endossimbiontes. A informag¢do trocada entre o hospedeiro e
os endossimbiontes € intermediada por agentes, chamados vetores transgenéticos, os quais sao
inspirados em mecanismos naturais de transferéncia horizontal de genes (GOLDBARG et al.,
2009).

Esta metaheuristica vem sendo empregada com sucesso em diversos problemas de
otimiza¢do combinatéria NP-drduos, tais como: Arvore de Steiner com Coleta de Prémios em
(GOLDBARG et al., 2008), Passeio de Pistoneio Periédico em (GOLDBARG et al., 2001a),
Flow-shop de permutacao em (GOLDBARG et al., 2004b) e Caixeiro Comprador em (GOLD-
BARG et al., 2009).

Recentemente, os ATs tém sido utilizados também para a resolu¢do de problemas
multiobjetivo, tais como a Arvore Geradora Biobjetivo (MONTEIRO et al., 2009; ROCHA et
al., 2007) e o Planejamento Radioterdpico (GOLDBARG et al., 2009). Os bons resultados en-
contrados nesses trabalhos demonstram que a técnica € promissora para a solucdo desse tipo de
problema. Por isso, busca-se neste trabalho o desenvolvimento e aprimoramento de metodolo-
gias baseadas em Algoritmos Transgenéticos para lidar de maneira eficiente com problemas

multiobjetivo.

Neste trabalho sdo propostas duas abordagens baseadas em Algoritmos Transgenéti-
cos para a solucdo de problemas combinatérios multiobjetivo. Estas abordagens aplicam o
mecanismo da TC em dois frameworks multiobjetivo que obtém bons resultados em problemas

combinatoriais: o0 NSGA-II (Non-Dominated Sorting Genetic Algorithm) e o MOEA/D (Multi-
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objective Evolutionary Algorithm Based on Decomposition). As abordagens foram denomi-
nadas NSTA (Non-dominated Sorting Transgenetic Algorithm) e MOTA/D (Multi-objective
Transgenetic Algorithm/Decomposition).

O NSTA € um Algoritmo Transgenético Multiobjetivo que utiliza o mecanismo de se-
lecio do NSGA-II. O NSGA-II (Non-dominated Sorting Genetic Algorithm-1I) (DEB et al.,
2002) é um algoritmo evoluciondrio multiobjetivo elitista baseado em ordenacdo de indivi-
duos ndo-dominados. A incorporacdo dos mecanismos da AT no NSGA-II foi estudada pois o
NSGA-II foi aplicado com sucesso a diferentes problemas multiobjetivo, adaptado com sucesso
a diferentes metaheuristica e € o algoritmo multiobjetivo mais utilizado em compara¢des com

novos algoritmos na literatura (COELLO et al., 2007; KNOWLES et al., 2008).

O MOTA/D incorpora os mecanismo dos Algoritmos Transgenéticos no framework
do MOEA/D, o qual se baseia em decomposi¢do dos multiplos objetivos e na exploracdo
das informagdes contidas nas vizinhancas dos subproblemas resultantes. O MOEA/D (Multi-
objective Evolutionary Algorithm based on Decomposition) (ZHANG; LI, 2007) é uma al-
goritmo evoluciondrio multiobjetivo recente. Ele decompde um problema multiobjetivo em
varios subproblemas mono-objetivo por meio de alguma técnica de decomposi¢do. O obje-
tivo de cada subproblema € uma agregacdo ponderada dos objetivos originais do problema de
otimizacao multiobjetivo. Relagdes de vizinhanca entre os subproblemas sdao definidos em ter-
mos das distancias entre os vetores de pesos utilizados na decomposi¢do. Cada subproblema
¢ otimizado no MOEA/D utilizado majoritariamente informacdes contidas na sua vizinhanca.
Estudos experimentais recentes demonstram que o MOEA/D é um bom otimizador para um
amplo conjunto de problemas (LI; ZHANG, 2009a; ZHANG; LI, 2007; ZHANG et al., 2010).
O MOEA/D foi considerado o melhor otimizador multiobjetivo para problemas sem restri¢des
numa competicao que fez parte do CEC 2009 (os resultados da competi¢ao estdo disponiveis
em http://cswww.essex.ac.uk/staff/zhang/moeaco mpetition09.htm). A unido entre os Algorit-
mos Transgenéticos e 0 MOEA/D foi estudada por causa do bom desempenho apresentado por
ambos e pelo fato do MOEA/D ser baseado em decomposi¢ao, o que o diferencia do NSGA-II

que € baseado em dominéncia de Pareto.

Neste trabalho de doutorado, a metodologia proposta serd validada em dois problemas
de otimizacdo combinatdria multiobjetivo: o Problema do Caixeiro Comprador Biobjetivo e o

Problema Quadrético de Aloca¢do Multiobjetivo.

O PCC (Problema do Caixeiro Comprador) é uma generalizagdo do Problema do Cai-
xeiro Viajante ( PCV). Nessa variante é considerado um conjunto de mercados e um conjunto

de produtos. Cada mercado fornece uma quantidade limitada de cada produto a um precgo co-
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nhecido. O comprador deve selecionar um subconjunto de mercados tal que a demanda de cada
produto seja satisfeita, minimizando o custo da rota e o custo de compra dos produtos simul-
taneamente. O problema mono-objetivo, no qual o valor do custo da rota e o valor de compra
dos produtos sdo somados para formar a funcdo objetivo, foi descrito em sua forma atual por
Ramesh em Ramesh (1981). J4 o 2PCC (Problema do Caixeiro Comprador Biobjetivo), o qual
otimiza individualmente o valor do custo da rota e o valor de compra dos produtos, foi pro-
posto por Riera-Ledesma e Salazar-Gonzdlez (2005a). Na literatura existem poucas abordagens
para a solugdo do 2PCC. Existe um algoritmo exato, mais especificamente um branch-and-cut
(RIERA-LEDESMA; SALAZAR-GONZALEZ, 2005a), e alguns Algoritmos Transgenéticos
(ALMEIDA et al., 2010, 2012). Estes algoritmos nao resolvem de maneira satisfatoria instan-

cias com grande quantidade de mercados e de produtos.

O PQA (Problema Quadrético de Alocagdo) considera um conjunto de n facilidades
e um conjunto de n localidades. Para cada par de localidades € especificada uma distancia
enquanto para cada par de facilidades € especificado um valor de fluxo. O fluxo representa a
quantidade de suprimentos transportados entre as duas facilidades. O problema consiste em
associar todas as facilidades a diferentes localidades com o objetivo de minimizar a soma
das distancias multiplicadas pelo fluxo correspondente (KOOPMANS; BECKMANN, 1957;
SAHNI; GONZALES, 1976). O mPQA (Problema Quadratico de Alocacdo Multiobjetivo)
estende o caso mono-objetivo para situagdes nas quais dois ou mais tipos de fluxos estejam pre-
sentes, por exemplo no problema do layout de um hospital pode-se minimizar simultaneamente
o fluxo/distancia entre médicos, pacientes, funciondrios, visitas e equipamentos farmacéuticos
(KNOWLES; CORNE, 2002). Para isto, o problema considera multiplas matrizes de fluxos.
Virios trabalhos recentes abordam o mPQA, tais como Paquete e Stutzle (2006), Garrett e Das-
gupta (2009) e Gutierrez e Brizuela (2011). A literatura ndo apresenta algoritmos eficientes
para instancias com um grande nimero de localidades/facilidades e além disso nao apresenta

algoritmos que resolvam o mPQA com um elevado nimero de objetivos.

A metodologia de comparagdo empregada utiliza rank de dominancia e indicadores de
qualidade para medir a qualidade das aproximagdes das fronteiras de Pareto encontradas pelos
algoritmos. As conclusdes sdo obtidas por meio da aplicacdo de testes estatisticos sobre os
ranks e indicadores obtidos. Os testes sdo aplicados instancia a instancia, para demonstrar as
especificidades de cada algoritmo, e também em bloco, para demonstrar o comportamento geral

de um algoritmo dentro de um conjunto (classe) de instancias.

Os experimentos conduzidos demonstram que a combina¢do dos mecanismos dos Al-

goritmos Transgenéticos com o framework MOEA/D superou as demais metaheuristicas con-
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sideradas, surgindo como uma poderosa classe de otimizador para problemas combinatoriais

multiobjetivo.

1.2 OBJETIVOS

Os principais objetivos deste trabalho sdo:

e desenvolver metodologias propicias para lidar com problemas de otimiza¢do combinatdria

multiobjetivo por meio do uso de Algoritmos Transgenéticos;

e implementar algoritmos ndo-exatos para o 2PCC, mais especificamente algoritmos trans-

genéticos;

e testar este algoritmo desenvolvido nas instancias do TPPLib, banco de casos de testes
para o 2PCC, especialmente no caso capacitado e nas instincias ndo-capacitadas com
um ndmero de mercados e um nimero de produtos maior do que aqueles utilizados no

algoritmo exato proposto por Riera-Ledesma e Salazar-Gonzélez (2005a);

e testar a transgenética computacional no problema quadratico de aloca¢do multiobjetivo
(EHRGOTT et al., 2002) (KNOWLES; CORNE, 2002);

e validar os resultados dos algoritmos comparando com outros algoritmos reportados na li-
teratura, por meio do uso de métricas para a medida do desempenho de algoritmos evolu-

ciondrios multiobjetivo;

e aplicar uma metodologia de comparagao dos resultados com testes que nao sao comu-
mente aplicados nos trabalhos encontrados na drea, tais como o uso de testes nao paramétri-

cos robustos e testes em blocos; e

e difundir os resultados obtidos na forma de artigos.

1.3 CONTRIBUICOES DO TRABALHO

Embora os Algoritmos Transgenéticos ja tenham sido aplicados a diversos problemas
mono-objetivo, a utilizacio da técnica em problemas com mais de um objetivo ainda nado foi
amplamente explorada, em especial, a possibilidade de hibridizacdo com outros frameworks
jé conhecidos.. Deste modo, este trabalho representa uma importante contribui¢do no sentido
de investigar esta técnica aprofundando o estudo em aspectos ainda pouco explorados de sua

utilizagdo em problemas multiobjetivo. Neste sentido, a principal contribuicdo desta tese € a
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proposta de dois novos algoritmos evoluciondrios multiobjetivo baseados em Algoritmos Trans-
genéticos (ATs): o NSTA e o MOTA/D. Nestes algoritmos, pela primeira vez, sdo exploradas as
combinacdes dos mecanismos da transgenética computacional com um framework baseado em
decomposicao (o MOEA/D) e com um framework baseado em dominancia de Pareto (NSGA-
IT). Com isto, este trabalho de doutorado contribui com uma primeira analise da sinergia entre
as caracteristicas dos algoritmos envolvidos nas hibridiza¢des. Em particular, percebe-se que
a sinergia dos operadores transgenéticos € maior com o framework baseado em decomposi¢cao
do que com aquele baseado em dominancia de Pareto. Outra contribui¢io para a Transgenética
Computacional € a utiliza¢do de repositorios de informagdes aninhados/locais. Isto possibilita
que os operadores transgenéticos utilizem informacdes especificas de diferentes regides da apro-

ximacao da fronteira de Pareto.

Os algoritmos propostos, MOTA/D e NSTA, juntamente com as versdes originais dos
frameworks, MOEA/D e NSGA-II, foram analisados em um amplo conjunto de simulagdes en-
volvendo diversas instancias de dois problemas complexos de otimiza¢do combinatdria multi-
objetivo: 0 2PCC e o mPQA. Especificamente no que se refere ao 2PCC, uma vez que a lite-
ratura ndo reportava nenhuma implementacao de algoritmos heuristicos para o problema, este
trabalho possui importante contribui¢ao no sentido de propor e analisar quatro metaheuristicas
evoluciondrias para este problema. Nos experimentos envolvendo o 2PCC foram consideradas
instancias capacitadas e ndo capacitadas pertencentes a quatro diferentes classes (caracteristi-
cas). Estes experimentos geraram, pela primeira vez, resultados para instancias capacitadas e

nao capacitadas com mais de 100 mercados e 200 produtos.

Em relagdo ao mPQA, foram utilizadas instancias com até setenta e cinco facilidades/lo-
calidades, com o nimero de objetivos variando entre dois e dez e com diferentes correlacdes
entre as matrizes de fluxos. Dentre as instincias dos experimentos, foram utilizadas instancias
reportadas na literatura com dois e trés objetivos, bem como foram propostas novas instancias
com cinco, sete e dez objetivos. As instancias geradas também representam uma contribui¢ao
deste trabalho, pois a literatura ndo reporta resultados para instancias com 5, 7 ou 10 objetivos.
Estas instancias foram produzidas seguindo os parametros para a geracao de instancias com-
plexas para o problema mono-objetivo ??citar??. As correlacdes entre as matrizes de fluxos das
instancias geradas variam entre -0.75 e 0.75, permitindo avaliar a capacidade dos algoritmos em
resolver instancias com diferentes correlagcdes. Além disso, as instancias diferem com relacao
a sua estrutura, podendo ser uniforme ou real-like. O estudo considerando o novo conjunto
de instancias para 0 mPQA permitiu examinar o comportamento dos algoritmos avaliados a

medida que o nimero de objetivos cresce.
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Por meio dos experimentos, avalia-se quais componentes dos algoritmos propostos sao
importantes na hibridiza¢do. Os experimentos comparam o desempenho de versdes algoritmi-
cas baseadas em dominancia de Pareto, NSTA e NSGA-II, e outras baseadas em métodos de
decomposicao, MOTA/D e MOEA/D em problemas combinatérios multiobjetivo NP-arduos. A
importancia de tal comparacao decorre do fato da necessidade da verificacao dos pontos fortes
e fracos das diferentes metodologias (dominancia de Pareto e decomposicao) e da identificacdo
de questdes que devem ser exploradas no desenvolvimento de algoritmos evoluciondrios multi-
objetivo conforme observado por Zhang et al. (2010). O trabalho permite também identificar se
a inclusdo dos operadores transgenéticos € capaz de melhorar o desempenho dos frameworks

originais considerados.

Outra contribuicao do trabalho se da na realizacdo de trés niveis de testes estatisticos:
instancia a instancia, classe a classe e problema a problema. Sendo que o primeiro permite uma
andlise detalhada do desempenho de cada algoritmo em cada instincia, enquanto o segundo
permite uma visao geral do desempenho dos algoritmos diante de um conjunto de instincias de
um problema e o tltimo permite uma andlise geral do desempenho dos algoritmos no tratamento
de um determinado problema. Os testes classe a classe e problema a problema sdo raramente
utilizados, mas sdo importantes para a escolha do algoritmo mais adequado quando ndo se
possui muita informacao sobre a natureza da instincia a ser resolvida. Para os trés niveis de
andlise foram utilizados testes ndo paramétricos robustos e para os dois tltimos foram realizados

testes em blocos.

As seguintes publicacdes sdo resultado deste trabalho de doutorado:

e ALMEIDA, C. P. et al. An experimental analysis of evolutionary heuristics for the bi-
objective traveling purchaser problem. Annals of Operations Research (Dordrecht. On-
line), Springer Netherlands, p. 1-37. ISSN 0254-5330. 10.1007/s10479-011-0994-0,
2011. Disponivel em: <http://dx.doi.org/10.1007/s10479-011-0994-0>.

e ALMEIDA, C. P. et al. A transgenetic algorithm for the bi-objective traveling purchaser
problem. In: IEEE World Congress on Computational Intelligence. Barcelona, Spain:
IEEE Press, 2010. p. 719-726.

e ALMEIDA, C. P. et al. TA-PFP: A transgenetic algorithm to the protein folding problem.
In: ISDA. International Conference on Intelligent Systems Design and Applications. RJ-
Brasil: IEEE Computer Society, 2007. p. 163-168.
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1.4 ORGANIZACAO DO TEXTO

O restante da tese estd organizada como segue. O Capitulo 2 apresenta a base tedrica
para o entendimento da metodologia proposta, contendo os principios basicos de otimizagao
combinatdria multiobjetivo e os fundamentos da transgenética computacional. A descricao dos
problemas de otimiza¢do combinatéria multiobjetivo considerados encontra-se no Capitulo 3.
No Capitulo 4 sdo descritos os conceitos e a implementacdao dos algoritmos utilizados para
comparacdo, o NSGA-II e o MOEA/D, para o Problema do Caixeiro Comprador Biobjetivo e
para o Problema Quadratico de Alocacdo Multiobjetivo. Os algoritmos transgenéticos propos-
tos, o NSTA e o MOTA/D, bem como suas implementacdes para os problemas considerados
sdo apresentados no Capitulo 5. A metodologia utilizada para as simulacdes e para a compara-
cdo dos resultados entre os diferentes algoritmos evoluciondrios multiobjetivo é apresentada no
Capitulo 6. O Capitulo 7 contém os resultados dos experimentos para o problema do caixeiro
comprador biobjetivo e para o problema quadratico de alocacdo multiobjetivo. No Capitulo 8

sdo tragadas as consideracdes finais e apontamentos para trabalhos futuros.
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2  FUNDAMENTACAO TEORICA

Nesta se¢@o sdo abordados os conceitos basicos relacionados a este projeto. Inicial-
mente, 0s conceitos relacionados a transgenética computacional ganham destaque. Na sequén-
cia, os problemas de otimiza¢ao combinatdria e os problemas de otimiza¢do com multiplos ob-
jetivos sdo brevemente descritos. Por fim, algumas caracteristicas dos algoritmos evoluciondrios

que tratam problemas de otimiza¢ao multiobjetivo sdo apresentadas.

2.1 TRANSGENETICA COMPUTACIONAL

Uma metaheuristica € um método heuristico para resolver de forma genérica proble-
mas de otimizacao (BLUM; ROLI, 2003). Elas sdo ferramentas computacionais que se mostram
eficientes na solug¢do de problemas de otimizagdo, especialmente problemas de otimiza¢do com-
binatéria (BLUM; ROLI, 2003). Dentre estas ferramentas destacam-se aquelas que fazem parte
da classe de algoritmos evoluciondrios, as quais inspiram-se nas teorias evoluciondrias. Os algo-
ritmos transgenéticos encaixam-se na classe de Algoritmos Evoluciondrios e t€ém sua metdfora
baseada no processo de endossimbiose e na transferéncia horizontal de genes, sendo capazes
de considerar as alteracdes genéticas que ocorrem no meio extracelular e no contexto intracelu-
lar, ndo consideradas por outras técnicas da Computacdo Natural (GOLDBARG et al., 2002;
GOLDBARG; GOLDBARG, 2002).

A seguir sdo brevemente tratadas a teoria evoluciondria de Darwin, a teoria serial da
endossimbiose e o processo de transferéncia horizontal de genes, a fim de oferecer uma base
para a apresenta¢do dos algoritmos transgenéticos. Por fim, a abordagem transgenética € apre-

sentada.

2.1.1 TEORIA EVOLUCIONARIA DE DARWIN

A evolugdo das espécies € alvo de constantes estudos e discussdes. Existem duas

teorias que destacam-se historicamente: a teoria da evolucido proposta por Jean-Baptiste de
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Lamarck e por Charles Darwin. Atualmente a teoria da evolucdo de maior aceitacdo € a teoria

proposta por Charles Darwin conhecida como Neodarwinista.

Darwin prop0s sua teoria na obra “On the Origin of Species by Means of Natural Se-
lection” em 1859, onde concluiu que todos 0s organismos que nascem nem sempre apresentam
condig¢des de sobrevivéncia. Apenas sobrevivem os que t€ém maiores chances de se adaptarem as

condicdes ambientais, e eles reproduzem-se deixando descendentes férteis (DARWIN, 2004).

Além disso, a teoria de Darwin (Neodarwinista) considera que o aumento da disponi-
bilidade de recursos naturais ndo acompanha o crescimento populacional. Portanto, ha uma
competi¢do natural por estes recursos, fazendo com que a luta pela sobrevivéncia seja o fator

motivador da evolucdo e as principais forcas evolutivas sdo a mutagdo e a recombinacao.

A teoria Neodarwinista sofre sérias criticas no sentido de seu carater reducionista e
incompleto, principalmente em relacdo ao gradualismo o qual estabelece que as alteragdes nos
individuos ocorrem em pequenas escalas (sem a ocorréncia de saltos evolutivos) (MARGULIS,
1992).

A Computagao Evoluciondria ou Evolutiva tem se apoiado fortemente no Neodarwin-
ismo em sua Biomimética, porém a teoria proposta por Darwin nio € focada na evolugdo dos
seres mais representativos do planeta e nem naqueles que tém maior capacidade de sobrevivén-
cia e adaptacdo ao ambiente (GOLDBARG; GOLDBARG, 2009). Sabe-se que os microorganis-
mos sao os principais constituintes da biomassa da terra e que eles possuem maiores habilidades
de se adaptar e sobreviver do que os mamiferos (seres vivos macroscopicos) (MARGULIS,
1992).

Levando em consideracdo esses fatores a transgenética computacional baseia-se na

evolugdo dos microorganismos - a endossimbiose - a qual € brevemente descrita a seguir.

2.1.2 TEORIA SERIAL DA ENDOSSIMBIOSE

A teoria serial da endossimbiose, proposta por Lynn Margulis (MARGULIS, 1992;
TAYLOR, 1974), é capaz de explicar o processo de evolucdo dos seres microscopicos, tais
como virus e bactérias o qual a teoria proposta por Darwin tem dificuldades em explicar devido

a pouca influéncia dos mecanismos de recombinacdo e mutacao neste processo.

Em sua teoria, Margulis afirma que um novo organismo pode surgir pela fusdo de
dois ou mais organismos independentes, ou seja, dois organismos que evoluem de maneira
independente sdo capazes de se unir em um sistema simbidtico e até mesmo constituir um sé

organismo. Além disso, a autora afirma que, a longo prazo, as interagdes extra-intracelulares
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sdo as principais responsdveis pela evolu¢do do genoma ao invés dos processos de mutagdo e

selecdo natural (conforme proposto pela teoria Neodarwinista).

Nesta teoria evoluciondria a cooperacdo € preponderante sobre a competi¢do € a so-
brevivéncia do mais forte, pois a endossimbiose € uma relacdo bioldgica na qual um organismo
vive no interior de uma célula hospedeira em uma relagdo de simbiose (JAIN et al., 2003).
A simbiose é uma relacdo onde dois ou mais organismos de espécies diferentes obtém vanta-
gens e trabalham em conjunto para o aperfeicoamento de todas as espécies envolvidas e para a

sobrevivéncia de todos (ALBERTS et al., 1997).

A teoria serial da endossimbiose € capaz de explicar eventos importantes na evolug¢ao
terrestre para os quais as teorias evolutivas anteriores ndo apresentavam explicacdo plausivel
(PIERCE et al., 2003). Um exemplo deste tipo de evento € a evolu¢do do metabolismo celular,
pois a comunidade cientifica ja aceita que os seres eucaridticos (células com nucleo e DNA
centralizado em seu nucleo) surgiram da absorcao de um procariético (célula sem nicleo com
DNA disperso no citoplasma) por outro procariético. Também teriam sido originadas de re-
lacdes edossimbidticas algumas organelas celulares, tais como as mitocondrias (presente nas
células de animais e vegetais, responsaveis pela quebra de proteina e liberacdo de energia) e os
cloroplastos (presentes nas células de vegetais, responsaveis pela sintese de proteina) (PIERCE

et al., 2003).

Portanto, esta abordagem defende a cooperacao entre os individuos para a evolucdo das
espécies. Esta cooperacdo da-se por meio de acdes coordenadas e troca de informagdes genéti-
cas (MARGULIS, 1992). Os mecanismos naturais responsdveis por essas agdes e trocas de
materiais genéticos sdo conhecidos como processos de transferéncia horizontal de genes (TIM-
MIS et al., 2004; ZANEVELD et al., 2008). A seguir, os principais processos de transferéncia

horizontal de genes utilizados na transgenética computacional sdo brevemente descritos.

2.1.3 TRANSFERENCIA HORIZONTAL DE GENES

A transferéncia horizontal de genes (JAIN et al., 2003) € uma via de alteracdo do
genoma (DNA) dos organismos procariéticos' e permite o efeito de endossimbiose (MAR-
GULIS, 1992). O DNA possui vdrias fontes de variabilidade, sendo que essas alteracdes po-
dem ser consequéncia da dinamica do fluxo-intracelular e/ou fluxo-extracelular (PIERCE et al.,
2003). As alteracdes provenientes do fluxo-intracelular sdo aquelas que fazem o aproveitamento

de informacdes genéticas contidas dentro da prépria célula que sofre a alteracdo. J4 as alter-

!Organismos formados por células procaridticas, ou seja, células que nio possuem uma membrana envolvendo
os cromossomos, separando-os do citoplasma.
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acoes que fazem uso de informacdes que estdo contidas fora da célula que estd sendo alterada

sdo ditas alteracdes do fluxo extracelular.

A Figura 1 apresenta um panorama dos vetores para transferéncia horizontal de genes.
A figura mostra o contexto de uma célula endossimbidtica e de uma célula hospedeira em um

processo de endossimbiose, bem como a acdo de vetores intracelulares e extracelulares.

Célula . Célula
. ... Endosimbionte
Hospedeira
) Transposon{,
/" Plasmidio o
7o Informagao s | [Transcrigéo do
/ /l/ ’ : | | Transposon
{ Plasmidio - T’a;'f‘"i?%‘.’ do
/ Recombinado L, asmidio
Informagao / [ [[Transcrigéo do
_______ Plasmidio
_________________ — [ Recombinado
h Informagéo - ——— | |
g — | .
| [franscrigdo do
/ Virus Informagdo — /l/ [ L Virus
Fragmento de
' Vectores DNA Cromossomo
“Extra-celulares

Figura 1: Transferéncia Horizontal de Genes (GOLDBARG; GOLDBARG, 2009).

Duas principais classes destes vetores para alteragdo do genoma de células procari-
Oticas s@o os plasmidios e os transponsons (ZANEVELD et al., 2008). Os plasmidios sdo
particulas genéticas méveis compostas por DNA que podem ser replicadas independentemente
do cromossomo. Na engenharia genética, um plasmidio pode ser formado por DNA originado
de duas ou mais fontes e quando isto ocorre os plasmidios ¢ chamado de plasmidio recombinado

(ZANEVELD et al., 2008). Um plasmidio € um vetor de transformacao do fluxo-intracelular.

Os Transponsons sdo seqiiéncias de DNA e fazem parte de outros elementos genéticos
como um cromossomo ou um plasmidio (SHAPIRO, 1999). Eles se movem de uma localiza¢ao
para outra no DNA dentro da mesma célula. De acordo com o mecanismo de transposi¢ao,
os transponsons podem ser divididos em duas classes: retrotransposons e transponsons DNA.
Os retrotransposons atuam se copiando e colando de volta no genoma em multiplos lugares.
O mecanismo utilizado pelos transponsons DNA se assemelha mais a um recortar-e-colar que
a um copiar-colar (SHAPIRO, 1999). Os transponsons também sdo exemplos de vetores do

fluxo-intracelular.

A transferéncia horizontal de genes entre endossimbiontes e hospedeiro tem um pa-
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pel relevante na endossimbiose, uma vez que assume caracteristicas proprias (GOLDBARG;
GOLDBARG, 2009). No complexo processo de transferéncia endossimbidtica de genes, ha
sistemas 0s quais permitem a identificacdo e aquisicao de genes e outros que promovem a in-
corporacio do DNA as células receptoras. E necesséria, também, a existéncia de processos que
permitam o transporte da informacdo genética pelo meio celular sem que tal informacgdo seja

destruida ou corrompida.

2.1.4 ALGORITMOS TRANSGENETICOS

Os algoritmos transgenéticos sdo técnicas de computagdo evoluciondria baseadas em
processos de vida em que a cooperacdo € a principal estratégia de evolucio (GOLDBARG;
GOLDBARG, 2009). Os algoritmos transgenéticos mimetizam a evolu¢do de endossimbiontes
em uma célula hospedeira em consonancia com o paradigma da evolu¢ao proposto por Lynn
Margulis em sua Teoria Serial da Endossimbiose. Nesse contexto, os endossimbiontes sdo
interpretados como os individuos da populagcdo de solu¢des candidatas, as quais constituem a

populacao de cromossomos endossimbiontes (GOLDBARG et al., 2008).

O processo de evolugdo de um algoritmo transgenético se dd mediante a interacdao de
uma populacdo de cromossomos e um grupo de atuadores ditos vetores transgenéticos, consi-
deradas as possibilidades de interferéncia de um dado meio ambiente. Um vetor transgenético,
A, é uma dupla = (I, ¢ ), tal que I é uma cadeia de informagao e ¢ é o método de manipulago,
¢ = (p1,...,ps), tal que pj, j=1,--- s, s@o procedimentos que definem a atuagdo do vetor. Ao
infiltrarem sua cadeia de informagao I os vetores transgenéticos provavelmente alterardo o cro-
mossomo §; € sua adequagcdo. Em uma analogia a terminologia empregada pela microbiologia
sdo previstos varios tipos de vetores transgenéticos. A Tabela 1 resume os procedimentos que

compdem o método de manipulacido dos vetores transgenéticos (GOLDBARG et al., 2009).

Um vetor € dito um plasmidio quando sua cadeia de informacdo I é traduzida no for-
mato genético - uma subcadeia de DNA - e seu método utiliza somente os procedimentos p; e

p2. Um vetor € dito transponson quando seu método utiliza os procedimentos py, p2, p3 € pa.

O processo de evolugdo endossimbidtica dos algoritmos transgenéticos € regulado por
meio de regras que simulam a orquestragdo do “Quorum Sensing” e a atuac¢ao dos transponsons,
denominadas regras transgenéticas. No processo evoluciondrio transgenético trés contextos

interagem (GOLDBARG et al., 2009), conforme a Figura 2:

1. A populacdo de cromossomos (supostamente células / microorganismos procarioticos);

2. A populacdo de vetores transgenéticos que sao representados pelos simbiontes e transpon-
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Tabela 1: Procedimentos dos vetores transgenéticos (GOLDBARG et al., 2006)
Procedimento \ Caracterizagao ‘

p1 Ataque (A) Define o critério de avaliacao que estabelece quan-
do um cromossomo € suscetivel a manipulacio do
vetor. A: S; < falso, verdadeiro i=1,2,....n

p2 Operador de Transcrigdo | Se A(S;) = "verdadeiro", o procedimento define
como a informacao I, transportada pelo vetor,

serd transferida para o cromossomo.

p3 Operador de Identificacdo | Identifica posi¢des que serdo utilizadas para limi-
tar a operacao do vetor

p4 Operador de Recombinagdo | Identifica a origem e o comprimento de cada
subcadeia de informacao transportada pelo vetor
de manipulagdo

sons. Os simbiontes sdo diversos tipos de microorganismos ou vetores capazes de incor-
porar novas informagdes genéticas as células. Os transponsons sdo vetores capazes de

atuar sobre a informacdo genética da célula alterando-a; e

3. O contexto extracelular rico em informag¢des ambientais capazes de influenciar simbiontes,

vetores transgenéticos e hospedeiros.

Hospedeiro =
Contexto DNA do Hospedeiro =
Computacional / Informagao a priori e
a posteriori
Simbiontes = Vetores =
Cromossomos Vetores

Endossimbiontes Transgenéticos

Figura 2: Contextos da Transgenética Computacional (GOLDBARG; GOLDBARG, 2008).

O banco de informacdes ambientais € o repositério geral de informagdes do hos-

pedeiro. Portanto pode aglutinar informagdes obtidas a priori com as que sdo alcancadas
durante a execugdo do processo evoluciondrio. As informacdes do banco podem ser codifi-
cadas tanto no formato genético como, por exemplo, solucdes parciais do problema, quanto sob

um formato abstrato que representa outras formas de informacdo como, por exemplo, proce-

dimentos ou regras de compartilhamento genético (GOLDBARG et al., 2006). O controle da

evolucao das populacdes de vetores, cromossomos € do meio ambiente € realizado por meio de
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trés classes de regras denominadas “regras transgenéticas”. A Figura 3 apresenta a arquitetura

geral de um algoritmo transgenético.

Regras Tipo 3

Regras Tipo 2

Regras Tipo 1

Mz
LCE T T T T TT1

Banco de Informagoes
Genéticas e Ambientais Vetores Cromossomos

Figura 3: Regras de um Algoritmo Transgenético.

As regras do tipo 1 dirigem a constru¢do da cadeia de informacao I que serd trans-
portada pelos vetores transgenéticos, vetores simbiontes e do fluxo intracelular. As regras tipo
1 podem utilizar qualquer conhecimento armazenado no banco de informagdes ambientais. As
regras do tipo 2 definem como a informagdo I serd transcrita no cromossomo - o operador que
serd utilizado por A. As regras de transcri¢do podem evoluir em conformidade com a resistén-
cia a manipulacdo demonstrada pelos cromossomos. Em um algoritmo poderdo existir vérias

regras do tipo 1 e 2. As regras tipo 3 orquestram o processo como um todo.

As regras do tipo 3 desempenham parte do papel atribuido ao “Quorum Sensing”, mas
s@o acrescidas de outras especificidades necessarias a implementagdo computacional. As regras
tipo 3 definem que tipo de vetores serdo empregados, quantos cromossomos serdo atacados
em uma iteracdo, quantos vetores de manipulacdo serdo criados, a condi¢do de parada, etc. O

Algoritmo 1 apresenta os passos de um algoritmo transgenético genérico.

Algoritmo 1 Algoritmo Transgenético
1: Gerar e avaliar a populagdo de cromossomos;
2: Iniciar o repositério do hospedeiro (RH);
3: Repetir

4 Gerar vetores transgenéticos;

5 Selecionar cromossomos para manipulagao;
6: Manipular os cromossomos selecionados;
7: Atualizar o RH;

8: Até que o critério de parada seja satisfeito.
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Em um algoritmo transgenético, varios tipos de informag¢des sdo combinadas, por meio
de contextos de informagdo interdependentes, porém autonomos. Assim, o aninhamento destes
contextos resulta em um comportamento complexo. Em virtude desta caracteristica, a abor-
dagem transgenética se caracteriza pelo gerenciamento de informacdes. Portanto, se o problema
¢é capaz de fornecer informacgdo de qualidade, esta metaheuristica tem probabilidade de obter
resultados competitivos quando comparada a outras abordagens (GOLDBARG; GOLDBARG,
2009).

2.1.4.1 Aplicacdes de Algoritmos Transgenéticos

A transgenética computacional tem sido aplicada com sucesso a diversos problemas
de otimizacdo combinatdria. Os primeiros resultados da transgenética computacional foram
obtidos para o problema quadrético de alocacio (GOLDBARG; GOLDBARG, 2000a) (GOLD-
BARG; GOLDBARG, 2000b) (GOLDBARG; GOLDBARG, 2001). Outras aplica¢des dos
algoritmos transgenéticos foram no problema da coloracdo de vértices (GOLDBARG et al.,
2001), no flow shop de permutagao (GOLDBARG et al., 2004b), no problema do caixeiro vi-
ajante (GOLDBARG et al., 2003), no problema do caixeiro comprador (GOLDBARG et al.,
2009) (GOLDBARG; GOLDBARG, 2009) (GOLDBARG et al., 2008), na predicao da es-
trutura de proteinas (ALMEIDA et al., 2007), no problema da 4rvore de Steiner com coleta
de prémios (GOLDBARG et al., 2008), na otimiza¢do da configuracdo de um servigco de dis-
tribui¢do de video baseado em replicacdo mével (GOLDBARG et al., 2001b) e na otimizagao
do planejamento do tratamento radioterdpico (GOLDBARG et al., 2009).

A metéfora também estd sendo aplicada favoravelmente a problemas de otimizagao
combinatorial com multiplos objetivos, tais como o problema da 4rvore geradora minima biob-
jetivo (MONTEIRO et al., 2009) (ROCHA et al., 2007), o que é um dos fatores motivadores
deste trabalho.

Além disso, existem varias aplicacdes em problemas do mundo real especialmente na
area Petréleo, Gds e Energia. Algumas destas aplicacdes foram apresentadas por: Goldbarg et
al. (2005), Goldbarg et al. (2010) e Goldbarg et al. (2004a).

2.2 OTIMIZACAO COMBINATORIA

De maneira simples pode-se definir um problema de otimizacdo mono-objetivo como
sendo um problema no qual o objetivo é uma configuracao ou conjunto de parametros para os

quais o problema apresenta a sua condicao 6tima, ou seja, um conjunto de parametros que nao
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podem ser melhorados no ambito particular daquele problema (SUNDARAM, 1996).

Mais formalmente pode-se dizer que estes problemas sao definidos por:

e Variaveis de Decisao: sio os valores (pardmetros) que sdo modificados na busca pela

solucdo do problema;

e Funcoes Objetivo: sao funcdes cujas varidveis sdo as varidveis de decisao e o resultado
das funcdes sdo os valores que se deseja otimizar. A otimizacdo pode ser uma maxi-
mizagdo, caso no qual o valor 6timo € obtido quando as fun¢des atingem seus valores
maximos dentro do dominio da aplicagdo, ou de minimizag@o, caso em que o 6timo € o
valor minimo das funcdes. E importante salientar que todo problema de otimizagio deve

possuir pelo menos uma fung¢do objetivo;

e Restricoes: sdo igualdades ou desigualdades que devem ser respeitadas para se conside-
rar uma solucdo factivel. Um problema de otimiza¢do pode conter multiplas restri¢des ou

nao conter nenhuma restri¢ao, caso no qual todas as solucdes sdo consideradas factiveis.

Matematicamente um problema de otimiza¢cao mono-objetivo pode ser expresso por:

Minimizar/Maximizar f(x)

sujeitoa g;j(x) >0, j=12,..,J; "
hi (x) = 0, k=1,2...K;
x(L) < Xx; Sx(U) i=1,2,....n.

i i
A solug@o x é um vetor de n varidveis de decisdo x = (x1,x2,...,Xx,) pertencente a X. Pode-se
estabelecer limites inferiores (xl(L)) e superiores (xEU)) para cada varidvel de decisdo, conforme
representado pelo dltimo conjunto de restri¢cdes. Estes limites constituem o espaco de decisdes
(D) das varidveis. O problema também possui J restricdes de desigualdade e K restricdes de
igualdade, representadas pelas fungdes de desigualdade (g;(x)) e igualdade (/1 (x)). Uma solu-
cdo x que satisfaz todas as (J 4 K) restricdes e todos os limites para as varidveis de decisdo é
dita solucdo factivel, caso contrério x é chamada de solucdo infactivel. O conjunto de todas as

solucdes factiveis € chamado de regido factivel.

O valor x* que satisfaz as condi¢des da Equagdo 1 é denominado solucido global ou

6timo global.

Em um problema de otimiza¢do combinatdria (combinatorial) busca-se encontrar o

melhor arranjo de um conjunto finito de elementos segundo algum critério, geralmente uma
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funcdo objetivo a ser minimizada/maximizada. Matematicamente tem-se:

Minimizar /Maximizar f(x) )
x €Il
tal que f(x) é a func@o a ser otimizada e IT é o conjunto de todas as permutagdes factiveis de

um conjunto finito de elementos.

Problemas de otimizagdo combinatdria aparecem quando € necessario selecionar de
um conjunto discreto e finito de solucdes factiveis a melhor solucdo que satisfaz a determinados
critérios. Por exemplo, selecionar o melhor conjunto de itens indivisiveis a serem transportados
em um veiculo de espaco e capacidade limitados. Uma caracteristica comum dos problemas
de otimizac¢ao combinatoria € o fato de que o conjunto de solucdes vidveis, embora seja finito,
tende a ser muito grande o que torna intratavel a maioria dos problema de otimizacdo combi-
natéria (KNOWLES et al., 2008).

Esta caracteristica dos problemas de otimizagdo combinatdria impede que este tipo
de problema seja resolvido de maneira 6tima (por métodos exatos) em tempo computacional
vidvel. Isto motiva o tratamento deste tipo de problema por métodos ndo-exatos que nao garan-
tem que a solucao 6tima seja encontrada mas oferecem uma solug¢do préxima a dtima em tempo
computacional aceitdvel. Como um exemplo de algoritmos nio exatos pode-se citar os algorit-

mos evolucionarios (BLUM; ROLI, 2003).

2.3 OTIMIZACAO MULTIOBJETIVO

A otimiza¢ao multiobjetivo trata problemas caracterizados pela presenga de multiplas
fungdes objetivo, geralmente conflitantes. Tais problemas, chamados de multiobjetivo ou mul-
ticritério, sdo comumente encontrados em diversas dreas, tais como engenharia, administragdo,
biologia, entre outras (COELLO; LAMONT, 2004; COELLO et al., 2007).

Um POM (Problema de Otimizagdo Multiobjetivo) possui um nimero de fungdes ob-
jetivo (T > 1) as quais deverdo ser minimizadas ou maximizadas. Assim como em problemas
de otimizacao mono-objetivo, usualmente ha restricdes que qualquer solucao factivel deve aten-

der. Um POM (também chamado de problema de otimiza¢do multicritério, multi-performance
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ou problema de otimizacao de vetor) pode ser definido conforme a Equacao 3 (DEB, 2001):

Minimizar/Maximizar f,(x) m=1,2,...T;

sujeito a g;j(x) >0, j=12,...7; 3)
hi(x) = 0, k=1,2...K;
x(L) < x; gx(U) i=1,2,....n.

i i

A solugdo x é um vetor de n varidveis de decisdo (x = x,x2, ...,X,) pertencente a X, um
conjunto finito de solucdes factiveis. Assim como no caso mono-objetivo, pode-se estabelecer
limites inferiores (xEL)) e superiores (xl(U)) para cada varidvel de decisdo, conforme represen-
tado pelo ultimo conjunto de restricdes. Estes limites constituem o espaco de decisdes (D) das
variaveis . O problema também possui J restricoes de desigualdade e K restricdes de igualdade,
representadas pelas fungdes de desigualdade (g;(x)) e igualdade (/(x)). Uma solugdo x que
satisfaz todas as (J 4 K) restricdes e todos os limites para as varidveis de decis@o € dita solucao
factivel, caso contrdrio x € chamada de solucdo infactivel. O conjunto de todas as solucdes

factiveis € chamado de regido factivel.

A defini¢do de um POM ¢ anéloga a definicdo de um problema de otimiza¢cdo mono-
objetivo, porém, existem T funcdes objetivo f(x) = (fi(x), fo(x),..., fr(x))T que podem ser
minimizadas ou maximizadas?. Essas funcdes mapeiam o conjunto de solucdes factiveis em R ,
com T > 1 sendo o niimero de objetivos. O vetor pertencente a R’ , resultado do mapeamento,
serd chamado de agora em diante de vetor de adequagiio ou ponto. O conjunto imagem R’
¢ muitas vezes chamado de espaco de objetivos, enquanto o conjunto X, onde estdo todas as
possiveis solucdes do problema a ser resolvido, é chamado espaco de solugdes ou espaco de

decisdes.

Diferentemente do que ocorre nos problemas de otimizacdo mono-objetivo, em pro-
blemas de otimizacdo multiobjetivo as fung¢des objetivo formam um espaco objetivo multidi-
mensional, Z. Para cada solu¢do x no espaco de decisOes das varidveis existe um ponto no
espaco objetivo, denotado por f(x) =z = (z1,22,...,zr)! . O mapeamento é feito entre um vetor
solucdo n-dimensional e um vetor objetivo 7-dimensional. A Figura 4 ilustra o esquema para

trés varidveis de decisdo (n=3) em um problema biobjetivo (7=2).

Um POM ¢ dito convexo se todas as suas funcdes objetivo sdo convexas e a regiao
factivel € convexa (ou todas as restricdes de desigualdade sdo ndo-convexas e as restricdes de

igualdade sdo lineares). Esta caracteristica de um POM € importante, pois existem algoritmos

ZPelo principio da dualidade, no contexto de otimizagdo, é possivel converter um problema de maximizagio
em um problema de minimizagdo multiplicando sua fung@o objetivo por -1.
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X
’ A Espago Decisdo Espago Objetivo

Figura 4: Representacao de um espaco de decisoes de variaveis e o seu correspondente espaco
objetivo (DEB, 2001).

que apresentam bom desempenho em problemas de otimiza¢do multiobjetivo convexos, mas en-
frentam dificuldades na solugao de problemas de otimizacao multiobjetivo ndo-convexos (DEB,
2001).

No processo de otimizagdo multiobjetivo ndo existe necessariamente uma tnica solu-
¢do Gtima para o problema e sim um conjunto delas. Essa questdo fica mais clara ao se observar
o exemplo da Figura 5, que mostra um exemplo de otimiza¢do multiobjetivo na decisdo da

compra de um carro.

Os precgos dos carros disponiveis variam de dezenas a centenas de milhares de reais,
assim como o conforto do carro pode variar também. A Figura 5 mostra que as diferentes
solu¢des produzem compromissos (trade-offs) diferentes entre os objetivos. Se o cliente esta
interessado apenas no valor do carro, ele decidiria pela solugdo 1, mas com isso estaria abrindo
mao do conforto. J4 para clientes que tém por objetivo a compra de carros confortdveis a escolha
ideal seria a solucdo 2, ao custo de um preco maior. Entre essas duas solu¢des extremas existem
outras solu¢gdes onde existe um compromisso entre o custo e o conforto do carro (como por
exemplo as solugdes A, B e C). Como pode-se perceber, entre qualquer par de solugdes, uma
¢ melhor que a outra em relagdo a um objetivo, mas isso acontece somente com a perda de

qualidade no outro objetivo.

Apesar de um otimizador multiobjetivo retornar um conjunto de solu¢des 6timas, do
ponto de vista pratico um usudrio precisa apenas de uma solugdo para o seu problema. Portanto,

o usudrio (ou tomador de decisdo) deve escolher entre as solucdes trade-offs aquela que melhor
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Figura 5: Possivel trade-off para o problema de decisdo da compra de um carro. Adaptado de
(DEB, 2001).

atende as suas necessidades. Esta escolha, geralmente leva em consideragdo informagdes qual-
itativas e ndo técnicas sobre o problema que permitem avaliar os prés e os contras de cada
uma dessas solucdes encontradas. Considerando o problema da compra de um carro visto an-
teriormente, essas informag¢des poderiam ser a distancia percorrida com o carro diariamente, a
quantidade de financiamento disponivel, o consumo médio e o pre¢o do combustivel entre out-
ros fatores. Este processo de tomada de decisdo pode ser dispendioso, portanto existem formas
de automatiza-lo (SISKOS; SPYRIDAKOS, 1999). Neste trabalho a tomada de decisdo nio

sera automatizada.

2.3.1 DOMINANCIA E PARETO-OTIMALIDADE

A maioria dos algoritmos de otimiza¢ao multiobjetivo usa o conceito de dominancia
em seu processo de busca. Esta subsecdo define o conceito de dominéncia e os termos rela-

cionados a ele.

2.3.1.1 Solucdes Especiais

Algumas solugdes especiais (ou vetores especiais), sdo geralmente utilizadas por al-
goritmos de otimizacdo multiobjetivo. Entre essas solucdes estdo: solucdo/vetor ideal, solu-
cao/vetor utopia e solugdo/vetor nadir. Para cada um dos T objetivos existe uma solu¢do 6tima
diferente. O vetor composto por essas solugdes 6timas é dito vetor objetivo ideal (z*), este vetor
€ ilustrado na Figura 6. Na prdtica, esta solu¢do ndo existe (¢ infactivel), pois a menos que
todos os objetivos sejam nao-conflitantes ndo € possivel representar a solugdo 6tima para todos
os objetivos com um unico vetor. Portanto, este vetor é utilizado como um vetor de referéncia

para os algoritmos de otimiza¢do multiobjetivo (KNOWLES et al., 2008).
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Figura 6: Vetores objetivo ideal (z*), utopia (z**) e nadir (z**?). A regido em cinza representa a
regiao factivel. (DEB, 2001).

O vetor objetivo chamado de utopia (z**) possui todos os seus componentes ligeira-
mente menores que o vetor objetivo ideal, ou seja, z** = z* — € com € > 0 para todo i = 1,
2,...,T. A Figura 6 mostra um vetor utopia. Assim como o vetor objetivo ideal, o vetor objetivo

utopia também € uma solucao inexistente no espago das solugdes (DEB, 2001).

O vetor objetivo dito nadir (z"%) é composto pelos limites superiores para cada obje-
tivo considerando todo o conjunto Pareto-6timo (diferentemente do vetor ideal que considera
os limites inferiores para todo o espaco de busca factivel) (KNOWLES et al., 2008). Este vetor
¢ dificil de ser computado e pode ser uma solucao factivel ou infactivel dependendo da con-
tinuidade e da convexidade do conjunto Pareto-6timo. Um vetor objetivo nadir também pode
ser observado na Figura 6, cabe salientar que o vetor (z"“¢) ndo corresponde ao ponto (W)

associado aos limites superiores das funcdes objetivo (DEB, 2001).

2.3.1.2 Pareto Dominéancia e Fronteiras Nao-Dominadas

Quando os algoritmos evolucionarios fazem uso do conceito de domindncia em seu
processo de busca duas solugdes sdo comparadas no sentido de verificar se uma solu¢do domina
ou ndo a outra. Considerando um problema de minimiza¢do com 7" funcdes objetivo, uma
solu¢do x domina outra solu¢do y (matematicamente x < y) se x ndo € pior que y em nenhum
dos T objetivos e x € estritamente melhor que y em pelo menos um objetivo. No caso de x
ser melhor que y em algum objetivo, mas y ser melhor que x em outro objetivo, diz-se que as
duas solucdes sdo incomparaveis ou ndo-dominadas. A Tabela 2 representa matematicamente o

conceito de dominéncia, considerando um problema de minimizacio de todos os objetivos.
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Tabela 2: Relacées possiveis entre duas solucoes x,y € X. As relacoes sdo baseadas nos vetores de
adequacao a =f(x) e b =f(y) (KNOWLES et al., 2006)

Relacao \ Simbologia \ Interpretacao no espaco dos objetivos
domina estritamente x<=<y x é melhor que y em todos os objetivos, ou seja,
Vi|0<i<T = fi(x) < fi(y)
domina x=<y X ndo é pior que y em todos os objetivos e € melhor

em ao menos um, ousejaVi|0<i<T= fi(x) < fi(y)
AJK|0<k <T= fi(x) < fi(y)

domina fracamente x=y x ndo é pior que y em nenhum objetivos, ou seja,
Vi|0<i<T= fi(x) < fily)
incomparéveis x|y nem x=<y € nem y=x
indiferentes X~y x é igual a y em todos os objetivos, ou seja,

Vi|0<i<T= filx) = fi(y)

Na Figura 7 o retangulo cinza claro engloba a regido do espaco objetivo que domina o
vetor B (C e D dominam estritamente B). O retdngulo cinza escuro contém os vetores objetivo
que sdo dominados pelo vetor B (B domina estritamente A). Todos os vetores que ndo estdo

nestes retangulos sdo incomparaveis em relagdo a B.

2
[
© é
© dominada
fe)
o)
OE. , A
incomparavel o
B )
domina incomparavel
D @ Io)
© 9]
- /1

Figura 7: Exemplos de relacoes de dominancia entre solucdes no espaco objetivo (ZITZLER, 1999).

Um vetor de decis@o x € X € dito ndo-dominado com relacdo a um conjunto A C X se
Pa c A:a < x. Além disso, x é considerado Pareto 6timo se x é ndo-dominado com relacio a X.
O conjunto de todas as solucdes Pareto 6timas € chamado de conjunto Pareto 6timo (ou conjunto
de solugdes eficientes) e os vetores no espago objetivo correspondentes formam a superficie ou

fronteira de Pareto.

O conjunto Pareto 6timo é composto pelas solugdes 6timas globais. Porém, assim
como em problemas com um tnico objetivo, existem conjuntos nao-dominados compostos por
solugcdes Gtimas locais, ou seja, solugdes nao-dominadas entre si, mas dominadas por um outro

conjunto de solugdes.
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Cabe salientar que existem multiplas solugdes Pareto 6timas para um problema multi-
objetivo somente se os objetivos sdo conflitantes entre si (DEB, 2001). Se os objetivos ndo sdo
conflitantes o conjunto Pareto 6timo € composto por apenas uma solucdo, pois a solu¢do mi-
nima para todos os objetivos € a mesma (ao otimizar um objetivo, automaticamente otimizam-se

todos os objetivos).

2.3.2 METODOS NAO BASEADOS EM DOMINANCIA DE PARETO

Os métodos ndo baseados em dominéncia de Pareto para a geragdo do conjunto Pareto-
6timo agregam os multiplos objetivos em um tnico objetivo. Entretanto, os pardmetros destas
fungdes nao sdo definidos pelo tomador de decisdo, mas sim variados sistematicamente pelo
proprio algoritmo otimizador. Nestes métodos o conjunto de solu¢des que aproximam o con-
junto Pareto 6timo € gerado por diversas execucdes do algoritmo otimizador com diferentes

configuracdes de parametros.

Alguns exemplos de métodos niao baseados em dominancia de Pareto para a aproxi-
macao do conjunto Pareto-6timo sdo: método da soma ponderada (??), método &€-constraint
(??), goal programming (DEB, 2001), método de Benson (DEB, 2001) e método value function
(DEB, 2001). A seguir os métodos de soma ponderada e €-constraint sdo brevemente discuti-

dos.

2.3.2.1 Soma Ponderada

Na soma ponderada um POM ¢é convertido em um problema de otimiza¢do mono-
objetivo por meio de uma combinacdo linear de seus objetivos. Esta conversao € representada

na Equacio 4 (DEB, 2001) e o problema é chamado de problema escalarizado.

Minimizar F(x) = Y wy fru(x)
sujeitoa g;(x) >0,j=1,2,...,J;

() =0,k =1,2....k;
B < ;< 5O

i

“4)

xi<x ’i=1,2,...,n.

tal que w,, é o peso da m-ésima funcio objetivo. E usual escolher pesos tal que a soma
de todos os pesos seja igual a 1, ou seja Z;ﬁ: ;wi = 1. Um conjunto de solucdes € obtido ao se

resolver o problema acima para diferentes combinacdes de pesos (ZITZLER, 1999).

Quando o algoritmo otimizador € um algoritmo exato € provado que todas as solug¢des

encontradas pelo método fazem parte do conjunto Pareto-6timo (ZITZLER, 1999).
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A vantagem deste método € a sua simplicidade de implementag¢do e entendimento,
além da garantia de encontrar solu¢des no conjunto Pareto-6timo para problemas com fronteira
de Pareto convexa’, desde que o otimizador mono-objetivo seja capaz de encontrar solugdes
6timas (DEB, 2001).

As solucdes Otimas para esse problema escalarizado sdo chamadas de solucdes su-
portadas e pertencem ao conjunto de solugdes eficientes. Porém, podem existir solucoes efi-
cientes que ndo sao Otimas para nenhum vetor w (chamadas solugdes ndo-suportadas). A prin-
cipal desvantagem deste método € a sua incapacidade de gerar todas as solugdes Pareto-6timas
quando a superficie da fronteira de Pareto ndo é convexa (DEB, 2001). Além disso, ao se uti-
lizar vetores de pesos uniformemente distribuidos ndao necessariamente o conjunto de solu¢des
Pareto-6timas associadas a esses vetores serd também uniformemente distribuido (DEB, 2001).
Entao, ¢ dificil identificar os vetores de pesos para a geracdo de solu¢des em uma determinada
regido da fronteira. Apesar disto, este método tem sido aplicado com sucesso na solucdo de
problemas de otimizac¢do combinatorial (ALMEIDA et al., 2010; PAQUETE; STUTZLE, 2006;
ISHIBUCHI et al., 2009, 2010)

2.3.2.2 e-Constraint

Devido as dificuldades encontradas pelo método de soma ponderada na resolugdo de
problemas com espagos objetivo ndo-convexos, o método £-constraint é normalmente utilizado
nestes casos. O método reformula um problema de otimizacdo multiobjetivo considerando
apenas um objetivo e tratando o restante como restri¢des, sendo que os valores das restri¢cdes
sdo especificados pelo usudrio (DEB, 2001). O método pode ser formulado conforme a Equacao
5.

Minimizar fy(x),

sujeitoa f,, <g,m=1,2,....Tem+# U;
gj(x)>0,j=1.2,..J; (5)
he(x) = 0,k = 1,2...,K;
AP <x<aVi=12,..n

i
A vantagem do &-constraint consiste no fato do método poder ser aplicado tanto a

problemas com espacgos objetivo convexos quanto nao-convexos. Em termos de informacdes

necessdrias para a utilizagdo do método ele € semelhante a soma ponderada. O primeiro neces-

3Uma fronteira de Pareto é dita convexa se o conjunto de solugdes Pareto-6timas que originou esta fronteira se
comporta de maneira convexa.
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sita dos vetores de pesos, enquanto o segundo necessita de um vetor de valores para € (psilon).

A principal desvantagem do método reside na dependéncia da escolha do vetor psilon
para o seu sucesso. Além disso, quanto maior € o nimero de objetivos maior é o nimero de

elementos no vetor psilon, o que dificulta ainda mais a sua escolha.

Existem algoritmos que permitem que escolha a do vetor psilon seja feita de forma
automadtica, o que torna o método mais ttil do ponto de vista pratico (LAUMANNS et al.,
20006).

2.4 ALGORITMOS EVOLUCIONARIOS MULTIOBJETIVO

Os algoritmos evoluciondrios multiobjetivo aparecem como alternativa aos métodos
classicos de otimizacdo, tais como: programacgdo linear, branch-and-bound e branch-and-cut.
Estes métodos cldssicos podem ser definidos como sendo aqueles que trabalham somente com
a transformac¢do de uma tnica solugdo a cada iterac@o e estas transformagdes sdo determinis-
ticas (geralmente envolvendo informacdes do gradiente da funcao) (KORTE; VYGEN, 2008).
Entretanto, os métodos cldssicos de otimizacdo comumente encontram dificuldades na solugao

de problemas, tais como:

e A convergéncia para uma soluc@o 6tima depende da escolha da solucao inicial;

e A maioria dos algoritmos tende a estagnar em 6timos locais;

e Um algoritmo que € eficiente na solu¢do de um determinado problema, pode ndo ser

eficiente na solu¢do de outro problema.

Portanto, os métodos cldssicos encontram dificuldades na solucdo de problemas prati-
cos de otimiza¢do, a menos que sejam feitos grandes ajustes. Alternativamente, os algoritmos
evoluciondrios (AE) solucionam os problemas de otimiza¢cdo multiobjetivo imitando os proces-
sos evoluciondrios naturais para guiar seu processo de busca. Diferentemente dos métodos clas-
sicos, os AE processam uma populacio de solucdes a cada iteragdo. Desta forma, um algoritmo
evoluciondrio € capaz de retornar uma saida composta por diversas solucdes. Esta habilidade
de encontrar multiplas solu¢des 6timas em uma Unica iteracdo favorece o uso de AEs na solu-
¢ao de problemas de otimizacao multiobjetivo (COELLO et al., 2007), pois a solucdo destes

problemas requer um conjunto de solu¢des com diferentes compromissos entre os objetivos.
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2.4.1 CARACTERISTICAS DOS ALGORITMOS EVOLUCIONARIOS MULTIOBJETIVO

Devido a complexidade da maioria dos problemas multiobjetivo, muitas vezes nao é
possivel gerar todo o conjunto Pareto 6timo em tempo polinomial. Portanto, o que se busca na

otimizacao de um POM pode ser reformulado conforme a seguir:

e A distancia do conjunto ndo-dominado resultante para a fronteira de Pareto deve ser min-

imizada;
e E desejada uma boa distribuicdo (geralmente uniforme) das solugdes encontradas;

e O espalhamento da fronteira de Pareto encontrada deve ser maximizado, ou seja, para

cada objetivo um grande intervalo de valores deve ser coberto pelas solu¢des ndo-dominadas.

De acordo com esses trés objetivos duas questdes que precisam ser consideradas na
construcdo de AEMOs (Algoritmos Evoluciondrios Multiobjetivo) sao (ZITZLER, 1999): como
modelar uma fun¢do de avaliagcdo e de selecdo para guiar o processo de busca pelas solugdes
pertencentes ao conjunto Pareto 6timo e como manter a diversidade da populacdo evitando a
convergéncia prematura e permitindo que a fronteira de Pareto obtida tenha pontos bem dis-

tribuidos e bem espalhados.

2.4.1.1 Avaliacdo e Selecdo de Solucdes em AEMO

Em problemas de otimizacdo com multiplas funcdes objetivo o cilculo da adequagao
(fitness) e a selecdo das solugdes deve levar em consideracdo os varios objetivos do problema.
Existem diversas formas de realizacdo do processo de selecdo e do célculo do fitness em um

AEMO, alguns exemplos sdo brevemente descritos a seguir (ZITZLER, 1999):

e Selecao com agregacio dos objetivos e variacao dos parametros: implementa um
método para encontrar a fronteira de Pareto, onde os objetivos sdo combinados em uma
unica fun¢do objetivo parametrizada para a avaliacdo e selecdo de uma solucdo. Esses
parametros correspondem aos pesos designados para cada objetivo. Para que diversos
pontos sejam obtidos € necessdrio a execugdo do algoritmo otimizador diversas vezes

com os parametros da funcdo objetivo variados sistematicamente;

e Seleciao por escolha dos objetivos: ao invés de combinar os objetivos em uma tnica
func¢do objetivo, esta técnica seleciona um dos objetivos durante a etapa de selecdo. As-
sim, a cada iteracdo um dos objetivos tende a decidir qual elemento da populagdo fard

parte do conjunto de solugdes;
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e Selecdo baseada no conceito de Pareto: avalia e seleciona uma solu¢do com base no
conceito de Pareto dominancia. Esta técnica é uma das mais utilizadas e teoricamente é
capaz de encontrar qualquer fronteira de Pareto. Porém, € sensivel ao nimero de fungdes

objetivo conflitantes do problema e ao tamanho da fronteira de Pareto.

Neste trabalho sdo utilizadas as técnicas baseadas em agregacdo dos objetivos e baseadas
em dominancia de Pareto por representarem duas das principais categorias de técnicas de otimiza-

¢ao multiobjetivo (ZHOU et al., 2011).

2.4.1.2 Diversidade da Populacio de AEMO

Manter a diversidade da populagdo € crucial para a eficicia dos AEMO. Os algoritmos
evoluciondrios cldssicos tendem a convergir na dire¢do de uma tinica solugdo e perdem solucdes
que poderiam compor a fronteira de Pareto. Portanto, existem técnicas para manter a diversi-
dade da populacdo, melhorando o desempenho dos AEMO. Alguns exemplos destas técnicas

sdo brevemente descritos a seguir (ZITZLER, 1999):

e Compartilhamento de fitness: promove a formulacido e a manutencio de sub-populacdes
(nichos). O individuo compartilha o seu fitness com todos os seus vizinhos, ou seja,
quanto mais populoso é um nicho mais degradado serd o fitness dos seus individuos.
Uma vizinhanga é definida em termos de uma medida de distancia e especificada por
um raio. Corresponde a uma das técnicas para geracdo de diversidade mais utilizadas,

estando presente na maioria do AEMO;

e Isolamento por distancia: separa os individuos em regides. As regides podem ser
evoluidas em uma tnica populagcdo ou evoluidas separadamente (cada uma como sendo

uma populagdo);

e Reinicializacio: reinicia toda a populacdo ou apenas parte dela apés um certo periodo

de tempo ou quando a busca encontra-se estagnada;

e Superespecificacdo: nesta técnica um individuo possui partes ativas e inativas. As partes
ativas sdo aquelas que especificam o vetor solu¢do enquanto as partes inativas sao re-
dundantes e nao tém funcdo. No entanto, as partes inativas podem tornar-se ativas e

vice-versa;

e Crowding/Espalhamento: nesta técnica o firness de um individuo depende de quao

povoada (crowded) é aregido onde ele se encontra, individuos em regides menos povoadas
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possuem um melhor valor de fitness. O crowding pode ser medido tanto no espaco obje-
tivo quanto no espago decisdo. Diferentemente da técnica de compartilhamento de fitness
o crowding ndo leva em consideracdo um raio e sim a distdncia para os vizinhos mais

proximos.

Neste trabalho € utilizada a técnica crowding para a geracdo da diversidade da popula-
cdo (implementada por um algoritmo de armazenamento de solu¢cdes nao-dominadas, conforme

detalhado na Subsecao 4.2.1 na pagina 80).

2.4.1.3 Elitismo

A técnica de elitismo mostra-se eficiente em grande parte dos algoritmos evoluciondrios
e consiste em manter a melhor solucdo encontrada pelo algoritmo a cada iteragdo. Diferente-
mente do que acontece em algoritmos evoluciondrios que tratam problemas mono-objetivo, o
elitismo em AEMO corresponde a manter um conjunto de solucdes de elite (e ndo uma dnica

solucdo).

As duas principais politicas de elitismo em AEMO sao: guardar as melhores solucdes
para cada um dos objetivos a cada iteracdo do algoritmo ou entdo guardar as solucdes nao-
dominadas até o momento a cada iteragdo do algoritmo. Neste trabalho o elitismo estd sendo

implementado por meio do armazenamento das solu¢des nao-dominadas até o momento.

2.4.2 CLASSIFICACAO DE ALGORITMOS EVOLUCIONARIOS MULTIOBJETIVO

Uma possivel classificacdo para os AEMO foi proposta por Cohon e Marks (1975) e
leva em consideragdo as duas etapas necessdrias para a solu¢do de um problema multiobjetivo:
encontrar um conjunto de solu¢des de compromisso (trade-off) e a tomada de decisao sobre qual
serd a real solu¢do do problema dentre as solu¢des encontras. De acordo com essa classificacao
as técnicas sdo agrupadas considerando a etapa na qual a informac¢do de alto nivel sobre o

problema € utilizada para a tomada de decisdo.

Os AEMOs que se encaixam no grupo chamado de preferéncias a priori permitem
que essas informagdes sejam definidas antes do processo de busca pelas solugdes trade-off
(COELLO et al., 2007). Exemplos deste grupo de AEMO sao: goal programming, método

lexicografico e método do critério global.

O grupo preferéncias a posteriori engloba AEMO que nao requerem informagdes nao

técnicas sobre o problema antes da busca pelas solugdes trade-off (COELLO et al., 2007).
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Exemplos de algoritmos que se encaixam deste grupo sdo: €-constraint € a combinagdo linear

dos pesos para cada func¢do objetivo.

As técnicas que fazem parte do grupo chamado de preferéncias progressivas permitem
uma interacdo com o tomador de decisdo ao longo do processo de busca pelas solugdes trade-off
(COELLO et al., 2007). Estes algoritmos geralmente operam em trés etapas: encontra-se uma
solucdo ndo-dominada, obtém-se a opinido do tomador de decisd@o com relacdo a essa solucao
e modifica-se esta solucao de acordo com as preferéncias do tomador de decisdo e repetem-
se esses dois passos anteriores até que o tomador de decisdo esteja satisfeito ou que ndo seja

possivel obter solu¢des melhores.

Os algoritmos propostos neste trabalho encaixam-se no grupo preferéncias a posteri-
ori, pois nao fazem uso de nenhuma referéncia a priori e nem permitem que estas preferéncias

sejam inseridas de forma interativa.

2.43 APLICACAO DE ALGORITMOS EVOLUCIONARIOS MULTIOBJETIVO

Existem diversos algoritmos evoluciondrios multiobjetivo tradicionais os quais sdo
aplicados em diversos problemas. Alguns exemplos cldssicos de AEMO sdo: NSGA (Nondom-
inated Sorting Genetic Algorithm) (SRINIVAS; DEB, 1994), Nondominated Sorting Genetic
Algorithm-1I (NSGA-II) (DEB et al., 2002), SPEA(Strength Pareto Evolutionary Algorithm)
(ZITZLER; THIELE, 1998, 1999), VEGA (Vector Evaluated Genetic Algorithm) (SCHAF-
FER, 1985), HLGA(Hajela and Lin’s Weigthing-based Genetic Algorithm) (HAJELA et al.,
1992), FFGA (Fonseca’s and Fleming Genetic Algorithm) (FONSECA; FLEMING, 1993),
NPGA (Niched Pareto Genetic Algorithm) (HORN et al., 1994), MOGA (Multi-objective Ge-
netic Algorithm) (FONSECA; FLEMING, 1993), PAES (Pareto Archived Evolution Strategy)
(KNOWLES; CORNE, 2000).

Devido ao sucesso dos AEMOs na solug¢do de problemas reais, € crescente o nimero
de aplicacdes destes algoritmos. A drea de engenharia € uma das mais populares na literatura de
AEMOs, pois os problemas desta drea, geralmente, ja possuem modelos matematicos que po-
dem ser diretamente aplicados em algoritmos evoluciondrios. Algumas aplicacdes para AEMOs

podem ser vistas na Tabela 3.

2.4.4 ANALISE E COMPARACAO DE RESULTADOS

As medidas de desempenho de algoritmos evoluciondrios multiobjetivo levam em con-

sideracdo os objetivos da otimiza¢do de um problema multiobjetivo, isto €, a distancia da fron-
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Tabela 3: Exemplos de aplicacoes de algoritmos evolucionarios multiobjetivo bem como algoritmos
classicos utilizados para tratar esses problemas (COELLO et al., 2007; ZHOU et al., 2011)

Aplicacao \ Algoritmo utilizado

Telecomunicagdo e Redes NPGA, VEGA, NSGA-II e MOGA
Aerondutica PAES e NSGA-II

Elétrica e Eletronica NPGA, NSGA, NSGA-II, VEGA e MOGA
Robética e Controle NSGA, NPGA, MOGA, MOEA/D e NSGA-II
Engenharia Civil MOGA

Engenharia de Transporte NPGA, NSGA e MOGA

Engenharia Mecénica MOGA e NSGA-II

Engenharia Ambiental, Naval e Hidrdulica | NPGA, VEGA, NSGA-II e MOGA
Mineracdo de Dados e Extragdo de regras | MOGA, MOEA/D, DE multiobjetivo

Bioinformatica ClustMOPSO, NSGA-II, SPEA2, e-MOEA
Despacho de Energia Elétrica NSGA, NPGA, SPEA
Reconhecimento de Padroes EMOGA, NSGA-II, SPEA2, PESA-II, GRASP

teira de Pareto, e uma boa distribui¢do e espalhamento dos pontos. Existem basicamente trés
aspectos para a andlise da eficiéncia do desempenho de AEMO, sdo eles: Rank de Dominan-
cia, funcdo empirica de conquista (empirical attainment function) e indicadores de qualidade
sobre a fronteira de Pareto. A seguir alguns comentérios gerais sobre estas medidas de com-
paracdo, bem como os testes estatisticos para a comparacdo destas medidas, sdo brevemente

apresentados. Mais detalhes sobre os respectivos cdlculos sdo fornecidos no Capitulo 6.

24.4.1 Rank de Dominancia

Considerando-se todos os conjuntos de aproximacao resultantes das execucdes de cada
um dos AEMO que se deseja comparar o desempenho € possivel determinar uma relacdo de
ordem parcial entre esses conjuntos. Ou seja, pode-se determinar que alguns conjuntos sdao
melhores, piores ou incomparaveis com relacdo a outros. Essa ordem parcial pode ser utilizada
para determinar um rank para cada um dos elementos dos conjuntos, quanto menores os ranks
melhor € o conjunto. Esses ranks podem ser relativos a diferentes relagdes de dominéncia, tais

como:

e Por quantos individuos um individuo é dominado?;
e Quantos individuos um individuo domina?
e Qual o valor obtido pela aplicacao de algum indicador a um individuo?

Baseando-se nos ranks obtidos por cada AEMO e utilizando testes estatisticos (tais

como o teste Mann-Whitney rank sum e o teste Kruskal-Wallis) pode-se inferir qual ou quais



56

AEMO sio estatisticamente melhores. O Rank de Dominancia se baseia somente no conceito
de dominancia de Pareto e, portanto, € independente de informacdes de preferéncia (diferente-
mente de outras métricas como o hipervolume que serd tratado adiante). Esta métrica é re-
comendada porque se um AEMO obtém diferenca significativa nesta métrica ja é possivel con-
cluir que ele € melhor ou pior que os demais (KNOWLES et al., 2006). Caso a diferenca ndo
seja significativa deve-se utilizar as outras métricas. De qualquer modo, outras métricas como

as attainment functions podem agregar mais informacdes sobre as diferencas de desempenho.

Este teste foi utilizado neste trabalho e detalhes sobre o seu funcionamento e a imple-

mentagdo utilizada podem ser encontrados na Sec¢ao 6.1.

2.4.4.2 Funcao Empirica de Conquista (Empirical Attainment Function)

Uma func¢do de conquista (attainment function) € uma medida de momento de primeira
ordem (como a média e a mediana) para a avaliacdo de resultados de AEMO (FONSECA et al.,
2001). Ela requer dados estatisticos sobre a evolu¢do dos AEMO para apresentar uma medida
gréafica da efici€ncia destes algoritmos. Uma fun¢ao de conquista empirica define uma superficie
que divide o espaco objetivo em metas (pontos), como por exemplo a fronteira de Pareto 6tima,

e a probabilidade de atingir cada meta.

Pode-se utilizar esta métrica para identificar em quais regides do espaco objetivo um
conjunto de aproximagdo € melhor que o outro e qual a probabilidade disto acontecer. Por
aproximar a distribui¢do de probabilidade de um algoritmo estocdstico, uma fun¢do de con-
quista pode responder perguntas do tipo: qual a probabilidade de se encontrar solu¢des que
dominem um determinado ponto em uma Unica execu¢ao ou em quantas execucodes, aproxi-
madamente, serdo encontradas solu¢des dominadas por um determinado ponto. Nesse sentido
a funcdo de conquista € uma métrica mais robusta que as demais, porém possui um custo com-
putacional elevado (COELLO et al., 2007).

Este método de andlise e comparagdo dos resultados foi utilizado neste trabalho (de-
talhes na Secdo 6.6) nas instancias biobjetivo dos problemas considerados, pois nao existem

implementagdes deste método para problemas com mais de dois objetivos.

2.4.4.3 Indicadores de Qualidade sobre a Fronteira de Pareto

Os indicadores de qualidade sdo funcdes que atribuem um nimero real a um ou mais
conjuntos de aproximac¢do. Os indicadores de qualidade podem ser undrios, quando analisam

somente um conjunto, ou podem ser n-arios, quando analisam de uma vez n conjuntos de apro-
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ximacao.

Sua modelagem matematica unifica varios indicadores ja existentes na literatura e apre-
senta um resultado interessante: nem todos os indicadores de qualidade podem ser utilizados
para fazer afirmacdes como A << B, ou “o conjunto de soluc¢des A € estritamente melhor que o
conjunto de solu¢des B”. Existe até o caso de indicadores que afirmam que A supera B mesmo
quando todas as solucdes de A sdo dominadas por uma ou mais solucdes de B - um exemplo
simples para entender este caso € o indicador “nimero de solucdes”, que mapeia um conjunto
de solugdes no nimero de solu¢des do conjunto, e onde se entende que quanto maior o nimero
de solucdes, melhor. Indicadores que podem afirmar “A € melhor que B” mesmo quando B <<
A (ou seja, podem dar indicagdes falsas a respeito de qual algoritmo € melhor) sdo chamados

indicadores Pareto non-compliant (ou indicadores Pareto nao-concordantes).

Alguns indicadores unérios sdo bastante utilizados por possuirem algoritmos publica-
mente disponiveis para seu calculo e por serem Pareto compliant (ndo contradizem os resultados
obtidos por meio do Rank de Dominancia), dentre eles estao (KNOWLES et al., 2006): o in-
dicador hipervolume (I7), o indicador €-undrio multiplicativo (I¢), o indicador €-undrio aditivo
(Ie4), os indicadores Ry (Ig,) € R3 (Ig,). Todos eles sdo executados em relagdo a um conjunto

de referéncia R, normalmente um conjunto melhor do que os que estao sendo analisados.

O hipervolume, proposto por Zitzler e Thiele (1999), mede o hipervolume da por¢ao
do espacgo objetivo que é fracamente dominada por um conjunto de aproximacdo A. Quanto
maior o hipervolume dominado por uma aproximacao, melhor ela é. Os indicadores da familia
€-undrio, propostos por Zitzler et al. (2003), calculam o menor valor que, quando multiplicado
ou adicionado a todas as solucdes do conjunto de referéncia R, faz com que este passe a ser
fracamente dominado pelo conjunto de aproximacdo. Quanto menor este indicador, melhor é
a aproximacdo. Os indicadores da familia R;, propostos por Hansen e Jaszkiewicz (1998), se
utilizam de uma série de fungdes de utilidade (utility functions) para calcular varias possiveis
preferéncias do tomador de decisdo e analisar quio bem elas estdo sendo atingidas. Quanto

menor o valor agregado das func¢des de utilidade, melhor € a aproximacao.

A Secdo 6.2 apresenta mais detalhes sobre a utilizagcdo destas medidas neste trabalho.

2.4.5 TESTES ESTATISTICOS

Os resultados de algoritmos evoluciondrios sdo estocdsticos e podem ser modelados

como varidveis aleatérias. Para comparar dois algoritmos evoluciondrios utilizam-se testes es-

tatisticos sobre indicadores (média, mediana, etc.) das amostras coletadas durante as execucoes
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dos algoritmos.

Os testes estatisticos classicamente utilizados sdo os testes de hipdtese. Um teste de
hipétese € um fato que se deseja provar verdadeiro (ou falso). No contexto de simulacdes,
uma hipdtese pode ser algo como “O algoritmo A é melhor que o algoritmo B” ou “A média
dos resultados do algoritmo A é melhor do que a média dos resultados do algoritmo B”. Um
teste estatistico ¢ um algoritmo utilizado para aferir com um certo grau de confianca se uma
hipdtese € valida (verdadeira) ou ndo (falsa). Existem diferentes classes de testes de hipotese.
Os testes podem ser paramétricos ou nao-paramétricos. Um teste paramétrico s6 € valido sob
certas condi¢des, mas sdo mais precisos que testes ndo paramétricos e, portanto, sdo preferiveis
caso as condicdes sejam atendidas. Segundo Garcia et al. (2009), hd uma série de condicdes

que devem ser assumidas para o uso seguro de testes estatisticos paramétricos:

e independéncia: em estatistica, dois eventos sdo independentes quando o fato de um ocor-

rer ndo modifica a probabilidade de ocorréncia do outro;

e normalidade: uma observacdo é normal quando seu comportamento se assemelha a uma
distribui¢cdo Gaussiana com um certo valor de média u e variancia 6. Um teste de norma-
lidade aplicado sobre uma amostra pode indicar a presenca ou auséncia destas condi¢des

nos dados observados. Garcia et al. (2009) propdem trés testes de normalidade:

— Kolmogorov-Smirnov: este teste compara a distribuicdo acumulada dos dados ob-
servados com a distribuicdo acumulada esperada para uma distribuicdo Gaussiana,

obtendo um p-valor baseado nas duas discrepancias;

— Shapiro-Wilk: este teste analisa os dados observados para computar o nivel de sime-
tria e formato da curva com o objetivo de computar a diferenca com respeito a uma
distribuicao Gaussiana obtendo o p-valor da soma dos quadrados destas discrepan-
cias. O Shapiro-Wilk foi utilizado nesta tese para testar a normalidade dos indi-

cadores de qualidade;

— D’Agostino-Pearson: este teste, primeiro computa a falta de simetria e o formato
da curva para quantificar quao longe de uma distribuicdo Gaussiana os dados estao
em termos de assimetria e formato. Entdo o teste calcula o quanto cada um destes
valores difere do valor esperado para uma distribuicdo Gaussiana, € computa um

unico p-valor a partir da soma destas discrepancias.

e homocedasticidade (Homoscedasticity): esta propriedade indica a existéncia da hipétese
de igualdade das variancias. O teste de Levene (LEVENE, 1960) € usado para verificar se

as amostras testadas apresentam homogeneidade (homoscedasticity) ou heterogeneidade
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de variancias (heteroscedasticity). Nesta tese ndo foi realizado nenhum teste de homo-

cedasticidade.

Assumindo que as condicOes descritas anteriormente sdo satisfeitas, pode-se aplicar
diferentes testes estatisticos paramétricos tais como o teste-t (CASELLA; BERGER, 2001) ou
o teste-z (CASELLA; BERGER, 2001) para a comparacao entre duas amostras. Quando se de-
seja comparar trés ou mais algoritmos (amostras) pode-se utilizar o teste ANOVA (CASELLA;
BERGER, 2001).

No caso da violagdo das condi¢des sugeridas por Garcia et al. (2009), deve-se utilizar
um teste ndo-paramétrico. Os testes ndo-paramétricos sdo considerados uma ferramenta util
quando os dados resultantes de um experimento ndo satisfazem as condi¢des discutidas anteri-
ormente. No caso de duas amostras, os testes nao-paramétricos de Wilcoxon (dados pareados)

ou Mann-Whitney rank sum (dados independentes) podem ser utilizados.

Além de paramétrico ou nao paramétrico, um teste de hipétese pode ser préprio para
dados pareados ou ndo pareados. Um teste ndo pareado deve ser aplicado quando os conjuntos
de dados ndo sdo correlatos, ou seja, sdo independentes. Conjuntos correlatos de dados, ou seja,
dependentes podem se beneficiar de testes pareados. No caso de simulagdes, dados correlatos
podem estar associados a populacdes iniciais idénticas dos algoritmos. Em caso de dados ndo-
pareados e um conjunto com mais de duas amostras (dois algoritmos), o teste de Kruskal-Wallis
¢ bem aceito quando as condi¢des para testes paramétricos ndo sdo satisfeitas e apresenta um
poder maior na presenca de distribui¢des assimétricas, outliers, etc. Para duas amostras nio-

pareadas o teste comumente utilizado é o de Mann-Whitney.

Uma outra classe de testes s@o os testes em bloco, os quais permitem verificar o desem-
penho de algoritmos sobre um problema, ou seja, um grupo/bloco de instancias (DERRAC et
al., 2011). Um exemplo deste tipo de teste € o teste de Friedman. O teste de Friedman (FRIED-
MAN, 1937) pode ser utilizado quando se deseja realizar a andlise estatistica em experimentos
envolvendo dois fatores, como por exemplo quando deseja-se comparar o desempenho de multi-
plos algoritmos em multiplas instancias de teste (bloco de instancias). O teste estd interessado
em identificar a variagdo da mediana dos resultados dos algoritmos dentro das varias instancias,
minimizando erros to tipo I (falsos positivos). A hipdtese nula quando aceita indica que ndo ha
diferenca estatistica entre os algoritmos nas instancias consideradas (HOLLANDER; WOLFE,
1999).

Conforme apresentado no Capitulo 7 para a andlise instancia a instancia, optou-se neste

trabalho pelo uso do teste Mann-Whitey rank sum (MOORE et al., 2003; GIBBONS, 1985)
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para a comparacao quando duas amostras (algoritmos) sdo levadas em consideracdo e do teste
Kruskal-Wallis (CASELLA; BERGER, 2001; KNOWLES et al., 2006) quando trés ou mais
amostras estdo sendo comparadas. Para a andlise do desempenho geral dos algoritmos no trata-
mento de um conjunto de instancias, optou-e pelo teste MS_Friedman. O teste de normalidade

adotado foi o Shapiro-Wilk.
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3 PROBLEMAS MULTIOBJETIVO TRATADOS

Este Capitulo apresenta a descri¢do dos dois problemas de otimizacdo combinatdria
com multiplos objetivos tratados neste trabalho: o problema do caixeiro comprador multiobje-

tivo (Secdo 3.1) e o problema quadratico de alocagdo multiobjetivo (Se¢ao 3.2).

3.1 PROBLEMA DO CAIXEIRO COMPRADOR

Nesta sec¢do sdo descritos o problema do caixeiro comprador (PCC) e problema do

caixeiro comprador biobjetivo (2PCC).

3.1.1 PROBLEMA DO CAIXEIRO COMPRADOR MONO-OBJETIVO

O Problema do Caixeiro Comprador (PCC) ou Traveling Purchaser Problem ( TPP)
foi introduzido por Ramesh (1981) e representa uma generalizacdo do Problema do Caixeiro
Viajante (PCV). Portanto, este problema pertence a classe NP-dificil podendo ser definido como
a seguir (LEDESMA, 2002).

Considera-se um conjunto de produtos que deverdo ser adquiridos e um conjunto de
mercados oferecendo certas quantidades de cada produto. Sdo requeridas quantidades diferentes
de cada produto. O preco da unidade do produto € conhecido e varia de acordo com o mercado.

E conhecido também o custo da viagem entre cada par de mercados.

A solucao do PCC consiste em selecionar um subconjunto de mercados e um ciclo por
esse subconjunto de mercados tal que a demanda requerida de produtos € satisfeita (a quantidade
de produtos comprada em cada mercado é determinada) e o custo total minimizado. A rota
deve iniciar e terminar em um mercado especifico normalmente denominado depdésito. O PCC

assume que:

e Cada produto esta disponivel em pelo menos um mercado;

e Nenhum produto esta disponivel no deposito;
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e A demanda requerida pode ser comprada.

Algumas abordagens modernas para a solu¢do desse problema podem ser encontradas
em: Riera-Ledesma e Salazar-Gonzailez (2005b), Bontoux e Feillet (2008), Goldbarg et al.
(2008) e Goldbarg et al. (2009).

3.1.1.1 Problema do Caixeiro Comprador Nao-Capacitado

Num caso particular do problema do caixeiro comprador denominado de PCC ndo-
capaci-tado (PCCNC), supde-se que se um produto estiver disponivel em um dado mercado,
sua quantidade € suficiente para satisfazer a demanda. Neste caso a demanda é de uma unidade
por produto. A Figura 8 exibe um exemplo numérico do PCC néo-capacitado com seis mercados

e um depdsito.

(a) Instancia PCCNC (b) Solucao

Figura 8: Exemplo do PCC nao-capacitado (BAGI, 2007).

A Figura 8(a) exibe o custo de cada produto em cada mercado do grafo. As matrizes
proximas aos vértices representam o custo dos quatro produtos em cada mercado. O mercado
trés, por exemplo, possui a disponibilidade de vender apenas o produto quatro ao custo de
uma unidade. A Figura 8(b) mostra uma solucdo proposta. Observa-se que, ao se dispor de
uma sequéncia de mercados visitados, o custo de aquisi¢do dos produtos € fixado pela 16gica
de comprar o produto no mercado que o fornece com menor valor. No caso da Figura 8(b) a

solugdo possui adequacgdo igual a 14.

A estrutura do problema do caixeiro comprador aplica-se a muitos problemas reais, tais
como (LEDESMA, 2002): escalonamento de tarefas, roteamento, problema de armazenamento

e projeto de redes tipo anel.
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3.1.2  PROBLEMA DO CAIXEIRO COMPRADOR BIOBJETIVO

A maioria dos trabalhos reportados na literatura considera o problema do caixeiro com-
prador como sendo mono-objetivo (BAGI, 2007; ??). Assim, conforme descrito anteriormente,
os dois objetivos, o de minimizar o custo da rota e o de minimizar o custo da compra dos

produtos, sdo substituidos por uma unica fun¢do que corresponde a soma destes dois objetivos.

Entretanto, em muitas aplicacdes reais os objetivos ndo sdo comparaveis, COmo no caso
do problema em questdo onde o custo de compra dos produtos utiliza uma medida monetaria
e o custo de rota percorrida para a compra dos produtos utiliza uma medida de distancia ou
de tempo. Além disso, comumente existe conflito entre os objetivos, ou seja, ao se reduzir o
custo de compra dos produtos aumenta-se a distancia percorrida para a compra destes produtos.
Portanto, € necessaria uma abordagem mais sofisticada para tratar adequadamente a estrutura
multiobjetivo do problema do caixeiro comprador. A seguir a modelagem matemadtica para
tratar o problema do caixeiro comprador considerando individualmente seus dois objetivos €

descrita.

O Problema do Caixeiro Comprador Biobjetivo (2PCC) ou Bi-objective Traveling Pur-
chaser Problem ( 2TPP) foi proposto por Riera-Ledesma e Salazar-Gonzalez (2005a) e pode ser

definido conforme a seguir.

Considera-se um dep06sito vg, um conjunto de mercados M = my, ...,m, € um conjunto
de produtos P = {py,...,pn}. Seja G = (V,E) um grafo incompleto ndo-direcionado onde V =
volUM ¢ o conjunto de vértices e E = {[v;,v;] : vj,v; € V,i < j} é o conjunto de arestas. Cada
produto p; pode ser comprado em um subconjunto de mercados M, C M. Denota-se di o
nimero de unidades do produto p; que deve ser comprada. Da mesma maneira, apenas gy;
unidades do produto p; estdo disponiveis em cada mercado m; € M). Assume-se que gy; € di
satisfazem 0 < q;; < dj e que Zm_iEMk qri > di para todo p; € K e m; € Mj. No caso particular
do problema nao capacitado tem-se d, = 1 e g;; = 1, para os mercados que possuem o produto

Pr € qri = 0, caso contrério.

Denota-se por by; o preco do produto p; no mercado m;, e seja C, a distancia entre
m; e mj onde e = [m;,m;| é a aresta que une m; ¢ m;. Um ciclo simples em G com inicio e
fim no deposito vy € dito uma solucdo factivel se para cada produto py o ciclo visita mercados
suficientes para a compra de todas as dj unidades necessdrias. Dada uma solugdo factivel Sy =
(V(0),E(0)) esta indica que visitando os vértices V(o) C V ligados pelas arestas E(c) C E,

ha um custo de compra associado que pode ser definido pela Equacao 6.
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J1(S¢) =Lvemnv (o) Prizii
sujeito a Y, zx; = dy;

(6)
zi < qx; para todo v; € MV (o)

tal que zz; € o valor indicado pela solu¢do o que representa a quantidade do produto
pr a ser comprada em m;. No caso particular do problema nao-capacitado, ) zx; = 1, ou seja,
Zk; deve assumir valor unitdrio para apenas um mercado na lista de mercados (indicando que o

produto p; serd comprado no armazém m; ).

O custo associado a rota pode ser definido pela Equagao 7, tal que:

L) =) ce )
ecE(o)

Entdo, o 2PCC tenta determinar uma solugdo factivel ¢ minimizando f;(o) e f2(0).
Claramente, o 2PCC também esta relacionado ao problema do caixeiro viajante multiobjetivo
e ao problema de rota de veiculos multiobjetivo (LEDESMA, 2002). Entretanto, existe uma
diferenca clara entre o 2PCC e estes problemas: a rota da solu¢do do 2PCC nao necessita visitar
todos os vértices em V, mas necessita satisfazer outras condi¢des adicionais com relagdo a coleta

dos produtos.

3.1.2.1 Abordagens para o 2PCC

Dois estudos prévios que abordam o 2PCC, minimizando f;(0) e f>(0) simultanea-
mente, que podem ser encontrados em Riera-Ledesma e Salazar-Gonzdlez (2005a) e Almeida
et al. (2010). No primeiro trabalho os autores propdem um procedimento que combina métodos
cldssicos em programacao biobjetivo com o algoritmo branch-and-cut para resolver subproble-
mas mono-objetivos, usando uma estrutura para salvar os cortes gerados previamente durante a
solucdo de um subproblema que podem ajudar na solucdo de outros subproblemas. Este método
€ capaz de resolver de maneira exata instancias com até 100 mercados e 200 produtos. O tra-
balho de Riera-Ledesma e Salazar-Gonzalez (2005a) trata apenas de instincias ndo capacitadas
do 2PCC. Na pesquisa desenvolvida sdo tratadas instancias capacitadas e ndo capacitadas do
problema 2PCC disponiveis no banco de instancias TPPLib (LEDESMA, 2011).

O segundo trabalho compara um algoritmo transgenético multiobjetivo chamado 2TA

(Bi-objective Transgenetic Algorithm) (ALMEIDA et al., 2010) com a versao escalarizada do
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algoritmo proposto em Goldbarg et al. (2009) chamado 1TA. O algoritmo 2TA contém um par
de transponsons (um para cada objetivo) e um plasmidio associado ao custo de compra dos pro-
dutos. O trabalho analisa a taxa de sucesso dos trés agentes transgenéticos. Para isso, diferentes
combinagdes dos agentes transgenéticos (versdes do algoritmo) sdo apresentadas. Os resultados
mostram que o transponson com foco no custo de rota obteve menor taxa de sucesso, mas estéd
presente nas duas combinacdes que apresentam melhores resultados, ou seja, apesar da sua taxa
de sucesso ser baixa ele é importante para o desempenho dos demais agentes transgenéticos.
Sao realizadas simulacdes com as 175 instancias da Classe 2 do TPPLib (LEDESMA, 2011).
Os algoritmos 1TA e 2TA sdo capazes de resolver instancias com até 500 mercados e 200 produ-
tos. Os resultados mostram que o 2TA apresenta melhor desempenho com relacido ao algoritmo

escalarizado.

3.2 PROBLEMA QUADRATICO DE ALOCACAO

O Problema Quadrético de Alocagdo (PQA) ou Quadratic Assignment Problem ( QAP)
foi introduzido por Koopmans e Beckmann (1957) e € um exemplar da classe NP-arduo (SAHNI;
GONZALES, 1976). O PQA modela diversas aplicagdes praticas, tais como a alocacao logistica
interna de um centro de distribuicao, o projeto de placas eletronicas, o projeto de um campus
e o planejamento de hospitais (CELA, 1998; LOIOLA et al., 2004; GARRETT; DASGUPTA,
2009; LOIOLA et al., 2007). Além disso, vérios problemas cldssicos como o caixeiro viajante,
o particionamento e o isomorfismo de grafos podem ser formulados como um PQA. Uma de
suas maiores aplicacdes € na alocagdo de facilidades. Neste contexto o problema consiste na

alocacao de f1 facilidades a f1 localidades com o objetivo de minimizar o custo dessa alocagao.

O PQA € dos problema mais dificeis da area de otimizagdo combinatdria, pois ins-
tancias de tamanho maior ou igual a 20 ndo podem ser resolvidas de maneira 6tima em tempo
computacional aceitdvel, assim justifica-se o uso de métodos aproximativos para o tratamento

deste problema (KNOWLES; CORNE, 2003a).

3.2.1 PROBLEMA QUADRATICO DE ALOCACAO MONO-OBJETIVO

O Problema Quadrético de Alocacio considera um conjunto de f/ facilidades e um
conjunto de f/ localidades. Para cada par de localidades € especificada uma distancia enquanto
para cada par de facilidades é especificado um valor de fluxo. O fluxo representa a quantidade
de suprimentos transportados entre as duas facilidades. O problema corresponde em associar

todas as facilidades a diferentes localidades com o objetivo de minimizar a soma das distancias
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multiplicadas pelo fluxo correspondente (KOOPMANS; BECKMANN, 1957; SAHNI; GON-
ZALES, 1976).

Considerando uma matriz de localidades A = {a;;} fixfr € uma matriz de fluxos B =
{brs} f1xr1 0 PQA pode ser definido formalmente da seguinte maneira (KOOPMANS; BECK-
MANN, 1957; TAILLARD, 1991; KNOWLES; CORNE, 2003a):

Minimizar C(1) = Z{:ll 25121 aijbz;
T

®)

tal que n € o nimero de facilidades/localidades, a;; € a distancia entre a localidade 7; e a locali-
dade 7;, br.n ; € o fluxo da facilidade i para a facilidade j e 7; representa a facilidade na locali-

dade i na permutacdo & € P(f1), sendo P(fI) o conjunto de todas as permutagdes {1,2,..., fl}.

Algumas abordagens para a solu¢@o deste problema podem ser encontradas em: Gold-
barg e Goldbarg (2002).

3.2.2 PROBLEMA QUADRATICO DE ALOCACAO MULTIOBJETIVO

Uma formulag@o para o Problema Quadrético de Alocagao multiobjetivo (mPQA) ou
0 Multi-objective Quadratic Assignment Problem (mQAP) foi proposto por Knowles e Corne

(2002).

O mPQA modela naturalmente situagdes nas quais dois ou mais tipos de fluxos estejam
presentes, por exemplo no problema do layout de um hospital pode-se minimizar simultanea-
mente o fluxo/distancia entre médicos, pacientes, funciondrios, visitas e equipamentos farma-
céuticos (KNOWLES; CORNE, 2002). Para isto, o problema considera multiplas matrizes de

fluxos.

Considerando uma matriz de localidades A = {a;;} rixrr € T matrizes de fluxo By =
{pk} fixfi» k=1, ..., T, o problema quadratico de alocagdo multiobjetivo pode ser formulado

como a seguir (KNOWLES; CORNE, 2002, 2003a):

Minimizar C () = {C'(n),C%(x),...,C"(n)}
€ P(f) 9
tal que C¥(m) = x' £ jayjblp 1 <k<T
tal que fI é o ndmero de facilidades/localidades, m € o nimero de diferentes matrizes de fluxo,
a;j € a distancia entre a localidade i e a localidade j, b’,‘ri,rj € o k-ésimo fluxo da facilidade i

para a facilidade j e m; representa a localiza¢do da facilidade i na permutagdo m € P(f1), sendo
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P(f1) o conjunto de todas as permutacdes {1,2,..., fl}. Esta foi a formulagdo empregada nos
algoritmos implementados neste trabalho por ser a mais amplamente utilizada na literatura da

area.

Contudo, outra possivel formulacdo para o problema quadratico de alocagdo multiob-
jetivo € proposta por Hamacher et al. (2001). Esta formulacdo considera, além de maltiplas

matrizes de fluxos, multiplas matrizes de distancias e € apresentada na Equacgdo 10.

min(Zﬁ’k’l:lbﬁk a?l Xijxp) . t=1,...,T
Yixij=1Vi=1,... fl (10)
Yoxij=1Vj=1,... 1l
xij €{1,0}vi,j=1,... f
sendo que existem T matrizes de fluxos (b™, m =1, ..., T) e T matrizes de distancias (a",
m =1, ..., T). A primeira restricdo determina que numa determinada localidade (j) apenas

uma facilidade pode estar alocada, enquanto a segunda restricao determina que uma facilidade

(i) s pode estar associada a uma localidade. A terceira restricdo garante que ndo ocorrem

alocagdes parciais. O problema entdo se resume a encontrar associacdes x entre as facilidades e
as localidades definidas pela Equacdo 11.

1 se afacilidade i esta associada a localidade j

Xjj = { (1D

0 caso contrario

3.2.2.1 Abordagens para 0o mPQA

Em Hamacher et al. (2001) € apresentado um algoritmo exato para o mPQA baseado
no fato de que uma solu¢do somente € 6timo de Pareto se e somente se a intersec¢do dos con-
juntos de nivel coincidem com a intersec¢do das curvas de nivel. Para encontrar os conjuntos
e as curvas de nivel o algoritmo proposto usa os algoritmos BST (Binary Search Tree) e MST
(Multiple Search Tree). O método é testado em dez instancias com sete facilidades/localidades
e quatro objetivos. Os resultados apresentam o nimero de solucdes encontradas e o tempo

computacional necessario para encontra-las.

Um algoritmo exato também € proposto em Ehrgott et al. (2002). Ele também faz
uso dos algoritmos BST e MST, mas ao invés de computar de maneira explicita a intersec¢ao
dos conjuntos de nivel (EHRGOTT et al., 2002) computa um conjunto de nivel em ordem
crescente dos valores das fungdes objetivos correspondentes e entdo verifica para cada elemento

desse conjunto de nivel se ele estd contido em outros conjuntos de nivel e se ele domina ou é
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dominado por uma solu¢@o encontrada anteriormente. Este procedimento acelera a resolucdo do
problema. Os algoritmos foram testados em instancias com 4, 5, 6 e 7 facilidades/localidades.
Os testes comparam o desempenho do MST com o BST, concluindo que conforme o tamanho
do problema cresce, o desempenho do MST (em termos de tempo computacional) melhora

proporcionalmente ao desempenho do BST.

Uma formulagdo para o PQA multiobjetivo € apresentado em Knowles e Corne (2002).
O objetivo do trabalho, além de apresentar o mPQA, € iniciar uma andlise da superficie de busca
de instancias do mQAP no sentido de identificar a melhor estratégia de busca local (aleatéria,
com multiplos pontos ou buscar a partir de um 6timo local de Pareto) a ser utilizada em instan-
cias desconhecidas do mPQA. Os autores apresentam um gerador de instancias real-like com
a possibilidade de configuracio de diversos pardmetros. E apresentada uma ferramenta para a
medida da superficie de instancias do mPQA. A ideia geral é baseada em uma ferramenta ja
proposta para o PQA e corresponde a execucdo de uma busca local a partir de vdrias solugao
iniciais geradas aleatoriamente. Ao medir diferentes propriedades das solugdes iniciais e das
solugdes 6timo local de Pareto obtidas pode-se ter uma no¢do do quao relacionados estes 6timos

estdo e também indica a dificuldade de se encontrar o 6timo global.

Knowles e Corne (2003a) tornaram publico dois geradores de instancias para o mPQA,
um para instancias do tipo uniforme e um para instancias do tipo real-like. Os geradores per-
mitem configurar varios parametros para as instancias, incluindo a epistasia entre as localidades
e intercorrelagdo entre as matrizes de fluxos (as quais afetam os diferentes objetivos). Utilizando
estes geradores algumas instincias com diferentes caracteristicas foram geradas e analisadas. A
andlise das instancias, através de medidas para as instancias do mPQA, relacionou a superficie
de busca com duas propriedades das instancias: o fluxo-dominancia e a correlacio interobjetivo.
Além disso, para as instancias menores os autores apresentam todo o espaco de busca e fazem

algumas observacdes sobre as estruturas das fronteiras de Pareto.

Day et al. (2003) aplicam o mPQA ao problema de comunicacdo entre um grupo de
aeronaves militares. O objetivo do problema € posicionar estrategicamente as aeronaves mini-
mizando os diferentes fluxos de comunicacgao entre elas. O algoritmo MOMGA-II foi utilizado,
uma extensdo multiobjetivo do fmGA (fast messy Genetic Algorithm). O MOMGA-II € um
algoritmo que explora blocos de construgdo (building blocks) de boa qualidade que sdo combi-
nados para obter boas solucdes. O MOMGA-II ¢é entdo testado em um conjunto de instancias
criadas no trabalho de Knowles e Corne (2003a) e comparado com um método de enumeragao
total (para as instancias de 10 facilidades/localidades), onde percebe-se que o algoritmo nao

conseguiu encontrar todos os pontos da fronteira Pareto, e com o algoritmo desenvolvido em
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Knowles e Corne (2003a), onde se mostra que o algoritmo encontra menos pontos na fronteira
de Pareto, porém ndo se sabe exatamente quais as solucdes foram encontrados por Knowles e
Corne (2003a).

O uso de algoritmos de Otimizacao por Colonias de Formigas para o PQA biobjetivo é
explorado em Lépez-Ibdnez et al. (2004). Diferentes versdes de algoritmos de Otimizagdo por
Colodnias de Formigas sao apresentadas. Uma das estratégias adota o conceito de dominancia de
Pareto e a outra trabalha com a escalarizacdo das fungdes objetivo. O artigo também apresenta
testes de vérios parametros do ACO como o nimero de colOnias, a estratégia de atualizacdo do
feromonio e a influéncia do uso de busca local. O trabalho conclui que o uso de busca local
¢ essencial para bons resultados e que a escolha de bons parametros depende fortemente da

correlacdo entre os objetivos.

Uma memdria externa para algoritmos evoluciondrios multiobjetivo baseada em seg-
mentos é apresentada em Acan e Unveren (2005). O objetivo da memdria é utilizar os segmentos
de solu¢des armazenados na construgcdo de novas solugdes completas através de operadores de
recombinacao, no sentido de intensificar a busca sem enfraquecer as suas capacidades de diver-
sificacdo. A avaliacdo do desempenho € feita com diferentes instancias do mPQA, instincias
propostas em Knowles e Corne (2003a). Os graficos que representam o conjunto de aproxi-
macao do algoritmo proposto SEBEM (Segmentation-based Extended Memory Algorithm with
MOGA) e de um algoritmo genético multiobjetivo ( MOGA) mostram que para a maioria das
instancias o desempenho (em termos do nimero de solu¢des ndo-dominadas encontradas) do

algoritmo proposto € melhor que o do MOGA.

No trabalho de Lopez-Ibanez et al. (2006) variagdes de um algoritmo de otimizagao
por coldnia de formigas ( MO-ACO) e do algoritmo SPEA?2 sdo apresentadas. Estes algorit-
mos sdo hibridizados com dois procedimentos de busca local: uma busca local simples com
vizinhanca duas trocas e a busca tabu. Os algoritmos hibridos sdo comparados com versdes
escalarizadas dos algoritmos de busca local considerados. Os testes consideram trés instancias
estruturadas e trés nio estruturadas propostas em Paquete e Stutzle (2006) com diferentes cor-
relacdes das matrizes de fluxos. Os resultados mostram que os algoritmos hibridos apresentam
bons resultados quando o tempo computacional ndo € um fator limitante e apontam o SPEA?2
com etapas curtas da busca tabu como a versdo mais promissora (percentual de dominéncia e

funcao empirica de conquista).

Uma versdo multiobjetivo do algoritmo MOGWW (Go with the Winners) para o
mPQA ¢ apresentada em Gutierrez e Brizuela (2007). A andlise tem foco na influéncia da corre-

lac@o das matrizes de fluxos no comportamento do algoritmo. O desempenho do algoritmo foi
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analisado em termos de dois pardmetros: o tamanho do passeio aleatdrio e o niimero de particu-
las. Foram realizadas simulacdes com diferentes valores para estes dois parametros. O estudo
mostra que para instancias com correlagcdes positivas das matrizes de fluxos o parametro que
tem maior impacto no desempenho do algoritmo € o passeio aleatorio enquanto para instancias
com correlacdes negativas o parametro que controla o desempenho do algoritmo € o niimero de
particulas. Os resultados de cada simulag@o (nove combinacdes com diferentes valores para os
parametros considerados) foram comparados com os resultados da busca PLS apresentada em
Paquete e Stutzle (2006), sendo que o algoritmo MOGWW apresenta resultados competitivos

em termos de qualidade das solu¢des e tempo computacional.

Em Zhao et al. (2008) um algoritmo de enxame de particulas fuzzy é proposto. A teoria
de conjuntos fuzzy é utilizada para a representacio da posi¢cdo e da velocidade da particula, ao
invés da representacio cldssica como vetores de valores reais a representacdo € feita por ma-
trizes fuzzy. Estas matrizes sdo utilizadas para representar somente solugdes factiveis para o
problema no espaco das particulas. As simulagcdes sao realizadas com as instancias disponiveis
em http://dbkgroup.org/knowles/mQAP/ e correspondem a problemas com 10, 20 e 30 facilida-

des com 2 e 3 matrizes de fluxo.

Quatro variacoes do NSGA-II hibridizado com uma busca local sdo apresentadas em
Garrett e Dasgupta (2009). Os autores comparam os desempenhos do uso de uma busca local
intensa em todos os individuos da populacdo, o uso de busca local intensa em alguns exemplares
da populag¢do, o uso de busca local suave em toda a populagdo e o uso de busca local suave em
alguns exemplares da populagdo. Os testes foram realizados em instancias com 60 facilida-
des e 2, 3 e 4 objetivos e os resultados demonstram que para instancias com mais objetivos a

exploracao da busca € mais importante que a intensificacao.

Em Li e Landa-Silva (2009) um Procedimento de Busca Aleatéria Adaptativa Gu-
losa (mGRASP/MH) € proposto para 0 mPQA. O algoritmo constrdi solu¢des baseando-se em
solucdes de elite e utiliza na etapa de busca local a busca 2-OPT. Vetores de peso sdo utilizados
para guiar a busca nas diferentes regides do espaco. O desempenho do algoritmo foi comparado
com outros quatro algoritmos: mGRASP, NSGA-II, SPEA2, e MOEA/D. O desempenho do
algoritmo proposto foi superior ou compardvel ao MOEA/D de acordo com o GD e o IGD. As
simulagdes sdo realizadas com as instancias disponiveis em http://dbkgroup.org/knowles/mQAP/

e correspondem a problemas com 10, 20 e 30 facilidades com 2 e 3 matrizes de fluxo.

Quatro propostas para 0 mPQA sao apresentadas em Gutierrez e Brizuela (2011). O
MOGWW (Multi-objective Go with the Winners), a busca local PLS (Pareto Local Search), o
MOGWW hibridizado com a PLS e a uma variagdo da PLS chamada de mPLS. Os testes foram
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realizados com instincias biobjetivo propostas em Paquete e Stutzle (2006) com 25, 50 e 75
facilidades e diferentes graus de correlacdo entre as matrizes de fluxo. O trabalho mostra que
o algoritmo hibrido supera os seus componentes individuais, porém é dominado pelo algoritmo

W-RoTS que corresponde ao algoritmo de Busca Tabu escalarizado (TAILLARD, 1991).
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4 ALGORITMOS IMPLEMENTADOS PARA COMPARACOES

Além dos algoritmos propostos, dois outros AEMOs foram implementados para os
POM considerados, 0 MOEA/D e o NSGA-II. Estes dois algoritmos foram escolhidos para
implementagdo por apresentarem bons resultados para POM combinatérios e também por cor-
responderem aos frameworks que deram origem aos algoritmos propostos. As secOes seguintes
descrevem o funcionamento bdsico dos algoritmos MOEA/D e NSGA-II bem como as suas
implementagdes para o 2PCC e para o mPQA. Cabe salientar que o desenvolvimento destes al-
goritmos representa outra contribui¢cao deste trabalho, ja que a literatura nao apresenta nenhuma
implementagdo do MOEA/D e do NSGA-II para o 2PCC.

4.1 NSGA-II - NON-DOMINATED SORTING GENETIC ALGORITHM-II

Apesar da nomenclatura, o NSGA-II (Nondominated Sorting Genetic Algorithm-II)
(DEB et al., 2002) possui poucas semelhancas com o algoritmo NSGA (Nondominated Sor-
ting Genetic Algorithm). O NSGA € um algoritmo genético multiobjetivo (SRINIVAS; DEB,
1994), no qual os individuos da populacdo t€m seu fitness assinalado com base no rank da
fronteira a qual ele pertence e em um mecanismo de fitness sharing aplicado aos individuos de
uma mesma fronteira, assim individuos mais proximos da fronteira de Pareto e mais diversos
sdo privilegiados (possuem fitness mais elevado). Os demais passos do algoritmo (crossover,

mutacao e selecdo) sdo andlogos aos passos de um algoritmo genético mono-objetivo.

O NSGA-II assinala para cada individuo da populacdo um rank baseado na fronteira
a qual ele pertence e um valor de crowding. Os individuos ndo-dominados da populacdo re-
cebem o rank 1 e formam a primeira fronteira, aqueles individuos que sdo dominados apenas
por individuos da primeira fronteira recebem o rank 2 e formam a segunda fronteira, aqueles
individuos que sdo dominados pela primeira e pela segunda fronteira recebem o rank 3 e assim
sucessivamente. A distancia de crowding é calculada pela distancia média entre pontos adja-
centes em cada direcdo para todos os objetivos. Dois pontos sdo considerados adjacentes se

eles sdo pontos consecutivos apds a ordenacao dos pontos de acordo com um dos objetivos. Um



74

torneio bindrio baseado em rank e crowding € aplicado para escolher os individuos que sofrerao
os efeitos dos operados genéticos na proxima geragdo. Um individuo ganha o torneio se possuir
um menor rank ou, caso os ranks sejam iguais, se o seu valor de crowding for superior. Apos
a aplicacao dos operadores genéticos, a populacdo anterior e os filhos gerados sdo combinados
(formando um conjunto de 2*N individuos, sendo N o tamanho da populagdo). Os ranks e va-
lores de crowding sdo recalculados. Os individuos sdo entio ordenados lexicograficamente! de
acordo com o seu rank e valor de crowding. O NSGA-II é o algoritmo evoluciondrio multiob-
jetivo mais utilizado como referéncia em comparagdes com novas abordagens (COELLO et al.,
2007; YUSOFF et al., 2011; FALLAH-MEHDIPOUR et al., 2012).

O algoritmo 2 apresenta o pseudocddigo do NSGA-II.

Algoritmo 2 Pseudocédigo do NSGA-II
1: Gerar a populacdo inicial;

2: Avaliar os objetivos;
3: Associar a cada individuo um rank baseado em dominéncia de Pareto;
4: Associar um valor de crowding a cada individuo;
5: /*Gerar uma populacgao de filhos:*/
6: Selecionar por torneio binério;
7: Aplicar operador de Recombinacdo;
8: Aplicar operador de Mutacao;
9: Reparar - restaurar a factibilidade;
10: Repetir:
11: Unir a populacgao de pais e filhos;
12: Associar um rank a cada individuo baseado em dominancia de Pareto;
13: Associar um valor de crowding a cada individuo;
14: Escolher os individuos da préxima populac¢do baseado na ordenagdo por rank (cres-
cente) e crowding (decrescente);
15: Gerar uma populacgdo de filhos:
16: Selecionar por torneio binério;
17: Aplicar operador de Recombinagdo;
18: Reparar - restaurar a factibilidade;
19: Aplicar operador de Mutacao;
20: Reparar - restaurar a factibilidade;

21: Até: que o critério de parada seja satisfeito

O sucesso do NSGA-II na resolug@o de problemas de otimiza¢do multiobjetivo mo-
tivou vdrias adaptacdes do algoritmo para operadores ndo genéticos. Algumas destas adaptacdes

sdo descritas a seguir.

O NSPSO (LI, 2003) incorpora os principais mecanismos do NSGA-II em um algo-

'Na ordenacio lexicogrifica os elementos sdo ordenados de acordo com seus valores para diferentes compo-
nentes, na ordem em que estes componentes sdo definidos. Por exemplo, se os componentes sio rank e crowding,
os elementos sdo ordenados com relagdo ao rank e, para os elementos que possuem o mesmo rank, de acordo com
o valor de crowding.
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ritmo baseado em Otimizagdo por Nuvem de Particulas ( PSO - Particle Swarm Optimization)
(EBERHART; SHI, 2001). Esta adaptacdo segue o mecanismo de escolha da pr6xima geracao
do NSGA-II, ou seja, a populagdo de particulas originais € unida com a populagdo de particulas
geradas na iteracdo corrente e as melhores particulas dessa unido sdo escolhidas para compor
a nova populagdo de acordo com o seu Rank de Dominancia e seu valor de crowding. O al-
goritmo foi aplicado a instancias de um benchmark (ZDT) e o NSPSO se mostrou competitivo

com relacdo ao NSGA-IIL.

Iorio e Li (2004) propuseram o NSDE (Nondominated Sorting Differential Evolution).
O algoritmo utiliza 0 mesmo framework adotado pelo NSGA-II, mas substitui os operadores
genéticos pelos operadores da Evolugdo Diferencial (STORN; PRICE, 1997). Em lorio e Li
(2006) os operadores utilizados foram modificados para incorporar informacao direcional. Dois
tipos de informacgdes foram incorporadas: informagdo para convergéncia e informacao para
diversificacdo. A primeira favorece a escolha de individuos com menor Rank de Dominéncia
durante o cédlculo do mutante, enquanto a segunda favorece a escolha de individuos com maior
crowding para o mesmo célculo. Na comparacdo com o NSGA-II, o NSDE em todas as suas
versdes se mostrou superior. Em Peng et al. (2010) uma versdao do NSDE foi aplicada com

sucesso para o posicionamento de unidades de medi¢ao em redes elétricas.

Os mecanismos da BBO (Biogeography Based Optimization) (SIMON, 2008) sdo in-
corporados ao framework do NSGA-II em Jamuna e Swarup (2012). O algoritmo foi utilizado
para a determinagdo do posicionamento de unidades de medi¢do em redes elétricas. Na com-

paracdo com o NSGA-II, o algoritmo proposto mostrou-se mais eficiente.

O sucesso destas adaptacdes foi um dos fatores motivadores da criacdo do NSTA.

4.2 MOEA/D - MULTIOBJECTIVE EVOLUTIONARY ALGORITHM BASED ON DE-
COMPOSITION

O MOEA/D (Multi-Objective Evolutionary Algorithm based on Decomposition), pro-
posto por Zhang e Li (2007), é um representante dos algoritmos multiobjetivo baseados em
decomposicao. O algoritmo MOEA/D decompde o problema multiobjetivo em Sp subproble-
mas. Qualquer procedimento de decomposi¢ao pode ser utilizado para decompor o problema
multiobjetivo considerado. Existem diferentes métodos de construir fun¢des de agregacio en-
contrados na literatura (MIETTINEN, 1999), sendo que dois dos mais utilizados sdo a soma
ponderada e o método de Tchebycheff. No método de agregacdo Tchebycheff o problema de

otimiza¢ao mono-objetivo € da forma:
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Minimizar g'¢(x|A,2*) = max{ ;| fi(x) — 2|}
1<i<T (12)

sujeito ax € Q

tal que z = (z1,...,z7)7 é o ponto de referéncia. Para cada ponto 6timo x* existe um vetor de
pesos A tal que x* é a solugdo 6tima de (12) e cada solugdo 6tima de (12) € uma solugdo Gtima
de Pareto. Entretanto, é possivel obter diferentes solu¢des Pareto 6timas alternando o vetor
de pesos. Uma fraqueza deste método de agregacdo € que ele ndo € suave para problemas de

otimizacdo multiobjetivo continuos (MIETTINEN, 1999).

Seja 2,1, ...,).Sp um conjunto de vetores de pesos bem espalhados e z* o ponto de
referéncia. O problema de aproximar a fronteira de Pareto de um problema de otimizacdo
multiobjetivo pode ser decomposto em Sp subproblemas de otimiza¢cdo mono-objetivo (escalar)
utilizando alguma fung¢do de agregacdo. O MOEA/D otimiza todas essas funcdes objetivo em
uma Unica execugdo, simultaneamente. O finess de uma solugdo (g'¢) é continuo em A. A
solugdo 6tima g'*(x|A’, z*) deve ser préxima de g'(x|A”,z*) se A’ e A’ sdo préximos. Portanto,
qualquer informacao sobre estes fitness com vetores de pesos proximos de A’ deve ser dtil
para otimizar g'¢ (x|).i,z*). Esta é uma das principais motiva¢des para o desenvolvimento do
algoritmo MOEA/D.

No MOEA/D, um vizinho do vetor de pesos A’ é definido como um conjunto de ve-
tores de pesos proximos de A’ em {A',...,A°”}. A vizinhanga do i-ésimo subproblema con-
siste de todos os subproblemas com vetores de pesos da vizinhanca de A A populacdo é
composta pelas melhores solu¢des encontradas até o momento para cada subproblema. Apenas
as solugdes pertencentes a vizinhanga de um subproblema sdo exploradas para a otimizagdo

daquele subproblema.
A cada geracdo t, o MOEA/D com o método de Tchebycheff mantém:
e Uma populagio de Sp pontos x!,...,x57 € Q, onde x' & a solucio corrente para o i-ésimo
subproblema;

° VFl, ...,VFSP, onde VF' é o valor de fitness de x' isto é, VF! = F(xi) paracadai=1, ...
»Sp;

e z=(z1,...,zr')7, onde z; é o melhor valor encontrado até o momento para o objetivo f;;

e uma populacdo externa, que armazena solu¢des nao-dominadas encontradas durante a

busca. Isto é geralmente mantido por um arquivo externo (AE) de solu¢des ndo domina-

das.
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O Algoritmo 3 apresenta os passos do MOEA/D. O algoritmo € alimentado com um

critério de parada (neste caso o critério adotado foi um nimero maximo de geracdes), 0 nimero

de subproblemas considerados pelo MOEA/D (Sp - nimero de escalariza¢des), um conjunto

de vetores de pesos uniformemente espalhados de tamanho Sp e o nimero de vetores de pesos

na vizinhanca de dada vetor de pesos. A saida do algoritmo € o conjunto de solucdes nao-

dominadas encontrado pelo algoritmo (AE).

Algoritmo 3 Pseudocédigo do MOEA/D

1: Inicializacao:
2:
3:
4:

e ® 3D

: Re

10:

11:

12:

13:
14:

15:

AE = 0: iniciar o arquivo externo '
Gerar uniformemente Sp vetores de pesos A’ = (A, A}, ... AL),i=1,...,Sp
Calcule a distancia Euclidiana entre todos os pares de vetores de pesos e entdo encontre
os C vetores mais proximos (A", ..., A'C) para cada vetor de pesos A'. Para cada i =
1, ooy Sp, B(i) = {il,...,ic}
Gerar aleatoriamente uma populagio inicial x!,..., 257
VF' =F(x')
Cada individuo x' e vetor objetivo V F' sdo associados a um vetor de pesos A’
Iniciar z: zj = mingpjesivo;(VF'),i=1,...8p, j=1,....,T
Iniciar nadir: nadir; = maxobjet,-voj(VFl), i=1,...,8p,j=1,...T
petir:

Para(i=1,...,5p) faca

Selecionar o Conjunto a ser atualizado: gerar rand de UJ[0, 1]. Ento:

Ne = B(i) se rand < &
1 {1,...,Sp} .caso contrério

Reproducio: selecionar aleatoriamente dois indices r, s de Ne, e entdo gere uma nova
solucdo x’ de x” e x* usando operadores genéticos.
Reparacio: Se necessério, entéio aplique o procedimento de repara¢do em x’ para
produzir x” sendo x” = x’ Fim Se.
Atualizacio de z: Paracada j=1, ..., T, Se z; > F;(x”) entdo z; = F;j(x”) Fim Se
Atualizacio de nadir: Para cada j =1, ..., T, Se nadirj < F;(x") entdo
nadirj = F;j(x") Fim Se
Atualizacdo da Vizinhanca/Populacao de Solucgoes: contador = 0
Enquanto(contador < maxAtualizagdes e existir indices nao selecionados de Ne)

faca

16:

17:

Selecionar aleatoriamente um indice k de Ne

Se g'“(x"|A*, z,nadir) < g'¢(x*|A*,z, nadir) entdo
xk —x!
VFF=F (")
contador = contador + 1 Fim Se

Fim Enquanto
Atualiza¢io do AE: Se nenhum individuo no AE domina x” Entdo remova do AE
todos os individuos dominados por x” e adicione x” ao AE Fim Se

Fim Para

18: Até: que o critério de parada seja satisfeito.
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O primeiro passo do algoritmo corresponde a inicializag¢do das estruturas utilizadas. O
arquivo externo (AE) que neste trabalho € implementado por um Arquivo de Grade Adaptativa
(ver Subsecdo 4.2.1) ¢é inicialmente vazio. Os vetores de pesos, sdo gerados uniformemente
e os C vetores de pesos mais proximos de cada vetor A’ sdo incluidos na vizinhanca de Al
(B(i)), onde C € um pardmetro do algoritmo. A populagdo inicial de cromossomos é gerada da
mesma maneira utilizada no NSGA-II e cada cromossomo (x') é associado ao i-ésimo vetor de
pesos. Entdo, o vetor objetivo x' (F(x')) é associado a VF i, VF' ird representar o melhor vetor
objetivo associado com o i-ésimo vetor de pesos. O ponto ideal empirico (z) € iniciado com
o valor minimo para cada objetivo encontrado na populagdo inicial. O valor ponto empirico

nadir ¢é iniciado com o valor maximo para cada objetivo encontrado na populacao inicial.

ApOs as iniciagdes, o algoritmo entra em seu laco principal (Passos de 8 a 18). O
primeiro passo do lago seleciona Ne para cada cromossomo. Ne corresponde a um conjunto de
indices de cromossomos usados durante os passos de reproducao e atualizacdo. Ele é composto
por indices dos cromossomos da vizinhanga (B(i)) - com probabilidade & - ou por indices de

cromossomos de toda a populagdo - com probabilidade 1,0 — 3.

Os individuos aos quais os operadores genéticos serdo aplicados sdo selecionados
aleatoriamente de Ne. Os operadores de recombina¢do € mutagdo sdo os mesmos utilizados
na implementa¢do do NSGA-II (Ordem e Troca) e irdo gerar o cromossomo modificado x'.

Se necessdrio, isto é x’ é infactivel, o cromossomo modificado € reparado resultando

em x”.

Se o0 novo cromossomo tem um valor para alguma fun¢@o objetivo que € melhor do
que aquele armazenado no ponto ideal, entdo o ponto z € atualizado com este valor. Analoga-
mente, se 0 cromossomo tem um valor para alguma fungdo objetivo que seja pior que o valor

armazenado no ponto nadir entdo nadir é atualizado com este valor.

De acordo com a sele¢do do Passo 10 (Ne), a vizinhanga ou a populagdo como um
todo € atualizada. Para evitar a proliferacdo de x” na maior parte da populagio é utilizado
um nimero mdximo de atualizacdes (maxAtualizagoes). A atualizacdo acontece conforme a
seguir: enquanto o nimero de atualizacdes € menor que o nimero maximo de atualizacdes e
existem indices de Ne ndo selecionados um indice é escolhido aleatoriamente de Ne. Se x” tem
um melhor valor para a funcdo de Tchebycheff normalizada (LI; ZHANG, 2009a) do que x*
(ambos fazendo uso do k-ésimo vetor de pesos - A,k) entdo ele substitui x¥, VF é atualizado

com o valor do vetor objetivo de x” e o nimero de cromossomos atualizados € incrementado.

Na func¢do de Tchebycheff normalizada (LI; ZHANG, 2009a), os subproblemas sdao
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tratados da seguinte forma:

Minimizar g'°(x|A,z,nadir) = max{A;|F;(x) —z;|/|nadir; — z;| }
1<j<T (13)

sujeito a x € Q

tal que g’ é a funcdo de Tchebycheff normalizada para um problema de minimizagdo, F(x) =
(Fi(x),...,Fr(x)) é uma fun¢do multiobjetivo que deve ser minimizada, T é o nimero de obje-
tivos, A = (A1, ..., A7) é o vetor de pesos considerado , z = (z1,...,zr) é o ponto de referéncia
(aproximacgdo do ponto ideal), Q € o conjunto de solugdes factiveis e nadir = (nadiry, ...,nadirr)

€ a aproximac¢do do ponto nadir.

Sob certas condicdes, € possivel afirmar que para cada 6timo de Pareto existe um ve-
tor de pesos que corresponde ao 6timo da Equagdo 13 e cada solucdo 6tima da Equagdo 13 €
uma solucdo Pareto 6tima (MIETTINEN, 1999). As condic¢des sao (MIETTINEN, 1999): que
o vetor de pesos tenha somente componentes positivos, que o ponto ideal seja conhecido e que
o 6timo da funcdo Tchebycheff seja tGnico®. Entretanto, utilizando a funcdo de Tchebycheff
normalizada, é possivel obter diferentes solu¢des Pareto Gtimas alterando o vetor de pesos (4),
entdo esta fun¢do é um bom indicador da qualidade das solugdes na regido proxima a A. A
funcao de Tchebycheff normalizada minimiza a influéncia das diferentes escalas entre os obje-

tivos.

Na sequéncia, o algoritmo tenta inserir X’ no arquivo externo (AE), removendo todas
as solucdes armazenadas que sdo dominadas por x”. Finalmente, o critério de parada € testado,

o qual geralmente corresponde a um nimero méaximo de iteracdes (geracdes) do laco principal.

O sucesso do MOEA/D na resolugdo de problemas de otimiza¢do multiobjetivo mo-
tivou varias adaptacdes do algoritmo para operadores ndo genéticos. Algumas destas adaptacoes

sdo descritas a seguir.

Peng e Zhang (2008) adaptaram o framework do MOEA/D para utilizar operadores
da Otimizagao por Nuvem de Particulas (EBERHART; SHI, 2001). O algoritmo proposto foi
chamado de MOPSO/D. Em Moubayed et al. (2010) € proposto o algoritmo SDMOPSO, o
qual também combina os operadores da PSO com o MOEA/D; mas a escolha do melhor valor
local para uma particula € determinado por dominancia de Pareto e ndo por escalariza¢do (como
ocorria no MOPSO/D). Um outro algoritmo que combina os operadores das nuvens de particu-
las com o framework MOEA/D é dMOPSO. Este algoritmo modifica a escolha da préxima

populacdo adotada pelo MOEA/D: ele uni a populagdo corrente e a populacdo de particulas

2Caso a tltima condigio nio seja satisfeita as solugdes podem ser fracamente dominadas.
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geradas na iteracdo atual e, para cada vetor de pesos, escolhe a particula da unido que possui o
melhor valor para a funcdo de decomposicao Martinez e Coello (2011). Estes trabalhos foram
aplicados em instancias de benchmarks, sendo que o dMOPSO foi o que apresentou o melhor

resultado.

Em Li e Zhang (2009b), o MOEA/D ¢ adaptado para utilizar os operadores da Evolucao
Diferencial. O algoritmo proposto ¢ chamado de MOEA/D-DE. Além disso, o artigo propde um
novo conjunto de instancias para a avaliagdo de algoritmos multiobjetivo. O algoritmo proposto
€ comparado com o0 MOEA/D original, com o NSGA-II e com o NSDE, obtendo melhores

resultados que os demais.

Uma versdao do MOEA/D que faz uso dos conceitos do algoritmo Simulated Anneal-
ing é proposto em Li e Landa-Silva (2011), chamado EMOSA (Multi-objective Simulated An-
nealing Algorithm). Além da modificacdo dos operadores, este artigo propde a adaptagdo dos
valores dos vetores de pesos de modo a explorar melhor o espaco de busca. Deste modo, se as
solugdes associadas a dois diferentes vetores de pesos sdo muito semelhantes, um dos vetores de
pesos € alterado de modo a aumentar a diversidade das solucdes. O algoritmo proposto € com-
parado favordvel com outros algoritmos evoluciondrio multiobjetivo no Problema da Mochila

Multiobjetivo e no Problema do Caixeiro Viajante Multiobjetivo.

O Problema do Caixeiro Viajante Multiobjetivo também foi tratado por uma outra
variagdo do MOEA/D, o MoACO/D (Multi-objective Ant Colony Optimization based on De-
composition). Como o nome ja sugere, 0 MOACO/D combina os mecanismo da Otimizac¢ao por
Colonia de Formigas ( ACO - Ant Colony Optimization) (DORIGO; STUTZLE, 2004) com o
framework do MOEA/D. Para cada subproblema € alocada uma matriz de feromonio diferente,
que € atualizada apds a geracdo de todas as solu¢des na sua vizinhanca. Foram testados trés dife-
rentes algoritmos baseados em diferentes ACOs. A melhor versado proposta ¢ o MoACO/D-ACS
que utiliza os mecanismos do ACS (Ant Colony System) (DORIGO; GAMBARDELLA, 1997)
que foi comparada favoravelmente com outros algoritmos baseados em ACO para o Problema

do Caixeiro Viajante Multiobjetivo.

O sucesso destas adaptacdes motivou o uso deste frameworks no desenvolvimento de

um dos algoritmos propostos, 0 MOTA/D.

4.2.1 ARQUIVO DE GRADE ADAPTATIVA (ADAPTIVE GRID ARCHIVING - AGA)

O algoritmo AGA(Adaptive Grid Archiving)(KNOWLES; CORNE, 2003b) € baseado

no método de arquivamento utilizado pelo algoritmo Pareto Archived Evolution Strategy (PAES)
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(KNOWLES; CORNE, 2000). Este algoritmo implementa estratégias para armazenar os pontos

encontrados por um otimizador multiobjetivo de uma maneira bem distribuida e diversificada.

Algoritmo 4 Algoritmo Arquivo de Grade Adaptativa
: Paracada (k€ 1..T)

—

2: Recalcular os limites de todas as regides da grade para a dimensao k
3: Fim Para
4: Se (zr = M;_1)
5: M; — M;_,
6: Senao
7: Se (z; < M;_1)
8: M, —M;_1U{z}\{zeM_1lz <2z}
9: Senao
10: Se (IM;_1| = tamanhoMaximoArquivo)
11: Se (z; esté fora dos limites antigos da grade)
12: M; — M, U {z}\ {2z}
13: Senao
14: Se (z; ndo estd na regido mais populosa)
15: M; —M;_ U {z}\ {z}
16: Senao
17: M; —M,_;
18: Fim Se
19: Fim Se
20: Senao
21: M;—M,_1 Uz
22: Fim Se
23: Fim Se
24: Fim Se
25: Retorne(M;)

No algoritmo AGA o espacgo objetivo € divido em regides, formando uma grade no
espaco T-dimensional, onde T corresponde ao nimero de fungdes objetivo. O tamanho e a alo-
cacdo das regides da grade sdo adaptadas conforme os pontos sao gerados ao longo da evolugdo
do algoritmo otimizador. Sempre que novos extremos para as fungdes objetivo forem encontra-
dos a grade € expandida e as regides sdo realocadas, salientando que o nimero de regides € fixo

(parametro do algoritmo).

A grade € utilizada na selecdo de quais pontos devem ser removidos do arquivo quando
ele chega ao limite de sua capacidade de armazenamento. Quando isto acontece, um ponto que
pertence a uma das regides mais populosas da grade (regides que contém grandes quantidades
de pontos associadas a elas) e que ndo represente um ponto extremo (ponto que possui valo-
res maximos e/ou minimos para qualquer um dos objetivos) € escolhido para ser removido do

arquivo.
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O Algoritmo 4 apresenta os passos do algoritmo AGA. O algoritmo considera M; o
arquivo de solucdes/vetores ndo-dominados no instante atual (t), M;_; o arquivo de vetores
ndo-dominados antes da sua ultima atualizacdo, z; o vetor objetivo gerado no tempo ¢ (o qual
deseja-se arquivar) e z& um vetor em M;_1, selecionado aleatoriamente de um conjunto de

regides mais populosas.

Inicialmente o algoritmo atualiza os limites da grade adaptativa (Passos 1 e 2). A
seguir, nos Passos 4 e 5, o ponto z; € descartado, caso ele seja dominado por algum ponto do
arquivo. Nos Passos 7 e 8, o ponto z; € aceito caso ele domine alguma soluc¢do do arquivo e com
isso todos os pontos dominados sdo removidos do arquivo. Caso o ponto z; seja ndo-dominado
com relacdo ao arquivo e o arquivo ndo tenha alcangado sua capacidade maxima ele € aceito no
Passo 21. Se o arquivo estiver com a sua capacidade maxima de pontos existem duas condigdes
para este ponto ndo-dominado (z;) ser aceito no arquivo: z; estar fora dos limites da grade
(aumentando sua extensao em algum objetivo - Passos 11 e 12) e z; localizar-se em uma regiao
da grade menos populosa do que algum ponto no arquivo, neste caso um ponto localizado em

uma das regides populosas da grade é removido e o ponto z; € inserido, Passos 14 e 15.

Estes passos encorajam a progressdo dos pontos para a fronteira de Pareto, mantendo
os intervalos dos valores para cada objetivo extensos e tendendo a uma distribui¢do uniforme

dos pontos no espago objetivo.

4.3 IMPLEMENTACOES PARA O 2PCC

Nas subsecdes seguintes sdo descritas as adaptacdes dos algoritmos NSGA-I1 e MOEA/D

para o Problema do Caixeiro Comprador Biobjetivo.

4.3.1 IMPLEMENTACAO DO NSGA-II PARA O 2PCC

Para fins de comparagdo com os algoritmos propostos, neste trabalho a implementagao
do NSGA-II (COELLO et al., 2007; DEB et al., 2002) foi adaptada para lidar com o problema
do Caixeiro Comprador Biobjetivo. A implementacdo do NSGA-II para o 2PCC segue o Al-
goritmo 2, com adaptagdes na representacao dos individuos, na inicializa¢do da populacao, nos
operadores genéticos utilizados, no procedimento de reparacdo das solugdes e no critério de

parada adotado.

Uma solucdo € representada por um vetor onde a primeira posicdo sempre possui O
valor 0 representando o depdsito e as demais posi¢des sdo uma permutacao de todos os mer-

cados que compdem a instdncia. Como nem todos os mercados precisam ser visitados para
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que as demandas de todos os produtos sejam atendidas, a representacdo possui um inteiro nmy
que indica o nimero de mercados visitados pela solu¢do. A Figura 9 apresenta um exemplo
de solugdo para o 2PCC. Esta mesma representacio foi adotada na implementacao de todos os

algoritmos para o 2PCC.

Soluggo-nmv =3 [O2]4 [9[1[3]58]6]

Figura 9: Representacao das Solucées para o 2PCC para uma instancia com 10 mercados.

A populacgao inicial é gerada aleatoriamente, seguindo a distribui¢do uniforme. Primeira-
mente, para cada individuo o depdsito vq (descrito na Se¢do 3.1) € inserido na primeira posi¢ao
da solucdo e uma permutacdo dos outros mercados € criada e inserida nas posi¢des subse-
quentes. Entdo, o nimero de mercados validos (nmv) € selecionado aleatoriamente para cada
individuo. Cada solucdo é composta por mercados alocados nas posicdes de 0 a nvm. Se alguma
solucdo inicial for infactivel o valor nvm associado a solugao infactivel € incrementado até que a
solucdo torne-se factivel. Cada produto é comprado no mercado (ou mercados) que oferece(m)
o menor preco dentre os mercados que compdem a solugdo, este procedimento de compra é
utilizado em todos os algoritmos considerados. Mercados onde nenhum produto é comprado

sao removidos da solucao.

Os operadores de recombinagdo e de mutagao aplicados sdo Ordem e Troca, respecti-
vamente (EIBEN; SMITH, 2003). Estes operadores foram adaptados para sempre manterem o
depodsito na primeira posicao das solugdes. A recombinag¢do Ordem foi desenvolvida para pro-
blemas de permutagdo onde a ordem relativa dos alelos € importante. Os passos deste operador
s@o os seguintes (EIBEN; SMITH, 2003):

1. Selecionar aleatoriamente dois pontos de crossover. Copiar o segmento entre estes dois

pontos do primeiro pai para o primeiro filho;

2. Iniciar do segundo ponto de recombinag¢do no segundo pai, copiar os elementos restantes
(que ainda ndo estdo no primeiro filho) na ordem em que eles aparecem no segundo pai.
Ao chegar no final do segundo pai, volta-se para o seu inicio e copia-se o contetido até o

segundo ponto de recombinacao;

3. Criar o segundo filho de maneira andloga com as regras de escolha dos pais invertidas.

A Figura 10 ilustra a operacdo da recombinac¢do de Ordem.
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Figura 10: Recombinacio Ordem- (a) Passo 1: copiar o segmento selecionado aleatoriamente
do primeiro pai no primeiro filho. (b) Passo 2: copiar o resto dos alelos na ordem em que eles
aparecem no segundo pai, tratando o cromossomo como ciclico e eliminando os que ja estdo no
filho para evitar repeticao.

A mutacdo Troca seleciona aleatoriamente duas posi¢des (genes) no cromossomo e
troca os valores dos seus alelos. A acao da mutagdo swap (troca) € ilustrada na Figura 11, onde

as posigoes 2 e 5 foram selecionadas.

Li]2f3]4]s]e]7[8]of10] ==> [1]5]3]4]2]6[7]8]9]10]

Figura 11: Mutacéao Troca.

Apo6s a aplicacdo de cada operador genético as solucdes sdao reparadas, caso seja
necessdrio. Este procedimento de reparagdo insere na solu¢ao mercados que vendem a um prego
mais barato os produtos que nao t€m sua demanda atendida até a solugdo tornar-se factivel. A
ordem de inser¢do dos mercados na solucdo € baseada em uma heuristica onde mercados que
representam um baixo incremento na soma dos custos de rota e compra sdo primeiramente con-
siderados. Este procedimento de reparacdo € o mesmo descrito em Goldbarg et al. (2009). Ao
final do procedimento de reparacao os mercados onde nenhum produto € comprado sao elimi-
nados, pois ndo sdo necessdrios para a solugdo. Apesar deste procedimento de reparacdo poder
modificar os resultados dos operadores genéticos ele € aplicado com pouca frequéncia (menos

que 1% do tempo, como discutido nos experimentos apresentados no Capitulo 7).

O critério de parada adotado corresponde a um nimero méaximo de geracoes.

4.3.2 IMPLEMENTACAO DO MOEA/D PARA O 2PCC

Neste trabalho, o MOEA/D (LI; ZHANG, 2009a; ZHANG:; LI, 2007) foi modificado,
para fins de comparacdo com os algoritmos propostos, para tratar o Problema do Caixeiro Com-
prador Biobjetivo. A implementacio segue os passos do Algoritmo 3, com adaptagdes na re-
presentacao das solugdes, nos operadores genéticos utilizados, no procedimento de reparagao

das solugdes e no critério de parada adotado.
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A representagdo das solucdes € a mesma utilizada na implementa¢do do NSGA-II para
0 2PCC (ver Subsec¢do 4.3.1 na pagina 83). Os operadores utilizados sdo a recombinac¢do Ordem
e a mutacdo Troca, descritos na Subsecdo 4.3.1. O procedimento de reparagdo adotado € o
mesmo utilizado pelo NSGA-II neste problema e o critério de parada, assim como no NSGA-II,

também € um nimero maximo de geragdes.

4.4 IMPLEMENTACOES PARA O MPQA

Nas subsecdes seguintes sao descritas as adaptacoes dos algoritmos NSGA-II e MOEA/D

para o Problema Quadratico de Alocagdao Multiobjetivo.

4.4.1 IMPLEMENTACAO DO NSGA-II PARA O MPQA

Para fins de comparacio com os algoritmo propostos, neste trabalho a implementagao
do NSGA-IT (COELLO et al., 2007; DEB et al., 2002) foi adaptada para lidar com o Problema
Quadrético de Alocagdo Multiobjetivo. A implementacdo do NSGA-II para o mPQA também
segue o Algoritmo 2, com adaptacdes na representacdo dos individuos, na inicializag@o da po-
pulacdo, nos operadores genéticos utilizados, com a retirada do procedimento de reparacdo das

solugdes e na defini¢do do critério de parada adotado.

Uma solugdo é representada por um vetor onde cada posi¢ao representa uma localidade
e o seu conteudo representa a facilidade associada. A Figura 12 apresenta um exemplo de
solucdo para o mPQA. Esta mesma representacdo foi adotada na implementacio de todos os

algoritmos para o mPQA.

Facilidade 1(7(2|4(9|0(3|5(8|6
Localidade (indicevetor) ([0 |1 |2 |3 |4 |5|6|7|8|9

Figura 12: Representacao das Solucoes para o0 mPQA para uma instincia com 10 facilida-
des/localidades.

A 1nicializac¢do da populagdo de solucdes em todos os algoritmos implementados para

este problema corresponde a permutagdes aleatdrias das facilidades.

Os operadores genéticos utilizados sdo a recombinagdo Ciclo e a mutacdo Troca (de-
scrita na Subsecdo 4.3.1). A recombinacao Ciclo preserva o méximo possivel a posicdo absoluta
que os elementos ocupam. O operador trabalha dividindo os elementos através de ciclos. Um

ciclo € um subconjunto de elementos que possui a propriedade de cada elemento sempre estar
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pareado com outro elemento do mesmo ciclo quando os dois pais s@o alinhados. Apéds a divisdao
da solucd@o em ciclos, os filhos sdo criados através da selecao alternada de ciclos de cada pai. O
procedimento para a constru¢do dos ciclos € o seguinte:

1. Iniciar com a primeira posi¢ao e alelo (valor) nao utilizada do pai 1;

2. Olhar para a mesma posi¢ao no pai 2;

3. Ir para a posicdo com o mesmo alelo no pai 1;

4. Adicionar este alelo no ciclo;

5. Repetir os passos de 2 a 4 até chegar no primeiro alelo do pai 1.

Um exemplo da operagdo da recombinagdo de Ciclo € ilustrado nas Figuras 13 e 14. A

construgdo dos ciclos é exemplificada pela Figura 13 enquanto a Figura 14 mostra a formagao
dos dois filhos.

[t 2[s[a]s]e[7[8]s] [o]2]s]a]se|7[efs] [af2[s[a]s]s[[8]s]

8]3]7[8|2|s|s[z]a] [o]3|7]8]2|c|s[a]a] [o]3]7[8]2]6]s]a]a]

Figura 13: Recombinacio Ciclo, Etapa 1: Identificacdo dos Ciclos.

[2] 2] [als]s]7[e]e] 1] s[7[al2]s]s]a]e]

——

[8]3]7]8]2[s]s [1]a] [8]2]3]8]s[s]7[1]a]

Figura 14: Recombinacao Ciclo, Etapa 2: Construcao dos filhos.

A implementac¢do destes operadores ndo necessita de cuidados especiais como no caso
do 2PCC (manter o depdsito na primeira posi¢do) e os filhos nunca sdo infactiveis. Portanto, o

NSGA-II para o mPQA ndo necessita da etapa de reparacdo (Passos 18 e 20 do Algoritmo 2).

O critério de parada adotado foi o tempo méaximo de execugdo do algoritmo, tradi-

cionalmente utilizado pelos AEs.
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4.42 IMPLEMENTACAO DO MOEA/D PARA O MPQA

A implementacdo do algoritmo MOEA/D para o mPQA também segue o Algoritmo
3 e também utiliza uma grade adaptativa como arquivo externo (ver Subsecdo 4.2.1). Porém
os operadores genéticos utilizados sdo os mesmos empregados na implementacao do NSGA-II
para o mPQA, ou seja, recombinacdo Ciclo e mutacdo Troca. A implementagdo destes operado-
res ndo necessita de cuidados especiais como no caso do 2PCC (manter o depdsito na primeira
posicao) e os filhos nunca sao infactiveis. Portanto, o MOEA/D para o mPQA ndo necessita da

etapa de reparagdo (Passo 12 do Algoritmo 3).

A representacdo das solugdes é a mesma utilizada nas demais implementagdes para o
mPQA. Como nos demais algoritmos para 0 mPQA, o critério de parada adotado foi um limite

maximo no tempo computacional disponivel para a execu¢do do algoritmo.
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S PROPOSTA

A Transgenética Computacional tem sido aplicada com sucesso em diversos proble-
mas de otimizagdo combinatéria (GOLDBARG et al., 2001a, 2004b; ALMEIDA et al., 2007;
GOLDBARG et al., 2009; GOLDBARG; GOLDBARG, 2009; GOLDBARG et al., 2008). Tra-
balhos recentes exploram a capacidade da técnica na solucio de problemas com multiplos obje-
tivos (ROCHA et al., 2007)(MONTEIRO et al., 2009)(GOLDBARG et al., 2009)(MONTEIRO
etal.,2010)(SOUZA et al., 2011)(MONTEIRO et al., 2009)(ALMEIDA et al., 2010)(ALMEIDA
etal., 2012). Este trabalho propde o estudo do comportamento da Transgenética Computacional
em dois frameworks multiobjetivo de sucesso, 0 MOEA/D e o NSGA-II. Este estudo deu origem

a dois novos algoritmos o MOTA/D e o NSTA.

O algoritmo MOTA/D foi desenvolvido com base na combinacao dos conceitos do al-
goritmo MOEA/D (ZHANG; LI, 2007) com os conceitos do AT proposto em Goldbarg et al.
(2009). O algoritmo MOEA/D utiliza a estratégia de decompor um problema multiobjetivo em
diferentes subproblemas mono-objetivo que sdo otimizados simultaneamente. A decomposi¢cao
¢ uma estratégia comumente utilizada na otimiza¢cdo multiobjetivo cldssica, porém pouco ex-
plorada em otimiza¢do multiobjetivo utilizando algoritmos evolucionarios. No MOEA/D cada
subproblema é otimizado, na maioria das vezes, utilizando apenas informacdes de seus varios
subproblemas vizinhos. O algoritmo tem apresentado resultados superiores a algoritmos evolu-
cionarios tradicionalmente encontrados na literatura tais como NSGA-II e MOGLS (LI; ZHANG,
2009a; ZHANG et al., 2010). O MOTA/D pode explorar toda a capacidade da Transgenética
Computacional para a resolu¢do de problemas mono-objetivos, visto que o framework trans-
forma os problemas multiobjetivo em subproblemas mono-objetivo. Além disso, o MOEA/D
enfatiza o uso de informacao local (vizinhanga da solu¢d@o), ou seja, favorece o uso de infor-
macoes locais as varias regides da aproximacgao da fronteira de Pareto. Como um dos principios
basicos da Transgenética Computacional € explorar a extragdo e o uso de informacdes sobre
o problema, espera-se que a combinacdo destas técnicas leve ao desenvolvimento de um algo-

ritmo, MOTA/D, que apresente bom desempenho nos problemas abordados.

O algoritmo NSTA foi desenvolvido aplicando-se os conceitos do algoritmo NSGA-II
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(DEB et al., 2002) com os conceitos do AT proposto em Goldbarg et al. (2009). A principal
caracteristica do NSGA-II € o seu método de selecdo baseado no Rank de Dominéncia e em
uma funcdo de crowding. Ao se combinar este framework com a Transgenética Computacional,
espera-se que este método de selecdo de cromossomos para a proxima populacdo aliado aos
bons mecanismos intensificadores da TC resulte em um algoritmo eficiente para o tratamento

de problemas de otimiza¢do combinatdria com multiplos objetivos.

O arcabouco do algoritmo MOTA/D (Multi-objective Transgenetic Algorithm) € apre-
sentado na Secdo 5.1, enquanto o arcabougo do NSTA (Non-Dominated Sorting Transgenetic
Algorithm) € apresentado na Secdo 5.2. As implementa¢des dos algoritmos propostos para o

2PCC e para o mPQA sao apresentadas nas Secoes 5.4 e 5.5, respectivamente.

5.1 MOTA/D - MULTIOBJECTIVE TRANSGENETIC ALGORITHM BASED ON DECOM-
POSITION

O MOTA/D € um novo algoritmo que corresponde a uma implementagdo do frame-
work baseado em decomposicio MOEA/D com operadores transgenéticos. Algumas modifi-
cacgoes do algoritmo original do MOEA/D, que trabalha originalmente com operadores genéti-
cos (ZHANG:; LI, 2007), foram necessdrias para acomodar a iniciacao e atualizagdo dos varios
repositorios do hospedeiro e o uso destas informacdes através dos vetores transgenéticos (ope-

radores). No Algoritmo 5 € apresentado o pseudocédigo do MOTA/D.

O primeiro passo do algoritmo corresponde as inicializagcdes das vdrias estruturas uti-
lizadas. O Algoritmo 6 apresenta os passos da etapa de iniciagdo do MOTA/D. O arquivo
externo (AE), que armazena o conjunto de solu¢des nao dominadas encontrado pelo algoritmo
e é implementado por um Arquivo de Grade Adaptativa (ver Subsecdo 4.2.1), € inicialmente
vazio. Entdo, sdo gerados Sp vetores de pesos (A) de maneira uniforme, sendo que cada um
destes vetores de pesos estd associado a uma solugdo a ser evoluida pelo MOTA/D. A seguir, o
raio da vizinhanca dos vetores de pesos € definido. Este raio pode ser determinado por qualquer
medida de distancia entre estes vetores. Neste trabalho a medida utilizada foi sempre a distincia
Euclidiana. A vizinhanga B(i) do i-ésimo vetor A€ composta pelos C vetores mais préximos
de A'. Para cada vetor de pesos € gerada uma solugdo (cromossomo) e sao calculados os valores
das funcdes (V F) objetivo de cada solucdo, para o i-ésimo cromossomo VF i—F (x"). Ou seja,
cada cromossomo com seu respectivo VF € associado a um vetor de pesos A\ Os pontos de
referéncia, nadir e z, utilizados no célculo da fungdo Tchebycheff (ZHANG; LI, 2007), sao
iniciados empiricamente com os valores maximos e minimos encontrados para cada objetivo na

populacao inicial, respectivamente - Passos 6 € 7 do Algoritmo 6.
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Algoritmo 5 Pseudocédigo Genérico do MOTA/D

: Inicializacoes (ver Algoritmo 6)

: Repetir:

Parai=1,...,Sp faca

: Selecionar o repositorio do hospedeiro e Escopo de Atualizacao: gerar um nimero rand
de [0, 1],a partir de uma distribuicdo uniforme. Entao:

—

AW

Repositorio Local ~ se rand < 6

Repositério = ol L
P { Repositério Global caso contrario

Ne = B(i) if rand < &
| {l,..,Sp} caso contrdrio

5: /*Vetores Transgenéticos:*/
6 Selecionar o repositério do hospedeiro a ser utilizado - a priori ou a posteriori
7: Selecionar melhor(CI) /* avaliada com base no vetor A" */
8 Se (random(0,100) < probPlasmidio) entao
9: x' « Plasmidio(Cromossomo[j], melhor(CI))
10: Senao

11: x' « Transponson(Cromossomo|j], melhor(CI))

12: Fim Se

13: /*Fim dos Vetores Transgenéticos*/

14 Reparar: Se necessdrio aplicar a reparacdo em x’ para produzir x”

Sendo x” = x’ Fim Se
15: /*Atualizacoes™/
16: Atualizar o repositorio do hospedeiro utilizado

17: Remover melhor(CI) do repositdrio selecionado
18: Gerar uma nova CI para o repositério selecionado
19: Atualizar z: Paracada j=1, ..., T
Se z; > Fj(x") entdo

Paracada j=1,.., T, Se z; > Fj(x") entdo z; = F;(x") Fim Se
20: Atualizar nadir:

Paracada j=1, .., T, Se nadirj < Fj(x") entdo nadir; = F;(x"") Fim Se
21: Atualizar as solu¢oes da Vizinhanca/Populacio: count = 0.

Enquanto(count < maxAtualizagdes e houver indices ndo selecionados de Ne)
faca
Selecione aleatoriamente um indice k de Ne
Se g’e(x"\lk,z,nadir) < g’e(xk\lk,z,nadir) entdo
xk = x!"
VF*=F(x")
count = count + 1 Fim Se
Fim Enquanto
22:  Atualizar o AE: Se nenhum individuo de EA domina x” entdo remover de EA
todos os individuos dominados por x” e inserir x”/ em EA Fim Se
23: geragdo = geracao +1
24:  Atualizar as Probabilidades: Se (geracdo % 3 = 0) entio probPlasmidio
¢ decrementada e probTransponson € incrementada Fim Se
25:  Fim Para
26: /*Fim das Atualizacoes™/
27: Até: que o critério de parada seja satisfeito
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Algoritmo 6 Pseudocédigo do procedimento de inicializagdo do MOTA/D
1: Inicializacao:

2 AE = iniciar o arquivo externo ‘

3: Gerar uniformemente Sp vetores de pesos A i=1,...8 D).

4 Calcular a distancia euclidiana entre todos os pares de vetores de pesos e encontrar 0s
C vetores de pesos mais proximos (A", ..., A'C) de cada vetor de pesos (A"). Para cada
i= 1, ceey Sp, B(i) Z{il, ...,ic}

5: Gerar a populacio inicial aleatoriamente com distribui¢io uniforme x!, ..., x57
VF! = F(xY)

T i . L i~ . i
Cada individuo x' e vetor objetivo VF' sdo associados com um vetor de pesos A

6: Iniciar z: z; = minobje,ivo_i(VFi), i=1,...8p,j=1,...T

7: Iniciar nadir: nadir; = maxobjetivoj(VFi), i=1,..,8p,j=1,...T
8: Iniciar os repositdrios de informacao Globais a priori € a posteriori
9: Iniciar o repositério Local a posteriori

10: probPlasmideo < problnicial /*maior valor*/

11: probTransponson «— 1.0 - probPlasmidio

O MOTA/D pode ser composto por diferentes repositérios de informacao do hos-
pedeiro, os quais contém informagdes que sao manipuladas pelos vetores (operadores) trans-
genéticos. Estes repositorios podem ser compostos por informacdes a priori ou informagdes
a posteriori assim como por informagdes origindrias somente das solucdes que fazem parte da
vizinhanca do vetor (repositério local) ou informacdes vindas de toda a populacdo de cromosso-
mos (repositério global). O repositério local de informagdes representa uma inovagdona TC e €
incluido no MOTA/D pelo fato do framework tornar possivel e encorajar o uso de informagodes
locais aos vetores de pesos. Este aninhamento de repositorios de informagdes do hospedeiro
€ benéfico para o processo de busca, especialmente em problemas multiobjetivo onde a infor-
macao pertencente a cada regido da fronteira de Pareto pode ser acumulada em repositérios de
informagdes locais. Os repositorios de informagdes do hospedeiro sao iniciados nos Passos 8
e 9 do Algoritmo 6. O repositdrio de informacgdes a priori € iniciado com informagdes sobre
o problema obtidas antes mesmo do inicio da evolucao das solu¢des. Ja o repositério de infor-
macgoes a posteriori € iniciado com informagdes encontradas na populacao de solucgdes iniciais,
gerada no Passo 5 do Algoritmo 6. No caso dos repositorios a posteriori, as informagdes corre-
spondem aos melhores cromossomos. No caso do repositdrio global, os melhores cromossomos
sdo escolhidos de acordo com as menores somas dos valores das fungdes objetivo (minimiza-
¢d0) e, no caso dos repositdrios locais, os melhores cromossomos sdo escolhidos de acordo
com os menores valores para a fun¢do Tchebycheff considerando o vetor de pesos associado ao
repositorio. As informacdes armazenadas nos repositorios sdo utilizadas na geracdo das cadeias
de informacao, as quais s@o - geralmente - fragmentos de solugdes (ou seja, solugdes parciais).

Neste trabalho a quantidade de cadeias de informagdo € igual e fixa para todos os repositorios. O



93

tamanho de cada cadeia de informacdo € aleatdrio obedecendo um tamanho maximo e minimo

dependentes do problema sendo abordado.

A ultima etapa de iniciacdo do MOTA/D corresponde as inicializa¢Oes das probabil-
idades de aplicagcdo dos vetores transgenéticos a cada iteracdo do algoritmo. Assim como um
algoritmo transgenético tradicional o MOTA/D pode fazer uso de diferentes vetores manipu-
ladores de informagdes genéticas. Neste trabalho, 0 MOTA/D foi implementado utilizando
os vetores plasmidio e transponson. Conforme demonstrado em Goldbarg et al. (2009) o uso
de patamares para a variacdo das probabilidades dos vetores transgenéticos é benéfico para os
algoritmos transgenéticos. Portanto, 0 MOTA/D também faz uso de patamares para a atual-
izacao das probabilidades de aplicagdo dos vetores. Um patamar corresponde a um periodo
evoluciondrio (uma quantidade de geracdes) onde as probabilidades de aplicacdo dos vetores
se mantém inalteradas, seguindo o conceito de que as alteracdes genéticas ocorrem em saltos

(patamares) (GOLDBARG et al., 2007).

Ap6s as inicializacdes o algoritmo entra em seu lago principal (Passos de 2 a 24 do Al-
goritmo 5) onde os repositdrios de informagdes sdo selecionados, as solu¢des sao manipuladas
pelos vetores transgenéticos e diversas atualizacdes baseadas nos novos cromossomos gerados

sdo realizadas.

O primeiro passo do lago principal (Passo 4 do Algoritmo 5) determina se a melhor
cadeia de informacdo a ser utilizada na manipulagdo dos cromossomos serd originada de um
repositorio de informagdes local ou global, de acordo com uma probabilidade. Este passo
também determina, com a mesma probabilidade, se os cromossomos manipulados irdao influ-
enciar/atualizar um repositorio de informacdes a posteriori local ou global. Em outras palavras
o Passo 4 do Algoritmo 5 seleciona para cada cromossomo, o repositério do hospedeiro que
serd usado e se o cromossomo modificado serd utilizado para atualizar apenas 0s cromossomos

da vizinhang¢a do cromossomo manipulado (B(i)) ou toda a populagdo (Ne).

Na sequéncia, ocorre a manipulagdo do cromossomo por um vetor transgenético. Para
isto, uma cadeia de informacdo € selecionada do repositorio a priori ou a posteriori (com igual
probabilidade) e descartada apés o seu uso. E utilizado o repositério local (com probabilidade
0%) ou global (com probabilidade (100 - §)%). Uma contribui¢do do MOTA/D est4 associada
a selecdo da melhor cadeia de informagdo (melhor(CI)) que é utilizada na manipulagdo dos
cromossomos. Diferentemente do que acontece no NSTA (definido na Secdo 5.2), o MOTA/D
identifica a melhor cadeia de informacao através da infiltragdo desta cadeia no cromossomo
a ser manipulado e do célculo do valor da funcdo de Tchebycheff normalizada considerando

o vetor de pesos associado com o cromossomo que serd manipulado pelo vetor transgenético
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().i). A cadeia de informagdo que resultar no menor valor da fungéo é intitulada melhor(CI) e

utilizada na manipulacao.

ApOs isso, um vetor transgenético € escolhido para ser aplicado. A selecdo entre um
plasmidio e um transponson ¢é aleatdria e depende do estdgio evoluciondrio do algoritmo: em
estagios iniciais a probabilidade de aplicacdo do vetor plasmidio € maior enquanto a probabili-
dade de aplicagdo do transponson torna-se maior nos estagios finais da evolucdo do algoritmo.
A opc¢do por iniciar os patamares com maior probabilidade para o vetor plasmidio foi feita com
base em experimentos que demonstraram ser esta a melhor op¢do. Esta variagdo de probabili-
dade acontece apés um ndmero fixo de geragdes chamado de 3. Tal variagdo simula patamares

evoluciondrios, sendo cada patamar composto por 3 geracdes.

A implementagdo dos vetores transgenéticos varia de acordo com a aplicac@o, mas to-
dos devem minimizar (considerando um problema de minimizacao) a funcdo de Tchebycheff
normalizada durante a manipulacao do cromossomo; o que, sob certas condi¢des, € equivalente
a guiar os cromossomos manipulados para perto da fronteira de Pareto do problema de otimiza-
¢ao multiobjetivo considerado (MIETTINEN, 1999). Isto € equivalente ao procedimento de
ataque do AT (p1 - descrito na Se¢do 2.1).

Em caso de infactibilidade, o cromossomo manipulado é reparado resultando em x”. O
cromossomo resultante (x”’) € usado para atualizar o repositério do hospedeiro de informagdes
a posteriori. Se o repositério for local, x” substitui o pior cromossomo armazenado no repo-
sitério se ele tem um valor melhor para a fun¢do de Tchebychef normalizada usando o vetor
de pesos A,i; caso contrdrio ele substitui o pior cromossomo se possuir um menor valor para a
soma dos objetivos. A seguir, independentemente do tipo de repositdrio utilizado, a cadeia de
informacdo utilizada na manipulacio é removida do repositdrio selecionado para evitar a con-
vergéncia prematura do algoritmo e uma nova cadeia de informacdo € gerada aleatoriamente

para substitui-la, seguindo o mesmo procedimento aplicado na iniciacdo dos repositorios.

Os pontos de referéncia z e nadir sio atualizados, respectivamente, com os minimos

e maximos valores para cada fun¢do objetivo encontrados até o presente momento da evolugao.

A vizinhang¢a do cromossomo manipulado ou a populacdo como um todo € atualizada
(de acordo com a selec¢do ocorrida no Passo 4 do Algoritmo 5). Para isto, a solucdo gerada
(x”") é comparada com cada uma das solugdes na vizinhanga (B(i)), caso a vizinhanga local
tenha sido escolhida no Passo 4, ou toda a populagdo (Ne), caso a populagdo como um todo
tenha sido escolhida. A solucdo gerada (x”’) substitui uma solu¢do da vizinhanga/populacdo
(x¥) caso ela possua um menor valor na fungdo de Tchebycheff utilizando o vetor de pesos

associado aquela solugdo da vizinhanga/populacdo (lk). Para evitar a convergéncia prematura
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da populagdo, existe um limite mdximo para o nimero de solu¢des que podem ser atualizadas
(maxAtualizacées). Assim que esse nimero € atingido a atualizacdo € finalizada para essa

solugdo gerada.

Ap6s isto, o algoritmo tenta inserir x” no arquivo externo (AE), removendo todas as
solucdes armazenadas que sdo dominadas por x”. Se a geracio é multipla de B entdo as prob-
abilidades de aplicacdo dos vetores transgenéticos (probPlasmidio e probTransponson) sao

atualizadas, conforme o Passo 23 do Algoritmo 5. Finalmente, o critério de parada € testado.

Os passos do MOTA/D também podem ser observados no fluxograma da Figura 15.

Atualizar AE
Reparar Atualizar
Solugoes Vizinhanca

i R
Atualizar
Z e Nadir MOEA/D

Figura 15: Fluxograma com os passos do MOTA/D.

Para testar o seu potencial, o algoritmo MOTA/D foi implementado e testado em dois
diferentes problemas: o Problema do Caixeiro Comprador Biobjetivo (2PCC) e o Problema
Quadrético de Alocacao Multiobjetivo (mPQA). Estas duas implementac¢des sao detalhadas nas

Secdes 5.4 e 5.5, respectivamente.

5.2 NSTA - NON-DOMINATED SORTING TRANSGENETIC ALGORITHM

O NSTA € uma proposta de hibridiza¢ao do framework do NSGA-II com os operadores
dos ATs. Modificagdes tanto do framework quanto dos operadores dos ATs foram necessdrias

para essa hibridizacdo. O Algoritmo 7 apresenta o arcabouco geral do NSTA.

O comportamento do algoritmo é conforme segue. A populacdo inicial é gerada de
maneira aleatéria de acordo com as caracteristicas do problema abordado. Depois, os cro-

mossomos (solugdes) da populacdo inicial sdo avaliados e o Rank de Dominéncia e o valor de
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Algoritmo 7 Pseudocédigo Genérico do NSTA

1: Gerar e Avaliar a Populacgdo Inicial
2: Associar um rank baseado em Dominancia de Pareto para cada individuo
3: Inicializar os repositérios a priori € a posteriori do hospedeiro
4: Associar um valor de crowding a cada individuo
5: probPlasmidio < valorInicialProbPlasmidio
6: probTransposon «— 1,0 - probPlasmidio
7: Repetir:
8: Escolher o repositério do hospedeiro a ser utilizado - a priori ou a posteriori
9: Selecionar a melhor cadeia de informacao (CI)
10: Se (geracdoAtual % B = 0) /*mudanga de patamar*/
11: decrementar(probPlasmidio)
12: incrementar(probTransposon)
13: Fim Se
14: Para j = 1 até tamanhoPop fazer
15: SE (random() < probPlasmidio)
16: Filho[j] « Plasmidio(Cromossomo[j], melhor(CI))
17: Senao
18: Filho[j] < Transposon(Cromossomo[j], melhor(CI))
19: Fim Se
20: Fim Para
21: Unir a populagdo de Filhos com a populagdo de Cromossomos
22: Associar um rank baseado em Dominancia de Pareto para cada individuo
23: Associar um valor de crowding a cada individuo
24: Escolher a préxima populagdo baseando-se nos valores de rank e crowding
25: Atualizar o repositorio de informacgdes a posteriori do hospedeiro
26: Remover o melhor(CI) do repositério utilizado
27: Gerar uma nova cadeia de informacao para o repositorio utilizado

28: geracdoAtual = geracdoAtual + 1
29: Até: que o critério de parada seja satisfeito.

crowding sdo calculados. Entdo, dois repositdrios de informagdes s@o criados. O primeiro repo-
sitério, chamado de repositorio a priori, € iniciado com informag¢do sobre o problema abordado
que podem ser obtidas antes do inicio do processo evolutivo. O segundo repositdrio, conhecido
por repositorio a posteriori, € iniciado com fragmentos dos melhores cromossomos gerados
na populacdo inicial. Os MC melhores cromossomos sdo armazenados neste repositério de
maneira a gerar as cadeias de informagdo (fragmentos de solucdes), onde MC € a quantidade de
melhores cromossomos considerada para a geracao das cadeias de informacao. Diferentemente
do que ocorre no MOTA/D, os melhores cromossomos sdo determinados pelo melhor Rank de

Dominancia e, em caso de empate com relagc@o ao rank, pelo valor de crowding.

Cada repositério (a priori e a posteriori) é composto por uma quantidade fixa de
cadeias de informacdo. Essa quantidade, geralmente, é proporcional a uma varidvel do pro-

blema (ao numero de mercados, por exemplo, no caso do caixeiro comprador). As cadeias de
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informacao possuem um tamanho minimo e maximo que devem ser respeitados. Esses limites
de tamanho podem ser varidveis no caso de problemas com representagdes de tamanho varidvel.
Os fragmentos de uma solucdo que irdo compor uma cadeia de informacao sao selecionados de

maneira aleatoria.

Ap0s esta etapa de inicializagdes, o algoritmo NSTA entra no seu lago principal (Passos
de 7 a 29 do Algoritmo 7. Nesta etapa sao aplicados os vetores transgenéticos e a populacdo e

os repositorios de informacdes do hospedeiro sdo atualizados.

O primeiro passo na aplicag¢do dos vetores transgenéticos € a escolha aleatdria do repo-
sitério que ird fornecer a cadeia de informacao a ser utilizada. Ambos os repositérios costumam
ter a mesma probabilidade de serem escolhidos. A melhor cadeia de informacgdo do repositério
escolhido € utilizada de acordo com o menor valor para a soma dos valores das fungdes obje-
tivo. Esta cadeia de informacgdo € utilizada como informacdo dos vetores transgenéticos para
a manipulacdo de todos os cromossomos da populacdo em uma determinada geracdo. Atual-
mente, 0 NSTA utiliza apenas plasmidios e transponsons como vetores transgenéticos, mas isso
nao é uma restri¢cao do algoritmo. A escolha entre utilizar plasmidios ou transponsons se da de
maneira aleatdria e depende do estdgio evolutivo do algoritmo: nos estdgios iniciais a proba-
bilidade de escolha do vetor plasmidio é maior, enquanto nos estagios finais a probabilidade de
escolha do vetor transponson costuma ser superior. A variacdo da probabilidade de escolha de
um ou outro vetor transgenético ocorre a cada 3 geragdes, onde B é o tamanho dos patamares

evolutivos adotados.

O vetor plasmidio age inserindo a cadeia de informagao selecionada no cromossomo
sendo manipulado. Cabe salientar que, diferentemente do que normalmente ocorre na Trans-
genética Computacional, o vetor plasmidio utilizado no NSTA nao faz uso do procedimento de
ataque (pl). Isso ocorre para adequar o algoritmo ao arcabouco do NSGA-II, permitindo que
um filho e o cromossomo original possam estar presentes na proxima populacdo de cromos-
somos; ou ainda que nem o cromossomo original nem seu filho estejam presentes. O primeiro
caso, a longo prazo, pode resultar numa perda de diversidade da populacao. O vetor transponson

corresponde a manipula¢do de uma parte do cromossomo sendo atacado.

Ap6s a aplicacdo dos vetores transgenéticos, as populagdes de cromossomos originais
e cromossomos filhos sdo unidas. Isto € contrdrio aos principios da TC, a qual ndo aplica
procedimentos de reproducdo, mas foi necessdrio para a adaptacdo ao framework NSGA-II.
Entao, os cromossomos filhos sdo avaliados e os valores de Rank de Dominancia e de crowding
de cada cromossomo sdo recalculados, seguindo o0 mesmo procedimento adotado pelo NSGA-

II. A selecdo dos cromossomos que fardo parte da préxima populagao é andloga aquela adotada



98

pelo NSGA-II e se baseia nos valores de rank e crowding dos cromossomos.

O repositdrio de informacdes a posteriori do hospedeiro € atualizado neste ponto do
algoritmo. A atualizacdo corresponde a inser¢do do melhor cromossomo gerado nesta iteracdo
do lago principal. O melhor cromossomo € determinado pela soma dos valores dos seus obje-
tivos. Esse melhor cromossomo somente € inserido no repositério caso ele seja melhor que o
pior cromossomo armazenado no repositério. Caso isso ocorra o pior cromossomo armazenado
¢ descartado para dar lugar ao melhor cromossomo desta geracdo. Caso contrario, nada ocorre

durante a atualizagdo.

Na sequéncia, a cadeia de informacao utilizada durante a geragao corrente (melhor(CI))
¢ eliminada do repositério utilizado, que pode ter sido tanto o repositério a priori quanto o a
posteriori. Isto ocorre para evitar a convergéncia prematura do algoritmo. Uma nova cadeia de
informacao é gerada para substituir a que foi eliminada. O cromossomo que servird como base
para a geracdo da cadeia € sorteado de maneira aleatdria dentre os cromossomos que compdem
o repositério utilizado. Os fragmentos do cromossomo que irdo compor a nova cadeia sio escol-
hidos de maneira aleatéria. No caso da informagdo armazenada no repositorio de informacdes
a priori ndo corresponder a um cromossomo (solucao), esta informacao € manipulada de forma
a gerar fragmentos de solucdes (um exemplo deste tipo de manipulagdo seria o uso de partes de

uma arvore geradora minima para o problema do caixeiro viajante).

Finalmente, € testado se o critério de parada foi satisfeito. Caso isso ocorra o algoritmo

¢é encerrado; caso contrdrio uma nova iteragao do lago principal € executada (nova geracdo) Os

Sim

cp
Satisfeito

Atualizar AE

|

Reparar Atualizar
Solugdes Vizinhanga
! B
Atualizar
Z e Nadir MOEA/D

Figura 16: Fluxograma com os passos do NSTA.

passos do NSTA também podem ser observados no fluxograma da Figura 16.
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Para testar o seu potencial, o algoritmo NSTA também foi implementado e testado em
dois diferentes problemas: o Problema do Caixeiro Comprador Biobjetivo (2PCC) e o Problema
Quadrético de Alocacao Multiobjetivo (mPQA). Estas duas implementacgdes sao detalhadas as

secOes a seguir.

5.3 PRINCIPAIS DIFERENCAS ENTRE O MOTA/D E O NSTA

Esta sec@o descreve as caracteristicas que distinguem os algoritmos propostos, MOTA/D
e NSTA. Estas diferengas sdo consequéncias das diferentes caracteristicas do MOEA/D e do
NSGA-II.

Uma das principais diferencas entre 0 MOTA/D e o NSTA reside no fato do primeiro
utilizar repositérios de informagdes locais, inspirados no conceito de vizinhanga presente no
MOEA/D. Este fato permite ao MOTA/D utilizar e atualizar/extrair informagdes por regides da
aproximacdo da fronteira de Pareto (informagdes locais), enquanto o NSTA faz uso somente
de informacgdes provindas da aproximacgdo da fronteira de Pareto como um todo (informagdes

globais).

Além disso, os dois algoritmos distinguem-se pela maneira como a informagao global
¢ utilizada. A Figura 17 ilustra esta diferenca para o repositério de informacdes a posteriori, a
mesma diferenca também pode ser observada nos repositorios a priori. No MOTA/D a escolha
da melhor cadeia de informacéo (melhor(CI)), em azul na figura) que serd utilizada pelos ope-
radores transgenéticos € baseada na funcdo de Tchebycheff e usa o vetor de pesos da solugdo
sendo manipulada (MK - Figura 17(a)). J4 no NSTA esta escolha ocorre de maneira uniforme,
ou seja, a escolha da melhor cadeia de informacgdo é a mesma independentemente da solug@o
sendo manipulada (Figura 17(b)). No NSTA o vetor de pesos utilizado é sempre 0 mesmo e
corresponde a um vetor cujos componentes sdo todos iguais a 0,5. Com isso, o repositorio de
informacdes globais do MOTA/D consegue adequar-se melhor as caracteristica da regido da
aproximacdo da fronteira a qual a solu¢ao sendo manipulada pertence. Destaca-se na Figura 17
que a atualiza¢do do repositorio global a posteriori de ambos os algoritmos acontece de maneira

equivalente.

Outra diferenca importante ocorre nos operadores transgenéticos. Enquanto os opera-
dores utilizados pelo MOTA/D implementam o procedimento de ataque, aqueles adotados pelo
NSTA nido o fazem. O procedimento de ataque € responsdvel por determinar se uma modifi-
cacdo realizada em uma soluc¢do por um operador transgenético € vélida ou ndao. No caso do

MOTA/D o procedimento de ataque baseia-se no valor da funcdo Tchebycheff. O NSTA ndo
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Repositérios de Informagdes Globais: MOTA x NSTA

Utilizagdo da [0,5;0,5;...;0,5] Atualizacéeda Utilizagio da [0,5;0,5;...;0,5] Atualizacé«zda
Informaggio Informagdo Informaggio Informagdo

Cl Cl CMC

)\k
Tchebycheff

G C, Cmc

[0,5;0,5;...;0,5]

‘ Operadores Transgenéticos ‘ Operadores Transgenéticos

(a) MOTA/D (b) NSTA

Figura 17: Diferencas entre os repositérios globais entre 0 MOTA/D e o NSTA: utilizacio e at-
ualizacdo da informacao. C corresponde a um cromossomo e C/ a uma cadeia de informacao.
Os cromossomos marcados com X sdo os piores cromossomos do repositorio e siao eliminados na
atualizacao.

implementa o procedimento de ataque devido ao procedimento de sele¢do da préoxima popula-
¢ao adotado pelo NSGA-II. Deste modo, o MOTA/D segue com maior rigor os principios dos
ATs. Cabe salientar que, excluindo-se essa diferenca, os operadores aplicados em ambos 0s

algoritmos sdo os mesmos.

Uma altima importante diferenca ocorre na escolha da préxima populagdo (atualizagdo
da populacdo). O MOTA/D utiliza decomposi¢do nesta etapa e pode introduzir multiplas copias
de uma solucdo, enquanto o NSTA baseia-se na dominancia de Pareto e no valor de crowd-
ing e ndo permite replicacio de solugdes na populagcdo. Esta diferenca deriva diretamente dos
algoritmos MOEA/D e NSGA-IIL.

5.4 IMPLEMENTACOES PARA O 2PCC

A seguir sdo descritas as implementacdes do MOTA/D e do NSTA para o Problema do

Caixeiro Comprador Biobjetivo.

5.4.1 IMPLEMENTACAO DO MOTA/D PARA O 2PCC

A implementacao do MOTA/D para o 2PCC segue os passos bésicos descritos na Se¢ao
5.1, apenas adaptando os passos para lidar com o referido problema. Sao adaptados a represen-

tacdo das solucdes, a geracdo da populacdo inicial, a iniciacdo do arquivo externo e do reposi-
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tério de informagdes a priori, a geracdo das cadeias de informacdes, os vetores transgenéticos

adotados, o procedimento de reparacdo utilizado e o critério de parada.

A representacdo das solugdes e a geracdo da populagdo inicial sdo idénticas aquelas
adotadas no NSGA-II e no MOEA/D para o 2PCC (ver Subsecdo 4.3.1).

O arquivo externo € iniciado com o cromossomo gerado para compor o repositorio de

informacdes a priori.

Nesta implementag¢do ndo foram utilizados repositdrios de informacgdes a priori locais,
apenas um Unico repositério global que é sempre utilizado quando o repositério de informagdes
a priori € escolhido. O repositério de informacdes a priori € iniciado com um tGnico cromos-
somo que corresponde a aplicacdo do procedimento LK (Lin-Kernighan) (LIN; KERNIGHAN,
1973) a um cromossomo que possui todos os mercados que compdem a instancia do problema
sendo abordada. Essa solucdao LK € utilizada em todas as etapas onde se faz necesséria a criacao
de cadeias de informagdo do repositério de informagdes a priori. A informagao deste reposi-
tério é importante para a insercdo de boas informacdes referentes ao objetivo custo da rota.
A implementag@o do procedimento Lin-Kernighan utilizada € a disponivel no software Con-
corde (http://www.tsp.gatech.edu/concorde). Cabe salientar que o procedimento LK é chamado

apenas uma tnica vez: durante a iniciacdo do repositério de informacdes a priori'.

Os repositérios do hospedeiro possuem M /2 cadeias de informagdo (onde M é o
nimero de mercados na instancia). No caso do repositério de informagdes a priori, as cadeias
sdo fragmentos da solucdo LK. No caso de repositérios a posteriori, as cadeias sdo fragmentos
dos melhores cromossomos. Esses fragmentos sdo trechos continuos da solucdo (para levar as
informagdes com relacio a ordem relativa dos mercados em uma boa rota) selecionados aleato-

riamente. O tamanho dos fragmentos varia entre 1 e M e € determinado de maneira aleatoria.

Neste trabalho sdo utilizados os vetores plasmidio e transponson. A escolha entre um
ou outro vetor € aleatéria com probabilidade dependente do patamar evoluciondrio no qual o

algoritmo se encontra (conforme descrito na Secdo 5.1).

O plasmidio utilizado para o 2PCC funciona da seguinte forma: primeiramente sao
removidos do cromossomo sendo manipulado todos os mercados que estdo presentes na cadeia
de informac¢do. Entao, a cadeia de informacao € inserida na melhor posi¢cdo possivel de acordo
com o valor para o custo da rota. O fragmento de solugdo € inserido como um todo e to-
das as possiveis posicdes de insercao sdo testadas. Entdo sdo removidos os mercados onde

nenhum produto foi comprado. Finalmente, é executado o procedimento de ataque do vetor

10 niimero de iteragdes do procedimento Lin-Kernighan é igual ao niimero de mercados



102

transgenético. Para o MOTA/D, o procedimento de ataque corresponde a comparar o valor da
funcdo de Tchebycheff do cromossomo original com o valor para mesma fun¢do do cromos-
somo manipulado. O ataque é considerado vélido se o valor do cromossomo manipulado for

menor.

A Figura 18 demonstra a manipulagdo do cromossomo (4, 2, 1, 6, 5), cujo custo
hipotético € 51, por um plasmidio com cadeia de informacao (4, 3, 1). As linhas pontilhadas
representam possiveis pontos de insercdo da cadeia de informacdo. Como o mesmo conjunto
de mercados estd presente em qualquer solu¢cdo gerada pelo plasmidio, as diferencas de custo
irdo ocorrer nos custos de rotas. As rotas resultantes sdao (4, 3, 1, 2, 6, 5), (2,4, 3, 1, 6, 5), (2,
6,4,3,1,5)e(2,6,5,4, 3, 1); cujos os custos hipotéticos de rota sdo 11, 22, 22 e 19, respecti-
vamente. Portanto, o cromossomo resultante da manipulagdo (antes da remocao dos mercados

onde nenhum produto é comprado) é (4, 3, 1, 2, 6, 5).

melhor(CI) n posicdes de
infiltracao

1 1 1 1

[} 1 ] 1

[4H3H1H2H6Hs]|

Transcricao

Figura 18: Manipulacio do Vetor Plasmidio para o 2PCC (GOLDBARG et al., 2009).

O vetor transponson remove os mercados contidos na cadeia de informacao sele-
cionada como melhor (melhor(CI)), um a um. Se, apds a exclusdo de um mercado, a solugdo
resultante € infactivel, entdo ela € reparada. Se o cromossomo manipulado for melhor (dom-
inar) o original, a exclusdo do mercado € validada sendo o mercado excluido € re-inserido no
cromossomo. O procedimento continua até que a exclusdo de cada um dos mercados presentes
na cadeia de informacgdo seja testada. Apds, o procedimento é repetido; mas removendo um
par de mercados da cadeia de informacgdo por vez. Finalmente, executa-se o procedimento de
ataque (o qual é o mesmo utilizado no plasmidio). Ambos os vetores transgenéticos adotados

neste algoritmo sio baseados nos vetores propostos em Goldbarg et al. (2009).

A Figura 19 ilustra a etapa de exclusdo da manipulacdo do cromossomo (3, 4, 5, 2)
pelo transponson com uma cadeia de informagao igual a (4, 5, 2). Os cromossomos resultantes
da remog¢do dos mercados 4, 5 e 2 sdo (3, 5, 2), (3,4, 2) 3 (3, 4, 5), respectivamente. Na Figura
19, a solucdo (3, 5, 2) € considerada invdlida e seria reparada antes do ataque. Além disso,

seriam consideradas a remoc¢ao de mercados dois a dois.
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Figura 19: Manipulacio do Vetor Transponson para o 2PCC (GOLDBARG et al., 2009).

O procedimento para a reparacdo das solugdes infactiveis € o0 mesmo empregado no
NSGA-II para o 2PCC, descrito na Subsec¢ado 4.3.1.

Finalmente, o critério de parada € testado, o qual corresponde a um niimero maximo

de iteragdes (geracdes) do laco principal.

5.4.2 IMPLEMENTACAO DO NSTA PARA O 2PCC

O algoritmo basico do NSTA para o 2PCC € o mesmo apresentado na Secao 5.2, apenas
adaptando os componentes do algoritmo para o problema em questdo. As adaptacdes realiza-
das no NSTA sdo as mesmas necessdrias para a adaptacdo do MOTA/D ao 2PCC e ja foram
descritas na subsegdo anterior. Ou seja, foi utilizada a mesma representagdo das solugdes, a
mesma geracdo da populagdo inicial, a mesma inicializagdo do arquivo externo e do reposito-
rio de informacdes a priori, a mesma geracao das cadeias de informacdes, 0s mesmos vetores
transgenéticos, o mesmo procedimento de reparacdo das solugdes e 0 mesmo critério de parada

adotados na implementa¢do do MOTA/D para o 2PCC.

5.5 IMPLEMENTACOES PARA O MPQA

A seguir sdo descritas as implementacoes do MOTA/D e do NSTA para o Problema

Quadrético de Alocag@ao Multiobjetivo.

5.5.1 IMPLEMENTACAO DO MOTA/D PARA O MPQA

A implementacdo do MOTA/D para o mPQA, assim como o MOTA/D para o 2PCC,
também segue os passos basicos descritos na Secdo 5.1, apenas adaptando os passos para lidar
com o referido problema. Sdo adaptados a representacao das solugdes, a geracdo da populagdo
inicial, a iniciacdo do arquivo externo e do repositério de informacdes a priori, a geracdo das

cadeias de informacgdes, os vetores transgenéticos adotados e o critério de parada.
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A representacao das solugdes (permutacdes das facilidades) e a geragdo da populagdo
inicial (permutagdes aleatdrias) sdo idénticas aquelas adotadas no NSGA-II e no MOEA/D para
0 2PCC (ver Subsecdo 4.3.1).

Cabe salientar que tanto o procedimento para a geragao da populacdo quanto os vetores
transgenéticos que manipulam os cromossomos nao geram solugdes infactiveis; deste modo um
procedimento de reparacdo nao se faz necessario e, portanto, Passo 14 do Algoritmo 5 nunca é

executado.

O arquivo externo € iniciado com o cromossomo gerado para compor o repositorio de

informacdes a priori.

Novamente nio considerados repositorios locais de informacdes a priori, apenas o
repositério global de informacgdes a priori. O repositério de informagdes a priori € iniciado
com um Unico cromossomo que corresponde a aplicacdo do procedimento de busca tabu de
Taillard (TAILLARD, 1991) adaptado para lidar com multiplos objetivos € minimizar o valor
da fun¢do Tchebycheff para um vetor de pesos com todos os elementos idénticos (1.0, neste
caso). O ndmero de iteracdes maximo € 100 vezes n (ndmero de facilidades/localidades), o
nimero de iteragdes que um par localidade/facilidade permanece como sendo tabu é gerado
aleatoriamente no intervalo [0.9% f1,1.1* fI] e o critério de aspiracdo adotado é a melhoria do

valor da fun¢do de Tchebycheff.

Para cada repositério de informacdes € gerada uma cadeia de informacdo. As cadeias
de informacao continuam sendo geradas de maneira aleatdria e continuam sendo fragmentos da
solu¢do armazenada, contudo (como o0 mPQA se preocupa com a ordem absoluta dos alelos e
ndao com a ordem relativa) o fragmento ndo é necessariamente continuo. O tamanho das cadeias

de informacao € determinado aleatoriamente e varia entre 3 € 3 + 0.25 * fI.

O plasmidio utilizado para o mPQA funciona da seguinte forma: para cada compo-
nente da cadeia de informagdo existe um valor de facilidade e localidade associado, procura-se
no cromossomo manipulado em qual localidade esté a facilidade daquele componente e qual fa-
cilidade estd associada a localidade contida naquele componente da cadeia de informagdo, apos
isto efetua-se a troca de localidade entre estas duas facilidades e repetem-se esses passos até que
todos os componentes da cadeia de informacao tenham sido processados. Finalmente, executa-
se 0 mesmo procedimento de ataque adotado no MOTA/D para o 2PCC, ou seja, compara-se
o valor da fun¢do de Tchebycheff do cromossomo original com o valor para mesma funcao do
cromossomo manipulado e o ataque é considerado vélido se o valor do cromossomo manipu-
lado for menor. A Figura 20 apresenta um exemplo da manipulacdo de uma solugdo pelo vetor
plasmidio. A solucdo manipulada é (1-0, 7-1, 2-2, 4-3, 9-4, 0-5, 3-6, 5-7, 8-8, 6-9) e a melhor
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cadeia de informagao € igual a (7-5, 2-8, 5-0). Inicialmente, procura-se em qual posi¢do da
solugdo estd alocada a facilidade 7. Neste caso, na localidade 1. Entdo efetua-se a troca entre a
facilidade na posicao 1 e a facilidade na posi¢do 5. Procura-se entdo em qual posi¢ao da solugdo
estd alocada a facilidade 2. Neste caso, na localidade 2. Entdo efetua-se a troca entre a facili-
dade na posicdo 2 e a facilidade na posi¢ao 8. Finalmente, procura-se entdo em qual posi¢ao da
solugdo estd alocada a facilidade 5. Neste caso, na localidade 7. Entao efetua-se a troca entre a

facilidade na posicdo O e a facilidade na posicao 7.

. 712/4|9|0|3|5|8|6
Solugdo
2|3 5 789
2|5
Melhor(Cl)
5|8
Solugio 1/7|2(4|9|0|3|5 (8|6

sendomanipulada |0 | 1|2 |3 |4|5|6|7|8

Solugdo 5/0|8(4(9|7|3|1|2|6
Manipulada D|1|2|3|4|5|6|7]8]|9

Figura 20: Manipulacio do Vetor Transgenético Plasmidio para o mPQA.

O vetor transponson corresponde a uma aplicacdo da busca tabu de Taillard (TAIL-
LARD, 1991) numa regido continua do cromossomo utilizando o vetor de pesos associado ao
cromossomo sendo manipulado. O tamanho da regido considerada € aleatdrio e varia entre n/2
e n. O nimero maximo de iteracdes da busca é 6 * n e os demais parametros da busca sio os

mesmos adotados durante a geracao da informacdo a priori.

O critério de parada adotado corresponde a um tempo maximo de execugdo do al-
goritmo; o que € diferente do adotado no 2PCC e permite uma comparacao mais justa dos

algoritmos (todos os algoritmos para 0 mPQA adotam esse mesmo critério de parada).

5.5.2 IMPLEMENTACAO DO NSTA PARA O MPQA

O algoritmo bésico do NSTA para o mQAP é o mesmo apresentado na Secdo 5.2,
apenas adaptando os componentes do algoritmo para o problema em questdo. O algoritmo &

detalhado a seguir.

A populagdo inicial é gerada aleatoriamente, da mesma maneira que € gerada para os

demais algoritmos aplicados ao mPQA (uma permutacao aleatdria).
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O repositorio de informagdes a priori € iniciado com um Gnico cromossomo que cor-
responde a aplicacdo do procedimento de busca tabu de Taillard (TAILLARD, 1991) adaptado
para lidar com multiplos objetivos e minimizar o valor da fun¢do Tchebycheff para um vetor
de pesos com todos os elementos idénticos (1.0, neste caso). O nimero de iteracdes maximo
€ 100 vezes n (namero de facilidades/localidades), o numero de iteragdes que um par locali-
dade/facilidade permanece como sendo tabu € aleatdrio no intervalo [0.9%n,1.1*n] e o critério
de aspiracdo adotado é a melhoria do valor da funcdo de Tchebycheff. Diferentemente do que
ocorria no 2PCC, para o mPQA uma cadeia de informag¢do somente € gerada no momento da
sua utilizacdo. As cadeias de informag¢do continuam sendo geradas de maneira aleatdria e con-
tinuam sendo fragmentos da solu¢do armazenada, contudo (como o mPQA se preocupa com
a ordem absoluta dos alelos e ndo com a ordem relativa) o fragmento niao € necessariamente
continuo. O tamanho das cadeias de informacao € determinado aleatoriamente e varia entre 3
e 3 + 0.25 * n. Este procedimento é o mesmo adotado pelo MOTA/D para o mPQA. Isto é

idéntico ao que ocorre no MOTA/D.

O repositério de informacgdes a posteriori € iniciado com fragmentos dos melhores
cromossomos da populacdo inicial. Os MC melhores cromossomos de acordo com o Rank de

Dominancia e o valor de crowding sdo armazenados no repositorio.

A escolha do repositério utilizado se dd de maneira aleatéria e com igual probabili-
dade para cada um dos repositdrios. Entdo € gerada uma nova cadeia de informacdo. A geracdo
das cadeias de informacao segue o mesmo procedimento adotado pelo MOTA/D (ver Subsecdo
5.5.1). Esta cadeia de informagdo (chamada melhor(CI)) sera utilizada pelos vetores trans-
genéticos. Neste trabalho sao utilizados os vetores plasmidio e transponson. A escolha entre
um ou outro vetor € aleatéria com probabilidade dependente do patamar evoluciondrio no qual

o algoritmo se encontra (conforme descrito na Secao 5.2).

Ambos os vetores transgenéticos adotados neste algoritmo sdo semelhantes aos ado-
tados no MOTA/D, com a diferenca que no NSTA eles ndo fazem uso do procedimento de
ataque. O procedimento de ataque € substituido pelo método de selecdo da préxima popula-
¢ao do NSGA-II, que, ap6s a avaliacdo dos filhos gerados, corresponde ao préximo passo do

algoritmo.

Ap6s isso, o repositério de informacdes a posteriori é atualizado. Esta atualizacao
corresponde a insercdo do melhor cromossomo gerado nesta geracido, baseando-se na soma
dos valores das funcdes objetivo. Esta insercdo s6 ocorre se o cromossomo sendo inserido
for melhor que o pior cromossomo presente no repositério. Neste caso, o pior cromossomo €

excluido do repositdrio. Caso contrario, nada acontece.
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Finalmente, verifica-se se o tempo maximo de execugdo foi atingido. Caso isso tenha

ocorrido, o algoritmo € interrompido; caso contrario, o lago principal do algoritmo € repetido.
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6 METODOLOGIA PROPOSTA PARA OS EXPERIMENTOS

Este capitulo descreve a metodologia utilizada para os experimentos e andlise dos re-

sultados, tanto para o 2PCC quanto para o mPQA. A metodologia empregada segue os passos

Rank de Dominancia
Indicadores de Qualidade

[Hipervolume‘]{s-Una’rio ]

Normalidade?

Shapiro-
Wilk

dos fluxogramas da Figura 21.

Conjuntos de
Aproximagao da
fronteira de Pareto

Fungdes Empiricas
de Conquista

Conjuntos de
Aproximagdo da
fronteira de Pareto

Kruskal-Wallis Anova
[Insténcia ][Classe][Problema]
MS_Friedman
Fim
A ——
(a) (b)

Figura 21: Passos da Metodologia Proposta para os Experimentos.

Apos a execugdo das simulagdes para cada instancia sdo gerados N, conjuntos de
aproximagdo da fronteira de Pareto por cada algoritmo considerado, sendo N, 0 nimero de
simulagdes executadas (igual a 30 neste trabalho). Como mostra o fluxograma da Figura 21
(a), o primeiro teste para a determinagao da diferenca relativa entre os conjuntos de aproxi-
macao gerados para cada instancia pelos diferentes algoritmos evolucionarios multiobjetivo €
a determinagdo do Rank de Dominéncia, conforme sugerido em Knowles et al. (2006). O se-
gundo passo corresponde ao cdlculo de diferentes indicadores de qualidade. A normalidade
dos resultados dos indicadores ¢ testada pelo método de Shapiro-Wilk (CONOVER, 1999) para
identificar se os testes a serem aplicados serdo paramétricos (ANOVA (CONOVER, 1999)) ou
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nao paramétricos (Kruskal (CONOVER, 1999) e Friedman (HOLLANDER; WOLFE, 1999)).
Neste trabalho os valores dos indicadores sdo utilizados nos testes Kruskal-Wallis (CONOVER,
1999) (instancia a instancia) e MS_Friedman (MACK; SKILLINGS, 1980) (classe a classe e
problema a problema) para determinar se a qualidade dos indicadores diferem nos algoritmos
analisados, pois em todos os experimentos realizados os dados ndo seguem uma distribuicdo

normal.

Paralelamente (Figura 21 (b)), para as instancias biobjetivo, sdo tracadas as compara-

¢oOes entre os algoritmos por meio das fungdes empiricas de conquista.

As se¢Oes seguintes descrevem os passos da metodologia utilizada para a andlise dos

resultados.

6.1 RANK DE DOMINANCIA

O Rank de dominancia compara a qualidade dos conjuntos de aproximacao da fronteira
de Pareto gerados por Ny (Nyie = 2) algoritmos. Para cada algoritmo g € {1,... ,Nalg} Sy exe-
cucdes sdo realizadas, gerando os conjuntos de aproximagio da fronteira de Pareto AL, Al .. .All ,

..,Allv‘”g,Alzv“lg ... ,Agvglg. Considerando o conjunto C de todos os conjuntos de aproximacio,
entdo alguns conjuntos dominardo (serdo melhores) outros enquanto outros pares serdo incom-
pardaveis. Pode-se utilizar as relacdes de dominancia de Pareto para determinar uma ordem
parcial destes conjuntos de aproximacdo. Geralmente o rank de um conjunto € determinado
pelo ndmero de conjuntos de aproximacdo pelos quais este conjunto é dominado (semelhante
ao que acontece no SPEA (ZITZLER; THIELE, 1998)). Deste modo, quanto menor o rank de
um conjunto de aproximacao melhor ele € considerado. Cada algoritmo terda um rank associado
a cada uma das suas execucdes. Por exemplo rank(A?) indica a classificacio do conjunto de
aproximacdo gerado na s-ésima execu¢do do algoritmo ¢. Para determinar se existe diferenca
estatistica entre dois algoritmos utiliza-se um teste estatistico também baseado em rank (neste

trabalho, serd o teste de Mann-Whitney).

A implementacdo do Rank de Dominéncia usada neste trabalho estd disponivel no
framework PISA. Esta implementag¢io permite a comparagao entre pares de algoritmos (N, =
2). O teste utilizado para determinar se existe diferenca entre os dois algoritmos é o Mann-
Whitney, pois o Rank de Dominancia € calculado entre cada par de algoritmos. Este teste

também esta disponivel no framework PISA.

O teste Mann-Whitney visa determinar se duas amostragens possuem a mesma dis-

tribui¢do de probabilidade. Neste trabalho, cada amostragem € proveniente de um algoritmo
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diferente. Considerando S, como sendo o tamanho da g-€sima amostragem (nimero de exe-
cucdes do g-ésimo algoritmo) e N como sendo a soma dos tamanhos de todas as amostragens
(N = Zlqvilﬁ Sq), o teste faz o ranqueamento das Ny x N amostragens (de acordo com o valor da
métrica utilizada, neste caso o valor do Rank de Dominancia) e calcula W como sendo a soma
dos ranks do individuos da primeira amostra. A média e o desvio padrao de W sdo dados pelas

Equacdes 14 e 15, respectivamente (MOORE et al., 2003).

W, = —Sl*(jz\“rl) (14)
. Sl*Sz*(N+1)
W"_\/ 12 (15)

tal que W), € a média esperada para W caso as duas distribui¢des sejam idénticas (ou seja, caso
a hipdtese nula seja verdadeira), S| e S, s@o os tamanhos da primeira e segunda amostra e Wy
€ o desvio padrao esperado para a distribuicdo de W, caso a hipdtese nula seja verdadeira. Se o
valor calculado de W for muito diferente do valor de W), a hipétese nula de que as duas amostras

tém distribui¢cdes idénticas € rejeitada.

O Rank de Dominancia € forte o suficiente para afirmar que um algoritmo € superior
que outro, sem a necessidade de testes adicionais (ZITZLER et al., 2003). Por consequéncia,
¢ comum os algoritmos serem indistinguiveis por meio deste teste. Por isso, a metodologia
empregada neste trabalho considera, além do rank de dominéncia, trés indicadores de qualidade

da fronteira de Pareto. A aplicacdo destes indicadores € descrita na se¢do seguinte.

6.2 INDICADORES DE QUALIDADE

Na metodologia adotada apds o teste de Rank de Dominancia, trés indicadores de qua-
lidade sdo aplicados: hipervolume, €-undrio aditivo e Ry (ZITZLER et al., 2008). Foi utilizado o
framework PISA (BLEULER et al., 2003) para calcular estes indicadores, o qual esta disponivel
em http://www.tik.ee.ethz.ch/pisa.

O indicador hipervolume, proposto por Zitzler e Thiele (1999), mede o hipervolume da
por¢do do espaco objetivo que € fracamente dominada por um conjunto de aproximacio A. O
objetivo € maximizar este indicador. Para que o célculo do hipervolume possa ser feito, o espagco
de objetivos deve ser limitado por um ponto limitante, chamado ponto nadir, dominado por
todos os outros pontos. Formalmente, o hipervolume pode ser calculado por meio da Equagao
16.
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1 (A, nadir) = /RT 114 nadir) (2)dz (16)

tal que Iy (A,nadir) é o hipervolume da aproximago obtida pelo conjunto A considerando
o ponto nadir, RT é o espago real de dimensio T, 1 H(A nadir) (z) é a fungdo caracteristica de
H(A,nadir) a qual € igual a | se z € H(A,nadir) e 0 caso contrério, e H(A,nadir) é definido

de acordo com a Equagdo 17, tal que

H(A,nadir) ={z€Z|3a€A:a=z=nadir} (17)

Uma das desvantagens do indicador Iz € o tempo computacional para seu calculo,
que cresce exponencialmente com o nimero de objetivos e polinomialmente com relagdo a

quantidade de pontos do conjunto de aproximac¢ao (WHILE et al., 2005).

Um exemplo do indicador Iy pode ser visto na Figura 22. Neste exemplo, ambos os
objetivos devem ser minimizados. As linhas tracejadas representam a fronteira de Pareto real.
Pode-se observar que a por¢io do espaco objetivo que € fracamente dominada pelo conjunto
de aproximacdo A é maior do que a que € fracamente dominada pelo conjunto de aproximagado
B. Neste caso, o hipervolume associado a aproximacdo A seria maior do que o hipervolume

associado ao conjunto de aproximacgao B.

flat A f1

min

@
min min
f2 f2

Figura 22: Exemplo do Indicador Hipervolume (KNOWLES et al., 2006).

Cabe observar que algumas implementacdes deste indicador consideram a diferenca do
hipervolume com relagdo a um conjunto de referéncia (R), neste caso o valor resultante deve ser
minimizado. Voltando ao exemplo da Figura 22, poderia adotar-se a fronteira real como sendo
o conjunto. Neste caso, pode-se observar que a diferencga entre o hipervolume do conjunto R e
o hipervolume do conjunto A é menor que a diferenca entre o hipervolume do conjunto R e o
hipervolume do conjunto B, o que demonstra que, de acordo com o indicador hipervolume, a

aproximacao da fronteira de Pareto encontrada pelo conjunto A é melhor que a encontrada pelo



113

conjunto B.

Neste trabalho adotou-se o uso do conjunto de referéncia para célculo do hipervo-
lume e o conjunto de referéncia é definido como sendo o conjunto formado pelas solucdes
nao-dominadas encontradas durante todas as execugdes de todos os algoritmos. O conjunto de
referéncia € obtido por meio da execucao do comando filter do framework PISA. Desde modo,

todos os indicadores utilizados neste trabalho devem ser minimizados.

Cabe salientar que o conjunto de referéncia, R, nem sempre corresponde a um conjunto
melhor do que os conjuntos de aproximacdo encontrados pelos algoritmos sendo avaliados, ou
seja, o conjunto de referéncia considerado pode corresponder a um conjunto de aproximacao
da fronteira de Pareto pior do que aqueles encontrados pelos algoritmos sendo avaliados. Neste
caso o valor do indicador poderia ser negativo. Com a metodologia adotada para encontrar o

conjunto de referéncia isto nunca ocorre.

O célculo exato do valor do hipervolume foi realizado por meio do comando hyp_ind

do framework PISA, o qual utiliza o algoritmo HSO (Hypervolume by Slicing Objectives).

Como o célculo do valor exato do hipervolume € muito custoso computacionalmente,
ele torna-se invidvel em alguns casos (BADER; ZITZLER, 2011). Por isso, nesta tese, em
alguns casos (mPQA com cinco ou mais objetivos) o valor do hipervolume foi aproximado. Para
se aproximar o valor do hipervolume obtém-se N amostras aleatdrias (geradas com distribuicao
uniforme) (Xi,...,Xy) no espaco dos objetivos e calcula-se a fracdo destas amostras que sao
dominadas pelo conjunto de aproximac¢do sendo mensurado. Esta fracdo € uma aproximacgdo
do hipervolume por um método de Monte Carlo (ROBERT; CASELLA, 2010). Definindo-
se a fungdo o4 (X;) como sendo igual a 1 quando o ponto X; é dominado pelo conjunto de
aproximagd@o A e 0 caso contrdrio; o hipervolume do conjunto A é aproximado por: Iy (A) ~
1/N Zﬁvz 1 04 (X;) (BADER; ZITZLER, 2011). Mesmo no caso do calculo aproximado do valor

do indicador de hipervolume, um conjunto de referéncia foi utilizado.

Os indicadores €-Undrio multiplicativo (I¢) e €-Undrio aditivo (I¢) foram propostos
por Zitzler et al. (2003). O indicador calcula o menor valor € que, quando multiplicado/adiciona-
do a todas as solucdes do conjunto de referéncia R, faz com que este passe a ser fracamente
dominado. Assim, deseja-se que a saida deste indicador seja minimizada. Este indicador possui

um custo computacional baixo.

Neste trabalho foi adotado o indicador €-Unario aditivo, o qual € definido de acordo
com a Equacdo 18 onde a relagcdo <., € definida de acordo com a Equagdo 19 e R € o conjunto

de referéncia.
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I (A,R)= inf {VZ2eR3' A 7! <., 2} (18)
e+€ER
=P eViel..nizl <e+z? (19)

Na Figura 23 € ilustrado o funcionamento do indicador €-Unério. Para que os pontos
do conjunto de aproximagdo A dominem fracamente todos os pontos do conjunto de referéncia
R € necessdrio subtrair um valor € em todas as dimensdes de todos os pontos pertencentes ao
conjunto A, deslocando todos os pontos de A para o final da regido cinza (o que € equivalente a

adicionar um valor € aos pontos do conjunto de referéncia R).

Y

f1.

mn

HA

-

min
f2

Figura 23: Exemplo do Indicador e-Unario (KNOWLES et al., 2006).

O célculo do €-Undrio foi realizado utilizando o comando eps_ind do PISA.

Os indicadores (Ig,) e (Ig,), propostos por Hansen e Jaszkiewicz (1998), se utilizam de
uma série de funcdes de utilidade (utility functions) para calcular vérias possiveis preferéncias
do tomador de decisd@o e analisar quio bem elas estdo sendo atingidas. Para isso, sdo utilizados
vetores de decomposicdo (escalariza¢do) que parametrizam as funcdes de utilidade. A utilidade
u(i ,R) do conjunto de aproximag@o R, no vetor de pontos escalarizados 2 é a distancia minima
entre um ponto do conjunto R e um ponto de referéncia (geralmente, o ponto ideal). Esta
distancia € medida por meio da projecdo do ponto de R no vetor de escalarizagdo. O cdlculo da
utilidade do conjunto A € realizado de maneira andloga, apenas substituindo o conjunto R pelo
conjunto A. Neste trabalho, € utilizado apenas o indicador Ig,, o qual € definido de acordo com

a Equacao 20.

. Ziev M(i,R)—M(i,A)

Iz, - (20)




115

tal que R € o conjunto de referéncia, A é conjunto para o qual deseja-se encontrar o
valor do indicador Ig,, V € o conjunto de todos os vetores de escalarizacdo utilizados, A é um
dos vetores do conjunto V e |V| é a quantidade de vetores de escalarizagdo, ou seja, o indicador
Ig, pode ser definido como a média das diferencas entre as utilidades dos pontos do conjunto de
referéncia e as utilidades dos pontos do conjunto de aproximagao considerando todos os vetores

de escalarizacdo pertencentes a V.

A Figura 24 ilustra o funcionamento do indicador Ig,. O ponto z,. s representa o ponto
ideal, as setas direcionadas representam os vetores de pesos, as circunferéncias marcadas em
preto os pontos obtidos pelo conjunto de aproximagao A e as cinzas os pontos do conjunto de
referéncia R. O valor do indicador €é a soma das utilidades para cada um dos vetores de pesos.
A Figura 24b) ilustra o cédlculo da utilidade do conjunto A e do conjunto R para um tnico
vetor de pesos. Observa-se que apenas o ponto com menor distancia de acordo com a métrica
adotada entra no calculo da utilidade para cada um dos conjuntos de pontos. Para este vetor em
particular a utilidade de A é melhor do que a utilidade de R, visto que a distancia medida no
ponto pertencente a A € menor do que a distancia medida no ponto pertencente a R (perimetro

dos retangulos na Figura 24b)).

min

[ ]

Zref

min
f2

Figura 24: Exemplo do Indicador R, (KNOWLES et al., 2006).

O valor do indicador I, foi obtido por meio do comando r_ind do framework PISA.
A funcdo de utilidade adotada nesta tese foi a funcdo de Tchebycheff (descrita na Equacao 12,

Capitulo 4)e foram utilizados 500 vetores de escalarizagdo para o cdlculo do indicador.

Um ponto importante a ser observado € que os indicadores foram calculados nas fron-
teiras de aproximacdo normalizadas (obtidas pelos comandos bound e normalize do PISA). A
normalizagdo teve dois objetivos: evitar o desvio provocado pelas diferencas nas grandezas dos
diferentes objetivos e permitir que a comparacao nas diferentes instancias ocorra na mesma

escala, permitindo os testes classe a classe e problema a problema.
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Como os testes de normalidade dos valores dos indicadores sempre teve a hipotese
nula rejeitada, todos os testes sobre os indicadores foram nao-paramétricos. Para verificar se
os indicadores gerados pelos algoritmos diferem estatisticamente entre si, os testes Kruskal-
Wallis e o Mack-Skillings (MACK; SKILLINGS, 1980), uma varia¢do do teste de Friedman
(FRIEDMAN, 1937, 1940; HOLLANDER; WOLFE, 1999) para o caso de multiplas obser-

vacdes (replicagdes), foram aplicados.

6.3 TESTE DE NORMALIDADE - SHAPIRO-WILK

O teste de normalidade Shapiro-Wilk, proposto por Shapiro e Wilk (1965), calcula uma
estatistica SW que testa se os dados (x,x2, .. .,x;) de uma amostra pertencem a uma distribui¢do
normal ou ndo. A hipétese nula é de que os valores pertencem a uma distribui¢cdo normal,
enquanto a hipétese alternativa € de que os valores nao pertencem. Valores pequenos para SW'S

evidenciam a ndo normalidade dos dados.

A estatistica SW € calculada de acordo com a Equagdo 21.

(le':l aix(i)>2
(i —x)?

tal que x@) €0 1-ésimo menor valor dos dados (x(1) € o menor valor), cada a; € uma constante

SW = (21)

calculada de acordo com as médias, variancias e covariancias das estatisticas de ordem de uma

amostra de tamanho n vinda de uma distribuicdo normal.

O teste de normalidade foi aplicado nos dados gerados pelos indicadores de qualidade
antes da execugdo dos testes instancia a instancia, classe a classe e problema a problema. Os
testes foram realizados utilizando o comando shapiro.test da linguagem R e a hipdtese nula

sempre foi rejeitada.

6.4 TESTE INSTANCIA A INSTANCIA - KRUSKAL-WALLIS

O teste de Kruskal-Wallis é baseado na soma dos ranks obtidos para cada algoritmo.
Considerando S,; como sendo o niimero de execugdes do g-€simo algoritmo e Ny como sendo a
soma dos nimeros de execucdes de todos os algoritmos (N = Zlq\’iﬁ' S4), O teste primeiramente
obtém o rank de cada execugdo e calcula a soma dos ranks para cada um dos N, algoritmos

considerados (R;, para o i-ésimo algoritmo) e calcula o indicador H conforme a Equacdo 22.
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12 Natg g2
H=—" Y “L 3% (Ng+1 (22)
Nk*(Nk+1) q;lSq ( )

Se a hipétese nula de que todos os algoritmos provém da mesma distribui¢do for ver-
dadeira entdo o indicador H pertence 2 distribui¢io x> com Ngig - 1 graus de liberdade. Assim
a hipétese nula € rejeitada se o valor de H calculado for grande demais para pertencer a dis-

tribuicdo x2.

Os resultados do teste Kruskal-Wallis permitem analisar o desempenho de cada algo-
ritmo no tratamento de cada instancia de um problema. Os resultados deste teste sdo represen-
tados pelos p-valores do teste para cada par de algoritmos. Este p-valor é determinado por um
teste post hoc (CONOVER, 1999)0 Apéndice A apresenta para todas as instancias consideradas
do 2PCC e do mPQA os p-valores para os indicadores hipervolume, £-Unério e R,. P-valores
menores que 0,05 indicam que o primeiro algoritmo € melhor que o segundo, para o indicador de
qualidade em questdo, enquanto p-valores maiores que 0,95 indicam que o segundo algoritmo

¢ melhor que o primeiro (com 95% de confianca).

6.5 TESTE CLASSE A CLASSE E PROBLEMA A PROBLEMA - MS_FRIEDMAN

Para a apresentacdo dos resultados de maneira sucinta e para a avaliacdo do desem-
penho geral de cada algoritmo em cada classe de instancias foi aplicado o teste de Friedman
do tipo Mack-Skillings. No restante deste texto este teste serd chamado de MS_Friedman. O
teste é baseado nas médias dos ranks dos dados (neste trabalho, valores dos indicadores de qua-
lidade) para cada algoritmo (ranks baixos sdo associados aos melhores algoritmos, visto que os
indicadores devem ser minimizados). Detalhes sobre a composi¢ao dos ranks sdao apresentados
na Secdo 6.5.1. Este teste é conservativo (GARCiA; HERRERA, 2008) e pode ser utilizado
para detectar diferencas entre varios algoritmos diante de varias instancias de um problema. A
implementagdo do Mack-Skillings utilizada foi a do Matlab, a qual apresenta a média da médias

dos ranks.

Existem diferentes variacdes do teste de Friedman de acordo com o nimero de ob-
servagoes/execugdes (0, 1 ou mais de 1) de cada algoritmo em cada uma das instancias con-
sideradas. Estas variagdes do teste sdo extensOes (para multiplos algoritmos) dos testes de
Wilcoxon, que tratam de testes com dois algoritmos para uma ou mais instancias (HOLLAN-
DER; WOLFE, 1999). Neste trabalho foi utilizada a variacdo do teste de Friedman com
repeticoes (mais de uma observacdo/execugdo). Este teste € aplicado quando existe mais de

uma execug¢ado dos algoritmos para cada instancia. Além disso, a metodologia aplicada somente
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€ adequada quando o nimero de execugdes (repeticdes) € igual para todas as combinacdes
algoritmo-instancia (no caso deste trabalho foram realizadas 30 execucdes dos algoritmos por

instancia).

A hipétese nula (Hg) do teste MS_Friedman, sendo aceita, indica que todos os algo-
ritmos sdo equivalentes no tratamento das instancias consideradas. Para calcular a estatistica
do MS_Friedman os algoritmos sdo rankeados em todas as execucgdes (repeticdes) para cada
uma das instancias (blocos)!. A estatistica do teste é calculada por meio da Equagio 23, onde
NF = Ninst X Naig X Nyep, Nins € 0 nimero de instancias, Ny, € 0 nimero de algoritmos, Ny, €
o nimero de repeti¢des (execugdes independentes do algoritmo) e Soma, corresponde a soma

das média dos ranks do j-ésimo algoritmo.

. 12 Ngl N +]vins 2
MS = [m] Zq:él' [Somaq —=F 2 t] (23)
Nalg

= [ HE g SomaZ} = 3(Np + Nwy)

A hipdtese nula € rejeitada se MS > ms, caso contrdrio a hipdtese nula € aceita. msg,
€ um valor que torna o erro do tipo 1 igual a . Esta constante varia de acordo com: a pre-
cisdo desejada (o), o nimero de algoritmos (N, ), quantidade de insténcias (Njys) € 0 nimero
de repeti¢des (Nyep). A hipétese alternativa € de que nem todos os algoritmos sdo iguais no
tratamento das instincias consideradas. No entanto, caso a hipétese nula seja rejeitada nio se
sabe qual algoritmo € diferente estatisticamente de qual. Portanto, para determinar se cada par
de algoritmos € estatisticamente diferente no tratamento de um conjunto (bloco) de instancias,
uma etapa subsequente, chamada de andlise post hoc, deve ser realizada. Esta andlise identifica
se existe diferenca entre cada par de algoritmos. Considerando Soma ... Somay,,, a soma das
médias dos ranks para cada algoritmo, ja calculadas para obter MS, para cada par de algoritmos
Al x A%, A' £ A% se | Somay — Somaya | > [Nug(NF + Ninst) /12] 1/2qq, caso contrario A! =
A?. qg é um valor determinado de maneira que o erro do tipo I possua a precisio desejada (ct)

para a quantidade de algoritmos considerados (Nyg).

Os resultados do teste MS_Friedman sdo apresentados por meio da média das médias
dos ranks de cada indicador para cada algoritmo em todas as instancias de teste em cada classe

e para todas as instancias de um mesmo problema.

'Um exemplo da construgio dos Ranks para o Teste MS_Friedman é apresentada na Subsecio 6.5.1
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6.5.1 CONSTRUCAO DOS RANKS PARA O TESTE MS_FRIEDMAN

No contexto deste trabalho, o MS_Friedman considera o fato que todos os experimen-

tos sdo repetidos 30 vezes.

O teste MS_Friedman inicia ordenando os algoritmos pelo rank obtido de acordo
com os valores dos indicadores de qualidade obtidos por cada algoritmo em cada instancia
do menor para o maior. Os ranks variam de 1 (melhor) at¢é MaxRank (pior). No nosso caso
MaxRank = Nyjg % Nyep = 120, onde N, € o total de algoritmos sendo considerados, Ny, € 0
total de repeti¢des no teste (isto é, o total de execugdes de cada algoritmo). No caso de empates,
o rank para cada um dos algoritmos empatados € igual a média dos ranks que seriam associados
a eles. Por exemplo, supondo um empate entre dois algoritmos na segunda posicao (assim 0s
ranks 2 e 3 estdo envolvidos), o rank associado aos dois algoritmos empatados sera 2,5 (HOL-
LANDER; WOLFE, 1999). Este procedimento € repetido para cada instancia. Entdo, o rank
médio € calculado para cada algoritmo e o p-valor do teste é calculado conforme descrito em
Hollander e Wolfe (1999).

Um exemplo da construcdo dos ranks para o indicador hipervolume é dado na Tabela
4, onde o numero de algoritmos € quatro, o numero de repeti¢des € trés e, entdo, N igual a
doze. O niimero de instancias considerado € dois, apenas para a ilustracdo do método. Para este
exemplo a diferencga critica é, hipoteticamente, igual a 2,00 o que faz com que todas as médias

dos ranks (altima linha da tabela) sejam significativamente diferentes, de acordo com o teste

post hoc.
Tabela 4: Construcao dos Ranks para o Teste MS_Friedman
Indicador Hipervolume

Instancias Execucao | NSGA-II NSTA MOEA/D | MOTA/D
Singh33_2.33.50 | Execucdo 1 | 7,05¢™* (4) | 4,09¢72 (12) | 9,12e*(7) | 3,13¢™* (2)
Execugio 2 | 7,16e™4 (5) | 3,29¢ 2 (11) | 6,00e > (9) | 2,59~ (1)

Execugio 3 | 7,59¢™* (6) | 2,65¢2 (10) | 3,60e > (8) | 3,28e~* (3)
Singh33_2.33.500 | Execucdo 1 | 2,57¢™* (5) | 1,37e72 (10) | 3,30e 3 (9) | 5,83¢™> (3)
Execucdo 2 | 3,32¢™% (7) | 1,482 (11) | 3,25¢3 (8) | 3,40e™ (1)

Execugio 3 | 2,70e 4 (6) | 1,51e2 (12) | 1,97e* (4) | 4,66e~> (2)

Média dos Ranks 5,50 (2) 11,00 (4) 7,50 (3) 2,00 (1)
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6.6 FUNCAO EMPIRICA DE CONQUISTA

Neste trabalho, a implementacdo em linguagem R para o cdlculo de fun¢des empiricas
de conquista (pacote aef), disponivel em http://www.r-project.org/, foi utilizada para a geragao
dos graficos de diferenca entre cada par de algoritmos. Mais especificamente, para cada instan-
cia na qual este teste foi aplicado sao gerados trés graficos que comparam o MOTA/D com os
outros trés algoritmos (NSTA, MOEA/D e NSGA-II).

Um exemplo do uso de fun¢@o de conquista para a comparacao entre conjuntos de
aproximacio da fronteira de Pareto pode ser visto na Figura 25. E possivel observar que o con-
junto A € melhor que o conjunto B na regido central do espago objetivo, enquanto o conjunto
B apresenta melhores resultados nas extremidades do espaco objetivo. As diferencas sdo repre-
sentadas em escalas de cinza: quanto mais escura a regido maior € a diferenca, ou seja, maior
¢ a diferenca percentual entre o nimero de execugdes de um algoritmo que dominam aquela

regido e o nimero de execucdes do outro algoritmo que também domina aquela regido.

Conquista de A Conquista de B

[0.0-0.2)
[0.2-0.4)

) - [04-06) . |
- [0.6 - 0.8)
r THes-10 T

. [0.0-0.2)
pior
fronteira

pior

fronteira [0.2-0.4)

] 406
-[0.6 -0.8)
| e-s- 10

= minimizar
minimizar

melhor

fronteira fronteira
L 1 Il

2 minimizar 2 minimizar

Figura 25: Exemplo do uso de Funcao de Conquista (KNOWLES et al., 2006). Quanto maior a
intensidade da cor na regido de conquista de um algoritmo, maior é o percentual de execucoes
dominadas por ele

As fungdes empiricas de conquista foram utilizadas neste trabalho porque permitem
avaliar com mais detalhes o comportamento relativo dos algoritmos nas diferentes regides das

aproximacdes da fronteira de Pareto.

6.7 DESCRICAO DAS INSTANCIAS UTILIZADAS NOS EXPERIMENTOS

Esta secdo descreve as caracteristicas das instncias do 2PCC e do mPQA utilizadas

nos experimentos.
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6.7.1 INSTANCIAS DO 2PCC

Esta secdo apresenta as caracteristicas das 365 instincias ndo capacitadas e capacitadas
do 2PCC utilizadas nos experimentos. Estas instincias correspondem as classes 1, 2, 3 e do

TPPLib (http://webpages.ull.es/users/jriera/TPP.htm).

A Classe 1 contém instancias com 33 mercados definidas com os mesmos dados de
entrada estabelecidos em Singh e Oudheusden (1997). Os custos de rota correspondem aos das
instancias de 33 vértices do problema do caixeiro viajante que ndo satisfazem a desigualdade
do triangulo. O primeiro vértice € o depdsito e todos os mercados vendem todos os produtos.
Os precos dos produtos sdo gerados de acordo com uma distribui¢do uniforme no intervalo
[1,500]. Estas instancias sao nomeadas da seguinte maneira: Singh33_2 (prefixo) seguido por
um ponto e o nimero de mercados, outro ponto € o nimero de produtos, um terceiro ponto e
o identificador da instancia (de 1 a 5) e um quarto ponto seguido do nimero 500 (quinhentos)
que corresponde ao limite superior para o preco dos produtos. Para uma melhor apresentacdo
dos resultados as instancias com o mesmo nimero de mercados e produtos sdo agrupadas e
nomeadas de maneira similar, mas sem o identificador e o limite superior para os precos, a

mesma metodologia € utilizada para as Classes 2, 3 e 4 (a Tabela 4 ilustra o uso desta notacao).

As instancias da Classe 2 foram geradas de maneira aleatdria utilizando o processo
descrito em Pearn e Chien (1998). Os custos de rota sdo gerados aleatoriamente no intervalo
[1,7], onde T € gerado uniformemente no intervalo [15,140]. Cada mercado vende um nimero
aleatdrio de produtos gerado no intervalo [1,m], onde m é o nimero de produtos. O custo de
compra € aleatoriamente gerado em [0,®], onde @ é gerado de maneira aleatéria em [5,75]
para cada mercado. Estas instincias sdo nomeadas com o prefixo PearnChien seguido por um
ponto e o nimero de mercados, outro ponto € o nimero de produtos, um terceiro ponto € o
identificador da instancia (de 1 a 5) e um quarto ponto seguido pelo nimero quinhentos que

representa o limite superior para o preco de cada produto.

A Classe 3 foi definida primeiramente com a geracao das coordenadas inteiras para M
(nimero de mercados) vértices no intervalo [0,1000] x [0,1000] de acordo com uma distribuicao
uniforme e definindo o custo de rota por distancias Euclidianas. Cada produto foi associado com
um numero de mercados de maneira aleatéria. O restante das caracteristicas destas instancias
s@o as mesmas definidas para a Classe 1. Estas instancias sdo nomeadas pelo prefixo EEuclideo
seguido de um ponto e o nimero de mercados, outro ponto € o nimero de produtos e um terceiro

ponto seguido pelo identificador da instancia (de 1 a 5).

A Classe 4 ¢ composta por instancias capacitadas do problema. Estas instincias foram
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geradas da mesma maneira que as instancias da Classe 3, com um limite na quantidade de
produtos por mercado. Para cada produto p; e cada mercado v;, g; foi gerada aleatoriamente
no intervalo [1,15] e dx = [Amax,,ep,qri + (1 — A) ¥,,em, gxi] para A = {0,5; 0,7; 0,9 e 0,99}.
Estas instancias sao nomeadas pelo prefixo CapEuclideo seguido de um ponto € o nimero de
mercados, outro ponto e o niimero de produtos, um terceiro ponto seguido pelo nimero 1 (valor
auxiliar para o cdlculo da demanda dos produtos) e um quarto ponto seguido pelo identificador

da instancia (de 1 a 5).

6.7.2 INSTANCIAS DO MPQA

Esta secdo apresenta 200 instancias do mPQA consideradas para os experimentos. Es-
tas instancias compdem diferentes conjuntos (classes) de instancias multiobjetivo do problema
quadrético de alocag@o. Dois destes conjuntos representam benchmarks de instancias comu-
mente utilizados em simulacdes que envolvem o mPQA. J4 o terceiro conjunto de instancias €

composto por instancias propostas no ambito desta tese de doutorado.

Assim como para o problema mono-objetivo (HAHN, 2003), as instancias do mPQA
possuem diferentes caracteristicas e podem ser agrupadas em classes de instancias. Todas as
classes de instancias utilizadas neste trabalho foram geradas fazendo uso do gerador proposto
por Knowles e Corne (2003a). O gerador permite a criacdo de instancias uniformes e instan-
cias do tipo real (real-like). As instancias uniformes apresentam matrizes inteiras de distancia
e de fluxos geradas aleatoriamente utilizando a distribuicao uniforme. As instancias real-like
possuem matrizes de distancia e de fluxos com elementos estruturados. Para estas instancias
o gerador segue procedimentos para a geragdo de problemas ndo-uniformes, semelhantes aos
encontrados em Taillard (1995). Além da estrutura das instancias, o gerador permite a determi-
nacdo da correlacdo entre as matrizes de fluxos das instincias. Diferentes correlacdes entre as
matrizes de fluxo também resultam em diferentes correlagcdes entre os valores dos vetores ob-
jetivo. As correlagdes sao empiricamente determinadas por meio de amostras de 1000 solucdes

aleatdrias geradas para cada instancia.

O primeiro conjunto de instincias foi extraido de Knowles e Corne (2003a). Este
conjunto é composto por 22 instancias sendo 8§ com 10 facilidades e 2 objetivos, 8 instincias
com 20 facilidades e 2 objetivos e 6 instincias com 30 facilidades e 3 objetivos. Estas instancias
estdo disponiveis em: http://dbkgroup.org/knowles/mQAP/. O padrdo da nomenclatura das
instancias € o seguinte: KCX.Yfl.ZW. Tal que X corresponde ao tamanho do problema (nimero
de facilidades/localidades), Y representa o nimero de matrizes de fluxos (nimero de objetivos)

e Z corresponde a um identificador. O identificador é seguido de W que € igual a uni para
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instancias uniformes e a rl para instancias do tipo real-like.

O segundo conjunto de instancias para 0 mPQA foi extraido de (PAQUETE; STUT-
ZLE, 2006). O conjunto € formado por 105 instincias biobjetivo do problema. As instancias
diferem com relacdo ao tamanho dos problemas que representam (25, 50 e 75 facilidades) e a
correlagdo entre as matrizes de fluxo (-0.75,-0.50, -0.25, 0.0, 0.25, 0.50, 0.75). Estas instancias
estdo disponiveis em: http://www. intellektik.informatik.tu-darmstadt.de/ Ipaquete/ QAP. Os
parametros para a geracdo das instancias estruturadas (real-like) foram os mesmos utilizados
para as instancias da Classe Taixxa (TAILLARD, 1995) e para as instancias ndo estruturadas
foram andlogos aos da geracdo das instancias da Classe Taixxb (TAILLARD, 1995). Cabe
salientar que a mesma maneira de geracao de instincias para 0 QAP mono-objetivo resultou em
instancias extremamente dificeis de resolver de maneira 6tima (classes Taixxa e Taixxb), pois a
maior instancia deste tipo da QAPLIB que pode ser otimamente resolvida tem tamanho igual a
25 e necessita de 393,5 dias em uma maquina HP J5000 com CPU de 420MHz (HAHN, 2003).

O padrao da nomenclatura das instancias do segundo grupo € o seguinte: qapX.Y.Z.W,
tal que X representa o tipo da instdncia e é igual a uni para instancias uniformes e a Str
para instancias do tipo real-like, Y corresponde ao tamanho do problema (nimero de faci-
lidades/localidades), Z representa a correlacdo entre as matrizes de fluxo (n e p significam,

respectivamente, que a correlacio é negativa ou positiva) e W corresponde a um identificador.

O terceiro conjunto de instancias para o0 mPQA € uma proposta deste trabalho. O
conjunto contém 42 instancias (21 uniformes e 21 do tipo real-like) com 50 facilidades /loca-
lidades com diferentes quantidades de matrizes de fluxos (5, 7 e 10) e diferentes correlagdes
(-0.75,-0.50, -0.25, 0.0, 0.25, 0.50, 0.75). As instancias foram geradas fazendo uso dos ger-
adores propostos em Knowles e Corne (2003a). Os parametros para a geracdo das instincias
foram os seguintes: sobreposi¢cdo das matrizes de fluxo = 0,7; A = -2; B = 4; fluxo méximo =
100 e distancia méxima = 100, sendo que A e B (com A < B) s@o pardmetros que influenciam
na geragdo das matrizes de fluxos e se A < 0 a matriz € esparsa (o0 que aumenta a complexidade

da instancia).

O padrao da nomenclatura das instancias do terceiro grupo €: mqapX.Yfl.ZW, sendo
que X corresponde ao tamanho do problema (niimero de facilidades/localidades), Y representa
a nimero de matrizes de fluxos (nimero de objetivos) e Z corresponde a correlagdo entre as
matrizes de fluxos (n e p significam, respectivamente, que a correlacao € negativa ou positiva).
Cabe salientar que a mesma correlagdo foi utilizada para criacdo de todas as matrizes de fluxos.
Y € seguido de W que € igual a uni para instancias uniformes e a r/ para instancias do tipo

real-like.
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6.8 PARAMETROS UTILIZADOS PELOS ALGORITMOS

Esta secao descreve os parametros utilizados por todos os algoritmos durante as simu-

lagdes.

6.8.1 PARAMETROS PARA O 2PCC

Os parametros dos algoritmos foram empiricamente determinados para permitir que to-
dos os algoritmos consumam, aproximadamente, 0 mesmo tempo computacional. A base para a
determinacdo do tempo computacional e, consequentemente, dos parametros, foi o tempo con-
sumido por um algoritmo na solucdo do problema mono-objetivo (GOLDBARG et al., 2009).

Os parametros correspondem a:

e NSGA-II: tamanho da populacao igual a 120, nimero de geracdes igual a 7500, crossover

ordem e mutacdo swap com taxa igual a 100% e torneio bindrio para selecionar os pais;

e NSTA: tamanho da populagdo igual a 120, nimero de geracdes igual a 600, vetores
transgenéticos plasmidio e transponson, 8 (tamanho do patamar de evolucgdo) igual a
60, probabilidade inicial do plasmidio 100% decrementada em 10% a cada 3 geracdes,
MC (melhores cromossomos a comporem o repositério de informacgdo a posteriori) igual

as;

e MOEA/D: nimero de subproblemas adotado ¢ 300, nimero de geracdes igual a 1200,
tamanho da vizinhanca igual a 40, nimero médximo de atualizac¢des igual a 2, funcdo de

agregacao utilizada € a de Tchebycheft;

e MOTA/D: niimero de subproblemas ¢ 300, nimero de geracdes igual a 600, tamanho da
vizinhanga igual a 40, nimero médximo de atualizacGes igual a 2, funcdo de agregacio uti-
lizada € a de Tchebycheff,vetores transgenéticos plasmidio e transponson, 3 (tamanho do
patamar de evolugdo) igual a 60, probabilidade inicial do plasmidio 100% decrementada
em 10% a cada f gera¢des, MC (melhores cromossomos a comporem oS repositérios de

informacao a posteriori) igual a 5.

6.8.2 PARAMETROS PARA O MPQA

Os parametros dos algoritmos foram empiricamente determinados e correspondem a:
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e NSGA-II: tamanho da populacdo igual a 120, critério de parada igual ao tempo maximo
de execucdo (diferente para cada tipo de instancia), crossover ordem , mutacdo swap e

torneio bindrio para selecionar os pais;

e MOEA/D: nimero de subproblemas ¢ 300, critério de parada igual ao tempo maximo
de execucdo (diferente para cada tipo de instdncia), tamanho da vizinhanca igual a 40,
nimero miximo de atualizacdes igual a 2, funcdo de agregacdo utilizada é a de Tcheby-
cheff;

e NSTA: tamanho da populagdo igual a 210, critério de parada igual ao tempo méaximo de
execucdo (diferente para cada tipo de instancia), torneio bindrio para selecionar os pais,
vetores transgenéticos plasmidio e transponson, 3 (tamanho do patamar de evolugio)
igual a 60, probabilidade inicial do plasmidio 100% decrementada em 10% a cada f iter-
acoes, MC (melhores cromossomos a comporem o repositorio de informagao a posteriori)

igual a 5;

e MOTA/D: nimero de subproblemas adotado € 300, critério de parada igual ao tempo
maximo de execucdo (diferente para cada tipo de instancia), tamanho da vizinhanga igual
a 40, nimero maximo de atualizacdes igual a 2, func¢do de agregacdo utilizada é a de
Tchebycheff, vetores transgenéticos plasmidio e transponson, 8 (tamanho do patamar de
evolucdo) igual a 60, probabilidade inicial do plasmidio 100% decrementada em 10% a
cada f iteragdes, MC (melhores cromossomos a comporem os repositérios de informagao

a posteriori) igual a 5.
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7 EXPERIMENTOS E RESULTADOS

Este Capitulo apresenta os resultados obtidos seguindo a metodologia descrita no Capi-
tulo 6. Os resultados s@o apresentados para as implementagdes do NSGA-II e MOEA/D, de-
scritas no Capitulo 4 e para as implementa¢des do MOTA/D e NSTA, descritas no Capitulo 5.
Os experimentos realizados consideram instancias do Problema do Caixeiro Comprador Bioje-

tivo (2PCC) e do Problema Quadrético de Aloca¢do Multiobjetivo (mPQA).

7.1 RESULTADOS PARA O 2PCC

Nesta se¢@o sdo comparados os métodos propostos (NSTA e MOTA/D) com as ver-
soes classicas do NSGA-II e do MOEA/D adaptados para resolver o 2PCC. Devido a falta de
disponibilidade reportada pelos autores do método branch-and-cut descrito em Riera-Ledesma
e Salazar-Gonzélez (2005a), a comparagdo dos resultados obtidos com as fronteiras de Pareto

exatas nao foi possivel.

Os testes foram realizados em um Intel Core 2 Quad CPU Q6600 2.4 GHz com 4GB de
RAM e sistema operacional Debian Linux. Os c6digos foram compilados usando o compilador

GNU. As instancias sdo identificadas pelo nimero de mercados (M) e pelo nimero de produtos

(P).

Cada algoritmo foi executado 30 vezes de maneira independente para cada instancia
considerada. A seguir, os resultados obtidos para as instancias com 0 mesmo nimero de mer-
cados e produtos foram agrupados. Assim, o nome Singh33_2.33.250, por exemplo, representa
o grupo de instancias com 33 mercados e 250 produtos. O ndmero de componentes de cada
grupo € 5, definido pela maneira com que as instancias foram geradas (5 indices diferentes para
cada ndmero de mercados e produtos). Os resultados associados a cada nome representam a
média para todas as cinco instancias deste grupo, cada um obtido apds 30 execucdes do algo-
ritmo. Entdo, os resultados representam o desempenho médio calculado baseado em 150 (30
x 5) amostras. As Tabelas B.1, B.2 e B.3 foram apresentadas no Apéndice B para exemplos

considerando o desempenho associado com o tempo de execugdo.
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Seguindo os passos da metodologia descrita no Capitulo 6 foi aplicado o teste de Rank
de Dominancia. Para este problema todos os testes de Rank de Dominancia foram inconclu-
sivos (p-valor igual a (),5)1. Na sequéncia, os indicadores de qualidade foram calculados e a
normalidade dos dados foi testada. Os dados ndo apresentam distribui¢do normal. Portando,
testes ndo paramétricos foram aplicados (Kruskal-Wallis e Friedman). Também foram gerados

os gréficos das fungdes empiricas de conquista de algumas instancias.

7.1.1 RESULTADOS PARA A CLASSE 1

Esta subsecdo apresenta os resultados para dez grupos de cinco instancias correla-
cionadas da Classe 1. O teste Kruskal-Wallis foi aplicado para cada indicador em cada grupo
de instancias para possibilitar a andlise do comportamento dos algoritmos nas diferentes ins-
tancias de uma mesma classe. As Tabelas B.1, B.2 e B.3 no Apéndice A contém os p-valores
para os indicadores Hipervolume, €-Undrio e R, respectivamente. Para esta classe, é clara a
superioridade da combinagao proposta do framework MOEA/D com os ATs, MOTA/D, o qual

foi sempre significativamente melhor que os outros algoritmos.

Para uma anélise do desempenho dos algoritmos no tratamento de todas as instancias
da classe o teste MS_Friedman € aplicado. A Tabela 5 mostra a média dos ranks e a ordem
relativa dos algoritmos (lembrando que valores baixos indicam algoritmos melhores) nas ins-
tancias da Classe 1 para os indicadores Hipervolume, €-Undrio e R, os quais sdo utilizados
pelo teste MS_Friedman e pelos testes post hoc. O p-valor do teste MS_Friedman para todos os
indicadores foi igual a zero, o que indica que ao menos um par de algoritmos € estatisticamente
diferente. O teste post hoc indica que a diferenca critica da média dos ranks € 3,26 com 95%
de confiabilidade. Como a diferenga entre todos os pares de algoritmos é maior que a diferenca
critica, de acordo com os testes aplicados, € possivel concluir que hé diferenca estatistica entre
todos os pares de algoritmos. Entdo, MOTA/D corresponde ao melhor algoritmo de acordo com
todos os indicadores, NSGA-II € o segundo melhor algoritmo de acordo com os indicadores
Hipervolume e €-Unério enquanto o MOEA/D tem o segundo melhor desempenho de acordo

com o indicador R;. O algoritmo NSTA obteve os piores resultados para todos os indicadores.

Devido ao fato de todos os p-valores do teste Mann-Whitney serem iguais a 0,5 as tabelas nio sdo apresentadas
para este problema.



Tabela 5: Resultados do MS_Friedman para a Classe 1 - O

primeiro valor em cada célula representa a média dos ranks

enquanto o nimero entre parénteses representa a ordem re-

lativa dos algoritmos.

NSGA-II NSTA | MOEA/D | MOTA/D
Hipervolume 51,59 (2) | 105,26 (4) | 66,32 (3) | 18,82 (1)
&-Undrio 52,43 (2) | 104,27 4) | 61,17 (3) | 24,11 (1)
R 60,41 (3) | 105,49 (4) | 51,91 (2) | 24,17 (1)
Tempo Médio Geral (s) 108,29 110,00 112,72 109,05

O tempo médio geral em segundos dos algoritmos € apresentado também na Tabela 5.
Na Tabela B.1, no Apéndice B, encontram-se os tempos médios para o grupo das cinco instan-
cias correlacionadas para trinta execu¢des independentes dos algoritmos. Pode ser observado

na Tabela B.1 que os algoritmos tém um tempo computacional compativel?.

A Figura 26, representa graficamente o comportamento dos algoritmos, mostrando as
solucdes ndo-dominadas encontradas por cada algoritmo durante as 30 execugdes para as instan-
cias Singh.33_2.33.50 e Singh.33_2.33.500. A mesma metodologia € aplicada para a geragao
de todas as figuras contendo aproximacdes da fronteira de Pareto apresentadas nesta tese. E
possivel observar que o NSTA € pior que os demais algoritmos e que o comportamento dos
outros algoritmos sao similares, com alguma vantagem para o MOTA/D. A Tabela 6 apresenta
o numero de pontos encontrados por cada algoritmo na figura 26 sendo que os algoritmos que

encontram o maior € o menor nimero de pontos sdo, respectivamente, MOTA/D e o NSTA.

Tabela 6: Ntimero de Pontos para as 30 execucdes das ins-

tancias consideradas na Figura 26- Classe 1.

Singh33_2.33.50.1.500.tpp | Singh33_2.33.500.1.500.tpp
MOEA/D 113 164
MOTA/D 115 178
NSGA-TI 113 120
NSTA 70 101

As Figuras 27, 28 e 29 apresentam, respectivamente, as funcdes empiricas de con-

quista para a comparagdo entre 0 MOTA/D e todos os demais algoritmos para uma instancia

2De acordo com o teste MS_Friedman, para mais detalhes ver o Apéndice B.
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Figura 26: Aproximacoes da Fronteira de Pareto Tipicas para Instancias da Classe 1

com poucos produtos (Singh33_2. 33.50.1.500.tpp), uma instadncia com quantidade média de
produtos (Singh33_2.33.200.1.500.tpp) e outra instancia com uma grande quantidade de pro-
dutos (Singh33_2.33.300.1.500.tpp). Para todas as instancias pode-se observar que 0o MOTA/D
¢ superior a0 NSTA, principalmente no objetivo custo de compra e no meio da curva. Ao
comparar-se 0 MOTA/D com o MOEA/D percebe-se que o primeiro é melhor com relagdo ao
objetivo custo de compra e nenhum dos dois algoritmos € superior com relacdo ao meio da
curva ou ao objetivo custo de rota. Na comparacdo com o NSGA-II, o MOTA/D € melhor no

meio da curva e no extremo do objetivo custo de compra e um pouco pior entre o extremo do

objetivo custo de compra e o meio da curva.

7.1.1.1 Discussao dos Resultados da Classe 1

Nas instancias da Classe 1 todos os mercados vendem todos os produtos, entdo toda

solucdo contendo ao menos um mercado € factivel. Portanto, o procedimento de reparacdo

nunca € chamado para nenhum dos algoritmos.

O algoritmo NSTA sempre foi dominado pelos demais algoritmos em todos os indi-
cadores. Isto aconteceu apesar dos bons mecanismos de diversificagdo do framework NSGA-II
e dos bons mecanismos de intensificagdo dos ATs. As solugdes dos conjuntos de aproximagao
da fronteira de Pareto geradas pelo NSTA concentraram-se no meio da curva. Este comporta-

mento € provavelmente resultado do mecanismo aplicado na sele¢do das cadeias de informagdo.
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Elas sdo selecionadas baseando-se na soma dos custos de rota e de compra dos produtos, o que
tende a favorecer o meio da curva e a inibir a diversificacdo da populagdo. Outro aspecto que
pode ter colaborado para o fraco desempenho do NSTA € a auséncia do procedimento de ataque,
pois o mecanismo de selecdao do framework NSGA-II € incompativel com este procedimento.

Esta auséncia pode deteriorar a diversidade da populacao.

Por outro lado, 0o MOTA/D resultou no melhor algoritmo para esta classe do 2PCC.
Isto acontece devido ao bom balango entre diversificagdo e intensificacdo gerado pela sinergia
da decomposi¢io do problema multiobjetivo em subproblemas mono-objetivo do MOEA/D (um
mecanismo de diversificagdo) e a extracao e utiliza¢do de informacgao dos ATs (um mecanismo
de intensifica¢do). Para o MOTA/D a sele¢do e a utilizagdo das cadeias de informagao considera
diferentes compromissos ao longo da aproximacgdo da fronteira de Pareto através do uso da
funcdo Tchebycheff normalizada, resultando em um algoritmo mais eficiente para esta classe
de instancias do 2PCC. Além disso, MOTA/D usa informagao da vizinhanga (local), o que ndo

€ possivel no NSTA devido as caracteristicas do framework NSGA-II.

Na comparacdo entre NSGA-II e MOEA/D, o NSGA-II obteve melhores resultados
para os indicadores Hipervolume e €-Undrio. Isto pode ser consequéncia do pequeno nimero
de mercados das instancias da Classe 1. Em uma comparacdo similar entre o NSGA-II e
o MOEA/D no problema do caixeiro viajante biobjetivo (PENG et al., 2009), os resultados
mostraram que quando o ndmero de avaliagdes e o nimero de cidades € relativamente pequeno,
o desempenho do NSGA-II foi melhor que o do MOEA/D. O algoritmo MOEA/D obteve me-
lhores resultados no indicador R;. Isto ocorreu, provavelmente, pelo fato de tanto o MOEA/D

quanto o indicador R, serem baseados em decomposicao utilizando a funcdo Tchebycheff.

7.1.2 RESULTADOS PARA A CLASSE 2

Esta subse¢do apresenta os resultados para trinta e cinco grupos de cinco instancias da
Classe 2. As Tabelas B.4, B.5 e B.6 no Apéndice A apresentam os p-valores para os indicadores
Hipervolume, &-Undrio e R; para esta classe de instincias. Estas tabelas indicam um padrao
no comportamento relativo do MOEA/D e do MOTA/D: o primeiro apresenta melhor desem-
penho para a maioria das instancias com menos de trezentos e cinquenta mercados enquanto o
segundo apresenta melhor desempenho para a maioria das grandes instancias (mais de 350 mer-
cados). Este comportamento € observado em todos os indicadores. Isto provavelmente acontece
porque o esforco computacional do MOTA/D € parcialmente focado na extracido de informacao
enquanto o esforco computacional do MOEA/D é, em grande parte, focado na geracao de novas

solucdes. Os resultados mostram que a extracdo de informacdo do MOTA/D traz beneficios
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para instancias médias e grandes.

O préximo passo para a andlise consiste da avaliagdo do desempenho geral dos algo-
ritmos nos diferentes indicadores fazendo uso do teste MS_Friedman e dos testes post hoc. A
Tabela 7 mostra a média dos ranks e a ordem relativa dos algoritmos nas instancias da Classe 2
para os indicadores Hipervolume, €-Undério e R. O p-valor para o teste MS_Friedman € igual
a zero, o que indica que o desempenho de ao menos um par de algoritmos € significativamente
diferente. A andlise post hoc encontrou uma diferenca critica igual a 1,76 com confiabilidade
de 95%, o que indica que todos os algoritmos sdo distintos. Entdo, é possivel afirmar que o
algoritmo MOTA/D é o melhor algoritmo de acordo com os indicadores Hipervolume e R, en-
quanto de acordo com o indicador €-Unério o MOEA/D € o melhor algoritmo. O NSTA obteve

os piores resultados também para esta classe de instancias.

Tabela 7: Resultados do MS_Friedman para a Classe 2 - O
primeiro valor em cada célula representa a média dos ranks
enquanto o nimero entre parénteses representa a ordem re-

lativa dos algoritmos.

NSGA-II NSTA | MOEA/D | MOTA/D
Hipervolume 50,94 (3) | 105,36 (4) | 44,80 (2) | 40,83 (1)
&-Undrio 54,66 (3) | 105,36 (4) | 39,92 (1) | 42,05 (2)
R 66,59 (3) | 105,46 (4) | 37,17 (2) | 33,72 (1)
Tempo Médio Geral (s) 262,91 269,68 262,43 259,7

O tempo médio de execucao geral dos algoritmos na Classe 2 € apresentado na ultima
linha da Tabela 7°. Os tempos médios (30 execucdes) para cada grupo de instancias correla-

cionadas podem ser encontrados na Tabela B.2, no Apéndice B.

A Figura 30, representa os conjuntos de aproximacao da fronteira de Pareto dos algorit-
mos para as instancias PeanChien.50.50 e PeanChien.500.200, ou seja, uma instancia pequena
(50 mercados e 50 produtos), uma média (300 mercados e 100 produtos) e uma grande (500
mercados e 200 produtos). E possivel observar que, tipicamente, o MOTA/D foi melhor que os
demais algoritmos com relagdo a aproximacao da fronteira de Pareto encontrada e que o NSTA
encontra dificuldades para obter bons resultados. A Tabela 8 apresenta o nimero de pontos
encontrados por cada algoritmo na figura 30 sendo que os algoritmos que encontram o maior

numero de pontos sdo 0o MOEA/D e o NSGA-II e o menor nimero de pontos € encontrado pelo

30s tempos sdo equivalentes de acordo com o teste MS_Friedman, para detalhes consultar o Apéndice B.
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Figura 30: Aproximacoes da Fronteira de Pareto Tipicas para Instancias da Classe 2

Tabela 8: Nimero de Pontos para as 30 execugdes das ins-

tancias consideradas na Figura 30- Classe 2.

PearnChien.50.50.1.500.tpp | PearnChien.500.200.1.500.tpp
MOEA/D 58 109
MOTA/D 51 100
NSGA-II 67 86
NSTA 40 28

As Figuras 31, 32 e 33 apresentam as funcdes empiricas de conquista para a compara-
¢do entre 0 MOTA/D e todos os demais algoritmos para uma instancia com poucos mercados
(PearnChien.50.50.1.500.tpp), uma instancia com quantidade média de mercados (PearnChien.
250.150.1.500.tpp) e outra instancia com uma quantidade de mercados elevada (PearnChien.500.
50.1.500.tpp). Para todas as instancias pode-se observar que 0 MOTA/D € superior ao NSTA,
principalmente no objetivo custo de compra e no meio da curva. Ao comparar-se 0 MOTA/D
com o MOEA/D percebe-se que o compartamento relativo dos algoritmos modifica-se de acordo
com a quantidade de mercados na instdncia. Quando a quantidade de mercados € pequena, o
MOTA/D € melhor no objetivo custo de compra enquanto o MOEA/D € melhor no objetivo

custo de rota. Para a instancia com quantidade média de mercados, o MOTA/D continua sendo



137

superior no objetivo custo de compra e um pouco pior no objetivo custo de rota. Ja para a ins-
tancia com uma quantidade de mercados elevada, o MOTA/D ¢é superior para o objetivo custo
de compra e ndo ¢ inferior em nenhuma regiao. Na comparacao entre 0 MOTA/D e o NSGA-II,
o desempenho também varia de acordo com a quantidade de mercados. Para a instancia com
poucos mercados 0 MOTA/D € superior no objetivo custo de compra enquanto o NSGA-II é
melhor no objetivo custo de rota e no meio da curva. Para as instancia com quantidade média
e grande de mercados, o MOTA/D ¢ superior para o objetivo custo de compra e para o meio da

curva; sendo levemente inferior no objetivo custo de rota.

7.1.2.1 Discussao dos Resultados da Classe 2

Diferente das instancias da Classe 1, as instancias da Classe 2 permitem que solugcdes
infactiveis sejam geradas, pois nem todos os mercados vendem todos os produtos. Uma das
preocupacdes sobre o desempenho dos algoritmos € que o operador de reparacdo proposto atue
repetidamente, desfazendo as operacdes realizadas pelos operadores trangenéticos ou genéticos.
Portanto, uma andlise da atuacao deste operador foi realizada. Verifica-se, no entanto, para esta
classe que o procedimento de reparagdo € aplicado em menos de 1% do tempo em todos os

algoritmos.

Novamente, o algoritmo NSTA € o pior dentre os algoritmos comparados. A combi-
nacao do framework MOEA/D com o paradigma transgenético resultou no melhor algoritmo
para esta classe do 2PCC de acordo com os indicadores Hipervolume e R,. Além disso, o
MOTA/D obteve melhores resultados na maioria das instincias grandes no teste Kruskal-Wallis.
O algoritmo MOEA/D obteve melhores resultados de acordo com o indicador €-Undrio para a
maioria das instancias com menos de trezentos e cinquenta mercados no teste Kruskal-Wallis.
As razdes para o fraco desempenho do NSTA e do forte desempenho do MOTA/D sao as mes-
mas apresentadas para as instancias da Classe 1: a falta do procedimento de ataque e a pouca
capacidade de extragdo de boas informagdes do repositério de informacdes do hospedeiro a

posteriori, ambas caracteristica do NSTA.

Nas instancias da Classe 2, é possivel observar a superioridade dos algoritmos que
fazem uso do framework MOEA/D (MOEA/D e MOTA/D) com relag¢do aos que fazem uso do
framework NSGA-II (NSGA-II e NSTA) indicando que os métodos baseados em decomposi¢cao

sdo mais adequados para tratar as instincias da Classe 2 do problema do caixeiro comprador.
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7.1.3 RESULTADOS PARA A CLASSE 3

Sao apresentados nesta subsecao os resultados para a terceira classe de instancias, com-
posta por vinte e oito grupos de cinco instancias correlacionadas. As Tabelas B.7, B.8 e B.9
no Apéndice A mostram os p-valores do teste Kruskal-Wallis para os trés indicadores utiliza-
dos. Os resultados indicam que o NSGA-II foi melhor em instancias com menos de cento e
cinquenta mercados enquanto o MOTA/D foi melhor em instdncias com duzentos mercados
ou mais. Para instdncias com cento e cinquenta mercados os resultados sao indistinguiveis: o
MOTA/D foi melhor de acordo com o indicador Hipervolume, o NSGA-II foi melhor de acordo

com o €-Undrio e um empate foi detectado de acordo com o indicador R;.

A Tabela 9 mostra a média dos ranks dos algoritmos para as instancias da Classe 3 para
os indicadores Hipervolume, €-Unério e R;. O p-valor para o teste MS_Friedman foi igual a
zero para todos os indicadores, indicando que existe diferenca entre os algoritmos. O teste post
hoc indica que a diferenca critica da média dos ranks € 1,94 com 95% de confianca. Entdo, de
acordo com o teste aplicado pode-se concluir que hé diferenca estatistica entre todos os pares
de algoritmos. O MOTA/D funciona significativamente melhor que os demais algoritmos de
acordo com todos os indicadores, 0 NSGA-II obtém o segundo melhor desempenho e o NSTA

apresenta os piores resultados para todos os indicadores.

A Tabela 9 também mostra o tempo médio geral dos algoritmos nas instancias desta
classe. Na Tabela B.3, no Apéndice B, encontram-se os tempos médios em segundos para trinta
execucodes independentes dos algoritmos em cada grupo de instancias correlacionadas. Para
todos os grupos os tempos computacionais compativeis e o tempo computacional dos algoritmos

cresce de maneira similar de acordo com o tamanho da instancia®.

Tabela 9: Resultados do MS_Friedman para a Classe 3 - O
primeiro valor em cada célula representa a média dos ranks
enquanto o nimero entre parénteses representa a ordem re-

lativa dos algoritmos.

NSGA-II NSTA | MOEA/D | MOTA/D
Hipervolume 46,9 (2) | 102,74 (4) | 60,38 (3) | 31,95 (1)
€-Undrio 4487 (2) | 98,71 (4) | 59,93 (3) | 38,47 (1)
R 48,14 (2) | 103,87 (4) | 51,2(3) | 38,76 (1)
Tempo Médio Geral (s) 483,76 484,73 481,73 483,82

4De acordo com o teste MS_Friedman, para detalhes ver o Apéndice B.
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Figura 34: Aproximacoes da Fronteira de Pareto Tipicas para Instincias da Classe 3

Tabela 10: Nimero de Pontos para as 30 execucdes das ins-

tancias consideradas na Figura 34- Classe 3.

EEuclideo.200.150.1.tpp | EEuclideo.350.200.1.tpp
MOEA/D 90 79
MOTA/D 84 81
NSGA-II 81 68
NSTA 44 47

A Figura 34, representa graficamente o comportamento dos algoritmos em uma ins-
tancia com uma quantidade mediana de mercados € em uma terceira com a quantidade maxima
de mercados para esta classe. E possivel observar que na instincia menor o NSGA-II foi o me-
lhor algoritmo e que 0 MOTA/D foi melhor que os demais algoritmos para instancias com um
grande nimero de mercados. Novamente, os resultados do NSTA foram piores com relagcdo aos
resultados dos demais algoritmos. A Tabela 10 apresenta o nimero de pontos encontrados por
cada algoritmo na figura 34 sendo que os algoritmos que encontram 0 maior € 0 menor nimero

de pontos sido, respectivamente, MOTA/D e o NSTA.

As Figuras 35, 36 e 37 apresentam as fungdes empiricas de conquista para a compara-
¢ao entre 0o MOTA/D e todos os demais algoritmos para uma instdncia com quantidade média
de mercados (EEuclideo.150.200.1. tpp) e outra instancia com uma grande quantidade de mer-
cados (EEuclideo.350.150.1.tpp). Para todas as instancias pode-se observar que o MOTA/D ¢é
superior a0 NSTA em praticamente todas as regides curva. Ao comparar-se 0 MOTA/D com

o MOEA/D e o NSGA-II percebe-se que o compartamento relativo é basicamente o mesmo.
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resulta no melhor algoritmo para esta classe do 2PCC enquanto o NSTA resultou no pior al-
goritmo. O MOTA/D foi particularmente melhor que os demais algoritmos de acordo com o
teste Kruskal-Wallis. O NSGA-II foi o segundo melhor algoritmo para esta classe de instancias,

sendo o melhor algoritmo para instancias pequenas (menos de 150 mercados).

Para esta classe, assim como para a Classe 1, ndo foi possivel concluir sobre qual
Jframework (aqueles baseados em dominancia de Pareto ou aqueles baseados em decomposi¢do)
foi o melhor, pois 0o MOTA/D e o NSGA-II foram os dois melhores algoritmos dentre os com-

parados e eles utilizam frameworks diferentes.

7.1.4 RESULTADOS PARA A CLASSE 4

Sdo apresentados nesta subse¢do os resultados para a quarta classe de instancias, com-
posta por vinte e oito grupos de cinco instancias correlacionadas. As Tabelas B.10, B.11 e
B.12 no Apéndice A mostram os p-valores do teste Kruskal-Wallis para os trés indicadores uti-
lizados. Os resultados indicam que o MOTA/D foi superior aos demais algoritmos na grande
maioria dos testes de acordo com os trés indicadores. O teste se mostra inconclusivo (empate),
principalmente para instancias com poucos produtos. O indicador hipervolume mostra que o
MOTA/D apresenta pior desempenho com relacdo ao NSGA-II em instancias com 200 merca-
dos e 50 produtos e com relagdao ao NSTA em instancias com 50 mercados e 100 e 200 produtos
e instancias com 100 mercados e 200 produtos. De acordo com o indicador €-Undrio o NSGA-
II, o MOEA/D e o NSTA nao apresentam melhor desempenho que o MOTA/D em nenhum
dos testes realizados. J4 conforme o indicador R, 0 NSGA-II apresenta melhor desempenho
que o MOTA/D em instancias com 150 mercados e 150 produtos e o NSTA apresenta melhor

desempenho que 0o MOTA/D em instancias com 50 mercados e 50 e 100 produtos.

Quando sdo comparados o NSGA-II e 0o MOEA/D, o tltimo apresenta melhor desem-
penho para a grande maioria dos testes, ndo sendo em nenhum teste superado pelo NSGA-II,
de acordo com os trés indicadores de qualidade. A comparacgao entre 0o MOEA/D e o NSTA, de
acordo com os trés indicadores, mostra que o algoritmo NSTA € capaz de superar o MOEA/D
principalmente em instancias com poucos produtos. O NSTA em comparag¢do com o NSGA-II
apresenta melhor desempenho principalmente em instancias com poucos mercados € poucos

produtos, de acordo com o hipervolume, o €-Unério e o R5.



Tabela 11: Resultados do MS_Friedman para a Classe 4 - O

primeiro valor em cada célula representa a média dos ranks

enquanto o nimero entre parénteses representa a ordem re-

lativa dos algoritmos.

NSGA-II NSTA | MOEA/D | MOTA/D
Hipervolume 54,75(2) | 75,95 4) | 74,56 (3) | 36,72 (1)
€-Undrio 60,02 (2) | 69,56 (3) | 79,32 (4) | 33,08 (1)
R 56,34 (2) | 73,22 (3) | 76,68 (4) | 35,74 (1)
Tempo Médio Geral (s) 950,61 952,71 958,32 947
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A Tabela 11 mostra a média dos ranks e a ordem relativa dos algoritmos para as ins-
tancias da Classe 4 para os indicadores Hipervolume, €-Undrio e R. O p-valor para o teste
MS_Friedman foi igual a zero para todos os indicadores, indicando que existe diferenca entre
os algoritmos. O teste post hoc indica que a diferenca critica da média dos ranks € 2,19 com 95%
de confianca. Entdo, de acordo com o teste aplicado pode-se concluir que ha diferenca estatis-
tica entre quase todos os pares de algoritmos, com exce¢do dos algoritmos NSTA e MOEA/D
para os indicadores hipervolume e R;. O MOTA/D funciona significativamente melhor que os
demais algoritmos de acordo com todos os indicadores, 0 NSGA-II obtém o segundo melhor
desempenho. Diferentemente do que acontece nas demais classes de instancias, na Classe 4 o
NSTA apresenta melhor desempenho que o MOEA/D de acordo com o indicador €-Unério ndo

destacando-se entdo como o pior algoritmo.

A tltima linha da Tabela 11 mostra o tempo médio geral dos algoritmos nas instancias
desta classe. Na Tabela B.4, no Apéndice B, encontram-se os tempos médios em segundos para
trinta execucdes independentes dos algoritmos em cada grupo de instancias correlacionadas.

5

Para todos os grupos os tempos computacionais sdo compativeis” e o tempo computacional dos

algoritmos cresce de maneira similar de acordo com o tamanho da instancia.

Tabela 12: Niimero de Pontos para as 30 execucdes das ins-

tancias consideradas na Figura 38- Classe 4.

CapEuclideo.200.150.1.tpp | CapEuclideo.350.200.1.tpp
MOEA/D 19 45
MOTA/D 65 50

Continua na Proxima Pégina. ..

5De acordo com o teste MS_Friedman, para mais detalhes ver o Apéndice B.
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Tabela 12 — Continuacao
NSGA-II 33 52
NSTA 32 42

A Figura 38, representa graficamente o comportamento dos algoritmos. E possivel
observar que na instancia menor os quatro algoritmos apresentam desempenho quase indistin-
guivel graficamente. Para a instancia com 200 mercados e 150 produtos percebe-se que o NSTA
e 0 MOEA/D apresentam um desempenho inferior ao NSGA-II e ao MOTA/D. A Figura para
a instancia com 350 mercados e 200 produtos ilustra o0 mau desempenho do NSGA-II e o bom
desempenho do MOTA/D. A Tabela 12 apresenta o nimero de pontos encontrados por cada
algoritmo na figura 38 sendo que os algoritmos que encontram o menor nimero de pontos sao

0 MOEA/D e o NSTA e o maior nimero de pontos € encontrado pelo MOTA/D.

A Figuras 39, 40 e 41 apresentam as fun¢des empiricas de conquista para a compara-
¢ao entre 0 MOTA/D e todos os demais algoritmos para uma instancia com poucos merca-
dos (CapEuclideo.100.50.1.1.tpp) e outra instancia com uma grande quantidade de mercados
(CapEuclideo.350. 200.1.1.tpp). Para a instancia com poucos mercados percebe-se apenas uma
leve superioridade no meio da curva ao comparar-se 0 MOTA/D com o NSTA. Para a instancia
com uma quantidade média de mercados, observa-se que 0 MOTA/D € superior ao NSTA e ao
MOEA/D em quase toda a extensao da curva (sendo que a superioridade com relacdo ao NSTA
€ mais acentuada). Para esta instancia, o MOTA/D ¢é superior ao NSGA-II para o objetivo custo
de rota e inferior para o objetivo custo de compra. Ja para a instancia com uma grande quan-
tidade de mercados, o MOTA/D ¢ superior a todos os demais algoritmos em quase todas as

regides da curva.

7.1.4.1 Discussao dos Resultados da Classe 4

Na Classe 4, assim como acontece para as Classes 2 e 3, menos de 1% dos novos in-
dividuos da populagdo s@o reparados, o que corrobora para a pouca influéncia do procedimento

de reparacdo nos resultados dos algoritmos.

Novamente, a combinacdo do framework MOEA/D com o paradigma transgenético
resulta no melhor algoritmo para esta classe do 2PCC. No entanto, para esta classe, o NSTA
apresenta resultados competitivos com relacdo ao MOEA/D e NSGA-II. O MOTA/D ¢ particu-

larmente melhor que os demais algoritmos de acordo com o teste Kruskal-Wallis.

Para esta classe, assim como para as Classes 1 e 3, ndo € possivel concluir sobre qual

o melhor framework (aqueles baseados em dominéncia de Pareto ou aqueles baseados tanto em



149

CapEuclideo.200.150.1 CapE uclideo.350.200.1
[=]
2
A & NSGA-N g4 a4
o |8o MOTA/D &
g . =a 0, o MCEAD - &
g b . NSTA g Pa 8,
s &
£ Ap a &
g & - "
g o g B,
2 A fa 2 4 ® ma
a & &
o N a T oéa
E g s g g Bog
o — L =] AP ]
8 5 N G 24 "
o T T w B
sl = = @
H @ 2 o,
5} ® % o e
S o 1 3 2 qﬁu
© 8 Ay S Ao,
=] S &l i)
[+1] a o o .
+ @ g - Rea,
’ 'aﬁ o 8o
@ 2 B
g L 2 4 LN
2 ¥ ] Tl
- Ginpy
S 2 a Oy
2 Sl oy
o
S |
8 &
o _ —
§ T T T T

Qgoo 10000 10100 10200 10300 10400 13000 13200 13400 13600

Custo do Rota Custo de Rota

Figura 38: Aproximacoes da Fronteira de Pareto Tipicas para Instincias da Classe 4

dominancia de Pareto quanto em decomposi¢do) foi o melhor, pois 0 MOTA/D e o NSGA-II

foram os dois melhores algoritmos dentre os comparados e eles utilizam frameworks diferentes.

7.1.5 RESULTADOS GERAIS PARA O 2PCC

Para a anélise do comportamento geral dos algoritmos nas Classes 1, 2, 3 e 4, o teste

MS_Friedman e o teste post hoc foram aplicados para todas as instancias.

A Tabela 13 mostra a média dos ranks dos algoritmos para os indicadores considera-
dos. Os p-valores para o teste MS_Friedman sdo iguais a zero para todos os indicadores, o que
implica em ao menos um par de algoritmos significativamente diferente. A andlise post hoc
encontrou uma diferenca critica igual a 1,06, o que indica (apds analisar os valores mostrados
na Tabela 13) que todos os algoritmos sdo distintos. Entdo, € possivel afirmar com 95% de
confianca que o MOTA/D é o melhor dos algoritmos para a solu¢ao do 2PCC. O NSGA-II € o
segundo melhor algoritmo de acordo com os indicadores Hipervolume e €-Unario enquanto o
MOEA/D € o segundo melhor de acordo com o indicador R;. O NSTA obteve os piores resul-
tados. Estes resultados indicam que, mesmo quando ndo se conhece a classe a qual a instancia
faz parte, € melhor utilizar o MOTA/D. Isto € especialmente verdade para instancias com um

grande nimero de mercados como pode ser observado no Apéndice A.
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Tabela 13: Resultados do MS_Friedman para as Classes 1,
2, 3 e 4 (Geral) - O primeiro valor em cada célula representa
a média dos ranks enquanto o nimero entre parénteses re-

presenta a ordem relativa dos algoritmos.

NSGA-II NSTA | MOEA/D | MOTA/D
Hipervolume | 50.79 (2) | 97.51 (4) | 59.09 (3) | 34.58 (1)
€-Undrio 52.86(2) | 94.57 (4) | 57.90 (3) | 36.65 (1)
Ry 57.77@3) | 97.30 (4) | 52.55(2) | 3437 (1)

7.1.6  ANALISE DE SENSIBILIDADE DO MOTA/D AOS SEUS COMPONENTES PARA
0O 2PCC

Para identificar a influéncia dos componentes individuais do MOTA/D foram realiza-
das simulagdes com diferentes versdes deste algoritmo. Na Tabela 14, MOTA/D € a versado
completa (todos os componentes), MOTA/Dr (MOTA/D somente com o agente transponson)
sem usar o operador transgenético plasmidio (preservando os repositérios do hospedeiro origi-
nais), MOTA/Dy,,,.x € a versdao sem a solu¢do LK e sem nenhum tipo de informagao a priori,
MOTA/Dy,,; € a versdo do MOTA/D usando uma informagao a priori trivial (onde as cadeias
de informacdo foram extraidas de uma solu¢do com todos os mercados na sequéncia natural,
ou sejade 0 a M — 1, onde M € o nimero de mercados na instancia), e MOTA/Dp (MOTA/D
somente com o operador Plasmidio) € a versao sem o uso do operador transponson (também

preservando os repositérios do hospedeiro originais).

Tabela 14: Andlise dos Componentes do MOTA/D - O primeiro
valor em cada célula representa a média dos ranks enquanto o

nimero entre parénteses representa a ordem relativa dos algorit-

mos.
Classe 1
MOTA/D | MOTA/D7 | MOTA/Dyeprx | MOTA/Dy )y | MOTA/Dp
Hiper 44,85 (1,5) | 101,94 (4) 43,29 (1,5) 55,89 (3) 136,5 (5)
&-Undrio 4221 (1) 92,61 (4) 46,77 (2) 64,35 (3) 136,5 (5)
Ry 38,76 (1) 98,04 (4) 43,8 (2) 65,4 (3) 136,5 (5)
Classe 2
MOTA/D | MOTA/D7 | MOTA/Dyeprx | MOTA/Dypy; | MOTA/Dp

Continua na Pr6xima Pagina. . .
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Tabela 14 — Continuagao

Hiper 29,73 (1) 48,72 (2) 71,37 (3) 98,31 4) | 134,31 (5)

e-Undrio 30,99 (1) 48,03 (2) 72,24 (3) 97,08 (4) | 134,10 (5)

R 30,18 (1) 48,6 (2) 70,14 (3) 99,57 (4) | 133,98 (5)
Classe 3

MOTA/D | MOTA/D7 | MOTA/Dyeprkx | MOTA/Dypyi | MOTA/Dp

Hiper 41,4 (1) 47,25 (2) 52,08 (3) 105,57 (4) | 136,05 (5)

e-Undrio 43,08 (1) 47,13 (2) 51,75 (3) 104,58 (4) | 135,87 (5)

R 39,75 (1) | 50,28 (2,5) 50,61 (2,5) 106,05 (4) | 135,72 (5)
Classe 4

MOTA/D | MOTA/D7 | MOTA/Dyeprgx | MOTA/Dy i | MOTA/Dp

Hiper 39,33 (1) 45,83 (2) 51,56 3) 110,85 (4) | 134,69 (5)

e-Undrio 40,16 (1) 45,72 (2) 52,22 (3) 112,95 @) | 131,79 (5)

Ry 38,56 (1) | 48,77 (2,5) 50,10 (2,5) 110,29 (4) | 110,09 (5)

Classe 1, 2, 3 e 4 (Geral)

MOTA/D | MOTA/D7 | MOTA/Dyeprgx | MOTA/Dy i | MOTA/Dp

Hipervolume 34,74 (1) 56,20 (2) 60,36 (3) 98,85 4) | 132,27 (5)

e-Undrio 35,82 (1) 55,82 (2) 59,54 (3) 99,35 @) | 132,51 (5)

Ry 33,66 (1) | 57,03 (2.5) 58,05 (2.5) 101,27 (4) | 132,39 (5)

A Tabela 14 mostra os ranks médios do teste MS_Friedman para as diferentes versoes
no MOTA/D. O p-valor para todos os testes € igual a zero e as diferengas criticas foram iguais a:
Classe 1 =2,51, Classe 2 = 1,36, Classe 3 = 1,50, Classe 4 = 1,78 e Geral =0,89. A tabela mostra
que todos os componentes sdo importantes para o desempenho do MOTA/D, pois a versao
completa obteve os melhores resultados. O componente de maior influéncia no algoritmo é o
transponson, visto que a versdao que nao contém este operador (MOTA/Dp) apresenta os piores
resultados. O procedimento LK (APPLEGATE et al., 1999), apesar de chamado somente uma
vez durante a execucdo do algoritmo, € importante para os bons resultados do MOTA/D mas nao
¢ suficiente, visto que os vetores transgenéticos sdo responsdveis por formar a aproximacao da
Fronteira de Pareto - o LK sozinho apenas fornece um ponto da fronteira de Pareto. E possivel
inferir também que o uso de nenhuma informacgao a priori (MOTA/Dye,,.x) € melhor que uma

informacgdo a priori inadequada (MOTA/Dpg ;).

7.1.7 ANALISE DE CONVERGENCIA DOS ALGORITMOS PARA O 2PCC

A seguir serdo apresentadas as aproximagdes das fronteiras de Pareto parciais encon-

tradas pelo NSGA-II, pelo NSTA, pelo MOEA/D e pelo MOTA/D em quatro diferentes pontos
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de suas evolucdes. O primeiro ponto corresponde a populacao inicial de cada algoritmo, o se-
gundo ponto corresponde a um terco das iteragdes, o terceiro ponto representa a populacao apos
dois tergos das iteracdes e o tltimo ponto corresponde a populacio apds o término da execugdo
do algoritmo. E considerada uma execucio de um exemplar de cada conjunto de instincias do
2PCC. As Figuras 42, 43, 44 e 45 ilustram a evolugdo dos algoritmos, respectivamente, nas

classes 1, 2, 3 e 4 do problema em questao.

As figuras mostram que na populacdo inicial os quatro algoritmos sdo equivalentes,

pois estes pontos sdo gerados de maneira aleatoria.

Na Classe 1, Figura 42, percebe-se que nas duas fronteiras intermedidrias (2 e 3) o
NSGA-II apresenta melhor desempenho que os demais algoritmos e 0 NSTA apresenta pior de-

sempenho. Na ultima fronteira o NSGA-II, o MOTA/D e o MOEA/D sdo graficamente semel-

hantes.

Para a Classe 2, a Figura 43 mostra que em todas as etapas o NSGA-II, o MOEA/D e
0 MOTA/D sdo semelhantes e o NSTA tem um pior desempenho.

Para a Classe 3, a Figura 44 demonstra que existe uma ordem de desempenho dos
algoritmos: MOTA/D, MOEA/D, NSGA-II e por ultimo o NSTA, sendo que com o decorrer da
evolucdo o MOTA/D € capaz de espalhar seus pontos ao longo da aproximacao da fronteira de

Pareto.

Para a Classe 4, a Figura 45 demonstra que existe uma ordem de desempenho dos
algoritmos: MOTA/D, NSGA-II, MOEA/D e por dltimo o NSTA, sendo que com o decorrer da
evolucdao o MOTA/D ¢ capaz de espalhar seus pontos ao longo da aproximacao da fronteira de

Pareto e 0 MOEA/D nio consegue espalhar seus pontos.
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Figura 44: Analise de Convergéncia dos Algoritmos na Instancia EEuclideo.200.150 da Classe 3
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7.2 RESULTADOS PARA O MPQA

Esta secdo apresenta os resultados da aplicacdo do algoritmo MOTA/D e NSTA jun-
tamente com o0 MOEA/D e o NSGA-II em diferentes conjuntos de instdncias multiobjetivo do
problema quadrético de alocagdo. Devido a falta de disponibilidade das fronteiras retornadas
pelos demais algoritmos evoluciondrios, a comparacao com estes algoritmos ndo foi possivel.
O resultado exato para o mQAP estd disponivel somente para as instancias com 10 facilida-
des/localidades. Assim, a comparacao com outros métodos (exatos ou evoluciondrios) reporta-

dos na literatura ndo foi possivel e devera ser realizada futuramente.

Os testes foram realizados em um Intel Core 2 Quad CPU Q6600 2.4 GHz com 4GB de
RAM e sistema operacional Debian Linux. Os codigos foram compilados usando o compilador
GNU.

Cada algoritmo foi executado 30 vezes de maneira independente para cada instancia
considerada. Para o mPQA, diferentemente do 2PCC, os testes de Rank de Dominéncia nao
foram totalmente inconclusivos. Portanto, para todas as instancias sdo apresentados os resulta-
dos do teste rank de dominancia e na sequéncia as tabelas de resultados sdo apresentadas apenas
sobre os valores dos trés indicadores de qualidade considerados: o hipervolume, o €-undrio e o
R;.

Para a anélise dos resultados considerando todos os conjuntos de instancias sdo segui-
dos os passos da metodologia descrita no Capitulo 6. Inicialmente foi aplicado o teste de Rank
de Dominancia. Na sequéncia, os indicadores de qualidade foram calculados® e a normalidade
dos dados foi testada. Os dados ndo apresentam distribui¢do normal, portando os testes nao
paramétricos foram aplicados (Kruskal-Wallis e Friedman). Também foram gerados os graficos

das funcdes empiricas de conquista de algumas instancias biobjetivo.

Salienta-se que o tempo computacional foi fixado para que os algoritmos tenham
tempo computacional compativel. Isto foi necessdrio devido a maior flutuagdo no tempo de
execucdo dos algoritmos no mPQA, o que fazia com que os tempos computacionais dos dife-

rentes algoritmos ndo fossem estatisticamente equivalentes.

7.2.1 RESULTADOS PARA O PRIMEIRO CONJUNTO DE INSTANCIAS - KNOWLES &
CORNE

Sdo apresentados nesta subsecdo os resultados para o primeiro conjunto de instincias

do mPQA. Este conjunto é composto por vinte e uma instancias conforme descrito no Capitulo

%0s indicadores sdo calculados para todas as instancias, independente do resultado do Rank de Dominéncia.
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A Tabela 15 apresenta os p-valores para o teste Mann-Whitney rank sum sobre os ranks
de dominancia dos algoritmos neste conjunto de instancias. Na comparagdo do algoritmo A x B,
o p-valor inferior a 0,05 indica que o algoritmo A domina o algoritmo B com confiabilidade de
95% e o p-valor superior a 0,95 indica que o algoritmo B domina o algoritmo A com a mesma
confiabilidade. De acordo com a tabela pode-se observar que 0 MOEA/D domina o algoritmo
NSGA-II na maioria das instancias, com exce¢do das instancias KC10-2fl-3uni , KC30-31l-
Irl , KC30-3l-1uni , KC30-3l-3rl e KC30-3fl-3uni nas quais o teste de rank de dominancia
¢ inconclusivo (p-valores maiores que 0,05 e menores que 0,95). Os ranks de dominancia do
MOTA/D x MOEA/D mostram-se conclusivos apenas para seis instancias deste primeiro grupo,
0 que torna a comparagao dos algoritmos através dos indicadores indispensdvel. A comparagdo
entre 0 MOTA/D e o NSGA-II através do Rank de Dominincia mostra que o MOTA/D domina
0 NSGA-II na maioria das instincias. Ao se comparar o algoritmo NSTA com o MOEA/D
e o0 MOTA/D observa-se que eles sdo ndo-dominados entre si na maioria das instincias, com
excecdo das instancias KC20-2f1-2rl , KC20-211-5r1 e KC20-211-5r1 . J& ao comparar-se o NSTA

com o NSGA-II percebe-se que o NSTA € o algoritmo dominante na maioria das instincias.

Tabela 15: Knowles & Corne: p-valores do teste Mann-Whitney

rank sum sobre o Rank de Dominancia

MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X
NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA

KC10-2-1r1 | 3.11x10713 | 7.48x10~ !4 0.50 0.50 2.68x10710 0.50
KC10-2fl-1uni | 3.24x10~13 | 2.92x10~13 0.50 0.50 3.24x10° 13 0.50
KC10-261-2r1 | 5.12x10~13 | 5.12x10°13 0.50 0.50 5.12x10°13 0.50
KC10-2f1-3r1 | 1.83x10~13 | 2.16x10~ 13 0.50 0.50 1.83x10°13 0.50
KC10-2f1-3uni 0.50 0.50 0.50 0.50 0.50 0.50
KC10-2f1-4rl | 2.53x10~13 | 2.53x10°13 0.50 0.50 5.40x10° 13 0.50
KC10-211-5r1 3.50x10°8 | 6.14x10°8 0.50 0.50 6.72x107° 0.50
KC20-21-1r1 | 4.75x10~13 | 4.75x10~13 | 5.29x1073 0.50 4.92x10°13 0.50
KC20-2fl-1uni | 2.42x10~ 12 | 4.83x10~13 | 5.91x10°8 1.00 2.12x107 12 0.50
KC20-261-2r1 | 5.27x10713 | 5.27x10°13 0.08 3.91x10°2 | 5.27x10713 | 6.95x1075
KC20-2f-2uni | 1.09x10~ " | 2.15x107'2 | 1.15x10°° 1.00 3.90x10 12 0.19
KC20-211-3r1 | 7.79x10~13 | 5.43x10~13 | 3.90x102 0.84 5.49x10°13 0.50
KC20-2f-3uni | 6.11x10~% | 9.10x10~ ! 0.50 0.50 6.52x10* 0.50
KC20-2f1-4r1 | 8.43x10~13 | 3.08x10~ 13 | 3.91x102 0.07 4.45x10°13 | 3.91x102

Continua na Préxima Pagina. . .
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Tabela 15 — Continuagdo

KC20-2f1-5r1 | 2.30x107'2 | 4.40x10 13 0.19 2.79x1072 | 5.46x10713 | 2.68x1073
KC30-3fl-1rl 0.50 0.50 0.50 0.50 0.50 0.50
KC30-3fl-1uni 0.16 7.64x10~ 12 0.50 0.50 0.16 0.50
KC30-3fl-2r1 | 1.05x107% | 4.22x1077 0.50 0.50 1.05x10°6 0.50
KC30-3fl-2uni | 7.48x10~'% | 7.48x10"'* | 4.22x1077 0.92 7.48x10~ 14 0.50
KC30-3fl-3rl 0.50 0.50 0.50 0.50 0.50 0.50
KC30-3f-3uni 0.16 3.91x1072 0.50 0.50 0.16 0.50

A seguir sao apresentados os resultados dos testes MS_Friedman Kruskal-Wallis para
os indicadores de qualidade. Para uma andlise detalhada sobre o comportamento dos algoritmos
em cada uma das instincias deste grupo aplica-se o teste Kruskal-Wallis. As Tabelas B.13, B.14
e B.15 no Apéndice A mostram os p-valores do teste Kruskal-Wallis para os trés indicadores
utilizados. Os resultados mostram que 0 MOTA/D € superior ao NSGA-II em todas as instancias
de acordo com o hipervolume, o €-Undrio e o R;. De acordo com os trés indicadores, em
comparagdo com o0 MOEA/D, o MOTA/D ainda obtém desempenho estatisticamente superior
para a maioria das instancias. O MOTA/D também € superior ao NSTA em todas as instancias
menos nas KC10-2f1-2uni e KC20-21-2uni . Quando sdo comparados o NSGA-II e o MOEA/D,
o ultimo apresenta melhor desempenho em todos os testes, de acordo com os trés indicadores
de qualidade. J4 na comparagdo entre 0 MOEA/D e o NSTA, observa-se que o primeiro €
melhor em quase todas as instancias, exceto na KC10-2fl-2uni e KC20-2f1-2uni - onde o NSTA
€ superior. O NSTA € melhor que o NSGA-II em quase todas as instancias, sendo igual na
KC30-3f1-2rl e inferior na KC30-311-1rl e KC30-3f1-311 .

Em uma andlise da classe de instancias como um todo a Tabela 16 mostra a média
dos ranks dos algoritmos em todas as instancias deste grupo para os indicadores Hipervolume,
€-Unirio e R,. O p-valor para o teste MS_Friedman foi igual a zero para todos os indicadores,
mostrando que existe diferenca significativa entre os algoritmos. A diferenca critica da média
dos ranks, de acordo com o teste post hoc, € de 5,03 com 95% de confianca. Entdo, de acordo
com o teste aplicado pode-se concluir que ha diferenca estatistica entre todos os pares de algorit-
mos. O MOTA/D funciona significativamente melhor que os demais algoritmos de acordo com
todos os indicadores, 0 MOEA/D obtém o segundo melhor desempenho. Para este conjunto de
instancias o0 NSTA ¢é o terceiro melhor algoritmo enquanto o NSGA-II € o pior algoritmo em

termos das aproximacoes da fronteira de Pareto encontradas.



Tabela 16: Resultados do MS_Friedman para o conjunto

Knowles & Corne - O primeiro valor em cada célula repre-

senta a média dos ranks enquanto o ndmero entre parénteses

representa a ordem relativa dos algoritmos.

MOTA/D | MOEA/D NSTA | NSGA-II
Hipervolume | 25,31 (1) | 38,49 (2) | 76,22 (3) | 101,97 (4)
&-Undrio 26,67 (1) | 39,10(2) | 74,90 (3) | 101,31 (4)
Ry 26,11 (1) | 37,34 (2) | 76,58 (3) | 101,95 (4)
Tempo Médio 109,33 109,33 109,33 109,33

Os tempos de execucdo de todos os algoritmos foram fixados em 10 segundos para as
instancias de tamanho 10, 60 segundos para as instancias de tamanho 20, respectivamente, e
250 segundos para as instancias de tamanho 30. A ultima linha da Tabela 16 mostra o tempo

médio dos algoritmos em todas as instancias deste grupo.

Tabela 17: Nimero de Pontos para as 30 execucdes das ins-

tancias consideradas na Figura 46- Knowles & Corne.

KC10 | KC10 | KC20 | KC20 | KC30 | KC30

2f1-1r1 | 2fl-Tuni | 2fl-1uni | 2f1-31] | 3fl-1uni | 3f1-3r]
MOEA/D | 58 54 13 219 983 2271
MOTA/D 48 13 55 131 922 3299
NSGA-II 15 12 14 15 496 1044
NSTA 45 9 37 58 362 945

A Figura 46 representa graficamente o comportamento dos algoritmos para instan-
cias do primeiro grupo com 10, 20 e 30 facilidades/localidades. Para instancias de tamanho
10 (Figura 46-a)), pode-se observar a similaridade entre os comportamentos do MOTA/D, do
MOEA/D e do NSTA e a distancia da curva do NSGA-II para curva encontrada pelo MOTA/D
e pelo MOEA/D. Para as instancias de tamanho 20 (Figura 46-b)), a supremacia no MOTA/D
apresenta-se mais evidente e o desempenho inferior do NSGA-II se mantém. Para as instancias
tridimensionais (30 facilidades e 3 objetivos - Figura 46-c)) pode-se observar que a nuvem de
pontos obtida pelo MOTA/D € maior que a obtida pelos demais algoritmos, além disso a super-
ficie do MOTA/D esté abaixo da superficie obtida pelo NSGA-II, pelo MOEA/D e pelo NSTA.

A Tabela 17 contém o nimero de pontos encontrados pelos algoritmos na Figura 46. A tabela



164

TS KC10-21-1r.dat T KC10-2f-Tuni dat
B5- 24- .
L} O  MOEAD ©  MOEAD
¥ *  NSGA-I ° *  NSGA-II
ok L MOTAD 235+ % + MOTAD
e, NSTA - NSTA
® | s
55+ g, 2 * *®
*
*
4 + N 225 *
5+ F a *
& * 23+
o 4B EQ o
g & 8 2150
= 4 (] [y @
-] L @
@ 21 @
@
35 ?
%a 206+
at & ® . e R
L og
25+ .ﬂ (-]
D o 185+ ?
e B g @ 9g
15 2 25 a a5 4 45 5 55 [ 18 18 2 21 22 23 24 25
Fluxe 1 it Fluxo 1 e
a) Instancias com 10 facilidades/localidades
st @ KC20-21-1unidat w10t KC20-211-3rl dat
LN ©  MOEAD
2 % NSGA-I
* 4+ MOTAD
NETA
* *
10 oy ¥
2]
95F
o o
R E
H g
BS}
ol
.
085 09 0.85 1 105 11 1.15 1 12 14 18 18 2 22 24 28
Fluxo 1 i Fluxo 1 wd
b) Instancias com 20 facilidades/localidades
KCA0-2f-1 uni dat KC30-3f-3rl dat
O MOEAD O MOEAD
# NSGA-Il # NSGAHI
. + MOTAD . + MOTAD
211 : NSTA 210 . NSTA
23 L . 24
: 22
22
2
21 18
o + o 18
2
i B
1.8 1.2
1
18
08
0.6
16

25 x10

Fluxo 2 04 15

Fluxe 2 18 19

Fluxo 1 Fluxo 1

¢) Instincias com 30 facilidades/localidades

Figura 46: Aproximacoes da Fronteira de Pareto Tipicas para Instincias de Knowles & Corne



165

mostra que 0 MOTA/D e o MOEA/D encontram a maior quantidade de pontos.

As Figuras 47, 48 e 49 apresentam a diferenca entre MOTA/D e os demais algoritmos
utilizando fun¢des empiricas de conquista para algumas instancias de Knowles & Corne. Na
instancia KC10-2fl-1r] (Figura 47) tem-se que o MOTA/D ¢ superior ao NSTA nos extremos
dos objetivos e inferior no meio da curva, € inferior ao MOEA/D nos extremos das fungdes
objetivo e em algumas regides do meio da curva e é superior a0 NSGA-II em praticamente
toda a curva. Para a instancia KC10-2l-1uni (Figura 48) observam-se diferencas considerdveis
apenas entre 0 MOTA/D e o NSGA-II, sendo o MOTA/D superior em partes da fronteira. Na
instancia KC20-2fl-1rl (Figura 49) percebe-se o dominio do MOTA/D frente ao MOEA/D e
ao NSGA-II em praticamente toda a curva. J4 na comparagdo com o NSTA, percebe-se que o
MOTA/D ¢€ superior nos extremos das funcdes objetivo, enquanto o NSTA € superior no meio

da curva.

7.2.2 RESULTADOS PARA O SEGUNDO CONJUNTO DE INSTANCIAS - PAQUETE &
STUTZLE

Sao apresentados nesta subsecdo os resultados para o segundo conjunto de instancias
do mPQA. Este conjunto € composto por cento e trinta e duas instancias conforme descrito no

Capitulo 6.

A Tabela 18 apresenta os p-valores para o teste Mann-Whitney rank sum sobre os ranks
de dominancia dos algoritmos neste conjunto de instancias. Na comparagdo do algoritmo A x B,
o p-valor inferior a 0,05 indica que o algoritmo A domina o algoritmo B com confiabilidade de
95% e o p-valor superior a 0,95 indica que o algoritmo B domina o algoritmo A com a mesma
confiabilidade. De acordo com a tabela pode-se observar que 0 MOTA/D domina o algoritmo
NSGA-II em todas instancias. Os ranks de dominancia do MOTA/D x MOEA/D mostram-se
inconclusivos para vinte e trés instancias deste segundo grupo, o MOEA/D domina o MOTA/D
apenas em uma instancia (qapStr.25.n75.2) nas demais instancias o algoritmo MOTA/D domina
0 MOEA/D. A comparacio entre 0o MOEA/D e o NSGA-II através do Rank de Dominancia
mostra que 0 MOEA/D domina o NSGA-II na maioria das instancias, sendo inconclusivo ape-
nas para a instancia qapStr.25.0.3 . O MOTA/D domina o NSTA na maioria das instancias,
principalmente para as instincias maiores, € ndo é dominado em nenhuma das instancias. O
NSTA domina o MOEA/D em trinta e sete instancias, enquanto o MOEA/D domina o NSTA
em seis instancias. Ao comparar-se 0 NSGA-II com o NSTA, observa-se que o segundo domina

o primeiro em todas as instancias, com exce¢do da gapUni.25.n75.2 .
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Tabela 18: Paquete & Stiitzle: p-valores do teste Mann-Whitney

rank sum sobre o Rank de Dominancia
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MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X
NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
qapStr.25.0.1 2.38x10712 | 5.58x10~13 | 1.03x10~2 0.96 5.59x10~13 0.50
qapStr.25.0.2 3.19x107'2 | 5.59x10~"3 | 2.01x102 0.98 6.02x10~6 0.50
qapStr.25.0.3 0.21 5.57x107 13 | 1.12x1077 | 9.99x107> | 5.20x10~% | 5.29x103
qapStr.25.n75.1 | 7.91x10~"3 | 5.46x10~ "3 0.16 0.84 4.91x10~13 0.50
qapStr.25.n75.2 | 5.01x10'% | 5.39x10~ 13 1.00 6.01x1078 | 1.63x1077 0.50
qapStr.25.n75.3 | 2.39x107'%2 | 3.50x10""3 | 1.04x1072 | 2.95x1072 | 7.36x10~13 | 1.35x107°
qapStr.25.p75.1 | 7.03x10~"3 | 4.71x10~ 13 0.08 0.27 4.93x10° 13 0.16
qapStr.25.p75.2 | 6.65x10713 | 4.65x10~ 13 0.16 1.33x10~7 | 9.18x10~13 | 7.90x10~°
qapStr.25.p75.3 | 9.54x1013 | 1.25x10~ 2 0.63 4.63x1077 | 7.05x10713 | 3.76x10~7
qapUni.25.0.1 6.61x10~13 | 4.59x1013 | 8.04x10~° 0.84 5.25x10~ 13 0.50
qapUni.25.0.2 | 9.97x10~13 | 3.87x10""3 | 6.14x1078 1.00 4.91x10~13 0.50
qapUni.25.0.3 1.10x107'2 | 5.21x10713 | 1.64x10~7 1.00 5.64x10~ 13 0.50
qapUni.25.0.4 | 2.86x107'% | 5.13x10~13 | 2.93x10~1° 0.99 5.27x10713 0.50
qapUni.25.0.5 3.49x10712 | 5.09x10713 | 6.20x1078 1.00 5.18x10°13 0.50
qapUni.25.n25.1 | 3.24x10~!% | 4.43x10~13 | 1.63x10~7 0.84 2.72x107° 0.50
qapUni.25.n25.2 | 4.71x10 12 | 3.81x1013 | 2.25x1078 0.92 2.14x10~ "2 0.50
qapUni.25.n25.3 | 5.60x10713 | 5.04x10~'3 | 6.14x10~8 0.50 2.95x10710 0.50
qapUni.25.n25.4 | 5.67x10~13 | 5.10x107'3 | 8.03x10~° 0.50 2.92x10710 0.50
qapUni.25.n25.5 | 1.48x10~'%2 | 5.13x10~13 | 1.63x1077 0.96 9.22x1010 0.50
qapUni.25.n50.1 | 1.03x10~!2 | 4.90x10~'3 | 4.03x10~7 0.84 4.08x10~7 0.50
qapUni.25.n50.2 | 2.13x10~'% | 4.50x10~"% | 1.33x1073 0.50 1.40x1073 0.50
qapUni.25.n50.3 | 8.46x10713 | 3.89x10~ '3 | 1.49x10~* 0.84 3.15x107° 0.50
qapUni.25.n50.4 | 2.15x107'% | 5.35x10~"3 | 1.33x1073 0.50 1.62x10~7 0.50
qapUni.25.n50.5 | 9.03x10~!" | 5.38x10~13 | 1.59x10~7 0.50 8.36x10~10 0.50
qapUni.25.n75.1 | 8.92x10~'% | 2.72x10~!"! 0.50 0.50 1.46x10~* 0.50
qapUni.25.n75.2 | 2.23x1078 | 2.70x10~!! 0.50 0.50 0.16 0.50
qapUni.25.n75.3 | 2.20x1078 | 2.10x10~ ! 0.50 0.50 3.12x107* 0.50
qapUni.25.n75.4 | 5.71x107° | 9.07x10~!! 0.50 0.50 3.90x1072 0.50
qapUni.25.n75.5 | 4.99x107> | 2.12x10~'2 0.16 0.84 2.00x1072 0.50
qapUni.25.p25.1 | 1.81x10~'% | 5.22x10~"3 | 9.19x10~'° 1.00 7.43x10713 | 2.01x1072
qapUni.25.p25.2 | 5.54x10'% | 5.21x10"% | 9.19x10~'° 1.00 5.21x107 13 0.08

Continua na Préxima Péagina. ..
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Tabela 18 — Continuagdo

gapUni.25.p25.3
gapUni.25.p25.4
qapUni.25.p25.5
qapUni.25.p50.1
qapUni.25.p50.2
gapUni.25.p50.3
gapUni.25.p50.4
qapUni.25.p50.5
qapUni.25.p75.1
qapUni.25.p75.2
gapUni.25.p75.3
gapUni.25.p75.5
qapUni.50.0.1

qapUni.50.0.2

gapUni.50.0.3

gapUni.50.0.4

qapUni.50.0.5

qapUni.50.n25.1
qapUni.50.n25.2
gapUni.50.n25.3
gapUni.50.n25.4
qapUni.50.n25.5
qapUni.50.n50.1
gapUni.50.n50.2
gapUni.50.n50.3
gapUni.50.n50.4
qapUni.50.n50.5
qapUni.50.n75.1
qapUni.50.n75.2
gapUni.50.n75.3
qapUni.50.n75.4
qapUni.50.n75.5
qapUni.50.p25.1
gqapUni.50.p25.2
gapUni.50.p25.3
qapUni.50.p25.4

1.78x10 12
5.68x10~12
7.36x10712
7.35x10712
8.70x10~ 12
8.97x10~ 1
7.31x10~12
2.67x10712
7.44x10712
1.15x10~ !
9.55x10~12
1.15x10~!"!
5.40x10°13
5.60x10~13
5.13x10° 13
1.09x1012
1.89x10~ 2
5.66x10~13
8.01x10 13
3.25x10712
2.13x10~12
1.48x10~ 2
9.08x10~ !
2.92x10710
7.44x10712
7.65x10~12
5.54x10°13
1.61x10~7
2.54x107°
2.56x107°
2.62x107°
1.40x107
2.88x10712
2.79x10~12
4.67x10~12
2.84x107 12

5.05x10° 13
6.69x10~ 13
7.33x10°13
7.72x10~13
4.19x10~'2
3.68x10~12
1.74x10712
1.37x10~ 2
1.34x10~ !
1.20x10~ 1
8.08x10~ 12
1.14x10~ !
5.40x10°13
5.48x10~13
5.10x10~ 13
5.26x107 13
5.47x10713
5.22x10713
4.93x10~ 13
5.34x107 13
5.30x107 13
5.49x10~13
5.25x10713
4.16x107 13
5.26x107 13
4.12x10°13
4.44x10°13
5.56x10713
5.56x10713
5.63x107 13
5.64x10°13
5.55x10~13
5.32x10°13
5.27x10713
5.24x10713
5.24x10°13

2.27x1078
5.90x10~°
1.97x10~8
1.81x1078
4.74x1073
3.05x1078
8.53x1010
1.46x10°6
0.26
0.10
2.03x1072
0.09
7.20x10~12
9.03x1010
2.76x10~1°
6.53x10~12
2.72x107°
7.43x10~12
5.65x10~13
9.13x10~!!
2.71x10~ 1
9.04x10~ !
2.93x1010
7.62x10~12
9.09x10~ !
2.67x10~ 1!
2.93x1010
0.16
0.16
0.50
0.50
0.50
6.54x10~12
5.82x1078
2.70x107°
7.70x10~ 1!

1.00
1.00
1.00
1.00
1.00
1.00
1.00
1.00
0.74
0.90
0.88
091
0.50
0.50
0.50
0.92
0.79
0.50
0.84
0.84
0.50
0.96
0.50
0.50
0.50
0.50
0.50
0.50
0.50
0.50
0.50
0.50
1.00
1.00
1.00
0.97

5.05x10° 13
6.69x10~ 13
5.14x10°13
4.23x10712
6.36x10~12
4.95x10~12
3.35x10712
4.34x107 12
1.30x10~ !
1.22x107 !
1.20x10~ 1!
1.18x10~!!
5.69x10~13
2.15x10712
6.64x10~12
5.59x107 13
5.00x10~ !
2.79x1010
6.16x10~8
8.95x10~1°
2.01x10~12
2.65x10~ 1!
7.86x10~°
1.04x10°6
2.80x10~1°
1.04x107°
2.94x1077
1.49x10~*
5.92x107°
1.39x1073
1.49x10~4
1.21x10~*
5.32x10713
1.03x10712
7.46x10713
3.44x107 12

0.50
0.51
0.50
5.02x1077
8.36x10~*
4.24x1073
9.12x10~*
3.66x1073
0.26
4.66x1072
4.16x1074
1.76x10~2
2.03x10~12
2.51x10710
1.65x10~ 13
8.37x10°10
2.07x10~12
1.98x10~ 1
1.88x10~8
2.43x107°
6.69x1073
3.91x1072
0.50
0.08
0.16
3.02x10~4
0.16
0.50
0.50
0.50
0.50
0.50
5.35x10°13
5.35x107 13
7.59x10~12
5.59x10~13

Continua na Préxima Pagina. ..
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qapUni.50.p25.5
gapUni.50.p50.1
qapUni.50.p50.2
qapUni.50.p50.3
qapUni.50.p50.4
gapUni.50.p50.5
gapUni.50.p75.1
qapUni.50.p75.2
qapUni.50.p75.5
gqapUni.75.0.1

gapUni.75.0.2

gapUni.75.0.3

qapUni.75.0.4

qapUni.75.0.5

gapUni.75.n25.1
gapUni.75.n25.2
qapUni.75.n25.3
gqapUni.75.n25.4
gqapUni.75.n25.5
gapUni.75.n50.1
gapUni.75.n50.2
qapUni.75.n50.3
gqapUni.75.n50.4
gapUni.75.n50.5
gapUni.75.n75.1
gapUni.75.n75.2
qapUni.75.n75.3
qapUni.75.n75.4
gapUni.75.n75.5
gapUni.75.p25.1
qapUni.75.p25.2
qapUni.75.p25.3
qapUni.75.p25.4
gapUni.75.p25.5
gapUni.75.p50.1
qapUni.75.p50.2

5.54x107 12
9.99x10~ 12
5.48x10~12
6.99x10~ 12
6.60x10~12
4.61x10~12
1.17x10~ !
9.02x10~ 12
9.67x10~ 12
1.45x10712
4.62x10~13
6.43x10°13
5.09x10~13
5.52x10713
5.65x10° 13
2.15x10~12
5.53x10°13
5.59x10~13
5.64x10~ 13
2.64x107 !
5.63x10713
2.05x10712
2.68x10~ 1!
7.74x10~12
3.16x107
8.89x10 !
8.70x10~!!
2.22x1078
8.97x10°1°
2.39x10~12
1.43x10~ 12
9.52x10°13
1.09x10~ 12
2.30x10~"2
7.31x10~12
9.24x10~ 12

5.33x107 13
3.40x10~ 12
5.26x10713
4.64x10~12
2.96x10~ 12
2.69x10~12
1.33x10~ !
1.28x10~!1
1.32x10~ 1
5.54x10713
4.62x10~13
4.50x10~13
5.09x10~13
5.52x10713
5.46x10~ 13
5.35x107 13
5.08x10~13
5.32x10°13
5.02x10~13
4.95x107 13
5.20x107 13
4.71x10~13
4.71x10~13
5.31x10713
4.96x10 13
5.50x10~13
5.40x10°13
5.40x10~13
5.56x10713
5.52x10713
5.46x10713
4.83x10°13
5.58x107 13
5.29x107 13
1.08x10~ 12
1.31x10~ 12

2.25x1078
2.62x107°
2.26x107°
1.83x10°¢
1.47x1076
4.00x10~7
2.10x1072
3.61x1072
8.73x103
6.10x10~ 1!
6.73x107°
7.22x10710
5.83x10°10
1.50x10~10
9.10x10 10
2.83x1071°
2.66x107 !
7.49x10~12
2.07x10712
2.94x10710
7.71x10~12
2.70x10~ !
2.09x10~ 12
7.54x107 12
0.16
0.16
0.08
0.08
0.16
6.78x10~10
1.50x10~10
9.79x10~ !
1.63x107°
1.78x107°
3.27x1077
6.18x10~°

0.89
1.00
1.00
1.00
1.00
1.00
1.00
0.90
1.00
0.97
0.50
0.84
0.16
0.50
0.50
0.50
0.50
2.59x1072
0.50
0.50
0.50
0.50
0.50
0.50
0.50
0.50
0.50
0.50
0.50
0.13
0.80
0.30
0.06
0.80
1.00
1.00

2.32x10712
5.68x10~12
4.10x10~ 12
3.95x10~12
7.62x10~12
5.26x10~12
1.74x10~ 4
1.24x10~ 1
1.24x10~1
0.00x10°
2.10x10~12
7.73x10~12
3.43x10712
2.70x10~ !
9.10x10 10
2.84x10°10
0.00x10°
1.32x10~ 1
2.23x1078
2.21x1078
8.75x1010
5.97x1078
5.97x1078
2.72x107°
5.28x1073
8.15x1010
5.58x1078
2.45x107°
6.94x107°
4.32x10712
2.52x107 14
1.28x10~ 12
7.79x10~13
1.39x10712
1.00x10~ !
1.03x10~ !

4.85x10~ 13
3.97x10 1!
2.10x10~12
1.05x10~ 1
3.18x107 12
1.71x10~ 1
1.93x10~13
6.68x10~ 11
1.74x10~ 1
2.00x107 1
2.04x10712
5.47x10~13
5.36x10~13
5.48x10~13
8.69x10~!!
1.80x10712
2.33x107 14
3.73x107 14
5.50x10~ 13
1.33x1077
1.33x1077
1.23x107
0.50
3.09x10~*
0.50
0.50
0.50
0.50
0.50
5.65x107 13
8.69x10 !4
5.56x10~13
2.62x10713
5.50x10713
1.10x10~ 12
1.48x10~ 12

Continua na Préxima Pégina. . .
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Tabela 18 — Continuagdo

gqapUni.75.p50.3
gapUni.75.p50.4
qapUni.75.p50.5
qapUni.75.p75.2
qapUni.75.p75.3

1.06x10~'!
9.49x10~12
6.52x10712
1.17x10~ !
9.72x10~ 1
1.17x10~ !

1.05x10~ 12
2.33x10~12
1.06x10~ "2
1.15x10~11
1.30x10~'!
1.33x10~ !

1.00x10~°
2.40x107
1.05x10~8
2.02x1074
0.50
2.81x1073

1.00
0.98
1.00
1.00
0.50
1.00

1.40x10~12
1.09x10~ !
9.36x10~12
1.35x10 11
1.33x10~!!
1.35x10~ !

2.27x10713
2.40x10~12
1.10x10~ 12
1.14x10~ 1
1.32x10~ !
1.32x10° 1

qapUni.75.p75.4

Na sequéncia serdo apresentados os resultados dos testes Kruskal-Wallis e MS_Friedman sobre
os indicadores de qualidade considerados. Para uma andlise mais detalhada sobre o comportamento dos
algoritmos em cada uma das instincias deste grupo foi aplicado o teste Kruskal-Wallis. As Tabelas
B.16,B.17 e B.18 no Apéndice A mostram os p-valores do teste Kruskal-Wallis para os trés indicadores
utilizados. Os resultados mostram que todos os algoritmos foram melhores que o NSGA-II em todas as
instancias. De acordo com os trés indicadores, em comparacao com o MOEA/D o MOTA/D ainda obtém
desempenho estatisticamente superior para a maioria das instancias. Quando sdo comparados o NSTA
e o MOTA/D, o tltimo apresenta melhor desempenho em quase todos os testes, de acordo com os trés
indicadores de qualidade. Ao comparar-se 0 MOEA/D e o NSTA, o primeiro é superior na maioria das

instancias, para os trés indicadores de qualidade.

A Tabela 19 mostra a média dos ranks dos algoritmos nas instincias deste grupo para os indi-
cadores Hipervolume, €-Undrio e R;. O p-valor para o teste MS_Friedman foi igual a zero para todos
os indicadores, demonstrando que existe diferenca significativa entre os algoritmos. A diferenca critica
da média dos ranks, de acordo com o teste post hoc, € de 2,18 com 95% de confianga. Entdo, de acordo
com o teste aplicado pode-se concluir que hé diferenga estatistica entre todos os pares de algoritmos.
O MOTA/D funciona significativamente melhor que os demais algoritmos de acordo com todos os in-
dicadores, 0o MOEA/D obtém o segund melhor desempenho, seguido pelo NSTA. Para este conjunto de

instancias o0 NSGA-II, assim como para o primeiro conjunto de instancias, representa o pior algoritmo.

Tabela 19: Resultados do MS_Friedman para o conjunto Paquete
& Stiitzle - O primeiro valor em cada célula representa a média
dos ranks enquanto o ndmero entre parénteses representa a ordem

relativa dos algoritmos.

MOTA/D | MOEA/D NSTA | NSGA-II
Hipervolume 23,14 (1) | 45,80 (2) | 68,54 (3) | 105,50 (4)
e-Undrio 23,35(1) | 44,63 (2) | 67,51 (3) | 105,50 (4)
R 23,17 (1) | 44,86 (2) | 68,45 (3) | 105,50 (4)
Tempo de Execucao (s) 416,66 416,66 416,66 416,66
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Para as instancias de tamanho 25 o tempo de execucdo dos algoritmos foi igual a 60
segundos, para as instancias de tamanho 50 o tempo de execugdo foi igual a 360 e para as ins-
tancias de tamanho 65 o tempo computacional foi igual 830 segundos. Portanto, o tempo médio
de execugao dos algoritmos neste grupo de instancias do mPQA ¢ igual a 416,66 conforme
apresentado na ultima linha da Tabela 16. O Apéndice B ndo apresenta uma tabela especifica
para esta classe de instancias pois os tempos computacionais foram previamente fixados (nos
valores supracitados) para cada um dos algoritmos o que garante que os tempos computacionais

sdo equivalentes.

Tabela 20: Nimero de Pontos para as 30 execucdes das ins-

tancias consideradas na Figura 50- Paquete & Stiitzle.

qapStr. | qapUni | qapUni | qapUni | gapUni | qapUni
25.0.1 | 25.n75.1 | 50.0.2 | 50.n25.1 | 75.0.3 | 75.n50.1

MOEA/D | 251 288 137 187 199 466
MOTA/D | 328 204 88 126 88 226
NSGA-II 6 80 12 16 14 60
NSTA 62 100 29 29 15 46

As Figuras 51, 52 e 53 apresentam a diferenca entre MOTA/D e os demais algoritmos
utilizando fun¢des empiricas de conquista para algumas instancias de Paquete & Stiitzle. Para
a instancia qapStr.25.0.1, observa-se que o0 MOTA/D € superior ao NSTA e ao NSGA-II em
praticamente toda a fronteira. J4 na comparagdo com o MOEA/D, o MOTA/D € superior no
meio da curva e no objetivo associado a primeira matriz de fluxos enquanto o MOEA/D ¢é
melhor no objetivo associado a segunda matriz de fluxos. Na instdncia qapUni.50.n25.2, nota-
se que 0 MOTA/D € superior aos demais algoritmos em quase toda a curva, sendo que o NSTA ¢é
superior em uma pequena parte do meio da curva. Para a instancia qapUni.75.p75.3 tem-se que
0 MOTA/D ¢€ superior aos demais algoritmos no meio da curva, nao sendo inferior em nenhuma

regido.

A Figura 50, representa graficamente o comportamento dos algoritmos para instan-
cias do segundo grupo com 25, 50 e 75 facilidades/localidades. Para instancias de tamanho 25
(Figura 50-a)), pode-se perceber que a curva encontrada pelo MOTA/D estd mais abaixo daque-
las encontradas pelo MOEA/D, NSTA e NSGA-II, sendo que este ultimo possui uma curva
muito acima dos demais. Para as instancias de tamanho 50 e 75 (Figura 50-b e c), respectiva-
mente, a supremacia no MOTA/D apresenta-se mais evidente e o desempenho ruim do NSGA-II

se mantém. Além disso, nestas instancias, percebe-se que a curva do NSTA localiza-se entre



174

ry qapStr.25.0.1 dat e qapUni 25,751 dat
14X 165-
* MCEAD
NSGA-II
. 181 MOTAD
12t R NSTA
*
*o 155
10} 15
e 145)
A
o % o
H 8 1ar
S i
- @
135+
o
I ' 13
4 o
IX..‘ 1.25}
2t % +
* oy "
++ 12F L8
vog
%,
ol . . . . . ) | . . . )
0 2 4 [ B 10 12 14 14 15 18 17 18
Fluxa 1 <10 Fluxo 1 i
a) Instancias com 25 facilidades/localidades
A GapUni 50.0.2 dat A qaplni 50.n25.1 dat
L (112
* O MCEAD MCEAD
* -y *  NSGA-II NSGA-I
LR + MOTAD MOTAD
B4- NETA BB NSTA
a
82t 84
+ %
1
Br B2~
o o
2 2
a a
c N
58- B
56+ % 58-
Hips
P
g, % g
H
54r o, Mgy, o 56
g *‘4- + +
5ol . . . . . . ) sal PR
53 5.4 55 58 57 58 5@ B 6.1 62 8.3 5. E 6.8
Fluxo 1 210 Fluxa 1 x10*
b) Instancias com 50 facilidades/localidades
T RpUni75.03.st i qapUni.75.050.1 dat
150 155+
"‘ O MOEAD 0 MCEAD
#  NSGA-I *  NSGA-I
* A + MOTAD + MOTAD
NETA 15- NSTA
145} k3
f
145+
14F
14-
~ ~
LS E
I I
135+
13r
13
C@o DRy,
125+
t + 125+
1ol . . . . . . ) 1ol . . . . . )
122 1.24 126 128 13 132 134 136 138 14 12 125 12 135 14 145 15 1.55
Fluxo 1 o Fluxo 1 ey

Figura 50:

¢) Instancias com 75 facilidades/localidades

Aproximacoes da Fronteira de Pareto Tipicas para Instancias de Paquete & Stiitzle



175

g ]
E e
& = (oA, 10 4
- M [05,08) -

B [0.4,08)

o= [0.2,04)
@ =3 [o.0,02) =
Ea Ed
=z E]
F F3
& &

o o
2 g L
2 2
@ ]

@ 3
. 3
! =
Fa. H
é &

1=+08 4e+08 Te+s08 1e+09 1.3e+00
Fluxo 1
MOTAD NSTA
a) Comparagdo entre 0o MOTA/D e o NSTA para a Instancia: qapStr.25.0.1
Fluxo 1
Te+08 1=+02 1.3e+009
- [oa, 1.0
o - [0s, 0.5 =]
a = [0.4,05) F3
- = [o.2,0.4) -
O [oo,02)
= w
g g
& 3
= ]
Fl e
o & & e
8 8
= =
@ ]
Fa. 2
& Ed
Fa 32
a1 | el a
1=+08 “4e+08 Fer0g 1e+09 1.3e+09
Fluxo 1
MOTAD MOEAD
b) Comparagdo entre 0o MOTA/D e o MOEA/D para a Instancia: qapStr.25.0.1
Fluxo 1
1e+08 4e+08 Ta+08 1e+03 1.3e+03

= [oca, 1.0

M [o5,08)
a B [o.4.0.8) 2
# £ [02,04) &
— O [oo0,02) —
a || ]
2| 2

ou t o

| - 5

z &
! =
Fa. L g
a &

1=+08 4=+08 Fe+02 1e+09 1.3e+09
Fluxo 1

MOTAD MNSGAI
¢) Comparagao entre 0 MOTA/D e o NSGA-II para a Instincia: qapStr.25.0.1

Figura 51: Func¢des Empiricas de Conquista para a Instincia qapStr.25.0.1



176

Fluxo 1

6.32+06 6.6e+08
L L 1

] ]
3 2
4 7 =+
& =
] ]
2 2
4 &
= =
2 2
# &
o ~
5 5
T g o
g 8
F 3
a 2
] =
2 2
@ 7 &
g ]
3 2
4 7 2
3 b1
5. 4e+08 5.7e+08 Be+08 8 3e+08 6. Be+08
Fluxo 1
MOTAD NSTA
a) Comparagdo entre 0o MOTA/D e o NSTA para a Instincia: qapUni.50.n25.2
Fluxo 1
S5.4e+08 5.7e+08 Ge+0E €.3=2+06 6.62+06
- [03,1.0]
E - (05,08 =
a = [0.4,08 F]
o = (o2, 0.4) o
O [o0,0.2)
8 8
a &
= P
] =
Ea 2
& &
o o
£ E|
g . - B
e 3
] &
] =
] ]
2 2
& &
- =
] ]
2 2
5.42+06 5.7e+06 Ge+06 6.3e+08 G.6e+08
Fluxo 1
MOTAD MOEAD
b) Comparagdo entre 0o MOTA/D e o MOEA/D para a Instancia: gapUni.50.n25.2
Fluxo 1
5. 4e+08 5 7e+08 Ge+08 6.32+06 6. 62+06
g 8
3 e
& 2
8 8
2 2
w =
5 =
a &

w o
g -
E =
2 i
g | 2
] &

3 3
g | H
] &

H 3
] =
3 E

S.42+06 5.7e+06 Ga+06 B.3=+08 G.6=+08
Fluxo 1
MOTAD NSGAI

¢) Comparagao entre 0 MOTA/D e o NSGA-II para a Instancia: qapUni.50.n25.2

Figura 52: Func¢6es Empiricas de Conquista para a Instancia qapUni.50.n25.2



177

Fluxo 1

1.24e+07 1.246e+07 1.254e+07 1.26e+07
% - . [0a, 1.0] : %
z m [06,08) : =
i = (04,08 o
- [0z, 0.4) -
E;. ] [0.0,02) '§
& ]
= o
5 5
Fl E | 3
& £
o o
5 ]
2 81 - L33
il L 3 - e =
.1
5 o 5
Fa i | 3
i i &
2] ]
5 5
Fa | 3
i &
5 5
Fa | 3
& i
2 T T T T T T T T T T T T T ﬁ
1.24e+07 1.248e+07 1.254e+07 1.26e+07
Fluxo 1
MOTAD NSTA
a) Comparacao entre 0 MOTA/D e o NSTA para a Instincia: qapUni.75.p75.3
Fluxo 1
1.2552+07 1.27e+07 1.2852+07
5 ; 5
Fa : . L &
il : - &
= : - o
: - " -—
§ . B R
5 : ST HTh UM SR 5
& ] i T e - &
3 e e Do "3
| ‘- - o, : [N =
- H
5 = g
. L 2
b o
5 =]
2 2
& 3k SETOEPE OSSO PPOLTPVNE SRl j‘-\_l_l_‘ - &
& &
1.242+07 1.2556e+07 1.27a+07 1.285e+07
Fluxo 1
MOTAD MOEAD
b) Comparagdo entre 0 MOTA/D e o MOEA/D para a Instancia: qapUni.75.p75.3
Fluxo 1
1.24a+07 1.2T7a+07 1.3e+07 1.33e+07 1.36e+07
E - [oa, :
: - o L_ R
: B [0.4,0.8)
. 0 [p2,04)
5 . O (00,02 =3
EE - 3
5 i =]
£ : 7
- oo
Els : -8
z : &
5 i 5
a | - &
L] H o
vé— e ittt B S vé-
I e e LB B e p e e B o
1.245+07 1.27=+07 1.32+407 1.332+07 1.36e+07 -
Fluxo 1
MOTAD MNSGAI

¢) Comparagao entre 0o MOTA/D e o NSGA-II para a Instancia: qapUni.75.p75.3

Figura 53: Funcoes Empiricas de Conquista para a Instincia qapUni.75.p75.3
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as curvas do MOTA/D e do MOEA/D e que a curva do NSTA € pouco espalhada, ficando con-
centrada no meio da curva dos algoritmos baseados em decomposicdo. A Tabela 20 contém o
nimero de pontos encontrados pelos algoritmos na Figura 50. A tabela mostra que o MOTA/D

e 0 MOEA/D encontram a maior quantidade de pontos, seguido pelo NSTA e pelo NSGA-IL.

7.2.3 RESULTADOS PARA O TERCEIRO CONJUNTO DE INSTANCIAS - PROPOSTO

Sado apresentados nesta subsecdo os resultados para o terceiro conjunto de instancias
do mPQA. Este conjunto € composto por quarenta e duas instancias com 5, 7 € 10 objetivos

conforme descrito no inicio desta secao.

A Tabela 21 apresenta os p-valores para o teste Mann-Whitney rank sum sobre os ranks
de dominancia dos algoritmos nas instancias com 5 objetivos deste conjunto. Na comparagdo do
algoritmo A x B, o p-valor inferior a 0,05 indica que o algoritmo A domina o algoritmo B com
confiabilidade de 95% e o p-valor superior a 0,95 indica que o algoritmo B domina o algoritmo
A com a mesma confiabilidade. Esta interpretacdo vale para as demais tabelas de Rank de
Dominancia. De acordo com a Tabela 21, pode-se observar que o teste de Rank de Dominéncia
¢ inconclusivo para a maioria das instancias, com exce¢ao das instancias mqap50-5fl-p50uni e

mqap50-5f1-p75uni .

Tabela 21: Conjunto de Instincias Proposto - 5 objetivos: p-

valores do teste Mann-Whitney rank sum sobre o Rank de Domi-

nancia

MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-5f1-n25r1 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-5fl-n25uni 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-5f1-n50rl 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-5fl-n50uni 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-5fl-n75r1 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-5fl-n75uni 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-5f1-p00r] 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-5f1-p00uni 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-5fl-p25rl 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-5fl-p25uni 0,08 0,08 0,50 0,50 0,08 0,50
mqap50-5f1-p50rl 0,50 0,50 0,50 0,50 0,50 0,50

Continua na Préxima Péagina. ..
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mqap50-5f1-pSOuni
mqap50-5fl-p75rl
mqapS50-5fl-p75uni

5,48x10713
0,50
1,31x10 12

4,09x10~ 14
0,50
1,45x10~ 13

3,91x102
0,50
4,10x107

0,50
0,50
1,00

3,22x10° 13
0,50
3,69x10° 13

0,50
0,50
1,6x10~12

A seguir sdo apresentados os resultados dos testes MS_Friedman e no Apéndice A sao
apresentados os resultados do teste Kruskal-Wallis para os indicadores de qualidade considera-
dos. As Tabelas B.19, B.20 e B.21 no Apéndice A mostram os p-valores do teste Kruskal-Wallis
para os trés indicadores utilizados. Nas Tabelas B.19 e B.21 € possivel observar a superioridade
do MOTA/D sobre os demais algoritmos no hipervolume e no R,. Nestes indicadores percebe-
se que 0 MOEA/D ¢é melhor que o NSTA, que por sua vez € superior ao NSGA-II. De acordo
com o indicador &-Unario (Tabela B.20) o MOTA/D é melhor que 0o MOEA/D na maioria das
instancias e 0 NSTA € melhor que o MOEA/D. Na comparacgao entre 0 MOEA/D e o NSGA-II
percebe-se que o NSGA-II resolve melhor instancias do tipo real e com correlacdes positivas
nas matrizes de fluxos, enquanto o MOEA/D € melhor nas instincias do tipo uniforme e com
correlacOes negativas. Ou seja, 0 MOEA/D ¢€ capaz de resolver melhor os problemas com ob-
jetivos conflitantes. Comparando o MOTA/D e o NSGA-II, pode-se afirmar que o MOTA/D ¢é
melhor em instancias uniformes e com correlacdes negativas. O NSGA-II € melhor que o NSTA
para resolver instancias do tipo real-like e o NSTA € melhor que o MOTA/D para instancias com

correlagdes positivas.

A Tabela 22 mostra a média dos ranks dos algoritmos nas instancias deste grupo para os
indicadores Hipervolume, €-Undrio e Ry. O p-valor para o teste MS_Friedman foi igual a zero
para todos os indicadores, demonstrando que existe diferenca significativa entre os algoritmos.
A diferenca critica da média dos ranks, de acordo com o teste post hoc, é de 6,16 com 95% de
confianca. Entdo, de acordo com o teste aplicado pode-se concluir que hé diferenga estatistica
entre quase todos os pares de algoritmos, exceto o par NSGA-II e MOEA/D de acordo com o
e-Unério. O MOTA/D funciona significativamente melhor que os demais algoritmos de acordo
com todos os indicadores, 0 MOEA/D obtém o segundo melhor desempenho de acordo com
os indicadores hipervolume e R;, sendo que o NSTA € o segundo melhor para o &-Unario.
Para este conjunto de instancias o NSGA-II € o pior algoritmo de acordo com os indicadores
hipervolume e R;. Neste conjunto de instancias, o0 NSTA sempre comportou-se melhor que o
NSGA-IIL.
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5 objetivos, como apresentado na ultima linha da Tabela 22. O Apéndice B ndo apresenta
uma tabela especifica para estas instancias pois os tempos computacionais foram previamente
fixados (nos valores supracitados) para cada um dos algoritmos o que garante que os tempos
computacionais sdo equivalentes. Este ajuste é feito também para as demais instancias deste

grupo (7 e 10 objetivos).

junto. A Tabela 23 apresenta os p-valores para o teste Mann-Whitney rank sum sobre os ranks
de dominancia dos algoritmos nas instancias com 7 objetivos deste conjunto. De acordo com a
tabela, pode-se observar que o teste de Rank de Dominancia € inconclusivo para a maioria das

instancias, com excecdo das instancias mqapS50-7fl-n50uni , mqap50-7f1-pSOuni e mqapS50-71l-

Tabela 22: Resultados do MS_Friedman para o conjunto de

Instancias Proposto (5 objetivos) - O primeiro valor em cada

célula representa a média dos ranks enquanto o niimero entre

parénteses representa a ordem relativa dos algoritmos.

MOTA/D | MOEA/D NSTA | NSGA-II
Hipervolume 17,78 1) | 4496 (2) | 81,13 (3) | 98,11 (4)
&-Undrio 46,62 (1) | 70,34 (3.5) | 55,97 (2) | 69,05 (3.5)
Ry 17,78 (1) | 4490 (2) | 80,96 (3) | 98,35 (4)
Tempo de Execucao (s) 400 400 400 400

O tempo de execucdo dos algoritmos foi igual a 400 segundos para as instancias com

A seguir sdo apresentados os resultados para as instancias com 7 objetivos deste con-

p75uni .
Tabela 23: Conjunto de Instancias Proposto - 7 objetivos: p-
valores do teste Mann-Whitney rank sum sobre o Rank de Domi-
nancia
MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X
NSGA-II NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-7fl-n25r1 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-7fl-n25uni 0,50 0,50 0,50 0,50 0,50 0,50
mqapS50-7f1-n50rl 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-7f-n50uni | 2,68x1073 | 2,68x10~3 0,50 0,50 2,68x1073 0,50
mqapS50-7fl-n75rl 0,50 0,50 0,50 0,50 0,50 0,50

Continua na Préxima Pagina. . .
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Tabela 23 — Continuagdo

mqap50-7fl-n75uni 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-7l-p00rl 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-7fl-p00uni 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-7fl-p25rl 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-7fl-p25uni 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-7fl-p50rl 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-7fl-p50uni | 1,61x10~7 | 4,22x10~7 0,50 0,50 4,21x10~7 0,50
mqap50-7f-p75rl 0,16 0,16 0,50 0,50 0,16 0,50
mqap50-7fl-p75uni | 1,60x10~'% | 1,13x10~"3 | 5,86x10~° 1,00 7,49x1014 | 9,7x10~12

A seguir sdo apresentados os resultados dos testes MS_Friedman e no Apéndice A sdo
apresentados os resultados do teste Kruskal-Wallis para os indicadores de qualidade considera-

dos.

Para uma andlise mais detalhada sobre o comportamento dos algoritmos em cada uma
das instancias deste grupo foi aplicado o teste Kruskal-Wallis. Tabelas B.22, B.23 e B.24 no
Apéndice A mostram os p-valores do teste Kruskal-Wallis para os trés indicadores utilizados.
Nas Tabelas B.22 e B.24 € possivel observar o melhor desempenho do MOTA/D com relagio ao
demais algoritmos no hipervolume e no R,. O MOEA/D € o segundo melhor algoritmo nestes
indicadores, seguido pelo NSTA e NSGA-II. De acordo com o indicador &-Unério (Tabela
B.23) o NSTA foi melhor que os demais algoritmos. O NSGA-II é melhor que o MOTA/D e o
MOEA/D para instancias real-like e com correlacOes negativas e pior nas instancias uniformes
e com correlagdes positivas. Na comparacdo entre o MOTA/D e o MOEA/D, o MOEA/D ¢é

melhor na maioria das instincias.

A Tabela 24 mostra a média dos ranks dos algoritmos nas instancias deste grupo para os
indicadores Hipervolume, €-Undério e Ry. O p-valor para o teste MS_Friedman foi igual a zero
para todos os indicadores, demonstrando que existe diferenca significativa entre os algoritmos.
A diferenca critica da média dos ranks, de acordo com o teste post hoc, € de 6,16 com 95% de
confianca. Entdo, de acordo com o teste aplicado pode-se concluir que hé diferenca estatistica
entre quase todos os pares de algoritmos, exceto o par MOTA/D e MOEA/D de acordo com o
€-Undrio. O MOTA/D funciona significativamente melhor que os demais algoritmos de acordo
com os indicadores hipervolume e R, o MOEA/D obtém o segundo melhor desempenho de
acordo com estes indicadores, sendo o NSGA-II o pior algoritmo. Para o indicador €-Unério o
melhor algoritmo foi o NSTA. O tempo de execugdo dos algoritmos foi igual a 650 segundos

para as instancias com 7 objetivos, como apresentado na ultima linha da Tabela 24.
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Tabela 24: Resultados do MS_Friedman para o conjunto de

Instancias Proposto (7 objetivos) - O primeiro valor em cada

célula representa a média dos ranks enquanto o niimero entre

parénteses representa a ordem relativa dos algoritmos.

MOTA/D | MOEA/D NSTA | NSGA-II
Hipervolume 20,17 (1) | 49,90 (2) | 66,99 (3) | 104,93 (4)
&-Undrio 65,99 (2.5) | 60,92 (2.5) | 39,01(1) | 76,05 (4)
Ry 20,05 (1) | 45,08 (2) | 71,80(3) | 105,05(4)
Tempo de Execucao (s) 650 650 650 650

A seguir sdo apresentados os resultados para as instancias com 10 objetivos deste con-
junto. A Tabela 25 apresenta os p-valores para o teste Mann-Whitney rank sum sobre os ranks
de dominancia dos algoritmos nas instancias com 10 objetivos deste conjunto. De acordo com
a tabela, pode-se observar que o teste de Rank de Dominéncia € inconclusivo para a maioria das
instancias, com exce¢do das instancias mqap50-10fl-n25r1 , mqap50-10fl-pOOuni e mqap50-
10l-p75uni .

Tabela 25: Conjunto de Instincias Proposto - 10 objetivos: p-

valores do teste Mann-Whitney rank sum sobre o Rank de Domi-

nancia

MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II | NSGA-IT | MOEA/D | NSTA NSGA-II NSTA
mqap50-10-n25r1 | 5,46x1014 | 546x10~14 0,50 0,50 9,80x10~ '3 0,50
mqapS50-10fl-n25uni 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-10f-n50rl 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-10fl-n50uni 0,50 0,50 0,50 0,50 0,50 0,50
mqapS50-10fl-n75r1 0,50 0,50 0,50 0,50 0,50 0,50
mqapS50-10fl-n75uni 0,50 0,50 0,50 0,50 0,50 0,50
mqapS0-10f1-p00r] 0,50 0,50 0,50 0,50 7,88x10713 0,50
mgap50-10fl-p00uni | 2,00x10~2 0,50 0,50 0,50 7,88x10~ 13 0,50
mqap50-10f1-p25rl 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-10fl-p25uni 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-10fl-p50r] 0,50 0,50 0,50 0,50 0,50 0,50
mqap50-10fl-p50uni 0,50 0,50 0,50 0,50 0,50 0,50

Continua na Préxima P4gina. . .
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Tabela 25 — Continuagdo
0,50 0,50
9,63x10~'* | 9,06x10~°

0,50
9,73x10~ 13

mqapS50-10fl-p75rl
mqap50-10fl-p75uni

0,50
1,00

0,50
9,63x10~ 14

0,50
5,9x10~12

Para uma andlise instincia a instancia sobre o comportamento dos algoritmos € apli-
cado o teste Kruskal-Wallis. As Tabelas B.25, B.26 e B.27 no Apéndice A mostram os p-valores
do teste Kruskal-Wallis para os trés indicadores utilizados. O indicador hipervolume mostra
(Tabela B.25) que o NSGA-II € o pior algoritmo. O MOTA/D € superior ao NSTA na maioria
das instancias. Na comparacdo entre 0 MOTA/D e o MOEA/D, o primeiro € melhor nas ins-
tancias real-like enquanto o segundo é melhor nas instancias uniformes. O MOEA/D é melhor
que o NSTA nas instincias com correlacdes negativas e pior nas com correlacdes positivas. De
acordo com o indicador €-Undrio (Tabela B.26) o NSTA € o melhor algoritmo, o MOEA/D ¢é
superior a0 MOTA/D e o MOEA/D e o MOTA/D sao melhores que o NSGA-II em instancias
com correlagdes positivas e piores em instancias com correlagdes negativas. Para o indicador
Ry 0 MOTA/D € superior ao MOEA/D na maioria das instancias e ambos sdo melhores que os
demais algoritmos na maioria das instancias. Na comparagdo entre o NSTA e o NSGA-II, o

primeiro € superior.

A Tabela 26 mostra a média dos ranks dos algoritmos nas instancias deste grupo para os
indicadores Hipervolume, €-Undrio e Ry. O p-valor para o teste MS_Friedman foi igual a zero
para todos os indicadores, demonstrando que existe diferenca significativa entre os algoritmos.
A diferencga critica da média dos ranks, de acordo com o teste post hoc, € de 6,39 com 95% de
confianca. Entdo, de acordo com o teste aplicado pode-se concluir que hé diferenca estatistica
entre todos os pares de algoritmos. Para os indicadores hipervolume e R;, existe uma ordem
clara, sendo o MOTA/D o melhor algoritmo, 0 MOEA/D o segundo melhor, o NSTA o terceiro
e 0 NSGA-II o pior. De acordo com o indicador €-Undrio o melhor algoritmo foi o NSTA,
seguido MOEA/D, NSGA-II e MOTA/D. O tempo de execuc¢do dos algoritmos foi igual a 1000

segundos para as instancias com 10 objetivos, como apresentado na tltima linha da Tabela 26.

Tabela 26: Resultados do MS_Friedman para o conjunto
de Instancias Proposto (10 objetivos) - O primeiro valor em
cada célula representa a média dos ranks enquanto o niimero

entre parénteses representa a ordem relativa dos algoritmos.

MOTA/D | MOEA/D NSTA | NSGA-II
Hipervolume 39,98 (1) | 48,43 (2) | 58,39 (3) | 95,43 (4)
&-Undrio 81,22 (4) | 50,80(2) | 32,29 (1) | 77,67 (3)

Continua na Préxima Pagina. ..
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Tabela 26 — Continuacdo
29,09 (1) | 36,16 (2)
1000 1000

R, 71,34 (3)

1000

105,40(4)
1000

Tempo de Execucao (s)

7.2.4 RESULTADOS GERAIS PARA O MPQA

Para a andlise do comportamento geral dos algoritmos nas instancias do primeiro, se-
gundo e terceiro conjunto de instancias para o mPQA, o teste MS_Friedman e o teste post hoc

sdo aplicados para todas as instancias.

A Tabela 27 mostra a média dos ranks dos algoritmos para os indicadores considera-
dos. O p-valores para o teste MS_Friedman foi zero para todos os indicadores, o que implica
que ao menos um par de algoritmos € significativamente diferente. A andlise post hoc encontrou
uma diferenca critica igual a 1,74, o que indica (ap6s analisar os valores mostrados na Tabela
27) que todos os algoritmos sdo distintos. Entdo, € possivel afirmar com 95% de confianca que o
MOTA/D € o melhor dos algoritmos para a solu¢do do mPQA. O MOEA/D € o segundo melhor

algoritmo, o NSTA o terceiro e o NSGA-II € o pior algoritmo para as instancias consideradas.

A superioridade do MOTA/D pode ser constatada ainda pelo fato dele ser sempre o
melhor algoritmo de acordo com o hipervolume e o R, para todos os trés conjuntos de instancias.

Ele € apenas inferior ao MOEA/D no indicador €-Undrio para as instancias com 10 objetivos.

Tabela 27: Resultados do MS_Friedman para Primeiro, Se-
gundo e Terceiro Conjunto de Instancias do mPQA (Geral)
- O primeiro valor em cada célula representa a média dos
ranks enquanto o numero entre parénteses representa a or-

dem relativa dos algoritmos.

MOTA/D | MOEA/D NSTA | NSGA-II
Hipervolume | 23,99 (1) | 44,71 (2) | 69,60 (3) | 103,68(4)
e-Undrio 33,39 (1) | 48,42(2) | 62,55@3) | 97,61 (4)
R, 23,28 (1) | 43,31 (2) | 43,31 (3) | 104,454)
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7.2.5 ANALISE DE SENSIBILIDADE DO MOTA/D AOS SEUS COMPONENTES PARA
O MPQA

Para identificar a influéncia dos componentes individuais do MOTA/D no mPQA foram
realizadas simulagdes com diferentes versoes deste algoritmo. Na Tabela 14, MOTA/D ¢€ a ver-
sdo completa (todos os componentes), MOTA/Dy .5 corresponde a0 MOTA/D somente fazendo
uso do repositério de informacao a posteriori (toda a informacdo € extraida deste repositorio),
MOTA/D7r é o MOTA/D que faz uso somente do operador transgenético transponson (preser-
vando os repositorios do hospedeiro originais), MOTA/Dp é 0 MOTA/D que faz uso somente
do plasmidio preservando os repositorios do hospedeiro originais ¢ MOTA/Dy,,,; € 0o MOTA/D

extrai as informagdes somente do repositdrio a priori.

Tabela 28: Andlise dos Componentes do MOTA/D - O primeiro
valor em cada célula representa a média dos ranks enquanto o
nimero entre parénteses representa a ordem relativa dos algorit-

mos.

Knowles & Corne

MOTA/D | MOTA/D7 | MOTA/Dp | MOTA/D 405 | MOTA/Dy i
Hiper 61,23 (2) 73,07 (4) | 110,67 (5) 67,57 (2) 64,93 (2)
e-Undrio | 64,09 (2) 71,67 (4) | 106,53 (5) 69,10 (2) 66,08 (2)
Ry 62,08 (2) 72,90 (4) | 109,18 (5) 68,17 (2) 65,13 (2)

A Tabela 28 mostra os ranks médios do teste MS_Friedman para as diferentes versoes
no MOTA/D. Os p-valores foram iguais a zero para todos os indicadores. A diferenca critica é

igual a 6,67, de acordo com o teste post hoc.

A Tabela mostra que o algoritmo ndo apresenta grande sensibilidade com relagdo a
alteracdo dos seus componentes, visto que poucos pares de versdes apresentam diferencas sig-
nificativas. Pode-se observar que o algoritmo completo é tdo bom quanto os algoritmos que nao
fazem uso de informacdo a priori e a posteriori, sendo apenas superior as versoes sem plasmi-
dio ou sem transponson. Ou seja, os operadores transgenéticos sao fundamentais para o bom
desempenho do MOTA/D.

7.2.6  ANALISE DE CONVERGENCIA DOS ALGORITMOS PARA O MPQA

A seguir serdo apresentadas as aproximagdes das fronteiras de Pareto parciais encon-
tradas pelo NSGA-II, pelo NSTA, pelo MOEA/D e pelo MOTA/D em quatro diferentes pontos
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de suas evolucdes. O primeiro ponto corresponde a populacio inicial de cada algoritmo, o se-
gundo ponto corresponde a um terco do tempo de execucdo dos algoritmos, o terceiro ponto
representa a populacdo apds dois ter¢os do tempo de execugdo e o dltimo ponto corresponde
a populacdo apds o término da execucdo do algoritmo. E considerada uma execucio de um
exemplar de cada conjunto de instancias do 2PCC. As Figuras 54 e 55 apresentam a evolucdo
para duas instancias do primeiro conjunto e as Figuras 56, 57 e 58 ilustram a evolucao dos

algoritmos no segundo conjunto de instancias do problema em questao.

Como todos os algoritmos utilizam o mesmo procedimento de inicializacdo, a fronteira

inicial dos mesmos sdo semelhantes.

Na Figura 54 observa-se que tanto para as fronteiras parciais quanto para a fronteira
final o MOTA/D e o NSTA sdo superiores aos demais algoritmos e que NSGA-II possui grandes

dificuldades de evolugao.

A Figura 55 demonstra que o MOTA/D € superior aos demais algoritmos em todos
os momentos da evolucdo, seguido pelo MOEA/D. O NSTA possui dificuldades em encontrar
solu¢des com bons valores para o objetivo relacionado ao segundo fluxo. O NSGA-II apresen-

tou resultados inferiores aos demais algoritmos.

No segundo conjunto de instancias do PQA, os resultados obtidos sdo independentes
do tamanho da instancia (Figuras 56, 57 e 58). Nas instancias consideradas, o MOTA/D foi
sempre superior aos demais algoritmos tanto nas fronteiras parciais quanto na fronteira final.
O NSTA apresentou pontos proximos aos obtidos pelo MOTA/D, contudo ficou limitado ao
meio da fronteira. O MOEA/D foi capaz de espalhar bem os pontos, porém nao foi capaz de se
aproximar dos pontos obtidos pelo MOTA/D. Ja o NSGA-II foi inferior aos demais algoritmos

tanto no espalhamento quanto na qualidade dos pontos obtidos.
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8 CONCLUSOES E TRABALHOS FUTUROS

As secOes a seguir apresentam as conclusdes do trabalho e alguns apontamentos de

trabalhos futuros.

8.1 CONCLUSOES

Este trabalho apresentou duas novas metodologias para a solucdo de problemas de
otimizacao combinatéria com multiplos objetivos baseadas em Algoritmos Transgenéticos. Es-
tas metodologias permitiram investigar o potencial da inclusdo dos principios transgenéticos
em dois frameworks evolucionarios multiobjetivo, 0 NSGA-IIl e o MOEA/D. A combinacdo do
NSGA-II e os ATs foi chamada de NSTA enquanto a combinacdo do MOEA/D com os ATs
foi chamada de MOTA/D. Além disso, um extenso conjunto de simulacdes e testes com os al-
goritmos propostos, e outros AEMOs, foi realizado em dois POM combinatérios, o 2PCC e o

mPQA.

O desempenho do NSGA-II, do MOEA/D, do NSTA e do MOTA/D foi analisado em
quatro classes de instincias do 2PCC, sendo trés nao capacitadas e uma capacitada. Os resulta-
dos mostraram que, de acordo com o teste MS_Friedman com um igual nimero de repeti¢des
(também chamado de Mack-Skillings) e a anélise post hoc (também Mack-Skillings) (MACK;
SKILLINGS, 1980; HOLLANDER; WOLFE, 1999), o MOTA/D obteve o melhor desempenho
geral em todos os indicadores em todas as classes com exce¢do do £-Unario na Classe 2 (para

o qual o MOEA/D foi superior).

Analisando-se mais profundamente instancia a instancia por meio dos p-valores do
teste Kruskal-Wallis para cada indicador, percebe-se que o MOTA/D tende a ter um melhor
desempenho nas instdncias mais complexas (maior quantidade de mercados). O NSTA foi o
pior algoritmo para este problema em quase todos os indicadores em quase todas as classes (as

excecoes sao o €-Undrio e o Ry, ambos para a Classe 4).

Ao se comparar 0 NSGA-II e o MOEA/D para o 2PCC, percebe-se que o NSGA-II é
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melhor que 0 MOEA/D para todos os indicadores em todas as classes, com exce¢do da Classe
2 - para a qual o MOEA/D foi superior em todos os indicadores. As instincias da Classe 1,
da Classe 3 e da Classe 4 usam os mesmos parametros para determinar o custo de compra dos
produtos e; portanto, apesar das diferencas na forma de se gerar os custos das rotas e do fato
da Classe 4 ser capacitada, elas sdo similares. As instancias dessas classes possuem maior
variabilidade do custo de compra do que as instancias da Classe 2. Portanto, considerando que
tanto o MOTA/D quanto o MOEA/D foram superiores ao NSTA e o NSGA-II para instancias
da Classe 2, pode-se inferir que a menor variabilidade de custo de compra das instancias desta
classe as tornam mais propensas a serem resolvidas pelo método de decomposi¢do aplicado

pelo framework do MOEA/D.

Os conjuntos de aproximagdo do NSTA indicam que o mesmo nao foi capaz de prover
boa intensificacdo e boa diversificacdo (exploracdo), particularmente para a Classe 2. Uma
causa possivel para isto é a auséncia do procedimento de ataque e o mecanismo utilizado para
selecionar as cadeias de informacgdo (o qual prefere solugdes com baixos valores para a soma
dos custos de rota e de compra, focando a busca em uma tnica regido da fronteira de Pareto).
Usando este mecanismo de agregacao, solucdes com bons (pequenos) valores para um objetivo,
mas ruins (grandes) para o outro objetivo ndo podem contribuir com cadeias de informacao
para compor o repositorio de informacgdes a posteriori, o que claramente limita a diversidade e

a qualidade das cadeias de informacdo.

Por outro lado, o bom desempenho da hibridizacdo proposta do MOEA/D e os ATs
deriva da sinergia entre os mecanismos de diversificagio do MOEA/D (baseado na decom-
posicdo do problema multiobjetivo em subproblemas mono-objetivo) e da intensificacdo dos
operadores transgenéticos. A decomposicdo em subproblemas permitiu o uso da fungdo de
Tchebycheff como indicador de qualidade das solu¢des em cada vizinhanga (regido proxima ao
vetor de pesos). Utilizando este indicador de qualidade foi possivel selecionar e extrair boas
cadeias de informacdo para popular os repositorios de informacdo a posteriori. Cabe ressaltar
que boas solugdes que contribuem com cadeias de informacdo para o NSTA provavelmente
também contribuem com cadeias de informacao para o MOTA/D, pois elas possuem baixo valor
para a fun¢@o de Tchebycheff com relagdo ao vetor de pesos (0,5; 0,5). No entanto, o MOTA/D

€ capaz de encontrar um conjunto mais amplo de cadeias de informacao.

Estes resultados indicam que o desempenho de Algoritmos Transgenéticos Multiobje-
tivo é dependente do mecanismo de selecdo utilizado nos repositdrios a posteriori, o que esté
de acordo com outros trabalhos na area da Transgenética Computacional (GOLDBARG et al.,
2009; GOLDBARG; GOLDBARG, 2009). Cabe destacar também que o mecanismo adotado no
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MOTA/D nao poderia ser utilizado pelo NSTA, pois o framework do NSGA-II ndo usa vetores

de pesos nem outro mecanismo de decomposicao.

Para 0 mPQA, foi feita uma andlise experimental do desempenho dos algoritmos
NSGA-II, MOEA/D, NSTA e MOTA/D. A andlise foi composta por trés conjuntos de instan-

cias, sendo o ultimo proposto no ambito desta tese.

Ao se analisarem os resultados do mPQA para todos os conjuntos de instancias, uti-
lizando novamente o teste MS_Friedman, observou-se que o MOTA/D possui melhor desem-
penho, seguido pelo MOEA/D, depois o NSTA e por ultimo o NSGA-II. Isto ocorre para todos

os indicadores.

No primeiro e no segundo conjuntos de instancias (Knowles & Corne e Paquete &
Stiitzle), o teste MS_Friedman aponta 0 MOTA/D como tendo o melhor desempenho em to-
dos os indicadores, seguido pelo MOEA/D, pelo NSTA e pelo NSGA-II. A superioridade dos
algoritmos baseados em decomposi¢ao frente ao NSGA-II, para estes conjuntos de instancias,
J& podia ser observado por meio do rank de dominancia. Para o segundo conjunto, a superi-
oridade do MOTA/D frente 0 MOEA/D também j4 pode ser identificada por meio do rank de
dominancia. Para estes conjunto foi possivel observar claramente que os algoritmos baseados
em decomposi¢ao foram superiores aos algoritmos baseados em dominancia de Pareto e que os
algoritmos que usam os mecanismos dos Algoritmos Transgenéticos foram superiores aos que

usam operadores genéticos.

O terceiro conjunto de instancias (proposto) foi subdividido em trés partes de acordo
com o nimero de objetivos. Para as instancias com cinco objetivos, observou-se que o MOTA/D
foi melhor em todos os indicadores, enquanto o MOEA/D foi superior ao NSTA e ao NSGA-II
no hipervolume e no Ry, perdendo para o NSTA e empatando com 0 NSGA-II no €-Undrio. Para
as instancias com sete objetivos, 0o MOTA/D foi o melhor algoritmo com relagdo aos indicadores
hipervolume e R, seguido pelo MOEA/D, NSTA e por ultimo o NSGA-II. O NSTA foi o
melhor algoritmo de acordo com o indicador €-Undrio. O NSGA-II foi o pior algoritmo de
acordo com os trés indicadores. Finalmente, para as instancias com dez objetivos, 0 MOTA/D
foi o melhor algoritmo de acordo com os indicadores hipervolume e R;. Nestes indicadores o
MOEA/D foi o segundo melhor algoritmo, seguido pelo NSTA, enquanto o NSGA-II obteve o
pior desempenho. De acordo com o indicador €-Undrio, o NSTA € o melhor algoritmo enquanto
o MOTA/D ¢ o pior.

De acordo com os resultados para esse conjunto de instancias, percebe-se que con-
forme o nimero de objetivos cresce o comportamento relativo dos algoritmos para os indi-

cadores hipervolume e R, permanecem inalterados, enquanto de acordo com o indicador &-



196

Undrio o desempenho do MOTA/D deteriora-se € 0 do NSTA aprimora-se. Este comportamento
relativo ao €-Undrio pode estar relacionado a sensibilidade deste indicador a pior solu¢do do
conjunto de aproximacgdo encontrado, ao contrario dos demais indicadores que sdo calculados

em funcao de multiplas solugdes do conjunto de aproximacao.

Quando todas as instancias do mPQA sao consideradas, o MOTA/D é o melhor algo-
ritmo em todos os indicadores de acordo com o teste de MS_Friedman. Nestas circunstancias,
os algoritmos que fazem uso de operadores transgenéticos apresentam melhores desempenhos
que os seus andlogos com operadores genéticos. Além disso, os algoritmos baseados em de-

composi¢do sdo melhores que os algoritmos baseados em dominéncia de Pareto.

Ao analisar os componentes do MOTA/D, tanto para o 2PCC quanto para o mPQA,
percebe-se que todos sdo importantes para o bom desempenho do algoritmo. Os componentes

mais importantes sdo o plasmidio e o transponson, ou seja, 0s vetores transgenéticos.

Este trabalho indica que é possivel combinar os principios dos Algoritmos Transgenéti-
cos com algoritmos evoluciondrios multiobjetivo, tais como 0 MOEA/D e o NSGA-II, preser-
vando as boas caracteristicas de ambos os algoritmos. O MOTA/D combinou as capacidades
de decomposicdo e extragdo de informacao local com a capacidade de utilizacao de informacgdo
inerente a Transgenética Computacional. Apesar do MOEA/D ser capaz de extrair informagao
local, ele ndo é capaz de usa-la adequadamente, pois seus operadores (mutacdo e recombinacao)
ndo permitem esse uso. Por outro lado, os operadores da transgenética (tais como, plasmidio e

transponson) sio focados no uso de informacao para a melhoria dos cromossomos.

A principal contribui¢ao deste trabalho corresponde a proposta de dois novos Algorit-
mos Transgenéticos para problemas de otimizacdo combinatéria com multiplos objetivos. De
acordo com os resultados experimentais obtidos, a incorpora¢do dos mecanismos transgenéticos
no MOEA/D (MOTA/D) obteve mais sucesso do que a incorporagdo dos mesmos mecanismos
no NSGA-II (NSTA), apesar do fato de ambos os algoritmos utilizarem o mesmo conjunto de
operadores e a mesma fonte de informacao a priori. O MOTA/D apresentou resultados promis-

sores para dois problemas complexos, enquanto 0 NSTA mostrou-se promissor para 0 mPQA.

Outras contribui¢des do trabalho foram: a aplicacao inédita de algoritmos evoluciondrios
multiobjetivo para o problema do caixeiro comprador biobjetivo, a proposta de novas instan-
cias para o mPQA, a investigacdo do impacto dos operadores transgenéticos no framework
do NSGA-II e do MOEA/D, comparacao entre algoritmos baseados em dominancia de Pareto
e algoritmos baseados em decomposicdo (onde o segundo apresentou melhores resultados) e

a andlise experimental de diferentes algoritmos evolucionarios multiobjetivo no 2PCC e no
mPQA.
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8.2 TRABALHOS FUTUROS

O trabalho realizado abriu inimeras possibilidades de pesquisas futuras, dentre as

quais se destacam:

e A aplicacdo do MOTA/D na solugdo de outros POMs, tais como a drvore geradora minima
multiobjetivo (HAMACHER; RUHE, 1994; ARROYO et al., 2008) e o caixeiro viajante
multiobjetivo (PENG et al., 2009; LUST; TEGHEM, 2010b; LUST; JASZKIEWICZ,
2010; LUST; TEGHEM, 2010a);

e O uso de outros vetores transgenéticos (como o plasmidio recombinado), utilizacdo de

outras fontes de informacdes a priori e a posteriori;

e Uma andlise mais detalhada dos elementos de cada algoritmo e o estudo e implementagdo
de métodos baseados em preferéncia (JUNKER, 2004; MOLINA et al., 2009);

e Explorar o uso de multiplos hospedeiros, com recombinagdo dos hospedeiros;
e Explorar a teoria da endossimbiose serial (MARGULIS, 1992);
e Aprimorar a transgenética computacional, desenvolvendo versdes paralelas da técnica;

e O uso de outras formas de armazenamento externo, como o0 MGA (Multi-level Grid
Archiving) (LAUMANNS; ZENKLUSEN, 2011);

e Incorporar os mecanismos da Transgenética Computacional em outros frameworks, como
o IBEA (ZITZLER; KiNZLI, 2004) ou o SPAM (ZITZLER et al., 2010) que exploram
o uso de indicadores de qualidade durante a evolu¢ao e podem ser um bom mecanismo

para determinagdo de boas cadeias de informacao;

e Realizar o ajuste e/ou a auto-adaptacdo dos parametros dos algoritmos propostos.
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APENDICE A - RESULTADOS DO TESTE KRUSKAL-WALLIS
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Este Apéndice apresenta os resultados (p-valores) do teste Kruskal-Walis nos indi-

cadores de qualidade. No caso do 2PCC, cada comparagdo (algoritmo A versus algoritmo B)

reporta os resultados obtidos para cinco instancias relacionadas (agrupadas). Ja para o caso do

mQAP cada comparacgdo reporta o resultado obtido para uma instancia. Ao realizar a compara-

cdo AxB, p-valores menores que 0,05 indicam que o algoritmo A € melhor que o algoritmo B

enquanto p-valores maiores que 0,95 indicam que o algoritmo B € melhor, p-valores entre 0,05

e 0,95 indicam que os algoritmos A e B sdo estatisticamente incomparaveis.

Tabela B.1: Classe 1: p-valores do teste kruskal-wallis para

o indicador Hipervolume

Instincias | MOEA/D | MOTA/D | MOTA/D| MOEA/D | NSTA | MOTA/D
Singh33_2. X X X X X X
M.P NSGA NSGA | MOEA/D NSTA | NSGA NSTA
33.50 1,00 | 1,91x107%7 | 5,67x107%! | 4,55x10=%7 | 1,00 | 5,59x10 13
33.100 1,00 | 1,91x107% | 2,91x1079¢ | 8,76x107%7 | 1,00 | 1,00x10~ 17
33.150 1,00 | 3,47x107>7 | 1,18x107132 | 3,23x107%77 | 1,00 | 4,10x10~23!
33.200 1,00 | 4,43x107%7 | 7,34x107%°7 | 2,04x107971 1,00 | 9,03x10~ 18
33.250 1,00 | 3,83x10746 | 3,20x1079* | 1,85x107°72 | 1,00 | 1,86x10~ 1%
33.300 1,00 | 1,72x107%* | 2,16x10~'% | 2,40x10~%3 1,00 | 1,36x10-22
33.350 1,00 | 1,31x1078! | 2,36x1071% | 6,61x107°° | 1,00 | 2,50x10~2%0
33.400 0,90 | 1,67x107°7 | 2,95x10~1%4 | 7,13x1071%0 | 1,00 | 2,21x10~%26
33.450 1,00 | 7,15x107°° | 9,00x107 22 | 3,59x10'9° | 1,00 | 7,47x10~240
33.500 1,00 | 1,71x107% | 2,60x10~12* | 2,41x10~%°7 | 1,00 | 1,10x10~2%°
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Tabela B.2: Classe 1: p-valores do teste kruskal-wallis para

o indicador €-Unario

Instdncias | MOEA/D | MOTA/D | MOTA/D | MOEA/D | NSTA | MOTA/D
Singh33_2. X X X X X X
M.P NSGA NSGA | MOEA/D NSTA | NSGA NSTA
33.50 1,00 | 2,23x1079 | 1,15x107% | 4,99x1072 | 1,00 | 2,10x10~!2!
33.100 1,00 | 4,13x1079 | 7,05x10=28 | 3,69x1073 1,00 | 3,21x107 115
33.150 0,97 | 1,28x10726 | 7,65x1073 | 1,62x107% | 1,00 | 4,10x10~13
33.200 1,00 | 2,61x1072! | 6,27x10~%3 | 9,38x107%° | 1,00 | 2,17x10 137
33.250 1,00 | 4,98x107%7 | 1,05x10~%8 | 2,52x107° | 1,00 | 5,04x10~ !4
33.300 1,00 | 6,60x10736 | 2,59x107>% | 2,98x107%* | 1,00 | 2,01x10~153
33.350 1,00 | 3,46x107% | 2,21x107° | 6,45x107% | 1,00 | 4,12x10 15!
33.400 0,80 | 1,15x1072 | 6,12x1077 | 3,75x10~74 | 1,00 | 3,61x10~16
33.450 1,00 | 1,36x107% | 1,75x107%7 | 3,03x1073° | 1,00 | 2,22x101%7
33.500 1,00 | 2,27x107>7 | 9,75x10777 | 1,77x10~73 1,00 | 3,22x107 184
Tabela B.3: Classe 1: p-valores do teste kruskal-wallis para
o indicador R,
Instincias MOEA/D | MOTA/D | MOTA/D| MOEA/D | NSTA| MOTA/D
Singh33_2. X X X X X X
M.P NSGA NSGA | MOEA/D NSTA | NSGA NSTA
33.50 1,00x1079 | 1,96x107004 | 322x10~17 | 8,12x10796 1,00 | 2,67x10~!13
33.100 1,00x107%0 | 4,22x107014 | 1,34x1072% | 1,70x10~7 | 1,00 | 3,62x10~ 1%
33.150 7,17x107% | 1,71x107%! | 6,80x10=% | 2,69x10~%! 1,00 | 7,45x10~ 147
33.200 2,71x107% | 2,65x107%42 | 1,24x10724 | 3,75x10792 | 1,00 | 2,52x10~ 147
33.250 2,36x107% | 2,78x107%%% | 2,98x1072* | 6,36x1079° | 1,00 | 9,58x10~ !+
33.300 1,57x107%8 | 3,68x107974 | 1,07x10~% | 7,46x1019 | 1,00 | 1,48x10~'82
33.350 3,66x10715 | 9,73x1079% | 518x10727 | 1,19x107'%° | 1,00 | 2,39x10166
33.400 5,00x10~2° | 3,52x1079%% | 2,53x107%° | 2,14x10'%7 | 1,00 | 4,74x10~!>
33.450 8,43x10~ 11 | 6,22x107190 | 1,27x107% | 3,38x10~'18 | 1,00 | 1,82x102!°
33.500 1,87x10710 | 5,26x1079% | 2,66x1072 | 2,50x10~ 2! 1,00 | 8,86x107202
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Instincias MOEA/D | MOTA/D | MOTA/D | MOEA/D | NSTA | MOTA/D
PearnChien. X X X X X X
M.P NSGA NSGA | MOEA/D NSTA | NSGA NSTA
50.50 1,00x107% | 1,00x107% | 0,46x107% | 6,25x10°°72 | 1,00 | 1,85x107972
100.50 0,95x10%% | 1,00x107%° | 1,00x107% | 1,37x10=%°% | 1,00 | 5,07x107965
100.200 1,51x10730 | 8,23x10720 | 1,00x107%° | 1,49x10~122 | 1,00 | 2,98x10108
150.50 1,00x107% | 1,00x107% | 1,00x107% | 1,03x107%2 | 1,00 | 1,08x107960
150.100 6,73x107% | 2,90x10=% | 0,95x107% | 1,93x10-%* | 1,00 | 7,70x10~986
150.150 8,00x10732 | 7,58x1072 | 0,95x107% | 1,48x10~1% 1,00 | 9,71x107115
150.200 2,97x1073% | 3,53x107% | 1,00x107% | 3,45x10=137 | 1,00 | 6,89x10~ !
200.50 0,88x10%% | 1,00x107%0 | 1,00x107% | 3,48x10%%3 1,00 | 1,63x107965
200.100 3,25x107% | 9.81x107% | 0,92x107% | 4,93x100% 1,00 | 2,18x1079%7
200.150 6,72x1071° | 2,90x107%7 | 1,00x107% | 9,68x10~ 13 1,00 | 2,48x107%!
250.50 1,00x107% | 1,00x107% | 0,09x107% | 2,72x107970 | 1,00 | 3,37x107977
250.100 3,12x107% | 1,99x107% | 0,08x107% | 1,12x10798> 1,00 | 4,41x10793
250.150 3,30x107 % | 6,01x1072° | 4,34x107°% | 4,20x107'92 | 1,00 | 3,70x10~ 1!
250.200 2,66x10726 | 3,51x10732 | 0,08x107% | 8,63x10~'16 | 1,00 | 3,96x10~'23
300.50 0,99x107% | 1,00x107% | 1,00x107% | 1,15x107083 1,00 | 5,92x107968
300.100 1,13x1079 | 7,68x107% | 0,23x10%% | 4,75x107988 | 1,00 | 5,37x10~%2
300.150 1,13x1071% | 3,74x10728 | 1,41x107°% | 5,68x10~'%° | 1,00 | 1,73x10~!20
300.200 3,70x1072* | 3,24x10726 | 0,30x107% | 2,63x10~ 13 1,00 | 4,91x107116
350.50 1,00x1019 | 1,00x101% | 0,56x101%0 | 1,80x10-976 1,00 | 1,10x107975
350.100 1,68x107% | 1,93x10713 | 7,35x10~% | 1,97x1079%7 | 1,00 | 1,10x10~1%7
350.150 2,50x107%8 | 1,43x10737 | 9,78x10~16 | 6,26x1003 1,00 | 1,37x107135
350.200 7,50x10~ 11 | 1,35x1073° | 1,82x107%8 | 7,09x10792 | 1,00 | 2,74x10~ 2!
400.50 1,00x10%% | 1,00x107%° | 0,69x107% | 2,53x10797* | 1,00 | 8,74x10~972
400.100 0,10x10%% | 1,71x107% | 1,17x1072° | 3,50x10~ 8! 1,00 | 1,40x10~ 131
400.150 2,04x107%7 | 3,37x10737 | 8,83x10~!7 | 3,22x107%%* | 1,00 | 1,96x10~ 138
400.200 1,16x107% | 2,18x107"? | 5,97x10~'0 | 1,51x1079% 1,00 | 3,39x10 118
450.50 1,00x107% | 1,00x107% | 1,58x107°% | 1,83x107%8 | 1,00 | 8,87x107930
450.100 0,35x107% | 9.79x10-% | 8,24x10% | 8,27x10°°7% | 1,00 | 6,89x10~ 106
450.150 2,02x107% | 4,65x107%% | 8,99x10~1° | 581x10~'"° | 1,00 | 1,22x10~ 138
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450.200 1,74x107% | 9,83x10° 12 | 6,26x10%* | 1,04x10 987 1,00 | 6,60x10105
500.50 1,00x107% | 1,00x107% | 2,39x10% | 1,64x107%%* | 1,00 | 2,47x10797°
500.100 0,55x107% | 3,60x10~1° | 1,16x10'° | 9,79x10°77 | 1,00 | 7,89x10~ 126
500.150 9,93x107% | 2,29x1018 | 4,21x10~!" | 2,84x107083 1,00 | 3,24x10118
500.200 2,63x1079% | 2,97x10~ ! | 1,44x1079 | 3,48x107082 1,00 | 3,12x10~107
Tabela B.S: Classe 2: p-valores do teste kruskal-wallis para
o indicador €-Unario
Instancias MOEA/D | MOTA/D | MOTA/D | MOEA/D | NSTA | MOTA/D
PearnChien. X X X X X X
M.P NSGA NSGA | MOEA/D NSTA | NSGA NSTA
50.50 1,00x107% | 1,00x107% | 0,99x107% | 3,28x107978 | 1,00 | 6,96x10~066
100.50 0,64x107% | 1,00x107% | 1,00x107% | 3,86x107%%% | 1,00 | 2,37x10~90!
100.200 2,72x107% | 4,79x107°2 | 1,00x107% | 4,67x10~ 10! 1,00 | 1,07x107980
150.50 1,00x1079 | 1,00x107%° | 1,006107% | 2,25x10=%°% | 1,00 | 6,01x10~%7
150.100 7,76x107°7 | 0,13x107% | 1,00x107% | 3,15x107%%° | 1,00 | 1,72x107°7°
150.150 4,55x102% | 1,53x107% | 1,00x107%° | 4,97x10~114 1,00 | 7,27x1079%4
150.200 1,17x1072% | 0,97x10%%0 | 1,00x10%% | 1,75x10~13* | 1,00 | 1,31x107%7"!
200.50 0,55x107% | 1,00x107% | 1,00x107% | 1,25x10~19 1,00 | 9,91x10706!
200.100 2,32x107% | 0,22x107% | 1,00x107% | 1,03x10~19 1,00 | 1,94x107978
200.150 3,70x10710 | 0,42x10%%0 | 1,00x10%%0 | 1,14x1071% | 1,00 | 1,43x107074
250.50 0,18x10%% | 0,29x107%0 | 0,63x107% | 8,08x108! 1,00 | 5,02x10797°
250.100 2,48x107% | 2,60x107°7 | 0,81x107% | 2,56x107%% | 1,00 | 9,52x107 %4
250.150 8,88x107%7 | 3,13x1079° | 0,88x107% | 1,12x10~9% 1,00 | 1,47x1079%0
250.200 1,00x10~% | 6,92x107% | 0,00x10*% | 8,67x10~%7 | 1,00 | 7,44x1070%
300.50 1,49x10797 | 0,12x10%%0 | 1,00x107% | 6,84x107%° | 1,00 | 1,62x10-°"7
300.100 2,84x107% | 1,68x107% | 0,79x107% | 4,24x107%7 | 1,00 | 8,09x10~%3
300.150 7,17x107%° | 1,19x1072' | 0,97x107%0 | 4,72x10~ %! 1,00 | 1,75x10 111
300.200 1,17x1073! | 3,10x10723 | 0,98x101%0 | 1,93x10~ 123 1,00 | 1,21x10112
350.50 3,00x107% | 0,28x107% | 0,98x107% | 1,29x107%° | 1,00 | 3,92x10~°7°
350.100 4,94x10720 | 5.32x1073% | 2,80x10~% | 1,36x10~'%° | 1,00 | 1,12x10~ %’
350.150 9,14x10713 | 2,45x1073° | 1,82x10%° | 3,92x107'9° | 1,00 | 1,98x10~ 3!
350.200 4,19x10~%° | 1,72x1071° | 3,31x10~% | 2,12x10~ ! 1,00 | 1,59x10109
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400.50 2,31x107% | 0,11x10790 | 0,95x107%0 | 2,93x10~98> 1,00 | 1,01x107976
400.100 1,31x10713 | 3,32x10~% | 2,20x10~7 | 2,88x10~ 14 | 1,00 | 7,77x10~ 14
400.150 1,40x107'¢ | 6,48x10737 | 2,05x107%% | 5,05x1071%6 | 1,00 | 6,49x10~ 13>
400.200 1,72x107% | 1,48x1071¢ | 1,07x107% | 3,98x10~ %! 1,00 | 7,61x10~ 111
450.50 3,07x107% | 2,52x1079 | 0,12x107%0 | 3,78x10~084 1,00 | 2,60x1079%0
450.100 1,70x107%7 | 3,59x10~ '8 | 1,04x10~%* | 9,84x10~%3 1,00 | 1,79x10~ 112
450.150 2,74x10~% | 8,52x107%2 | 1,03x107%* | 7,08x10~136 | 1,00 | 1,58x10~1>*
450.200 1,04x10~23 | 3,59x1072* | 0,45x107%° | 1,83x107 14 | 1,00 | 4,34x10~ 11>
500.50 7,89x107% | 3,19x107% | 0,05x107% | 2,62x107°7° | 1,00 | 8,15x10~ 938
500.100 2,38x10712 | 4,47x10~% | 1,25x10 14 | 1,66x10~ 19! 1,00 | 5,23x10142
500.150 3,40x1072' | 1,40x10~* | 9,29x10797 | 1,66x10~'!! 1,00 | 1,98x10136
500.200 1,26x10~'# | 1,10x10~27 | 1,80x10~% | 6,53x10~ 103 1,00 | 9,48x10122
Tabela B.6: Classe 2: p-valores do teste kruskal-wallis para
o indicador R,
Instincias MOEA/D | MOTA/D | MOTA/D| MOEA/D | NSTA| MOTA/D
PearnChien. X X X X X X
M.P NSGA NSGA | MOEA/D NSTA | NSGA NSTA
50.50 1,00x107% | 1,00x107°%0 | 0,29x101%0 | 5,23x107973 | 1,00 | 5,44x107076
100.50 4,71x107% | 0,96x107°% | 1,00x107% | 2,13x1010! 1,00 | 1,42x107971
100.200 2,63x10793 | 2,26x107%%7 | 1,00x107% | 8,55x10~ 157 1,00 | 3,12x107130
150.50 2,42x107% | 1,00x107°% | 1,00x101%0 | 2,39x10~103 1,00 | 3,60x10797
150.100 5,69x10~% | 5,60x107°%6 | 1,00x107% | 8,40x10~138 | 1,00 | 8,59x10 117
150.150 2,26x1077° | 2,17x107%1 | 1,00x107% | 5,50x10~172 | 1,00 | 1,24x10~'¥
150.200 4,43x1078 | 8,64x10-%! | 1,00x101%0 | 2,39x10 18 1,00 | 2,01x101%°
200.50 7,13x1072! | 2,61x107°% | 1,00x101%0 | 7,40x10 118 1,00 | 2,07x107038
200.100 6,42x107%0 | 546x107°23 | 1,00x107% | 6,30x1014! 1,00 | 6,79x10 114
200.150 1,05x10~*° | 4,60x107°18 | 1,00x107% | 1,02x107'46 | 1,00 | 9,57x10~1%°
250.50 2,57x107% | 2,30x107%7 | 0,05x107% | 1,34x1079%¢ | 1,00 | 4,00x10~9%
250.100 1,34x1073* | 1,69x1079%6 | 0,34x107% | 6,63x10-126 | 1,00 | 4,25x10~'1%8
250.150 4,39x1073 | 1,01x107%% | 0,37x107%0 | 1,34x107 1% | 1,00 | 3,10x1014
250.200 2,15x10773 | 4,24x1079%* | 0,96x101% | 6,61x10 163 1,00 | 2,83x107156
300.50 7,23x10714 | 8,08x107°10 | 0,92x107% | 4,80x1071%4 | 1,00 | 2,04x1079%
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300.100 5,42x107*2 | 1,39x1079% | 0,29x101% | 1,10x10~'33 1,00 | 1,81x1013¢
300.150 7,09x10781 | 4,79x1079%% | 0,06x101%0 | 3,85x10173 1,00 | 2,59x10~180
300.200 3,32x10780 | 2,34x107%%% | 0,09x107% | 6,04x10~178 | 1,00 | 3,80x10 184
350.50 5,28x1071 | 4,11x107°2! | 3,76x1079% | 3,48x10713 | 1,00 | 1,41x10!12
350.100 3,88x107>° | 1,52x1079%% | 4,62x10~ ' | 1,16x10~ 150 | 1,00 | 4,03x10182
350.150 2,86x107>3 | 2,03x10-%% | 2,52x10717 | 1,35x10~ 159 | 1,00 | 2,46x10~1°!
350.200 1,01x107° | 5,36x1079%8 | 8,06x10~1° | 1,03x10~'47 | 1,00 | 1,12x10~ %0
400.50 5,72x107% | 2,86x107°13 | 0,06x107% | 1,73x1079%3 | 1,00 | 7,15x10~102
400.100 1,66x10~* | 1,22x1071%6 | 3.98x1073° | 1,47x107146 | 1,00 | 1,63x107202
400.150 3,98x1073* | 2,00x10-%* | 6,47x10730 | 8,09x10 13 1,00 | 5,04x10192
400.200 3,58x1072% | 5,26x107%80 | 1,49x1072% | 2,62x10~ 122 | 1,00 | 1,75x10~17°
450.50 3,60x107!1 | 3,15x107°%° | 1,87x107%7 | 9,03x10~%7 | 1,00 | 8,81x10 !
450.100 4,75x1073" | 4,68x1079% | 5,69x10~'3 | 4,89x10~ 1% 1,00 | 1,92x10~ 161
450.150 1,50x107%% | 2,98x10~'17 | 1,14x10~!8 | 1,60x10~ %3 1,00 | 3,28x107207
450.200 9,35x107% | 2,32x10°!1? | 8,34x10723 | 3,39x10 166 1,00 | 5,96x107212
500.50 5,13x107%7 | 2,49x107922 | 2,24x1077 | 6,67x1079%° | 1,00 | 7,00x10~11©
500.100 9,97x10738 | 2,04x1079%0 | 1,27x10723 | 1,54x10 136 1,00 | 1,58x10 186
500.150 5,54x107% | 3,07x10-138 | 4,45x1073% | 3,36x10"172 | 1,00 | 4,88x10232
500.200 1,03x107° | 4,09x10~'12 | 4,01x1072° | 7,07x10~ >3 1,00 | 5,42x107207
Tabela B.7: Classe 3: p-valores do teste kruskal-wallis para
o indicador Hipervolume
Instincias | MOEA/D | MOTA/D | MOTA/D | MOEA/D | NSTA | MOTA/D
EEuclideo. X X X X X X
M.P NSGA NSGA | MOEA/D NSTA | NSGA NSTA
50.50 1,00x10%0 | 1,00x107% | 0,91x101%% | 3.80x107%0 | 1,00 | 3,34x107073
50.100 1,00x1070 | 1,00x101% | 6,60x1079% | 1,11x107%7 | 1,00 | 7,51x10~%!
50.150 1,00x1070 | 1,00x10190 | 2,02x107902 | 2,65x10=7° | 1,00 | 4,10x10%8!
50.200 1,00x107% | 1,00x10190 | 0,79x1019%0 | 2,49x10~7" 1,00 | 5,20x107973
100.50 1,00x10%° | 1,00x10%% | 0,09x1019%° | 1,69x10=7> | 1,00 | 1,39x10~97°
100.100 1,00x107% | 0,31x101%0 | 3,11x1079%8 | 1,06x107%7 | 1,00 | 1,19x107%%
100.150 1,00x10%0 | 1,00x10%% | 0,09x1019% | 2,59x10~73 1,00 | 2,43x107980
100.200 1,00x10%0 | 0,48x107% | 2,19x107°%% | 3,30x107% | 1,00 | 1,20x10~%7
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150.50 1,00x1019 | 5,16x10"93 | 4,95x10~°15 | 8,02x10°°° | 1,00 | 1,37x10 !0
150.100 1,00x100 | 0,28x101%0 | 2,45x107905 | 1,08x107° | 1,00 | 5,04x10%8!
150.150 0,99x1070 | 4,51x107%° | 2,18x107916 | 1,04x107% | 1,00 | 2,45x107%%
150.200 0,36x1070 | 7,31x10733 | 4,51x10~ %! | 6,12x1077¢ | 1,00 | 3,69x10~ 16!
200.50 1,00x107° | 6,97x10757 | 3,98x10~1%4 | 6,48x107>3 1,00 | 1,39x1071%°
200.100 0,98x10%0 | 1,15x10716 | 1,50x1079%4 | 4,77x107%2 | 1,00 | 5,72x10~ 18
200.150 0,58x1070 | 1,88x10~72 | 1,56x107973 | 2,93x10~7° | 1,00 | 1,04x10~ 84
200.200 5,63x10~* | 8,40x10~7° | 9,98x107962 | 3,09x10~°° | 1,00 | 4,52x10~ 88
250.50 1,00x1070 | 2,59x10716 | 4,76x1079% | 1,79x107%° | 1,00 | 2,10x10~ 14!
250.100 1,00x10%0 | 1,88x1074% | 4,41x1079%° | 4,83x10~*! 1,00 | 1,80x10~ 144
250.150 1,00x1070 | 1,18x107%7 | 3,39x10~97 | 583x10=>> | 1,00 | 4,43x10~'43
250.200 0,52x1070 | 1,31x10738 | 6,47x10795° | 2,04x1076! 1,00 | 3,44x107153
300.50 1,00x1070 | 8,21x1072° | 7,68x10~%7" | 6,40x107%° | 1,00 | 5,92x10~1%3
300.100 1,00x10*7° | 1,08x107>2 | 1,70x1079%7 | 4,23x10~!8 1,00 | 5,55x10134
300.150 1,00x10%0 | 1,27x107°2 | 4,87x107975 | 3,99x10~4 1,00 | 2,22x10~ 154
300.200 0,99x107°0 | 9,34x107°0 | 7,32x107972 | 1,15x1073° | 1,00 | 1,20x10~!%
350.50 1,00x1070 | 6,58x107¢ | 2,05x107940 | 7,75x107>3 1,00 | 1,24x101%7
350.100 1,00x10*° | 1,86x107°¢ | 1,75x1071%0 | 547x1073° | 1,00 | 1,80x10~ 16!
350.150 1,00x107° | 1,93x1072! | 1,80x107932 | 4,46x1037 1,00 | 4,26x10~10!
350.200 1,00x1070 | 8,91x1075% | 2,58x1079%° | 1,56x10~'8 | 1,00 | 8,16x10~17
Tabela B.8: Classe 3: p-valores do teste kruskal-wallis para
o indicador €-Unério
Instdncias | MOEA/D | MOTA/D | MOTA/D | MOEA/D | NSTA | MOTA/D
EEuclideo. X X X X X X
M.P NSGA NSGA | MOEA/D NSTA | NSGA NSTA
50.50 1,00 | 1,00x107% | 0,88x107% | 2,11x10=7° | 1,00 | 3,31x107973
50.100 1,00 | 1,00x107%° | 6,06x10~%* | 1,35x107°2 | 1,00 | 3,32x10706°
50.150 1,00 | 1,00x107% | 0,15x107% | 1,08x107>° | 1,00 | 6,31x1096>
50.200 1,00 | 1,00x10790 | 1,00x107% | 5,10x1073° | 1,00 | 1,99x10~%2
100.50 1,00 | 1,00x107% | 0,94x107%° | 1,46x10=7° | 1,00 | 2,50x10707!
100.100 1,00 | 1,00x107% | 0,53x107% | 6,76x10~78 | 1,00 | 1,69x10~°77
100.150 1,00 | 1,00x107% | 1,00x107% | 1,08x10~%3 1,00 | 5,16x107066
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100.200 1,00 | 0,96x107% | 8,39x10%4 | 1,74x10768 1,00 | 4,17x107985
150.50 1,00 | 1,00x107% | 1,35x107%% | 1,34x107>° | 1,00 | 4,62x10%7!
150.100 0,96 | 1,00x107% | 1,00x107% | 9,32x10763 1,00 | 2,69x107942
150.150 1,00 | 0,09x107% | 2,91x107% | 2,04x10°1° | 1,00 | 8,24x107936
150.200 1,00 | 3,52x10718 | 1,12x1073° | 6,42x10735 | 1,00 | 2,49x107%%
200.50 1,00 | 3,45x107 13 | 3,04x107%0 | 3,70x1072° | 1,00 | 5,26x10!10
200.100 0,94 | 5,79x107% | 1,76x10=%° | 1,08x10~> 1,00 | 6,23x107937
200.150 0,80 | 1,47x1072! | 9,59x1072 | 2,84x10~** | 1,00 | 2,13x107%%°
200.200 0,22 | 4,37x107%7 | 5,94x1072* | 3,44x1077 | 1,00 | 3,55x10 112
250.50 1,00 | 1,53x107% | 7,51x1072° | 5,12x107°% | 1,00 | 3,64x10~!12
250.100 1,00 | 4,31x10716 | 2,68x10733 | 3,29x10~16 | 1,00 | 3,40x107074
250.150 1,00 | 1,75x107>! | 5,28x10788 | 0,68x107%° | 1,00 | 1,71x1079%>
250.200 0,97 | 1,26x1071° | 7,33x10727 | 2,04x10~'7 | 1,00 | 4,20x10068
300.50 1,00 | 6,86x10~9 | 8,97x1072* | 5,45x10~H 1,00 | 2,21x1079%4
300.100 1,00 | 6,16x10728 | 9,25x107%7 | 7,39x10~%° 1,00 | 7,32x1079%7
300.150 1,00 | 1,55x1071° | 3,03x10737 | 1,04x10722 | 1,00 | 1,39x10088
300.200 1,00 | 3,10x10~%* | 1,31x107%? | 1,24x10~ ! 1,00 | 4,78x107977
350.50 1,00 | 1,00x107% | 7,18x10~ ! | 2,15x107°° | 1,00 | 4,14x107084
350.100 1,00 | 1,09x10~2 | 5,57x107%° | 1,52x107%8 | 1,00 | 1,18x107%8
350.150 1,00 | 7,01x107% | 4,97x107%° | 8,34x1072° | 1,00 | 6,88x10706
350.200 1,00 | 2,21x107%° | 8,74x107>° | 1,31x107%* | 1,00 | 1,05x10073
Tabela B.9: Classe 3: p-valores do teste kruskal-wallis para
o indicador Ry
Instincias | MOEA/D | MOTA/D | MOTA/D | MOEA/D | NSTA | MOTA/D
EEuclideo. X X X X X X
M.P NSGA NSGA | MOEA/D NSTA | NSGA NSTA
50.50 1,00x107% | 1,00x107% | 1,00x107% | 3,14x107%84 | 1,00 | 3,47x10~970
50.100 1,00x107% | 1,00x107% | 0,88x107% | 5,08x10~8! 1,00 | 1,03x107074
50.150 1,00x107% | 1,00x10%% | 1,00x107% | 3,64x1071%° | 1,00 | 6,31x107963
50.200 1,00x1079 | 1,00x107% | 1,00x107% | 7,66x10"128 | 1,00 | 4,48x1079%°
100.50 1,00x107% | 1,00x107% | 0,87x107% | 1,77x107°7° | 1,00 | 1,72x107973
100.100 0,72x107% | 0,50x107% | 0,28x10%% | 1,78x107%8 | 1,00 | 1,65x10~933
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100.150 0,06x1019 | 1,00x101% | 1,00x1019%0 | 5,31x10%4 1,00 | 1,21x10971
100.200 0,60x107% | 0,63x107% | 0,53x107% | 4,21x107%2 | 1,00 | 1,16x10~%3!
150.50 1,00x10%% | 0,91x107% | 5,19x107% | 1,96x107%% | 1,00 | 5,95x10982
150.100 0,12x107% | 1,00x107% | 1,00x107% | 2,16x107%8% | 1,00 | 2,89x1079%6
150.150 0,11x10%% | 1,55x1079 | 1,55x1079 | 2,53x107973 1,00 | 5,01x1079%9
150.200 1,37x10~% | 4,66x10~2% | 5,37x10~'! | 1,76x107° | 1,00 | 2,88x10!14
200.50 1,00x107% | 3.83x10735 | 2,13x107%7 | 3,00x107%% | 1,00 | 3,41x10~ 160
200.100 1,41x107%% | 6,44x10710 | 8,11x107% | 6,98x10708! 1,00 | 1,11x107%7
200.150 4,52x107%7 | 1,55x107%° | 4,74x10727 | 1,33x10703 1,00 | 1,11x10~ 151
200.200 2,47x10716 | 7,20x10~* | 1,24x10%° | 5,07x10~19 1,00 | 1,49x10~ 134
250.50 1,00x107% | 1,06x10-13 | 3,98x102° | 2,61x107% 1,00 | 4,98x10122
250.100 0,91x107% | 8.81x10728 | 1,95x10733 | 2,23x107%4° | 1,00 | 5,64x10~'16
250.150 0,67x107% | 1,88x107° | 1,21x107°' | 6,71x107043 1,00 | 3,15x10713°
250.200 1,15x10~% | 6,45x10732 | 1,56x10~17 | 9,29x10~978 | 1,00 | 1,13x10~ 123
300.50 1,00x10190 | 1,13x107%° | 9,18x102* | 1,57x107%2 | 1,00 | 2,10x10~ 17
300.100 1,00x107%° | 1,13x10733 | 9,55x1072 | 3,98x107%36 | 1,00 | 1,21x10~ %!
300.150 0,39x107% | 9,69x10~*' | 1,95x1073° | 1,43x10~0°! 1,00 | 2,13x107135
300.200 0,07x107% | 7,49x107%6 | 5,62x1073° | 2,57x1070% 1,00 | 1,40x10138
350.50 1,00x107% | 0,50x101% | 1,40x10~%° | 2,45x107%° | 1,00 | 5,79x10~ %!
350.100 1,00x107% | 2,50x10733 | 3,89x107%° | 7,29x107%4 | 1,00 | 1,24x10~144
350.150 4,46x1079% | 4,87x10~13 | 1,73x107%8 | 7,16x1070° 1,00 | 4,07x107938
350.200 0,57x107% | 2,32x10738 | 3,53x107° | 4,95x10703 1,00 | 3,24x10~104
Tabela B.10: Classe 4: p-valores do teste kruskal-wallis
para o indicador Hipervolume

Instances MOEA/D | MOTA/D MOTA/D | MOEA/D NSTA MOTA/D
CapEuclideo X X X X X X

M.P NSGA NSGA | MOEA/D | NSTA NSGA NSTA
50.50.1 1,00 | 8,47x107> | 5,80x10~38 1,00 1,67x1076 | 2,35x10~ !
50.100.1 0,21 0,05 0,20 1,00 7,11x10~7 1,00

50.150.1 1,00 | 8,47x107> | 5,80x10738 1,00 1,67x107% | 2,35x10~ 1!
50.200.1 0,21 0,05 0,20 1,00 7,11x1077 1,00

100.100.1 1,00 | 8,03x1072° | 8,36x10~4 1,00 6,79x107° | 1,52x10~ 14
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100.150.1 1,00 0,59 4,65x107 1,00 0.10 0,93

100.200.1 1,00 2,09x1072 | 1,58x10~ 14 1,00 4,55x107> 0,97

150.50.1 1,00 0,90 1,94x1072 | 7,39x10~6 1,00 2,85x1010
150.100.1 1,00 4,50x107> | 8,69x10~1 | 1,17x1072 1,00 2,79x1072!
150.150.1 1,00 1,00 2,89x107° 0,07 1,00 2,23x107°
150.200.1 1,00 2,71x1072 | 2,25x10°17 0,99 1,00 3,16x10~ 1!
200.50.1 0,97 0,98 0,59 2,71x10~7 1,00 7,69x10~7
200.100.1 1,00 0,65 4,70x10~* | 2,17x1072 1,00 1,08x10~7
200.150.1 1,00 | 3,44x10~'% | 9,38x10~2* 0,92 1,00 1,41x10~1°
200.200.1 1,00 | 7,13x10~'" | 7,30x1073° 0,99 1,00 5,22x10~%2
250.50.1 0,93 0,80 0,27 1,25x107° 1,00 6,43x1078
250.100.1 0,99 9,58x10> | 1,34x10°° 0,68 0,98 1,02x1073
250.150.1 1,00 3,93x107% | 2,23x10°1° 1,00 0,98 8,41x1078
250.200.1 1,00 1,59x10~7 | 3,37x10~1° 0,58 1,00 1,32x10~18
300.50.1 0,82 0,76 0,42 9,38x10~/ 1,00 3,79x10~7
300.100.1 0,85 3,93x107% | 3,25x10°% | 1,36x103 1,00 8,89x10~16
300.150.1 0,21 1,58x1010 | 1,13x10~% | 1,29x10~* 1,00 2,71x10~18
300.200.1 0,94 | 1,72x107'9 | 1,42x10~ 14 0,40 0,97 3,75x10°15
350.50.1 0,67 0,73 0,56 4,63x1076 1,00 5,75x1076
350.100.1 0,37 1,63x10727 | 2,76x10~2° 0,80 0.12 2,97x10723
350.150.1 0,79 | 3,32x107'!1 | 2,91x10°13 0,99 0,06 1,25x10~7
350.200.1 0,98 | 7,46x10"7 | 1,04x10~?? 0,85 0,75 3,61x10~ 14

Tabela B.11: Classe 4: p-valores do teste kruskal-wallis
para o €-undrio

Instances MOEA/D | MOTA/D MOTA/D | MOEA/D NSTA MOTA/D
CapEuclideo X X X X X X

M.P NSGA NSGA MOEA/D | NSTA NSGA NSTA
50.50.1 1,00 | 8,47x1072> | 5,80x10738 1,00 1,67x1076 | 2,35x10~ !
50.100.1 0,21 0,05 0,20 1,00 7,11x107 1,00

50.150.1 1,00 | 8,47x107> | 5,80x10~38 1,00 1,67x1076 | 2,35x10~ !
50.200.1 0,21 0,05 0,20 1,00 7,11x10~7 1,00

100.100.1 1,00 | 3,63x1072% | 3,43x1073¢ 1,00 4,01x1072 | 4,57x10~ 7
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100.150.1 1,00 0,33 2,05x1077 1,00 0,63 0,22

100.200.1 1,00 2,61x10~7 | 3,92x10~%* 1,00 2,54x10~% 0,05

150.50.1 1,00 4,82x1072 | 3,69x10~° 0.16 1,00 3,47x1078
150.100.1 1,00 1,21x107° | 3,97x1020 0,31 1,00 1,46x1072!
150.150.1 1,00 0,86 3,77x107° | 2,43x1072 1,00 4,53x107 14
150.200.1 1,00 2,64x107> | 9,05x10~% 1,00 1,00 1,10x10~ 1
200.50.1 0,98 0,56 3,24x1072 | 1,11x1073 1,00 8,10x10~7
200.100.1 1,00 3,71x1073 | 8,56x1073 0,28 1,00 5,13x107°
200.150.1 1,00 |2,88x10°" | 2,41x10~2 0,98 0,90 5,95x10~1°
200.200.1 1,00 | 1,85x10~" | 1,86x1073 1,00 1,00 4,59x10~%3
250.50.1 0,80 4,07x1073 | 2,66x10~* 0,08 0,99 7,29x10~7
250.100.1 1,00 5,92x107% | 2,01x10 12 1,00 0,26 8,20x107>
250.150.1 1,00 1,41x107'1% | 5,34x10~ 1,00 0,21 1,58x10~ 10
250.200.1 1,00 | 3,49x10~'% | 1,16x10~2* 1,00 0,96 6,90x10~17
300.50.1 0,96 0.13 2,41x1073 0.17 1,00 9,50x107
300.100.1 0,98 5,93x10712 | 2,88x10~7 0,72 0,92 1,31x10~ 1
300.150.1 0,32 | 2,64x10~" | 4,87x10~ 0.12 0,77 2,54x10~7
300.200.1 0,93 1,18x1072% | 4,12x10~%’ 0,99 0.15 1,95x10~ 7
350.50.1 0,99 3,58x1072 | 2,20x10~7 0,90 0,87 7,13x107>
350.100.1 0,49 | 6,83x107*! | 8,64x10~4! 1,00 2,14x1078 | 8,97x10~2°
350.150.1 0,94 2,23x10727 | 4,79x10~32 1,00 2,11x107¢ | 1,15x10~ 13
350.200.1 0,99 |9,22x1072> | 4,95x1073! 1,00 1,71x1072 | 6,43x10~ 13

Tabela B.12: Classe 4: p-valores do teste kruskal-wallis
para o indicador R,

Instances MOEA/D | MOTA/D MOTA/D | MOEA/D NSTA MOTA/D
CapEuclideo X X X X X X

M.P NSGA NSGA | MOEA/D | NSTA NSGA NSTA
50.50.1 1,00 | 8,47x107> | 5,80x10~38 1,00 1,67x107% | 2,35x10~!!
50.100.1 0,21 0,05 0,20 1,00 7,11x1077 1,00

50.150.1 1,00 | 8,47x107> | 5,80x10738 1,00 1,67x107% | 2,35x10~ 1!
50.200.1 0,21 0,05 0,20 1,00 | 7,11x1077 1,00

100.100.1 1,00 | 2,90x10723 | 2,07x10738 1,00 3,00x1072 | 9,90x10~ 18
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100.150.1 1,00 0,85 6,43x107° 1,00 0,64 0,75
100.200.1 1,00 1,94x1073 | 4,39x10~ '8 1,00 1,65x1073 0,53
150.50.1 1,00 0,53 1,42x1073 | 1,17x1073 1,00 2,69x107°
150.100.1 1,00 1,17x107° | 3,32x10~ 13 | 3,61x10~2 1,00 2,49x10=%°
150.150.1 1,00 1,00 5,29x1078 0.10 1,00 5,55x10 11
150.200.1 1,00 1,21x102 | 1,20x10~"° 0,99 1,00 1,61x10~12
200.50.1 0,97 0,92 0,30 6,40x10~° 1,00 6,13x10~7
200.100.1 1,00 0.15 9,69x10~° 0,07 1,00 9,05x10~°
200.150.1 1,00 | 2,18x10~13 | 2,05x10~2* 0,96 0,98 2,79x10~ 19
200.200.1 1,00 | 8,51x10~ "3 | 1,11x10~32 1,00 1,00 1,73x10~23
250.50.1 0,85 0,27 4,73x1072 | 3,11x10~* 1,00 2,92x1077
250.100.1 1,00 1,33x102 | 7,32x1077 0,95 0,85 5,87x10~%
250.150.1 1,00 8,92x10°% | 4,67x10~%° 1,00 0,81 9,01x10~10
250.200.1 1,00 2,02x10°% | 4,21x10°%° 0,86 1,00 5,08x10~17
300.50.1 0,92 0,51 0,09 7,82x10~4 1,00 4,35x1076
300.100.1 0,93 3,02x107% | 1,17x107!" | 4,41x1072 1,00 3,44x10716
300.150.1 0,23 1,59x107 1 | 9,56x1010 | 2,74x1073 0,98 4,87x10~"7
300.200.1 0,91 6,18x10710 | 2,59x10~13 0,82 0,67 6,28x10~ 11
350.50.1 0,85 0.18 2,48x1072 | 9,93x103 1,00 9,62x10~°
350.100.1 0,38 5,21x10732 | 7,99x103! 1,00 5,58x10~* | 6,97x10~%°
350.150.1 0,88 5,03x10°15 | 2,43x10~18 1,00 2,81x1073 | 3,94x1078
350.200.1 0,98 1,15x10~19 | 9,25x1072¢ 0,99 0,29 3,27x10°13

Tabela B.13: Knowles & Corne: p-valores do teste kruskal-wallis

para o indicador Hipervolume

MOEA/D MOTA/D MOTA/D MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II NSGA-II MOEA/D NSTA NSGA-II NSTA
KC10-2f1-1r1 | 1,72x10~%? | 1,42x10~40 0,84 7,33x10~2 | 7,05x10~'* | 1,60x10~22
KC10-2fl-1uni | 6,09x1073% | 5,45x1073% | 2,22x1073 | 3,49x10~"3 | 2,29x10~ "3 | 5,79x10~2°
KC10-2f1-2r1 | 2,34x107%7 | 1,82x1073 | 1,47x10~* | 1,78x107% | 1,34x1013 | 8,26x10~"7
KC10-2f1-2uni | 2,10x1072° | 4,58x107° | 6,33x103! 1,00 4,58x1073° 0,50
KC10-2f1-3r1 | 8,38x10%* | 5,48x10~* 0,66 4,35x10~%* | 8,25x107'% | 4,28x107 %3
KC10-2f-3uni | 3,15x107° | 9,49x10~*3 1,00 2,05x1077 | 6,45x10~18 | 3,80x102!
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KC10-2-4r1 | 1,11x107%3 | 2,46x10~% 1,00 1,59x10~% | 6,45x10722 | 4,10x10" 3
KC10-2f1-5r1 | 5,21x107% | 1,98x1035 0,99 2,94x107%2 | 1,79x10~13 | 6,78x10"!7
KC20-2f1-1r1 | 1,97x10~*" | 5,14x107* | 2,13x10~'! | 7,83x1072° | 1,37x10"'7 | 4,24x1073¢
KC20-2f1-1uni | 7,25x1073¢ | 1,13x10~*° | 1,14x10~ "' | 5,16x10~'* | 7,73x10~'7 | 4,30x10"!
KC20-2f1-2r1 | 4,80x10~%° | 1,76x10~** | 1,01x10~2 | 1,65x1072' | 3,01x10~'* | 5,88x1027
KC20-2f1-2uni | 3,94x10~ 4 | 7,95x10~23 | 1,61x10~* 0,99 4,15x10~%° 0,12
KC20-211-3r1 | 4,22x107%° | 6,47x10~%7 | 1,75x10~* | 6,35x107%' | 6,84x10~ 1 | 2,17x10~%
KC20-2f1-3uni | 9,36x10%° | 5,02x107°" | 5,55x10~'7 | 2,33x1072% | 1,43x10720 | 5,67x10~*+
KC20-2f-4r1 | 1,75x107%° | 5,92x10~%° | 4,10x107% | 9,74x102! | 1,56x10~" | 2,22x1073!
KC20-2f1-5r1 | 4,14x107%° | 2,37x10™% | 6,21x10~* | 4,08x1072° | 1,63x10'* | 8,76x1028
KC30-3f-1r1 | 3,52x102* | 1,21x107*8 | 1,28x1072% | 2,11x10~%° 1,00 6,41x107%7
KC30-3fl-1uni | 8,06x10~% | 3,87x107°' | 4,34x10~'7 | 2,17x10722 | 1,26x10" 20 | 4,42x10*
KC30-3f-2r1 | 5,85x1072* | 2,47x1077 | 6,33x107° | 2,06x10~2! 0,14 4,26x1073
KC30-3fl-2uni | 4,85x1072° | 5,37x10~% | 2,54x10~'* | 1,29x1073 | 7,98x10~'% | 1,50x1072!
KC30-3f1-3r1 | 1,72x1072 | 1,10x107%¢ | 1,16x1072° | 4,36x10~*8 1,00 6,93x10~9
KC30-3f1-3uni | 3,02x10~* | 7,13x107%° | 2,80x10!% | 7,16x1072% | 8,09x10~ '8 | 1,31x10~*

Tabela B.14: Knowles & Corne: p-valores do teste kruskal-wallis

para o indicador €-Undrio

MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
KC10-2f1-1r1 | 2,28x10~* | 3,67x10~*3 0,55 6,38x1072° | 2,42x10~'7 | 1,19x10~28
KC10-2fl-1uni | 1,63x10733 | 9,43x1073% | 2,13x1072 | 1,37x10~'* | 1,20x10" 13 | 2,13x10!°
KC10-21-2r1 | 1,51x1073% | 7,54x107° | 1,41x1073 | 1,93x10~'% | 9,07x10~ " | 1,52x10~"°
KC10-2f1-2uni | 2,08x10726 | 4,50x107° | 6,24x1073! 1,00 4,50x1073¢ 0,50
KC10-2f1-3r1 | 7,22x107%7 | 6,11x10~** 0,95 1,95x107%8 | 7,99x10716 | 1,00x10~%*
KC10-2f1-3uni | 1,95x10%° | 1,31x10~40 1,00 7,58x1073% | 1,07x10~" | 9,98x1072!
KC10-2f1-4r1 | 2,26x107% | 1,02x107° 1,00 2,79x107%% | 1,79x107% | 4,65x10~37
KC10-2f1-5r1 | 6,70x10~% | 9,13x107° | 3,07x1073 | 6,45x10~2° | 7,32x10~!7 | 3,43x1073!
KC20-2f-1r1 | 2,38x1073° | 2,54x107% | 1,48x10~* | 5,64x10~2° | 6,21x10~ "> | 1,34x10~ 28
KC20-2f-1uni | 6,68x1073¢ | 1,08x10~*° | 1,17x10~!' | 4,88x10~ !4 | 7,46x10!7 | 4,18x1073!
KC20-2f1-2r1 | 1,79x10%° | 6,56x10~*3 0,10 2,54x1072% | 5,88x10~'% | 2,69x10~ %
KC20-2f-2uni | 3,82x10~14 | 1,26x1072% | 2,22x10~* 1,00 2,39x10~%0 0,17
KC20-2f1-3r1 | 3,08x107%° | 7,45x10~% | 2,52x10* | 4,51x1072' | 6,59x10~1% | 2,69x10~2°
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KC20-21-3uni | 9,20x107% | 4,92x107%" | 5,50x10!7 | 2,30x1072% | 1,41x102° | 5,58x10~*
KC20-2f-4r1 | 4,94x10~%° | 4,48x10~% | 4,14x1073 | 2,42x1072! | 2,14x10~'* | 1,49x10%’
KC20-2f1-5r1 | 1,21x10~%* | 8,24x10~* 0,83 5,92x10~% | 5,68x10~'4 | 1,03x10~2?
KC30-3f-1r1 | 7,96x107% | 1,85x10~'" | 2,95x1073 | 1,48x10 22 1,00 5,56x10~%°
KC30-3fl-1uni | 2,05x1072 | 1,66x10~*? | 2,39x10~13 | 3,75x10* | 2,63x10"!7 | 1,87x10~>!
KC30-3fl-2r1 | 4,44x10717 | 2,74x107%5 | 3,26x10~* | 8,57x10~ 13 0,17 5,07x1023
KC30-3fl-2uni | 6,23x107%° | 1,19x107% | 2,48x10~ 13 0,44 1,38x1071° | 1,13x1013
KC30-3f1-3r1 | 6,34x10~1° | 1,69x1072° | 7,58x10~* | 1,47x10737 1,00 7,99x10~4
KC30-3f-3uni | 1,25x10~!7 | 2,19x107%° | 1,02x10~'% | 2,15x107% | 7,06x10~ "3 | 1,84x10~!7

Tabela B.15: Knowles & Corne: p-valores do teste kruskal-wallis

para o indicador R,

MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
KC10-2f-1r1 | 5,71x10%? | 7,18x10~ %! 0,72 2,80x1072* | 8,02x10'# | 6,11x10~23
KC10-2f-1uni | 1,50x10732 | 1,59x10737 | 9,27x1073 | 7,56x10~'* | 2,38x1013 | 1,94x10~1°
KC10-2f1-2r1 | 9,48x107%° | 2,52x1073 | 1,43x1073 | 5,68x1010 | 2,28x1013 | 6,95x10~"7
KC10-2f1-2uni | 2,10x1072° | 4,58x107¢ | 6,33x1073! 1,00 4,58x10° 0,50
KC10-21-3r1 | 5,17x10~*? | 7,65x10~*! 0,73 2,50x10724 | 7,95x10~'4 | 6,67x10~23
KC10-2f-3uni | 1,99x107%% | 1,42x10~46 1,00 2,55x107* | 2,85x1072' | 9,61x10~ 23
KC10-2fl-4r1 | 1,17x1077 | 6,26x10~%* 1,00 9,61x1070 | 5,55x101% | 1,40x10~2!
KC10-2f1-511 | 7,18x1074! | 5,71x10~%? 0,28 6,11x1023 | 8,02x10~'* | 2,80x10~2*
KC20-2f1-1r1 | 6,73x107° | 2,12x107¢ | 5,49x10~° | 1,59x10~'? | 7,59x10~ 1 | 8,81x10~%°
KC20-2fl-1uni | 7,25x107%¢ | 1,13x10%° | 1,14x10~"" | 5,16x10~'* | 7,73x10~"7 | 4,30x107!
KC20-2f1-2r1 | 2,02x107%° | 7,73x10~43 0,10 2,73x1072% | 6,29x10'* | 3,07x10~2°
KC20-2f1-2uni | 3,98x107'4 | 8,57x10723 | 1,68x10~* 0,99 3,94x1072° 0,13
KC20-2f1-3r1 | 4,77x107%° | 2,08x10~¢ | 4,26x10~* | 5,25x1072! | 9,59x10~ " | 6,87x10~%°
KC20-2f1-3uni | 9,36x10% | 5,02x107°" | 5,55x10~'7 | 2,33x1072% | 1,43x10720 | 5,67x10~*+
KC20-2f-4r1 | 4,92x107%° | 3,03x10% | 5,65x10~* | 4,89x1072! | 1,07x10~'* | 9,97x10~%°
KC20-2f1-5r1 | 8,97x10~%' | 4,03x10~*2 0,24 8,27x1073 | 7,77x10~* | 1,88x10~%*
KC30-3fl-1r1 | 3,44x10722 | 2,45x107%% | 2,35x10716 | 2,23x10~% 1,00 2,31x10~0
KC30-3fl-1uni | 8,06x10%¢ | 3,87x107°" | 4,34x10~"7 | 2,17x1072% | 1,26x10720 | 4,42x10~*+
KC30-3f-2r1 | 1,06x1023 | 3,03x107* | 3,05x107¢ | 1,90x10~2! 0,17 3,43x107?
KC30-3fl-2uni | 3,29x1073° | 2,14x107%6 | 2,32x10"13 | 5,57x107% | 3,84x10~!7 | 1,47x102°
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KC30-3f1-3r1 | 7,20x1072" | 2,90x1073 | 1,42x10~° | 8,60x10~*2 1,00 5,53x1073
KC30-3f1-3uni | 8,12x10~* | 2,00x107° | 4,46x10'8 | 9,37x1072% | 2,15x10~"7 | 2,34x10~*
Tabela B.16: Paquete & Stiitzle: p-valores do teste kruskal-wallis

para o indicador Hipervolume

MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
qapStr.25.0.1 1,67x10733 | 9,00x1073% | 2,06x1072 | 4,59x10~" | 3,63x10~'3 | 6,47x10~2°
qapStr.25.0.2 1,92x107%? | 1,00x10~ 0,06 3,50x10 4 | 6,62x10~ 13 | 8,08x10 '8
qapStr.25.0.3 1,03x1073¢ | 1,81x10~%7 | 4,60x10~% | 3,24x107!6 | 1,38x10~1° | 1,98x10~2°
qapStr.25.n75.1 | 2,26x1072% | 5,29x10~%° | 5,55x10~* | 1,89x10~* | 8,67x10~'* | 8,58x10~!!
qapStr.25.n75.2 | 3,09x1072 | 1,66x10~*! 1,00 1,51x1073* | 1,04x107'¢ | 8,34x1072!
qapStr.25.n75.3 | 1,14x107%° | 5,90x10—° 0,64 6,87x10722 | 1,96x1013 | 4,89x102!
qapStr.25.p75.1 | 8,43x1073* | 6,66x10~*' | 3,13x10~* | 1,05x10~'* | 7,70x10~'* | 5,82x10~23
qapStr.25.p75.2 | 3,87x1073¢ | 1,33x10%7 0,24 4,24x1018 | 4,32x1013 | 8,51x102°
qapStr.25.p75.3 | 2,57x10~*' | 6,91x10~ 0,99 1,22x10°2 | 1,15x10°13 | 2,28x10~'8
qapUni.25.0.1 2,59x107%7 | 1,59x107%° | 6,20x10710 | 3,95x10716 | 2,31x1016 | 2,42x1073!
qapUni.25.0.2 9,20x10738 | 8,48x107° | 2,29x107> | 3,04x10~ '8 | 8,70x10~ 1 | 4,44x10~%8
gapUni.25.0.3 1,21x1073% | 2,26x10~4! | 1,76x107> | 3,92x10~ " | 3,64x10~'4 | 3,35x10~%
qapUni.25.0.4 1,19x1073% | 9,16x1073 | 8,04x10~13 | 2,13x107'¢ | 1,16x10~"7 | 2,17x10~3*
qapUni.25.0.5 1,69x1073° | 5,10x107%¢ | 3,46x10~* | 2,04x102° | 1,13x10~'* | 1,81x10~28
qapUni.25.n25.1 | 5,64x10~% | 1,02x107° | 4,87x10~'% | 3,18x1072! | 3,99x10~'® | 6,94x10~38
qapUni.25.n25.2 | 5,64x10~% | 1,02x107°° | 4,87x10~'% | 3,18x1072! | 3,99x10~'® | 6,94x10~38
qapUni.25.n25.3 | 3,54x10~% | 7,40x107° | 2,03x10~1> | 3,03x1072! | 1,22x107'? | 8,34x10~*!
qapUni.25.n25.4 | 2,34x107*? | 1,68x107>* | 5,20x10~ "' | 6,04x1072' | 1,26x10~'7 | 1,05x1073¢
qapUni.25.n25.5 | 2,00x10~* | 1,17x107¢ | 6,71x10~"3 | 2,20x1072! | 1,56x10~'® | 8,76x10~°
qapUni.25.n50.1 | 2,72x107%¢ | 5,99x107%% | 7,41x107 '8 | 1,31x1072% | 4,97x1072! | 7,37x10~*
gapUni.25.n50.2 | 1,03x107% | 3,79x107>° | 1,61x10~'" | 3,90x1072! | 6,97x10~'® | 2,44x10~%’
qapUni.25.n50.3 | 1,82x10~%> | 1,35x107* | 5,09x10~'! | 4,68x10~2! | 1,18x10~'7 | 8,23x10~%
qapUni.25.n50.4 | 3,54x10~%" | 2,00x107% | 2,91x107 " | 4,90x10~ > | 8,78x10 22 | 2,81x10~ %
qapUni.25.n50.5 | 3,64x107>" | 1,58x107%° | 3,79x102° | 3,79x10~> | 3,79x10~> | 3,64x107!
qapUni.25.n75.1 | 6,29x107" | 3,49x10-%° | 8,20x10"2° | 5,16x10"2° | 6,02x10"2° | 7,85x107!
qapUni.25.n75.2 | 3,64x107>" | 1,58x107%° | 3,79x102° | 3,79x10~>° | 3,79x10~>> | 3,64x107°!
qapUni.25.n75.3 | 2,04x10~%7 | 8,21x107%* | 1,24x10717 | 3,74x102% | 5,52x102% | 1,19x10~%
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gapUni.25.n75.4
gapUni.25.n75.5
qapUni.25.p25.1
qapUni.25.p25.2
gqapUni.25.p25.3
qapUni.25.p25.4
gapUni.25.p25.5
qapUni.25.p50.1
qapUni.25.p50.2
gqapUni.25.p50.3
qapUni.25.p50.4
gapUni.25.p50.5
qapUni.25.p75.1
qapUni.25.p75.2
gqapUni.25.p75.3
qapUni.25.p75.4
qapUni.25.p75.5
qapUni.50.0.1

gqapUni.50.0.2

gqapUni.50.0.3

gapUni.50.0.4

qapUni.50.0.5

gqapUni.50.n25.1
gqapUni.50.n25.2
gapUni.50.n25.3
gapUni.50.n25.4
qapUni.50.n25.5
gqapUni.50.n50.1
gqapUni.50.n50.2
gapUni.50.n50.3
qapUni.50.n50.4
qapUni.50.n50.5
gqapUni.50.n75.1
qapUni.50.n75.2
gapUni.50.n75.3
qapUni.50.n75.4

1,93x10~%
3,64x107°!
1,41x10732
4,05x10~%
3,80x10732
6,05x10~2
8,06x10~28
1,61x10 13
1,93x10~"7
2,36x10~"7
1,48x10°1°
6,32x10~ 13
2,90x10~ '8
3,75x10°16
5,55x10718
2,44x10~%
1,10x10~13
8,06x104°
4,02x10~4!
4,59x10~%
1,09x10~4
1,33x10740
8,06x1046
3,64x107!
8,00x10~*3
4,08x10~
4,08x10~#
4,36x10~48
8,06x10~40
8,06x10~4°
4,36x10~48
8,71x10~%
3,64x107°!
4,36x10~4
3,64x107!
3,64x107!

1,80x10~°
1,58x10~%
8,36x10~4
5,09x10~3°
1,53x1073°
1,23x10736
9,98x10~4?
2,78x1073!
4,00x10~%7
5,73x10736
1,61x10~3
2,26x10~%°
5,65x10~ "7
4,64x10~%°
7,49x10-%2
1,10x10~ %
2,30x10~%°
3,87x10°6!
3,74x107°!
3,51x107>°
5,07x1076!
1,98x10~%
3,87x107%!
1,58x10%°
2,17x1075
5,01x10738
5,01x1078
6,93x10763
3,87x10°%!
3,87x107°!
6,93x106
1,19x1078
1,58x107%°
6,93x10%
1,58x10~%
1,58x10~%°

1,85x1016
3,79x10~%
6,36x1078
1,22x107°
2,43x1074
3,06x1078
4,32x10710
8,60x1078
3,13x107°
1,27x10~13
6,63x10~ 14
1,28x10°°
0,38
4,98x102
0,05
1,00
2,45x1072
4,34x10" "7
5,69x1078
1,66x10~°
4,65x10~17
1,66x10~°
4,34x10"7
3,79x10~%
9,71x10~ 12
3,62x10~ 14
3,62x10° 14
1,16x10~2°
4,34x10~"7
4,34x10~"7
1,16x10~%°
4,12x10~ 14
3,79x10~%
1,16x10~2°
3,79x10%
3,79x10~ %

3,23x10 22
3,79x10~%
3,41x107 12
4,77x107
4,70x10~13
1,43x10~*
4,44x1077
0,17
0,26
0,86
0,96
0,22
0,18
0,71
0,13
1,10x10~%
0,83
2,17x107%2
9,64x10~2!
1,20x10~23
2,94x10~22
1,01x10~%°
2,17x10~22
3,79x107%
3,59x1072!
1,19x102!
1,19x102!
1,72x10~%
2,17x10~22
2,17x10~22
1,72x10~%
3,09x10 22
3,79x107%
1,72x10~%3
3,79x10~%
3,79x10~%

2,67x10°%0
3,79x10%
4,67x10~ 1
1,21x10°1
1,03x10~13
3,65x10°1°
1,01x10~13
2,61x1071¢
6,35x10~16
6,62x10720
1,16x10~2°
4,01x10°16
4,65x1071©
1,98x10~"7
2,69x10 13
4,74x10~%2
6,39x10~ '8
1,26x10~%°
2,65x1071°
1,14x107 "7
1,38x1020
1,08x10~ 13
1,26x10~2°
3,79x10~%
5,51x107 '3
3,78x10~ 1
3,78x10~ 7
1,49x10~22
1,26x10~2°
1,26x10~2°
1,49x10~%2
1,03x10~1°
3,79x10~%
1,49x10~22
3,79x10~%
3,79x10~%

1,93x10~%
3,64x107°!
2,59x10~%
7,34x10~ 17
1,89x1072!
1,49x1071°
4,51x10~22
1,03x10~°
2,38x1076
3,44x10~ 11
5,06x10~1°
4,30x1078
0,11
0,13
3,10x1073
0,06
0,15
4,42x10~4
1,66x10~33
1,61x10738
5,93x10~%4
7,67x10732
4,42x10%3
3,64x107!
1,43x10737
4,26x10~40
4,26x10~40
1,10x10746
4,42x10~43
4,42x10~43
1,10x10~46
9,14x10~ 4
3,64x107!
1,10x1074°
3,64x107!
3,64x107!
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gqapUni.50.n75.5
gqapUni.50.p25.1
qapUni.50.p25.2
qapUni.50.p25.3
qapUni.50.p25.4
qapUni.50.p25.5
gapUni.50.p50.1
qapUni.50.p50.2
qapUni.50.p50.3
qapUni.50.p50.4
qapUni.50.p50.5
gapUni.50.p75.1
qapUni.50.p75.2
qapUni.50.p75.3
qapUni.50.p75.4
qapUni.50.p75.5
qapUni.75.0.1

qapUni.75.0.2

qapUni.75.0.3

gapUni.75.0.4

gapUni.75.0.5

gqapUni.75.n25.1
gqapUni.75.n25.2
gapUni.75.n25.3
gapUni.75.n25.4
gapUni.75.n25.5
qapUni.75.n50.1
gqapUni.75.n50.2
gapUni.75.n50.3
gapUni.75.n50.4
qapUni.75.n50.5
gqapUni.75.n75.1
qapUni.75.n75.2
gapUni.75.n75.3
gapUni.75.n75.4
qapUni.75.n75.5

1,01x10~48
3,73x10°%
9,02x1073!
2,17x107%7
7,63x10~%
7,51x1038
2,87x10~1°
8,67x10~ 18
7,57x1017
1,71x10~ '8
2,64x10~"7
2,57x10710
1,67x10~ 13
3,82x10~%°
5,93x10~22
1,05x10~"7
6,59x1073
2,94x10~40
4,02x10~4!
4,02x10~4!
7,57x10~4
4,02x10~4!
7,57x10~4?
1,57x1073
3,66x1072
4,36x10~4
4,08x10~%
8,06x104
8,06x104
4,36x10~4
8,06x10~46
3,64x107!
3,64x107°!
3,64x107°!
1,00x10~%
4,36x10~48

1,89x10~%
7,39x10752
5,30x10~38
1,08x1046
6,69x104
1,03x10~%
2,80x10732
1,24x1073*
2,20x10733
4,22x1073
2,72x10°33
9,72x10~
4,93x10~%7
4,18x10~%
7,11x10%6
1,13x10~%°
4,01x10-%
6,51x10~48
3,74x107°!
3,74x107°!
4,01x10733
3,74x107!
4,01x1073
7,41x1068
9,33x10~%7
6,93x10%
5,01x1078
3,87x10°!
3,87x10°%!
6,93x1076
3,87x107°!
1,58x10%
1,58x107%°
1,58x10~%°
7,20x10763
6,93x10~%

1,54x10~2°
1,76x10~ 1
3,97x10~4
1,42x10°°
1,25x10~!1
2,43x1074
4,49x1078
9,41x10~'2
2,50x10~ 1
1,43x10°8
8,30x10 !
7,11x107°
1,89x10~*
1,47x10~2
4,69x1072
4,78x10~7
1,55x1078
2,88x107°
5,69x1078
5,69x1078
1,07x10~°
5,69x1078
1,07x107°
5,14x1071°
1,94x10~ 1
1,16x10~2°
3,62x10° 14
4,34x10~"7
4,34x107 17
1,16x10~2°
4,34x10~"7
3,79x10~%
3,79x10~%
3,79x10~%
8,31x10~17
1,16x10~%°

4,49x10~ 2%
8,72x10~ 12
8,34x10~ 12
1,96x10~17
2,03x1077
1,06x1018
0,09
0,63
0,81
0,22
0,67
0,60
0,08
0,99
1,00
0,29
8,81x10732
8,33x102!
9,64x10~2!
9,64x1072!
6,98x10~2!
9,64x10~2!
6,98x102!
7,26x10~32
4,00x1028
1,72x107%
1,19x102!
2,17x1022
2,17x1022
1,72x10723
2,17x107%2
3,79x10~%
3,79x10~%
3,79x10~%
4,34x10~ %
1,72x10~%

3,94x10~%
2,42x10°18
1,55x10~13
3,73x10° 13
2,26x10~16
1,93x10~ 4
3,98x1071°
1,39x10~ 18
5,95x10~1°
1,16x1071°
2,27x10° 18
4,24x10~%0
4,06x10~ 1
8,42x1026
2,08x10~%
2,09x10~1°
1,35x10~%8
3,40x10° 15
2,65x1071°
2,65x1071°
4,69x10~17
2,65x107 16
4,69x10~17
2,00x10~%°
2,52x10726
1,49x10~2?
3,78x10~ 7
1,26x10~2°
1,26x10~2°
1,49x1022
1,26x10~%°
3,79x10~%
3,79x10~%
3,79x10%
2,67x10~22
1,49x10 %

2,57x10~%
1,41x10~32
8,36x10~%°
7,47x10~%°
3,91x107%4
4,68x10~%7
7,17x10~ 1!
5,23x10~ '
2,10x10~°
3,37x10710
7,82x1010
4,41x10710
6,52x10~7
7,14x101°
1,00
4,03x1078
4,66x10~4
2,29x10730
1,66x10~33
1,66x10~33
2,13x10°%
1,66x1033
2,13x1073
7,35x107°
4,92x10~%
1,10x10746
4,26x10~40
4,42x10~43
4,42x10~43
1,10x1074°
4,42x10~4
3,64x107!
3,64x107°!
3,64x107°!
5,82x10~%
1,10x1046
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qapUni.75.p25.1 | 4,02x10~*" | 3,74x107>' | 5,69x10~% | 9,64x1072' | 2,65x10~'° | 1,66x10~33
qapUni.75.p25.2 | 1,19x10~%' | 2,45x1073 | 3,49x107° | 6,15x1072° | 1,31x107"? | 2,20x10~
qapUni.75.p25.3 | 8,03x10~4! | 3,18x107% | 1,21x10~° | 7,75x10%° | 7,73x10~'7 | 2,04x10~3*
qapUni.75.p25.4 | 2,16x10~%> | 3,48x107>! | 1,85x1076 | 3,24x102% | 3,43x10~'7 | 1,41x10~33
qapUni.75.p25.5 | 9,64x10~%° | 1,09x10~*® | 1,62x107® | 7,71x1072° | 1,56x10" | 4,88x103!
qapUni.75.p50.1 | 2,42x1018 | 5,88x1073" | 1,20x1077 0,20 2,48x10716 | 2,22x107°
qapUni.75.p50.2 | 3,36x10!8 | 4,19x1073¢ | 5,90x10~ 13 0,64 511x107 | 3,58x10 12
qapUni.75.p50.3 | 1,24x10~18 | 1,08x1073% | 7,45x10~ 1 0,66 1,02x10~% | 8,08x10~ 15
qapUni.75.p50.4 | 6,03x1072" | 7,40x1073° | 8,51x107° | 2,92x1073 | 2,35x10~'* | 4,06x10~'°
qapUni.75.p50.5 | 2,43x1071° | 9,55x1073° | 1,99x10~1° 0,18 3,50x10717 | 1,88x10712
qapUni.75.p75.1 | 2,02x1072% | 5,07x10~2 0,13 1,00 4,05x10~%° 1,00
qapUni.75.p75.2 | 7,65x10~'7 | 4,59x1073% | 5,36x10~1° 0,73 2,91x10718 | 9,80x10~°
qapUni.75.p75.3 | 1,60x1072° | 5,86x10~27 | 3,24x1073 | 3,24x1073 | 5,06x10~'* | 9,33x10~8
qapUni.75.p75.4 | 2,91x10"17 | 7,54x1073" | 1,84x1078 0,50 2,91x1077 | 1,84x10°8
qapUni.75.p75.5 | 7,59x1072" | 4,34x1072° | 3,82x10~* 1,00 6,14x107° 1,00

Tabela B.17: Paquete & Stiitzle: p-valores do teste kruskal-wallis

para o indicador &-Undrio

MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
qapStr.25.0.1 1,30x1071° | 7,36x10722 0,17 1,47x1072 | 1,92x107 4 | 1,01x1073
qapStr.25.0.2 4,53x107'% | 8,86x107% | 2,50x1073 0,11 3,99x107 1 | 3,60x107°
qapStr.25.0.3 1,87x107 1 | 2,60x10~!7 0,82 0,11 1,64x10~ 16 0,37
qapStr.25.n75.1 | 8,61x107° | 1,42x10~ 0,94 4,94x1072' | 3,00x10~13 | 2,72x10~"7
qapStr.25.n75.2 | 9,50x107'* | 4,86x1072' | 1,17x1073 1,00 1,92x10~ 2 0,85
qapStr.25.n75.3 | 1,71x107%¢ | 6,53x1038 0,24 1,84x107 18 | 3,91x10 13 | 4,12x10~2°
qapStr.25.p75.1 | 1,52x107%° | 4,94x10~4? 0,22 1,48x1072% | 8,23x10~'4 | 2,28x10~ %
qapStr.25.p75.2 | 1,57x107%° | 4,30x1033 0,05 2,62x107'" | 9,13x10~ "3 | 5,02x10~ 1>
qapStr.25.p75.3 | 5,80x107%° | 4,09x1073¢ 0,97 3,05x1072% | 1,96x10~13 | 1,02x10~"7
qapUni.25.0.1 2,59x107%7 | 1,59x10~%° | 6,19x10710 | 3,94x10716 | 2,31x1016 | 2,42x1073!
qapUni.25.0.2 | 9,19x10738 | 8,47x107%¢ | 2,29x107° | 3,04x10~'% | 8,70x10~" | 4,43x10~28
qapUni.25.0.3 1,06x1073% | 2,23x10~%! | 1,93x107 | 3,35x10~13 | 3,71x10~!4 | 3,23x10~23
qapUni.25.0.4 8,61x107%° | 7,76x1073 | 9,22x10~13 | 1,44x107'® | 1,17x10~'7 | 1,74x10~3¢
qapUni.25.0.5 | 1,69x107%° | 5,08x107%¢ | 3,46x10~* | 2,03x10~2° | 1,13x10~'* | 1,81x10~ 28
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gapUni.25.n25.1
gapUni.25.n25.2
qapUni.25.n25.3
gqapUni.25.n25.4
gqapUni.25.n25.5
gapUni.25.n50.1
gapUni.25.n50.2
qapUni.25.n50.3
gqapUni.25.n50.4
gqapUni.25.n50.5
gapUni.25.n75.1
gapUni.25.n75.2
qapUni.25.n75.3
gqapUni.25.n75.4
gqapUni.25.n75.5
gapUni.25.p25.1
qapUni.25.p25.2
qapUni.25.p25.3
qapUni.25.p25.4
qapUni.25.p25.5
gapUni.25.p50.1
qapUni.25.p50.2
qapUni.25.p50.3
gqapUni.25.p50.4
gapUni.25.p50.5
gapUni.25.p75.1
qapUni.25.p75.2
qapUni.25.p75.3
qapUni.25.p75.4
gqapUni.25.p75.5
qapUni.50.0.1

qapUni.50.0.2

gqapUni.50.0.3

qapUni.50.0.4

gqapUni.50.0.5

qapUni.50.n25.1

5,62x10~%3
5,63x10~43
3,51x10~#
2,32x10742
1,99x104
2,70x1046
9,92x10~43
1,96x10~4?
3,52x107%
3,64x107°!
1,32x10~%°
2,11x10~%
1,97x10~%
2,21x107%
5,32x1078
1,44x10732
3,73x107%
3,64x10732
6,04x102*
7,30x10~28
1,46x10713
1,85x10" 17
2,39x10~17
1,48x10716
6,07x10~ 18
2,89x10~ 18
7,37x10~ 13
5,60x10~18
2,38x10~%
9,83x10~ 13
8,06x10~46
4,02x10~4
4,59x10~%
1,09x10~%
1,33x10740
8,06x104¢

1,02x107°
1,02x1075°
7,33x10~>°
1,67x107*
1,17x107¢
5,94x10~%2
3,63x107°
1,60x107%
1,99x10~93
1,58x10~%°
3,15x10°%7
6,41x10-%7
7,88x10764
2,29x10-%0
9,51x10~%
9,39x10~
4,84x10~%
1,46x10—%
1,23x10736
9,30x10
2,92x1073!
3,93x10~%7
7,34x10736
2,08x10~%
2,24x10~%
5,54x10~ 1
4,14x1073
8,19x10~22
1,06x10~%
2,42x1033
3,87x107°!
3,74x107!
3,51x107
5,07x107°!
1,98x10~%
3,87x1076!

4,86x10~12
4,87x10~ 12
2,02x10~ 1
5,19x10 !
6,70x10~ 13
7,38x10~ 18
1,59x10~!"!
5,97x107!!
2,90x10~1°
3,79x107%
6,44x10~3
1,28x10~2?
1,21x10 1
2,34x10716
1,57x1072°
7,04x10~8
1,25x107°
2,42x1074
3,06x10°8
4,39x10~1°
9,74x1078
3,20x107°
1,64x10~13
8,85x10~ 14
1,31x10°°
0,38
3,61x10° "7
0,05
1,00
2,49x10~ 1
4,34x10~"7
5,69x1078
1,66x10~°
4,65x10~"7
1,66x107°
4,34x10~"7

3,18x1072!
3,18x1072!
3,02x1072!
6,01x10~2!
2,19x10%!
1,30x10~22
3,80x10~2!
4,78x1072!
4,88x10~%
3,79x10~%
2,74x1024
3,52x10~ %
3,65x10723
3,42x1022
1,90x10~23
3,37x107 12
4,46x107>
4,59x10~ 13
1,43x10~*
4,06x10~7
0,17
0,26
0,85
0,96
0,22
0,17
1,00
0,13
1,06x10~23
1,00
2,17x107%2
9,64x10~2!
1,20x10~%3
2,94x1022
1,01x1020
2,17x107%2

3,98x10 18
3,98x10~ '8
1,22x10° 1
1,25x10° Y7
1,55x10~ '8
4,95x1072!
6,81x10~ '8
1,27x10~ Y7
8,74x10%2
3,79x10~%
7,82x10~24
1,16x1023
5,38x10722
3,00x10~%°
1,77x10722
4,86x10~ 15
1,22x10~1
1,01x10° 13
3,64x1071
1,02x10~ 1
2,82x1071°
6,49x107 10
7,64x10~20
1,38x10~%°
4,13x10°16
4,70x10~1°
8,89x10732
2,62x10~1
4,78x10~%2
2,62x10-30
1,26x10~%°
2,65x10710
1,14x10~ "7
1,38x10~%°
1,08x10~ 13
1,26x10~%°

6,92x10738
6,93x10738
8,27x10~#
1,04x103¢
8,72x10~3°
7,31x10~%
2,35x107%7
9,73x10~%7
2,79x10~%
3,64x107°!
6,09x10~%
1,21x10~48
1,15x10~%
2,44x10~%?
1,50x10746
2,88x102
6,81x10~1°
1,83x102!
1,49x10716
4,11x10~%2
1,01x107°
2,31x107°
3,92x10~ 1
5,64x10710
4,17x10°8
0,11
0,06
3,30x1073
0,06
0,08
4,42x10~4
1,66x1033
1,61x10738
5,93x10~43
7,67x10732
4,42x10~4
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qapUni.50.n25.2
gapUni.50.n25.3
qapUni.50.n25.4
qapUni.50.n25.5
gapUni.50.n50.1
gqapUni.50.n50.2
gapUni.50.n50.3
qapUni.50.n50.4
gqapUni.50.n50.5
gapUni.50.n75.1
qapUni.50.n75.2
gapUni.50.n75.3
qapUni.50.n75.4
qapUni.50.n75.5
gqapUni.50.p25.1
qapUni.50.p25.2
qapUni.50.p25.3
qapUni.50.p25.4
qapUni.50.p25.5
gqapUni.50.p50.1
gqapUni.50.p50.2
qapUni.50.p50.3
qapUni.50.p50.4
qapUni.50.p50.5
gqapUni.50.p75.1
gapUni.50.p75.2
qapUni.50.p75.3
qapUni.50.p75.4
qapUni.50.p75.5
gapUni.75.0.1

qapUni.75.0.2

qapUni.75.0.3

qapUni.75.0.4

gapUni.75.0.5

gapUni.75.n25.1
qapUni.75.n25.2

3,64x107°!
8,00x10~43
4,08x10~+
4,08x10~ %
4,36x10~#
8,06x104°
8,06x104°
4,35x10~48
8,71x10~%
4,79x107!
4,36x10~4
3,64x107°!
3,64x107!
1,01x10~48
3,18x10~%
9,02x1073!
2,17x10~%7
6,18x10~%°
7,50x10738
2,61x10~1°
8,67x10~ '8
6,88x10~!7
1,64x10~ '8
2,46x10~"7
2,63x1071°
1,67x10°'8
2,77x107 17
5,93x10~%2
1,05x10~ "7
6,59x107
2,94x10~40
4,02x10~4
4,02x10~4!
7,57x10~4?
4,02x10~4
7,57x10~4

1,58x10~%
2,17x1073
5,01x10738
5,00x1078
6,93x10%
3,87x10°%!
3,87x1076!
6,91x106
1,19x1078
2,35x10~%
6,93x10~%
1,58x10~%°
1,58x10~%°
1,89x10~%
6,49x10>2
5,30x1038
1,08x1046
5,75x10~%
1,03x10#
2,73x10-32
1,24x10734
2,26x10~3%
4,18x10~%?
2,74x10733
1,04x1073!
4,93x10~%7
3,20x107!
7,11x102%6
1,13x10~%°
4,01x10%
6,51x10~%
3,74x107!
3,74x107°!
4,01x1073
3,74x107!
4,01x10~3

3,79x10~%
9,71x10~ 12
3,62x10~ 14
3,62x10° 14
1,16x10~2°
4,34x10"7
4,34x10~17
1,16x10~%°
4,12x10~ 14
5,59x10~%
1,16x10~2°
3,79x10~%
3,79x10~%
1,54x10~2°
1,75x10~ 1
3,97x107*
1,42x10°
1,28x10~ !
2,43x1074
4,74x1078
9,41x10~12
2,80x107!!
1,48x10~8
8,92x10~!!
7,38x107°
1,89x10~*
7,29x1073!
4,69x102
4,78x10~7
1,55x1078
2,88x107°
5,69x1078
5,69x1078
1,07x107°
5,69x1078
1,07x10~°

3,79x10~%
3,59x1072!
1,19x102!
1,18x102!
1,72x10~ %
2,17x10~22
2,17x10~22
1,71x10~%
3,09x10~22
4,43x10~%
1,72x10~%3
3,79x10~%
3,79x10~%
4,49x1024
7,47x10~ 12
8,34x107 12
1,96x10~"7
1,67x10~7
1,06x10~18
0,09
0,63
0,80
0,21
0,66
0,60
0,08
1,00
1,00
0,29
8,81x10~32
8,33x1072!
9,64x102!
9,64x102!
6,98x10~2!
9,64x10~2!
6,98x1072!

3,79x10~%
5,51x107 '3
3,78x10~ "
3,78x10~ 17
1,49x10~22
1,26x10~2°
1,26x1020
1,49x10 %2
1,03x10~°
4,78x10~%
1,49x1022
3,79x10~%
3,79x10~%
3,94x1023
2,38x10~ '8
1,55x10713
3,73x10~ 13
2,29x107 16
1,93x10~ 4
4,22x10~16
1,39x10718
6,78x10~
1,20x1071©
2,46x10~ 18
4,27x10-20
4,06x10~ 15
3,74x10732
2,08x10~%°
2,09x10~1°
1,35x10~28
3,40x10~ 1
2,65x10716
2,65x10~16
4,69x10~"7
2,65x10~1°
4,69x10~"7

3,64x107!
1,43x10737
4,26x10~40
4,26x10~40
1,10x10746
4,42x10~43
4,42x10~4
1,10x1046
9,14x10~*
5,35x107!
1,10x104°
3,64x107°!
3,64x107!
2,57x10~%
1,21x10~32
8,36x10~%°
7,47x10~%°
3,20x10~%*
4,67x10~%7
6,63x10~!!
5,23x10~ 1!
1,92x10~°
3,25x10°10
7,33x1071°
4,68x10~1°
6,52x1077
6,96x10~ '8
1,00
4,03x1078
4,66x10~4
2,29x10~%
1,66x1033
1,66x10~33
2,13x1073
1,66x10733
2,13x10735
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gapUni.75.n25.3
gapUni.75.n25.4
qapUni.75.n25.5
qapUni.75.n50.1
gqapUni.75.n50.2
gapUni.75.n50.3
gapUni.75.n50.4
qapUni.75.n50.5
gqapUni.75.n75.1
gqapUni.75.n75.2
gapUni.75.n75.3
gapUni.75.n75.4
qapUni.75.n75.5
qapUni.75.p25.1
gqapUni.75.p25.2
gqapUni.75.p25.3
qapUni.75.p25.4
qapUni.75.p25.5
gqapUni.75.p50.1
gqapUni.75.p50.2
gapUni.75.p50.3
qapUni.75.p50.4
qapUni.75.p50.5
gqapUni.75.p75.1
qapUni.75.p75.2
gapUni.75.p75.3
qapUni.75.p75.4
qapUni.75.p75.5

1,57x10~5
3,66x1072
4,36x10~4
4,08x10~ %
8,06x104
8,06x104
4,36x10~4
8,06x104¢
3,64x107°!
3,64x107°!
3,64x107°!
1,00x10~%
4,36x10~48
4,02x10~4!
8,04x10
8,03x10~4!
2,16x10~%
9,64x10~40
2,33x10718
2,49x10~ 18
9,24x10~ 1
4,57x10~2!
1,54x10~1°
2,02x10~%
7,65x10~17
1,55x10716
2,81x10~"7
7,59x102!

7,41x1068
9,33x107%7
6,93x10%
5,01x1078
3,87x10°%!
3,87x10%!
6,93x10~6
3,87x1076!
1,58x107%°
1,58x10~%°
1,58x10~%°
7,20x10~93
6,93x10~%
3,74x107°!
1,75x1073
3,18x1072
3,48x107°!
1,09x10~48
5,83x1073!
4,29x1036
1,11x10~38
6,53x1073¢
8,63x10~»
5,07x10~%
4,59x1032
1,72x1073
7,54x1073!
4,34x10~%

5,14x10~10
1,94x10~ 1
1,16x10~%°
3,62x10° 14
4,34x10~"7
4,34x10°17
1,16x10~20
4,34x10~"7
3,79x10~%
3,79x107%
3,79x10~%
8,31x10~ 17
1,16x10~%°
5,69x10~8
3,48x107°
1,21x107°
1,85x10°°
1,62x10°°
1,23x10~7
8,08x10~ 13
1,02x10~
9,37x107
2,71x10~10
0,13
5,36x10~1°
8,49x10~ 13
1,90x10~8
3,82x1074

7,26x1032
4,00x1028
1,72x10~%
1,19x102!
2,17x1022
2,17x10~22
1,72x10723
2,17x107%2
3,79x10~%
3,79x10~%
3,79x10%
4,34x10~ 2
1,72x10~%3
9,64x102!
4,14x10-20
7,75x1020
3,24x107%2
7,71x10~20
0,19
0,59
0,62
2,38x1073
0,15
1,00
0,73
0,93
0,49
1,00

2,00x10~%°
2,52x10726
1,49x10~%2
3,78x10~ 7
1,26x10~2°
1,26x10~2°
1,49x10~%2
1,26x10~%°
3,79x10~%
3,79x10~%
3,79x10%
2,67x10~%2
1,49x10%
2,65x10~16
1,18x10~ "7
7,73x10~7
3,43x10~"7
1,56x1015
2,56x10~1°
7,11x10~1°
1,36x10~%°
2,60x10~ 14
4,82x1017
4,05x10~%
2,91x10° 18
517x10~%°
3,02x10~ 7
6,14x107°

7,35x107°
4,92x10~%
1,10x10~46
4,26x10~40
4,42x10~43
4,42x10~4
1,10x10746
4,42x10~4
3,64x107°!
3,64x107°!
3,64x107°!
5,82x10~%
1,10x10~46
1,66x10733
1,53x10~%
2,04x10734
1,41x10733
4,88x1073!
2,14x107°
2,69x10~ 12
6,29x1013
3,28x10°10
1,24x10~12
1,00
9,80x10~°
1,47x107°
1,78x1078
1,00

para o indicador R,

Tabela B.18: Paquete & Stiitzle: p-valores do teste kruskal-wallis

Instancias

MOEA/D
X
NSGA-II

MOTA/D
X
NSGA-II

MOTA/D
X
MOEA/D

MOEA/D
X
NSTA

NSTA
X
NSGA-II

MOTA/D
X
NSTA

qapStr.25.0.1

5,86x10726

2,14x10~%

0,07

6,02x10~3

8,42x10° 13

3,87x10~
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qapStr.25.0.2
gapStr.25.0.3
qapStr.25.n75.1
qapStr.25.n75.2
qapStr.25.n75.3
qapStr.25.p75.1
qapStr.25.p75.2
qapStr.25.p75.3
gqapUni.25.0.1
gqapUni.25.0.2
gapUni.25.0.3
gapUni.25.0.4
qapUni.25.0.5
gqapUni.25.n25.1
gapUni.25.n25.2
gapUni.25.n25.3
qapUni.25.n25.4
gqapUni.25.n25.5
gapUni.25.n50.1
gapUni.25.n50.2
gapUni.25.n50.3
qapUni.25.n50.4
gqapUni.25.n50.5
gapUni.25.n75.1
gapUni.25.n75.2
gapUni.25.n75.3
qapUni.25.n75.4
gqapUni.25.n75.5
gapUni.25.p25.1
gapUni.25.p25.2
qapUni.25.p25.3
gqapUni.25.p25.4
qapUni.25.p25.5
gapUni.25.p50.1
gqapUni.25.p50.2
qapUni.25.p50.3

2,25x10°%
3,12x107 33
4,20x10~3
8,10x1073*
4,44x10~4
9,10x1073¢
1,44x107%
9,78x10~%!
2,59x10737
9,20x10738
1,06x10~3
1,06x1038
1,69x10~%
5,63x10~4
5,64x10~43
3,54x10~+
2,34x10~4
2,00x10~43
2,72x10~46
1,03x10~%
1,97x10~%?
3,54x10~%
3,64x107!
6,29x107!
3,64x107°!
2,04x10~%
2,23x10~%
3,64x107!
1,44x10~32
3,74x10~%
3,80x10732
6,05x10~%*
7,30x10~28
1,54x10° '8
1,86x10~"7
2,51x10~"7

7,03x10~33
4,53x10~#
1,58x1073
4,49x10736
1,60x1038
1,33x10~%
1,45x10~%
1,82x1073
1,59x10~%°
8,48x104
2,23x104!
9,25x107>3
5,10x10~46
1,02x10~
1,02x107°
7,40x107>°
1,68x1074
1,17x107°
5,99x10~%2
3,79x1073
1,61x10~%*
2,00x10~93
1,58x1076°
3,49x10~%
1,58x10~%
8,21x10~%
2,31x107%0
1,58x1076°
9,40x10 4
4,84x10-%
1,53x10°
1,23x1073¢
9,31x10~
3,00x1073!
3,95x107%
7,24x10736

0,06
2,10x1073
6,29x1073

0,14

0,90
2,96x1072
3,97x1072

0,98
6,20x10~10
2,29x107°
1,93x107
9,37x10~13
3,46x10~4
4,87x10 12
4,87x10 12
2,03x10°1
5,20x10~ !
6,71x10~ 13
7,41x107 18
1,61x10~ 1!
5,97x10~ 1!
2,91x10~ 1"
3,79x10~%
8,20x10~%
3,79x10%
1,24x10~ "
2,35x10716
3,79x10~%
7,04x10~8
1,25x107°
2,43x10~4
3,06x10°8
4,39x10710
9,53x1078
3,20x107°
1,54x1013

3,65x107 1
2,03x10~1°
1,44x10~ !
1,12x10~ 15
2,03x10~23
2,24x10~"7
1,52x1077
4,88x10~23
3,95x10°16
3,04x10718
3,35x10° 13
1,77x10~16
2,04x10~20
3,18x1072%!
3,18x102!
3,03x1072!
6,04x1072!
2,20x1072!
1,31x10~2?
3,90x1072!
4,79x1072!
4,90x10~23
3,79x10~%
5,16x107%
3,79x10~%
3,74x10~ 3
3,44x107%2
3,79x10~%
3,37x107 12
4,46x107
4,70x10~ 13
1,43x10~4
4,06x10~7
0,17
0,26
0,86

9,40x10~ 13
1,01x10~ 13
4,39x10~ 13
6,61x10~ 13
1,34x10~ 13
2,22x10713
7,04x10713
1,45x10° 13
2,31x10~16
8,70x10 13
3,71x10 14
1,21x10~"7
1,13x10~ 14
3,98x10° '8
3,99x10° 18
1,22x107 17
1,26x1017
1,56x10~ '3
4,97x1072!
6,97x10~ 13
1,27x10~"7
8,78x10~ 22
3,79x10~%
6,02x10~%
3,79x10%
5,52x10~%2
3,01x10~20
3,79x10~%
4,86x10~1°
1,22x10~ 1
1,03x10~ 13
3,65x10~13
1,02x10~ 1
2,77x10~16
6,52x10~1°
7,13x10~20

8,31x10~ 13
2,76x10~23
2,09x10~"7
3,23x10° '8
2,36x102°
7,26x10-%2
3,12x10~ 1
5,51x10~ '8
2,42x1073!
4,44x10~%8
3,23x10723
2,12x1073
1,81x10~%8
6,93x10~38
6,94x10738
8,34x10~!
1,05x10736
8,76x10~3
7,37x10~+
2,44x107%7
9,75x10~%7
2,81x10~%
3,64x107!
7,85x1073!
3,64x107°!
1,19x10~%
2,45x10~42
3,64x107!
2,88x102
6,82x10~1°
1,89x102!
1,49x10~16
4,11x10~%2
1,05x10~°
2,31x1076
4,12x10~ !
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gqapUni.25.p50.4
gqapUni.25.p50.5
qapUni.25.p75.1
qapUni.25.p75.2
qapUni.25.p75.3
gqapUni.25.p75.4
gqapUni.25.p75.5
qapUni.50.0.1

gqapUni.50.0.2

gqapUni.50.0.3

gqapUni.50.0.4

gapUni.50.0.5

qapUni.50.n25.1
qapUni.50.n25.2
gapUni.50.n25.3
gqapUni.50.n25.4
qapUni.50.n25.5
qapUni.50.n50.1
qapUni.50.n50.2
gapUni.50.n50.3
gapUni.50.n50.4
qapUni.50.n50.5
gqapUni.50.n75.1
gqapUni.50.n75.2
gapUni.50.n75.3
gapUni.50.n75.4
qapUni.50.n75.5
qapUni.50.p25.1
qapUni.50.p25.2
gqapUni.50.p25.3
qapUni.50.p25.4
qapUni.50.p25.5
qapUni.50.p50.1
gqapUni.50.p50.2
gapUni.50.p50.3
qapUni.50.p50.4

1,48x1071°
6,07x10~ 18
2,90x10~ '8
3,75x10° 16
5,55x10°18
2,38x10~%
1,13x10°1
8,06x1046
4,02x10~4
4,59x10~%
1,09x10~%
1,33x10~%0
8,06x104¢
3,64x107°!
8,00x1043
4,08x10~+
4,08x10~4
4,36x10~48
8,06x104
8,06x104
4,36x10~4
8,71x10~%
3,64x107!
4,36x10~4
3,64x107°!
3,64x107°!
1,01x10~48
4,38x103
1,02x10730
2,17x10%7
6,87x10~%°
7,51x10738
2,74x10~1°
8,67x107 18
7,10x10~"7
1,64x10 13

2,09x10~%
2,24x10~%
5,65x10~1°
4,64x10~20
7,49x10-%2
1,03x10~%
2,37x1020
3,87x1076!
3,74x107!
3,51x107>°
5,07x10°!
1,98x10~#
3,87x10°6!
1,58x107%°
2,17x107>
5,01x1078
5,01x107>8
6,93x107%
3,87x10°%!
3,87x10°%!
6,93x10~9
1,19x108
1,58x107%°
6,93x10~%
1,58x10~%°
1,58x10~%°
1,89x10%
8,42x1072
5,80x1038
1,08x10746
6,20x10~4
1,03x10~%
2,77x1073?
1,24x1073
2,24x10733
4,18x10732

8,87x10~ 14
1,31x10°°
0,38
4,98x10~2
0,05
1,00
2,45x1072
4,34x10~"7
5,69x10~8
1,66x10~°
4,65x10~17
1,66x10~°
4,34x10~"7
3,79x10~%
9,71x10~ 12
3,62x10~14
3,62x107 14
1,16x10~%°
4,34x10°17
4,34x10~"7
1,16x10~2°
4,12x10~ 4
3,79x10~%
1,16x10~20
3,79x10~%
3,79x10~%
1,54x10~%0
1,78x10~ 13
3,91x10~*
1,42x10°°
1,26x10~!!
2,43x10~*
4,62x10~8
9,41x10~ 12
2,70x10~ !
1,48x1078

0,96
0,22
0,18
0,71
0,13
1,03x1072
0,83
2,17x107%2
9,64x102!
1,20x10~%3
2,94x10~22
1,01x10~%°
2,17x107%2
3,79x10~%
3,59x102!
1,19x1072!
1,19x102!
1,72x10~%3
2,17x1022
2,17x10~22
1,72x10723
3,09x10~22
3,79x10~%
1,72x10~%3
3,79x10%
3,79x10~ %
4,49x10~
1,02x10~!!
9,41x10~ 12
1,96x10~"7
1,84x10~7
1,06x10~ 13
0,09
0,63
0,81
0,21

1,38x10~%°
4,13x10° 16
4,65x107 10
1,98x10 17
2,69x10~ 1
4,90x10~22
6,01x10~ '8
1,26x10~%°
2,65x10~16
1,14x107 17
1,38x10~%°
1,08x10~13
1,26x10=%°
3,79x10~%
5,51x1018
3,78x10~"°
3,78x10~ "
1,49x10 %2
1,26x10~%°
1,26x1072°
1,49x10~%2
1,03x10° 1
3,79x10~%
1,49x10~%
3,79x10%
3,79x10~%
3,94x10~ %3
2,46x10~18
1,55x10~13
3,73x10° 15
2,28x10716
1,93x10~ 14
4,10x10~16
1,39x10718
6,49x10~1°
1,20x10~16

5,65x10710
4,17x10°8
0,11
0,13
3,10x1073
0,06
0,15
4,42x10~4
1,66x10~33
1,61x10738
5,93x10~%3
7,67x10~3
4,42x10~4
3,64x107°!
1,43x10737
4,26x10~40
4,26x10~40
1,10x104¢
4,42x10~4
4,42x10~43
1,10x10746
9,14x10~4
3,64x107!
1,10x10746
3,64x107°!
3,64x107°!
2,57x10~%
1,65x10~32
9,27x10~20
7,47x10%°
3,54x10~%
4,68x10~27
6,90x10~!!
5,23x10~ 1!
1,98x10~°
3,25x10°10
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gqapUni.50.p50.5
gapUni.50.p75.1
qapUni.50.p75.2
qapUni.50.p75.3
qapUni.50.p75.4
qapUni.50.p75.5
gapUni.75.0.1
qapUni.75.0.2
gqapUni.75.0.3
gqapUni.75.0.4
gapUni.75.0.5R
gapUni.75.n25.1
qapUni.75.n25.2
gqapUni.75.n25.3
gapUni.75.n25.4
gapUni.75.n25.5
gapUni.75.n50.1
gqapUni.75.n50.2
gqapUni.75.n50.3
gqapUni.75.n50.4
gapUni.75.n50.5
qapUni.75.n75.1
gqapUni.75.n75.2
gqapUni.75.n75.3
gapUni.75.n75.4
gapUni.75.n75.5
qapUni.75.p25.1
qapUni.75.p25.2
gqapUni.75.p25.3
qapUni.75.p25.4
qapUni.75.p25.5
gqapUni.75.p50.1
qapUni.75.p50.2
gqapUni.75.p50.3
gqapUni.75.p50.4
qapUni.75.p50.5

2,55x10~"7
2,63x1071°
1,67x107 '8
3,82x10~20
5,93x10~22
1,05x10~"7
6,59x107°
2,94x10~40
4,02x10~4
4,02x10~4!
7,57x104?
4,02x10~4!
7,57x10~4
1,57x10~
3,66x1072
4,36x10~4
4,08x10~+
8,06x104°
8,06x104
4,36x10~4
8,06x104°
3,64x107!
3,64x107!
3,64x107!
1,00x10~47
4,36x10~4
4,02x10~4!
9,79x10~4?
8,03x10~*!
2,16x104?
9,64x10~40
2,33x10°18
2,59x10~ 18
9,94x10~ 1
5,11x1072!
1,61x10~ 1

2,73x10733
1,04x1073!
4,93x10~%’
4,18x10~%
7,11x1026
1,13x10~%°
4,01x1076¢
6,51x10~*
3,74x107!
3,74x107°!
4,01x1073
3,74x107°!
4,01x10733
7,41x1068
9,33x10%7
6,93x10~9
5,01x10738
3,87x10°6!
3,87x10°%!
6,93x10%
3,87x1076!
1,58x10~%°
1,58x1076°
1,58x10%°
7,20x10%3
6,93x106
3,74x107!
2,07x1073
3,18x107>2
3,48x107!
1,09x10~48
5,83x103!
4,28x1036
1,11x10738
6,86x10~30
8,72x103

8,60x10~!!
7,38x107°
1,89x10~*
1,47x10~%*
4,69x10~2
4,78x10~7
1,55x1078
2,88x107°
5,69x10~8
5,69x10%
1,07x107°
5,69x1078
1,07x10~°
5,14x10~10
1,94x10~ 1
1,16x10~2°
3,62x10~ 14
4,34x10" "7
4,34x10~"7
1,16x10~2°
4,34x10~17
3,79x10~ %
3,79x10~%
3,79x10~%
8,31x10~ "7
1,16x10~2°
5,69x1078
3,49x107°
1,21x107°
1,85x107°
1,62x10°°
1,23x1077
7,77x10~13
9,47x10~ 1
9,02x107>
2,63x1071°

0,67
0,60
0,08
0,99
1,00
0,29
8,81x10~32
8,33x1072!
9,64x102!
9,64x102!
6,98x10~2!
9,64x1072!
6,98x1072!
7,26x1032
4,00x1028
1,72x10~ %
1,19x102!
2,17x107%2
2,17x10~22
1,72x10~%3
2,17x10~22
3,79x10~%
3,79x10~%
3,79x107%
4,34x1024
1,72x107%
9,64x1072!
5,05x1020
7,75x1020
3,24x10~22
7,71x10~20
0,19
0,60
0,63
2,59x1073
0,15

2,36x10~ '3
4,27x10-20
4,06x10~ 1
8,42x1026
2,08x10~%
2,09x10~16
1,35x10~28
3,40x10~ 1
2,65x10~16
2,65x10~1°
4,69x10~17
2,65x10716
4,69x10~"7
2,00x10~%°
2,52x10726
1,49x1022
3,78x10~ "
1,26x10~%°
1,26x10~%°
1,49x10~22
1,26x1020
3,79x10~%
3,79x10~%
3,79x10~%
2,67x1022
1,49x10~2?
2,65x107 16
1,24x1071°
7,73x10~ "7
3,43x10717
1,56x10~ 15
2,56x107 10
6,82x101°
1,27x10~2°
2,50x10~ 14
4,67x10~"7

7,57x1010
4,68x10~1°
6,52x1077
7,14x10~ 17
1,00
4,03x1078
4,66x10~4
2,29x10730
1,66x10~33
1,66x10733
2,13x107 35
1,66x1033
2,13x1073
7,35x107°
4,92x10~%
1,10x1074°
4,26x10~40
4,42x10~4
4,42x10~4
1,10x1074°
4,42x10~4
3,64x107!
3,64x107!
3,64x107!
5,82x10~%
1,10x10746
1,66x10~33
1,84x10~%
2,04x1073*
1,41x10-33
4,88x1073!
2,14x107°
2,78x10~ 12
6,70x10~13
3,57x10710
1,29x10~ 12
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qapUni.75.p75.1 | 2,02x1072% | 5,07x10~2 0,13 1,00 4,05x10~4° 1,00
qapUni.75.p75.2 | 7,65x10""7 | 4,59x1073% | 5,36x10~'° 0,73 2,91x107% | 9,.80x10~°
qapUni.75.p75.3 | 1,60x1072° | 5,86x10727 | 3,24x1073 | 3,24x1073 | 5,06x10~'* | 9,33x10~8
qapUni.75.p75.4 | 2,81x10"17 | 7,54x1073" | 1,90x1078 0,49 3,02x1017 | 1,78x1078
qapUni.75.p75.5 | 7,59x1072! | 4,34x10~%° | 3,82x10~* 1,00 6,14x107° 1,00
Tabela B.19: Conjunto Proposto - 5 Objetivos: p-valores do teste
kruskal-wallis para o indicador Hipervolume
MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X
NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-5A-n75r1 | 2,86x10~13 | 1,65x10730 | 9,45x10~% | 2,64x10~"7 0,98 1,22x1073
mqap50-5fl-n75uni | 1,43x1073° | 3,17x107%° | 1,40x10~" | 1,40x10~" | 9,18x10726 | 9,29x10~*!
mqap50-5f1-n50r1 | 1,50x1027 | 3,79x10~** | 7,93x10~'! | 2,47x1072° | 1,16x1073 | 5,30x1073¢
mqap50-5f1-n50uni | 4,30x10~2% | 6,82x10~* | 1,30x10~"% | 4,32x107¢ | 2,88x10~'7 | 1,65x10~%*
mqap50-5f1-n25r1 | 2,91x1072° | 5,50x10737 | 1,24x107¢ | 3,15x102° | 5,37x1073 | 1,56x1073!
mqap50-5f-n25uni | 3,64x107°! | 1,58x107%° | 3,79x10"2 | 3,79x102 | 3,79x102° | 3,64x107>!
mqap50-5f1-p00rl | 3,77x10~* | 1,26x107° | 3,85x10~'* | 2,70x10~> | 2,57x10~'® | 8,32x1074¢
mqap50-5f1-p00uni | 7,92x10~*° | 1,72x10~%* | 7,33x10~'® | 5,57x107%7 | 6,36x1072° | 1,08x10~*®
mqap50-5f1-p25r1 | 4,01x107° | 5,19x1077 | 1,09x10~'® | 1,89x1072! | 3,16x10~ "3 | 1,34x10~*+
mqap50-5-p25uni | 2,68x1022 | 9,84x1073¢ | 8,86x10° | 6,01x10~ 23 0,61 2,64x1073°
mqap50-5fl-p50r1 | 9,41x1072! | 4,07x1073¢ | 1,46x107'0 | 3,83x102° 0,99 9,85x10~4!
mqap50-5fl-p50uni | 3,09x1047 | 4,17x107%* | 2,10x10720 | 1,24x1072% | 2,90x10722 | 7,74x1074°
mqap50-5fl-p75r1 | 1,35x1017 | 4,85x1073¢ | 8,69x10~'% | 1,21x10~3° 1,00 2,11x10~%
mqap50-5fl-p75uni | 1,60x10~'8 | 1,11x1072% | 1,10x1073 0,06 547x10~5 | 8,56x107°
Tabela B.20: Conjunto Proposto - 5 Objetivos: p-valores do teste
kruskal-wallis para o indicador €-Unério
MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X
NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-5fl-n75r1 | 1,45x10~1° | 1,30x107%° | 1,96x10~" | 1,71x10~3° 1,00 4,52x10%0
mqap50-5f-n75uni | 1,10x10~'2 | 8,88x10732 | 2,30x10~° | 2,72x1072° 1,00 1,26x10~#
mqap50-5f1-n50rl 0,98 4,81x107¢ | 3,92x10~'° 1,00 6,08x10~4 0,10
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mqap50-5f-n50uni | 8,89x107'¢ | 5,19x10°>° | 4,60x108 1,00 7,60x10~43 1,00
mqap50-5f1-n25rl 0,99 0,09 7,04x107° 1,00 1,30x103 0,96
mqap50-5f1-n25uni | 3,79x10>° | 3,64x107°! | 3,79x10~>° | 3,64x107! 1,00 1,58x10~%
mqapS50-5f1-p00r] 1,00 1,00 6,75x1073 1,00 2,81x103 1,00
mqap50-5-p00uni 1,00 1,00 2,10x107° 1,00 1,76x10~'2 1,00
mqap50-5fl-p25r1 | 2,96x10723 | 4,11x10~*! | 8,42x10~'* | 6,67x10~2* 0,61 1,21x10~4!
mqap50-5f-p25uni 1,00 1,00 0,30 1,00 3,93x102 1,00
mqap350-5f-p350rl 1,00 1,00 0,48 1,00 1,00 1,00
mqap50-5fl-p50uni | 1,17x10~'% | 5,40x10730 | 7,04x10~'2 1,00 1,63x10~%7 0,13
mqap50-5-p75rl 1,00 1,00 0,59 1,00 1,00 1,00
mqap50-5fl-p75uni | 2,37x107'8 | 4,10x10728 | 2,25x1073 0,06 5,95x107 1 | 2,64x10°8
Tabela B.21: Conjunto Proposto - 5 Objetivos: p-valores do teste
kruskal-wallis para o indicador R,

MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-5fl-n75r1 | 1,46x10~" | 1,19x1073% | 1,51x1077 | 3,21x10~ ' 0,24 2,89x1073!
mqap50-5fl-n75uni | 1,22x1073% | 1,96x107° | 1,70x10~"> | 1,02x10~'* | 2,13x10~> | 6,71x10~4°
mqap50-5f1-n50r1 | 1,69x1073! | 3,28x107¢ | 8,57x10~'% | 7,08x10~2° | 7,03x10~7 | 1,67x1073¢
mqap50-5f-n50uni | 2,08x1073! | 2,69x10~47 | 2,80x10~"3 | 4,31x107° | 3,84x10!7 | 1,01x10%
mqap50-5f1-n25r1 | 2,15x1073! | 2,92x107*% | 2,23x1077 | 1,77x10~"° | 4,18x10~7 | 1,05x1073!
mqap50-5fl-n25uni | 3,64x107°! | 1,58x107%° | 3,79x10~> | 3,79x10~> | 3,79x10~> | 3,64x107°!
mqap50-5f1-p00rl | 5,24x10~#! | 2,40x107¢ | 4,23x10~"% | 2,37x1072* | 2,86x10~ 1 | 4,68x10~*
mqap50-5f1-p00uni | 6,38x107>! | 1,16x107%¢ | 1,07x107'® | 7,86x10~2% | 5,25x10~> | 4,46x10~°
mqap50-5fl-p25r1 | 1,77x10727 | 5,39x10~% | 2,27x10~'* | 2,43x1072! | 4,53x1073 | 5,22x10~4°
mqap50-5fl-p25uni | 6,78x1072* | 3,50x10737 | 7,92x10~° | 1,44x10~2! 0,16 3,90x10~%
mqap50-5fl-p50r1 | 5,66x1072° | 3,65x1073¢ | 2,46x10~'! | 9,05x103° 1,00 2,03x10~%
mqap50-5f1-p50uni | 4,36x10~*® | 6,93x107% | 1,16x102° | 1,72x1072* | 1,49x10722 | 1,10x1074¢
mqap50-5fl-p75r1 | 1,48x1071° | 1,73x1073¢ | 2,54x10~'% | 1,71x10~32 1,00 2,51x10%7
mqap50-5f-p75uni | 4,27x10'% | 1,46x10°28 | 6,60x10~° 0,10 3,07x107 1% | 1,84x10°8




Tabela B.22: Conjunto Proposto - 7 Objetivos: p-valores do teste

kruskal-wallis para o indicador Hipervolume
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MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-7fl-n75r1 | 4,08x10~** | 5,01x107°8 | 3,62x10~'* | 1,19x1072! | 3,78x10~'° | 4,26x10~4°
mqap50-7fl-n75uni | 1,86x101° | 5,46x10~2? 0,14 1,82x1072 | 1,72x107 4 | 9,02x10~*
mqap50-7fl-n50r1 | 4,07x10~** | 4,99x1078 | 3,61x10~'* | 1,18x1072! | 3,78x10~'° | 4,25x10~4°
mqap50-7fl-n50uni | 1,53x1071° | 2,32x1073% | 6,42x1078 0,07 5,79x107'¢ | 4,17x10~!!
mqap50-7fl-n25r1 | 2,95x10~47 | 6,29x107%' | 8,51x10~'* | 2,09x10~2* | 7,83x107%2 | 3,65x10~*
mqap50-7fl-n25uni | 6,58x107* | 8,38x10~*7 | 1,64x10~° | 1,85x10~'2 | 2,36x10~'7 | 3,50x10~28
mqap50-7fl-p00rl | 7,99x1074¢ | 3,83x107°! | 4,32x1017 | 2,16x10"2% | 1,25x10°2° | 4,38x10~*3
mqap50-7fl-p00uni | 2,41x1072* | 1,31x107%7 | 4,31x10~%° 1,00 4,31x107%° | 2,41x10~%*
mqap50-7fl-p25r1 | 4,08x10~* | 5,00x107°8 | 3,62x10~'* | 1,18x1072! | 3,78x10~'7 | 4,26x10~4°
mqap50-7fl-p25uni | 1,44x1072° | 2,28x107° | 2,68x10~3> 1,00 3,65x1073° | 1,01x10~20
mqap50-7fl-p50rl 4,90x10~* | 1,42x107* | 1,73x10~'! | 5,73x10°2! | 3,33x10" 7 | 3,63x10%’
mqap50-7fl-p50uni | 2,65x1072° | 2,84x10~* | 2,12x10~"3 | 2,14x10~7 | 8,67x10~'* | 6,48x10~2°
mqap50-7fl-p75r1 | 5,08x1072* | 5,93x10~* | 2,73x10~" | 6,46x10"'° | 6,81x10~° | 1,54x10~3°
mqap50-7fl-p75uni | 9,60x10~"7 | 1,16x1073! | 1,08x10~° 0,73 3,41x107 '8 | 2,04x10°8

Tabela B.23: Conjunto Proposto - 7 Objetivos: p-valores do teste
kruskal-wallis para o indicador €-Unério

MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X

NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-7fl-n75r1 | 5,64x10~* | 2,81x10~* 0,42 1,00 1,54x10~ 1 1,00
mqap50-7fl-n75uni | 4,15x1072° | 4,07x10~4 0,99 0,88 7,70x10~%3 1,00
mqap50-7f1-n50rl 1,00 1,00 1,00 1,00 3,14x1071° 1,00
mqap50-7fl-n50uni | 1,88x1072° | 3,00x10~" 0,99 1,00 5,02x10~32 1,00
mqap50-7f1-n25rl 1,00 1,00 1,00 1,00 2,17x10~ ! 1,00
mqap50-7fl-n25uni 1,00 1,00 1,00 1,00 9,77x10~1° 1,00
mqap50-7-p00rl 1,00 1,00 1,00 1,00 6,82x1077 1,00
mqap50-7fl-p00uni | 3,64x107>! | 1,58x107%° | 3,79x10~> | 3,79x10~> | 3,79x10~> | 3,64x107°!
mqap50-7fl-p25rl 1,00 1,00 1,00 1,00 0,75 1,00
mqap50-7fl-p25uni | 1,67x107° | 7,62x107%° | 9,45x10~>° | 6,95x10~>° | 1,75x10~>* | 1,07x10~°
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Tabela B.23 — Continuagdo

mqap50-7fl-p50rl 1,00 1,00 1,00 1,00 0,76 1,00
mqap50-7fl-p50uni | 5,03x10~7 | 2,77x10~° 0,13 1,00 4,27x10~% 1,00
mqap50-7fl-p75r1 | 1,63x10727 | 4,97x10~% | 2,23x10~'% | 2,49x1072! | 4,28x1073 | 5,24x10~4°
mqap50-7fl-p75uni | 2,57x10~" | 6,25x10730 | 2,60x10~° 0,95 2,92x1071° | 4,72x107°
Tabela B.24: Conjunto Proposto - 7 Objetivos: p-valores do teste
kruskal-wallis para o indicador R;
MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X
NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-7fl-n75r1 | 4,08x10~** | 5,01x107°8 | 3,62x10~'* | 1,19x1072! | 3,78x10~'? | 4,26x10~4°
mqap50-7fl-n75uni | 3,19x10~1 | 2,58x10~2! 0,19 2,86x1072 | 1,02x10~ ' | 2,91x1073
mqap50-7fl-n50r1 | 4,08x10~** | 5,01x1078 | 3,62x10~'* | 1,19x1072! | 3,78x10~'° | 4,26x10~4°
mqap50-7fl-n50uni | 5,99x1072° | 1,72x1073% | 1,06x10~7 | 3,79x107% | 9,81x10~'¢ | 1,86x10~!!
mqap50-7fl-n25r1 | 2,95x104 | 6,29x107%' | 8,51x10~'* | 2,09x10~2* | 7,83x107%2 | 3,65x10~*
mqap50-7fl-n25uni | 4,59x10~% | 3,51x107°¢ | 1,66x10~° | 1,20x10~2* | 1,14x10~"° | 1,61x10~38
mqap50-7fl-p00rl | 8,06x104¢ | 3,87x107°! | 4,34x10~'7 | 2,17x10722 | 1,26x10~%20 | 4,42x10~*
mqap50-7fl-p00uni | 3,64x107>! | 1,58x107%° | 3,79x107> | 3,79x107> | 3,79x10~> | 3,64x107°!
mqap50-7fl-p25r1 | 4,08x10~* | 5,01x107°8 | 3,62x10~'* | 1,19x1072! | 3,78x10~"° | 4,26x10~4°
mqap50-7fl-p25uni | 3,64x107°! | 1,58x107%° | 3,79x107> | 3,79x10~% | 3,79x10~% | 3,64x107>!
mqap50-7fl-p50rl | 5,84x1073% | 2,24x107°" | 1,46x10~'0 | 2,79x1072° | 3,55x10~ % | 1,05x10~%
mqap50-7fl-p50uni | 8,06x104¢ | 3,87x107°! | 4,34x10~'7 | 2,17x10722 | 1,26x107%20 | 4,42x10~*
mqap50-7fl-p75r1 | 8,29x1073¢ | 1,50x1073 | 3,17x10~'7 | 6,29x1072! | 4,44x10~'0 | 5,08x10~*?
mqap50-7fl-p75uni | 1,30x107'¢ | 5,55x1073> | 2,95x10~ '3 0,94 3,18x1072° | 7,22x10710
Tabela B.25: Conjunto Proposto - 10 Objetivos: p-valores do teste
kruskal-wallis para o indicador Hipervolume
MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X
NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-10fl-n75uni | 1,35x10~* | 2,72x107?! 1,00 2,77x10719 | 3,92x10722 0,64
mqap50-10fl-n50r1 | 1,16x1071¢ | 5,79x10~ | 3,43x10~13 0,93 3,76x107%° | 6,50x10~1°
mqap50-10l-n50uni | 1,49x1074° | 2,65x10~%2 1,00 2,77x10718 | 4,64x107'8 | 3,70x1072
mqap50-10f-n25r1 | 1,27x1072! | 8,62x107%7 | 1,38x107% | 4,23x10~* | 1,35x10~ 3 | 5,60x10~%
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mqap50-10l-n25uni | 3,48x1072* | 1,30x10~° 1,00 1,87x107% | 8,25x1077 0,36
mqap50-10f-p00r] | 2,83x10720 | 5,86x1072° | 8,09x10~3 | 4,45x1073 | 4,90x10~'* | 6,64x10~7
mqap50-10fl-p00uni | 2,96x10~% | 1,03x10~* 0,97 8,69x10~* | 5,40x1073 0,11
mqap50-10fl-p25r1 | 2,23x10710 | 3,09x10738 | 2,11x10~% 1,00 7,15x107%4 | 6,05x10~10
mqap50-10fl-p25uni | 3,15x107% | 1,47x10~* 0,22 0,42 9,46x1073 0,09
mqap50-10f-p50rl | 6,10x10~* | 6,13x10~% | 7,27x10716 1,00 1,32x1072° | 1,76x10~°
mqap50-10f-p75r1 | 2,33x1078 | 1,34x10~% | 1,25x10~%2 1,00 1,65x107 18 | 4,15x10~ 2
mqap50-10fl-p75uni | 3,62x107¢ | 7,87x10~7 0,36 0,08 6,23x107% | 4,12x1072
Tabela B.26: Conjunto Proposto - 10 Objetivos: p-valores do teste
kruskal-wallis para o indicador €-Unério
MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X
NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
mqap50-10fl-n751l 0,12 1,00 1,00 1,00 1,79x10~ 15 1,00
mqap50-10fl-n75uni | 3,22x10732 | 3,75x10~"° 1,00 1,77x10717 | 7,80x10734 1,00
mqap50-10fl-n50r] 0,99 1,00 1,00 1,00 3,82x10°8 1,00
mqap50-10fl-n50uni | 1,58x10757 | 3,25x10~1° 1,00 5,19x107 1 | 8,26x10~%3 1,00
mqap50-10fl-n25r1 | 2,53x1073! | 2,01x10~7 1,00 0,48 3,43x1073! 1,00
mqap50-10fl-n25uni | 1,19x10746 | 3,94x10~"° 1,00 2,00x107° | 4,28x10732 1,00
mqap50-101-p00rl | 8,77x10~% 0,05 1,00 0,52 6,45x10~% 1,00
mqap50-10f-p00uni | 1,07x10737 | 4,13x10~1° 1,00 0,32 1,01x1073¢ 1,00
mqap50-10fl-p251l 1,00 1,00 1,00 1,00 1,77x1073 1,00
mqap50-10fl-p25uni 1,00 1,00 0,70 1,00 7,47x10712 1,00
mqap50-10fl-p50rl 1,00 1,00 1,00 1,00 3,97x107° 1,00
mqap50-10fl-pSOuni 1,00 1,00 0,66 1,00 2,91x107° 1,00
mqap50-10fl-p751l 1,00 1,00 1,00 1,00 1,73x1072 1,00
mqap50-10fl-p75uni | 1,37x10~1 | 2,42x1073 | 8,68x10 !0 1,00 7,55x10°23 | 6,64x10~°
Tabela B.27: Conjunto Proposto - 10 Objetivos: p-valores do teste
kruskal-wallis para o indicador R;
MOEA/D | MOTA/D | MOTA/D | MOEA/D NSTA MOTA/D
Instancias X X X X X X
NSGA-II | NSGA-II | MOEA/D NSTA NSGA-II NSTA
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Tabela B.27 — Continuacao

mqap50-10fl-n751]
mqap50-10fl-n75uni
mqap50-10f1-n50rl
mqap50-10f1-n50uni
mqap50-10fl-n251]
mqap50-10fl-n25uni
mqap50-10f1-p00rl
mqap50-10fl-p00uni
mqap50-10fl-p251]
mqap50-10fl-p25uni
mqap50-10f1-p50rl
mqap50-10fl-p50uni
mqap50-10f-p75rl
mqap50-10fl-p75uni

8,06x104
2,23x10°%
1,33x10~4°
2,08x107
6,00x10~
2,71x10-38
2,30x10~4!
6,00x10~%?
4,08x10~%
2,15x1072!
4,02x104!
4,83x10~%
8,06x1074°
8,62x10~"7

3,87x107%!
6,37x10~1°
1,98x10~%
4,37x10737
6,94x10~4!
8,20x1028
2,30x10~4!
6,94x10~4!
5,01x1078
1,04x10~43
3,74x107°!
3,50x107°
3,87x1076!
9,84x10%°

4,34x10~"7
1,00
1,66x10~°
1,00
0,71
1,00
0,50
0,71
3,62x10 14
3,07x1077
5,69x10738
3,00x10~13
4,34x10~"7
2,29x10~17

2,17x10~%
1,26x10716
1,01x1020
4,97x10732
2,96x107%4
3,07x10°1°
1,44x10~%3
2,96x10~%*
1,19x1072!
1,56x1073
9,64x10~2!
1,41x10~ 12
2,17x10722
0,99

1,26x10~%°
9,30x10~26
1,08x10~1°
7,39x10~7
8,05x10~ 14
7,47x10~°
8,54x10~ 14
8,05x10~ 4
3,78x10~ 1
5,98x10~1°
2,65x1071°
2,19x10~"7
1,26x10%°
9,11x10~23

4,42x10~43
1,00
7,67x10732
2,24x10~ 1
5,85x10~%3
3,19x107°
1,44x10723
5,85x10~23
4,26x1040
1,07x10~2*
1,66x10733
3,00x1073!
4,42x10~4
1,61x10~!!
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APENDICE B - MEDIA DOS TEMPOS DE EXECUCAO DOS ALGORITMOS

Este capitulo apresenta as tabelas com os tempos computacionais para o 2PCC. Cada
linha das tabelas reporta o resultado médio para cinco instancias correlacionadas. Para todas as
instancias os algoritmos apresentaram tempo computacional sem diferenca estatistica com um

p-valor superior a 0,05 de acordo com o teste MS_Friedman.

Para 0 mPQA ndo s@o apresentadas tabelas com os tempos computacionais pois 0s

tempos foram ajustados previamente como sendo o critério de parada do algoritmo.

Tabela B.1: Classe 1 - Tempo em Segundos

Instancias NSGA-II | NSTA | MOEA/D | MOTA/D
Singh33_2.33.50 3391 | 41,04 39,30 46,77
Singh33_2.33.100 45,28 | 56,25 54,22 60,74
Singh33_2.33.150 80,35 | 68,19 70,46 70,88
Singh33_2.33.200 90,16 | 87,77 87,58 81,47
Singh33_2.33.250 92,67 | 99,06 104,46 108,46
Singh33_2.33.300 121,58 | 120,27 121,42 113,61
Singh33_2.33.350 138,47 | 130,44 136,84 130,02
Singh33_2.33.400 122,89 | 151,03 154,16 124,61
Singh33_2.33.450 185,37 | 162,24 171,06 164,11

Singh33_2.33.500
Tempo Médio Geral (s) 108,29 | 110,00

172,20 | 183,71 187,74 189,86
112,72 109,05

Tabela B.2: Classe 2 - Tempo em Segundos

Instancias NSGA-II | NSTA | MOEA/D | MOTA/D
PearnChien.50.50 37,93 | 40,73 37,66 44 32
PearnChien.100.50 5921 | 62,14 56,08 62,02
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Tabela B.2 — Continuagdo

PearnChien.100.200 184,15 | 170,05 195,06 194,62
PearnChien.150.50 69,90 | 64,37 63,04 69,30
PearnChien.150.100 218,08 | 270,48 215,56 213,80
PearnChien.150.150 304,77 | 300,75 307,82 306,76
PearnChien.150.200 360,15 | 324,66 359,48 359,16
PearnChien.200.50 78,69 | 92,05 79,52 83,90
PearnChien.200.100 185,83 | 207,01 189,26 193,90
PearnChien.200.150 350,08 | 381,21 354,62 342,00
PearnChien.250.50 72,72 | 84,09 79,50 76,82
PearnChien.250.100 171,64 | 232,76 176,56 182,04
PearnChien.250.150 299,79 | 305,26 291,84 289,92
PearnChien.250.200 529,03 | 538,57 534,98 526,00
PearnChien.300.50 78,45 | 89,87 73,82 82,18
PearnChien.300.100 225,86 | 275,79 230,90 236,84
PearnChien.300.150 282,70 | 347,01 277,26 272,84
PearnChien.300.200 366,18 | 379,05 360,08 350,46
PearnChien.350.50 85,57 | 89,04 87,20 90,30
PearnChien.350.100 274,58 | 272,68 279,38 274,16
PearnChien.350.150 298,87 | 309,61 296,86 290,68
PearnChien.350.200 390,69 | 414,16 390,72 374,90
PearnChien.400.50 90,87 | 100,39 90,38 97,22
PearnChien.400.100 272,73 | 264,65 270,80 282,54
PearnChien.400.150 398,05 | 377,82 397,74 390,26
PearnChien.400.200 597,42 | 541,38 557,40 545,26
PearnChien.450.50 123,76 | 133,26 127,48 125,04
PearnChien.450.100 296,99 | 288,21 298,22 293,26
PearnChien.450.150 411,32 | 419,94 403,90 397,64
PearnChien.450.200 569,83 | 559,71 560,20 544,74
PearnChien.500.50 84,01 | 97,44 82,92 90,16
PearnChien.500.100 230,55 | 224,89 253,56 224,50
PearnChien.500.150 393,37 | 402,32 394,60 380,06
PearnChien.500.200 545,33 | 507,76 548,08 542,38
Tempo Médio Geral (s) 262,91 | 269,68 262,43 259,7




Tabela B.3: Classe 3 - Tempo em Segundos

Instancias NSGA-II | NSTA | MOEA/D | MOTA/D
EEuclideo.50.50 64,53 69,95 67,36 58,08
EEuclideo.50.100 98,47 98,60 93,98 97,74
EEuclideo.50.150 118,48 | 125,57 117,04 118,90
EEuclideo.50.200 128,62 | 131,93 129,58 132,58
EEuclideo.100.50 24435 | 245,18 233,52 232,32
EEuclideo.100.100 335,42 | 343,13 336,58 346,92
EEuclideo.100.150 412,60 | 413,79 419,82 412,38
EEuclideo.100.200 433,29 | 432,54 433,82 439,90
EEuclideo.150.50 213,98 | 218,51 207,44 214,96
EEuclideo.150.100 449,34 | 442,27 439,24 441,88
EEuclideo.150.150 551,38 | 558,64 556,30 550,80
EEuclideo.150.200 665,42 | 657,06 660,92 673,06
EEuclideo.200.50 159,76 | 156,23 152,90 157,42
EEuclideo.200.100 426,09 | 422,94 423,40 420,42
EEuclideo.200.150 720,94 | 718,49 711,58 715,10
EEuclideo.200.200 939,91 | 923,15 925,52 939,98
EEuclideo.250.50 249,14 | 239,97 247,24 231,00
EEuclideo.250.100 448,42 | 44345 450,06 452,44
EEuclideo.250.150 641,08 | 638,51 631,30 636,98
EEuclideo.250.200 938,86 | 949,49 945,48 952,44
EEuclideo.300.50 361,69 | 357,62 355,40 362,96
EEuclideo.300.100 539,26 | 528,16 545,20 556,12
EEuclideo.300.150 795,54 | 801,58 799,42 800,37
EEuclideo.300.200 1027,35 | 1048,16 1046,76 | 1041,58
EEuclideo.350.50 356,60 | 360,16 355,46 354,05
EEuclideo.350.100 455,88 | 456,88 442,06 440,14
EEuclideo.350.150 671,79 | 688,62 667,58 676,34
EEuclideo.350.200 1097,19 | 1101,78 1093,50 | 1090,06
Tempo Médio Geral (s) 483,76 | 484,73 481,73 483,82
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Tabela B.4: Classe 4 - Tempo em Segundos

Instancias NSGA-II | NSTA | MOEA/D | MOTA/D
CapEuclideo.50.50 189,56 | 188,67 178,22 190,32
CapEuclideo.50.100 229,56 | 229,67 228,22 229,8
CapEuclideo.50.150 336,46 | 332,49 338,84 339,72
CapEuclideo.50.200 420,99 423.5 419,36 423,34
CapEuclideo.100.50 333,34 | 32945 328,97 330,56
CapEuclideo.100.100 523,56 | 529,67 528,22 523,7
CapEuclideo.100.150 606,46 | 612,49 608,84 604,72
CapEuclideo.100.200 770,99 763,5 779,36 773,34
CapEuclideo.150.50 686,07 | 687,61 690,18 689,14
CapEuclideo.150.100 782,33 | 773,28 790,76 773,74
CapEuclideo.150.150 880,26 | 874,52 876,86 879,46
CapEuclideo.150.200 960,69 | 966,43 957,88 961,46
CapEuclideo.200.50 793,47 | 789,15 787,08 771,96
CapEuclideo.200.100 909,2 | 912,92 911,44 911,46
CapEuclideo.200.150 1107,39 | 1113,53 1119,98 1099,1
CapEuclideo.200.200 1283,69 | 1279,76 1291,92 1279,7
CapEuclideo.250.50 908,55 | 907,41 911,56 899,48
CapEuclideo.250.100 1122,29 | 1125,13 1133,28 1116,6
CapEuclideo.250.150 1316,23 | 1318,29 1321,56 13252
CapEuclideo.250.200 1515,74 | 1514,63 1520,04 | 1514,42
CapEuclideo.300.50 989,96 | 990,72 1000,28 989,6
CapEuclideo.300.100 1235,09 | 1236,79 1238,18 1227,04
CapEuclideo.300.150 1413,2 | 1418,1 1425,98 1408,12
CapEuclideo.300.200 1635,27 | 1642,52 1645,32 | 1638,06
CapEuclideo.350.50 1112,43 | 1116,64 1110,32 1121,36
CapEuclideo.350.100 1389,42 | 1393,63 1385,66 1388.3
CapEuclideo.350.150 1627,24 | 163424 1626,26 1628,16
CapEuclideo.350.200 1868,95 | 1864,92 1870,04 | 1860,18
Tempo Médio Geral (s) 962,44 963,2 965,16 1386,6




