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Resumen 

En la actualidad, las bases de datos clínicas contienen un gran 

volumen de información temporal que no está siendo 

suficientemente aprovechada y puede resultar fundamental para 

el óptimo cuidado de los pacientes. En este trabajo se describe 

un nuevo algoritmo que permite la asociación temporal del 

comportamiento de las variables que describen la evolución de 

los pacientes y la posterior obtención de reglas de interés 

clínico. Dicho interés es evaluado mediante el uso de diferentes 

métricas de demostrada utilidad en la extracción de 

conocimiento en bases de datos clínicas. Se presentan además 

los resultados obtenidos al aplicar este algoritmo a datos 

clínicos de pacientes con VIH/SIDA con objeto de detectar 

patrones de comportamiento de las variables que dan lugar a un 

fallo del tratamiento antirretroviral.  

1. Introducción 

Un nuevo informe presentado por ONUSIDA y la OMS 

expone que en 2007 33,2 millones de personas vivían con 

el VIH, otros 2,5 millones de personas se infectaron y 2,1 

millones de personas fallecieron como consecuencia del 

SIDA [1]. Las previsiones para la situación de la 

epidemia en el futuro no son nada optimistas, presentando 

al VIH/SIDA en el 2030 como la tercera causa de muerte 

y la primera en DALYs (Disability Adjusted Life Years o 

años de salud perdidos) [2]. 

No cabe duda de que la aparición del tratamiento 

antirretroviral de alta eficacia en 1996 ha logrado frenar 

en muchos casos el avance de la infección y reducir con 

ello la mortalidad. Sin embargo, la CVRS (Calidad de 

Vida Relacionada con la Salud) en personas infectadas 

por VIH sigue siendo menor que la de la población 

general [3], incluso menor que la de personas con otras 

enfermedades como el cáncer o la depresión [4]. Esta 

calidad de vida se ve disminuida por la complejidad del 

tratamiento que en muchos casos debe ser interrumpido 

por su incapacidad de controlar el nivel de virus en sangre 

o por los efectos adversos asociados al mismo. 

Un análisis profundo del proceso de la infección por VIH 

y de las causas por las que falla el tratamiento 

administrado, nos llevaría a la obtención de conocimiento 

oculto hasta ahora y potencialmente útil a la hora de tratar 

a los pacientes. Para realizar dicho análisis contamos con 

los datos generados en las visitas que realizan las 

personas infectadas al hospital como parte del cercano 

seguimiento al que son sometidas. Algunos hospitales 

tienen tal cantidad de datos registrados que el 

procesamiento de los mismos resulta extremadamente 

complejo.  

En este escenario aparece la extracción de conocimiento 

en bases de datos, metodología que ha demostrado su 

utilidad en el campo médico al utilizarse como método 

alternativo en la generación de hipótesis de investigación 

médica [5]. En el campo del VIH/SIDA son utilizadas de 

forma habitual en el análisis de la generación de 

resistencias a los fármacos antirretrovirales [6]. Podemos 

encontrar análisis de bases de datos de VIH mediante la 

adaptación de algoritmos estándar y su posterior 

aplicación a variables clínicas previamente seleccionadas 

y procesadas [7]. Se han desarrollado también 

metodologías que asocian temporalmente las mutaciones 

producidas en el gen del virus, los fármacos 

administrados a los pacientes y la evolución de los 

mismos [8]. Se demuestra así que la extracción de 

conocimiento en bases de datos puede utilizarse para 

descubrir patrones de comportamiento útiles en áreas 

específicas de investigación. 

Este trabajo de investigación describe una metodología 

para la extracción de conocimiento en datos registrados en 

una base de datos clínica de VIH/SIDA. De forma más 

específica, el objetivo es detectar patrones, combinaciones 

de eventos que preceden a un fallo del tratamiento 

antirretroviral, diferenciando además cuando éste se 

produce por ineficacia, es decir, cuando la medicación no 

consigue controlar el nivel de carga viral en sangre o por 

toxicidad o efectos secundarios de los fármacos. 

2. Materiales y métodos 

El proceso de extracción de conocimiento utilizado consta 

de diferentes etapas. En una primera fase se realiza la 

selección, integración y preparación de las variables 

clínicas de estudio. Se obtienen después los patrones de 

interés y se establece la relación temporal entre los 

mismos, analizando qué combinaciones de patrones 

preceden a otro que se ha fijado como consecuente. En 
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este punto disponemos de una colección de reglas 

temporales complejas, entendiendo como complejidad el 

hecho de que el antecedente pueda estar formado por 

diferentes combinaciones de patrones. En la última etapa 

se extraen de esa colección las reglas que pueden ser 

consideradas de interés clínico haciendo uso de tres 

métricas de evaluación diferentes. 

2.1. Preprocesado 

El algoritmo diseñado se centra en los resultados de las 

analíticas de seguimiento que se realizan a las personas 

infectadas por VIH cada tres meses, aunque el 

procedimiento es generalizable a cualquier variable de 

características similares: aquellas que informan de una 

posible patología cuando su valor supera o es inferior a 

los límites de un intervalo de referencia concreto. Una vez 

extraídas las variables clínicas de interés de las diversas 

bases de datos e integradas en una nueva fuente de datos, 

se procede a codificar los valores en diferentes estados 

según sea la relación de éstos con su correspondiente 

intervalo de confianza. El límite inferior y superior de 

dichos intervalos así como otros posibles umbrales, son 

parámetros de diseño del algoritmo y serán establecidos 

por médicos especialistas. 

2.2. Generación de reglas temporales 

La obtención de los patrones considerados de interés por 

el usuario y el análisis de la relación temporal entre ellos 

utiliza el marco teórico conocido como “abstracciones 

temporales basadas en conocimiento (knowledge-based 

temporal abstractions)” [9].  

De forma intuitiva, un patrón es un comportamiento o 

propiedad que puede distinguirse en una colección de 

datos. En datos temporales se suele asociar con el 

intervalo de tiempo en el que dicho comportamiento 

aparece. Cada uno de estos intervalos es lo que el marco 

teórico utilizado define como abstracción temporal básica. 

En nuestro caso nos centraremos en abstracciones 

temporales de tendencia, que son aquellas que representan 

patrones ascendentes, descendentes y estacionarios en 

series temporales de datos y todas las posibles 

combinaciones de los mismos. La primera tarea a realizar 

será agrupar la secuencia temporal de datos codificados 

resultantes de la fase de preprocesado en episodios o 

intervalos en los que se aprecie el comportamiento 

considerado de interés por el usuario. La figura siguiente 

(Figura 1) muestra un ejemplo de obtención de 

abstracciones temporales de tendencia a partir de una 

serie temporal de datos. 

 

Figura 1.  Representación de abstracciones temporales básicas 

de tendencia 

En este trabajo se considera que se ha producido un 

evento ascendente cuando el valor de una variable ha 

cambiado de un estado a otro superior en un intervalo de 

tiempo inferior al máximo que se haya establecido como 

parámetro. Este valor máximo (INT_MAX) es otro de los 

parámetros de diseño del algoritmo y dependerá del 

ámbito de aplicación, es decir, de la variabilidad de los 

datos que se están manejando. Un valor elevado 

proporciona mayor número de episodios pero aumenta el 

riesgo de falsos positivos, es decir, de relacionar datos 

independientes entre sí. Un valor demasiado pequeño 

puede hacer que se pasen por alto algunas dependencias 

entre episodios. Como resultado de este paso 

obtendremos un conjunto de abstracciones temporales 

básicas en las que cada una de las variables incluidas en el 

estudio presenta él o los patrones de interés establecidos 

por el usuario. 

El siguiente paso genera abstracciones temporales 

complejas haciendo uso del operador PRECEDES [10] 

que sintetiza 6 de los 13 operadores temporales definidos 

en el álgebra de Allen. Estos 6 operadores son: EQUALS 

BEFORE, FINISHES, OVERLAPS, MEETS y STARTS 

(Tabla 1).  

EQUALS BEFORE FINISHES 

|--A--|        |--A--|    |---A---| 

|--C--|                   |--C--|      |-C-| 

OVERLAPS MEETS STARTS 

|--A--|           |--A--|           |--A--| 

          |--C--|             |--C--|     |--C-----| 

Tabla 1. Operadores que sintetiza PRECEDES 

La distancia existente entre el antecedente y el 

consecuente se denomina GAP. Debemos establecer un 

valor máximo de GAP para poder considerar que dos 

episodios están relacionados. Este valor será un 

importante parámetro de diseño del algoritmo. 

PRECEDES analiza la relación temporal existente en las 

abstracciones temporales básicas y genera reglas de 

precedencia temporal en las que el antecedente puede 

estar formado por patrones tan complejos como el usuario 

defina. 

2.3. Extracción de reglas: métricas de evaluación 

El elevado número de reglas temporales que resultan de la 

etapa anterior hace necesaria la incorporación de métricas 

de evaluación con el objetivo de extraer las que sean más 

interesantes para los clínicos especialistas. Existe gran 

variedad de métricas que pueden utilizarse y la elección 

de una u otra dependerá del ámbito de estudio y del 

interés concreto del usuario final. Este trabajo utiliza tres 

de ellas: support, uncovered negative y accuracy. La 

definición original de estas métricas parte de la matriz de 

confusión, una herramienta de visualización de análisis 

predictivo formada por dos filas y dos columnas en la 

cual se representan el número de falsos positivos, falsos 

negativos, verdaderos positivos y verdaderos negativos. 



 

Hechos Predicción 

 Positivos Negativos Suma 

Positivos NTP NFN NTP+NFN 

Negativos NFP NTN NFP+NTN 

Suma NTP+NFP NFN+NTN N 

Tabla 2. Matriz de confusión que divide las muestras en 

verdaderos/falsos positivos y negativos 

Puesto que las métricas se van a emplear para medir el 

interés de reglas (A  C), se hace necesario transformar 

la matriz de confusión anterior en otra que relacione las 

muestras con la aparición y no aparición de los episodios 

que forman el antecedente y el consecuente de cada regla.  

Hechos Predicción 

 A ~A Suma 

C NA C N~A C NC 

~C NA ~C N~A ~C N~C 

Suma NA N~A N 

Tabla 3. Matriz de confusión que divide las muestras en 

aparición y no aparición de antecedente y consecuente 

A partir de estas dos tablas las métricas quedan definidas 

con las siguientes expresiones: 

 

Tanto accuracy como uncovered negative han demostrado 

ser de gran utilidad a la hora de estimar el interés real de 

los especialistas clínicos [11]. El support es la métrica 

más común en procesos de extracción basados en el 

algoritmo original Apriori [12] y nos da una idea de la 

frecuencia con la que aparecen de forma conjunta el 

antecedente y el consecuente en el total de elementos a 

estudiar. En cambio, y tal y como se desprende de las 

ecuaciones, uncovered negative evalúa las muestras en las 

que no se da ni el antecedente ni el consecuente. El hecho 

de que el interés de los expertos se aproxime más a los 

resultados obtenidos mediante el uso de accuracy y 

uncovered negative en vez de support puede ser debido a 

que las reglas que éstas evalúan más favorablemente 

presentan menor riesgo. 

3. Resultados 

Los datos a analizar han sido proporcionados por el 

Servicio de Enfermedades Infecciosas del Hospital Clínic 

de Barcelona. Disponemos de la base de datos del propio 

servicio y de los resultados de las analíticas generales 

realizadas a los pacientes en los controles de seguimiento 

que tienen lugar cada 3 meses en el caso de los pacientes 

en situación estable. Los primeros datos fueron recogidos 

en septiembre de 1984 y se han incluido en el estudio 

todos aquellos anteriores a noviembre de 2007.  

Se han seleccionado un total de 15 variables clínicas 

(Tabla 4). Tanto las variables incluidas en el estudio 

como los intervalos de referencia y demás parámetros de 

diseño han sido establecidos por los médicos especialistas 

del Hospital Clínic.  

Glucosa ASAT Colesterol HDL 

Urea - BUN GGT Trigliceridos 

Acido Urico Bilirrubina total Amilasa 

Creatinina Colesterol total Lipasa 

ALAT Colesterol LDL Fosfata Alcalina 

Tabla 4. Variables clínicas incluidas en el estudio 

Este trabajo analiza ascensos en las variables que 

preceden a un fallo de tratamiento diferenciando cuando 

éste se produce por ineficacia o por toxicidad. Se han 

tenido en cuenta aquellos eventos producidos en los 6 

meses anteriores al fallo. Como resultado se han obtenido 

dos conjuntos diferentes de reglas temporales a las que se 

ha evaluado utilizando las 3 métricas ya descritas. La 

siguiente tabla (Tabla 5) muestra algunos ejemplos de 

estas reglas. 

A1 A2 A3 Accuracy Un.Neg. Support 

Glucosa 
Colesterol 

total 
Triglic. 0,21393 0,21307 0,000863 

Ácido 
Úrico 

Bilirrubina Lipasa 0,27601 0,276 1,37E-05 

ALAT ASAT  0,14059 0,1343 0,006283 

Tabla 5. Ejemplo de reglas temporales extraídas 

La Figura 2 nos permite evaluar la frecuencia de aparición 

de cada una de las 15 variables en las reglas que preceden 

un fallo de tratamiento. Si nos centramos en las 50 reglas 

con mayor valor de accuracy obtenemos los siguientes 

resultados. 
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Figura 2. Frecuencia de aparición de variables precediendo a 

un fallo de tratamiento por ineficacia y toxicidad 

Podemos hacer una comparación similar entre el primero 

de los gráficos y las 50 reglas con mayor support que 

preceden a un fallo por ineficacia (Figura 3).  
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Figura 3. Frecuencia de aparición de variables precediendo a 

un fallo de tratamiento por ineficacia 

4. Discusión 

Los resultados obtenidos han sido analizados por los 

especialistas del Hospital Clínic. Algunas de las variables 

pueden asociarse, como la lipasa y la amilasa, marcadores 

del funcionamiento del páncreas, el GGT y la bilirrubina, 

del hígado o las grasas, representadas por el colesterol y 

los triglicéridos. Uniendo estas variables se obtienen tres 

grandes sectores relacionados directamente con el fallo de 

tratamiento tanto en el caso de fallo por ineficacia como 

por toxicidad. Esto se corresponde con la realidad, donde 

los marcadores del hígado y las grasas son los principales 

a la hora de realizar un cambio de tratamiento. La lipasa y 

amilasa, aunque también obligan a cambiar el tratamiento 

cuando presentan valores elevados, aparecen con menos 

frecuencia sobre todo en los últimos años de la epidemia. 

Podemos ver también una mayor influencia del ácido 

úrico, el colesterol y el GGT en el caso de fallos por 

toxicidad. 

En el último gráfico se observan dos diferencias 

fundamentales. La primera es el aumento de la glucosa 

como precedente de un fallo de tratamiento y la segunda 

la aparición de dos marcadores íntimamente relacionados 

como son el ASAT y el ALAT, que nos indican el 

aumento de las transaminasas. Aunque hoy en día aparece 

con menos frecuencia, el aumento de glucosa solía ser un 

motivo frecuente de cambio de tratamiento en los 

primeros años de la epidemia. Tal y como dijimos 

anteriormente el ascenso del GGT y la bilirrubina obligan 

a realizar un cambio de tratamiento. La subida del ALAT 

y ASAT acompañando a éstos indican que el hígado ha 

sido seriamente afectado. 

5. Conclusiones y trabajo futuro 

La elección de un tratamiento antirretroviral óptimo es de 

vital importancia en la mejora de la calidad de vida de las 

personas que viven con VIH/SIDA. La detección de las 

causas por las cuales se producen fallos en el tratamiento 

pueden ayudar a los especialistas a personalizar y mejorar 

el cuidado de los personas infectadas. Este trabajo 

presenta el diseño de una metodología que permite el 

análisis temporal de los datos generados en el 

seguimiento de los pacientes. Los resultados obtenidos en 

este primer análisis han sido evaluados positivamente por 

especialistas clínicos, que también han mostrado su 

interés en la realización de estudios que permitan 

comparar patrones que preceden a fallos de tratamiento en 

los tres períodos principales de la epidemia: antes de la 

aparición de los tratamientos de alta eficacia (1980-1997), 

con tratamientos eficaces pero muy tóxicos (1998-2002) y 

con los tratamientos actuales (2003-2008). También han 

sugerido ampliar el tiempo de análisis al año anterior a la 

aparición del fallo e incorporar información sobre los 

fármacos administrados. 
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