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1

第1章 序論

本論文は，複数の探索空間を持つ問題に対して有効な解決アルゴリズムの開発を目的とし，遺

伝的アルゴリズムをベースとした，階層構造を持つ最適化手法について述べたものである．

1.1 背景と目的

遺伝的アルゴリズム（Genetic Algorithm : GA）[1]は，生物の進化の過程を工学的に模倣した

最適化手法として，1962年に J. Hollandによって提案された．GAは，生物の進化過程を利用し

た計算法の総称である，進化的計算法 [2, 3]のひとつであり，これらの計算法には，GA以外に遺

伝的プログラミング [4]や進化戦略 [5]などがある．この中でも，GAはアルゴリズムの簡便さや

応用の幅の広さから，多くの分野で用いられ，その有効性が示されている．GAでは，与えられた

問題の設計変数を個体として表現し，個体の集合を母集団と呼ぶ．母集団に対して，選択・交叉・

突然変異と呼ばれる遺伝的操作を毎世代適用することによって，母集団は進化を繰り返し，与え

られた問題に対して最適な解を探索する．

GAは，扱う問題の特徴に応じて，より効率的な解探索を実現するために，これまで様々な拡張

手法が開発されてきた．階層型GA[6, 7, 8]は，GAの拡張手法の一つであり，システムの構成と

パラメータを同時に最適化する必要がある問題に対して有効性が示されている．システムの構成

とパラメータを同時に最適化する必要がある問題とは，言い換えれば，全体の最適化問題の中に

部分問題として最適化問題があるような問題のことを指す．例えば，ニューラルネットワークに

おいて最適な中間層の数，各ニューロンにおける重み係数の決定 [7]，ファジィ推論におけるメン

バーシップ関数とそれらのルールの決定 [8]，多項式曲線フィッティングにおける適切な次数とパ

ラメータの決定などが該当する．つまり，これらの問題は，各システムの構成におけるパラメータ

を決定するので，探索する空間はシステムの構成の組合せ数通り存在する．本研究では，このよ

うな性質を持つ問題を複数の探索空間を持つ問題と定義する．階層型GAには，1)個体そのもの

を階層化し，コントロール遺伝子とパラメトリック遺伝子の 2つの遺伝子を用いる方法 [9]，2)問

題を階層的に分割し，上位の層ではシステムの構成，下位の層ではそれらのパラメータをそれぞ

れGAによって最適化する方法 [10]の 2つの方法がある．一般的に階層型GAとは，個体を階層

化する 1) の方法のことを指すが，これらの方法は，本質的な特徴はほぼ同じである．多項式曲線
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フィッティングのように，システムの構成が異なる個体間の交叉において，それぞれのパラメータ

が利用できる問題には 1) の方法は非常に有効だが，2)の方法では，基本的にシステムの構成が異

なる個体間において，それぞれ独立して探索が行われ，パラメータの情報のやりとりは行われな

いので，このような問題を解決可能ではあるが，有効であるとはいえない．一方で，下位層の問

題（パラメータの決定）が組み合わせ最適化となっている問題では，システムの構成が変わると，

それまで保持していたパラメータ情報を有効に活用できなくなるので，1) の方法と比べてシステ

ムの構成に応じて独立にGAを行う 2) の方法が有効である．また，それぞれの遺伝的オペレータ

について，1) の方法では，システムの構成によっては個体の次元数が異なる場合がある．この場

合，単純な交叉の方法は適用できず，問題に応じて特殊な交叉方法を検討する必要がある．一方，

2) の方法では，上位層，下位層では単純なGAの処理が行われるため，これまでの交叉方法が適

用可能であり，特殊な交叉方法を検討する必要がない．2) の方法の他の利点として，上位層，下

位層において，GAを用いた方法のほかに計算コストの小さい，粒子群最適化（Particle Swarm

Optimization : PSO）[11]や蟻コロニー最適化（Ant Colony Optimization : ACO）[12]，タブー

探索法 [13]など問題に応じて利用する方法を選択可能である点，比較的実装が容易な点が挙げら

れる．本研究では，手法の汎用性，実装の容易さ，拡張性の高さを考慮し，2) の方法を階層型GA

として採用する．

複数の探索空間を持つ問題では，考慮する探索空間の数によって問題解決のアプローチは異な

る．例えば，与えられたデータから，モデルの次数と設計変数を決定する多項式曲線フィッティン

グは，探索空間の数は考慮する次数の数によって決まる．つまり，多項式曲線フィッティングでは，

考慮する探索空間の数はそれほど多くないので，すべての探索空間をもれなく探索することが可

能であり，並列処理によって容易に解決できる．しかしながら，考慮する探索空間の数が非常に多

い場合は，現実的な時間内にすべての空間を探索することは困難であり，できるだけ最適解の存

在する可能性の高い空間を絞って探索する必要がある．例えば，複数車両配送計画問題（Multiple

Vehicle Routing Problem：mVRP）のように，複数の車両によって各顧客を巡回するといった問

題では，探索空間は各車両が担当する顧客の割り当てによって決められ，このとき探索空間の数

は顧客数によって爆発的に増加する．この場合は階層型GAの概念を用いて，探索空間も最適化

手法によって最適化することで解決可能である．複数の探索空間を持つ問題では，多くの空間を

探索する必要があるため，GAを適用した場合，非常に多くの計算時間を必要とする．また最適

解の存在する探索空間以外の探索は不要であるので，最適解の存在する探索空間を早期に決定し，

重点的に探索を行うことができれば，少ない計算時間で安定的に最適解を発見することが可能に

なる．

本論文では，“探索空間どうしの競合”という概念を用いて，少ない計算コストで安定的に複数
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の探索空間から最適解を発見できる 2つの新しい最適化手法を提案する．

1.2 探索空間どうしの競合に基づく階層的最適化手法

本研究では，複数の探索空間を持つ問題に着目し，考慮する探索空間の数が少ない問題におい

て，複数解空間競合型分散GA（Multi-space Competitive Distributed GA：mcDGA）と，膨大

な数の探索空間を持つ問題において，階層的複数解空間競合型分散GA（Hierarchical mcDGA ：

HmcDGA）を提案する．mcDGAは，Taneseによって提案された分散GA（Distributed Genetic

Algorithm : DGA）[14]の概念に着想を得て開発したものである．分散GAは，複数の母集団を

持つGAであり，個体群（母集団）はいくつかの小規模な個体群（サブ母集団）に分割され，各

サブ母集団は独立に探索を行う．DGAでは，探索の途中に個体の移住という処理を行う．移住に

よって，サブ母集団間において個体のやり取りが行われ，異なる形質の個体が集団に追加される

ため，各サブ母集団における多様性が高まり，従来のGAと比較してより安定して解を求めるこ

とができる．mcDGAでは，DGAにおけるサブ母集団を単一の探索空間ではなく，異なる探索空

間を探索する．しかしながら，各探索空間の次元数は異なるため，従来の分散GAのような個体

の移住は不可能である．したがって，mcDGAでは，競合によって各サブ母集団の個体数のみを

調節する．競合によって，解の存在する可能性の高い探索空間に個体が集まり，早期に，良質な

解を発見することが期待できる．

HmcDGAは，前述の階層型 GAとmcDGAを着想として，考慮する探索空間の数が非常に多

い問題に対応するために開発した．HmcDGAは，探索空間の最適化を行う上位層と，各探索空間

の最適解を探索する下位層から構成される．例えば，前述のmVRPをHmcDGAによって解決す

る場合，各車両が配送する顧客の割り当て（探索空間）は上位層，それらの経路（各探索空間に

おける解）は下位層に配置される．HmcDGAでは，個体の評価は下位層においてのみ行われ，下

位層における最高評価値が各探索空間の評価値となる．上位層の最適化は，下位層の評価値に基

づいて行われ，この操作を設定世代数繰り返す．HmcDGAでは，mcDGAと同様に“探索空間ど

うしの競合”を行うことで，最適解が存在する可能性が高い探索空間の個体数が増加し，それ以

外の探索空間の個体数は減少する．競合によって，計算コストを大幅に抑えることができ，解を

発見する可能性は高くなる．また，最適化手法としてGAを利用しているため，変数の種類に関

係なく，多くの最適化問題に適用可能である．さらに，階層化によって上位層，下位層ともに単純

な最適化問題となっているため，従来の階層型GAと同様，複雑な設計変数や更新方法を必要と

せず，一般的なGAに適用されている処理を用いることができる．このことより，HmcDGAは，

汎用的な最適化ツールとして期待することができる．
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図 1.1: 本論文の構成．

1.3 本論文の構成

本論文は図 1.1に示すように，5つの章から構成される

第 1章は序論である．

第 2章では，本研究で扱う問題を提起し，従来の GAと拡張手法である階層型 GAと分散 GA

の概要とそれらの特長について述べる．

第 3章では，複数の探索空間から最適解を発見する手法として，mcDGAを提案する．mcDGA

を多項式曲線フィッティングに適用し，競合の基本的な動作と有効性について説明する．シミュ

レーションでは，8つの探索空間 (1次から 15次の奇関数)を考慮し，次元数の異なる 2つのテスト

データを用いて，競合を行なわない並列GA[15]と解を発見するまでの世代数について比較する．

本章では，多項式曲線フィッティングを用いて，2つの競合の方法やタイミングを検討し，その結

果について示す．

第 4章では，mcDGAの拡張であり，考慮する探索空間の数が多い場合に有効な最適化手法と

して HmcDGAを提案し，HmcDGAのアルゴリズムと特長について述べ，複数車両配送計画問

題（ Multiple Vehicle Routing Problem：mVRP ）[16, 17]と Flexible Job-shop Scheduling 問題

（Flexible Job-shop Scheduling Problem : FJSP）[18]に適用する．mVRPは異なる複数の車両を

用いて，顧客に商品を配送する問題であり，この問題を HmcDGAによって解決する場合，各車

両が配送する顧客の割り当て（探索空間）は上位層，それらの経路（各探索空間における解）は
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下位層に配置される．FJSPは，mVRP同様，非常に多くの探索空間を考慮しなければならない

問題であり，FJSPにおいて，探索空間の数は各ジョブの処理を行うマシンの組み合わせによって

決まる．FJSPのベンチマーク問題として，Brandimarte[19]を用い，他の文献の手法の結果と比

較する．HmcDGAがGAをベースとし，問題に特化した他の手法に近い性能を持つことを示すこ

とで，FJSPにおけるHmcDGAの解探索能力および様々な問題への汎用性について考察する．

第 5章は結論である．
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第2章 問題設定と関連手法

2.1 はじめに

本論文では，複数の部分最適化問題が階層的に構成された階層的最適化問題を複数の探索空間

を持つ問題と定義し，遺伝的アルゴリズムを主とした階層的最適化手法によって解決するという

ものである．本章では，本論文で扱う問題の位置づけを明らかにし，関連する手法の基本的な処

理について説明する．2.2節では，本研究で扱う問題について説明する．2.3節では，本研究にお

いてメインの手法である遺伝的アルゴリズムと，階層型遺伝的アルゴリズム，分散遺伝的アルゴ

リズムについて説明する．2.4節では，本章を統括する．

2.2 複数の探索空間を持つ最適化問題

本研究では，複数の部分最適化問題が階層的に構成された階層的最適化問題を扱う．階層的最

適化問題には，組み合わせ最適化問題や線形・非線形計画問題，スケジューリング問題のような

代表的な最適化問題だけでなく，多目的最適化問題や人の主観に基づく最適化問題のような特殊

な最適化問題も部分最適化問題として構成される場合があり，様々な性質を持つ問題が存在する．

したがって，単一の方法で解決することは困難である．階層的最適化問題は，より複雑な処理を

機械によって自動化する場合に，解決しなければならない，もしくは問題解決のための 1つのア

プローチとして位置づけることができる．つまり，今後も進歩し続ける科学技術によって複雑化

された社会環境において，階層的最適化問題を効率的に解決する方法を示すことは，学術的な寄

与が非常に大きい．

階層的最適化問題は，各部分問題どうしに対応関係がある場合が多い．例えば，ニューラルネッ

トワークにおいて最適な中間層の数，各ニューロンにおける重み係数の決定 [7]では，上位層にお

いて中間の層の数が決定され，下位層において各ニューロンの重み係数が決定される．ファジィ

推論におけるメンバーシップ関数とそれらのルールの決定 [8]や多項式曲線フィッティングにおけ

る適切な関数とパラメータの決定なども同様に階層化することができる．つまり，階層的最適化

問題は，複数の探索空間を持つ問題であると捉えることができる．本研究では，階層的最適化問

題における上位層の部分問題の解を問題全体の探索空間，下位層の部分問題の解を各探索空間の
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解と定義する．階層的最適化問題を複数の探索空間を持つ問題とするとき，探索空間の数は上位

層の部分問題のスケールによって決まる．本論文では，多項式曲線フィッティング問題，複数車両

配送問題，Flexible Job-shop Scheduling 問題の探索空間の数の異なる 3種類の階層的最適化問題

を扱う．多項式曲線フィッティング問題は，探索空間の数が少ない問題の例として扱い，この問題

では，探索する関数を一つの探索空間とし，それらの係数を探索空間の解とする．探索空間の数

が少ない場合，考慮するすべての探索空間を探索することが可能であるが，解の存在する可能性

の低い探索空間も探索を行うことになり，余計な計算時間を要することになる．一方，複数車両

配送問題と Flexible Job-shop Scheduling 問題は，探索空間の数が非常に多い問題の例として扱

う．複数車両配送問題では，各車両における顧客の割当を上位層において決定し，各割り当てにお

ける最短ルートを下位層において決定する．Flexible Job-shop Scheduling 問題では，使用するマ

シンの組合せを上位層において決定し，それらの使用順序を下位層において決定する．この場合，

現実的な時間内にすべての探索空間を探索することは不可能であり，探索空間も最適化によって

決定する必要がある．つまり，探索空間の数が少ない問題と比較して，最適解の存在しない探索

空間を多く探すことになり，多大な計算時間を必要とする．

2.3 関連手法

2.3.1 遺伝的アルゴリズム

遺伝的アルゴリズム（Genetic Algorithm : GA）は，生物の進化と選択淘汰の過程を模擬した

最適化アルゴリズムであり，J.Hollandにより 1962年に提案された．

自然界では，環境に適応できない生物は死滅し，子孫を残すことができないが，環境に適応し

た生物は生き残り，子孫を残していくことができる．そのような世代交代を幾度も繰り返すこと

によって，集団の中に優れた遺伝子が広がり，集団は繁栄する．このメカニズムをモデル化し，環

境により適応した生物，すなわちある目的関数に対して最適な値を与えるような解（設計変数値）

を計算機上で生成しようというのが GAである．GAでは，問題の解を個体として表し，これら

の集団に選択，交叉，突然変異などの遺伝的操作を繰り返すことで世代を重ねるに毎に集団が進

化していく．GAは以下のような特長を持つ．

1. 集団による多点同時探索を行うので，大域的な探索が可能である．

2. 問題に対する適合度のみを用いるので，先験的な補助知識を必要としない．

3. GAにおける探索点の遷移は，確率論にのみ基づき，決定的なルールを必要としない．

4. 個体の設計を問題に応じて変えることで，幅広い分野の問題に適用できる．
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Mutation

Crossover

Selection

Popultion

Genetic Operation

Individual

図 2.1: GAの探索の概念.

本節では，まず一般的なGAの概要，操作について説明し，次にGAの拡張手法である階層型GA，

分散GAについて説明する．図 2.1にGAの概念図を示す．

GAでは，問題の解を個体（Individual）として表現し，各個体は設計変数値がコーディングされ

た染色体（Chromosome）によって構成されている．この染色体をデコーディングすることによ

り設計変数に変換し，目的関数の値を計算する．このとき，染色体で表現されたものを遺伝子型

（GenoType），これによって定まる個体の性質や特性を表現型（Pheno Type）と呼ぶ．また，個

体の集合を個体集団（Population）と呼び，ある世代（Generation）を形成している個体のうち，

環境（目的関数）への適合度（Fitness）が高い個体ほど次の世代に高い確率で生き残るように選択

（Selection）する．さらに，それぞれの個体に対して，交叉（Crossover），突然変異（Mutation）

などの遺伝的操作（Genetic Operater）によって次世代の個体集団を形成する．これらの一連の操

作を繰り返し行うことによって解探索を行い，探索が進むごとに，高い適合度を持つ個体（最適

解に近い個体）が増加し，やがて最適解が得られると期待できる．これがGAの基本的な概念で

ある．以下にGAの流れを示し，それぞれの操作について説明する．

選択（Selection）

選択は次世代の個体集団を形成するための個体を選ぶ操作のことであり，適合度の高い個体

ほど選択されやすい．したがって，適合度の低い個体は淘汰され，適合度の高い個体が増殖

するので，世代が進むごとに個体集団全体の適合度が向上する．選択には様々な手法があり，

いずれも適合度の高い個体が次の世代に選ばれやすくなっている．また，選択の方式を拡張

したものとして，個体集団の中で最も適合度の高い個体は無条件に次の世代に選択されると

いうエリート保存戦略がある．この操作によって，親個体よりも劣る個体が多数生成された
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場合も，もとの個体群で選ばれた最も適合度の高い個体が保存されているため，母集団全体

の適合度は低下しない．

交叉（Crossover）

交叉は複数の個体内の染色体の一部を組み替えて新たな個体を生成する操作である．一般的

な交叉法では，交叉する 2つの親個体はランダムに個体集団から選ばれ，2つの子個体が生

成される．子個体は，親個体の性質を継承するので，局所的な探索に効果的である．交叉は

交叉率（Crossover rate）と呼ばれる確率にしたがって行われる．

突然変異（Mutation）

選択と交叉だけでは，初期個体集団内に存在する遺伝子の組み合わせでしか探索が行われな

い．よって，個体集団の多様性が乏しくなり，ある限られた性質の個体が増加するので，局

所解に収束することが多い．この傾向は，バイナリGAにおいて特に顕著である．したがっ

て，突然変異によって，交叉では生成できない子個体を生成し，探索領域を広げることで，

局所解への収束を抑制する．突然変異は，突然変異率（Mutation rate）と呼ばれる確率に

従い，染色体のある遺伝子座を対立遺伝子と置き換えることを示す．対立遺伝子とはその遺

伝子座に入り得る遺伝子のことである．また，突然変異率が高すぎると良質な解を破壊して

しまう可能性が高くなり，探索が収束しない可能性がある．

これらの特徴を組み合わせることで，GAは大域的かつ局所的な探索が可能となる．遺伝的アルゴ

ルリズムの探索は以下のアルゴリズムにしたがって行われる．

Step 1 : 乱数を用いて個体集団を初期化し，各個体の適合度を算出する．

Step 2 : 集団から，各個体の適合度に基づいて，交叉によって次世代に子孫を残す個体を選択する．

Step 3 : 集団から選択された親個体どうしの交叉によって個体を生成する．

Step 4 : 集団から個体を選出し，突然変異によって個体を生成する．

Step 5 : 集団内の各個体の適合度を算出し，終了条件を満たしていれば終了する．終了条件を満たし

ていない場合は Step 2に戻る．

終了条件は以下に示すいずれかによって決定される．

(1) 個体集団内の最高適合度が規定値を超えた場合．

(2) 個体集団の平均適合度が規定値を超えた場合．

(3) 世代交代の数が規定回数を超えた場合．
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GAでは，各個体は数値ベクトルによって表現される．数値ベクトルは，解決する最適化問題

の種類によって，バイナリベクトルもしくは実数値ベクトルによって表現される．GAでは，ア

ルゴリズムの概念は同じものの，扱うベクトルの種類に応じて，異なるアルゴリズムが用いられ

る．バイナリベクトルを個体として扱うGAをバイナリGA[20, 21, 22, 23]，実数値ベクトルを扱

うGAを実数値GA[24]とよぶ．一般的にバイナリGAは，組み合わせ最適化問題 [25, 3]に用い

られ，代表例として 0-1ナップサック問題 [26, 27]や巡回セールスマン問題 [28, 29]等がある．実

数値GAは，連続最適化問題に用いられ [30, 31, 32]，代表例としてコントローラーやモデルのパ

ラメータチューニング等がある．本論文では，バイナリGAと実数値GAの双方を指す場合，単

にGAと表現する．また，GAの拡張手法として，階層型GAがある．階層型GAは，本研究で

扱う，複数の探索空間を持つ問題に対して有効であり，1) 階層的な個体を持つ方法と 2) 問題を階

層的に分割して解決する方法の 2通りがある．この 2つの方法は，本質的な特徴は似ている点が

多いが，扱う問題によって使用する最適化手法を選択できるという点で，1) の方法と比較して 2)

の方法は拡張性が高く，実装も容易である．その他の拡張手法として，分散GAがある．分散GA

は，母集団全体をサブ母集団に分割し，サブ母集団間での個体の交換を行いながら探索を行う．そ

れによって，多様性を保ちながら探索を行うことができるので，局所解に陥りにくく，短い世代

での解の発見が期待できる．分散GAはネットワークコーディング [33]や規則抽出 [34]といった

問題に用いられている．

次小節では，バイナリおよび実数値GAにおける各遺伝的操作の方法，および階層型GAと分

散GAの概要について説明する．

バイナリ遺伝的アルゴリズム

バイナリGAにおいて扱われる個体を図 2.2に示す．個体（Individual）は複数の遺伝子（Gene）

によって構成されており，実世界における染色体（Chromosome）に相当する．バイナリGAおけ

る遺伝子は，図 2.2に示すように’0’と’1’のバイナリ情報によって表現される．バイナリGA

で用いる個体 IB は次式によって表される．

IB = (b1, . . . , bi, . . . , bH), bi ∈ B (2.1)

式 2.1 において，biは，個体における i 番目の遺伝子を表し，それぞれの遺伝子はバイナリ値を

とる．4章で扱う，巡回セールスマン問題や配送計画問題のような経路を求める問題では，各遺伝

子に都市の番号や巡回する順番などが使われることもある．この場合は，後述する従来の交叉方

法が適用できないため，Partially Matched Crossover (PMX)[35]や Cycle Crossover (CX) [36] ，

Order Crossover (OX) [37] など経路を最適化する問題に特化した交叉方法が用いられる．選択で
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図 2.2: バイナリGAにおける個体．
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図 2.3: ルーレット選択．

は，算出された適合度をもとに，個体集団から交叉を行う個体を選択する．一般的にな選択手法と

してルーレット選択（Roulette Wheel Selection）やトーナメント選択（Tournament Selection）

などがよく用いられる．ルーレット選択では，すべての個体に対して適合度から算出した選択確率

に基づいて交叉を行う個体を決定する．一方，トーナメント方式では，複数の個体を個体集団か

ら無作為に選び，これらのうちで適合度が最も高い個体を交叉に用いる個体とする．これらの選

択手法は，実現方法は異なるが概念はいずれも同じである．ルーレット選択の概要を以下に示す．
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1. 個体群に含まれる N 個体の適合度 fi の総和 F を計算する．

F =

N∑
i=1

fi (2.2)

2. 乱数 rand ∈ [0 , 1 ]を生成し，閾値 θを計算する．

θ = rand× F (2.3)

3. 次式のように個体の適合度を順に累積し，累積値が閾値 θを越えるような nを求め，k番目

の個体を選択する．
n∑

i=1

fi ≥ θ (2.4)

式 2.4は図 2.3のように，各個体の適合度に基づいて個体を選択することを意味する．また，選択

は個体の表現に関係なく，適合度のみによって選択確率が算出されるので，バイナリGAと同様

にルーレット選択やトーナメント選択が用いられる．

一般的にバイナリGAに用いられている交叉法を図 2.2 に示す．

交叉には，一点交叉（One-point Crossover）や多点交叉（Multi-points Crossover），一様交叉

（Uniform Crossover）があり，それぞれ交叉点の数や位置が異なる．一点交叉や多点交叉では，ま

ず選択によって親個体（Parent）を選択する．次に，選択した親個体どうしの遺伝子の一部を，交

差点を基準にして入れ替えることによって子個体（Child）を生成する．一様交叉では，親個体に

対してあらかじめ用意しておいたマスク（Mask）をかけ，入れ替える遺伝子を決めることによっ

て交叉を実現している．それぞれの交叉の様子を図 2.4に示す．

突然変異では，選択された個体に対して，図 2.5 に示すように 1つもしくは複数の遺伝子を対立

する遺伝子に置換することによって新しい個体を生成する．

実数値遺伝的アルゴリズム

実数値GAにおいて扱われる個体の例を図 2.6 に示す．実数値GAでは，個体の遺伝子部分が

実数値によって表現されている．実数値GAで用いる個体 IRは次式によって表される．

IR = (r1, . . . , ri, . . . , rH), ri ∈ R, (2.5)
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図 2.4: バイナリGAにおける交叉．(a)一点交叉．(b)多点交叉．(c)一様交叉．
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図 2.5: バイナリGAにおける突然変異．

式 2.5 において，riは個体における i番目の遺伝子を表し，実数値をとる．実数値GAにおける選

択方法は，バイナリGAにおける選択方法と同様のものが用いられるが，交叉と突然変異の方法は，

バイナリGAの場合とは異なる．実数値GAにおける交叉では，選択された親個体によって決定

された領域から子個体を生成する．一般的に，BLX-α交叉 [24]，単峰性正規分布交叉（Unimodal

normal distribution crossover）[38] ，シンプレックス交叉（Simplex crossover）[39]などが用い

られている．BLX-α交叉における子個体の生成の例を図 2.7 に示す．BLX-α交叉では，選択され

た親個体に対して，親個体を表す実数ベクトルにおける各変数の区間 diを両側に αdiだけ拡張し
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図 2.6: 実数値GAにおける個体
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図 2.7: BLX-α交叉

た区間に，一様乱数にしたがってランダムに子個体を生成する．すなわち，親個体の周辺の各辺

が軸に平行な超直方体の領域が子個体の生成領域となる．子個体 CR = (cR1 , . . . , c
R
i , . . . , c

R
H)は，

2つの親個体 PR
1 = (pR11, . . . , p

R
1i, . . . , p

R
1H)，PR

2 = (pR21, . . . , p
R
2i, . . . , p

R
2H)から次式によって生成さ

れる．

cRi = U(min(pR1i, p
R
2i)− αdi，max(pR1i, p

R
2i) + αdi), (2.6)

di = |pR1i − pR2i|), (2.7)

式 2.6 において，min(x, y)，max(x, y)，U(x, y) はそれぞれ，x，yの最小値，最大値，区間 [x, y]

の一様乱数を示す．

突然変異では，選択された個体に対して，一つもしくは複数の遺伝子をランダムな遺伝子に置換

する．突然変異の方法には，置換する際に，実行可能領域内に一様乱数によって実数値を発生さ

せる一様突然変異と，実行可能領域の境界上に一様乱数によって実数値を発生させる境界突然変

異がある．図 2.8に一様突然変異の例を示す．

GAでは，多点探索という特徴から，個体数が増えるほど，解の発見確率は高くなるが，選択，
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図 2.8: 一様突然変異．

交叉，突然変異といった遺伝的操作と適合度計算を各個体に対して何世代も行うので，多くの計

算量を必要とする．したがって，効率的に最適解を得るためには，問題に応じて適切な個体数を

設定しなければならない．

2.3.2 階層型遺伝的アルゴリズム

階層型遺伝的アルゴリズム（Hierarchical Genetic Algorithm : HGA）には，1) 個体そのもの

を階層化し，コントロール遺伝子とパラメトリック遺伝子の 2つの遺伝子を用いる方法 [9]，2) 問

題を階層的に分割し，上位の層ではシステムの構造，下位の層ではそれらのパラメータをそれぞれ

GAによって最適化する方法 [10]の 2種類がある．それぞれの階層型GAのイメージを図 2.9(a)，

図 2.9(b)に示す．一般的に階層型GAとは，個体を階層化する 1) の方法のことを指し，この方法

はニューラルネットワークにおいて最適な中間層の数，各ニューロンにおける結合重みの決定 [7]，

ファジィ推論におけるメンバーシップ関数とそれらのルールの決定 [8]や多目的最適化に応用され

ている [40]．図 2.10(a)と図 2.10(b)に，ニューラルネットワークのトポロジー最適化に 1) の階層

型GAを適用した場合の個体の表現と処理全体のブロック図をそれぞれ示す [8]．図 2.10(a)にお

いて，最上位の層は中間層の活性と不活性をバイナリで表現しており，中位の層では，各ニュー

ロンの活性と不活性をバイナリで表現している．最下層では，上位 2つの層において決められた

活性ニューロンへの結合重みと閾値が実数値で表現されている．

上述の 2つの階層型GAは，本質的な特徴はほぼ同じである．多項式曲線フィッティングのよう

に，システムの構成が異なる個体間の交叉においても，それぞれのパラメータが利用できる問題

には 1) の方法は非常に有効だが，2)の方法では，基本的にシステムの構成が異なる個体間におい

て，それぞれ独立して探索が行われ，パラメータの情報のやりとりは行われないので，このよう

な問題を解決可能ではあるが，有効であるとは言えない．一方で，下位層の問題（パラメータの決

定）が組み合わせ最適化となっている問題では，システムの構成が変わると，それまで保持して

いたパラメータ情報を有効に活用できなくなるので，1) の方法と比べてシステムの構成に応じて

独立にGAを行う 2) の方法が有効である．また，それぞれの遺伝的オペレータについて，1) の
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(a) 個体の階層化に基づく階層型 GA．
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(b) 問題の階層化に基づく階層型 GA．

図 2.9: 階層型GAの種類．

方法では，システムの構成によっては個体の次元数が異なる場合がある．この場合，単純な交叉

の方法は適用できず，問題に応じて特殊な交叉方法を検討する必要がある．一方，2) の方法では，

上位層，下位層では非常に単純な処理が行われるため，これまでの交叉方法が適用可能であり，特

殊な交叉方法を検討する必要がない．2) の方法の他の利点として，上位層，もしくは下位層にお

いて，GAのほかに計算コストの小さい，粒子群最適化（Particle Swarm Optimization : PSO）

[11]や蟻コロニー最適化（Ant Colony Optimization : ACO）[41, 12]，タブー探索法 [13]など問

題に応じて利用する方法を選択可能である点が挙げられる．2) 階層型GAでは，各層はそれぞれ

独立に処理を行っているため，各層間において必要な情報さえ交換できれば，その方法は問わな
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(b) ニューラルネットワークのトポロジー最適化における階層型 GAのブロック図．

図 2.10: ニューラルネットワークのトポロジー最適化の階層化の例．
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GA

GA

図 2.11: 本研究で扱う問題設定と階層型GAのイメージ．

い．つまり，扱う問題に応じて，その問題を得意な方法を選択できるという点で 2) の方法は拡張

性が高い．また，実装においても，2つの GAを階層的に並べるだけなので，比較的実装は容易

である．本研究では，手法の汎用性，拡張性の高さ，実装の容易さを考慮し，2) の方法を階層型

GAとして採用する．図 2.11に本研究で扱う階層的最適化問題と階層型GAのイメージ図を示す．

2.3.3 分散遺伝的アルゴリズム

分散GAは，1989年にReiko Taneseによって提案された．分散GAでは，全個体を含む母集団

（Population）を複数のサブ母集団（Sub Population）に分割し，各サブ母集団内では従来のGA

の処理を行う．このサブ母集団をプロセッサに割り当てることによって並列処理を行う．各サブ母

集団では従来のGAと同様の処理を行うが，一定期間に到達するとサブ母集団間において個体の交

換を行う．この操作を移住（Migration）と呼び，個体の移住を行わないものを並列GA(Parallel

Genetic Algorithm:PGA) と呼ぶ．移住にはさまざまな方法が提案されており，その代表的な例と

して「島モデル」，「踏み石モデル」，「近傍モデル」の 3つがある．以下にそれぞれのモデルについ

て説明する．

島モデル (Island Model)

島モデルでは母集団をサブ母集団に分割し，各サブ母集団ではそれぞれGAの処理を行う．

移住世代になると，複数存在するサブ母集団から，移住相手となるサブ母集団をランダムに

選び，一定量の個体を移動させる．これを最大指定世代数繰り返す．図 2.12(a)にその様子

を示す．



2.3. 関連手法 19

踏み石モデル (Stepping Stone Model)

踏み石モデルは島モデルと同様に，移住を行うまで各サブ母集団内ではそれぞれGAの処理

を行う．移住方法は島モデルと異なり，移住相手はサブ母集団ごとにあらかじめ決まってお

り，その多くは，サブ母集団の近傍から選ばれる．図 2.12(b)にその様子を示す．

近傍モデル (Neighborhood Model)

近傍モデルでは，プロセッサは一つまたは少数の遺伝子を管理してGAの処理を行い，移住

はプロセッサの近傍のみで毎世代行う．図 2.12(c)にその様子を示す．

移住は，移住間隔（Migration Interval）と移住率（Migration Rate）というパラメータによっ

て制御され，移住間隔は移住を行う世代間隔，移住率はサブ母集団に属する全個体のうち，移住

する個体の割合を示す値である．分散GAは並列処理に加え，移住という操作を加えることによっ

て，以下のような特長を持つ．

計算時間の短縮

分割された母集団は各プロセッサによりGAの処理が行われる．プロセッサ間通信は移住の世代

のみで行われるので，オーバーヘッドも少なく，分散処理による計算時間の短縮が望める．

多様性の保持と早熟収束の回避

分散GAではGAと比較して，収束までに多くの世代が必要となる．これは母集団を分割するこ

とによって，各サブ母集団上で固有の染色体が育ち，集団の多様性が保持されるためである．そ

れによって探索空間内の十分な探索が行われた後に，解への収束が始まるので，GAの問題の一つ

である早熟収束問題が回避しやすくなる．したがって，より複雑な問題へのGAの適用が可能と

なり，アルゴリズムのロバスト性も向上する．

パラメータ設定の容易さ

島モデルでは，各島ごとに異なるパラメータ (交叉率，突然変異率)を設定することが可能である．

Taneseが行った実験では，この方法を使用したことにより，パラメータ設定がGAほど困難でな

くなったと報告されている．

しかしながら，移住間隔や移住率は適用する問題によって最適な値が異なるため，ユーザー自

身の手によって設定しなければならない．この問題を解決するために移住間隔を乱数を用いて決

定する方法 [42]やエリート更新時に移住を行う方法が考案されている．
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図 2.12: 分散GAにおける移住モデル．
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2.4 おわりに

本章では，まずはじめに本研究で扱う階層的最適化問題と，複数の探索空間を持つ問題の定義

を行った．次に，GAの概要と探索アルゴリズムについて説明し，GAの拡張である階層型GAと

分散GAのアルゴリズムについて説明した．GAの拡張はこのほかにも多く存在する．例えば，評

価部分に人間の主観的要素を取り入れることによって，人間の感性という複雑な構造を解析する

対話型GA[43]や，実行形式の異なる複数の個体群によって探索を行う個体群探索分岐型GA[44]，

複数の目的関数を持つ多目的最適化問題に有効な多目的GA[45, 46]などがある．このように，GA

は非常に多くの拡張手法が存在し，様々な分野で利用されている．しかしながら，GAは多点探索

を行う手法の為，いずれの手法についても，個体数と計算時間，解の発見精度の間にトレードオ

フの関係が生じる．特に，階層型GAのように，GAの処理を階層的に行う場合は，従来のGAと

比較して非常に多くの計算時間を必要とする．多点探索の欠点を軽減するためには，最適解が存

在しそうな場所もしくは探索空間を早期に推定し，その部分の探索を強化することである．つま

り，不要な探索を避け，ある領域に個体を集めることができるので，最適解を早期に発見するこ

とが可能になる．
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第3章 複数解空間競合型分散GAの提案と多項式

曲線フィッティングによる検証

3.1 はじめに

本研究では，探索空間が少ない場合において，最適解の存在する探索空間とそのパラメータを同時

に推定を行うことができる，複数解空間競合型分散遺伝的アルゴリズム (Multi-space Competitive

Distributed Genetic Algorithm: mcDGA)を提案する．mcDGAでは，探索の途中に “探索空間ど

うしの競合”という操作を行うことによって，複数の探索空間から解の存在する可能性が高い探索

空間を推定し，その中から最適な解を発見することができる．競合の結果に基づいた個体の移住

を行うことによって，従来のGAと比較して少ない世代で解を発見し，計算時間を短縮すること

が期待できる．本章では，多項式曲線フィッティング [47]を用いてmcDGAの処理を説明し，競合

の影響と規則について述べる．このとき，解発見までの世代数を並列GAと比較し，mcDGAの

有効性を示す．

本章では，本研究において提案するmcDGAについて説明する．3.2節では，mcDGAの概要に

ついて説明し，多項式曲線フィッティングにmcDGAを適用した場合のmcDGAの性能について

評価する．3.3節では，本章のまとめである．

3.2 複数解空間競合型分散GA

3.2.1 概要

提案手法の概念図とフローチャートをそれぞれ図 3.1，図 3.2 に示す．提案手法では，分散GA

と同様，GAの母集団をいくつかのサブ母集団に分割し，図 3.1と図 3.2より，サブ母集団は考慮

する次元数と同様に S 個用意する．図 3.2における gは競合を行う間隔を表す．各サブ母集団は

それぞれ独立してGAの操作を行い，gが設定した条件を満たした場合に競合を行う．この場合の

競合とは，各サブ母集団どうしにおいて最大評価値や平均評価値などの値を比較することを示す．

競合に勝利したサブ母集団には個体を追加し，敗北したサブ母集団からは個体を削除する．この

とき追加する個体数は，設定世代数や問題の種類に応じてユーザが任意に決定することができる．

追加された個体はサブ母集団内で最も優秀な個体の周辺に配置される．また，削除される個体は，
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図 3.1: 複数解空間競合型分散遺伝的アルゴリズムの概念図．

比較する値が低いサブ母集団ほど選ばれやすい．したがって，競合に勝ち続けるほど個体数は増

加し，解を発見する可能性が高くなる．2章で述べたように，GAは多点探索という特長から，個

体数が多いほど解を発見する可能性は高くなるが，計算時間が増加するという問題がある．つま

り，計算時間を削減するためには，できるだけ少ない個体数で探索を行う必要がある．提案手法

では競合により全体の個体数を変えることなく，ひとつのサブ母集団に個体を集中させることが

できるので，個体が集中したサブ母集団では，早期に解を発見し，計算時間を短縮することが期

待される．

3.2.2 多項式曲線フィッティングによる検証

本小節では，多項式曲線フィッティング [47]を用いて，mcDGAの動作と有効性，競合の影響に

ついて評価する．

多項式曲線フィッティングは，実験的に得られたデータや制約条件に最もよく当てはまる近似

曲線を求める問題である．多項式曲線フィッティングはモデル選択の代表的な例の一つであり，で

きるだけ少ない次元数でデータを表現するモデルを選ぶ必要がある．つまり，多項式曲線フィッ

ティングは，関数の次数と各係数を求める問題であり，M 次関数の係数を求める場合，探索空間

はM + 1次元空間となる．一般的に，多項式曲線フィッティングは最小二乗法などを用いて解析

的に解くことができる．
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図 3.2: 複数解空間競合型分散GAのフローチャート．

シミュレーション条件

シミュレーションでは，正解の関数として 5次関数 t = −0.055x5− 0.026x4+0.66x3− 0.12x2−

1.83x+0.21 と 7次関数 t = −0.03x7− 0.01x6+0.39x5+0.16x4− 1.29x3− 0.55x2+0.21x+0.40

を用いた．トレーニングデータ {(xi, ti) | i = 1, . . . , N} はそれぞれの関数にガウスノイズ N(0,

0.3)を加えたものである．図 3.4(a), 3.4(b)にシミュレーションに用いた関数とトレーニングデー

タを示す．この問題におけるモデルは次の式を用いた．
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y(x,w) = w0 + w1x+ w2x
2 + · · ·+ wMxM , (3.1)

w = (w0, . . . , wM )T , (3.2)

GAにおける個体は関数の係数ベクトル w とし，係数の数はモデルの次数 M によって決まる．

今回のシミュレーションでは，用意するサブ母集団（探索空間）を 8個とし，各サブ母集団にお

ける関数の次数は，1次，3次，5次，7次，9次，11次，13次，15次とした．個体の評価には，

赤池情報量基準 (AIC) [48] を適用し，個体の評価 E は次式によって決まる．

E = exp(−e/γ), (3.3)

e = N(log(2π
Se(w)

N
+ 1) + 2(M + 1 + 2)), (3.4)

Se(w) =
N∑

n=1

{y(xn,w)− tn}2, (3.5)

この評価関数は，トレーニングデータ t と推定値 y(xn,w)の二乗誤差の和 Se(w)が小さくなる個

体ほど高い評価を与えるものである．また，γ は評価の厳しさを決めるパラメータであり，ここ

では（データ点数/5）とした．

並列GAは，分散GAと同様に，複数のサブ母集団によって探索を行うが，競合を行わないも

のを指す．シミュレーションでは，mcDGAと並列GAを多項式曲線フィッティングに適用し，そ

れぞれの評価値の上昇の程度について比較する．個体は初期化によってランダムに配置し，選択

にはルーレット法，交叉にはBLX-α交叉，突然変異には一様突然変異をそれぞれ用いた．交叉率，

突然変異率はそれぞれ，0.8，0.1とし，各サブ母集団における初期個体数は，それぞれ 50個体，

探索終了世代は 100000世代とした．

個体数の影響

図 3.3に個体数の影響を示す．GAの探索は多点探索によって行われるので，個体数が多いほど

解の発見までに要する世代数は短くなる．つまり，早期に評価値が上昇することを意味する．図

3.3より，個体数の多いほど評価の上昇が早いことが確認できた．
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図 3.3: 個体数の影響．

競合の規則

本手法では，競合の間隔が重要なパラメータとなる．競合の間隔は，短く設定すると個体数の

増加が早く，競合による影響は大きくなる．しかしながら，その場合，解の発見が困難な高次元

空間を探索するサブ母集団では，早期に個体が絶滅してしまい，解を発見できない可能性がある．

競合間隔が短い場合の探索結果を図 3.5に示す．図 3.5は 5回試行した際の結果である．図 3.5よ

り，競合の間隔が短い場合，個体は低次元の探索空間を探索するモデルに集中する．しかしなが

ら，間隔が長すぎると，競合における個体の増加の影響が少なくなる．したがって，競合の間隔

は適用する問題や，初期個体数に応じて適切な値を設定しなければならない．今回のシミュレー

ションでは，高い次元のモデルにおける早期の個体の枯渇を避けるため，以下の 2つの競合方法

を検討した．1)探索初期は競合を行わず，ある世代以降から競合を開始する，2)探索が進むにつ

れて探索空間を徐々にひとつに絞る．図 3.6(a)に 1)の競合方法，図 3.6(b)に 2)の競合方法のイ

メージ図を示す．今回の競合では，比較する値として各モデルの最大評価値とする．また，競合を

行うタイミングとして，いずれかのモデルの最大評価値の更新した場合に競合を行うこととした．
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(b) 7次関数．

図 3.4: シミュレーションに使用した関数．

5次関数におけるシミュレーション結果

まず，競合を開始する世代を 1000世代以降としてシミュレーションを行った．結果として，5

回試行中正解のモデルが競合に勝利したのは 1回のみであり，内訳としては 3次のモデルが 4回で

ある．また，競合を開始する世代数を増やすほど，高次のモデルが競合に勝利するという傾向が

見られた．これは，高次のモデルが解を探索するために必要な世代数に到達していることを意味

する．しかしながら，5次関数を探索するモデルにおいて，1000世代は解を得るために不十分で
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図 3.5: 競合の間隔が短い場合の個体数の変化．

あったと考えられる．また，この方法では，規定の世代後に個体が一気に減るため，その時々の

評価値に大きく影響し，安定性に欠ける．次に，上述の方法同様，1000世代までは競合を行わず，

1000世代後に評価の高い上位半分サブ母集団を競合によって決定する方法を検討した．この方法

では，1000世代以降は，評価値の高い上位半分のサブ母集団には個体を追加し，それ以外のサブ

母集団の個体数を減少させる．これによって，1000世代時に 1番ではないがある程度評価の高い

サブ母集団が生き残ることができ，さらに個体数も増加するので，正解のサブ母集団が含まれて

いれば，解を発見する確率は高くなる．1000世代以降に上位半分を決定する操作は 2000世代ま

で続ける．つまり，上位半分のサブ母集団は，最大 100個の個体で 1000世代探索を行うことがで

きる．2000世代以降は，上位半分のサブ母集団から，もっとも評価値の高いサブ母集団に個体を

集め，最終的に生き残った者を勝者とする．この方法を用いて，5次関数を推定した場合，5回中

4回は競合に勝利することができた．本シミュレーションでは，試行ごとに異なるのトレーニング

データを用いているため，その分布によっては 5次関数での推定が有利でない場合もある．1回の

敗北は，データの分布における影響が少なからずあると推測する．図 3.7(a)，3.7(b)に，mcDGA

と並列GAの評価値の比較，推定された曲線を示す．図 3.7(a)より，競合に勝利した試行の評価値

だけをみれば，並列GAよりも良い解を早期に得られていることが確認できる．つまり，mcDGA

では，競合によって個体数を増加させることで，並列GAと比較して短い世代数で解を発見でき

ることを示した．さらに 3.7(b)より，mcDGAは最小二乗法によって求められた曲線とほとんど

一致していることが確認できる．よって，シミュレーションによって，mcDGAは並列 GAと比

べて早期に良質な解を発見できることが示された．
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図 3.6: 検討した競合方法のイメージ．
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図 3.7: mcDGAによる推定結果．
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7次関数におけるシミュレーション結果

正解を 7次関数とした場合のシミュレーションでも，5次関数で用いた方法と同じ方法を適用し

た．結果として，1000世代以降に競合を行う方法では，7次の関数を探索するサブ母集団は一度

も競合に勝利することなく，9次関数が 3回，5次関数が 1回，3次関数が１回だった．これは今

回使用した関数がやや中途半端な形状をしているということも影響しているのではないかと推測

できる．今回の関数にノイズを付加した場合，5次関数とも 9次関数ともとれるはっきりしない形

状になる．5次関数の推定においてうまくいったといえる， 1000世代後に評価の高い上位半分サ

ブ母集団を競合によって決定する方法を適用した．結果として，1から 9次までのサブ母集団がそ

れぞれ 1回ずつ競合に勝利した．これは，上位半分に絞ることで，探索に時間のかかる高次のサ

ブ母集団は除くことができたが，正解のサブ母集団にとっても十分な世代数ではなかったのでは

ないかと考察できる．7次関数においても，ノイズは試行ごとに異なるので，分布の仕方によって

は正解のサブ母集団の探索が困難になる場合もある．

3.3 おわりに

本章では，提案手法であるmcDGAを多項式曲線フィッティングに適用し，その性能について

評価した．正解の関数として，5次関数と 7次関数を用い，シミュレーションによって，競合にお

ける個体数と競合を行うタイミングについて検討した．競合のルールとして，1) 探索初期は競合

を行わず，ある世代から競合を始める方法，2) 探索空間を徐々に一つに絞る方法について検証を

行った．正解の関数が 5次関数の場合においては，2) の競合の方法が有効であり，1000世代から

競合を開始し，2000世代までは上位半分，2000世代以降はひとつに絞る方法において，適切な探

索空間と解を求めることができ，競合を行わない並列GAと比較して早期に解を発見できること

が確認された．これは競合によって，不要な探索を避け，解の存在する可能性の高い探索空間に個

体を集中させたことが非常に影響している．しかしながら，正解が 7次関数の場合は，同様の競

合の方法では，正解でない探索空間に個体が集中してしまい，安定して解を求めることができな

かった．これは競合の影響に関係なく，単に今回のシミュレーションで用いた個体数や世代数が適

切でなかったことも原因の一つとして考えられる．7次関数は 5次関数と比較して，探索空間の大

きさが極端に大きく，そもそもの探索自体が容易でない．つまり，それぞれの探索空間の大きさ

が同程度の問題には，今回のシミュレーションで用いた競合方法は有効だが，探索空間の大きさ

や複雑さが大きく異なる問題では，今回の競合方法は有効ではないということが推測できる．探

索空間の大きさや複雑さが大きく異なる問題において，競合の有効性を示すためには，各探索空

間において必要な計算リソースを事前に検証する必要がある．そして，検証よって求められたリ
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ソースに基づき，初期個体数や世代数，競合のタイミングなどを決定しなければならない．今後

は，探索空間の大きさや複雑さに応じて，必要な個体数や世代数を明らかにし，mcDGAをツー

ルとして使用する際の指標を示す必要がある．
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第4章 階層的複数解空間競合型分散GAの提案と

階層的な組み合わせ最適化問題への適用

4.1 はじめに

本章では，本研究において提案した mcDGAを階層的に改良した階層的 mcDGAをそれぞれ

異なる組合せ問題に適用し，HmcDGAの有効性を検証する．本研究において開発した mcDGA

では，探索空間の数を事前に決めておく必要があり，探索空間の数が少数の場合しか対応できな

い．したがって，膨大な数の探索空間を考慮しなければならない問題では，探索空間の最適化を

行う必要があり，このような問題に対してmcDGAは有効ではない．本研究では，階層型GAの

概念に基づき，mcDGAを拡張した階層的mcDGA(Hierarchical mcDGA : HmcDGA)を提案す

る．HmcDGAは階層型GAと同様，上位層と下位層の 2層から構成され，上位層では探索空間の

最適化，下位層では各探索空間における解の探索を行う．探索の途中，mcDGAと同様に “探索空

間どうしの競合”による個体数の増減によって，解の存在する可能性の高い探索空間に個体を集め

る．また，HmcDGAでは，問題そのものを階層的に分割するため，各解層において解決する問題

は簡単な問題に置き換えられる．つまり，複雑な問題を簡単な問題に置き換えることができるの

で，問題の難易度に関わらず，様々な問題に対して有効である汎用的な最適化手法であると期待

される．本章では，HmcDGAを複数車両配送計画問題に適用し，競合を行わない階層型GAと比

較して，短時間かつ高精度で解を発見できることを示す．次に，Flexible Job-shop Scheduling 問

題に適用し，GAをベースとした他手法と同等の解を得られることを示し，HmcDGAの解探索能

力と汎用性について考察する．

4.2節では，HmcDGAの概要について説明し，mVRPを用いてHmcDGAの性能を評価する．

4.3節では，HmcDGAを Flexible Job-shop Scheduling 問題に適用し，得られた結果について

考察を行う．

4.4節は，本章のまとめである．
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図 4.1: HmcDGAをmVRPに適用した場合の概念図．

4.2 階層的複数解空間競合型分散GA

4.2.1 概要

HmcDGAは上位層と下位層の 2層によって構成され，上位層では探索空間の最適化，下位層で

は各探索空間における最適解を探索する．mcDGAと同様に，探索の途中に探索空間どうしの競

合を行い，評価値に基づいて各探索空間の個体数を調節する．HmcDGAの概念図とフローチャー

トをそれぞれ図 4.1，図 4.2 に示す．図 4.1は，mVRPに適用した場合の概念図であり，図中の赤

丸は車両 1，青丸は車両 2，星印は各車両の出発地点（Depot）である．上位層において，破線に

よって囲まれた領域は一つの探索空間を示し，下位層において，実線によって囲まれた領域は一

つの個体を示す．一つの探索空間ではN 個の個体によって探索が行われる．したがって，図 4.1

において，解空間全体の個体数は S ×N 個となる．図 4.2において，左側の破線で囲まれた部分

が上位層，右側の破線で囲まれた部分が下位層となる．図 4.2より，個体の評価は下位層のみにお
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図 4.2: HmcDGAのフローチャート．

いて行われる（初期個体の評価を除く），評価は各探索空間において独立に行われる．競合は下位

層において行われ，予め設定された競合の規則に基づいて各探索空間の最大評価値を比較し，各

探索空間の個体数を調整する．競合の規則とは，競合を行うタイミングや競合後の個体数の調整

方法のことを指す．競合の規則は，適用する問題や上位層における個体数，下位層における最大

規定世代などに応じて，ユーザーが適宜設定する必要がある．例えば，競合を行うタイミングを，

いずれかの探索空間において最適解が更新された世代としたとき，毎世代競合が行われる可能性

がある．その場合，競合の結果は各探索空間の初期値に大きく影響され，各探索空間において良

質な解が発見される前に探索が中止されてしまうことがあるので，最適な解空間の推定は難しく

なる．したがって，ある世代までは競合を行わないなどの規則を設定する必要がある．上位層に

おけるGAの処理は，下位層において探索が終了した際の各探索空間の最大評価値に基づいて行

われる．つまり，下位層における評価値が高い探索空間ほど最適解の存在する可能性の高い探索

空間となる．
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4.2.2 複数車両配送問題への適用

本小節では，複数車両配送計画問題（Multiple Vehicle Routing Problem : mVRP）を用いて，

HmcDGAの動作と有効性を評価する．

mVRPは，一般的に知られている配送計画問題（Vehicle Routing Problem : VRP）[16] の拡

張であり，複数の車両を用いて全ての顧客をちょうど一回ずつ訪問するような経路集合から，コ

ストが最小の経路を求める問題である．この問題は，代表的な最適化問題の一つであり，非常に

実用性のある問題である．例えば，この問題の応用として，郵便や新聞の配達，スクールバスの

スケジューリング，コンビニの商品配達などが挙げられる．近年では，荷物の積み下ろしに要する

時間や，配送スタッフの勤務日数や給与などが制約条件に含まれる問題も検討されており，非常

に活発に研究されている [49, 50]．mVRPの必要条件は以下のようになっている．

• 車両は顧客を訪問した後，出発地点に戻る．

• 顧客の位置座標は既知である．

• いずれかの車両によって，すべての顧客を一度だけ訪問する．

• 車両の総移動距離を最小化し，顧客間の距離はユークリッド距離によって算出される．

この問題を解決するために，これまで様々な方法が検討されてきた．例えば，各車両が巡回す

る顧客をクラスタリング手法によって決定する方法 [51]では，探索空間が大幅に縮小されるので，

容易に解を発見することができるが，積載量や時間窓などの制約によっては適切にクラスタリン

グすることができない．したがって，解の発見は困難になる．遺伝的アルゴリズムを用いた解決

方法も多く提案されており，その中の一つに階層型 GAを用いた解決方法がある [52]．この手法

は，HmcDGAと同様に，上位層と下位層の 2層から成り，各層でGAの処理を行う．しかしなが

ら，GAは多点探索という特徴をもつため，解の発見には多くの計算時間を必要とする．したがっ

て，GAを上位層，下位層ともにGAを用いる手法は従来のGAよりも多くの計算時間を必要と

する．また，GAは広大な解空間を探索するので，mVRPのような最短経路を求める問題を早期

に解決することを得意としない．HmcDGAでは，競合の結果に基づく個体数の調整によって，計

算時間を大幅に削減することができる．本小節では，HmcDGAと階層型GAの計算時間と解の発

見精度について比較する．
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C1 C2 C3 C4 C5 C6 C7 C8 C9

1 1 0 1 1 0 0 0 0 1

2 0 1 0 0 1 1 1 1 0

(a)上位層における個体の表現．

1 2 3 4 5

1 C1 C4 C9 C3

2 C8 C5 C2 C7 C6

(b)下位層における個体の表現．

図 4.3: HmcDGAをmVRPに適用した場合の個体の表現．

表 4.1: シミュレーションに用いた遺伝的操作．

Upper level Lower level

Selection Roulette selection

Crossover Uniform PMX

Mutation Translocation

個体の表現

HmcDGAをこの問題に適用した場合，個体の表現は上位層と下位層で異なる．図 4.3 (a)，(b)

に上位層および下位層における個体の表現を示す．上位層では，個体はバイナリで表現され，配

列の番号が顧客番号に相当する．配列の値が 1のとき，その配列の番号の顧客を巡回する．つま

り，図 4.3 (a) において，車両 1が巡回する顧客は C1，C3，C4，C9，車両 2が巡回する顧客は

C2，C5，C6，C7，C8 となる．また，下位層では，個体は顧客番号によって表現される．図 4.3

(b) において，左側から順に顧客を巡回する．したがって，図 4.3 (b) の場合，車両 1はC1，C4，

C9，C3の順に巡回し，車両 2は C8，C5，C2，C7，C6の順に巡回する．

遺伝的操作

HmcDGAをmVRPに適用した場合，上位層と下位層の個体の表現はそれぞれ異なるので，各

層において個体の表現に対応した遺伝的操作を適用する必要がある．表 4.1にシミュレーションで
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用いた遺伝的操作を示す．巡回セールスマン問題（Traveling Salesman Problem : TSP）やVRP

のような最短経路問題では，個体を巡回する都市もしくは顧客の番号を用いることがあり，その場

合特殊な交叉方法が用いられる．本シミュレーションでは，最短経路問題における交叉方法とし

て最も一般的な Partially Matched Crossover (PMX)[35]を用いた．その他の交叉の方法として，

Cycle Crossover (CX) [36] やOrder Crossover (OX) [37] などがある．また，個体の評価 F は以

下の式によって求められる．

F =
1

dmax
, (4.1)

ここで， dmax はすべての車両における総移動距離であり， dmax が小さい個体ほど高い評価が与

えられる．つまり，この場合，各車両の走行距離が近くなるように収束していく．

シミュレーション条件

本シミュレーションにおいて扱う問題は，Depot数 1，顧客数 20，総車両数 2をとした．表 4.2

において使用したパラメータを示す．上位層において，階層GAとHmcDGAの個体数は 10とし，

探索終了世代は 30000世代とした．下位層における個体数や，HmcDGAにおける競合のタイミン

グは図 4.4の結果に基づいて決めた．図 4.4は個体数と世代数及び最適解の発見確率について表し

たものであり，灰色のグラフは 10 回試行で得られた最適解の平均を示しており，黒線は最適解の

発見確率を示している．競合の影響をよりわかりやすく示すためには，できるだけ個体数は少なく

した方がよい．図 4.4より，個体数が 10の場合は，いずれの世代数においても解の発見率が低く，

推定された経路も大きい．しかしながら，個体数が 20以上になると，最適解の発見確率は大幅の

向上する．また，世代数に注目すると，世代数が増えるにつれて解の発見精度が向上するのは当

然のことであるが，100世代ではほとんど解が発見できていないにも関わらず，200世代以降はそ

れぞれの個体数において解の発見精度が大幅に向上している．特に，個体数が 20の場合において

は，300世代以降から得られた解の経路の距離にそれほど大きな変化がなくなっている．したがっ

て，図 4.4の結果より，HmcDGAにおける初期個体数は 20とし，競合開始の世代を 300世代とし

た．図 4.5 に，シミュレーションに用いた競合の規則のイメージを示す．今回のシミュレーション

では，多項式曲線フィッティングの場合に有効であった，探索空間を徐々にひとつに絞る方法を採

用した．今回用いた競合では，300世代から 500世代までの間に探索空間の数を半分に絞り，500

世代以降は，探索空間を 1つに絞る．図 4.4の結果から，300世代から 500世代までの間における

各探索空間の最大個体数は 30個体とし，500世代以降の探索空間の最大個体数は 50個体とした．

階層型GAの下位層における個体数は HmcDGAと比較するために 20および 50とし，探索終了
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表 4.2: シミュレーションに用いた階層GA と HmcDGAのパラメータ．

階層GA HmcDGA

Upper level Population size 10

Generation 30000

Crossover rate 0.8

Mutation rate 0.3

Lower level Population size 20, 50 Variable

Generation 500, 1000 1000

Crossover rate 0.8

Mutation rate 0.1
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推定された経路の距離

最適解の発見確率

500

10 5010 50

距
離

図 4.4: 個体数と世代数および最適解の発見精度の関係図．灰色のグラフは 10回試行で得られた

最適解の平均を示しており，黒線は最適解の発見確率を示している．

世代は 500および 1000とした．つまり，(i) 個体数 20，世代数 500，(ii) 個体数 20，世代数 1000，

(iii) 個体数 50，世代数 500，(iv) 個体数 50，世代数 1000の 4通りの組み合わせでシミュレーショ

ンを行った．HmcDGAの下位層の個体数は競合の規則に基づいて適応的に調節され，探索終了世

代を 1000とした．

結果と考察

図 4.6にシミュレーション結果を示す．試行は 10回行い，その平均値を比較する．図 4.6におい

て，左軸は最終的に得られた解，つまり 2台の車両の移動距離を示し，右軸はシステム全体にお
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図 4.5: シミュレーションに用いた競合の規則のイメージ図．

20

500

20

1000

50

500

50

1000

(20)

1000

(s
e
c
)

HGA HmcDGA

4250

4300

4350

4400

4450

4500

0

0.5

1

1.5

図 4.6: シミュレーション結果．
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Vehicle 1

Vehicle 2

Depot

図 4.7: 得られた巡回マップ．

ける 1世代の処理に必要な計算時間を示す．横軸において，左から 4つのグラフは階層型GAに

おいて，個体数と世代数をそれぞれ変えた場合の結果であり，最も右のグラフが HmcDGAの結

果である．図 4.6より，階層型GAでは，下位層における個体数が少ないほど，計算時間は短くな

るが，解の発見精度は悪くなることが分かる．反対に，個体数が多い個体ほど，解の発見精度は

高くなるが，多くの計算時間を必要とすることが分かる．階層型GAでは，下位層における個体

数や世代数は計算時間だけでなく解の発見精度に大きく影響するので，適切な値を設定する必要

がある．しかしながら，計算時間と解の発見精度はトレードオフの関係があり，適切な値を設定す

るのは容易ではなく，どちらかを犠牲にしなければならない．一方，HmcDGAでは，短い計算時

間で精度よく解を発見できていることが分かる．特に，計算時間については，階層GAにおいて

最も少ない計算時間の組み合わせとほぼ同じ値になった．これは，今回用いた競合規則では，図

4.5に示すように解空間全体の個体数が減少していることが大きく影響している．階層型GA の個

体数を 20，世代数を 1000とした場合，システム全体の 1世代における計算時間 Tuは，以下の式

によって求められる．

Tu = 20× 10× 1000× t, (4.2)

= 2.0× 105 × t. (4.3)
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ここで，tは各探索空間における GAの処理の 1世代に必要な時間である．一方，今回のシミュ

レーションにおけるHmcDGAシステム全体の 1世代における計算時間 TH は以下の式によって求

められる．

TH = (20× 10× 300 + 30× 5× 200 + 50× 1× 500)t, (4.4)

= 1.15× 105 × t. (4.5)

これらの式より，HmcDGAでは，階層型GA の個体数を 20，世代数を 1000とした場合と比較し

て，計算時間をおよそ 30% 削減でき，図 4.6からもこの関係性を読み取ることができる．

4.2.3 Flexible Job-shop Scheduling 問題への適用

ジョブショップスケジューリング問題（Job-shop Scheduling Problem : JSP）[53]は，複数の

機械を用いて複数の仕事（ジョブ）を処理するとき，すべての仕事を完了するまでの総作業時間

（メイクスパン）を最小にする各機械上における各仕事の処理順序を決める問題である．言いかえ

ると，最も作業時間のかからないような機械のスケジュールを決める問題である．JSPは身近な

実問題例であり，製品の生産や設計の段階において，大規模かつ複雑な組み合わせ問題として扱わ

れる．Flexible Job-shop Scheduling 問題（Flexible Job-shop Scheduling Problem : FJSP）[18]

は，JSPの拡張であり，仕事の各作業を処理することができる機械が複数存在する．したがって，

作業を処理できる機械が増えるので，JSPと比べて総作業時間を短縮することができるが，スケ

ジューリングは複雑になり，最適解の発見は難しくなる．これまで，FJSPを解決するために蟻コ

ロニー最適化 [54]や PSO[55]など様々な最適化手法が適用されており，GAを用いた手法も多く

適用されている．例えば，[56]では，初期個体の生成の際，全体の総作業時間が短くなるようにス

ケジューリングするGlobal Selection と，各仕事の総処理時間が短くなるようにスケジューリン

グする Local Selectionをランダムに用いて個体を生成する方法を提案した．文献 [18]では，初期

個体の精製や選択などの遺伝的操作を FJSPに特化したものに改良している．また，文献 [57]で

は，新しい遺伝的操作の提案だけでなく，1つの機械の最大作業量に着目した，個体の生成法につ

いても提案している．その他，GAと局所最適化手法のハイブリッド手法 [58]や特殊な選択方法を

適用した手法 [59]など，多くの解決手法が提案されている．しかしながら，これまで良い結果を

示している解決手法は，FJSPに特化したものであり，同様の遺伝的操作や概念は他の問題に対し

て有効であるとはいえない．例えば，GAと局所最適化手法のハイブリッド手法を FJSPに適用し
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Machine M2 M3 M4 M1 M5 M1 M1 M5

Operation O11 O12 O13 O21 O22 O23 O31 O32

J1 J2 J3Job

(a)上位層における個体の表現．

Operation O11 O21 O12 O13 O22 O31 O32 O23

Sequence 1 2 3 4 5 6 7 8

(b)下位層における個体の表現．

図 4.8: HmcDGAを FJSPに適用した場合の個体の表現．

た場合，局所最適化によって処理の順序を推定しているが，これは局所最適化手法が組み合わせ

問題に適しているからであり，広大な実数値空間における最適化問題には有効ではない．また，各

遺伝的操作を特殊化している問題においても，同様のことがいえる．本章では，FJSPにおいて，

これまで提案されているGAを用いた解決手法とHmcDGAの結果を比較し，HmcDGAが複雑な

組み合わせ問題において，問題に特化した手法と同等の結果が得られることを示し，HmcDGAが

十分な解探索能力を持つことを示す．

個体の表現

図 4.8 (a)，(b) に HmcDGAを FJSPに適用した場合の上位層および下位層における個体の表

現を示す．説明を容易にするために仕事数を 2つとする．上位の個体は，各仕事の各処理を遂行

する機械の組み合わせから形成される．図 4.8 (a)の場合，仕事 1と仕事 2はそれぞれ 5つずつ必

要な処理があり，図の 1行目のO11は仕事 1の処理 1，O21は仕事 2の処理 1を意味する．つまり，

このとき仕事 1の処理 1は機械 2，仕事 2の処理 1は機械 1が適用される．コストとは，ある機

械がある仕事の処理を行うために必要な時間を意味する．例えば，図 4.8 (a)において，機械 2が

O11を処理するのに必要な時間は 3であり，機械 1がO21を処理するのに必要な時間は 2である．

次に，下位層の個体は遂行する処理の順序から形成される．図 4.8 (b)の場合，一番最初に行われ

る処理は仕事 1の処理 1（O11），次に行われる処理は仕事 2の処理 1（O21）となる．
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M1 O21 O31 O23

M2 O11

M3 O12

M4 O13

M5 O22 O32

図 4.9: 図 4.8の個体におけるガントチャート．

個体の評価

FJSPでは，個体を評価するためのガントチャートを用いる．ガントチャートとは，横軸を時

間，縦軸を機械とし，作業に必要な時間経過を各機械ごとに表したグラフである．図 4.9に図 4.8

の個体を用いた時のガントチャートを示す．図中のM1からM5は使用した機械を意味し，色のつ

いている部分は処理を行っていることを意味する．色のついていない部分は機械が稼働していな

いことを示す．O23の処理が終了した時点の時間を総作業時間とし，この場合は 9となる．ガント

チャート作成の規則（FJSPにおける制約）は以下のようになる．

• ある機械が一度に複数の処理を行うことはできない．

• 前の処理が終了していなければ次の処理を行うことができない．

• すべての機械を用いる必要はないが，必ずすべての処理を行う．

• ある機械がある仕事の処理を行うために必要な時間は事前に与えられている．

これらの制約を満たすようにガントチャートを作成し，総作業時間が短い個体ほど高い評価を

与える．

遺伝的操作

HmcDGA を FJSP に適用した場合にも，個体の表現に適した遺伝的操作を行う必要がある．

表 4.3に，FJSPのシミュレーションに用いた遺伝的操作を示す．交叉方法について，この問題も

mVRP同様，下位層の個体は特殊な表現をしているため，Partially Matched Crossover (PMX)[35]

やCycle Crossover (CX) [36]，Order Crossover (OX) [37] といった交叉方法が検討されているが，
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表 4.3: FJSPに用いた遺伝的操作

Upper level Lower level

Selection Roulette selection

Crossover Uniform POX[60]

Mutation Normal mutation Translocation

M2 M2 M5 M2 M3 M3 M1 M5

level

Lower level

Solution Space 1

Solution Space S

Solution Space 1

Individual 1Solution Space S

Individual N

…
…

Individual 1

Individual 2

…
…

Individual N

Individual 2

M4 M3 M3 M1 M5 M1 M1 M5

M1 M2 M3 M1 M5 M1 M1 M5

M2 M3 M4 M1 M5 M1 M1 M5

O11 O12 O13 O21 O22 O23 O31 O32

O11 O21 O12 O13 O22 O31 O32 O23

O11 O12 O13 O31 O21 O32 O22 O23

O31 O21 O11 O12 O22 O32 O23 O13

O11 O21 O12 O13 O22 O31 O32 O23

O21 O31 O11 O12 O13 O22 O32 O23

O21 O22 O11 O23 O31 O32 O12 O13

Assignment of machines

Sequence of operations

Upper

図 4.10: FJSPを階層化した場合のイメージ図．

本研究ではFJSPにおいて有効であると言われているPreserving order-based crossover (POX)[60]

を採用する．

図 4.10に FJSPを階層化した場合のイメージ図を示す．この問題において，上位層では各処理

を行う機械の組合せの最適化，下位層ではそれらの順序を最適化する．
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表 4.4: シミュレーションに用いたHmcDGAのパラメータ．

Upper level Lower level

Population size 100 Variable

Generation 30000 100

Crossover rate 0.8

Mutation rate 0.3 0.1

シミュレーション条件

本シミュレーションでは，ベンチマーク問題として Brandimarteを用いた．Brandimarteは仕

事数や機械の数がそれぞれ異なる 10種類の問題であり，FJSPのベンチマーク問題の中で，最も

多くの文献で用いられている．表 4.4に本シミュレーションで用いたHmcDGAのパラメータを示

す．今回用いた規則では，上位層における，個体数は 100とし，探索終了世代は 30000世代とし

た．下位層における個体数は初期個体数を 20とし，探索終了世代は 100世代とした．競合は 20世

代から開始され，50世代に至るまで，一度の競合につき，評価値が高い上位半分の探索空間に１

つ個体を追加し，下位半分の探索空間からランダムに個体を１つ削除する．このとき削除される

個体にエリートは選ばれない．50世代以降は，1度の競合につき，最も評価値の高い探索空間に

個体を 1つ追加し，それ以外の探索空間からはランダムに 1つ削除する．つまり，50世代以降は，

探索空間は 1つに絞られる．このとき，探索空間の最大個体数は 100個体とした．10種類の問題

にすべて対して，同様の条件でシミュレーションを行った．

結果と考察

図 4.11(a)にシミュレーションで用いた競合の規則を示す．図 4.11(b)は，ある世代におけるす

べての探索空間の個体数をグラフ化したものであり，太い実線は競合に勝利した探索空間の個体

数，それ以外の点線は競合に敗れた探索空間の個体数を示している．

図 4.11(c)は，図 4.5(b)の世代における個体の評価値をグラフ化したものである．これらの図は，

今回の競合において最も理想的な状況を示しており，世代によっては，最終的に一つの探索空間

に絞ることができない場合もある．表 4.5に他の文献の結果と本シミュレーションの結果を示し，

図 4.12にMk04の最適解のガントチャートを示す．表 4.5において，1列目は問題の種類，2列

目はこの問題の下界値である．各文献について，Bestはその文献における手法のベストの値であ

り，REは LBとの相対誤差を示す．本シミュレーションにおいて，HmcDGAの試行は 3回行い，

表における値はそのベストである．一般的に，FJSPの結果の比較は LBとの相対誤差によって
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(a) FJSPにおいて採用した競合の規則のイメージ．
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(c) (b)の世代におけるメイクスパンの変化．

図 4.11: HmcDGAにおける競合．
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表 4.5: Brandimarteベンチマーク問題におけるHmcDGAと既存手法の結果

Chen Pezzella Ida Zhang Teekeng HmcDGA
LB Best RE Best RE Best RE Best RE Best RE Best RE

Mk01 36 40 11.11 40 11.11 40 11.11 40 11.11 40 11.11 40 11.11
Mk02 24 29 20.83 26 8.33 26 8.33 26 8.33 27 12.50 26 8.33
Mk03 204 204 0.00 204 0.00 204 0.00 204 0.00 204 0.00 204 0.00
Mk04 48 63 31.25 60 25.00 60 25.00 60 25.00 64 33.33 60 25.00
Mk05 168 181 7.74 173 2.98 172 2.38 173 2.98 175 4.17 175 4.17
Mk06 33 60 81.82 63 90.91 58 75.76 58 75.76 65 96.97 60 81.82
Mk07 133 148 11.28 139 4.51 139 4.51 144 8.27 144 8.27 144 8.27
Mk08 523 523 0.00 523 0.00 523 0.00 523 0.00 523 0.00 523 0.00
Mk09 299 308 3.01 311 4.01 307 2.68 307 2.68 309 3.34 311 4.01
Mk10 165 212 28.48 212 28.48 197 19.39 198 20.00 234 41.82 217 31.52
Ave 19.55 17.53 14.92 15.41 21.15 17.42

M1 1 9 4 10 2 12 11 8 15 10

M2 3 8 15 5 2 11 1 9

M3 6 6 7 13 5 5 5 6 1 12 9 3 3

M4 15 12 8 3 3 9 15 1 9 5 14 11 4

M5 7 6 8 13 10 1

M6 6 13 3 6 2 10 2 14 7 7 8 12 13 8 2 14 6 2 9 4 7 1

M7 4 5 5 15 9 1 4 9 10 6 2 12

M8 11 6 15 9 1 12

図 4.12: HmcDGAによって得られたMk04の解．

行われ，この値が小さいほど良い結果であるといえる．表 4.5における文献の結果は，いずれも

FJSPを解くために特化した手法であり，基盤となる手法としてGAが用いられている．表 4.5に

おいて，HmcDGAでは，他の手法と比較してほぼ同程度の結果が得られているといえる．つまり，

HmcDGAは，FJSPのような複雑な組み合わせ最適化問題に対して有効であるということが示せ

た．しかしながら，Mk10の結果においては，他の手法と比べてやや総作業時間が大きい．Mk10

は用いる機械と行う仕事の数がこの中で最も大きい問題であり，上位層だけでなく，下位層にお

ける組み合わせ数も非常に多い．したがって，今回のシミュレーションにおける個体数や世代数

では，下位層において適切に解が発見されていない可能性がある．しかしながら，FJSPでは，評

価の度にガントチャートを作成しなければならず，扱う問題によっては非常に多くの計算時間が

必要になり，必ず解が見つかる保証もないので，安易に個体数や世代数を増やすことは危険であ

る．つまり，扱う問題の性質をよく理解し，それに応じて競合の規則や初期個体数などを検証す

る必要がある．これはすべての最適化手法において共通の問題であるが，HmcDGAを FJSPに適
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用する場合はより慎重な検証が必要である．

4.3 おわりに

本章では，提案手法であるHmcDGAを実問題例としてmVRPとFlexible Job-shop Scheduling

問題に適用した．HmcDGAをmVRPに適用した場合は，競合を行わない階層型GAと比較して，

少ない計算時間で精度よく，安定して解を発見できることを示した．今回用いたmVRPも上位層

の組み合わせ次第では，下位層の探索空間の次元数に大きく差が出る．したがって，競合を行う

際に上位層の評価が上がりきらず，多項式曲線フィッティングで示されたように，本来高い評価

値を持つサブ母集団が競合に敗北することも懸念された．mVRPの場合は，巡回する顧客の数が

増えるにつれて経路を求めるのが難しくなるため，片方の車両に顧客の割り当てが偏ってしまっ

た場合は探索空間が広くなり，解の発見が困難になる．しかしながら，今回のシミュレーション

で用いた評価関数は，各車両が同程度の移動距離になるほど評価が高くなるものに設定されてお

り，一方の車両に偏るようなサブ母集団には比較的低い評価が与えられていたので，今回の競合

のルールが対応できた．今回，本論文には記載しなかったが，車両の総走行距離が最小になるよ

うな評価関数を用いた場合でも，適切に解を求めることができた．これは，上位層において，で

きるだけ一つの車両で巡回しようとする個体ほど高い評価が与えられるため，上位層における探

索空間の形状が非常に簡単な形状になっているからだと考えられる．したがって，競合のルール

は上位層における探索空間の形状も考慮して検討する必要がある．次に，HmcDGAを FJSPに適

用し，GAをベースとし，FJSPを解決するために特化した手法の結果と比較を行った．本シミュ

レーションは，HmcDGAの解探索能力を検証する目的で行った．シミュレーションでは，組み合

わせ数の最も多いMk10において，他手法とやや総作業時間に差が生じたが，その他の問題にお

いてはほぼ同程度の解を発見することができた．このことから，HmcDGAは FJSPのような複雑

な最適化問題にも高い探索能力を発揮することが示された．しかしながら，FJSPでは，非常に多

くの計算時間を必要としたため，競合のタイミングや個体数について十分な検証を行えていない．

よって，他の手法より劣っていたベンチマーク問題では，競合において本来高い評価値を与えら

れるはずのサブ母集団が選ばれにくくなっていたことも考えられる．つまり，適切に競合を行う

ことができれば，従来の手法よりも良い結果を示すことも可能かもしれない．FJSPの場合は，上

位層における探索空間の形状が把握しにくいので，より慎重な検証が必要である．
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本論文では，複数の部分的最適化問題を階層的に構成した階層的最適化問題を，複数の探索空

間を持つ最適化問題と定義し，探索空間どうしの競合という操作によって効率的に解を探索する

mcDGAとHmcDGAの 2つの手法をについて述べた．以下，各章で得られた成果について述べる．

第 2章では，本研究で扱う問題である階層的最適化問題について述べ，上位層と下位層の部分

問題に関係性のある場合，階層的最適化問題は複数の探索空間を持つ問題に置き換えることがで

きると説明した．次に，提案手法の基盤である，遺伝的アルゴリズムについて述べた．まず，バイ

ナリおよび実数値GAの表現方法，遺伝的操作および特徴について述べた．次に，遺伝的アルゴ

リズムの拡張である解層型遺伝的アルゴリズムについて 2種類の方法を紹介し，それぞれの特徴

と，個体を階層化した場合のイメージ，本研究で採用した階層型GAについて示した．また，複

数の探索空間を持つ問題を階層型GAによって解決する場合のイメージを示し，上位層のGAの

個体を探索空間，下位層のGAの個体を各探索空間の解であると定義した．最後に，提案手法を

着想したきっかけとなった分散GAについて説明し，その特徴について述べた．

3章では，mcDGAにおける探索空間どうしの競合の影響について検証するために，mcDGAを

探索空間の数が少ない問題の例である多項式曲線フィッティング適用し，競合を行わない並列GA

と解発見までの世代数について比較した．また，競合のルールについて 2つの方法を検証した．結

果として，競合を開始する世代数を適切に設定すること，探索空間を一気にひとつに絞るよりは，

まず半分にするなど，段階的に探索する空間を減らしていく方が有効であることを示した．正解

が 5次関数の場合においては，正解の探索空間と最適解を発見することができ，並列GAと比較

して短い世代数でより良い解を発見できることを示し，競合の有効性について示した．しかしな

がら，7次関数においては，今回用いた競合の規則では，適切にモデルを選択できなかった．原因

として，データセットが適切でない場合も考えられるが，7次関数を適切に探索するための計算リ

ソースが十分でなかったことが挙げられる．つまり，今回用いた競合の規則でmcDGAが有効性

を示すことができるのは，各探索空間の大きさや複雑さにそれほど差がない場合に限られ，各探

索空間の大きさや複雑さが大きく異なる問題に対しては，個体数や世代数の計算リソースに重み

を付ける，競合のタイミングを遅らせるなど工夫する必要があり，さらなる検証が必要である．
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4章では，探索空間の数が非常に多い問題の例として，複数車両配送計画問題（Multiple Vehicle

Routing Problem：mVRP）とFlexible Job-shop Scheduling問題（Flexible Job-shop Scheduling

Problem : FJSP）を挙げ，mcDGAを階層化したHmcDGAを適用した．両問題において，競合

の規則は 3章で述べた方法と同様の方法を採用した．HmcDGAは，探索空間どうしの競合によっ

て少ない計算時間で解を発見でき，複雑な問題を階層化することで，簡単な問題に置き換えるこ

とができるという 2つの特長を持つと期待できる．まず，HmcDGAが従来の階層型GAと比較し

て少ない計算時間で安定して解を発見できることを示すために，HmcDGAをmVRPに適用した．

mVRPでは，各車両が巡回する顧客の割り当てを探索空間とし，それらは上位層によって最適化

される．割り当てられた顧客の配置における最短経路を下位層によって決定する．下位層において

得られた最大評価値が各探索空間の評価値となる．結果として，HmcDGAでは従来の階層型GA

と比較して，少ない計算時間で精度よく解を発見できることを示した．次に，HmcDGAの解探索

能力と汎用性について考察するために，HmcDGAを FJSPに適用し，ベンチマーク問題を用いて

FJSPに特化した手法と結果を比較した．FJSPでは，使用する機械の組合せによって探索空間が

決まり，mVRPと比較して探索空間の組み合わせ数が多い問題である．結果として，HmcDGA

は他の手法と同等の結果を得ることができた．つまり，HmcDGAは FJSP問題に対して有効であ

り，問題に特化した手法と同程度の性能があることを示し，汎用性についても示唆された．しか

しながら，ベンチマーク問題において，最も組み合わせ数の多い問題では，他の手法と比較して

やや劣った結果となった．これは，下位層において適切に解が発見されていないことを示唆して

おり，FJSPのような組み合わせ数が多い問題では，初期個体数および競合において調節する個体

数を慎重に設定する必要がある．各問題において，必要な個体数や世代数を調査し，有効なアプ

リケーションとして利用するためには，問題に対して有効な値の範囲を示す必要がある．

以上のように，本論文では探索空間が複数ある問題に対して有効な mcDGAとその拡張であ

るHmcDGAを提案した．問題例として，mcDGAを多項式曲線フィッティングに，HmcDGAを

mVRPと FJSPに適用することで提案手法の有効性を示した．今後の課題として，扱う問題のス

ケールに応じた競合の規則の明確な指標（有効であるかそうでないか）の決定を挙げる．
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