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1.1 はじめに  

1.1.1 ロボットの歴史  
 
  ロボットは，人が飽きるような単調な繰り返し作業，人の手では困難な高精

度・高速な作業，極限環境に代表される人にとって危険な場所での作業を目的

として開発されてきた．ロボットの歴史は，産業界と密接に関係しており，ロ

ボットの開発は産業界の発展に大きく貢献している． 

ロボットという言葉は，1920 年代に作家の Karel Capek によって書かれた戯

曲 “R．U．R”[1-1]のなかで“労働”を意味するチェコ語を意味する Robotaから

作った言葉とされている．1940 年代には，Isaac Asimov が著書でロボット工学

三原則を発表し，小説や映画にもみられるように人間とロボットの共存につい

て議論の題材となっている[1-2]． 

２０世紀初頭，ロボットは文学中での架空のものとして取り扱われているが，

ロボットが現実に開発されるのは 1960年代以降である．ロボットの開発は，人

や動物のような形をした巧妙に働く機械を作ってみたいといった願望に端を発

し，コンピュータ技術の発達に伴って，技術者にロボットを作る為の強力なツ

ールとして機能し現在のロボットの発展につながっている．コンピュータが

様々な外部装置とインターフェースを備えるようになり，コンピュータの高い

計算処理能力のロボットに新境地が開いた．1962 年，マサチューセッツ工科大

学のリンカーン研究所で H．Ernstは，放射性同位体元素を取り扱う為に開発さ

れていたマニピュレータをコンピュータで動かす研究を行った[1-3]．1963 年に

は， L．Robertsらは，テレビカメラをコンピュータにつないで映像データを読

み込み，写っている物体を解析・認識する研究を発表した． 

  1970-1980年代は，生産システムの中で使われるロボットが急速に進歩した時

期である．産業用ロボットは，部品やツールを移動させ仕事をこなす．その為，

部品をつかむハンドや塗装のスプレー，溶接ガンなどマニピュレータのエンド

エフェクタを変更させ，その位置と姿勢を制御する為の６自由度マニピュレー

タの制御技術が必要となった．産業用ロボットは，アメリカの AMF社や日本の

安川電機等において開発され，第一次ロボットブームが巻き起こる(Fig．1-1)．

また，1970 年代はマイクロコンピュータが開発され，コンピュータの集積化が

進み産業用ロボットに組み込む事が可能となった為，小型化が進み応用分野が
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広がった．この時期にファクトリーオートメション化(FA 化)が進み産業界への

ロボットの導入が一気に加速した．並行してこの時期に視覚によるセンシング

技術が発達した．しかし，この時期以降，産業用ロボットの盛衰とは裏腹に，

ロボットの研究活動は基礎技術の深化に向かい大学での研究と産業応用とが分

化した． 

ロボットは，未来を先取りつつ人間が作り出してきた人工物である．外観が

人や動物に似ていても，ただ動くだけではロボットと呼ぶわけにはいかない．

ロボットには，機械要素によって構成された身体とコンピュータ技術の応用に

よって生まれる知能が必要であり，自分を取り巻く状況を認識し，適切に行動

することが要求される．開発されたロボットは，ユーザや開発者である人間と

のインタラクションを通じで動作し，人間に有益でなければならない．ロボッ

トは，様々な要素技術が必要であり，要素技術が統合された統合システムであ

る．  

ロボットの技術開発要素は，大きく分けてアームやハンドや移動機能のよう

なモーション系，視覚やセンサを用いた触覚・聴覚など五感に変わるセンシン

グ系，計画立案や記憶，対話などのインテリジェンス系に分類され，ロボット

として機能するにはこれらの統合が大きな課題である． 

1990 年代に入り，要素技術を複合して実現した自律型の移動ロボットの開発

が行われている．例えば，二足歩行が可能となった”ASIMO”(Fig.1-2)や“HRP-2”

(Fig.1-3)などが開発され，柔らかい動作や人間に近い動作を行う事が可能となっ

ている．それ以外の分野としても，人間の作業が困難な水中で動く海中ロボッ

トや宇宙ロボット，またエンターテイメント性や癒しを持ったロボットなども

現在では活躍している[1-4]． 

  現在のロボットの開発傾向を示す経済産業省が提案する 10年後のネオ・メカ

トロニクス社会の展開図(fig.1-4)[1-5]では，居住，商業，娯楽，オフィス，産業，

交通，医療などの様々な分野にロボットが応用されている様子が描かれている.

このようにロボットは，経済界においても期待されている能力が多岐にわたり，

様々な分野での活躍が期待されている．現在，ロボットは主に工場内や人間に

よる直接的な作業が困難な極限環境において活躍している.例えば，宇宙では，

NASA による火星探査機[1-6]として 1996 年に発射された Mars Pathfinder 

“Sojouner” (Fig.1-5)[1-7]や 2003 年に打ち上げられた Mars Exploration Rover 

“Opportunity”(Fig.1-6)[1-8]などがある.海底では，東京大学生産技術研究所によっ
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て開発された”r2D4”(Fig.1-7)[1-9]によって海底火山の調査が行われた[1-10]. 

このようにロボットの歴史を紐解いていくとある今後のロボット発展を考え

る上で重要な言葉が浮き上がる．それらは，自律性：環境認識による行動選

択の的確さ，汎用性：様々な作業に適用可能か，知能性：学習により作業

精度が向上するか，身体性：環境／作業に適した形状をしているか，であ

り，開発コストを考慮してロボット開発が進められる．ロボットが高度な

作業をする為には，ロボットは，考える，学習する，自分で状況を判断して行

動を創発し，自律的に行動を行う必要がある．そこで，本稿では，ロボットの

知能化を研究のテーマとした． 

 

 1.1.2  ロボットの知能化  
 
知能は，単純な定義でとらえるには複雑すぎる概念である.一般の人々だけで

なく，科学者にとってさえこの言葉はあまりにも幅広い意味を持つ.ペンギン社

の心理学辞書(the Penguin Dictionary of Psychology)によると，知能の項目には，

“心理学では知能についてのいくつかの概念は注目されているが，十分な解明

は進んでいない”といわれており，知能の定義することの難しさを語っている

[1-11].1921年には，教育心理学ジャーナル（the Journal of Educational Psychology）

において，14 人の研究者による知能の定義を行った[1-12]．14 人から届いた返

答は全く異なる物であった．いくつかの例を示すと，抽象的に思考する能力(L. M.   

Terman) ，環境への順応を学習する事またその能力 (S. S. Colvin) ，新しい状況

に適切に対処する能力 (R. Pintner) ，多様な刺激を統合し，何らかの統一的な振

る舞いを見いだす生物学的メカニズム (J. Peterson) ，能力を獲得する為の能力 

(H. Woodrow) などである．このように各人の定義は異なりながらも，重要なポ

イントを示している．例えば，Termanは，抽象的思考能力について言及してい

るのに対して，Petersonは，生物学的メカニズムについて述べている．この様に

どのようなアプローチを持って定義していくかによって知能は大きく意味が変

化する. このように知能化は、各々のアプローチの仕方によって変化するもの

であり一概に決めれるものではない．そこで，自分なりのロボットの知能化へ

のアプローチを考えてみる． 

ロボットを知能化するためのアプローチを考えると，前節に示す様に今後の

発展するためのキーワードからヒントを得る事が出来る．それらは，自律性：
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環境認識による行動選択の的確さ，汎用性：様々な作業に適用可能か，身

体性：環境／作業に適した形状をしているかである．これらのキーワードを

考えると，ロボットが知能化する為には，ソフトウェアを開発する際に必要な

自律性やハードウェアを開発するときに必要な汎用性や身体性といった部分を

考慮しながら知能化していく必要がある．そこでまず，ソフトウェア的な知能

化について考える． 

ロボットのソフトウェア的な知能化に関して考えると，Phil Johnson-Lairdの著

書“計算機と心(The Computer and the Mind) [1-18]”からヒントを得る事が出来る．

Johnson-Laird は，知能を持たせる事の主なタスクを以下のように仮定する事か

ら始めている： 

 

・外界を知覚すること 

・学習する事，記憶する事，行動を制御すること  

・思考する事，新しいアイデアを創り出すこと 

・他者とのコミュニケーションを制御すること  

・ 感情，意志，自意識に関する経験を作ること  

 

Johnson-Laird の著書では，これらのタスクのおのおのについて計算論的立場

に基づいた説明がなされている．彼の主張によると，知能の理論は，コンピュ

ータによってプログラムしてモデル化することが可能であると言われている.そ

こで，知能化を行う為にエージェントをモデル化すると Fig.1-8に示すようなモ

デルが用いられる.まず，外界を近くする為のセンシング技術が必要となる.この

センシング技術を学習や記憶などの機能を持たせることで知能化をする.また，

制御部分に関しても学習の技術を取り入れることで高度な制御を実現する[19]. 

例えば，このように学習や記憶，経験といったものを利用して知能化する為

には，生物学的エージェントの行動をモデリングする手法がある．このような

モデリングの一例として，コオロギの騒音性に関する振る舞いを模擬する為に

自律ロボットが開発された[1-13,14]. このロボットを用いてロボットからコオ

ロギの振る舞いについての仮説を作り上げ，本物のコオロギの行動と比較し，

検証した．また，逆に生物学的なアプローチをロボットの知能化へ応用させる

アプローチも行われてきた．Lambrinosらは，砂漠アリ(Cata-Glyphis)と同じ原理

に従って蟻のえさ追い行動におけるナビゲーションを模倣したロボットを開発
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した[1-15].また，Ferrell らは，Cruse によって提唱された昆虫の歩行に関する原

理を応用する事により，歩行ロボットを開発した[1-16,17]. 

このように生物の仕組みを用いることは重要なアプローチ手段である．これ

までの研究として，昆虫以外にも人間の脳の処理能力を応用したアプローチ

が数多くなされている.これは，ロボットの自律化を行う上でも有用なアプロー

チのひとつとして取り扱われてきた. そこで本稿では，脳型計算処理アルゴ

リズムを用いることでソフトウェアとしての知能化を実現する事が出来るので

はないかと仮説をたてた. 

ここまでは，ソフトウェア的なアプローチからロボットの知能化を考えてき

たが，ハードウェア的なアプローチからのロボットの知能化を考える．ロボッ

トが行動する際に，高度な知能を持って行動する為には、プラットフォーム自

体の性能も大きく関わってくる．つまり、ハードウェアの設計上の段階に置い

ても，操作性，拡張性，信頼性，安全性などの面を考慮しなければ，ソフトウ

ェアへの比重が大きくなる．ハードウェアの性能は，ソフトの複雑な設計とト

レードオフな関係が成り立つと考えられる．そこで我々は，ハードウェアの知

能化された設計が必要であると考えた．そこでハードウェアの知能化を以下の

ように定義する．ハードウェアの知能化とはロボットが設計段階で性能を最

大限に活かせるよう設計する指針を示す． 

本研究では，ソフトウェア・ハードウェア双方から知能化とする事でロボッ

トの知能化を達成する事ができるのではないかと仮説をたてた． 
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1.2  本研究の目的  

本研究の目的は，ロボットの知能化を行う事を目的とし，ハードウェアとソ

フトウェアの両面からの知能化を提案する．具体的な例として，ハードウェア

の知能化は，自律型移動サッカーロボットの開発を通じて述べる．ソフトウェ

アの知能化には，前節で取り上げた脳を模倣した脳型情報処理アルゴリズムを

用いる．具体的な応用例として，センシング技術の向上を目的とし，学習を用

いた照明環境認識型色認識アルゴリズムの開発を行った. また，水中ロボット

の自律行動制御を行う為に，ロボットの制御部分に関して，ロボットのダイナ

ミクスを脳型情報処理アルゴリズムによって推定し，コントローラを変更する

アルゴリズムを開発した． 

 

1.3 本論文の構成  

本論文の構成は，Fig.1-9 のように構成されている．１章においてロボットの

開発動向及びロボットの知能化に関して述べる.２章では，ロボットのソフトウ

ェアの知能化のツールとして使用する脳型情報処理アルゴリズムについて述べ

る．具体的には，パターン認識手法として用いられている自己組織化マップ

(SOM: Self-Organizing Map)，ニューラルガス(NG: Neural Gas)，モジューラ型自

己組織化マップ(mnSOM: modular network SOM)について扱う.３章では，ハード

ウェアの知能化に関しての基礎知識として，アミールによって提案されたロボ

ットの設計手法に関して述べ, ハードウェアの知能化として全方位移動サッカ

ーロボットのハードウェア開発について述べる．４章では，ソフトウェアの知

能化のアプリケーションとして学習を用いた照明環境適応型色認識アルゴリズ

ムの開発について述べる．５行では，水中ロボットの適応制御システムの開発

について述べる．最後に６章は，考察およびまとめを述べる. 
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Fig.1-1 Factory Automation Robot (Motoman-SSA2000 YASKAWA)[20] 

 

 

  

Fig.1-2 2-bipes robot (ASIMO HONDA Co., Ltd.) [21] 
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Fig.1-3 Humanoid Robot (HRP2 IST)[22] 
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Fig.1-4 Neo Mechatoronics Society Map [5] 

 
Fig.1-5 Mars Pathfinder “Sojourner”[7] 
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Fig.1-6 Mars Exploration Rover “Opportunity” [8] 

 

 
Fig.1-7 Autonomous Underwater Vehicle “ r2D4 “ [9] 
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Fig.1-8 Model of intelligent model  

 
 Fig. 1-9 Structure of this doctor disaration 
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第 2章 

知能化の基礎 

~学習~ 
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2.1 緒言  

 
  本章では,自律型移動ロボットのソフトウェアからの知能化アプローチについ

て議論するため，ニューラルネットワークに代表される学習機能を有するアル

ゴリズムを取り上げる．ニューラルネットワークの特徴として，ニューラルネ

ットワークは様々なシステムに対して寛容であり，学習を行う事で非線形的な

信号に対しても適応可能であるようにロバストである．ニューラルネットワー

クは，生体の脳における神経生理学の知見を用いて脳の処理機能を模倣し情報

処理を実現している．神経系は，並列に活動して情報を処理する非常に多数の

ニューロンから構成されており，神経生理学の重要な知見の一つである神経系

の並列演算処理能力を実現している.並列性がもつ重要な利点は，個々のニュー

ロンの情報処理速度が遅くても，大量の情報処理が可能なことであり，ロバス

ト性に寄与している．例えば，ネットワークの構成要素間には 100 万の結合が

ある場合，どの結合を強化するべきかを解析的もしくは試行錯誤的に見いだす

ことは非常に困難であるため，学習アルゴリズムが重要となる[2-19]．経験から

学習し，結合の強さを自動調節できる事は，１章で示した知能化の定義に合致

する．本論文では，ニューラルネットワーク（脳型情報処理アルゴリズム）を

採用する事で知能化を目指す． 

ニューラルネットワークは，ロボットの制御や画像解析，医療など様々な分

野でソフトコンピューティング技術のひとつとして応用されてきた．ニューラ

ルネットワークにはパーセプトロン，リカレント型ニューラルネットワーク，

ホップフィールド，自己組織化マップなど様々な種類のものが存在しており，

それぞれの特徴を活かした課題が進められている．例えば，リカレント型ニュ

ーラルネットワークでは，本研究室で使用されている段差乗り越えロボットの

制御システム[1-5]や，自己組織化マップを用いた水中ロボットの行動制御[2-6]

などがあげられる. 

本章では，階層型ニューラルネットワーク（バックプロパゲーション），自己

組織化マップ，ニューラルガス，モジューラ型自己組織化マップについて述べ

る. 
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2.2  階層型ニューラルネットワーク  

 
2.2.1 階層型ニューラルネットワーク(MLP) 
階層型ニューラルネットワークは，入出力間の写像関係を学習して構築され，

信号が常に入力層から出力層方向に流れる基本的かつ解析の容易な脳型情報処

理アルゴリズムである.入力データと出力目標データの対からなる訓練データを

多数組与え，ネットワークがこれらの入出力関係を再現するよう結合重みを調

整するのがニューラルネットワークである[2-7]． 

Fig. 2-1は典型的な 3層の階層型ニューラルネットワークを示す.下から入力層，

隠れ層（中間層），出力層，各層に属するユニットを入力ユニット，隠れ（中間）

ユニット，出力ユニットと呼ぶ．入力層と隠れ層間，および隠れ層と出力間は

密結合であることが多いが，RBF（radial basis function）のように隠れユニット

が一部の入力ユニットに結合するネットワーク構成も提案されている．入力層

と出力層はネットワークがその外界とのインターフェースとなるため，写像対

象に応じてユニット数が定まる.隠れ層は外界とは直接入出力がなく，隠れユニ

ットの数を定める明確な基準はない. 

学習アルゴリズムについて以下に示す．まず，ネットワークに訓練パターン

（学習データ）を入力層に与え，通常は正規化の後，中間層ユニットへ伝達す

る．中間層の各ユニットでは(2.1)式を用いて活性度を計算する.その活性度をシ

グモイド状の関数を用いて変換し，ユニットの出力とする(Fig.2-2, 2.3式,  

またはハイパボリックタンジェント(Fig.2-3)(2.4 式))．得られた出力を後段の中
間層域または出力層に伝搬し，順次，各層におけるユニット iの活性値

! 

xiを計算

する．この活性値を生体自身のニューロンでは膜電位または内部ポテンシャル

と呼ぶ．また，2.1式における

! 

biは，バイアス値である. 

 

! 

xi = wij yi + bi
i=1

n

"      (2.1) 

! 

yi = f xi( )       (2.2) 

 

! 

y =
1

1+ e"x
      (2.3) 

! 

y = tanh(x)      (2.4) 
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2.2.2 学習法：誤差逆伝搬学習  
 
誤差逆伝搬学習は，ネットワークの出力値と目標値（教示データ）の誤差を出

力層から入力層に向け，逆方向に伝搬させて結合加重を調整する学習法である．

一般的には，(2.5)式に示される出力値の二乗誤差和 E を減少させるように結合
加重を調整する学習法である(2.5式). 

 

! 

E = Ek
k
" =

1
2

yi
(k) # di

(k)( )2
i
"

k
"      (2.5) 

 は，ｋ番目の訓練パターンに対する出力の二乗誤差を表しており， は，

訓練パターンｋに対する出力ユニット iの出力値を示し， を出力目標値であ

る.最急降下法を用い，E を結合加重の関数とみなして E が減少する方向へ結合

加重を微少量移動させる． 

学習の方法には大別して逐次学習とバッチ学習の 2 種類存在する．逐次学習
は，訓練パターン毎に学習を行う，つまり各

! 

Ekに対して結合加重を修正する.バ

ッチ学習は，すべての訓練パターンが提示された後に E を用いて結合重みを修
正する方法である.両者の違いは結合加重の更新間隔にあるので，ここでは逐次

学習について述べる． 

 

逐次学習の結合重み修正 
結合重み に関する評価 の偏微分を計算する. 

! 

"wij = #$
%Ek
%wij

      (2.6) 

:結合重みの修正量 ：偏微分にかかる係数で学習率を示す 

（2.6）式にマイナス符号があるのは， が小さくなる方向に結合重みを修正す

るためである. 

 

（2.6）式の偏微分を合成関数の微分とすると 

! 

"Ek
"wij

=
"Ex

(k)

"xi
(k)

"xi
(k)

"wij
      (2.7) 

：訓練パターン kに対するユニット iの活性値（入力の負荷和）  

     (2.1)式を参照 
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よって，（2.7）式右辺第２項は(2.1)式より 

! 

"xi
(k )

"wij
= y j

(k)       (2.8) 

： の一つ下位層ユニット jの出力値である. 

(2.6)式の右辺第１項に負符号をつけたものを 

! 

" i
(k) = #

Ek
$xi
(k)       (2.9) 

：ユニット iの誤差信号 

出力自乗誤差和のユニット iの活性値に対する感度 

 

(2.9)式を変更すると 

! 

" i
(k) =

#Ek
#yi
(k)
#yi
(k)

#xi
(k)       (2.10) 

：活性値 に対応する出力値 

ここで(2.9)式の右辺第２項は， 

! 

"yi
(k )

"xi
(k ) = # f (xi

(k ))              (2.11) 

 
(2.11)式の右辺第１項は，出力値 が 

(a) 出力ユニットの出力値の場合 

 (b) 隠れユニットの出力値の場合 

によって場合わけが必要となる. 

 

 

(a) 出力ユニットの場合 

 

! 

"
#Ek
#yi
(k ) = "

1
2

# j y j
(k) " d j

(k)( )$
#yi
(k ) = di

(k) " yi
(k )    (2.12) 

(2.10)(2.11)(2.12)式より 
 

! 

" i
(k) = di

(k) # yi
(k)( ) $ f (xi

(k) )      (2.13) 

となる. 
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(b) 隠れユニットの出力の場合 

一つ上位の階層のユニット j の活性度 および，誤差信号 がすでに計算済

みとすると 

 

! 

"
#Ek
#yi
(k ) =

#Ek
#x j
(k )

#x j
(k )

#yi
(k )

j
$     (2.14) 

ここで（2.14）式の右辺第 1項は(2.9)式より であり右辺第２項は(2.1)式より 

    (2.15) 

 

よって，(2.10)(2.11)(2.15)式より 

 

! 

" i
(k) = # f (xi

(k)) " j
(k)w ji

j
$     (2.16) 

よって，上位階層の誤差信号 を結合加重 を介して，当該階層に逆伝播さ

れてえられた

! 

" j
(k)w ji

j
# に，当該階層の

! 

f ' (xi
(k ))をかけることによって隠れユニット

の誤差信号 が再帰的に決まる. 

以上より，結合加重の修正量は次式で与えられる 
 

! 

"wij = #$ i
(k )yi

(k)     (2.17) 

 

このようにして学習は出力層から入力層の方の重みを修正していく. 

また，振動を制御するためにモーメンタム項を利用する.学習の終わりでは 2.17

式の代わりに(2.18)式を用いる 

 

! 

"wij = #$ i
(k )yi

(k) +%"wij&1    (2.18) 

 

αはモーメンタム係数で（0<α<1）となっており慣性の働きを起こす.また，結

合重みの修正量が入ることで，狭谷状の誤差局面の場合，振動を制御し学習速

度を速める[2-7]. 
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2.2.3 誤差逆伝播学習の課題  
 
誤差逆伝播学習アルゴリズムにはいくつかの課題が存在する.極小値に達する

前に局所最小に陥って学習が進まなくなるローカルミニマム問題や，中間層ユ

ニットの数を選択する際に経験的に決定する事が多く最適なユニット数が不明

確，論理関数学習機械よりは非線形関数再現機とみるべきであるという点，複

雑な論理演算は学習困難であるなどの問題がある. 

これらの問題に関してはいくつかの解決方法があり，中間層ユニットはなる

べく多く用意しておき徐々に減らす方法によって最適ユニット数を設定する手

法が提案されている．石川によって提唱された忘却アルゴリズム[2-8]や安井に

よって提唱された CSDFアルゴリズムの利用等がある[2-10]. 

初期状態で中間ユニットを多めにすることにより，ローカルミニマム回避に

寄与する． 

 

 

2.2.4 誤差逆伝播学習を用いたパターン認識  
 

  誤差逆伝播学習は，パターン認識の分野において有効な手段である.ここでは

逐次型の誤差逆伝播学習を用いパターン認識を行った結果を示す. 

パターン識別の例として，植物のアヤメの分類を行った.アヤメの種類を

A,B,Cの 3クラスに分ける問題とし，特徴量はがくの長さ・幅，花弁の長さ・幅

とした.これらの特徴量を[-1,+1]までの範囲に正規化を行い伝達関数には tanh(x)

を使用して実験を行った.50000回学習した実験の結果を Fig.2-4に示す. 3列の構

成で各列が 1列目をクラス A（赤），2列目をクラス B（青），3列目をクラス C(緑)

とし，認識不能な場合は黒で表示している.実際に分類する場合事前にわかって

いるクラス構成を Fig.2-5 に示す.このようにクラス B とクラス C はある程度同

じような特徴量を持っているので誤認識を起こすが，高い確率でクラス分けに

成功していることがわかる. 
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2.3  自己組織化マップ  (SOM) 

 
2.3.1 自己組織化マップの概要と特徴  
自己組織化マップ(Self-Organizing Map:SOM)は，T.Kohonenによって考案され

たニューラルネットワークである[2-11,12,13].SOM は与えられたデータから自

己組織的にネットワークを構築するクラスタリング手法の一つである. 

前節で説明した誤差逆伝播学習は教師あり学習であるが，SOMは教師なし学

習であり，入力データから競合層のユニットを修正する学習法である.高次元ベ

クトル空間に存在するデータをトポロジー保存しながら低次元に写像できる特

徴を持っている.よって，SOMはデータマイニング，データ分類，データの可視

化などにおいて有力な手法である.現在ではプロセス解析，制御，さらにはウェ

ブ検索システム，生命体工学，経営などの実社会において重要な分野に応用さ

れている[2-14] 

基本的な SOMには入出力関係はなく，学習によって形成する競合層が大きな

意味を持ち，これを特徴マップと呼ぶ.この特徴マップは高次元ベクトルで表現

された入力データを低次元化したものである(Fig.2-6).特徴マップ上では，入力空

間(高次元のベクトル空間)において距離が大きいデータ群は特徴マップにおい

ても遠くに配置され，入力空間において距離が近い場合は，特徴マップにおい

ても近くに配置される.高次元ベクトルの位置関係では直感的にわからなかった

関係が特徴マップにおいて視覚的に理解することが出来る [2-15]. 
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2.3.2 自己組織化マップのアルゴリズム  
SOMの学習アルゴリズムを以下に示す．競合層には，参照ベクトル（Reference 

vector）を持つユニット(Unit)を格子状に配列されており，学習により競合層ユ

ニットを修正していく .アルゴリズムの違いから Online-learning SOM と

Batch-learning SOM の 2 種類の学習方法が存在する.アルゴリズムの説明に際に

使用する変数を Table 2-1に示す. 

学習アルゴリズムは評価プロセス，競合プロセス，協調プロセス，適応プロ

セスによって構成されている. ここでは，Batch型 SOMの学習方法について述

べる.なお，下付きインデックスは，入力データに関する添え字を示しており，

上付きインデックスには，ユニットの番号を示している. 
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2.3.2.1 評価プロセス  
評価プロセスでは，全クラスのデータ と各ユニットの参照ベクトル との

距離 を計算する(Fig.2-7). 

! 

Ei
k = wk " xi

2
       (2.19) 

 

2.3.2.2 競合プロセス  
評価プロセスで求められた距離 が全ユニットの中で最小となるユニット

を i番目のクラスの勝者ユニット(BMU: Best Matching Unit) とする(2.20式)
（Fig. 2-7） 

 

! 

k* = arg k min Ei
k        (2.20) 

 

2.3.2.3 協調プロセス  
近傍関数 を用いて勝者ユニット近傍のユニットの修正量を分配する．i番目

のクラスに対する各ユニットの学習率を 2.21,2.22 式により決定する．近傍関数

は BMUに対しては 1.0，距離に応じて 0に漸近する関数である. ここではガウ

ス関数状の関数を導入する．また，学習開始時の近傍価数は裾野が広いガウス

関数形状とし，学習が進むにつれて裾野が狭くなる (2.23式). 

! 

"i
k = exp # d (k,ki

*)2

2$ 2

% 

& 
' 

( 

) 
*        (2.21) 

       (2.22) 

! 

" ="min + "max #"min( ) exp # t
$

% 

& 
' 

( 

) 
*       (2.23) 
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ここで

! 

"minは最小の近傍半径で，

! 

"maxは，最大の近傍半径である. tは学習回数

を表している.近傍半径によって，BMUからどの範囲まで学習率を分配するかを

決定する.学習率が決定され，学習率を正規化する事で均一な学習率 [0, 1]が決

定される(2.22 式).学習率は近傍半径が小さくするにつれて，小さくなり最終的

には収束する. 

 

3.2.4 適応プロセス  
協調プロセスによって求められた学習率 に従って，各ユニットの参照ベク

トル を更新する（2.24式）（Fig.2-8）. 

 

! 

wk (t +1) = "i
k xi

i
#        (2.24) 

 

 以上の 4つのプロセスを繰り返すことで特徴マップを生成し，データ間の位置

関係を可視化する[2-16]. 
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2.3.3 SOMの学習例  
本節では，Batch型 SOMによる学習結果について述べる.学習は動物データに

対して行った．動物データはクラス数 17，次元数（データベクトル数）21であ

る.動物の種類をクラス，特徴量を次元と呼ぶ.特徴量の値の範囲は 0.0～1.0まで

の値とした．本実験に使用した動物データの表を Table 2-2に示す． 

  SOM の学習アルゴリズムにおける各種パラメータの値を Table 2-3 に示す．

Table 2-2に示したデータ列を使用し，各種パラメータを Table 2-3のように調節

すると Fig.2-9に示される学習結果が得られた. SOMの特徴マップの格子内の色

は，隣り合うユニット間の距離を色で表示しており，青→緑→赤の順で近くか

ら遠くになる様に色づけしている.学習回数を 1 回，10 回，50 回，100 回，200

回，500回と設定して学習を行った. Fig.2-9から，200回以降は変化がなく，近

傍半径も小さくなったので学習は収束したと考えられる. 

 Fig. 2-10に Batch型 SOMによる結果から考察できるクラスタリング結果を示

す. Batch型 SOMの学習では，まず 2つのグループに分かれており，鳥類か哺乳

類と分類されている.また，最終結果（Fig.2-10）を見て分かるように最終的に哺

乳類や鳥類の中でも肉食・草食に分類され，大型中型にも分類されている．鳥

類と哺乳類には大きなデータベクトルに差があることも中心付近のマップが赤

く表示されていることが推測される. 

このように特徴マップを見ることによって多次元のデータベクトルを用意に

位置関係やクラス分けを行うことが出来ることを確認した.また，学習は BP 学

習に比べかなり早い速度で収束する.実験を何度か行ったが結果には再現性があ

り，計算時間も短いので安定性が高いことがわかる. 
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2.4  ニューラルガス  (NG) 

 
2.4.1 ニューラルガスの概要と特徴  

 

ニューラルガス(NG)は，T.Martinetz によって考案されたニューラルネットワ

ークである[2-17,18]. NG も入力データから自己組織的にネットワークを構築

するアルゴリズムであり SOMを拡張したアルゴリズムとみなすことができる． 

NGの特徴は，SOMと同じ教師なし学習である．SOMは高次元ベクトル空間

に存在するデータをトポロジー保存しながら低次元に写像できることが特徴で

あることに対して，NGは，学習関数の配分が順位学習となっている為，各ユニ

ットが独立して移動することが出来ることが特徴である.よって，ユニットが周

りの近傍との関係を持たないため収束が速い. 

この特徴よりデータマイニング，データ分類，データの可視化などにおいて

有力な手法のひとつとされている. 

 

2.4.2 ニューラルガスのアルゴリズム  
 

NGは，SOMと同様に参照ベクトル（Reference vector）を持つユニット(Unit)

が存在している.アルゴリズムの説明に際に使用する変数を Table 2-4に示す. 

 NGの学習アルゴリズムは SOMと同様に以下の評価プロセス，競合プロセス，

協調プロセス，適応プロセスによって構成されている.以下に各プロセスについ

て述べる.なお，下付きインデックスは，入力データに関する添え字を示してお

り，上付きインデックスに関しては，ユニットに関数添え字を示している. 
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2.4.2.1 評価プロセス  
評価プロセスでは，全クラスのデータ と各ユニットの参照ベクトル との

距離 を計算する. 

! 

Ei
k = wk " xi

2
       (2.25) 

 

2.4.2.2 競合プロセス  
評価プロセスで求められた距離 が全ユニットの中で最小となる参照ベク

トルを i番目のクラスの BMUを とする(2.26式) 
評価プロセスによって計算したユニット間の距離を 2.27 式と示すと，2.28 式

によって, 距離の大きさによって並び替えることが出来る. このとき, Indexは E
の距離によってソートされたランキングの番号を示す．なお、添字の S は、ソ

ートを行う事を意味する.  

 

  
 

! 

k* = argkminEi
k        (2.26) 

! 

Ek = E1
k ,E2

k ,.....,E j
k( )             (2.27) 

 

! 

i = index(SEk ( j))       (2.28) 

 

2.4.2.3 協調プロセス  
近傍関数 を計算して用いることで，各ユニットの i 番目のクラスに対する

学習率を分配する（2.29,2.30式）.SOMと同様，近傍関数は BMUに対しては 1.0, 

距離に応じて 0に漸近する関数である (2.31式). 

 

! 

"i
S E k ( j ) = exp j

2# 2
$ 

% 
& 

' 

( 
) U        (2.29) 

       (2.30) 

 

 

! 

" ="min + "max #"min( ) exp # t
$

% 

& 
' 

( 

) 
*       (2.31) 
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ここで

! 

"minは最小の近傍半径で，

! 

"maxは，最大の近傍半径である. tは, 学習回

数を表している.この近傍半径を使うことによって，学習を BMU からどの範囲

まで学習するかを決定する.これによって，学習率が決定され，それらを正規化

する形で学習率が決定される.学習率は近傍半径が小さくするにつれて，小さく

なり最終的には収束する. 

 

2.4.2.4 適応プロセス  
協調プロセスによって求められた学習率 に従って，各ユニットの参照ベク

トル を更新する（2.32式）. 

 

! 

wk (t +1) = "i
k xi

i
#       (2.32) 
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2.4.3 NGによる学習例  
 

NGは，各ユニットが自由に移動することが可能なため SOMのように可視

化することは難しい.そこで，入力の次元を２として，参照ベクトル（出力）も

２次元としてマップを作成することで確認を行う.また， SOMと NGを比較す

ることによって NGとの性能評価を行う 

学習するデータは，３つの学習データを用意した．まず，はじめに Fig.2-11

に示す一様分布のデータを使用した．赤色の点がランダムに生成された学習デ

ータである.この時，学習した後の SOM及び NGの参照ベクトル（出力）は，ど

のように配置されているかを確認する．Fig. 2-12, Fig.2-13に SOMおよび NGの

結果を示す. 赤色で示す点が入力ベクトルであり，青色で示した座標を参照ベ

クトルのある点とする.これらの結果をみると SOM は，近傍関係が重要なため

内挿するように近傍のユニット同士が順序よく整列している.一方で NG の方は，

近傍との関係がないため自由に配置されている．また，SOMにくらべて広範囲

を網羅していることがわかる．同様に，円をえがく一様分布に対し(Fig.2-14)，

SOM及びNGの学習結果を Fig.2-15, Fig.2- 16に示す.ドーナッツ型の円に関して，

SOMでは，ドーナッツ上の内側のデータが存在しない部分も補間することがで

きている.しかし，学習データには，円の中心部分のデータはないので，無駄な

参照ベクトルがあるということになる．一方で NG では，ドーナッツ上に分布

しているデータ群を上手く写像していることがわかる．最後に，Fig.2-17で示す

ような２つの集まりのある一様分布を考えるとする .この時，SOM の結果

（Fig.2-18）では，連続して参照ベクトルが写像しているようになっており，一

方, NGの結果（Fig.2-19）では，独立的に 2つの一様分布を写像していることが

わかる.このことからわかるように両方のアルゴリズムに写像能力があることは

証明したが，連続しているものを写像したい場合は，SOMを用いたアルゴリズ

ムが有用であると考えられ，独立的なものを写像したい場合は，NGの方が優れ

ていると考えられる. 
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2.5  モジューラ型自己組織化マップ  (mnSOM) 

 

2.5.1 モジューラ型自己組織化マップの概要と特徴  
モジューラ型自己組織化マップ(modular network SOM: mnSOM)は３節で紹介

したT.Kohonenによって考案された SOMの各ユニットを学習可能なネットワー

ク（ニューラルネットワークなど），つまり機能モジュール(function module)に置

き換えたものである[2-19].SOM のアルゴリズムでは，入力データベクトルしか

扱うことが出来ない.しかし，モジューラ型 SOM（mnSOM）では，内挿補間や

位相保持といった SOMの特徴をもったまま，関数空間なども表現できるといっ

た SOMの拡張したものとなっている. 

mnSOMの最大の長所は，機能モジュールを学習するデータや目的に応じて代

えるが出来ることである.また，mnSOM のアルゴリズムはモジュールに依存し

ないため目的に応じて便宜的に変更できる. 

今回は機能モジュールに多層パーセプトロン(Multi layer perceptron: MLP)とし

たMLP-mnSOMを使用した．MLPは 2章で説明したように，入出力の関係をネ

ットワークで表現することが出来るため，MLP-mnSOM は学習によってできた

特徴マップによって関数間の関係を見出すことが出来るだけでなく，学習完了

したネットワークに入力を与えることで何らかの出力をもつシステムをして使

える. 

 

2.5.2 モジューラ型自己組織化マップの構造  
mnSOMの構造を Fig. 2-20に示す.基本的な構造は，従来の SOMの各々の格子

状に存在するユニットベクトルと同様であり，ユニットベクトルを機能モジュ

ールに置き換えたものである．機能モジュールは，格子状にならべてあり特徴

マップの座標を表現して並んでいる．Fig. 2-20にはMLPモジュールを機能モジ

ュールには描いている. 各々のモジュールは，モジューラ構造によって‘関数

の特徴’を表現し，mnSOM 全体によって，SOM と同様に特徴マップを表して

いる. 

mnSOMの重要な概念として，われわれははじめに mnSOMの使用者がある初
期状態のわからない関数グループ｛

! 

f1(x1)," " " " "", fI (xI )｝のマップを作ることを一つ
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の例として始める.その際に，サンプルデータ｛  

! 

D1,………,DI｝は与えられている

と仮定する.ここに， 

! 

Di = xi,1, yi,1( ),......., xi, j , yi, j( ){ }は，i 番目からサンプリングされ

た入出力ベクトルのクラスである.その上，このベクトルのペアは，

! 

yi, j = f i (xi, j )を

満たす．mnSOM の仕事は，(1)未知の関数を同定することと(2)それらの関数の

特徴マップを生成することである.つまり，mnSOM の仕事は，関数空間からマ

ップ空間までのトポロジカルなマップを写像しているのである(Fig.2-21)．それ

ゆえにmnSOMはベクトル空間よりもむしろ関数空間の SOMであるべきである

といえる. 

 

2.5.3 mnSOMの学習アルゴリズム  
今回のアルゴリズムの説明は，MLP モジュールの場合の MLP- 

mnSOM(MLP-mnSOM)について考える．MLP-mnSOM は K ファンクション

! 

g1(xi, j ),...........,g
K (xi, j )によって表現される K-MLP モジュールを持っていると仮定

する.これらの関数は，バックプロパゲーションのアルゴリズムによって更新さ

れた重みベクトル

! 

w1,..............,wKによって決定される.本論文では，マップオブジ

ェクトおよびデータセットのインデックスは下付き文字で表し，mnSOMのモジ

ュールのインデックスは上付き文字で表す. 

mnSOM のアルゴリズムは４つのプロセスによって成り立っている.それは，

評価プロセス，競合プロセス，協調プロセスと適合プロセスである．以下にそ

の過程を述べる. 

 

 

2.5.3.1 評価プロセス  
評価プロセスではすべてのMLPモジュールからの出力は，各々の入出力ベク
トルのペアから評価される.例えば，入力データベクトルを としたとき，ｋ番

目のモジュールの出力

! 

˜ y i, j
k = gk (xi, j )は入力から計算される.同様に入力 を使用

して k=1,…..K までモジュールを使用して繰り返される.すべての入力について

出力が評価された後，すべてのモジュールは各々のデータクラスとすべてのモ

ジュールのエラーを評価する.そして， は例えば，i 番目のからのデータセッ

トの k番目のモジュールのエラーを表している. 
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! 

Ei
k =

1
J

y
~

i, j

k

" yi, j
j=1

J

#
2

=
1
J

gk (xi, j ) " f i (xi, j )
j=1

J

#
2     

  

 

もし，J（サンプルの数）が十分に大きいときは，関数空間の k番目のモジュー
ルと i 番目のシステムの間の距離は，以下にあらわすエラー によって概算さ

れる. 

 

! 

L2 gk , f i( ) = gk (x) " f i (x)
2
pi (x)dx = Ei

k#     (2.35) 

ここで，

! 

pi (x)は i番目のシステムの入力データベクトル の確率密度関数であ

る.本論文では，i = 1, ……, Iである{

! 

pi (x)}はおおよそ と各々のクラスによっ

てデータの表現を正規化しているため同様であると仮定できる. 

 

2.5.3.2 競合プロセス  
各データ集合 Dに対して，エラー の最小であるモジュールをベストマッチ

ングモジュール(BMM)として決定する.例えば，i番目のモジュールを勝者とする
と，i番目のクラスのベストマッチングモジュールのモジュール番号を とする.

このとき は， 

 

! 

ki
* = argk minEi

k      (2.36) 

と表される. 

 

2.5.3.3 協調プロセス  
協調プロセスは，学習率 を近傍関数 を用いることで計算する. 

! 

"i
k (t) =

h( # k $# ki
*
; t)

h( # k $# ki
*

i'=1

I

% ; t)

     (2.37) 

! 

h(l; t) = exp " l 2

2# 2 (t)

$ 

% 
& 

' 

( 
)      (2.38) 

ここで， はマップ空間での k 番目のモジュールの位置を示しており，そして
は，時間ｔのときに計算して縮小させた近傍半径のことである. 

(2.33) 
(2.34) 
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2.5.3.4 適応プロセス  
適応プロセスでは，MLP モジュールのすべては以下のバックプロパゲーショ

ン学習アルゴリズムによって学習させたものである 

 

  

! 

"wk = #$ %i
k (t) &Ei

k

&wk = #$
&Ek

&wk
i=1

I

'     (2.39) 

 

(2.39)式はすべてのモジュールが十分に更新されるまで繰り返される.例えば，

バックプロパゲーション学習は繰り返し時間ｔごとに数千回繰り返すことも可

能である.ここで， は，

! 

Ek = "i
kEi

k
i

# によって決定される k番目のモジュールの

エラーを表している.ここで注目すべき点は， は による全体的な極小点を

もっていることである.つまり， は 

      (2.40) 

 
によって計算される.それゆえに は重み｛ ｝による｛ ｝の内部をバ

ックプロパゲーションによって学習させている.MLPの訓練の間，各々の入力ベ
クトル は，入力を一つずつ与えられ，該当する出力 は教師信号と比較さ

れ更新される（第 2章参照）.これらの 4つのプロセスを繰り返すことによって，

ネットワークが安定したところへ落ち着くまで近傍半径を縮めていく. 
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2.5.4 ローカルミニマムの回避方法  
MLP-mnSOM にとって，ローカルミニマムは，各モジュールがローカルミニ

マムに入ってしまうとマップの各々の点の連続性が破壊されてしまうため深刻

な問題である.さらに悪いことに，モジュールの数が増えるということは，ロー

カルミニマムに落ちるチャンスを増やすことになるということである.それゆえ

にローカルミニマムを回避する追加のアルゴリズムが必要となる. 

(2.39)式に示したように，ｋ番目のモジュールの仕事はエネルギー関数である

! 

Ek = "i
kEi

k
i

# を最小限にすることである.これは， においてすべてのモジュー

ルの間で が最小となることを期待されていることを意味している.このモジ

ュール が他のモジュール に一時的に変わると仮定する.もし，エネルギー

関数 がこの置換によって改良されるのであれば，それは

! 

M kがローカルミニマ

ムの問題を回避することが出来る.つまり，

! 

M kは関数モジュール に をコピ

ーすることで‘救助’することが出来る.このアルゴリズムを明確に示すと以下

の式となる. 

  

! 

gk (t +1) = gk' (t) if  

! 

˜ E k,k' < "Ek    (2.41) 

   

! 

"i
kEi

k'

i=1

I

# (2.42) 

 ここで は，

! 

M kが一時的に と代えられたときのエネルギー関数であ

り，βは普段 0.8～0.9 付近を普段使う安全項である.この追加アルゴリズムを採

用することによって，ローカルミニマムの中の落ちる可能性はモジュールが増

えることによって助けられる可能性が増えるため減少するであろう.それゆえに

このアルゴリズムは多くの MLP の持つ欠点を利点へと変化させるものである.

このアルゴリズムはすべてのモジュールの構造においてローカルミニマムの問

題に対して効果的である. 
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2.5.5 MLP-mnSOMによる学習例  
MLP-mnSOM の学習例として,三次関数 について行った.クラ

スごとに複数のデータ点（J=21）をもったクラス（I = 6）をもちいた.各々のデ
ータ列（クラス） は 0.2 間隔で[-1,+1]の範囲で値を得た.各種パ

ラメータに関しては Table 2-4に示す.実際に与えた学習クラスは,0，1番目のク

ラスは 1次関数，2，3番目のクラスは 2次関数，4，5番目のクラスは 3次関数

を表現したデータ点の集合である.実際に mnSOMの結果を以下の Fig. 2-22に示

す. 

 Fig. 2-22 をみて分かるように学習初期は,一次関数を表現したモジュールが多

いが学習が次第に進むにつれて６つのクラスの関数を表現していることが分か

る.Fig.2-23 に示すように各次元の関数はマップ上左右対称の部分におおよそ分

布され,上に凸（a の係数が‐）と下に凸の部分（a の係数が＋）に分類される.

また，学習する際に BMM となったモジュールを赤の枠で囲っている.このよう

に BMM の関数を写像することによって，他のモジュールもそれに近似するよ

うな関数を表現していることがわかる.以上のように mnSOM では,SOM では表

現できなかった関数空間の写像が可能となる. 
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Fig.2-1 Model of Multi Layer Perceptron 
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Fig.2-4Result of BP learning 
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Fig. 2-6 Vector space and feature map 

 

Fig.2-7 Error between data vector and reference vectors 
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Fig. 2-8 Adaptation of reference vectors 

 
 
 
 
 
 
 
 
 
 

 
 
 
 
 

 

 

(a) t = 1 (b) t = 10 
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Fig. 2-9 change of feature map by batch learning 

 

 
 

(c) t = 50 (d) t = 100 

(e) t = 200 (e) t = 500 
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Fig.2-10 The result of Batch SOM feature map 
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Fig.2-11 an uniform distribution learning data 

 

 
 

Fig.2-12 The result of the SOM algorithm (an uniform distribution) 
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Fig.2-13 The result of the NG algorithm (an uniform distribution) 

 

 
 

Fig.2-14 the Circle (a doughnut) learning data 
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Fig.2-15 The result of SOM algorithm (a doughnut) 

 

 
 

Fig.2-16 The result of NG algorithm (a doughnut) 
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Fig.2-17 The two uniform distribution learning data 

 

 
 

Fig.2-18 The result of SOM algorithm (two uniform distribution) 
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Fig.2-19 The result of NG algorithm (two uniform distribution) 
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mnSOM 
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Fig.2-20 Structure of mnSOM  
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(a) t = 0 (c) t = 50 

(c) t =100 (d) t = 200 

(e) t = 500 (f) t = 1000 
Fig.2-22 Result of cubic function mnSOM 
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Fig.2-23 Result of mnSOM feature map 
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Table 2-1 Variable used explanation of SOM algorithm 
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Table 2-2 Animal data vectors 

   

     

    

 

  

 

 

 

 

小型 1 1 1 1 1 1 1 0 0 0 0 1 0 0 0 0 0 

中型 0 0 0 0 0 0 0 1 1 1 1 0 0 0 0 0 0 

大型 0 0 0 0 0 0 0 0 0 0 0 0 1 1 1 1 1 

夜行性 0 0 0 0 0 1 0 0 0.5 0 1 0.5 0.5 0 0 0 0 

2 本足 1 1 1 1 1 1 1 1 0 0 0 0 0 0 0 0 0 

4 本足 0 0 0 0 0 0 0 0 1 1 1 1 1 1 1 1 1 

毛をもつ 0 0 0 0 0 0 0 0 1 1 1 1 1 1 1 1 1 

蹄をもつ 0 0 0 0 0 0 0 0 1 1 1 1 1 1 1 1 1 

髭をもつ 0 1 0 0 0 0 0 0 0 0 1 0 0 1 1 1 0 

羽をもつ 1 1 1 1 1 1 1 1 0 0 0 0 0 0 0 0 0 

縞 0 0 0 0.3 0 0 0 0 0 0 0 0 1 0 0 1 0 

狩猟 0 0 0 0 0 1 1 1 1 0 1 1 1 1 0 0 0 

早く走る 0 0 0 0 0 0 0 0 0 1 1 0 1 1 1 1 0 

飛ぶ 1 0 1 1 1 1 1 1 0 0 0 0 0 0 0 0 0 

泳ぐ 0 0 1 1 0 0 0 0 0 0 0 0 0 0 0 0 0 

家畜 0 1 1 0 0 0 0 0 0 0 0 0 0 0 1 0 1 

草食 1 1 1 1 0.5 0 0 0 0 0.5 0 0.5 0 0 1 1 1 

肉食 0 0 0 0 0.5 1 1 1 1 0.5 1 0.5 1 1 0 0 0 

イヌ科 0 0 0 0 0 0 0 0 1 1 1 0 0 0 0 0 0 

ネコ科 0 0 0 0 0 0 0 0 0 0 0 1 1 1 0 0 0 

ペット 0 0 0 0 0 0 0 0 0 1 0 1 0 0 0 0 0 
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Table 2-3 Parameters of SOM algorithm 
ユニット数 10x10 

最小近傍半径 σmin 2.0  

最大近傍半径 σmax 15.0  

時定数 τ 50.0  

 

Table 2-4 Variable used explanation of NG algorithm 
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第３章 

知能化の基礎 

（ハードウェアの知能化） 
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3.1 ハードウェアの知能化  

第２章では，ソフトウェア的なアプローチからロボット知能化を行う為に脳

型情報処理アルゴリズムを用いる手法について述べた．第３章では，ハードウ

ェア的なアプローチからのロボットの知能化を考える．ロボットが行動する際

に，高度な知能を持って行動する為には，プラットフォーム自体の性能も大き

く関わってくる．つまり，ハードウェアの設計上の段階に置いて，操作性，拡

張性，信頼性，安全性等を考慮して設計しなければ，ソフトウェアへの開発比

重が大きくなる．つまり，ハードウェアの性能は，ソフトの複雑な設計とのト

レードオフな関係が成り立つ．そこで，我々は，ハードウェアについても知能

化する必要があると考えた．ハードウェアの知能化の定義を１章で示すように

以下に示す．ハードウェアの知能化は，ロボットを設計する段階で性能を最

大限に活かせるように設計する指針の事と定義する． 

そこで，本研究では，アミールによって提唱された“Concept of Intelligent 

Mechanical Design for Autonomous Mobile Robots”[1-3]を参考にロボットのハード

ウェアの知能化を行う．本章では，アミールによって提唱されたロボットの知

能化されたデザイン手法について述べる． 

 

3.2 Intelligent Mechanical Design  
 

自律型移動ロボットを設計・開発を行う上で，デザインには様々な要求が存

在する(Fig.3-1)．例えば，Fig.3-1 に示すように単純な機構であることや信頼性，

拡張性，安全性といった様々な要求が設計段階で考えなければならない．そし

て，ロボットを動かす環境やロボットがどのような事を行うかなどがロボット

を設計する為の必要な条件として挙げられる．そこで，本研究では，これらの

様々な要求に対して，ハードウェアの知能化(メカテリジェント: Mecha-telligent)

を行う事で，要求に対するデザイン手法を確立する(Fig.3-2)． 

 アミールによって示された設計指針によると，Fig.3-3に示す設計指針は，ロボ

ットに要求されるいくつかの項目を明らかにする事でロボットを設計する事が

出来る. 以下にアミールによって示された設計指針に従って，自律型移動ロボッ

トを開発する上で必要な項目を考える. 

 まず，基本項目として，設計するロボットの基本的な要求を考える. このとき
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ロボットに基本的に必要な設計上の項目を以下に挙げる． 

 

(1) ロボットのタスク 

(2) 必要な行動 

(3) 使用する環境 

(4) 環境による拘束条件 

 

以上の条件より，様々なロボット形態がある中で開発するプラットフォーム

にあった移動形態を採用する． そして，ロボットのハードウェアの知能化を果

たす為に次節で示す方針を基本項目を参考に組み立てる． 

 

3.3 Mechanical Design Principles: “Mecha-telligence 
Principles ” 

 

 “ロボットのハードウェア上の知能化”は，どうやって機械的な構造を効果的

に，操作性や単純性，拡張性などを考慮して，デザイする事が出来るかという

ことを示したものである。このデザイン手法は，７つのデザインの原則を考慮

する事によって構成されている．このデザイン手法をメカテリジェンス手法と

呼ぶ． Fig.3-3で示すようにメカテリジェンス手法は，自律的に制御可能で，信

頼性のある，現実可能な互換性を持つ設計に関して問題を考える時に問題を解

決する為の手順を示している．以下に７つのデザイン原則の詳細を示す． 

 

Principle 1: The three-constituents principle 
自律型移動ロボットの機械部分を設計するには，３つの要求が関係する． 

(1) 環境による要求 

(2) 必要なロボットの行動とタスク 

(3) ロボット運動学的知見からの条件 

 

これを主要な要求としてまず考えなければならない．つまり，環境による要

求に対して適した機械部分を設計しなければならない．そして，ロボットの行

動とタスクを十分に理解して，それに必要なロボットの構成を考えなければな

らない． 
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Principle 2: The complete-mechanical design principle 
完全に要求を満たす機械のデザインの原則は，ハードウェア的な知能化によ

る設計手法が完全に行われたときであると考えられる。そこで，まず，信頼性

や実現可能性，互換性，拡張性等が十分に満たされているかを考える． 

 

Principle 3: The principle of mechanical balance 
機械設計に置いて，バランスを考えるときには２つの事を考えなければなら

ない．最初に，機械のデザインの複雑さがロボットの望ましい要求を満たす上

で必要な複雑さであるのかどうかである．つまり，ロボットに必要以上な要求

を満たす事は，バランスが崩れてしまう．よって，ロボットに必要最小限のも

のを考え，バランスを考えながら設計を行わなければならないという事である．

次に，ロボットの機構部分を不明瞭のままデザインをしないようにしなければ

ならないということとである．つまり，センサ等の仕様を考えるときに環境等

の要求に対して必要なものを取り入れ設計を行っていくという事である． 

 

Principle 4: The environmental principle 
環境についての原則は，基本的に２つある．一つ目は，システムと環境自体

の相互作用を考える事を意味する．つまりシステムが環境自体にあった運動学

的性質を利用し設計されなければならない事を示している．次に，環境による

制約条件を利用する事である。例えば，ロボットの競技会等では，ルールなど

が明確に設定されており，ロボットに対しての拘束条件として大きく設計に関

わってくる．そのため環境による拘束条件を考慮して，設計する事が重要であ

る． 
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Principle 5: The sensory-actuator principle 
センサとアクチュエータに対する原則としては，センサの位置と種類がロボ

ットのアクチュエータを動かす機構に対して，直接的に効果的である事である．

その為に，センサの種類や数は，単純で必要最小限なものであり，信頼性のあ

るものでなければならない．その為，センサの選定の段階でロボットのどこに

設置する事でロボットのパフォーマンスを向上させる事が出来るかも考えなけ

ればならない．つまり，センサとアクチュエータのつながりを設計段階におい

て考えておく事で，ロボットは直接的にセンサの機能を効果的に取り入れる事

が可能となると考えられる． 

 

Principle 6: The principle of sharing sensory-actuator system 
センサとアクチュエータの共有原則では，ロボットに必要以上のセンサを積

み込まないように考える事である．つまり，Principle 5によって示した原則より

直接的に必要でないセンサに関しては極力のぞく事を意味している．これによ

ってロボットの単純性を保つ事が出来る．しかし，インターフェースや電源部

分等では，拡張性を持たせてセンサが搭載しやすい設計にする事が重要である． 

 

Principle 7: The Mechatronics modularity principled 
モジュラリティー原則とは，ロボットの電気的な組み合わせなどを考慮して

システム全体をモジュール構造で設計するという手法である。この原則は

Principle 2 における完全な設計手法における信頼性やメンテナンス性の向上を

考える上で重要な部分である．以下にその際に行う３つの段階を示す． 

 

Step 1: Description of the Robot System Architecture 
Step 2:Defining the possible module (single module) 
Step 3:Merging the single module 
 

最初にロボットの構造を考え，ロボットの機構として似ているものやインタ

ーフェースの近いものを明確にする．次に，それらをグループ分けしてシング

ルモジュールとして設計する．最後にそのシングルモジュールを組み合わせる

事によってロボット完成する事が出来る構造となっている． 
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3.4 Mechanical Design Process: “Mecha-Telligence 
Methodology” 

 

 本節では，メカテリジェンス手法としてどのように自律型移動ロボットの機構

を設計するかという新しい手法を提案する(Fig.3-4を参照)．提案する手法の目的

は，要求された環境においてロボットと必要なタスクなどの条件（Principle 1~7

によって定義）をもとにして，ロボットを設計していく手法である．まず Principle 

1 によって示された重要度の高い要求をもとに具体的な仕様の形態に段階的に

要求に対する仕様を具体化していく．実際には，重要度の高い仕様では，自律

性，移動性能を考え，それ以外にロボットの必要なタスクから導き出される目

的 X を軸に設計は行われる．そして，それに対するサブレイヤー（具体化され

た仕様の形態）を構築し，ロボットが Priciple 1~7で必要とされたものに対する

ものを具体化していく．サブレイヤーは階層化されており，環境に応じたロボ

ットの形態を考慮しながら構築されていきます．この階層化を繰り返し，前節

で示した，Principle 1~7を取り入れる事で，具体的にロボットの仕様を決定して

いく．最終的に仕様として決定したレイヤーをモノスペックレイヤーとして，

具体的なロボットに適応したセンサやアクチュエータを決定する．この階層化

による要求の具体化を行う事で様々な用途に対しても，同じ方法論に基づいて

目的や環境の違うロボットのハードウェアの設計を達成する事が可能である．

[3-1,2,3,4] 
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3.5 ハードウェアの知能化例：サッカーロボット  

本章では，全方位移動型サッカーロボットのハードウェアの知能化を目的と

する. 開発例として，ロボカップサッカー中型リーグにおける基本課題を研究題

材と設定し，本研究の目標を据える. 

ロボカッサッカー中型リーグは，完全自律分散型の移動ロボットの協調行動

問題の良いテストベッドであり，基本的な課題が多く盛り込まれている.まず，

基本技術の中核は，移動能力と視覚が必要である.ロボットが自律的に行動し，

サッカーを試合時間の間常に行動させるようにする為には，頑強であり高い移

動能力を備えたハードウェア構成を備えていなければならない.また，サッカー

という競技を行うため，ロボット同士の接触なども多く，故障や不具合がおこ

ることが予想される.その為，ロボットのメンテナンス性や操作性がハードウェ

アの必要な課題となっている.さらに，ロボカップでは 2050年の最終目標に向け

て，様々なルール変更が毎年行われており，その課題に対して柔軟に対応でき

る為の拡張性がロボットには必要である.その為，ハードウェア面では，ロボッ

トがこれまでに挙げた要求を満たす為の構造を開発する事が目標であり，過去

に開発されたロボットの欠点を検証し，アミールらによって提案された自律型

移動ロボットにおける機械的知能化デザイン手法に基づいた[3-2,3]ロボットの

知能化を行う. 
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3.6 ロボカップ  

3.6.1 ロボカップとは  
ロボカップとは，「ワールドカップの優勝チームに人間のルールで勝つサッカ

ーロボットを作る」ことを目標にしたグランドチャレンジである[3-4,5].1997 年

に名古屋で第一回の国際大会が開かれて以来毎年大会が開催され，2009 年 7 月

には第 13回大会がオーストリアのグラーツで開催された. 

ロボカップの発端は，北野らが日本の人工知能およびロボットの若手研究者

有志に呼びかけて，1992 年に開催したグランドチャレンジのワークショップに

遡る[3-6].人工知能およびロボットの将来を考えて社会的に大きなインパクトを

与えると思われる研究テーマを参加者が出し合って議論を行い，最終的にサッ

カーロボットをテーマに据えることに決めてロボカップはスタートした.最初に

ロボカップの構想を発表したのは 1995年にモントリオールで開かれた人工知能

合同国際会議（IJCAI）の場である.このとき，1997 年に名古屋で開かれる次の

IJCAIでロボカップの第一回が開かれることが決まった[3-6]. 

  

3.6.2 ロボカップにおける課題  
ロボカップの主な課題としてあげられているのがサッカーである.サッカー

をロボットに行わせるにはいくつかの課題がある.サッカーはリアルタイムの

ゲームであるため，瞬時の判断が必要となってくる.熟考して最適解を求める

ことよりも，瞬時に許容範囲内の解を求めることがサッカーでは重要となって

くる.次に，サッカーは多数対多数で行うという課題がある.サッカーは 11 対

11で行うゲームであるがゆえに，11のエージェントが協力して「敵よりより

多くの得点を取る」という一つの目標を目指す.人間社会においても一人で問

題解決をおこなうことより集団や家族で解決する事が多く協調システムの開

発が課題となる.最後に，頭（ソフト的要素）だけではなく体（ハード的要素）

が必要であるという点である.過去にあげられていた，人工知能の研究を例に

挙げると，チェスなどは頭脳で行われるゲームであるが，サッカーはスポーツ

であるのでハード的部分も必要である.つまり，ロボットの知能化をハード的

要素とソフト的要素から達せするという目標に対して，サッカーという課題は

絶好の要素であると考えられる. 
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以上のようにサッカーはいくつかの研究課題として優れた特徴を持ってい

る.そして，今後の重要になる知能化の技術開発の場として提案されている.具

体的に課題として， 

① 自律エージェント 

② 実世界認識・行動 

③ 実時間認識行動（リアルタイム制御） 

④ 分散協調システム 

⑤ 不完全・不正確・不確実情報環境での処理 

の要素をサッカーは有している[3-6]. 

 

3.6.3 ロボカップの競技種類と発展  
ロボカップリーグには，いくつかのリーグが存在する.最初に具体化したのは

シュミレーションリーグである.シュミレーションリーグ(Fig.3-5)は，ロボットの

実機を使うことなく，コンピュータ上の仮想フィールドで，それぞれ異なった

人工知能プログラミングされた 11 対 11 のバーチャルロボットが 5 分ハーフの

サッカーを行う.２次元，３次元フィールドでの競技のほか，コーチの技を競う

競技もある. 

実機リーグの方は，ロボットの大きさから小型リーグ(Fig.3-6)，中型リーグ

(Fig.3-7)，四足ロボットリーグ(Fig.3-8)，ヒューマノイドリーグ(Fig.3-9)が存在す

る.小型リーグは，直径 18cm以内のロボット 5台 1チームが，約 5.0ｍ×3.4ｍの

大きさのフィールド上で，オレンジ色のゴルフボールを使って試合をするリー

グである.試合時間は 10 分ハーフで行われる.フィールド全体を見渡すカメラ，

あるいはロボット搭載カメラからの視覚情報をベースに，ロボット同士がいか

にシステマチックなチームプレイを構築していくかが見所である.一極集中型の

管理体制で群知能行動を生成していく. 

中型リーグは，30cm 以上 50cm 四方で高さ 80cm 以内のロボットが 5 台で 18

ｍ ! 12m のフィールドで，オレンジ色のボールを追う競技.ゴールは，2007 年

度まで青と黄色のゴールを使用していたが，2007 年度以降は実際のサッカー同

様に色なしのゴールと設定された.試合時間は 15 分ハーフ.多くのチームが 360

度見渡せるカメラを搭載，センサで自分とボールの位置をすばやく判断して動

く.また，自律分散型の群行動を生成してロボットが行動する事が望まれる. 
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四足ロボットリーグは，ソニーの AIBO を 4 台 1 チームのサッカーリーグで

ある.オレンジ色のボールを使い，フィールドは今年から４ｍ×６ｍである.試合

時間は 10分ハーフ.共通プラットフォームを採用しているため，各チームのロボ

ットプログラミングの優劣で勝敗が左右される.鼻の位置に取りつけられたカメ

ラで，味方やボールの色を識別するために盛んに頭を振る. 

ヒューマノイドリーグは，2002年より正式種目となった自律型２足歩行ロボ

ットのリーグ.PKや２対２での競技や，独自の機能を披露する「フリースタイル」

競技が行われる.総合優勝者にはルイ・ヴィトン・ヒューマノイドカップが授与

される. 

また，ロボカップではサッカー以外を題材としたリーグも存在する.一つ目は，

ロボカップサッカーで培われた技術を災害救助に利用というプロジェクトとし

てレスキューリーグ(Fig.3-10)が存在する.レスキューリーグでは，地震などの大

規模災害時を模擬して災害時の救助戦略を発展させようというシミュレーショ

ンと，現場に駆けつける自律型ロボットの開発を目的としている.実験・評価の

場として競技会を活用し，国境なき救助ロボット隊の結成を目指し行われてい

る.２つ目は，家庭内でのロボットの行動を題材とした，ロボカップ@homeリー

グである.このリーグは，2006年度ドイツ大会より開始された.内容は，人間とロ

ボットのインタラクションをテーマとしており，ロボットが人間との共存をす

るために家庭内での様々な生活する上でのタスクをこなすリーグとなっている

(Fig.3-11). 

最後に，ロボカップジュニアリーグ(Fig.3-12,13,14)である.ロボカップでは

2050 年に人間のワールドカップ優勝チームに勝つロボットチームを作ることを

目指している.今の世代ではこの目標に対して実現は容易ではなく，次の世代に

目標を託すことになる.それには将来の人材育成が重要な課題となってくる.そ

のためスタートしたのがジュニアリーグである.ジュニアによるロボットリーグ

は，物理，メカトロニクス，電子工学，プログラミングなどの総合的な分野を

学ぶ分野として確立された[3-6,7,8,9,10,11,12,13,14,15,16,17]. 
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3.7ロボカップ中型リーグ  

ロボカップ中型リーグは，ロボカップサッカーリーグの中でもっとも大きな

サイズの自律型移動ロボットによって行われるリーグである.中型リーグの特徴

は，ハードウェアの開発とソフトウェアの開発双方を行わなければならず，ロ

ボットは自律分散型で行動を決定しなければならないという点である.そこで，

本研究ではロボットの知能化を検証するフィールドとしてロボカップ中型リー

グを実験環境に設定した.3.2節では，実験環境として選択した中型リーグがどの

ようなルールであるのかを説明する. 

ロボカップ中型リーグでは，ロボット１台の大きさは，50 [cm] x 50 [cm]四方

の底面に入ってなければならない.高さは，40~80 [cm]の大きさに入っていなけ

ればならない(Fig. 3-15参照).ロボットは，自律行動を行う為のすべての要素が整

っていなければならず，移動機構，コンピュータ，通信機能などすべてをこの

大きさの範囲内に内包しなければならない. 

コートの大きさは，18 x 12 [m]の大きさでバレーボールのコートを一回り大き

くしたサイズになる(Fig. 3-16 参照).このコート内において各チームのロボット

５台が自律的に移動することによってサッカーというタスクを行う.ロボット自

体は，レフェリーボックスと呼ばれる審判が操作するゲームの進行コマンドを

送信する外部 PCからの指令を無線 LANによって受信し，行動を選択しなけれ

ばならない.ロボットが行動を行う上で必要となる物体の認識を行わなければな

らない.中型リーグでは，画像データから物体を色によって認識する手法が主流

である.実際には，2007年度までは，ボールがオレンジ色，ゴールが青色と黄色，

コートが緑色，ラインが白色となっていた.しかし，ルールの改正によりゴール

の色は，廃止され現在は，ボールとフィールド・白線を認識して自己位置やボ

ールを操作する方法が主流となっている. 

試合時間は前後半 15分で行われ，得点差によって勝敗がきまる.また，同点の

場合は，トーナメント方式のときに限り５本ずつの PK 合戦が行われるが，PK

合戦も通常の試合と同様に自律的に行動しなければならない[3-18,19]. 
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3.8 モジュール構造を用いたプラットフォーム開発  

  自律型移動ロボットを設計・開発する際に，アミールの設計指針に示される

ように様々な要求に応じた設計指針が必要となる(Fig.3-1,2)．アミールによって

示された設計指針によると，Fig.3-3, Fig.3-4に示す設計指針は，ロボットに要求

されるいくつかの項目を明らかにする事で示す事が出来る[3-22]. 以下にアミー

ルによって示された設計指針に従って，自律型サッカーロボットを設計する際

に必要な項目を考える. 

 まず，基本項目として，設計するロボットの基本的な要求を考えると，今回設

計するロボットは，ロボカップ中型リーグ(MSL: Middle Size League)によって使

用されるロボットである．そこで，Fig.3-4に従い，必要なタスク，行動(Behavior)，

使用する環境，環境による拘束条件を考える．以下に必要な条件を示す. 

 

(5) ロボットのタスク 

・ ロボットが自律的にサッカーを行う 

 

(6) 必要な行動 

・ フィールド上(18x12 緑色カーペット)での３自由度での行動 

・ ロボットが指令コマンドを無線 LANを通じてホストコンピュータから受

信する事ができる 

・ ロボットが，ボール（オレンジ色）を見つけて，ボールを運ぶ 

・ ボールをキックする事が出来る 

・ 白線を認識して自己位置を推定する事が出来る 

・ 黒い物体を認識して障害物回避する事ができる 

 

(7) 使用する環境 

・ フラットな平面のフィールド (18 x 12 [m]) Fig.3-16参照 

・ 屋内 

・ 300 [lx]以上の照明環境 

・ 人間と共存する環境 
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(8) 環境による拘束条件 

・ 2つのゴール（白色，位置が固定） 

・ ボール （オレンジ色） 

・ ライン （白線） 

・ ロボットのサイズ （50 x 50 [cm]以下の底面 高さ 40 ~ 80 [cm]） 

Fig.4-11参照 

・ ロボットの重さ （80 [kg]以下） 

・ ロボットの色 （黒） 

・ 作動時間 15分以上 

 

以上の条件より，様々なロボット形態がある中で，開発するプラットフォー

ムは車輪型のケーブルレスロボットを採用する(fig.3-17)．次にアミールの提案す

る手法を用いて，上位レベルの仕様を Fig.3-18に示す[3-22].ここでは，タスクを

遂行するために必要な行動とロボットが満たさなければならない仕様条件を考

慮して必要な設計条件を示した．次に，Figs. 3-19,20,21に上位レベルの仕様から

導き出される下位レベルの仕様を示す.これらの図において，赤色で示すのが，

ハードウェアとして具体的に必要なものを示している.白色は，今回のプラット

フォームを開発する上では重要ではない部分を示している.最後に，黄色で示し

ているのが，具体的に必要な機能やセンサ・行動を示している.この仕様から得

られた全体の設計仕様を Fig.3-22 に示す.仕様が決定したので，仕様を満たすよ

うにセンサを Fig.3-23のように決定した. 

ここでロボット全体の仕様が決定したので，次に過去に使用していたロボッ

トの短所を考慮して，ロボットの設計における軸となる指針を考える．Fig.3-24

に示すロボットは，初号機のロボットで Fraunhofer AIS (Institute Autonomous 

Intelligent System)より購入したプラットフォームである[3-23].このロボットは，

２つの駆動輪と２つのキャスタによって構成される車輪型移動ロボットである.

カメラは，広角レンズ (70 [deg])を搭載した IEEE1394カメラを使用した.カメラ

は，360 [deg]回転する事が出来るように，エンコーダ付 DCモータを回転させカ

メラ自体の角度を変更する機能を搭載している.ロボットは，障害物回避など動

的な環境を移動する時に必要な IR センサや・距離センサ・タッチセンサなど 4

種類 11個のセンサを搭載している.また，空気圧式のキック機構を踏査ししてい

る.この初号機における機械的な問題点をいくつかあげる. 
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(a) 車輪型の移動ロボットのため回転動作や並進方向への移動が難しい 

(b) 多くのセンサを搭載しているためデータの処理が複雑 

(c) ボールをトラッキングする為にカメラを回転させないのでハードウェア・ソ

フトウェア両面で複雑なシステムとなる 

(d) 人間と共存する環境で動作しなければならないのに安全性が保証できない 

(e) ロボカップという動的な環境上において信頼性が低い 

(f) 組み立て，メンテナンス，拡張性，トラブルシューティング，運送等の面を
考えると機構が複雑すぎる 

(g) 他のチームのキック機構[3-25,26]が 6.0 [m/s]でシュート出来るのに対して，

空気式のキック機構ではせいぜい 2.0 [m/s]である. 

 

これらの問題点や設計指針をふまえて，全方位移動サッカーロボット“Musashi”

をアミールのデザイン手法を用いて設計した．設計の指針として，柔軟な移動

機構であり，信頼性やメンテナンス性，シンプル性，低価格を目標にロボット

を設計する. 
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3.8.1 全方位移動ロボット“Musashhi”の構成  
Musashiは，３つのコンセプト導入し，アミールの手法に基づいて設計を行っ

た. (1) は移動性能という考える上で重要なコンセプトとして取り上げる．次

に（2）は，新たにアミールの手法を考える上で Principle 8として追加項目とし

て提案を行う．(3)は，Principle 7(３章を参考)に基づいた具体的な設計の方法を

示す． 

(1) Concept of omni-directional mobility 

(2) Safety 

(3) Modularity concept 

 

3.8.1.1 Concept of omni-directional mobility. 
 Musashi は，全方位移動機構を採用し，視覚情報に関してもオムニレンズを搭

載した全方位型のロボットである(Fig.3-25).全方位移動機構を採用する事で，フ

ィールド上での行動に対して高い操縦性を持つ事が出来る.つまり，Fig. 3-4にお

ける移動性能(Mobile)を満たす為に使用される方針である．全方位移動機構の構

造は，３D CAD(computer-aided design)である Autodesk Inventorを用いて設計を行

った.ロボットは，同心円上に配置された３つのエンコーダ付きの 70 [W] DCモ

ータを採用した.ギア比は，十分なトルクと加速度を得る為に 12:1のものを選定

した.車輪の速度は，モータドライバによって制御される.モータとの通信には

RS232 通信を採用し，本体に搭載している PC から指令値を送っている.この移

動機構によって，ロボットは最大速度 3.4[m/s]で移動する事が可能であり，初号

機ロボットの問題点(a)を解消する事が出来る. 

問題点(b)と(c)は，IEEE1394デジタルカメラとオムニレンズを用いる事で全方

位視覚を実現し解消した.Fig.3-25 に示すように地面からオムニレンズまでの距

離 Hとカメラまでの距離 hは，オムニレンズの死角を考慮して，死角にロボッ
トが納まり，外界の情報をなるべく死角に入らないように設計した(Fig.3-27)[21].

オムニビジョンは，ボールを推定するだけでなく，外界の情報を取得する事で

自己位置の推定や障害物回避等の行動を行う為の情報を全方位に取得する事が

出来る為，センサの数を減らす事が出来る. 

  Table 3-1にMusashiの諸元を示す.Musashiに使用されているセンサは，オムニ

カメラ，モータのエンコーダ，方位磁気センサの３つとなっており，初号機で

用いていた 11 個のセンサから３種類のセンサに減らす事が出来た.Fig.3-24 に
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Musashiの電源供給フローチャートを示す.メインの電源は，リチウムポリマー電

池（25.9 [V] 2000 [mAh]）を採用している.この電池より，カメラに必要な電源で

ある 12.0 [V]や，マイクロコンピュータに必要な 5.0 [V]は，DC-DCコンバータ

を介して高圧する事で自作基板回路上において作成している.ロボットの消費電

力を通常 40[W]平均で使用すると概算すると，30分間の駆動が可能である. 

 

3.8.1.2 Concept of Safety 
 本節では，ロボットの安全性を考えた設計を行う．産業を目的としたロボット

やサービスロボットなど多くのロボットが近年開発されている．産業用のロボ

ットは，多くの自由度を必要とするマニピュレータ等で構成されている．この

産業用ロボットは，制御を失敗すると，人間等に危害を与える事が考えられる．

そこで，The international Organization of Standardization (ISO)は，一般的な産業用

デザインの安全基準を ISO12100によって提唱した[3-25]．さらに，ISO12100を

もとに産業ロボットの安全に関する ISO10218 が提唱された．ISO10218 では，

オペレータの安全性を守る為の産業用ロボットの安全基準を提唱した．このよ

うに産業界のロボットの安全な設計指針が提案され，実際に Fig.3-26 に示すよ

うに産業用ロボットには様々な安全方策が施されている． 

 このように技術者は，社会の要求を満たしながら，ロボットの安全性を設計上

確保しなければならない．ロボカップ中型リーグの場合も，ロボットと人間が

共存する環境の中でロボットは，動かなければならず人間の安全に危害を犯し

かねない．それ故に，ロボカップのロボットにおいても産業ロボットと同様に

安全を考えなければならない． 

ロボカップの最終目標の一つは，人間のワールドカップのチャンピオンに勝

つ事である．しかしながら，現在のロボカップ中型リーグのルール上では，人

間との試合を想定した安全方策はなされていない．そこで，ロボットの安全に

関してリスクアセスメントを記した ISO14212 [3-26,27]を用いてリスクアセスメ

ントを行う事で安全方策を行う．ここで，ロボットの安全な設計の手順を考え

ると Fig. 3-27のように設計する必要がある．この安全方策をアミールが提案す

る Fig. 3-3に示すデザイン設計に取り込む(Fig. 3-28参照)．そこで，ロボットの

ハードウェアの知能化として設計コンセプトの Priciple 8として本節では，全方

位サッカー移動ロボットを題材として移動ロボットの安全設計指針を示す．こ

こでロボットの安全の定義を示すと，ISOの基準より，安全とは，“受け入れが
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たいリスクがない事”を示す．以下に，提案する設計上の原則をMusashiの安全

設計を例にして提案する． 

 

Design Principle 8: The principle of the safety mobile robot 
 

  安全なロボットを設計する為には，Fig.3-27における設計手順を踏む必要があ

る．はじめに，ロボットは，制限範囲を決定しなければならい． 

 

(1) 行動範囲の決定 

今回使用するロボットでは，用途は，競技会における試合やイベントによる

デモンストレーションと設定する事が出来る．また，その仕様場所は，屋内環

境であり Fig.3-16に示したフィールド内での環境と限られている． 

 

(2) 危険源の同定 

第２段階では，危険減の同定を行う．今回の使用するロボットでは，以下の

ような危険源が存在する(Fig. 3-29参照)． 

 

・ 緊急停止ボタンの不装備 （暴走時に危険） 

・ 地面と底面部分にギャップがある （足を引かれる，押しつぶし） 

・ 鋭利部分との接触 （接触時に皮膚を切る） 

・ ロボットの素材がすべて金属 

 

このように，危険源を特定して，危険源に対するリスクの見積もりを行わなけ

ればならない． 

 

(4) リスクの見積もり・評価 

リスクとは，JISの規格により『潜在する危害のひどさ』×『発生確立』によ

ってリスクを見積もる事が出来る．Fig.3-30に示すようにリスクを見積もる際は，

ツリー形式によって見積もる事が必要である．この時，クラス Iは，受け入れ可

能なリスク，クラス IIは，許容可能なリスク，クラス IIIは，受け入れられない

リスクと定義する．この定義に従ってリスクを見積もる．具体的に例を示すと

小川らによって本ロボットのリスクの見積もりを衝撃に関して行った例がある
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[3-32]．このように危険源に対してロボットのリスクを見積もる必要がある．実

際にMusashiの危険である部分に対して，リスクの見積もりをした例を Table 3-2

に示す． 

 

(5) リスクは適切に低減されたか 

ここで，リスクを評価してリスクが残っている場合，設計上に問題があるた

め安全な防護策を取る．本手法では，ISO12100を参考として，リスクの低減方

法を３ステップメソッドを利用して提言する手法を提案する．そこで，具体的

に全方位移動サッカーロボット”Musashi”を例として，リスクの低減方法を示す． 

 

Step 1． 
最初の段階は，本質的に設計段階で安全性を高める方法である．つまり，ロ

ボットが危害を加える可能性があるものは，すべて設計の段階で取りのぞくべ

きであるという考えである．しかし，多くのロボカップ中型リーグで使用され

ているロボットは，設計・開発が終了しており，この段階で危険な部分を取り

除く事が難しい．そこで，次のステップに進む． 

  Musashiロボットの場合，設計段階での安全上の指針は，いくつかの部分にお

いて考えられている．例えば，バッテリーに関してである．バッテリーは，ロ

ボットが動く為には重要な要素の一つであり，必要不可欠なものである．Musashi

では Table 3-1で示すようにリチウムポリマーバッテリー(3.6 [V] 2000 [mAh] )を

7セル使用している．一つ一つのセルは，3.6 [V]で最大 4.2[V]まで充電可能であ

り，3.1 [V]まで使用する事が可能である．つまり，満充電の場合バッテリーは，

定常電圧 25.2[V]を示し，最大 29.4 [V]，最低で 21.7 [V]となる．バッテリーの

安全方策として，最低電圧より電圧が下がったり，最大容量を超えたりする事

を避けるように内部で電圧保護回路やブレーカなどを設置している．また，バ

ッテリーをロボットに搭載しない事は不可能なので，もしバッテリーが火災な

どを起こした場合も 70 [%]以上を設計上カバーで覆うようにしている為，本体

自体の火災や外部に影響を与えないようにしている． 
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Step 2 
  第２段階では，安全方策として，安全防護方策として安全装置の設置や，追

加で防護策をとるなどを行う．例えば，緊急停止ボタン等を設置するなどの対

策があげられる．しかし，緊急停止ボタンの不具合等を考えると，人間が中型

リーグでは介在しているので，レフリーや参加者などに危険性が残る． 

Table 3-2に示すように，いくつかのロボットには設計段階では取り除けなか

った危険減が存在する．例えば，底面の部分のエッジの部分が鋭利である．こ

のような部分に対しては，緊急で停止できる措置やスポンジなどの柔らかい素

材で鋭利な部分をカバーする等の対策を行う事が必要である． 

 

Step 3 
 最後の段階は，ユーザに対して，使用上の情報提供を行う事である．リスクを

第１，２段階で取り除けない場合は，ロボットの危険性をユーザに対して提示

する事で，危険を取り除くという方策である．実際に例を挙げると，中型リー

グの場合，審判がロボットの動作している状況に存在している．つまり，審判

はロボットの危険性を知る必要がある．また，審判自体がロボットの危険性を

把握し，安全な靴や服装を心掛けるなどの対策をとる必要がある． 

 

このように３つの段階を踏んでロボットのリスクを提言させる．このように安

全を設計指針の段階から考慮する事でロボットが人とのインタラクションを行

うような場面に遭遇しても，安全性が保証される．よって，Fig. 3-27で示したデ

ザインの原則によって，ロボットのリスクを設計段階でリスクアセスメントを

行い，安全方策を施す事で安全なロボットを設計する事が出来る． 
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3.8.1.3 Concept of modularity 
 
Step 1: Description of the Robot System Architecture 
 本節では，ロボットにモジュール構造を用いた設計指針について述べる．は

じめにモジュール構造を考える上で，ロボットのシステム構造を簡単に述べる

必要がある．Fig．3-31に示すように”Musashi”は，ノートPCを搭載している．ノ

ートPC上では，画像処理や制御，通信やデータの受け渡し等を行っている．ス

タートやストップ，コーナッキック等の外部PCであるレフェリーボックスPCか

らのコマンドを無線LANでフィールドの外から受けてロボットは行動する．ア

クチュエータとしては，DCモータを3台搭載し，オムニホイールを用いて移動し，

エンコーダによってそれらの回転数をモータドライバを介してPCへと送信して

いる．単純なシステムを実現するために通信プロトコルは,IEEE1394(全方位視

覚センサ)とRS232(アクチュエータ)の2系統とした． モータドライバとPCとの

接続はUSBシリアルコンバータを介しておこない，PCはUSB通信からシリアル

コンバータを介してモータドライバに回転数を送信してロボットを制御してい

る． 

データの流れに関しては，PC は IEEE1394 接続によって全方位センサから画

像データを取得し,PC において画像処理を行いモータへの指令値を決定する．

モータへの指令値は,RS232 通信プロトコルを用いてモータドライバへと送信

される．モータドライバは，送られてきた指令値をもとに速度制御を行い指令

電圧をモータに送信する．キック装置も同様に視覚センサからの上方をもとに

キック指令が RS232 通信プロトコルを用いてマイクロコンピュータに送信され

る．
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Step 2: Definition of the Robot System Architecture 
   

Fig．3-31で示すロボットの構造をもとにして，ロボットの各パーツに対して

シングルモジュール(SM)を決定する．シングルモジュールを決定する時に我々

は，“同じようなハードウェア上の性質を持っているか，同じようなインターフ

ェースを持っている”という事を考え，グループ分けを行った．Fig．3-32で示

すように破線で示している部分を７つに分けて SM を決定した．例えば，USB

ハブと４つの USB/RS232コンバータは，共通のインターフェースを所有してい

る為，USB モジュールとして SM として定義した．他の例をあげると，オムニ

ホールとモータは機械的にもつながりが強くハードウェア上同じ性質を持って

いるため(MW modules)として定義した．ここで，明記しておかなければならな

いのは，デザインコンセプトとして，SMのデザインは，インターフェースとし

て，バックプレーンとなる基板回路に直接つながるという事が可能でなければ

ならないという点である．コネクタや固定具を含むインターフェースは，固定

して動作している間にかかる外力を考慮しておかなければならず，その上，交

換しやすいように設計しなければならない．Fig．3-33に示すように USBモジュ

ールは，インターフェースとして，16Pinのコネクタをバックプレーンとのイン

ターフェースとして設置しており，その他にバックプレーンとピンによって振

動しないように固定具で固定されている．そのため，振動等によってコネクタ

が外れてしまう事を防いでいる．また，SMは一つ一つが独立に機能を持ってい

るため故障の早期発見につながり，また固定具の交換も容易である． 

もう一つの SM を決める上でのコンセプトは，安全性である．例えば，バッ

テリーモジュールは，安全性を考慮した上でモジュール化を行っている．Musashi

は，リチウムポリマー電池を使用している．そこで，従来ロボットに使用され

る電池よりも爆発の危険性が高い．バッテリーモジュールは，上部と底部によ

って構成されている(Figs. 3-34)．このパーツは，バッテリーと配線部分を覆てお

り，約全体の 60%をモジュールのパーツによって覆っている．また，バッテリ

ーモジュールはバッテリーボックスに装着する為，装着時には約 80%以上が直

接的に外にむき出しになっていない．そこで，電池は，爆発をした際にもほと

んどの部分がモジュールを構成するパーツで覆われており爆発による外部への

被害をもたらす可能性が従来よりも低くなっている． 
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Step 3: Definition of the merged module 
   
モジュール化の概念は，ワイヤーの数を減少させる努力とSMを合併すること

によって３段階目が行われる．合併したモジュール(Merged Module: MM)は，フ

ローチャートをもとにSMの接続と考えて組み立てられ，「バックプレーン」に

接続するという概念によって実現した．バックプレーンは，MMのSMとの通信

経由基板と考えることができる．たとえば，USB，キッカーモジュール（KC）

とモータドライバ（MD）モジュールとを接続する事が可能である．バックプレ

ーンは，5つのSM（USB，KCと3つのMDモジュール）を接続して，複雑な配線

接続の問題を解決した．この5つのSMを接続したMM(バックプレーンを含む)は，

中心制御モジュール（Fig．3-35）と呼ぶ． 

  Musashi のモジュール構造は，最終的に２つの主要な MM にまとめる事がで

きる（下部モジュールと上部モジュール(Fig．3-36））．このモジュール構造を用

いる事でメンテナンス性，トラブルシューティングと輸送の容易さを考慮する

事ができ，従来のロボットよりも格段に性能が向上している．このモジュール

化によって，従来のロボットの問題である(e)と(f)を解決することができた． 
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3.8.2  全方位移動ロボット”Musashi”のキック機構  
 
ロボカップの歴史をたどると，1997 年の中型リーグ設立当初，開発されたロ

ボットには，キック機構は存在しなかった．1998 年になると，ドイツのフライ

ブルク大学によって初めてのキック機構が開発され，フライブルクのチームは

キック機構を用いる事で優勝を勝ち取った[3-4]．1998 年以降，キック機構の開

発は盛んに行われるようになり，キック機構は勝敗を左右する重要な機構の一

つとなった． 

今回，Musashiに搭載するキック機構は，ねじりバネを用いた機械式のキック

機構である．キック機構の設計指針としては以下の２つがあげられる． 

 

(a) ハイスピードのシュートをうつ事が出来る  

（おおよそ 5.0 – 6.0 m/s以上） 

(b) ボールを宙に浮かす事が出来る (高さ 1.0 m以上) 

 

一般的に，３つの機構がバネのエネルギーを使う為には必要である． 

 

(1) バネを縮めてためるメカニズム 

(2) バネを一定の力をためたまま保持する為の機構 

(3) バネの力を解放する機構 

 

新しいキック機構を３つの機構を開発する代わりに本手法では，カムを用い

たチャージ機構を用いた．カムチャージ機構は，タッチセンサにカムを一つ使

いカムの回転角度によって制御を行っている．楕円形上のカムを回転させ，そ

のカムがタッチセンサの ON/OFF の制御を行っている．タッチセンサが ON の

時はもう一つのカム（勾玉上のカム）が回転し，バネを縮めてエネルギーを蓄

える．その後，タッチセンサが OFFになったときにその地点で勾玉上のカムの

動作を停止させ，バネの力を保持して止める．その後，楕円状のカムが回転す

ると力を放出する．この機構の詳細は，“JumpingJoe”に用いているメカニズムを

参考に開発を行った[3-29,30,31](Fig．3-36)． 

この機構を用いる事で，強力なキック機構を開発する事に成功し，問題点に

あげた(g)を克服する事が出来た． 
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3.8.3  まとめ  
 
本節では，全方位移動サッカーロボット“Musashi”の開発をアミールによって

提案された”Concept of Intelligent Mechanical Design for Autonomous Mobile Robot”

に基づいて開発を行った．Musashi は，(a) Omni-directional Concept, (b) Safety 

Concept, (c) Modularity Conceptの３つの主要な設計指針をもとに開発を行って行

った． 

Omni-directional Conceptを用いる事で，全方位移動機構のプラットフォームを

開発し，以前のロボットでは，運動学的に非常に困難であった横方向や回転方

向への運動を実現し，操作性や運動能力の向上に成功した．また，全方位カメ

ラを採用する事で，ロボットの視野を拡大し，カメラでの物体の同定能力や環

境認識能力を向上させる事に成功した．また，以前使用していたプラットフォ

ームに比べ，11個あったセンサを４つに減少させる事に成功した． 

次に，様々な移動ロボットが現在開発されているが，安全性を考慮した設計

はほとんどのロボットでなされていない．そこで，本研究では，ISOを基準とし

た産業用ロボットの安全性を考慮した安全なロボットの設計を行った．その際

にロボットのリスクを見積もり，どのようにそのリスクを回避して行くかの指

針を示した．このアプローチは，アミールによって提案されたハードウェア的

なロボットの知能化の観点から考えても重要な要求の一つである．よって，ロ

ボットの知能化を果たす為，安全性に関して設計を行い，リスクアセスメント

を行う事でロボット危険部位を明らかするという手法を設計原則 Principle 8と

して提案した．また，安全な設計，保護方策，情報開示という３つのステップ

を用いた保護方策について提案した． 

最後に，ロボットの各パーツをモジュール化する事によって，ロボットのメ

ンテナンス性や信頼性の向上，輸送の際の便利性の向上などを実現した．具体

的には，３つのステップを用いる事によってロボットの各パーツをモジュール

化して，モジュール化したパーツをさらにモジュール化する事によってロボッ

トのシステムを大きなモジュール構造として開発した． 
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Fig. 3-1 Mechanical design of an autonomous mobile robot and related factors [3] 

 

 

 
Fig. 3-2 New approach to mechanical design of an autonomous mobile robot  

and related factors [3] 
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Fig. 3-3 Overview of design principles of mechanical design of  

autonomous mobile robots [3] 

 
Fig.3-4 Overview of “Mecha-telligence methodology” for mechanical design of 

autonomous mobile robots with defined task “X” [3] 
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Fig. 3-5 Simulation league 

 

 

 

 

 

 

 

 

 

Fig. 3-6 Small size league 

 

 

 

 

 

 

 

 

 

Fig. 3-7 Middle size League 
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Fig. 3-8 4-leg league 

 

 

 

 

 

 

 

 

Fig. 3-9 Humanoid league 

 

 

 

 

 

 

 

 

 

Fig. 3-10 Rescue league 
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Fig. 3-11 @home league 

 

 

 

 

 

 

 

 

Fig. 3-12 RoboCup Jr dance league 

 

 

 

 

 

 

 

 

Fig.3-13 Robocup Jr. soccer league 
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Fig. 3-14 RoboCup Jr. rescue league 

 

 

 

Fig. 3-15 Limitation of a MSL robot size 
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Fig. 3-16 The field of RoboCup MSL (18 x 12 [m]) 

 

 

 

 

 

 

Fig. 3-17 The selected type of soccer robot [19] 

2 CONTENTS

FIFA LAW 1 – The Field of Play

RoboCup Changes and Comments

RC-1.0:
The Field Attention: The above image doesn’t show correct proportions!
RC-1.0.1:
Surface

Choosing a material for the floor is the responsibility of the local organizers of
an event. The color of the field surface must be green.

RC-1.0.2:
Lighting

Artificial light sources may be hung over the field. The brightness of the lighting
on the field is at least 300 lux.

FL 1.1 Dimensions

The field of play must be rectangular. The length of the touch line must be greater than the length of
the goal line.

National Matches

Length: minimum 90m (100yds), maximum 120m (130yds)
Width: minimum 45m (50yds), maximum 90m (100yds)

International Matches

Length: minimum 100m (110yds), maximum 110m (120yds)
Width: minimum 64m (70yds), maximum 75m (80yds)

RoboCup Changes and Comments

RC-1.1:
Dimensions

RoboCup Matches

Length: minimum 8m, maximum 18m.
Width: minimum 6m, maximum 12m.
The official field size for this year is 18m × 12m.
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Fig. 3-18 The high-level specification layers including main-layer and sub layer [19] 

 

 
Fig. 3-19 Layer 1 generated from the sub-layer[19] 
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Fig. 3-20 Layer 2 generated from the layer 1 [19] 

 
Fig. 3-21 Mono-spec layer generated from the layer 2 [19] 
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Fig.3-22 Results of the mono-spec layer generation and the function design priority [19] 

 
Fig. 3-23 The results of design [19] 

The black color shows our solutions for the listed problems in the mono-spec. layer  
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Fig. 3-24 The first version of our robot equipped with eleven sensors 

 

Fig. 3-25 Musashi robot platform 

“Musashi” robot includes an omni-directional platform, an omni-vision, and a strong 

novel ball-kicking device, designed by Autodesk Inventor 3D-CAD 
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Fig.3-26 The safety example of the industrial robot  

(IDEC Co. Ltd. ) 
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Fig. 3-27 The methodology of the safety robot design 

 

 
Fig. 3-28 New Concept of Intelligent Mechanical Design for Autonomous Mobile 

Robot 
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Fig. 3-29 Identification of the danger point 
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Fig. 3-30 Estimation of the risk  
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Fig. 3-31 Flowchart of the Musashi robot 

 

Fig. 3-32 Flowchart of the Musashi robot:  

Each dash square area describes basic modules. Area 1 indicates the USB module, are 

2 the motor driver (MD) module, area 3 the kicking device (KD) module, are 4 the 

motor and wheel (MW) module, area 5 the kicker circuit (KC) module, are 6 the main, 

power and camera swiches (SW) module and are 7 battery module. 
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Out/input connector Input  

connector 

(a)  (b)  

Fig.3-33 Sigle modules 

(a): Motor driver module (MD module) including a connector as I/O 

port (b): USB module consists of two connectors for input and output port. 

Output connector is at the bottom surface. 
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Figs. 3-34 Battery module 
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Connector for 

MW modules 

Connector for 

KD module 

Central control module 

SW module  
Battery 

module 

Fig.3-35 Modules of “Musashi” robot hardware 
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Fig.3-36 Modules of “Musashi” robot 

Upper  

module  

Bottom module  
KD module  

Battery 

module  

Three MW  

modules  

Switch 

module  

Central control “merged” 

module 
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Table 3-1 Specification of a “Musashi” robot 

Item Specifications 

Size 500 ! 500 ! 800 mm 
Total Weight 18.0 kg 

Actuator DC-motor ! 3 
(Maxon, 24.0 V, 70 W) 

Motor Driver ! 3 

(Faulhaber, MCDC 2805) 

Power Supply Li-polymer battery 
(4..7 V ! 7 cells, 2000 mAh) 

Duration 0.5 hours 

Kicking Device DC motor ! 1 
(Faulhaber, 24.0 V) 

Torsion spring ! 3 

Sensors Omni-directional camera 
DC motor encoder ! 3 

Magnetic Direction sensor 
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Table 3-2 Risk assessment of the “Musahsi” robot 

 
危険源 

（危険状態，危険事象） 
危害のひ

どさ 
発生 
確率 

回避 
可能性 

リスク 
評価 

押しつぶ

し

移動機構に

轢かれる

重い 低い 大 I 

切傷 ロボットの

鋭利部と接触

重い 高い 大 II 

こすれ，

すりむき

ロボットの

鋭利部と接触

重い 高い 大 II 

衝撃 ロボットが直接

身体に接触

重い 高い 大 II 
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第４章 

ソフトウェアの知能化の例 1： 

照明環境適応型色認識 
アルゴリズムの開発 
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4.1目的  

本章では，全方位移動型サッカーロボットのソフトウェアの知能化を目的と

する. 前章で説明した，ロボカッサッカー中型リーグは，完全自律分散型の移

動ロボットの協調行動問題の良いテストベッドであり，基本的な課題が多く盛

り込まれている. この中で視覚情報処理は，課題を達成する為の重要な位置を

占めており，モータレベルの下位の制御から，ナビゲーション・パスプランニ

ングの上位の行動レベルまで多種多様に関わっている.その為，ロボットが物体

を認識する為の色認識アルゴリズムの開発は，重要な課題の一つである.本研究

では，視覚情報処理に対してニューラルネットワークを用いた知能化を行うこ

とでより高度な自律化を達成することを目標とする. 
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4.2 脳型計算処理を用いた照明環境適応型  

色認識アルゴリズムの開発   

 

4.2.1 研究背景  
多くの人々にとって見えるということは日常的なことである．多くの人々に

とって，見ることなしでは，対象物を知り，その位置関係・動きなどを判断す

ることは容易ではない．視覚の中で，色は役に立つ重要な要素の一つである．

日常生活の中で魚の眼の色で，鮮度を見分けたり，サンマの口先の色で油のの

りを見分けたり，野菜の葉先の色で鮮度を見分ける際にも色情報は役に立って

いる．また，色を認識することによって路線図や様々なグラフなどに対しても

安易に理解することが可能である．色は，視覚刺激のいろいろな特徴の中でも

目立つ特徴量である．Gegenfurtnerと Rieger[4-8]は，ヒトを被験者として遅延見

本あわせ課題をテストすると，色の付いた写真の識別と記憶は，モノクロ写真

の識別や記憶よりも良い成績を残すことが報告されている．このように色を認

識することは生態系で生活する上で重要な要素である．また，光は波の性質を

持ち，その周波数は連続的である．色認識は，ある周波数範囲の光の周波数を

動物が見分けるときに脳が行う巧妙な処理の一つである．色が物理世界に存在

するというのではなく，波長の違いを脳が色としてみているのである．つまり，

色を見るのは脳であるということである．一般にヒトは外界を自らの感覚器官

を通して受容する．その視覚の中で視覚情報の空間的配置や位置の変化や形は

外界に客観的に存在するので，自らが外界へ働きかけ，結果をフィードバック

することで外界と矛盾しない視覚像を脳内に作ることが出来る． 

色情報の生物的な抽出過程は，網膜を通る光を神経細胞が扱う電気信号に変

化する視細胞が存在し，それを基に抽出を行う．視細胞には形態の異なる，杆

体と錐体が存在する．杆体は，光感度受性が非常に高いが光に感受性を持つ物

質は一種類しかない．一方，ヒトの網膜の錐体は普通３種類存在し，短波長（青）

視物質，中波長（緑）視物質，長波長（赤）視物質のうちいずれかを持ってい

る．この 3 種類の錐体の活動の違いから光の波長を認識し，色を区別すること

が出来る[4-9,10]． 
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以上のように神経活動を行うことによって人間はフレキシブルな視覚システ

ムを備えている．この神経細胞を真似たシステムをニューラルネットワークを

用いて行う事によって，より柔軟な対応の出来る Vision システムを開発できる

のではないかと予想できる． 

ロボティクスの分野においてカメラによる外界の情報はセンサ情報として重

要な役割を果たしている．例えば，ロボカップ中型リーグにおいてロボットは，

完全に自律型で移動し，サッカーを行う為に様々なタスクを行う．そのタスク

の中で重要な課題のひとつは，サッカーを行う際の目標物（ボール，フィール

ド，白線）を色で認識する事である．また，ロボカップ中型リーグでは，年々

色認識に関する条件が高度となり，現在では天気の変化等で時々刻々と照明環

境が変化する環境での色認識が求められている． 

色認識の中で色変化を取り扱った研究は，大きく分けて２つのアプローチが

ある．一つ目のアプローチは，対象物の体表面の反射モデルを定義する事でそ

のパラメータを画像から推定する手法である[4-2,3,4]．このアプローチは，反射

光を鏡面反射と拡散反射の２つの反射成分の輪として表す２色性反射モデルが

一般的に用いられる[4-5,6]．しかし，鏡面反射を正確に推定するには，光源から

発生する鏡面の反射光を性格にカメラ等で推測する必要があり，そのためリフ

ァレンスをとるカメラが必要等，複数台のカメラが必要であり，視点や光源環

境が変化したときに新たにリファレンスを取らなければならない等の問題点が

生じる．つまり，カメラの配置に制限のあるロボットに搭載することや計算コ

ストを考えるとリアルタイム処理の必要な移動ロボットへの適応は困難である．

２つ目のアプローチはカメラを用いた直接観測により，対象物周辺の光源を推

定する手法である．出村らによると，UrVr空間を用いて対象物の色空間を構築

し，空間内の各色の分布の平均・共分散からマハラノビス距離を求めることで，

照明の変化にロバストな物体認識の手法を提案している[4-7]．このように，ロ

ボットが様々な照明環境かでもロバストに自動調節できるビジョンシステムの

開発が望まれている． 
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4.2.2 目的  
本研究では，様々な環境を想定して，それらの環境に適した色認識を行う事

が出来るビジョンアルゴリズムをューラルネットワークなどの学習アルゴリズ

ムを用いる事で構築し，非線形的な照明環境に対してロバストに対応できるア

ルゴリズムの開発を目指している． 

はじめに，様々な色を環境が静的に変化する中で 7 or 15色の色を認識できる

か USB カメラを用いて実験した．実験には，学習アルゴリズムとして，

Multi-Layer Perseptron (MLP)とモジューラ型自己組織化ネットワーク(mnSOM)

を用いてアルゴリズムを構築した．この実験によって，ニューラルネットワー

クを用いたアルゴリズムによって，様々な環境の色を判別する事が可能かを探

る． 

次にこのシステムを踏襲し，ロボカップ中型リーグ用プラットフォームに用

いてサッカーという実環境下での問題に対してロバストに色の閾値を変化させ

る事が出来るシステムの開発を目標とする．実験には，学習アルゴリズムとし

て，自己組織化マップ(SOM)，ニューラルガス（NG）, モジューラ型自己組織

化マップ(mnSOM)を用いた．実験は，静的な環境での実験とロボットが動いて

いる動的な環境での実験を行った． 
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4.2.3 USBカメラを用いた mnSOMを用いた静的環境におけ
る照明環境適応型色認識アルゴリズムの検討  

 

4.2.3.1 実験環境  
実験環境を Fig.4-1に示す．Fig.4-1に示すように背景のグリーンの中にある円

の色が何であるかを識別する．この際に，識別に使うパラメータは識別する色

の中心の RGB色相系の値(Rc,Gc,Bc)とバックグラウンドの情報（Rs,Gs,Bs）を入

力変数として使用する．なお，出力はその色の場合を１で表し，その色でない

場合を-1で示す．よって，求める出力値は，   

! 

O = (ored ,oblue ,oyellow ,!,oblack )  [ O = -1, 1]

というような形になる．この時，推定したい色のベクトルのみが 1 を示し，そ

れ以外は，－1 という出力を示すものとする．なお，色は 7 色の場合を｛オレン

ジ，青，黄色，黒，白，マゼンタ，シアン｝とする．15色の場合は，｛オレンジ，

青，黄色，黒，白，マゼンタ，シアン，赤，灰色，ピンク，パールオレンジ，

茶色，藍色，黄緑，緑｝である．実際に使用した画像は，Fig.4-2 に示す．画像

は，USBカメラを用いて撮影した． 

色は，一般的に市販されている絵の具などと同じ色を基準とする（Table 4-1を

参照）． Table 4-1に示す色のパラメータを用いて，レーザープリンタによって

印刷したものを実験に使用した． 

Table 4-1に示す上から 7色（白い部分）もしくは 15色（すべての色）を用い

て実験を行う．撮影した状況（30クラス）と照度を Table 4-3に示す．Table 4-3

における黒文字は訓練データ（27クラス），青文字は，テストデータ（3クラス）

とする． 

また，実際に撮影した画像の例を Fig.4-3に示す．Fig．4-3に示すように様々

な照明環境下で撮影した場合同じ色でも，照明の環境によって色の見え方が全

く違う．この中から訓練データとテストデータを選択しシステムに組み込むと

する．システムについては次節で説明する． 
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4.2.3.2 実験手順  
 

(1) MLPを利用したビジョンアルゴリズム実験 

MLPを用いたアルゴリズムは，入力層が 6，中間層が 10, 出力層が 15または

7（認識したい色の種類数によって変化）とする(Fig. 4-4)．このネットワークに

対して，環境(Table 4-2参照)を変化させたときにどれくらい認識できるかを実験

する．実験には，教師データとし 184 or 405 サンプル（27環境×色の種類数）

を入力して学習を行った．学習後，教師データと未学習データでどれほどの認

識率があるかを実験する．学習は，２章で示したバックプロパゲーションの学

習アルゴリズムに準ずる．学習率ηは 0.6, 慣性項は，0.0と設定した． 

 

(2) mnSOMを利用したボジョンアルゴリズム実験 

  mnSOM は，２章で示した MLP-mnSOM モジュールを応用してシステムを構

成している．モジュール内は，SOM で用いられる参照ベクトルと MLP を併せ

持っているシステムとなっている．ベストマッチングモジュールの選択には，

SOMと同様に参照ベクトルとのユークリッド距離を比較し最小のものをベスト

マッチングモジュールとする．次に，ベストマッチングモジュールと選択され

た内部に存在するMLPを用いて色を推定する．このMLPは，入力層が３( 

画像の中心の RGB値），中間層を 10，出力層を 15 or 7(認識したい色の種類数に

よって変化)とする(Fig. 4-5)．このネットワークに対して，環境(Table 4-2参照)

を変化させたときにどれくらい認識できるかを実験する．実験には，教師デー

タとし 184 or 405 サンプル（27環境×色の種類数）を入力して，学習を行った．

学習後，教師データと未学習データでどれほどの認識率があるかを実験する．

学習は，２章で示したバックプロパゲーションの学習アルゴリズムと SOMの参

照ベクトルの更新アルゴリズムに準ずる．なお，学習に使用した各パラメータ

を Table 4-3に示す． 
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4.2.3.3 実験方法  
 

  実験は 30[cｍ]の距離から撮影した USB カメラの画像をもとに色認識を行う.

教示データは USBカメラからの画像を元に様々な環境下（27個のクラス）を用

いて実験する.Fig. 4-2で示した入力データ（Rc, Gc, Bc, Rs, Gs, Bs）を元に学習デ

ータより学習を行い，未学習データ（3個のクラス）を用いて実験を行う. 

 

【実験１】 

使用するデータ： 7色（データ数） 27クラス（教示データ） 

  7色（データ数）  3クラス（教示データ） 

{クラス 3，18，27} 

実験に使用するニューラルネットワーク： バックプロパゲーション，

MLP-mnSOM  

 

学習回数： 10000, 20000,30000,40000,50000,100000,200000回の認識率を表示 

 

【実験２】 

使用するデータ： 15色（データ数） 27クラス（訓練データ） 

  15色（データ数）  3クラス（訓練データ） 

｛クラス 3，18，27｝ 

 

実験に使用するニューラルネットワーク： バックプロパゲーション 

MLP-mnSOM  

 

学習回数： 10000, 20000,30000,40000,50000,100000,200000回の認識率を表示 
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4.2.3.4 実験結果  
 

(1) 実験１の結果 

 

実験１の結果を以下の Table 4-4,5,6,7に示す.Table 4-4,5,6,7に示すように教示

データを学習後にテストしてみたところ，バックプロパゲーション単体も

MLP-mnSOM アルゴリズムの両方においてかなり高い確率で認識できることが

わかる.未学習データに関しては，サンプル数が少ない事を考慮しなければなら

ないが，MLP-mnSOMを用いると正答率が上昇することが分かる. 

  Figs. 4-6,7に 7色のデータを用いて行った実験の BP学習の結果と識別不可能

だった画像を表示する.このとき，正しく認識したデータに関しては赤丸で表示

しており，誤認識したものは黒丸で表示するようにしてある.一列が１つの照明

環境（左からオレンジ，青，黄色，黒，白，マゼンタ，シアン）となっている.

図を見て分かるように誤認識した画像は，暗くて見えないなどの特徴がすべて

のデータで現れている訳ではない.照度の暗い画像（上から 12番目のクラスは真

っ暗）に対しても認識できていることが分かる.これはバックグランドの閾値と

中心の閾値両方が若干ではあるが異なっているため，偶然認識できた可能性が

ある. 

Fig.4-8では今回使用したMLP-mnSOMの環境を特徴マップとして表現した

ものを示す.特徴マップの格子内にラベルが貼付けられている文字は，場所と照

度を示している.照度を考慮すると右下部分には暗い照度のものが集まり，対称

的に左上には明るい環境がマッピングされている.また，同じ場所で取った画像

は近い位置に分布しており，環境が似ていることが特徴マップより分かる.なお，

特徴マップの色は近傍のモジュールとの距離を表しており，青→緑→赤となる

につれて近くから遠くになっているということを表現している. 
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(2) 実験 2の結果 

 

 実験 2結果を以下の Table 4-8,9,10,11に示す.Table 4-8,9,10,11に示すように教師

データを学習後に教師データのテストを行うとバックプロパゲーション(BP)と

MLP-mnSOM 両方のアルゴリズムとも実験１に比べてかなり正答率が低くなっ

たことが伺える.未学習データに関してもサンプル数に対して正答率が低く

50[%]程度の正答率である.BP システム・MLP-mnSOM のシステムの両方とも同

じ認識性能であり，実用的ではない正答率である. 

以下に，実験１と同様に BPの訓練データをテストした結果を Fig.4-4に示す.

一列が１つの環境を示し，正確に出力されたものを赤丸で，誤認識したものを

黒丸で示す.Fig.4-9をみて分かるように 10列目（ピンク），11列目の色（パール

オレンジ）の認識率が極端に低い，これは，Table 4-1に示すように色相に関し

てはほとんど差がなく，彩度は光の受け方によってほとんど認識できないこと

意味している. 

また，同様に BPの未学習データを実験した結果を Fig. 4-10に示す. 10列目（ピ

ンク）と 11列目の色（パールオレンジ）の認識率が低いことが分かる.また，一

番上のクラス（環境３，Table 4-2を参照）の認識率が低いこともわかる. 

 次に，MLP-mnSOMを用いて行った実験に作成された特徴マップを Fig. 4-11に

示す.この図を見て分かるように実験１と同様に環境を認識したマップが生成さ

れている.しかし，今回の実験では環境を認識する中で与えた教示データ以外の

モジュールと未学習データとして与えたデータが上手く手こうしなかったと思

われる.よって，認識率が低下したと推測できる. 
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4.2.3.5 考察  
 
今回の実験を通じて，ニューラルネットワークを用いたビジョンアルゴリズ

ムの可能性を示した.今回の実験では照度の低いデータや高いデータをテストデ

ータとして導入したため，難しい課題ではあったが 7色に関してはMLP-mnSOM

を用いて環境認識を行えば 80%以上認識可能であるという性能が示された.今回

使用した色（7色と背景色）は最低限 Robocup中型リーグで必要となる色である.

よって，必要な色の閾値を出力することができれば試合環境下でも十分に使え

る可能性がある. 

しかし，今回の実験では出力に関しては色の識別を 1.0 or -1.0で出力した.こ

こで考慮しなければならないのは，このシステムで果たして本当にロボットに

組み込むことが出来るかどうかである.実際にロボットに組み込むには，色認識

を閾値によって設定し範囲を設けて，ロボットに出力するシステムが必要であ

る.よって，今回のモジュールを改良して閾値などを出力するシステムへの改良

が必要となる.また，ロボットに組み込むには様々なことを考慮しなければなら

ない.そこで，ロボティクスの面からこのシステムを使用するために必要なこと

を考察する. 

今回使用したシステムは，大きなシステムとなっているため計算時間がかか

る可能性がある.ロボティクスの面において，画像処理はリアルタイム性が重要

な課題となる.そこで本研究で用いた MLP-mnSOM の処理能力をはかる必要が

ある.実際に現在全方位移動ロボット Musashi で使用しているカメラの場合，1

秒間に 30フレームの画像を解像度 480x480ピクセルで送信することが可能であ

る.つまり，1 つの処理に関して，約 33[ms]以内での色認識処理ができればロボ

ットに適したビジョンシステムが必要となる.このようなことを考慮した場合，

ロボットが動いている状況下でのオンラインでの学習は，現在のシステムを考

えると非常に難しい.そこであらかじめ学習させたデータを用いて環境を認識し

てロボットを行動させることが重要となるであろう.また，現在のシステムを組

み込むためには背景色となる色を抽出し，その色によって照度などのキャリブ

レーションをネットワーク内部で調整する必要がある.今回の場合緑色を背景色

としたが，実際に使用する場合にはリファレンスとなる色をロボット内に装着

しそのリファレンスをもとに色認識をする方法が良いと考えられる.  

 

 



 118 

 

次に，実験 2について考察する.実験２の結果をみてわかるように 15色と識別

する色の種類を増やすと，今回のシステムでは実用出来るシステムとは考えら

れない.これらの誤認識が起こった理由を考察していく.まず，今回の実験で使用

した色に関して考える.色に関しては似ている色を 15 色のうち多数用意した.青

と藍色，ピンクとパールオレンジとオレンジ，これらの環境に関しては，認識

率が低いことが Fig. 4-9を見ればわかる.実際の HSV空間において，上に挙げた

色の対は，彩度が異なり，色相がかなり近い値を示す.このように彩度のみが変

化する色は，識別が困難であると考えられる.また，暗い環境においては色彩を

決める範囲が狭いため，判別が困難であるのではないかと考えられる. 

また，今回は 1エポック（mnSOMにおける 1連の学習アルゴリズム）１回に

対してモジュール内のMLPネットワークの学習回数は 1回として設定した.これ

によって，学習率は近傍半径が減少すると下がるので時定数τを 50とした場合，

学習率は早い段階で収束してしまう.よってその後は BMM となったモジュール

以外はほとんど学習しないので，環境の難しい条件では BMM 以外のモジュー

ルが学習不足になっているのではないかと考えた.しかし，以下の Table 4-12,13

に示すように 1 エポックに付き MLP を 10 回学習させた場合も性能は向上しな

かった.よって，他のパラメータの調整やモジュール自体の改良が必要となって

くると考えられる.他に考えられる改良方法としては，モジュール数を増やすこ

とによって多くの環境を推定することが考えられる.これは，システムが大きく

なるなどロボットに組み込む場合，多くの問題があるが認識率を向上させるた

めには有効な手段かもしれない. 

今回実験した環境に関しては，Fig.4-3 に示すように背景色の色がかなり変化

している. リファレンス（入力）となる色情報は多数の点から平均値を用いると

よりロボットに組み込む場合，性能が向上するかもしれない. 

以上より多くのパターンの色を認識するシステムを実現するのは現在のシス

テムでは，非常に難しいと考えられる.よって，これらを実現するためにはモジ

ュールの各部のパラメータ，モジュール内部のニューラルネットワークシステ

ムの再考察，より多くの環境を学習データとして提示するなどを行って再設計

する必要がある.そこで，次に全方位移動ロボット Musashi に組み込む為の色認

識アルゴリズムを開発した. 
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4.2.4全方位移動サッカーロボット Musashiに搭載した学習
を用いた照明環境適応型色認識アルゴリズムの検討  

 

4.2.4.1 ロボカップ中型リーグにおける色抽出  
 

ロボカップ中型リーグにおいて，ロボットは，対象物体の認識を色抽出に

よって行っている.例えば，ボールはオレンジ，フィールドは緑，ラインは白と

いった具合である.これらの対象物を認識する事で，ロボットは自律的に自己位

置の推定やボールをゴールまで運んでシュートするといった一連の動作を行っ

ている.そのため，ロボットが，対象物を色によって認識する事はタスクを遂行

する上で重要な要素技術の一つでる.照明環境は，窓などが多く存在する環境の

場合，天気等の影響を受けるため照明環境に適した色推定手法が必要である.そ

こで，前節に置いて，ニューラルネットワークを用いた照明環境適応型色認識

アルゴリズムを応用して，ロボカップ中型リーグに適したアルゴリズムに改良

を行う.
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4.2.4.2 従来の色抽出手法  
従来のロボットでは，全方位カメラを使用し，色抽出する事によって物体

を認識している.IEEE1394 カメラから PCには，YUV色相系で表現された各色 8

ビットの信号が送られてくる.このとき，画像中からボール O（オレンジ）を認

識するには以下の式が用いられる.

(4.1) 

 

    (4.2) 

 
     (4.3) 

 このとき，上付きインデックスは，対象物の色を示す.Vは，YUV色相系の V

の値であり，Hは，HSV色相系の色相の値である.この２つの閾値によって２値

化した画像の論理和を取る事によって，ロボットは，抽出された領域をボール

として認識する.同様に，フィールド G（緑色）とライン W(白色)は，以下の式

によって与えられる. 

! 

G =Ug (4.4) 

 
      (4.5) 

 

! 

G =Ug      (4.6) 
 

     (4.7) 

 

! 

Sw " Smin
w ,Smax

w# $     (4.8) 

現在これらの閾値は，試合直前にユーザによって試行錯誤的に数値を決め

ていた.しかし，照明の環境が時々刻々と変化する中では，固定の閾値では，色

認識は非常に困難な状況となっている(Fig. 4-12参照)[4-11].

! 

O = (V o"Ho)

! 

V o " [Vmin
o ,Vmax

o ]

! 

Ho " [Hmin
o ,Hmax

o ]

! 

Ug " [Umin
g ,Umax

g ]

! 

Y w " [Ymin
w ,Ymax

w ]
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4.2.4.2 提案手法
 

4.2.4.2.1  入出力データ  
ロボットのカメラ近傍に基準となる４色（緑，赤，青，白）をテンプレート

として配置する(Fig.4-13).この基準４色のテンプレートをカメラで撮影したと

きに得られる YUV 色相系の値を入力ベクトル xとする.

    (4.9) 

ここで，YUVの原信号は 8ビット([0,255])で表現されているが，式(9)は，

-1.0 から 1.0 の範囲で正規化を行っている.色認識アルゴリズムの出力ベクトル

は，ロボカップ中型リーグの物体認識に必要であるボールのオレンジ，ライン

の白，フィールドの緑を抽出するための各色の閾値である（式（4.10））. 

! 

y = Vmax
o ,Hmax

o ,Umax
g ,Ymin

w ,Smin
w( )  (4.10) 

上付きのインデックスは，oがオレンジを表しており，gが緑，wが白を意

味している.下付き文字は，上限か下限かを示している.上記のベクトル，x と y
の組を学習ベクトルとする. 

! 

x = (Yg ,Ug,Vg ,Yr,Ur,Vr,Yb ,Ub,Vb ,Yw,Uw,Vw )
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4.2.4.2.2  自己組織化マップ(SOM)を用いた手法  
 

１つ目の手法として，自己組織化マップを用いた推定手法を提案する.この時

に使用するベクトルは，(4.11)式によって与えられる. 

 
 

! 

" i = xi yi[ ]     (4.11) 

自己組織化マップは，入力ベクトル x によって，照明環境をクラスタリン

グし，同時にロボットとへの出力を行うベクトル y を学習し，近傍ユニットに

よって近い環境を補間する事を想定して用いた.本稿で用いる自己組織化マップ

の計算は，以下の４つのプロセスによって示される(２章参照).Table 4-14は学習

時に使用する関数及びパラメータである. 
 

4.2.4.2.3  ニューラルガス(NG)を用いた手法  
 
ニューラルガスは，ベクトル量子化に用いられるネットワーク構造であり，

SOMに非常に似たネットワークである.しかし，SOMは隣接関係が各ユニット同

士に存在しているのに対して，NG は，各ユニットが独立的に学習を行うため，

自由に移動する事が可能である.そのため，少ないユニットの量で写像関係を発

現できる事が予想される.学習のアルゴリズムは，基本的に SOMのアルゴリズム

と同様であるが，競合プロセスにおいて，BMU を決定する際に，それ以外の部

分にもユニットに対する距離の近さによってランキングを決定する. 以下に学

習プロセスを示す.なお，アルゴリズムに使用する変数は，Table 4-14 に準ずる.

アルゴリズムは２章を参照とする． 

 

 

4.2.4.2.4  モジューラ型自己組織化マップ(mnSOM) 
を用いた手法  

 
モジューラ型自己組織化マップ(mnSOM)は，SOMを拡張したもので，ここ

で用いる mnSOM はバックプロパゲーションを利用した階層型ニューラルネッ

トワーク(MLP)と SOM を組み合わせた MLP-mnSOM である.前節で示した色認

識アルゴリズムを応用して，今回のシステムを作成する.今回提案するシステム
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では，mnSOM内の各モジュールにMLP及び参照ベクトルが存在する.参照ベク

トル uは，入力ベクトル x と同じ次元存在する.また，MLPは，入力ベクトル x

を入力として，出力ベクトル y を教師信号とし，バックプロパゲーションによ

って学習を行う. 

mnSOMの学習アルゴリズムも４つのプロセスによって構成されている(２

章参照).Table 4-15は学習時に用いる関数を示す. 

 

4.2.4.3 実験方法  
  実験は，静的な環境(実験１)と動的な環境（実験２）を想定して実験を行った.

静的な環境では，ロボット本体は，動作させず様々な照明環境を用いて，ロボ

ットが動作する為に必要な色（オレンジ，緑，白）を認識する事が可能である

かを実験した.この時，計 17種類の環境を学習ベクトルとして与えた(Table 4-16

参照).その際の照度は，10~18640 [lx]の値を用いた.照明条件としては，蛍光灯の

み，蛍光灯と日光，日光のみ（屋外），オレンジ色の白熱灯，白色の白熱灯，オ

レンジ色と白色の白熱灯の両方を用いた.また，未学習データとして，計 8 種類

の環境を作成した.その際の照度は，2 ~ 980 [lx]として，蛍光灯のみ，蛍光灯と

日光，日光のみと環境自体は，似ているが学習済ベクトルとは別の照度のもの

を用いた(Table 4-17参照).30000回の学習を各アルゴリズム（SOM, NG, mnSOM）

で行い，その際の学習にかかった時間，学習済ベクトルとの勝者となったユニ

ット(モジュール)の距離の最小自乗誤差，ロボットに搭載した際のアルゴリズム

全体にかかる CPU 時間，未学習データの認識率を比較検討する.なお，学習は，

マップサイズを 10x10とし，30000回行った. 

動的な環境では，ロボットが動作を行っている最中に照明の環境を変化させ

たときにロボットが色を認識する為の閾値をどのように変化させているかを観

察する.また，各アルゴリズムがどのようにして，閾値を変更しているかを勝者

ユニットがどのように遷移しているかを確かめる.使用する照明環境は，蛍光灯，

蛍光灯と日光，日光のみという環境を用いた.Fig. 4-14に示すようにスタート地

点から暗い環境，少し暗い環境（日光あり），明るい環境と照明条件は同じだが

照度の異なる環境を移動させる.この際に学習は，400 [lx], 100[lx], 50 [lx], ボーダ

ー付近で学習データを４つ作成した.作成した学習データを各アルゴリズムに挿

入し，ロボットを矢印の方向に動かしたときの閾値や勝者ユニットの変化を観

察した.マップサイズは，６x６とし，３万回学習させた.
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【実験１】 

使用するデータ： 学習データ   17環境（Table 4-16参照） 

   未学習データ 8 環境(Table 4-17参照) 

 

使用した照明条件：蛍光灯のみ，蛍光灯と日光，日光のみ， 

  白熱灯（オレンジ），白熱灯（白），白熱灯（オレンジと白） 

 

実験に使用するニューラルネットワーク：  

自己組織化マップ(SOM), ニューラルガス（NG）， 

モジューラ型自己組織化マップ(mnSOM) 

 

各アルゴリズムのマップサイズ :  10 x 10 

 

学習に使用した PC :  MacBook (CPU: 2 Ghz Intel Core 2 Duo,  

                    Memory : 2 GB 667 Mhz DDR2 SDRAM) 

 

比較項目： 学習 30000回にかかる CPU Time, 学習データと勝者ユニットとの

最小自乗誤差，実行モードでのアルゴリズム 1ループの CPU Time, 未学習デー

タの認識率  

 

学習回数： 30000回 

 

近傍関数：最大 15.0 

          最小   1.0 

 

時定数： 300 
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【実験２】 

使用するデータ： 学習データ   4環境（Table 4-20参照） 

 

使用した照明条件：蛍光灯のみ，蛍光灯と日光，日光のみ， 

   

 

実験に使用するニューラルネットワーク：  

自己組織化マップ(SOM), ニューラルガス（NG）， 

モジューラ型自己組織化マップ(mnSOM) 

 

各アルゴリズムのマップサイズ :  6 x 6 

 

学習に使用した PC :  MacBook (CPU: 2 Ghz Intel Core 2 Duo,  

                    Memory : 2 GB 667 Mhz DDR2 SDRAM) 

 

比較項目：  

 

学習回数： 30000回 

 

近傍関数：最大 6.0 

          最小   1.0 

 

時定数： 300 
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4.2.4.4 実験結果  
(1) 実験１の結果 

実験１の結果を以下の Table 4-18に示す.Table 4-18に示すように，学習にかか

る時間は，明らかに SOMと NGが早い.学習済みデータに対するベストマッチン

グユニットとの平均自乗誤差は，すべてのアルゴリズムで誤差が小さい.ロボッ

トに踏査ししたときの画像処理の速度を考慮すると SOMとNGが２倍ほどのス

ピードで処理する事が出来るため，SOMと NGが実用的である.最後に未学習デ

ータに対する認識率を考えると，ほとんど差はないが多少 NGと mnSoMが優れ

ている. 

 

(2) 実験２の結果 

実験２の結果をアルゴリズム毎に示す.SOM を用いたアルゴリズムで勝者ユ

ニット(BMU)の変化を Fig.4-15 に示す.勝者ユニットが環境によって変化してい

ることが読み取ることが出来る.Fig.4-16に今回の学習で用いられた SOMの特徴

マップと勝者ユニットの遷移について示す.学習ベクトルに対して，環境が変化

するとユニットを明るい方からくらい方へと移動していることがわかる.また，

遷移の途中では境界部分の学習ベクトルの方を経由して暗い環境に移動してい

ることもわかる.次に，Fig.4-17 に色の閾値の遷移について示す.ユニットが変化

すると同時に各色の閾値も更新されていることがわかる.暗い環境では閾値を大

きく取り，明るい環境では，環境に応じた値へと変更されていることがわかる.

次に，NGを用いたアルゴリズムで勝者ユニットの変化を Fig.4-18に示す.少ない

勝者ユニットしか，選択していないことがわかる.Fig. 4-19に示すように，NGを

用いたときの色の閾値の変化を見ると，少ないユニット数の移動しかないが十

分に閾値が変化していることがわかる.最後に, fig.4-20に mnSOMを用いたアル

ゴリズムで勝者モジュール(BMM)の遷移を示す.mnSOM も同様に少ないモジュ

ール数で近似されていることがわかる.また，Fig.4-21 に今回の学習で用いられ

た mnSOMの特徴マップと勝者モジュールの遷移を示す.mnSOMでは，暗い特徴

のモジュール空間は選択されず，明るい空間でモジュールが変化している.しか

し，モジュール内のニューラルネットワークが働き閾値は，時々刻々と変更し

ていることが，Fig.4-17よりわかる.よって，mnSOMの場合，勝者モジュールが

同じであっても，そのモジュール内で入力によって微妙に閾値が調整されてい

ることがわかる. 
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4.2.4.5 考察  
 

 今回の実験を通じて，学習を用いた照明環境適応型色認識アルゴリズムの可能

性を示した.今回の実験では，静的な環境と動的な環境と２つの実験を行った.静

的な環境では，３つのアルゴリズム（SOM, NG, mnSOM）を用いて性能の比較

を行った.実験の結果，静的な環境においては，NG が一番理想的なアルゴリズ

ムであると考えられる.まず，学習の速度に関しては，アルゴリズムの性質上，

mnSOMが NGに比べて４倍ほど学習に時間がかかる.つまり，将来のオンライン

で学習を想定すると NG がベストである.また，勝者ユニットと学習済ベクトル

との最小自乗誤差は，SOMと NGが良い.また，実行モードでの CPU Timeを考

えると SOM, NG を使うのが現実的である.また，未学習のデータに関しては，

NG, mnSOMが良いが認識率としては，１つ誤認識が SOMの方が多かっただけ

であまり差はない.そこで， 総合的に考えると NG が一番性能の良いアルゴリ

ズムと静的環境の実験では言える.また，他の先攻研究と比較検討すると，出村

らによって行われた研究成果[4-7]と比べると, 認識率はデータが同一ではない

ため比べる事不可能だが，実行モードでの時間を比べると，出村らの研究では，

画像処理の時間に 157 [msec]必要であるのに対して，本研究では NG では

58[msec]と約３倍の速度で計算することが可能である.これは，移動ロボットが

リアルタイムで処理をしなければ，状況を把握することが困難であることを考

えると非常に良い結果が得られた.また，出村らの研究では背景色がわかってい

なければ，推定したい色を認識できないという難点がある.つまり，RoboCup の

ような特定な環境を想定すれば出村らのアルゴリズムは有効であるが，移動ロ

ボット全般を考えると，特定の環境のみでしか動かないアルゴリズムでは不十

分である.本研究のアルゴリズムでは，推定したい色の学習データを収集すれば，

リファレンスとなる色の変化と出力したい色の変化を様々な形で応用すること

が可能である.  

次に，実験 2 の動的な環境について考察する.動的な環境を用いて実験を行っ

たが，すべてのアルゴリズムで環境の変化によって勝者が変化して，閾値が変

化していることがわかる.モジュールの変化を考えると，NG と mmSOM が非常

に少ないモジュール数で実行されていることがわかる.以上より，モジュール数

を少なくすることによって各アルゴリズムは，計算時間が短く済むことを考え

ると NG，mnSOMがアルゴリズム上性能が良いと考えられる.しかし，実験１の



 128 

結果を踏まえると，実行モードでの CPU 時間を考慮して，NG が最適ではない

かと考えられる.ただし，ロボットが細かい照明環境の変化に対して対応しなけ

ればならないのであれば，細かな閾値の変更を可能としている mnSOM が有効

かもしれない. 

以上より様々な環境において色を認識するシステムを３つのアルゴリズムを

比較検討することで実験を行った.結果，アルゴリズムの性能，実行時間や学習

にかかる時間，静的・動的環境での有用性をふまえて，NGがアルゴリズム上一

番性能がよいと考えられる[4-13,14,15]. 

 

4. 3 まとめ  

 
ソフトウェア的な知能化のアプローチとして，照明環境適応型色認識アル

ゴリズムの開発を行った.はじめに，USB カメラを用いた静的な環境において，

ニューラルネットワークを用いたアルゴリズムを用いることで，7 色もしくは

15色の色情報を判別できるかを実験した.この実験を通じて，ニューラルネット

ワークを用いたビジョンアルゴリズムの可能性を示した.実験では，照度の極端

に低いデータや高いデータを入れたので難しい課題ではあったが 7 色に関して

はMLP-mnSOMを用いて環境認識を行えば 80%以上認識可能であるという性能

が示された.そこで，アルゴリズムの出力部分を認識したい色の閾値に変更する

ことによって，様々な移動ロボットへの適用が可能であると考えた. 

次に，USBカメラの実験を踏まえ，全方位移動サッカーロボット”Musashi”の

システムに適応するようにアルゴリズムを変更した.このときに３つのアルゴリ

ズムを用いて比較検討する事で有用性を確かめた.使用したアルゴリズムは，

SOM, NG, mnSOMを用いた.比較項目として，静的な環境（ロボットが静止した

状態）での 30000 回の学習にかかる時間，勝者ユニット（モジュール）と学習

済データとの最小自乗誤差，実行モードでの CPU時間，未学習データの認識率

等を比較した.比較した結果，NG を用いたアルゴリズムが一番良い性能を示し

た.また，動的な環境に置いても，環境に適応しながら色認識アルゴリズムが堂

際している事を確認した.また，モジュールの変化等を考慮すると NG を用いる

と少ないユニット数での写像が可能であると示す事が出来た.そこで，NG が最

適なアルゴリズムではないかと考えられる. 
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以上のようにロボットをハードウェア的なアプローチやソフトウェア的なア

プローチから知能化して開発する事によって，ロボットは以前使用していたロ

ボットに比べ格段に性能を向上する事が出来た.実際にロボカップ中型リーグに

置いて，４年間で国内大会で３度の優勝と１度の準優勝，世界大会ではベスト

４（１回），ベスト６（２回），ベスト８（１回）に進出する等の成績を収めて

いる. 
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Rc,Gc,Bc 

Rs,Gs,Bs 

Fig.4-1 Testing data environment 

Fig.4-2 Testing data  
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(a) class 1 

orange 

(b) class 1 blue (c) class 1 

white 

(d) class 2 

orange 

(e) class 2 blue (f) class 2 white 

(g) class 4 

orange 

(h)class 4 blue (i) class 4 white 

(j) class 15 

orange 

(k)class 15 blue (l)class 15 

white 

(m) class 23 

orange 

(n) class 23 blue (o) class 23 white 

Fig.4-3 Sample of color data 
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Fig. 4-4 BP vision system 

 

 

 

Fig. 4-5 mnSOM’s functional module in our algorithm 
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Fig.4-6 Result of BP learning (SOMg Canvas) and error color picture 

(a) learning data 
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Fig.4-7 Result of BP test data(SOMg Canvas) and error picture 
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暗い 

Robocup 

room 

Entrance 

Gym 

lab 

特殊環境 

Fig.4-8 Result of mnSOM feature map 
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Fig.4-9 Result of BP experiment II learning data error sample 

picture 

Fig.4-10 Result of BP experiment II test data 

Class 4 output errors sample 
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明 る

い 

暗い 

Robocup 

room 

Entrance 

Gym 

特殊環境 

Fig.4-11 Result of mnSOM feature map 
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Fig. 4-12 Conventional color extraction algorithm  

 

 

Fig. 4-13 The omni-directional mobile Soccer Robot “Musashi 
Color reference template are put around the omni-directional camera 
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Fig. 4-14 Lighting Condition of the Experiment: Arrow shows the robot movement 

 

 

 

Fig.4-15 Transition the units by SOM algorithm 
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Fig. 4-16 Transiton of the unit in feature map by SOM algorithm 

 

 

Fig. 4-17 Transition the threshold by SOM algorithm 
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Fig. 4-18 Transition the units by NG algorithm 

 

 

 

 

Fig. 4-19 Transition the threshold by NG algorithm 
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Fig. 4-20 Transition the modules by mnSOM algorithm 

 

 

Fig. 4-21 Transition the modules and feature map by mnSOM algorithm 
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Fig.4-22 Transition the thresholds by mnSOM algorithm 
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Table 4-1 Test Color 

色 H(deg) S(%) V(%) 

オレンジ 31 94 94 

青 240 100 100 

黄色 50 100 100 

黒 0 0 0 

白 0 0 100 

マゼンタ 300 100 100 

シアン 180 100 100 

赤 0 100 100 

灰色 0 0 50 

ピンク 4 33 97 

パールオレンジ 26 39 95 

茶色 30 100 60 

藍色 207 54 40 

黄緑 140 100 100 

緑  156 100 71 
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Table 4-2 Condition of test environment 
クラス 撮影場所 暗さ 照度(lx) 

1 石井研究室 明るい（外光あり） 300 

2 石井研究室 暗い（外光あり） 110 

3 石井研究室 中間（外光あり） 180 

4 石井研究室 極端に暗い（外光あり） 12 

5 COE 部屋 明るい（外光あり） 409 

6 COE 部屋 暗い（外光あり） 51 

7 ロボカップ部屋 明るい（外光あり） 330 

8 ロボカップ部屋 中間（外光あり） 155 

9 ロボカップ部屋 極端に暗い（外光あり） 17 

10 ロボカップ部屋 明るい（外光なし） 360 

11 ロボカップ部屋 中間（外光なし） 210 

12 ロボカップ部屋 極端に暗い（外光なし） 15 

13 屋外 明るい 260 

14 屋外 明るい 670 

15 屋外 極端に明るい 1450 

16 水中ロボット部屋 暗い（外光あり） 112 

17 水中ロボット部屋 暗い（外光あり） 55 

18 水中ロボット部屋 極端に暗い（外光あり） 20 

19 水中ロボット部屋(basic) 暗い（外光なし） 100 

20 水中ロボット部屋(basic) 暗い（外光なし） 50 

21 水中ロボット部屋(basic) 極端に暗い（外光なし） 20 

22 エントランス 中間（外光あり） 195 

23 エントランス 中間（外光あり） 160 

24 エントランス 明るい（外光あり） 5８0 

25 体育館 暗い(照明白熱灯[both(orange,white)]） 120 

26 体育館 暗い（照明白熱灯[white] 60 

27 体育館 極端に暗い 27 

28 体育館 暗い（照明白熱灯[orange] 55 

29 体育館 暗い（照明白熱灯[mix(orage,white)]) 55 

30 体育館 暗い(照明白熱灯[mix(white,orange)]) 60 
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Table 4-3 Parameters of MLP-mnSOM 
モジュール数 10x10 

最小近傍半径 σmin 2.0  

最大近傍半径 σmax 15.0  

時定数 τ 50.0  

安全率 β 0.9  

MLP の入力層のユニット 3  

MLP の中間層のユニット 10  

MLP の出力層のユニット 7 or 15 

学習係数 η 0.6  

慣性項  α 0.0  

 

 

Table 4-4 Result of BP experiment I about learning data 

  
パターン

数 
誤認識数 正解数 正答率 学習回数 

訓練データ 189 21 168 88.88889 10000 

訓練データ 189 18 171 90.47619 20000 

訓練データ 189 17 172 91.00529 30000 

訓練データ 189 17 172 91.00529 40000 

訓練データ 189 16 173 91.53439 50000 

訓練データ 189 13 176 93.12169 100000 

訓練データ 189 10 179 94.70899 200000 
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Table 4-5 Result of MLP-mnSOM experiment I about learning data  

  
パターン

数 
誤認識数 正解数 正答率 

モジュー

ル数 
学習回数 

訓練データ 189 23 166 87.83069 100 10000 

訓練データ 189 22 167 88.35979 100 20000 

訓練データ 189 23 166 87.83069 100 30000 

訓練データ 189 22 167 88.35979 100 40000 

訓練データ 189 22 167 88.35979 100 50000 

訓練データ 189 21 168 88.88889 100 100000 

訓練データ 189 17 172 91.00529 100 200000 

 

 

 

Table 4-6 Result of BP experiment I about non-learning data 

  
パターン

数 
誤認識数 正解数 正答率 学習回数 

テストデータ 21 7 14 66.66667 10000 

テストデータ 21 8 13 61.90476 20000 

テストデータ 21 8 13 61.90476 30000 

テストデータ 21 8 13 61.90476 40000 

テストデータ 21 7 14 66.66667 50000 

テストデータ 21 8 13 61.90476 100000 

テストデータ 21 7 14 66.66667 200000 
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Table 4-7 Result of MLP-mnSOM experiment I about non-learning data 

  
パターン

数 
誤認識数 正解数 正答率 

モジュー

ル数 
学習回数 

テストデータ 21 5 16 76.19048 100 10000 

テストデータ 21 4 17 80.95238 100 20000 

テストデータ 21 5 16 76.19048 100 30000 

テストデータ 21 5 16 76.19048 100 40000 

テストデータ 21 6 15 71.42857 100 50000 

テストデータ 21 7 14 66.66667 100 100000 

テストデータ 21 4 17 80.95238 100 200000 

 

 

 

 

Table 4-8 Result of BP experiment II about learning data 

  
パターン

数 
誤認識数 正解数 正答率 学習回数 

訓練データ 405 195 210 51.85185 10000 

訓練データ 405 169 236 58.2716 20000 

訓練データ 405 146 259 63.95062 30000 

訓練データ 405 140 265 65.4321 40000 

訓練データ 405 134 271 66.91358 50000 

訓練データ 405 125 280 69.1358 100000 

訓練データ 405 116 289 71.35802 200000 
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Table 4-9 Result of MLP-mnSOM experiment II about learning data 

  
パターン

数 
誤認識数 正解数 正答率 

モジュー

ル数 
学習回数 

訓練データ 405 124 281 69.38272 100 10000 

訓練データ 405 106 299 73.82716 100 20000 

訓練データ 405 107 298 73.58025 100 30000 

訓練データ 405 113 292 72.09877 100 40000 

訓練データ 405 110 295 72.83951 100 50000 

訓練データ 405 100 305 75.30864 100 100000 

訓練データ 405 98 307 75.80247 100 200000 

 

 

Table 4-10 Result of BP experiment II about non-learing data 

  
パターン

数 
誤認識数 正解数 正答率 学習回数 

テストデータ 45 29 16 35.55556 10000 

テストデータ 45 29 16 35.55556 20000 

テストデータ 45 29 16 35.55556 30000 

テストデータ 45 29 16 35.55556 40000 

テストデータ 45 25 20 44.44444 50000 

テストデータ 45 23 22 48.88889 100000 

テストデータ 45 25 20 44.44444 200000 
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Table 4-11 Result of MLP-mnSOM experiment II about non-learning data 

  
パターン

数 
誤認識数 正解数 正答率 

モジュー

ル数 
学習回数 

テストデータ 45 30 15 33.33333 100 10000 

テストデータ 45 25 20 44.44444 100 20000 

テストデータ 45 26 19 42.22222 100 30000 

テストデータ 45 25 20 44.44444 100 40000 

テストデータ 45 25 20 44.44444 100 50000 

テストデータ 45 26 19 42.22222 100 100000 

テストデータ 45 25 20 44.44444 100 200000 

 

Table 4-12 Result of MLP-mnSOM about learning data (10 bp learing/ epoch) 

  パターン数 誤認識数 正解数 正答率 
モジュール

数 

ｍｎSOM

学習回数 

モジュール

内学習 

訓練データ 405 132 273 67.40741 100 10000 100000 

訓練データ 405 124 281 69.38272 100 20000 200000 

訓練データ 405 116 289 71.35802 100 30000 300000 

訓練データ 405 121 284 70.12346 100 40000 400000 

訓練データ 405 118 287 70.8642 100 50000 500000 

訓練データ 405 118 287 70.8642 100 100000 1000000 

 

Table 4-13 Result of MLP-mnSOM about non learning data ( 10 bp learning/ 1 epoch) 

  パターン数 誤認識数 正解数 正答率 
モジュール

数 

mnSOM

学習回数 

モジュール

内学習 

テストデータ 45 28 17 37.77778 100 10000 100000 

テストデータ 45 29 16 35.55556 100 20000 200000 

テストデータ 45 31 14 31.11111 100 30000 300000 

テストデータ 45 29 16 35.55556 100 40000 400000 

テストデータ 45 32 13 28.88889 100 50000 500000 

テストデータ 45 33 12 26.66667 100 100000 1000000 
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Table 4-14 Variables used in Explanation of SOM and NG algorithms 

Symbol Quantity 

! Learning data  

x Input vector 

y Output vector 

i Index expressing classes (i = 1, .... , I) 

w Reference vector 

k Index expressing unit (k = 1,......, K) 

E Distance between input vector and  
reference vector 

k* Best Matching Unit (BMU) 
"  Neigubor Function 

d(a,b) Euclidean distance between a and b 
# Learning late 
$ Neighbor radius 
% Time constant 

Table 4-15 Variables used in Explanation of mnSoM algorithm 

Symbol Quantity 

& Reference module vector  

x Input vector 

y Output vector 

j Index expressing classes (j = 1, .... , J) 

m Index of module 

Em Distance between input vector and  
reference vector 

m* Best Matching Module (BMM) 
"  Neigubor Function 

d(a,b) Euclidean distance between a and b 
# Learning late 
$ Neighbor radius 
% Time constant 
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Table 4-16 Environment of the learning data 

Location (light environment) Illuminance [lx] 

RoboCup room (FL) 10 

RoboCup room (FL) 53 

RoboCup room (FL) 110 

RoboCup room (FL) 453 

RoboCup room (FL and SUN) 81 

RoboCup room (FL and SUN) 90 

RoboCup room (FL and SUN) 450 

Entrance (FL and SUN) 25 

Entrance (FL and SUN) 45 

Entrance (FL and SUN) 125 

Entrance (FL and SUN) 252 

Outdoor (SUN) 228 

Outdoor (SUN) 18640 

Gym (SUN) 35 

Gym (WM and SUN) 113 

Gym (OM and SUN) 142 
Gym (WM, OM and SUN) 216 

 

SUN: Sunshine, FL: fluorescent light, 

WM: white mercury lamp, OM: orange mercury lamp 
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Table 4-17 Environment of the non learning data 

Location (light environment) Illuminance [lx] 

RoboCup room (FL) 310 

RoboCup room (FL and SUN) 69 

RoboCup room (SUN) 2 

Entrance  (FL and SUN) 337 

Entrance  (FL and SUN) 168 

Entrance  (SUN) 30 

Outside   (SUN) 58 
Outside   (SUN) [Evening] 980 

 

Table 4-18 

 Result of Experiment I 

 SOM NG mnSOM 

Learn speed 
[sec] 

27.9 17.1 81.5 

Error 0.0007 0.0000 0.0367 

Execution speed 
[msec] 

61.3 58.4 114.9 

Recognize 
Rate[%] 

83.3 85.4 85.4 
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第 5章 

ソフトウェアの知能化例 2： 

自律型水中ロボットの 
適応制御システムの開発 
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5.1緒言  

 
  地表上での海洋の面積は，３億 6000 万㎢で，陸地の面積１億 5000 万㎢と比

較すると 2.4倍もの大きさである.平均深度は，4750 [m] であることを考えると

膨大な空間である.日本の近海には，貴重な鉱物資源やエネルギー資源があると

されている.各国の経済発展に伴う銅などの枯渇が深刻化している[5-1]. 

海底下の地殻内にアーキアと呼ばれる微生物が存在する事が明らかになって

きており，その量は地球上の生物存在量の半分を海底下に占めていると言われ

ている.また，海底には生命の起源や新たな微生物資源の発見も期待されている

[5-2]. 

 このように，海洋開発や科学調査等は，人類に大きな利益をもたらすが，非常

にコストがかかるという問題もある.水中とは我々人間にとってどのような環境

であろうか.人間は，専用の潜水機材がなければ水中で息をする事は出来ない.ま

た，水深が 10[m]増す毎に１気圧増加し，水圧によって減圧症や窒素酔いと呼ば

れる窒素中毒に陥る.減圧症は，最悪死に至る場合があり，窒素酔いは，死亡す

る事はないが，正常な判断が出来なくなる等，人間の精神に異常をきたす.この

ように，人間に取って水中で活動する事は，常に危険と隣り合わせの状態であ

る.そこで，ロボットに代表されるような無人機械による調査や開発が期待され

ている. 

ロボットにとって水中は，どのような環境なのかを考えると，陸上では電波

を通して通信を行う事が出来るが，水中では電波が達してもせいぜい 4.0[m]程

度と実海域において作業する事は難しい.通常は，超音波等の音響によりロボッ

トとの通信を行って動くが，リアルタイムでロボットを制御できるほど高速な

通信はない. 同様にカーナビなどで使用される，GPS などを利用した自己位置

同定法は，水中では利用できない.その為，水中ロボットが自律行動を行う為に

は，非常に高度な知能が必要である. 

 では，海洋において水中ロボットは，どのような分野で活躍がのぞまれてい

るのであろうか.1950 年代に米国海軍が観察専用の無人潜水機の開発を開始し，

嫌いの回収を目的として 1958 年に建造された米国海軍の無人潜水機

CURV-I[5-3]は，1996年に米国爆撃機が誤ってスペイン沖水深 868[m]に投下した

水爆を回収した.その後も，石油生産施設等では設備の検査や水中ダイバーの監
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視等で必要不可欠なものとなっている.禁煙では，自律型水中ロボット(AUV: 

Autonomous Underwater Vehicle)が海底火山の調査を行う等本格的に実用化され

ている[5-4,5,6,7,8]. 

 以上のように水中で作業を行うには，水中ロボットが必要不可欠な存在となっ

ており，それらの技術も確立してきている.今後は，水中ロボットの高度化や汎

用性を挙げる為にもロボットの自律化が大きく望まれている. 

 

 

5.2 代表的な水中ロボット  

 

本節では，過去から現在に至るまでの水中ロボットについていくつか紹介す

る.水中ロボットには,有人潜水艇を含めるといくつかに分類することができ

る.分類は,Fig.5-1に示すように分類することができる[5-9]. では，現在までに

どのような水中ロボットが存在するかを以下に紹介する． 

 

<海外の水中ロボット>

ALVIN[5-10]は,1964 年に米国海軍が開発した有人潜水艇である.所属は,米国

海軍であるが,運用は米国のウッズホール研究所(Woods Hole Oceanographic 

Institution : WHOI)が行っている.潜航回数 3700 回を超え現在も世界で活躍し

て いる有人潜水艇のひとつである.全長 7.0[m],高さ3.7[m],耐圧容器には,チタ

ニウム合金を使用し,最大水深 4500[m]である.搭乗可能人数は,パイロットも

含め3人である.潜航時間は6時間から 10時間である.沈没した TITANIC 号を

1986 年に発見したのは有名な話である.現在もさまざまな研究に運用されてい

る(Fig.5-2).

ABE(Autonomous Benthic Explorer)は,WHOIで1993年に開発されたAUVである.

ロボット上部に浮力材が搭載され,下部にLi-ion電池を搭載している.全長3.0[m],

全幅 2.0[m],高さ 2.5[m],重量 550[kg]である.最大深度 5000[m] まで潜航可能

である.スラスタは前進方向に3基,上下方向に2基,水平方向に2基搭載してい

る.ABE は,開発されてから 200 回程度のミッションを遂行している.特に

1996年から2006 年にかけて 155 回のミッションを行い,観測距離2500[km],平
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均深度2000[m]で数々の実績を上げている.WHOIでは,現在ABEの後継の水中ロ

ボットを開発中である.このロボットは,本研究で開発しているロボット同様に

AUV,ROVとしても使用できるような設定としている.(Fig.5-3) 

 

マサチューセッツ工科大学(MIT : Massachusetts Institute of Technology) Sea Grant

では,1995年にOdyssey IIシリーズ[5-11]を5機製造しておりそのうちの2 基を先

述の WHOI やサンディエゴ海軍研究所等に分配されている.2基のうちの1機

Odyssey IIc は,2000 年に改良され,全長 2.2[m],空中重量約200[kg]である.電源

には,Li-polymer バッテリーが採用され 8 時間,44[km]の潜航が可能である.セ

ンサには,高画質カメラ,サイドスキャンソナー等が搭載している.運動の制御

はエレベータおよびラダーを用いて行う(Fig.5-4).

REMUS(Remotely Environmental Monitoring UnitS)[5-12]は, WHOIで開発され

REMUS100,REMUS600,REMUS6000 などがある.REMUS はローコスト型の

AUVである.REMUS100 は,全長1.60[m],重量37[kg],潜航深度100[m]で ADCP,

CTD,サイドスキャンソナーを搭載している(Fig.5-5).

Jason/Medea[5-13]は,Institution’s Deep Submergence Laboratoryが開発したROV 

である.運用は先述した WHOI である.全長 3.4[m],全幅 2.4[m],高さ 2.2[m],

重量約 3.7[t]で最大潜航深度 6500[m]である.ロボットは 6 基のスラスタによ

り 制御され,6 自由度のマニピュレータも搭載している.またカメラを 8 基搭

載し ている(Fig.5-6).

カナダの ISE(International Submarine Engineering Ltd.)は,1983 年から自律型水

中ロボット ARCS を開発している[5-14].現在は,AUV,ROV(HYSUB)シリーズ

として海底掘削作業サポート ROV,作業用 ROV などを製品化している.

HYSUB5000 は,全長 2.54[m],全幅 1.52[m],高さ 1.65[m],重量約 2.2[t]で最大

水深 5000[m]まで潜航可能である.ロボットには,5 自由度と 7 自由度のマニ

ピ ュレータが搭載されている.また,ISE では,水上無人機などの開発も行って

いる(Fig.5-7).
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韓国の MOERI(Maritime & Ocean Engineering Research Institute),Korea Ocean 

Research & Development では,2001 年から 6000[m]級の ROV“HEMIRE”の開

発を行っており,2006 年に水深 5600[m]に到達している[5-15] (Fig.5-8).

<国内の水中ロボット>

しんかい 6500[5-16]は,海洋研究開発機構で 1990 年に開発された有人潜水艇

で ある.潜航深度は,6500[m]で有人の潜水艇としては世界で最も深く潜航する

ことが可能である.全長 9.5[m],重量 25.8[t]である.しんかい 6500 は,耐圧球の

直径 2[m]で材料はチタニウム合金である.マニピュレータは,7 自由度のもの

が 2 基搭載されている.2003 年度にオーバーホールで銀亜鉛電池からリチウ

ム イオン電池に換装された.現在は,年間60回程度の調査,観測潜航を行ってい

る(Fig.5-9).

かいこう[5-17]は,海洋研究開発機機構で 1995 年に開発され 1 万メートルま

で 潜航可能な ROV である.当初の開発目的は,前述のしんかい 6500 の事前

調査 と救難を行うためであった.しかしながらしんかい 6500 の救助方式が変

更となり現在は,支援母船をかいれいとして海溝域の観測を行う潜水機として

活躍している.2003 年に室戸岬沖で二次ケーブル破断によりビークルを亡失.

現在は, 7000[m]級無人潜水機を改造し,ランチャーに搭載してかいこう 7000 

として運 用中である.ランチャー部の全長 5.2[m],重量 5.3[t]であり最大

11000[m]まで潜航可能である.ランチャーには,サイドスキャンソナーなどが搭

載されている. ビークル部は,全長2.8[m],重量2.7[t]である.6自由度のマニピュ

レータが 1 基搭載されており,カメラが 5 台搭載されている(Fig. 5-10).

r2D4[5-18,19,20]は,東京大学生産技術研究所で 2003 年に開発された AUV で

ある R-ONE(Fig.5-11)ロボットの後継機である.全長4.6[m],重量1.6[t]で最大深

度 4000[m]である.電源はリチウムイオン電池で航続距離 60[km]である.実績と

し ては,明神礁のカルデラ観測などを行っている(Fig. 5-12).

Aqua Explorer 2000[5-21]は,KDDI 研究所で開発された海底ケーブルの保守点検

を目的とした AUV である.全長 3[m],重量 300[kg]で最大 2000[m]まで潜航可

能である.電源は,リチウムイオン電池で連続航続時間は,16時間である.現在は,
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ケーブルの点検以外にもハイドロフォンをロボットに搭載し,鯨の追跡等も行

っている(Fig.5-13).

Tri-Dog I[5-22,23,24]は,1999 年に東京大学生産技術研究所で開発され,実用化を

目指したAUVである.全長 1.85[m],重量 180[kg],最大水深 100[m]であ

る.Tri-Dog I は,岩手県釜石港において世界初のケーソンの自動観測に成功して

いる[28]. また現在では,鹿児島県錦江湾の水深 100[m]付近で熱水鉱床の観測

に成功して いる(Fig.5-14).

Aqua Box[5-9,5-25,26,27]は，2006年に九州工業大学石井研究室で開発され，主に

近海域でのミッションを想定した水中ロボットである.モジュール構造によって

形成されている為，ミッションによって形を変える事が可能であり.AUV，ROV

両方のシステムに変更する事が可能である.日本で唯一，自律型水中ロボットの

競技会AUVSIに参加強いるチームである( Fig.5-15)  

以上のように現在,世界中で水中ロボットの開発が行われ,自律型水中ロボッ

トも次々と成果をあげている.またロボットの規模も高機能で小型になりつつ

ある.これは,コンピュータなどの技術の発展に伴うものである.また，ロボット

は，コンピュータの技術発展に伴い自律化へと動き足しており，ミッションの

自動化が望まれてきている[5-9].
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5.3 水中ロボットの運動制御  

水中ロボットは,水という密度の高い(空気の約 750 倍)媒質の中で行動し,3

次元的に動き回るため,その運動について以下のような特徴を持つ.

・ 海中ロボットの運動は前後 Surge),左右(Sway),上下(Heave),ロール(Roll),

ピッチ(Pitch),ヨー(Yaw)の 6 自由度である.

・ 運動モード間の相互干渉が大きい.

・ 水中ロボットは,魚雷のような特殊な例をのぞいて,数ノットまでの低速の
運動がほとんどである.

・ 水からうける揚力や抗力等の非線形流体力の影響はきわめて大きく,さらに

加速度に比例する力を代表する量として,付加質量を考慮しなければならな

い.

・ 水中ロボットは浮力が利用できるために,設計の自由度は大きく,定点を保

持して仕事をする定点型のロボットや,長い距離を泳ぎつづける航行型のロ

ボットが存在する.

水中ロボットの運動方程式は,ロボットが左右対称で中性浮力,重心と浮心が

一致すると仮定すると次式で表現される[3],[28].
 

 

! 

m( ˙ u + qw " rv) = FAx
+ FHx

+ FTx

m( ˙ v + ru " pw) = FAy
+ FHy

+ FTy

m( ˙ w + pv " qu) = FAz
+ FHz

+ FTz

Ixx ˙ p " Ixz ˙ r + (I zz " Iyy )qr " Ixz pq = M Ax
+ M Hx

+ MTx

Iyy ˙ q + (Iyy " I zz )rp + I zx (p2 " r 2) = M Ay
+ M Hy

+ MTy

Izz ˙ r " I zx ˙ p + (Iyy " Ixx ) pq" Ixzqr = M Ax
+ M Hx

+ MTx

    (5.1) 

 
m, Iは質量及び慣性モーメント,u, v, wは並進速度,p, q, rは角速度,F, Mは力及び
モーメントを表す.添え字の A は付加質量による項,H は流体力,T はロボット
による推力を意味する.

水中環境において行動する水中ロボットの運動解析[5-29,30,31]は,非線形な流

体力や付加質量,潮流に代表される外乱等のため不確定な要因が多く難しい課
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題である.1980 年代以降,ニューラルネットワークやファジー等,Computational 

Intelligence[5-32,33]と呼ばれる新しい情報処理技術が注目され,水中ロボットへ

も様々な応用が試みられている.

ニューラルネットワークを水中ロボットの運動制御へ応用した例は,藤井ら

による運動モデルを経由して間接的にコントローラを設計する手法

[5-34,35,36,37]や,須藤らによる海中ロボットの定高度航行への応用 [5-38], 

[5-39],Yuhらが提案するロボットの実験データから直接的にコントローラを調

整する手法[5-40,41]やファジーとの組合せ[5-42], Guoらによるオンライン調整

法[5-43],PID 制御や非線形制御とニューラルネットワークを組み合わせた手法

[5-44,45]がある.大別すると,フォワードモデルを介して間接的にコントローラ

を生成する手法,制御誤差から直接的にコントローラを生成する手法,既存の制

御理論とニューラルネットワークの組合せに分類することができる.船舶に適

用した例としては,R.S. Burns による教示型のコントローラ[5-46]や小川原らに

よる学習型フィードフォワードコントローラ[5-47]等がある.R.S. Burns は,シミ

ュレーションにおいて速度を変えた場合の制御性能を最適制御と比較しており,

良好な結果が得られることを示した.小川原らは,PID コントローラと学習型フ

ィードフォワード コントローラを組合せ,風などの外乱を補償するシステムを

構築している.また,山 本らはスラスタに変わる手法として,船のラダーを左右

方向に振動させて推力を得る 手法を考案しており,推力の制御にニューラルネ

ットワークを用いている[5-48].
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5.4. 目的

水中ロボットには，高い自律性の要求のために開発すべき課題が多く存在す

る.例えば，複雑な動特性，環境認識の必要性，行動決定手法の確立，自己一同

定などが挙げられる.本論文では，知能化のアプリケーションの１つとして水中

ロボットの運動制御について扱い，様々なプラットフォームや環境下に適応で

きる制御システムの開発を目標とする.

水中ロボットの運動制御システムは，以下に起因する水中ロボットの動特性

の変化に影響を受ける.

・ ミッションによる搭載機器の変更

・ マニピュレータの位置及び姿勢
・ スラスタの特性
・ プラットフォーム

・ 用流や波等の外乱
 

このような動特性の変化を想定して，様々な状況に適応できる制御器が必要

となる.水中ロボットの制御器は，非線形かつ複雑な動特性を考慮した制御シス

テムを構築しなければならない.つまり，動特性の変化やプラットフォームの変

更に対して，ロボット自身が適応的に制御器を変更する事が出来れば望ましい.

このような問題には，階層型ニューラルネットワークに代表される教師あり学

習が有効である.現在までにニューラルネットワークをはじめとする脳型情報

処理アルゴリズムの仕組みを参考にした学習能力に本研究では注目し，水中ロ

ボットの運動制御に関しての研究が本研究室では行われてきた．使用するプラ

ットフォームには非潜航型の自律型水中ロボットTwin-Burger(Fig.5-16)を用いら

れた．石井らは，水中ロボットの動特性をリカレント型ニューラルネットワー

クで表現し，オンラインで制御器と動特性の調整を行っている[49-52]. 石井らに

よって提案されたニューラルネットワークによる適応制御手法では,水中ロボ

ットの動特性及び制御器をオンラインで獲得することができるが,一対の動特

性と制御器しか持っていないために適応する (動特性と制御器を調整する)過程

で,過去における学習によって得た情報の影響は低下していく.つまり,過去に
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おいて適応していた動特性及び環境に戻った場合においても再学習する必要が

あり,常時,ロボットにおいて計測される時系列情報を追加学習しなければなら

ない.より高速に,かつ柔軟に動特性などの変化に適応するには,過去を含めた

様々な適応状態を保持しながら,新しい動特性や環境へ適応する行動獲得シス

テムが必要となる.つまり，ロボットが状態や環境と行動の関係を記憶して保持

しながら学習によって自己組織的に得る事が望ましいと考えられる。そこで、

本研究では、自律型水中ロボットにおける自己組織的行動獲得システムの確立

と環境にロバストなセンシングシステムの開発を目標とする.そこで，パターン

認識のひとつの手法として自己組織化マップ(SOM)を用いると仮定する.しかし

ながら,一般的な自己組織化マップ(SOM)は入力のベクトル空間しか取り扱うこ

とができない.さらに学習過程が教師無し学習であるため,ロボットの時系列情

報から入出力関係を学習してロボットの動特性や制御器を表現するには,競合

層における (入力, 出力) の組としてベクトル表現する等の工夫が必要となる.

入出力の写像関係を得るには,教師有り学習アルゴリズムを持ったニューラル

ネットワークが適している.ロボットの行動決定システムには,ロボットがおか

れた環境を自動的に認識し把握する“教師無し”アルゴリズム及び動特性や制

御則獲得のための“教師有り”アルゴリズムの両者の考え方が必要であり,両者

の長所を取り入れた情報処理技術が望まれる.

徳永らによって提案されたモジューラネットワーク自己組織化マップ

(mnSOM: modular network Self- Organizing Map) [5-53] は,関数をモジュールの要

素として扱えるため,自己組織化マッ プの教師無しアルゴリズムを継承しつつ,

モジュールの要素として教師有り学習アル ゴリズムを有する情報処理システ

ムを導入することにより,上記の両者のアルゴリズ ムを同時に実現することが

可能である.このような特徴を活かして,動的システムのマッピング,非線形主

成分解析,自己組織化制御器などの適応例が報告されている [5-54,55,56,57].

よって，mnSOMを用いる事で，実際に適応制御を実現する.西田によると,シ

ミュレーション上においてmnSOMを用いる事でこの適応制御を実現している

[5-58,59].つまり提案するアルゴリズムは，Fig. 5-17に示すように,ロボットは作

業フィールドの環境特徴地(Fig. 5-17 左)をセンサ情報を基に作成する. 自状態

と環境特徴地図を基に,目標となる経路や行動を決定する.一方,ロボットは移

動しながら自状態の変化を動特性に関する知識を獲得し,対応した制御器を作

成する.自状態と動特性に関する知識とを照らし合せて適切な制御器を選択す
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る.目標行動に適した制御器を選択し目標値に対して最適な出力を算出する.こ

の出力値をロボットの制御力として採用する. 本研究では，西田の提案したア

ルゴリズムを改良し，実機Twin-Burgerを用いた適応制御システムの実現を目標

とする. 

 

5.5 自律型水中ロボット”Twin-Burger” 

 
本研究で用いる水中ロボット“Twin-Burger”は，1992年に東京大学生産技術研

究所によって開発された非航行型自律型水中ロボットである.システムの老朽化

と度重なるシステムの変更に伴い，内部構造が煩雑になった為，モジュール化

の手法を用いて新しくシステムを変更した[5-61,62]. 

 Twin-Burgerは，全長1.3 [m], 乾燥重量 110 [kg]で，バッテリーを格納するアル

ミニウム製シリンダ，２つのFRP耐圧容器及びその他の機器をフレームに取り付

けたオープンフレーム構造のロボットである.フレームの上部にFRP容器を株に

シリンダを取り付ける事で，重心位置と浮心位置の距離を十分にとり，ピッチ

とロールに関する静的安定を確保している.Table 5-1にTwin-Burgerの仕様を示す.

本研究では，このプラットフォームを参考に制御システムを作成する. 
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5.6 mnSOMを用いた運動の同定と制御  

 
本研究では,環境やロボットの動特性の変化に応じて自己組織的にロボットの

行動を獲得するシステムの開発を目標としている.先行研究として西田は，その

第一段階として,動特性の変化に適応する制御システムの開発及びシミュレー

ションを行ってきた[5-63,64,65,66,67,68,69,70,71,72,73].そして，先行研究をもと

に本研究では，アルゴリズムの改良に取り組んできた[5-74,75,76]. 

本システムが良好な制御性能を得るには,動特性の変化に素早く追従し,制御

則を適応的に調整していく必要がある.そこで,使用したアルゴリズムは，“教師

無し”及び “教師有り”アルゴリズムの長所を取り入れたモジューラネットワ

ーク自己組織化マップ(mnSOM: modular network Self-Organizing Map)を用いて実

現した.ロボットの制御において扱う情報は,時系列データであるのでモジュー

ルにMLPのひとつであるリカレント型のニューラルネットワークを用

い,mnSOMの基本モジュールとする.学習アルゴリズムは,2章でに述べたMLP

型mnSOMのアルゴリズムと同じである.リカレントニューラルネットワーク型

mnSOMを用いて,状態量と操作量に関する様々な時系列データを学習させるこ

とにより,ロボットの動特性を取得しながら,異なった動特性を有するモジュー

ル群を競合層に配置していく.本研究で提案する制御システムは,Fig. 4-17,18 

示すように,ロボットの動特性を表現するフォワードモデルマップ及びこれに

対応したコントローラマップの 2 層のリカレントニューラルネットワークか

ら構成されている.

リカレントニューラルネットワーク型mnSOMを用いた適応型制御システム

は,フォワードモデルマップの作成,コントローラマップの作成,及びロボット

制御への適用の 3 つのフェーズ構成されている.各フェーズに関して以下に述

べる.
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5.6.1 適応制御システム  
 

5.6.1.1 フォワードモデルマップの作成  
 
動作環境の変化や動特性の変動,アクチュエータの特性変化や故障を想定す

るか，実機により計測し,状態量と操作量の組からなるデータクラスを準備し学

習する. Fig5-18-(a)において,ある動特性を表現する時系列データ Si(x)は矢印で

示された赤色の競合層モジュールが勝者モジュールとして対応し,別の動特性

を表現する時系列データSj(x)も同様に矢印で示された競合層モジュールが勝者

モジュールとして対応している状況を示している.モジュールの色は学習した

動特性の影響を意味しており,学習の過程で,勝者モジュールの中間には Si(x)と

Sj(x)から得られた動特性によって補間された動特性を有するモジュールが得ら

れる.各モジュールの学習係数及び学習回数は，同じとして各データクラスに対

する勝者モジュールが選択され,学習が収束したと判断された段階で学習を終

了し,次の学習段階に移行する.得られた学習結果は, 以降,フォワードモデル

マップと呼ぶ.

水中ロボットの速度及び制御入力と加速度の関係を得るために,リカレント

ニューラルネットワーク(Fig5-17)においてフォワードモデルとして示したネッ

トワーク)を基本モジュールとしたmnSOMを用いてフォワードモデルモマップ
を作成する.以降,状態変数Sは位置,!Sは速度及び!2Sは加速度,uは制御入力を

示す.フォワードモデルモマップ作成のアルゴリズムを以下に述べる.

M 個の時系列データクラス Di = (D1, D2, ..., DM)があり,それぞれ N 単位時間の
入出力対(xij, yij) = {(xi1, yi1), (xi2, yi2),..., (xiN, yiN)}を持っており,関数 fi(.)を構成し

ているとすると,式(5.2)の関係が成り立つ.

Di=(xij,yij)={(!Sij,uij), !Sij} (i=1~M,j=1~N)      

! Sij = fi(!Sij,uij)      (5.2) 
一方,mnSOM のモジュールが K 個あり,k 番目のフォワードモデルの持つニ
ューラルネットワークの結合加重は wk であるとすると,入力データ(!Sij, uij)と
出力データ は,式(5.3)に示す関数 Fk(.)を構成している.

      

! 

"2
! 
S ij

k = F ("Sij ,uij ;w
k ) = F k ("Sij ,uij )    (5.3) 
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このとき,学習は以下のように行われる.

i) 初期化: mnSOM の結合加重 wk を乱数で初期化する

ii) 評価過程: 式(5.4)を用いて,! Sij (k)と!2Sij の平均二乗誤差 EFwdj のクラス Di 

に対して計算する.式(5.8)は fi(.)と Fk(.)の距離を求めていることになる.
 

 

! 

EFwdi
(k) = 1

2N " ˆ S ij (k) # "Sij{ }
2

j =1

N

$       (5.4) 

 

iii) 競合過程: 式(5.5)に従って,誤差が最小となる勝者モジュールのインデック

スを ki*を決定する.

! 

ki
* = argk min(EFwdik )        (5.5) 

 

iv) 協調過程: 式(5.6)に従って勝者モジュールからの距離および学習回数によっ
て,学習分配率'ik を決定する.'ik はk番目のモジュールがi番目のデータクラス

の入出力関係を学習する量を示す.h(.)は近傍関数で,距離L及び学習回数Tが増
加するにつれて単調減少する関数を選択する.

! 

"i
k = h L(k,ki

*),T{ } h L(k,ki'
* ),T{ }

i'=1

M

#        (5.6)  

 
v) 適応過程: 誤差逆伝播法によって学習する.式(5.7)に示すように学習率"と学

習分配率#ik を用いて wk を更新する. 

 

! 

"wk = #$ %i
k &Ei

k

&wk

' 
( 
) 

* 
+ 
, i=1

M

-        (5.7) 

ii) ~ v)の過程を学習が収束するまで繰り返す.

リカレントニューラルネットワーク型 mnSOM を用いた場合でも基本的に

mnSOM アルゴリズムには変更はないが,入力データとして与える水中ロボッ

トの時 系列データは,順序に意味があるのでバッチ型の学習法を用いる.ここ

で,西田の提案するアルゴリズムでは，出力の

! 

"Sを入力に学習の１回目から入力
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値に返している.その為，学習が上手く十分されずに速度の値を返すと収束しな

かった.そこで，本手法では，十分に学習をした後に出力値を返すようにアルゴ

リズムを変更した. 

 

 

5.6.1.2 コントローラモデルの作成  
 
第 2 段階として,作成したフォワードモデルマップを用い,各モデルに対応

したコ ントローラを作成する.Fig 5-18(b)の上部に示されたコントローラマッ

プの作成において,競合層における幾何学的な配置は考慮せず,対応するフォワ

ードモデルに対してコントローラを適応させるものとする.コントローラマッ

プにおける各コントローラに対して制御目標値が与えられる.対応するフォワ

ードモデルから得られるロボットの状態量と目標値との偏差量をもとに操作量

が算出され,フォワードモデルマップに送信される.フォワードモデルマップで

は,操作量から計算される次の時間ステップの状態量と目標値との誤差をコン

トローラマップに逆伝播することにより,誤差逆伝播法を用いて制御則の調整

を行う.制御目標値,学習係数及び学習回数はここではすべてのコントローラに

おいて同じ値とし,学習が収束するまで行う.

フォワードモデルマップのときと同様に,リカレントニューラルネットワー

ク型mnSOMを用いて,目標値と現在の状態の誤差から制御入力を決定するコン

トローラマップを作成する.Fig5-18-(b)に示すように,初期コントローラマップ

と学習済みのフォワードモデルマップを結合し,Fig5-17に示したコントローラ

とフォワードモデルのネットワークを一つのネットワークとした基本モジュー

ルを持つmnSOMとして構成し,フォワードモデルの各ウェイトを固定して,コ

ントローラのウェイトを調整する.以下にアルゴリズムを述べる.

コントローラマップ作成における入力データクラスDiは目標状態r = (r, !r)を用

いて以下の式(5.8)のように表現する.

 

  

! 

Di = (xij , yij ) = rij " Sij ,#rij " #Sij ,uij"1( ),uij{ }
uij = gi (rij " Sij ,#rij " #Sij ,uij"1)

     (5.8)
 

ここで,r は目標位置,!r は目標速度である.
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一方, k 番目のコントローラの持つネットワークの結合加重は vk と表すとする

と, 入力(rij - Sij, !rij - !Sij, uij-1)と出力 uij は,式(5.9)に示す関数 Gk(.)を構成してい

る.

 

! 

ˆ u ij
k = G (rij " Sij ,#rij " #Sij ,uij"1;vk )

= G k (rij " Sij ,#rij " #Sij ,uij"1)
       (5.9) 

 

  先に述べたように,mnSOM の学習のプロセスに変更はないが, コントローラ

マップ作成において異なるのは,評価過程における評価関数と,それに伴って変

化する適応過程における結合加重の更新式である.更新式そのものは式(4.7)と

同じである.式 (5.10)にコントローラマップに対する評価関数を示す.式(4.10)は,

目標状態に現在の状態が近ければ,また,制御入力の絶対値が少ないほど,値が

小さくなり,良い評価であることを示している.

! 

Ectl i
k =

1
2N

p1 rij " Sij( )2 + p2 #rij " #Sij( )2 + p3uij
2$ 

% 
& 

' 
( 
) 

j=1

N

*     (5.10) 

 

ここで,p1,p2,p3 は,それぞれ位置,速度及び制御入力に対する評価値への重み係

数である. 

 

 

5.6.1.3 ロボットへの適応  
 
第1段階及び第2段階の学習は,準備されたデータのオフライン学習及び調整

であった.第3段階では制御対象であるロボットの制御と並行して,ロボットの

動作環境や制御特性の変化に対してオンライン学習による適応を行う.ロボッ

トのミッション遂行中において,ある一定期間サンプリングされた時系列デー

タ(Fig4.18-(c)におけるSx(x))をフォワードモデルマップへ入力する.フォワード

モデルマップは動特性推定器として用いられ,最も動特性を表現する勝者モジ

ュールが選択される.ロボットの制御には,勝者となったフォワードモデルに対

応するコントローラから得られる操 量がロボットへの制御入力として採用さ

れる.また,これと並行して,フォワードモデルマップの追加学習による動特性
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変化への適応,及びフォワードモデルマップの 更新に伴うコントローラマップ

の調整が行われる.フォワードモデルマップを用いた動特性の推定と制御入力

の決定は以下のように行う.

N’時間観測したデータを用いて,式(5.11)を用いてフィードフォワードモデルと

の誤差を計算する.

 

! 

EExp
k = 1

2N ' " ˆ S Exp j
# "SExp j{ }

2

j =1

N '

$       (5.11) 

 

  次に,式(5.11)に従って,観測された状態を最も良く表現しているフォワードモ

デルのインデックス

! 

kExp j
*を求める.

! 

kExp j
* = argk min(EExp

k )       (5.12)

インデックス に対応するコントローラの出力をロボットへの制御入力とし

て採用する.

! 

uExp =G
kExp j

*

(rj " SExp j
,#rj " #SExp j

,uExp j"1
)      (5.13) 
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4.6.2 シミュレーション  
 

4.6.2.1 フォワードモデルマップのシミュレーション  
及び考察  

 
提案手法の第1段階として,Yaw方向のフォワードモデルマップ作成シミュレ

ーションを行った.入力時系列群の関係とそれらを補間した動特性が反映され

たマップが得られるかを検証するために,まずは,ひとつの運動モードに関して

パラメータを変えてシミュレーションを行った.

式(5.14)に単純化した水中ロボットの運動方程式を示す.

 

! 

F = M˙ ̇ x + C˙ x ˙ x          (5.14) 

 

F は力, 

! 

˙ x は速度, 

! 

˙ ̇ x 加速度を示しており,M,C はそれぞれ質量及び付加質量,
非線形流体力に関するパラメータである.式(5.14)を用いてパラメータ M,C を

Table 5-2に示すように変化させ,速度の絶対値が45.0 [deg]を超えたら制御入力

5.0 [N]の方向を反転させるリミットサイクル運動の時系列データを50秒

間,10[Hz]でサンプリングしたものを用意し,10x10格子状モジュール構造の

mnSOM に入力した.

Fig. 5-19は,Table 5-2を学習データとして提示したときの特徴マップを示してい

る. 16個のパラメータから生成した時系列をmnSOMへ入力し,500,000 回学習

を行った結果の得られたマップである.マップの各正方形は フォワードモデル

を表しており,それぞれある動特性を表現したリカレントニューラルネットワ

ークを持っている.入力時系列に対する勝者モジュールにはその時系列の速度

(青細線),加速度(赤太線)を,時間を横軸にとってプロットしている.入力したデ

ータクラスDi (i = 0̃15)は,それぞれマップ上の(1,4), (1,6), (2,7), (2,9), (2,1), (4, 4), 

(5,5), (6,7), (5,1), (7,1), (7,3), (8,5), (10, 1), (9,1), (10, 3) and (10, 4)に配置されている.

得られたフォワードモデルマップを検証するため,各モジュールに対してリミ

ットサイクル試験を行った.各モジュールから得られた時系列データを用いて,

最小二乗 法によって運動方程式のパラメータを算出して,各モジュールが表現

している動特性を数値的に評価する.運動方程式の係数 M,Cの推定を行った結
果をFig.5-20に示す.
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Fig5-20における青い四角は入力データ作成時に用いた係数,赤いマークはフ

ォワードモデルマップから推定された各フォワードモデルモジュールのパラメ

ータを表している.パラメータ M-C 空間において,フォワードモデルマップは

格子状に広がっており,入力データのパラメータに完全には一致していないも

のの,中間に存在するモジュールは入力データによって補完された中間的な振

る舞いを表現していることがわかる.

5.6.2.2 コントローラモデルマップのシミュレーション  
及び考察  
 
得られたフォワードモデルマップを用いる事でコントローラマップを作成す

る．コントローラマップは，Fig.5-17に示すように，３層のニューラルネットワ

ークで構成されている．コントロールマップの結合加重は，ニューラルネット

ワークのモデルとして，PIDコントローラにおける比例ゲイン，積分項ゲイン，

微分項のゲインをすべて1.0と設定して，入力を[-1.0, 1.0]を0.1刻みずつ与え，出

力結果を学習したものを初期の結合加重とする．その後，設定した目標軌道で

あるにフォワードモジュールの出力が追従するようにコントローラの結合加重

を調整する．フォワードモデル，コントローラモデルの両者を一つのMLPとし

て考え，フォワードモデルから出力される状態量を5.10式によって評価して，誤

差を誤差逆伝搬法によって学習させる．このとき，5.10式に用いられるゲインP1, 

P2, P3はそれぞれP1 = 1.0, P2 = 8.0, P3 = 0.0と設定して実験を行った．なお，この

ときフォワードモデルとコントローラモデルの関係は１対１の関係となってお

り，１つ１つのモジュールに対して学習を行っている． 

コントローラマップ生成の為，目標の位置を0 ~ 25 [sec]のときπ/4.0 [rad]，25 

~50 [sec]のとき－π/4と設定し，目標速度を0.0 [rad/sec]とした．10 [Hz]でサンプ

リングしたときの時系列をすべてのコントローラマップに対して目標軌道とし

て入力した．このときの各モジュールの学習結果をFig.5-21に示す．モジュール

は10x10のモジュールである. 図は，（行の番号）×（列の番号）を示しており，

各モジュールは，Fig. 5-19のモジュールに対応している．図では，横軸は時間[sec]

を示しており，0 ~ 50 [sec]までの結果を示している．縦軸は，力，速度，位置を

示しており，それぞれ，[-5.0, +5.0]の値を[-1.0, +1.0]の値にノーマライズして，

表示している．青線は，力の推移を表しており，水色の線は，細線が目標とな
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る位置を示している．また、水色太線は、位置の推移を示している．最後に，

赤色の線は速度の推移を示している．すべてのモジュールにおいて目標の位置

に追従しようとしている．しかし，力がかなり振動している．そのときの速度

の変化はほとんどないように伺える．つまり，力を出しているが速度の変化は

非常に少ない．今回の学習に与えた時系列のデータは，-5.0 or +5.0[Nm]の力とい

う力しか操作量として与えていない．しかし，コントローラとして様々な力を

推定する為には，様々な力を与えた学習データを学習した，フォワードモデル

に改良する必要があると考えられる．また、評価関数について考察すると力の

差分について考慮する項目が必要となるのではないかと考えられる．力の差分

項は，実質力の影響に大きく影響すると考えられる．そして，本実験において

シミュレーション中に非常に評価関数のパラメータを調整する事が困難であっ

た．そこで、今後の展望としてこの評価関数のパラメータの最適化アルゴリズ

ムがあるとより設計が容易になると考えられる． 

 
5.6.2.4 実機性能実験および考察  

 
Twin-Burgeを用いた実機実験を行う．Twin-BurgerのYaw方向の運動方程式は，

5.14式によって示される．このとき，首藤らによって実験された基礎性能実験に

よってM=67.9, C = 196と推定されている[5-77]．しかし，藤井らによって示され

た基礎実験ではM=29.3, C=1.99と推定されている[5-78]．これらの違いは，シス

テムの改良などや搭載部品等の変更によっておこったものであると考えられる

が，今回は，フォワードモデルにセンサからの情報を取り出し，その速度とフ

ォワードモデルから推定された速度との差が一番近いモジュールをベストマッ

チングモジュールとする．実験の結果，Fig. 5-19における3行目10列目のモジュ

ールがベストマッチングモジュールとして選定された．3行10列目のモジュール

は，フォワードモデルから5.14式のM,Cを推定したところ．Ｍ＝103，C＝41.3を

示している．mnSOMの性質上学習時系列データのM,Cの内装部分しか想定でき

ないためこのモジュールがベストマッチングモジュールとして選ばれた．想定

結果から現在のシステムでは首藤らによって推定された結果にダイナミクスが

近い事が考えられる． 

次に，3行10列目のコントローラモジュールを用いて制御実験を行った．その

ときの制御実験の結果をFig.5-22に示す．目標に対して，追従している事がわか
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る．しかし，力の推移を見ると，目標の位置に到達した後も大きく力が発生し

ている事がわかる．実際にFig.5-21で示したコントローラの学習に置いても定常

状態において力が大きく触れている事がわかる．つまり，位置が定常状態にな

った後のコントローラの調整が不十分であると考えられる． 

ここで，コントローラマップの再学習を行ったが，今回のフォワードモデル

を用いた学習では，これ以上良いコントローラを作成する事は出来なかった．

それには，問題点が挙げられると考えられる．それは，フォワードモデルの学

習には，ある一定の力（今回の場合，-5.0 [Nm] or +5.0 [Nm]）しか，学習のとき

に入力として与えておらず，それ以外の力を出すときのフォワードモデルが十

分に推定できていない部分がある．Fig. 5-12 の06x05番目のモジュールを代表と

してあげると，定常状態となった後にも，力が出ているが速度に変化がない事

が挙げられる．これは，フォワードモデルの出力として，力が小さいときは，

ほぼ出力となる加速度が0.0を示している事が読み取れる．つまり，[-5.0, +5.0] 

[Nm]での力を制御したい場合，この間の力を様々に利用した運動の入出力関係

を学習させる必要があると考えられる． 

本稿では，ロボットがコントローラモデルを用いて目標に対して制御をする

可能性を示す事が出来た．コントローラモデルの評価関数のパラメータ調整や

フォワードモデルの再構築が将来の実装にたいする展望として考えられる． 
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5.8 まとめ  

 

本章では， mnSOMを用いた水中ロボットの運動の同定と制御システムの開

発を行った.動特性の異なる水中ロボットの運動時系列をリカレント型ニューラ

ルネットワークmnSOMを採用して学習する事で，同時に複数の動特性を表現し

たリカレントニューラルネットワーク（フォワードモデル）を得るとともに，

入力時系列間の関係を学習する事が出来た.同時に，フォワードモデルマップ内

に入力時系列群の中間状態を表現したネットワークを獲得する事も出来た.フォ

ワードモデルマップに対応した複数の制御器をフォワードモデルの出力を用い

て，フィードバック系のニューラルネットワークモデルとして，コントローラ

モデルを作成した.獲得したフォワードモデルとコントローラマップを用いた制

御手法を自律型水中ロボットを用いてその有効性を確かめた. 今回の実験では

有用性を確かめる事が出来たが，より精度の高い制御を行う為にはいくつかの

改良が必要である．一つは，評価関数のパラメータ調整である．パラメータ調

整に関しては，ニューラルネットワークで力を推定しているのと同様に自動的

に最適なパラメータを推定するようなシステムが必要である．そこで将来の展

望として，そのパラメータを推定する為のコントローラモデルを１層追加たモ

デルを考えればよいのではないかと考えられる．２つ目は，フォワードモデル

の再構築である．フォワードモデルは，ダイナミクス推定を行う為，様々な航

行を行ったときの時系列データを入れる必要がある．現在は，リミットサイク

ル実験での結果のみであったが，将来の展望としては，実機を用いた様々な航

行データを学習データとすることでより良いフォワードモデルが構築できるの

ではないかと考えられる． 
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Fig.5-1 Classification of underwater robots [5-19参照] 

Fig.5-2 ALVIN (http://www.whoi.edu/marops/vehicles/alvin/index_en8.html)
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Fig.5-3 ABE 

 (http://www.whoi.edu/sbl/liteSite.do?litesiteid=4050&articleId=6343) 

 

 

 
Fig. 5-4 Odysssey II 

(http://auvlab.mit.edu/vehicles/vehiclespec2x.html) 

 

 

Fig.5-5 REMUS600  

(http://www.whoi.edu/sbl/image.do?id=22227&litesiteid=7212&articleId=11313) 
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Fig.5-6 Jason  

(http://www.whoi.edu/marops/vehicles/jason/index.html) 

 

 

Fig.5-7 HYSUB5000 

 (http://www.ise.bc.ca/hysub5000j.html) 
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Fig.5-8 HEMIRE  

(KORDI,2005 Annual Report より) 

 

 
Fig.5-9 しんかい 6500  

(http://www.jamstec.go.jp/jamstec-j/gallery/yujin/6500.html) 
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Fig.5-10 かいこう(亡失以前)  

(http://www.jamstec.go.jp/jamstec-j/gallery/mujin/kaiko.html) 

 

 
Fig.5-11 R-One Robot  

(http://underwater.iis.u-tokyo.ac.jp/) 

!

!
!

!
"#$%&'&(! )*((!

+,--./00111%2345-67%$8%2.02345-67'20$3996:;0;<2#=0)*((%,-49>!

!
!

!

"#$%&'&&! !

+,--./00111%2345-67%$8%2.02345-67'20$3996:;04<2#=0?3#?8%,-49>!

!

!

!

!
"#$%&'&(!)'*+,!)-.-/!

01//23445+6,789/,7%##:%5'/-;<-%9=%>24?!

!

!

"#$%&'&@!7(AB!

01//23445+6,789/,7%##:%5'/-;<-%9=%>24?!
!
!



 181 

 
Fig.5-12 r2D4  

(http://underwater.iis.u-tokyo.ac.jp/) 

 

 

Fig.5-13 AquaExplorer2000 

 (http://www.k-kcs.jp/japanese/aqua2000-j.html) 
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Fig.5-14 Tri-Dog 1  

(http://underwater.iis.u-tokyo.ac.jp/) 

 

 

Fig. 5-15 Aqua-Box III 

(http:// www.brain.kyutech.ac.jp/~ishii/index_jp.html) 
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Fig. 5-16 AUV “ Twin-Burger” 
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Fig. 5-16 Self-Organizing Decision Making System for AUVs[59] 
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Fig. 5-17 The Network Structure of a Forward Module and a Control Module 
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Fig. 5-18 Learning Processes of an Adaptive Controller System using RNN-mnSOM 

(RNN: Recurrent Neural Network) 
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Fig. 5-19 A Forward Model Map Obtained from  

the Time Series of limit Cycle Simulation Data 
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Fig. 5-20 Forward Model Map Evaluation in M-C Space calculated by the Means 

Square Method 
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Fig. 5-22 Control Experiment of mnSOM using “Twin-Burger” 
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Table 5-1 Specifications of Twin-Burger 

 
 

Table 5-2 Coefficient M and C for Limit Cycle Motion 

 

 

 

 

 

 

 

M / C 10 30 50 100 

10 D0 D1 D2 D3 
30 D4 D5 D6 D7 
50 D8 D9 D10 D11 

100 D12 D13 D14 D15 
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第 6章 

考察およびまとめ 
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6.1 考察および結論  

 
本研究は，ロボットの知能化を目的として行った．研究・開発にあたり，ま

ず現在までの移動ロボットの開発動向について調べ，今後どのような開発を行

うべきかを考察した. ロボットの歴史を紐解いていくとある今後のロボット発

展を考える上で重要な言葉が浮き上がる．それらは，自律性：環境認識による

行動選択の的確さ，汎用性：様々な作業に適用可能か，知能性：学習によ

り作業精度が向上するか，身体性：環境／作業に適した形状をしているか，

であり，開発コストを考慮してロボット開発が進められる．ロボットが高

度な作業をする為には，ロボットは，考える，学習する，自分で状況を判断し

て行動を創発し，自律的に行動を行う必要がある. そこでこれらのキーワードを

ロボット開発に際して達成するには，ハードウェア的な知能化とソフトウェア

的な知能化の双方が上手く融合する事で高度な知能を持ったロボットの開発が

行う事が出来ると考えられる． 

そこで，本研究では，ハードウェアの知能化を題材として，全方位移動自律

サッカーロボットの開発を行った．また，ソフトウェアの知能化は，脳型情報

処理アリゴリズムを用いる事でセンサを用いた環境適応型色認識アルゴリズム

の開発と，西田らによって基礎開発された自律型水中ロボットの適応制御シス

テムの開発を行った. 

 

まず，ハードウェアの知能化として，全方位移動サッカーロボット“Musashi”

の開発をアミールによって提案された“Concept of Intelligent Mechanical Design 

for Autonomous Mobile Robot”に基づいて開発を行った.アミールの手法では，ロ

ボットをハードウェアから知能化していく為に，機械的設計指針として，ロボ

ットに要求される項目（例：ロボットのタスク，必要な行動，使用する環境，

環境による拘束条件など）を明らかにする事で知能化されたロボットを設計す

る事に成功した. また仕様を決定する際に過去に使用していたロボットの欠点

から本研究で開発するロボットは，３つのコンセプトを軸として設計を行った.

以下に設計指針を示す. 
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(a) Omni-directional Concept 

(b) Modularity Concept 

(c) Safety Concept 

 

 (a)を用いる事で，過去に使用したロボットの複雑な設計を変更した.以前のロボ

ットでは，運動学的に非常に困難であった横方向や回転方向への運動を実現し，

操作性や運動能力の向上につながった.また，全方位視覚の導入により，11個あ

ったセンサを４つに減少させる事に成功した.(b)では，ロボットの各パーツをモ

ジュール化する事でロボットのメンテナンス性や信頼性の向上，輸送の際の便

利性の向上等を実現した.最後に(c)によって，知能化されたロボットを社会で使

用するという要求を考えるとハードウェアの知能化のアプローチとして，安全

について考慮する必要がある事を提案した.移動ロボットの安全性に関する法律

等は，現在存在しない.今回は，機械部品や産業用ロボットの安全基準である ISO

を参考に安全な設計及び保護方策を提案した.安全に関する要求が満たされれば，

様々な移動ロボットの行動範囲は確実に広がる事が出来ると考えられる. 

 

次に脳型情報処理アルゴリズムを用いたロボットのソフトウェア上の知能化

に取り組んだ．ソフトウェアの知能化のアプリケーションとして，２つのアル

ゴリズムを開発した． 

一つ目は，照明環境適応型色認識アルゴズムの開発を行った.これは，多くの

人々に取って見える事言う事は日常的な事である.多くの人々にとって見る事な

しでは，対象物を知り，その位置関係・動き等を判断する事は容易ではない.視

覚のなかで，色は役に立つ重要な要素の一つである.ロボットに置いても様々な

物体を同定するときに色認識手法は多く採用されている.そこで，本研究では，

様々な照明環境を想定して，それらの環境にてきした色認識を行う事が出来る

ビジョンアルゴリズムをニューラルネットワーク等の学習アルゴリズムを用い

る事で構築した.色情報は，線形和で表す事が出来ない.よって，非線形的な状態

を表現できる脳型情報処理アルゴリズムを用いる事でソフトウェアの知能化を

果たす事が出来るのではないかと考えた.実際に実験を通じて学習を用いた照明

環境適応型色認識アルゴリズムの可能性を示す事が出来た．本研究では，自己

組織化マップ(SOM)，ニューラルガス(NG)，モジューラ型自己組織化マップ

(mnSOM)を用いて，色認識アルゴリズムを実現したが静的(ロボットが動かない
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状態)環境において，NG アルゴリズムが一番性能が良いという結果が得られた.

動的環境(ロボットが時々刻々動いている状態)ではNGとmnSOMアルゴリズム

がモジュール数を少なく表現しており，良い結果が得られた．また，mnSOMは

環境をクラスタリングした後にニューラルネットワークによって出力を得るた

め環境が細かく変化する際には，mnSOMが一番有効であるのではないかと考え

られる．しかし，ロボットに搭載する際にはロボットの実行速度のとのトレー

ドオフの関係が存在する為，アルゴリズムの実行速度も考慮して判断しなけれ

ばならない．以上より，脳型情報処理アルゴリズムによってセンサを用いロボ

ットのソフトウェアとしての知能化のアプリケーションをひとつ示した. 

この結果，全方位移動ロボット“Musashi”をハードウェアやソフトウェア双方

から知能化して開発する事によって，以前使用していたロボットに比べ格段に

性能を向上する事が出来た．実際にロボカップ中型リーグにおいて，４年間に

おいて，国内大会で３度の優勝と１度の準優勝，世界大会では，最高４位とい

う結果をおさめる事が出来た. 

 

次に，知能化のアプリケーションの一つとして，西田によって基礎開発され

た mnSOM を用いた水中ロボットの運動の同定と制御システムの開発・改良を

行った．動特性の異なる水中ロボットの運動時系列をリカレント型ニューラル

ネットワーク mnSOM を採用し，学習する事で，同時に複数の動特性を表現し

たリカレントニューラルネットワーク(フォワードモデル)を得るとともに，入力

時系列間の関係を学習する事が出来た.同時に，フォワードモデルマップ内に入

力時系列群の中間状態を表現するネットワークの獲得にも成功した.このフォワ

ードモデルをもとに学習によって，フィードバック系のニューラルネットワー

クモデルを用いて，コントローラモデルを作成した.このアルゴリズムによって

ロボットは，過去の経験を学習し，制御を行うという知能化を行う可能性を示

す事が出来た． 

本研究では，知能化をテーマにロボットの開発を行ってきたが，以上に示し

たようにハードウェアを知能化する事で，ソフトウェアの開発への負担を軽減

する事ができる．また，ハードウェアを設計する段階でロボットの安全性の向

上に着目し，ロボット知能化に安全という要求を導入する事を提案した． 

ソフトウェア上の知能化は脳型情報処理アルゴリズムを用いる事で，過去の

データを記憶し，学習する事で行動を制御する事に成功した．よって，知能化
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のアプローチとして，脳型情報処理アルゴリズムを採用する事は有用であると

考えられる. この２つのアプローチで開発する事で，今後のロボット開発にお

けるキーワードとなる自律性，汎用性，知能性，身体性といったキーワード

を上手く両方から解決する事が出来ると考えられる． 

最後に，本研究は，社会的・学術的分野双方に置いて，ロボットの知能化と

いう必要とされている分野への挑戦である.従って，本研究のような新たな知能

化のアプローチやアプリケーションが，ロボットの開発に貢献する事が出来る

事を期待して本論文の結びとする. 
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