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Višekriterijalna optimizacija u upravljanju prostorom

Multi-criteria Optimization in Space Management

upravljanje prostorom

višekriterijalna optimizacija

višekriterijalno odluèivanje

Rad predstavlja osnovne elemente uporabe višekriterijalne optimizacije (VKO)

u prostornom planiranju. Kao i u svim drugim procesima u kojima je jedna sa-

stavnica i donošenje odluka, te u kojima se pojavljuju konfliktni interesi ili cilje-

vi, pomoæ za donošenje najbolje odluke je dobrodošla i u prostornom planira-

nju. Prikazana je uloga višekriterijalne optimizacije u upravljanju prostorom,

njezini osnovni pojmovi, kao i izvori neizvjesnosti i moguæih grešaka modeli-

ranja sustava.

This paper presents the basic elements in the use of multi-criteria optimization

(MCO) in physical planning. As in any other process in which decision-making is

its consitutent element and in which conflicting interests or objectives appear,

an assistance in achieving an optimal solution in physical planning is certainly

welcome. The paper also presents the role of MCO in space management, the

basic terms in MCO as well as the sources of uncertainty and possible mistakes

in systems modeling.

space management

multi-criteria optimization

multi-criteria decision-making



UVOD

INTRODUCTION

Pri svakoj raspravi ili pripremi novoga pro-

stornog plana pojavljuju se konfliktni ciljevi

uporabe prostora. Takvi su npr. gospodar-

stveni razvoj, zaštita prirode, uporaba prirod-

nih resursa, minimizacija negativnih društve-

nih posljedica, a sve se to rijetko posti�e jed-

novremeno, pa planeri èesto zapravo „trguju”

izmeðu razlièitih ciljeva kako bi postigli zado-

voljavajuæe rezultate. Odluèivanje o prostor-

nom planu nekoga podruèja podrazumijeva

razmatranje alternativa i donošenje optimal-

ne strategije razvoja i zadovoljenja ponajprije

èovjekovih potreba. No, što zapravo znaèi

'optimalno', kada se alternative suèele po

raznim kriterijima i kada je svaka od njih po

jednom od kriterija mo�da bolja od ostalih, ili

barem nije lošija od ostalih ni po jednom kri-

teriju? Kako uopæe i vrednovati opisne kriteri-

je koji se teško kvantificiraju? I kako sa�eti

nemjerljive i raznorodne vrijednosti kriterija

razlièitih alternativa u jednu i usporedivu, po

moguænosti brojèanu vrijednost? Kakav se

pristup prije primjenjivao?

Koncept optimalnog upravljanja prostorom

donedavno se u praksi zasnivao najèešæe na

financijskoj osnovi, èesto zanemarujuæi pri-

tom sve ostale posljedice takvog rješenja. Na-

ime, smatralo se da poveæanje financijske do-

biti u svakom sluèaju vodi napretku i opæem

blagostanju u društvu, te time i zadovoljenju

svih èovjekovih potreba. Posve pogrešnu ute-

meljenost takvoga modela dobro prikazuje

tzv. godišnji model poznatog astronoma H.

Siedentorpa
1

– tim se modelom cjelokupna

povijest Zemljine kugle u trajanju od oko 170

milijuna godina promatra kao da je u pitanju

samo jedna kalendarska godina. Razmjerno

takvom umanjenju, po ovomu je modelu èov-

jek to i postao (uspravljajuæi se u hodu na dvi-

je noge) tek 30. prosinca iste godine. Trideset

minuta prije isteka takve godine èovjek po-

èinje obraðivati zemljište i time mijenja izgled

Zemlje. Industrijska revolucija poèinje samo

36 sekunda prije ponoæi i u posljednjih 30 se-

kunda èovjek gotovo sagorijeva sva tekuæa i

plinovita goriva, dovodeæi u opasnost i bilan-

cu kisika na Zemlji.

Popratni efekti takvog koncepta – kao što su

pogoršanje kvalitete zraka i vode te zagaðenje

èovjekove okoline uopæe, loši socijalni utjecaji

i slièno – neosporno ukazuju na pogrešnu ute-

meljenost takvoga modela. Stoga je stvoren

novi i danas vladajuæi koncept tzv. odr�ivoga

razvoja, to jest takvog razvoja koji je u skladu s

okolišem, odgovarajuæi po suvremenim tehni-

èkim standardima, ekonomski �ivotan, ali i

društveno prihvatljiv sa stajališta socijalnih

poremeæaja koje mo�e proizvesti. Dakle, takav

pristup omoguæava ispunjenje potreba današ-

nje generacije, bez istodobnoga narušavanja

moguænosti sljedeæim generacijama da i one

zadovolje svoje potrebe. Stvorena je potreba

za tra�enjem optimalnog rješenja po više krite-

rija, inicirajuæi na taj naèin pojavu jedne nove

grane u oblasti optimizacije odnosno optimal-

nog odluèivanja – višekriterijalne optimizacije

(VKO), kao alata za pomoæ u procesu višekrite-

rijalnog odluèivanja.

Višekriterijalna je optimizacija dakle samo je-

dan dio procesa koji se zove višekriterijalno

odluèivanje, te koji u sebi objedinjuje i socio-

loške, psihološke ili fizièke elemente. Osnov-

ni su koraci u ovoj optimizaciji prije svega:

1. Definiranje/izbor ciljeva i odreðivanje na-

èina njihovih postizanja – primjeri takvih cilje-

va jesu gospodarski razvoj, uporaba prirod-

nih resursa, izgradnja ili oèuvanje okoliša;

2. Formalizacija problema i odreðivanje te

vrednovanje kriterijalnih funkcija – ovaj korak

podrazumijeva izbor izmjerljivih vrijednosti us-

pješnosti postizanja prethodno odabranih ci-

ljeva, kao što su broj radnih mjesta, postotak

zemljišta u podruèju koje je pošumljeno i sl.;

3. Izbor i upotreba odgovarajuæe metode vi-

šekriterijalne optimizacije odnosno optimiza-

cija u u�em smislu;

4. Usvajanje konaènog rješenja, ili ponavlja-

nje cijelog postupka, poèevši od drugoga (ne-

kada èak i prvoga) koraka.

Šezdesetih godina 20. stoljeæa javlja se pove-

æana svijest o neophodnosti identifikacije i

promatranja istodobno više ciljeva (kriterija)

u analizi i rješavanju pojavnih problema. Po-
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veæana svijest o znaèenju okoliša i èovjekovu

razornom djelovanju na nj svakako je pritom

bio va�an element. U SAD-u, npr. višekriteri-

jalna je analiza svoj razvoj uglavnom dugova-

la radu programa Harward Water ili in�enjeriji

vojske SAD-a, te Nacionalnoj okolišnoj politi-

ci. I u Europi èesto potrebe za rezultatima ove

vrste optimizacije dolaze iz sektora okoliša,

danas nezaobilazno integriranoga u planira-

nje prostora. U SAD-u višekriterijalna analiza

èesto se naziva i višekriterijalno odluèivanje

(MCDM – Multicriteria Decision Making), a u

Europi pomoæ u višekriterijalnom odluèivanju

(MCDA – Multicriteria Decision Aid).

Matematièkim jezikom govoreæi, cilj višekrite-

rijalne optimizacije jest odrediti maksimum

vektorske funkcije zadane na odgovarajuæoj

oblasti u n-dimenzionalnom vektorskom pro-

storu promjenljive – n odabranih kriterija

optimizacije odgovaraju komponentama vek-

torske funkcije, a postojeæa ogranièenja defi-

niraju navedenu oblast. Ukoliko jedna toèka

dopustive oblasti istodobno maksimizira sve

komponente vektorske funkcije, ona æe biti i

rješenje navedenoga problema. Meðutim, u

praksi se takav sluèaj dogaða izuzetno rijetko

– jasan je primjer da obièno veæe iskorištenje

prirodnih resursa vodi maksimiziranju gospo-

darstvenoga razvoja, ali i veæoj degradaciji

okoliša, pa dakle u ovom sluèaju nema rje-

šenja koje je najbolje za oba cilja jednovreme-

no. Posljedica samo djelomiènog ureðenja

prostora kriterijalnih funkcija jest pojava poj-

ma tzv. neinferiornog (dominantnog, Pare-

to-optimalnog) rješenja kao osnovne mjere

moguænosti rješavanja takvoga problema.

Do danas je razvijen èitav niz raznovrsnih me-

toda koje pokušavaju riješiti ovaj problem.

Kao razvijene metode za rješavanje zadataka

višekriterijalne optimizacije najèešæe se na-

vode metode za odreðivanje neinferiornih rje-

šenja, metode s unaprijed izra�enom prefe-

rencijom, interaktivne metode, tj. metode u

kojima se preferencija postupno odreðuje,

stohastièke metode, kompromisno programi-

ranje i sl. Naravno, ovisno o izboru metode

odnosno odgovarajuæem konceptu optimal-

nosti, dobit æe se i razlièita rješenja. S obzi-

rom da n-dimenzionalni prostor nije komplet-

no ureðen relacijom 'manje', to znaèi da ove

metode uglavnom nastoje ili na neki naèin taj

prostor kompletno urediti, ili eventualno pro-

širiti parcijalno ureðenje.

Va�no je napomenuti da termini 'višekriteri-

jalna optimizacija' i 'rješenje problema više-

kriterijalne optimizacije' ne opisuju dosljed-

no strukturu kojoj su namijenjeni. Sam pojam

optimizacije podrazumijeva pronala�enje op-

timuma (dakle maksimuma ili minimuma, ovi-

sno o samoj prirodi funkcije i zahtjeva) neke

funkcije, dok se u sluèaju višekriterijalne opti-

mizacije pod tim podrazumijeva odreðivanje

dodatnih uvjeta koji æe omoguæiti da se iz sku-

pa tzv. neinferiornih rješenja (ili èak nekad i iz

skupa svih rješenja, odnosno vrijednosti) iz-

dvoji ono ili ona koja su 'prihvatljiva' ili koja

su s neke toèke gledišta 'najbolja'.

Oèito treba donijeti odluku o naèinu (metodi)

kako æe se doæi do tra�ene optimalne vrijed-

nosti, odluku o vrijednostima neophodnih pa-

rametara u primjeni te metode, odluku o po-

tvrðivanju izbora konaèno predlo�enoga rje-

šenja odabranom metodom ili o izboru jedne

alternative iz su�enoga skupa ponuðenih.

Stoga se cijeli proces definiranja problema,

odreðivanja alternativa ili scenarija, kriterijal-

nih funkcija, konturnih ogranièenja, optimiza-

cije te donošenja konaènog izbora naziva i –

višekriterijalno odluèivanje. Sam izraz 'odlu-

èivanje' vjerojatno preciznije odreðuje cijeli

proces jer se jedino odlukom mo�e odabrati

rješenje (ili suziti skup rješenja) koje je neu-

sporedivo s drugim (i koje, naravno, takoðer

zadovoljava graniène uvjete) jer je po nekim

svojim komponentama bolje, a po drugima

lošije od onoga s kojim se usporeðuje.

UPRAVLJANJE PROSTOROM I VKO

SPACE MANAGEMENT AND MCO

Otkuda, dakle, potreba za višekriterijalnom

optimizacijom u upravljanju prostorom? VKO

je dio slo�enije strukture višekriterijalnog od-

luèivanja i kao takva predstavlja koristan alat

svugdje gdje je potrebno donijeti neku odlu-

ku. Upravljanje prostorom i prirodnim resur-

sima jest veoma slo�ena procedura odluèi-

vanja, gdje svaka odluka sa�ima u sebi zna-

èajne elemente tehnièkih, prirodnih i društve-

nih znanosti, jednako kao i elemente eko-

nomskoga razvoja, zahtjeve društva, naravno

u postojeæem politièkom i administrativnom

okolišu. Aktivnosti u urbanistièkom planira-

nju i upravljanju prostorom mogu se grubo

podijeliti u dvije grupe: pripremne aktivnosti

koje podrazumijevaju pregled postojeæega sta-

nja i planiranje te izvedbene aktivnosti koje

opet podrazumijevaju projektiranje i izvoðenje.

Ovakva gruba podjela dalje zahtijeva da pro-

cjena postojeæega stanja obuhvaæa opseg

prirodnih resursa, njihovu upotrebu, potrebe

i procjenu buduæih zahtjeva, moguænosti ne-

pogoda, kvalitetnu procjenu financijskih ka-

paciteta i ogranièenja, razlièitih tehnièki iz-

vodljivih rješenja i sl. Planiranje treba odgo-

voriti na pitanje izbora lokacija izvoðenja, vre-

menskog rasporeda, velièine pojedinih zah-

vata i dr. S druge strane, projektiranje æe

predvidjeti preciznije nove strukture i njihovu

cijenu. Izvoðenje pokriva konstrukcijske ra-

dove i nadzor, uz dosljednu primjenu prihva-

æenih zakona.

Ako veæ upravljanje prostorom ima ovako de-

taljno odreðenje, odakle potreba da se naziv

ponekad proširi rijeèju 'integralno' ili 'odr�i-

vo'? Ovime se �eli naglasiti povišen stupanj

�elja, uvoðenje novih postupaka i procedura,
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te u svakom sluèaju oèekivanje boljih, svrho-

vitijih i kvalitetnijih odluka o pa�ljivijem up-

ravljanju prostorom i njegovu iskorištenju, te

èuvanju njegovih vrijednosti i za iduæe ge-

neracije. Integracija podrazumijeva i sveobu-

hvatnost pregleda, uzimanje u obzir svih rele-

vantnih èimbenika koji mogu utjecati na izbor

odluke u ovom procesu. Pritom u razmatranju

opcija èesto ni administrativne granice ne smiju

biti zapreka jer npr. rijeèni slijev ili zrak ne

poznaju opæinske, kantonalne / �upanijske,

regionalne, entitetske ili dr�avne granice.

Integralno upravljanje prostorom ne mo�e ni-

kako biti izdvojeno od svoga politièkoga i

ukupnoga društvenog i ekonomskog okru�e-

nja. Okvir djelovanja mora se prilagoditi uvje-

tima u kojima se mo�e pregovarati o ciljevima

razlièitih interesnih grupa, njihovim razinama

te�nje, moguæim tehnièkim opcijama i, narav-

no, centrima odluèivanja, koji opet u sebi sa-

dr�e ili u cijelosti uzimaju u obzir postojeæe

društvene sile. Ono mora biti naglašeno inter-

aktivno, uz neprekidan monitoring razlièitih

interesnih grupa.

Oèito je da ovakav pristup zahtijeva široka

znanja iz razlièitih oblasti (metodike planira-

nja, sociologije, ekologije, hidrologije itd.),

kao i visoku sposobnost za upravljanje onih

koji donose odluke, što sve 'prividno' uma-

njuje moguænost potpune uèinkovitosti mo-

dela koji treba u sebi ukljuèiti sve va�ne cilje-

ve, kriterije kojima æe se vrednovati doseza-

nje istih.

U procesu odluèivanja relevantni su èimbenici

razlièite grupe koje predstavljaju i javne i poje-

dinaène interese, a neophodno je primijetiti da

u najveæem broju sluèajeva procesi odluèiva-

nja ukljuèuju više sudionika.
2

Oni èesto pred-

la�u raznovrsne ciljeve i kriterije, uz uporabu

brojèanih ili deskriptivnih kvantifikatora, kojih

preklapanje ili neusuglašenost vodi sve te�em

problemu donošenja 'ispravne' odluke odno-

sno izgradnji konsenzusa sudionika.

Posebna je znaèajka toga problema nepreciz-

nost iznesenih ciljeva i kriterija, nepouzdanost

ili neizvjesnost kvantifikatora ili procedura za

njihovo odreðivanje, pa sve to èesto zahtijeva

iterativan i interaktivan pristup njegovu rješa-

vanju. Pri modeliranju takvoga sustava ciljeva i

kriterija izvori se pogrešaka mogu kategorizi-

rati u nekoliko osnovnih grupa:

1. Topologija modela – odnosi se na red, stu-

panj i formu sustava jednad�bi kojima se

predstavlja realni sustav;

2. Parametri matematièkoga modela – izbo-

rom topologije modela otvara se pitanje izbora

njegovih parametara – oni odreðuju toènost

reprezentacije realnoga sustava;

3. Obuhvat modela – odnosi se na tip i razinu

rezolucije modela, a podrazumijeva vremenski

opis, fizièki opis, politièko-geografski opis te

opis ciljeva i funkcija (dakle, ne odnosi se

samo na prostorni obuhvat);

4. Podatci – veoma su va�an element pri

analizi sustava, njegovoj konstrukciji, kali-

braciji i validaciji, pa nedostatak odgovaraju-

æih podataka mo�e dovesti do ozbiljnih po-

grešaka;

5. Tehnika optimizacije – izbor i primjena od-

govarajuæe optimizacione tehnike uvodi još

jednu moguænost pogreške ili neizvjesnosti;

izbor optimizacijske tehnike treba biti u uskoj

vezi s konstrukcijom modela;

6. Subjektivnost ljudskoga èimbenika – uklju-

èuje trening i iskustvo analitièara, osobnu pre-

ferenciju i interes, ili umješnost.

Sve to upuæuje na to da bi tehnike, procedure,

modeli koje obuhvaæa integralno upravljanje

prostorom morale postajati sve slo�enije kako

bi udovoljile zahtjevu integralnosti i sve bo-

ljoj preciznosti i kvaliteti, dok istodobno osta-

je i zahtjev za njihovom jednostavnošæu radi

šire i lakše primjene u jednostavnom izboru

alternative, kraæeg intervala procesiranja, ni-

�ih troškova i transparentnosti, moguænosti

izgradnje konsenzusa sudionika u procesu

odluèivanja, što je veæ samo po sebi zaseban

problem odluèivanja, tj. ulaz za posebnu vi-

šekriterijalnu optimizaciju (kako odabrati naj-

bolju proceduru koja nastoji zadovoljiti me-

ðusobno konfliktne zahtjeve za integralnošæu

i jednostavnošæu).

Višekriterijalno se odluèivanje u 20. stoljeæu

razvilo ponajprije iz potreba upravljanja (me-

nad�menta) u jednom širem smislu i obuhva-

tu – upravljanje prostorom svakako ima svo-

jih posebnosti koje se moraju uzimati u obzir,

gdje se tek kao primjer mogu izdvojiti:

– Prostor podrazumijeva i postojeæe prirod-

ne resurse, za koje je potrebno osigurati odr-

�ivo korištenje;

– Prostor je dio ukupne nacionalne infra-

strukture kao moguæi izvor energije, kao put-

na komunikacija, izvor hrane i sl.;

– Prostor mo�e nad sobom imati privatno,

dr�avno ili javno vlasništvo, koje se mo�e pro-

davati ili ustupati putem dozvola za uporabu

od strane nadle�nih tijela itd.

Integralni pristup neizostavno razmatra sve

ove i druge pojavne aspekte sa ciljem elimi-

nacije ili, ako to nije moguæe, minimiziranja

razlika izmeðu �eljenih pravaca razlièitih inte-

resnih grupa.

PROSTOR ODLU^IVANJA U VKO

DECISION-MAKING IN MCO

Kako, dakle, matematski formulirati ovakav

pristup višekriterijalnog odluèivanja? U sva-

kom sustavu kojim se upravlja postoje ulazne

i izlazne sastavnice. Ulazne mogu biti potpu-

no ili djelomièno kontrolirane postupcima, tj.
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odlukama, ali i posve izvan moguænosti kon-

trole. Izlazne komponente mogu imati �elje-

no, kao i posve suprotno djelovanje, ali i biti

neutralnoga statusa s trenutne toèke gledišta

postizanja odabranih ciljeva. Izmeðu svih

ovih komponenti postoji i odreðena, jaèa ili

slabija, interakcija kojom se u okru�enju uo-

blièuje cijeli sustav – naravno, u svojoj vre-

menskoj strukturi koja ga èini dinamièkim.

S obzirom na to da ulazne komponente koje

su sasvim ili djelomièno kontrolirane pred-

stavljaju predmet odluèivanja, one se opisuju

varijablama odluèivanja. Skup svih odluka

koje se mogu donijeti nad ovim skupom vari-

jabli odluèivanja stoga se naziva prostor od-

luèivanja. Posljedice su odluke naravno gene-

rirane i parametrima sustava, koje karakteri-

ziraju nekontrolirane ulazne komponente, ali

i odgovore samog sustava.

S druge strane, poseban interes postoji za

�eljene, ali i ne�eljene posljedice odluèivanja.

Cilj je svakako ove prve maksimizirati, a dru-

ge istodobno minimizirati, što ne mora obve-

zatno biti i brojèano kvantificirano (zadovo-

ljenje ovih zahtjeva mo�e biti prikazano i opi-

sno). Odluke koje se donose vode promjena-

ma u sustavu i ove se promjene opisuju vari-

jablama stanja (èija je priroda ponajprije di-

namièka).

Svaki skup varijabli odluèivanja, dakle, proiz-

vodi odreðene posljedice i stoga se postavlja-

ju odgovarajuæi ciljevi. Stanje postaje jedno-

stavnije za ispitivanje ako je ipak moguæe

brojno kvantificiranje kriterija zadovoljenja

postavljenih ciljeva, èak i ako dobivene vri-

jednosti ne pripadaju istom obuhvatu ili se ne

mogu izraziti istim mjernim jedinicama. Mate-

matski uoblièeno moglo bi se reæi da je cilj

maksimiziranje (ili eventualno minimiziranje)

odabrane ciljne funkcije f(x,s,p), gdje je:

f = (f1, f2,…, fN) Vektorska funkcija kao kom-

pozicija odabranih N kriteri-

ja f1... fN;

x = (x1, x2,…, xK) Vektorska varijabla odlu-

èivanja – K varijabli x1...xk,

kojih se izborom �ele dobiti

najbolje vrijednosti funk-

cije f;

s = (s1, s2,…, sJ) Vektorska varijabla stanja –

J varijabli s1...sJ, kojih vrijed-

nosti opisuju postojeæe sta-

nje promatranoga sustava;

p = (p1, p2,…, pI) Vektor parametara sustava

– I odabranih nepromjen-

ljivih vrijednosti p1...pI koje

opisuju sustav;

pri èemu je izbor varijabli odluèivanja pod-

lo�an i dodatnim ogranièenjima (npr. resursa,

putnih komunikacija, te geološkim ogranièe-

njima i sl.). Razlika izmeðu ciljeva i ogranièenja

jest èesto neprecizna ili i nejasna, te se mo�e

dogoditi da neki cilj postane ogranièenje, ali i

obratno. Maksimiziranje (ili minimiziranje) cilj-

ne vektorske funkcije f podrazumijeva nala-

�enje odgovarajuæih varijabli odluèivanja koje

to osiguravaju u matematskom modelu. Tre-

ba još jednom naglasiti da je ipak rijeè o mo-

delu koji pokušava opisati stvarno stanje i da

optimalno rješenje odgovara tome modelu,

što na �alost ne mora znaèiti i stvarnoj situaci-

ji jer je priroda èesto slo�enija od postavljenih

jednad�bi. Stoga se cjelokupan proces naziva

– osim višekriterijalna optimizacija – i pomoæ

u višekriterijalnom odluèivanju, ili èak samo

višekriterijalno odluèivanje.

OSNOVNI POJMOVI U VI[EKRITERIJALNOM
ODLU^IVANJU

BASIC TERMS IN MCO

Pojmovi koji su nezaobilazni u procesu više-

kriterijalnog odluèivanja jesu ciljevi ili kriteri-

ji, ogranièenja i atributi i njihove definicije èe-

sto se razlikuju od autora do autora.
3

Ipak,

neke zajednièke naznake za svaki od pojmova

mogu se predstaviti.

Kriteriji ili ciljevi predstavljaju �eljeni pravac

promjena stanja od strane onoga ili onih koji

o njemu odluèuju. Pravac promjena mo�e biti

veæ spomenuto maksimiziranje ili minimizi-

ranje, ali i odr�avanje stanja na odreðenom

stupnju koji se mo�e kvantificirati (naravno,

odgovarajuæim transformacijama sva se ova

tri pravca mogu svesti na problem maksimizi-

ranja, te se kao takvi najèešæe i promatraju).

Izbor kriterija ovisi prije svega o dobrom razu-

mijevanju problema, tj. njegovu modeliranju.

Pristup modeliranju mo�e biti putem detalj-

noga pregleda prikaza sliènih problema i sta-

nja u svijetu, analitièke studije problema ili

èak i uporabe iskustava. Proces definiranja

kriterija prati uglavnom njihova konfliktnost,

tj. nemoguænost istodobnog potpunog zado-

voljenja, do èega uglavnom dolazi zbog kon-

turnih ogranièenja u uporabi resursa (da ih je

moguæe istovremeno sve zadovoljiti, ne bi se

ni govorilo o višekriterijalnom odluèivanju).

Primjeri ciljeva u upravljanju prostorom jesu

ostvarenje što veæe dobiti (donedavno, na �a-

lost, dominantan, pa èesto i jedini cilj), oèu-

vanje i unaprjeðenje kvalitete okoliša, zado-

voljavajuæe putne komunikacije, bitno sma-

njenje moguænosti prirodnih katastrofa, odr-

�iva uporaba prirodnih resursa itd.

Atributi opisuju karakteristike i kvalitetu pa-

rametara postupaka u procesima odluèiva-

nja. Zadatak atributa jest da omoguæi procje-

nu zadovoljenja postavljenih ciljeva, tj. da od-

redi mjeru kojom se mogu karakterizirati po-

sljedice razlièitih odluèivanja. Za svaki po-
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stavljeni atribut (npr. oèuvanje prirode, zado-

voljavajuæe komunikacije i kvalitete komunal-

ne infrastrukture i sl.) ve�e se odreðeni indi-

kator (koncentracija zagaðenja, du�ina cesta,

pokrivenost vodoopskrbom i odvodnjom te

preèišæavanjem otpadnih voda itd.) i formira-

ju odgovarajuæi rasponi kojima pripadaju re-

ferentne vrijednosti.

Promjenljive (varijable) odluèivanja jesu ne-

poznate velièine koje treba odrediti u zada-

nom problemu optimalnog odluèivanja. Uglav-

nom su predstavljene ne-negativnim velièina-

ma, a èesto su neprekidne, pa i ogranièene

(npr. kolièina vode potrebne za navodnjava-

nje ili za vodoopskrbu: ova vrijednost nije dis-

kretna veæ neprekidna, ogranièena je ukup-

nom dostupnošæu vode – npr. zapreminom

akumulacije – i naravno ne-negativna). Neke

od promjenljivih nisu neprekidne, nego mogu

primiti ogranièen broj vrijednosti. Previše mo-

guænosti vodilo bi ote�anom procesiranju i

odluèivanju, pa se u takvom sluèaju èesto naj-

prije provodi odreðeno filtriranje.

Odreðeni broj velièina u procesu odluèivanja

jesu konstantne vrijednosti, ili ih se mo�e tak-

vima smatrati (npr. ako je poznato koja vrijed-

nost neke velièine, koja sama nije konstantna,

sigurno vodi optimalnom rješenju i njen izbor

nije povezan s izborom promjenljivih). Ovakve

vrijednosti zovu se parametri procesa.

Konturna ogranièenja jesu restrikcije koje

postoje nad atributima ili parametrima odlu-

èivanja – po�eljno ih je kvantificirati, ali to nije

uvijek moguæe. Mogu biti uvjetovana razlièi-

tim èimbenicima, kao što su dostupni eko-

nomski resursi, kulturno naslijeðe, pravni ok-

viri djelovanja, stanje okoliša ili samih resur-

sa. Ogranièenja izra�avaju meðusobnu ovi-

snost izmeðu varijabli odluèivanja i parame-

tara, te naravno stanja sustava. Mogu biti iz-

ra�ena kako jednakostima koje opisuju zahti-

jevano stanja ravnote�e, tako i nejednakosti-

ma (koje najèešæe opisuju ogranièenja resur-

sa), pa èak i mjerama vjerojatnosti. Mo�e se

dogoditi da neki cilj postane ogranièenje, ali i

obratno, jer crta razgranièenja ciljeva i ograni-

èenja nije uvijek jasno povuèena.

U matematskom obliku zapisa problem više-

kriterijalne optimizacije glasio bi:

Odrediti optimum (u praksi je to najèešæe mak-

simum, i kao takav uglavnom se i uzima) vek-

torske funkcije kriterija

f(x) = [f1(x), f2(x),…, fN(x)], /1/

gdje je

x = (x1, x2,…, xK)

vektorska varijabla odluèivanja koja zadovo-

ljava odgovarajuæe uvjete – ogranièenja:

Gj(x) � 0, j = 1, 2,…, M /2/

xk � 0, k = 1, 2,…, K /3/

K je broj pojedinaènih varijabli odluèivanja, N

broj odabranih kriterija i M broj prepoznatih

ogranièenja koja moraju biti zadovoljena

(gdje drugi uvjet nije neophodan, jer se mo�e

preformulirati u:

Gj(x) = -xk � 0, j = M + 1,…, M + K /4/

ali se iz praktiènih razloga èesto izdvaja).

S obzirom na to da su komponentne funkcije

kriterija fi(x), i = 1,…, N obièno meðusobno

konfliktne, što znaèi da �eljeno minimiziranje

ili maksimiziranje jedne od njih èesto vodi

ne�eljenom – suprotnom reagiranju neke dru-

ge kriterijalne funkcije, to se pod optimumom

vektorske funkcije ovdje podrazumijeva tak-

va vrijednost f(x) koja nije inferiorna u odnosu

na bilo koju drugu f(y), a koja u odgovaraju-

æem smislu (koji treba posebno definirati) za-

dovoljava donositelja odluke. Dakle, osim u

rijetkim sluèajevima, takvo rješenje ne pred-

stavlja jednovremeni pretpostavljeni maksi-

mum svih pojedinaènih kriterijalnih funkcija

fi(x), i = 1,…,N.

Vektorska varijabla odluèivanja x i vektorska

kriterijalna funkcija f(x) pripadaju K-dimen-

zionalnom prostoru odluèivanja X, odnosno

N-dimenzionalnom prostoru cilja F, izmeðu

kojih je upravo vektorskom funkcijom f(x) de-

finirano preslikavanje. Naravno da cijeli pro-

stor X ne mora biti dopustiv, tj. ne mora svaka

toèka x X� biti moguæa varijabla odluèivanja,

što je pak ogranièeno dodatnim konturnim

uvjetima. Dopustivi skup odluèivanja je pod-

skup X skupa X i on mo�e biti konaèan, pre-

brojiv ili neprebrojiv, ovisno o karakteru pro-

blema, pa tako i razlikujemo probleme dis-

kretnoga ili kontinualnoga tipa. Preslikava-

njem f ovaj se skup preslikava u skup F koji je

takoðer konaèan, prebrojiv ili neprebrojiv pod-

skup N-dimenzionalnog prostora cilja F (dakle

N-dimenzionalnoga prostora koji je razapet

koordinatnim osima jednakim odabranim kri-

terijima).

Ukoliko se zahtijeva da se neka komponentna

kriterijalna funkcija fj(x) minimizira (npr. goto-

vo je redovito jedan od kriterija trošak koji

treba minimizirati), taj se problem uvijek mo�e

zamijeniti problemom maksimiziranja funkci-

je -fj(x) (u prethodnom primjeru negativna vri-

jednost troška treba, naravno, biti maksimizi-

rana), jednako kao što se dodatni spomenuti

uvjet xk� 0 mo�e zapisati u obliku:

Gk(x) = -xk� 0

što vodi k pojednostavljenom zapisu proble-

ma višekriterijalne optimizacije:

maksimizirati fi(x), i = 1,…, N /5/

uz uvjete Gj(x)� 0, j = 1,…, M’. /6/
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Posebno su interesantne vrijednosti f1*, f2*,…,

fN* koje predstavljaju rješenja N zadataka ska-

larne optimizacije:

maksimizirati fi(x) , i = 1,…, N,

uz uvjete Gj(x)� 0 , j = 1…, M’. /7/

f* = (f1*, f2*,…, fN*) naziva se idealnom toè-
kom polaznoga problema – ako vrijedi f F*�
(gdje je F skup moguæih, izvodivih rješenja

koja zadovoljavaju sve graniène uvjete opisa-

ne sa /6/), onda æe ona naravno biti i rješenje

zadanoga problema. Kako se takav sluèaj

rijetko dogaða u praksi (najjeftinije rješenje

teško da æe optimizirati druge odabrane krite-

rije), ova se vrijednost iz prostora kriterija

uglavnom upotrebljava kao odgovarajuæa re-

ferentna toèka u razlièitim metodama višekri-

terijalne optimizacije.

Treba primijetiti da su koordinate ove toèke iz

prostora F egzaktno odreðene, ali moguæe je

sliènu toèku f*�F i zadati kao �eljenu razinu

zadovoljenja postavljenih kriterijalnih funkci-

ja. Analogna logika i ovdje postoji: ako vrijedi

f*�F, onda je ova, tzv. ciljna toèka i rješenja

problema, a to ipak najèešæe nije sluèaj.

Kako idealna toèka problema višekriterijalne

optimizacije uglavnom ne pripada skupu F,

najèešæa je situacija u kojoj se drukèijim izbo-

rom varijable odluèivanja dobije poboljšanje

jedne komponentne kriterijalne funkcije fi(x),

ali istodobno vrijednost druge funkcije fj(x)

opada. To je posljedica nekompletnog ure-

ðenja vektorskoga prostora F, u kojem nije

moguæe za bilo koje dvije toèke f i g reæi da je

zadovoljena jedna i samo jedna od tri relacije:

f g� , f g� ili f g� (to je sluèaj npr. u prostoru

R
1
). Stoga se i uvodi pojam Pareto-optimal-

nih, neinferiornih ili dominantnih4
rješenja na

sljedeæi naèin:

Rješenje f* = (f1*, f2*,…, fN*) je Pareto-optimal-

no (dominantno, neinferiorno) ako ne postoji

drugo dopustivo rješenje f = (f1, f2, …, fN)�F
takvo da je fi� f

i
*, i = 1,…, N i fj � fj* za bar jed-

no j�{1,…, N}.

Pareto-optimalna rješenja jesu elementi sku-

pa F – skupa dopustivih kriterijalnih vrijedno-

sti. Ovakvoj definiciji odgovara definicija efi-

kasne toèke ili efikasnog rješenja, odnosno

efikasne varijable odluèivanja u prostoru od-

luèivanja X, tj. njegovu podskupu dopustivih

varijabli odluèivanja X. Tako se ka�e da je toèka

x* = (x1*, x2*,…, xK*) efikasna varijabla odluèi-

vanja ako ne postoji druga varijabla odluèiva-

nja x = (x1, x2, …, xK)�X takvo da je fi(x)� f x
i
( *),

i = 1,…, K i fi (x)�fi(x*) za bar jedno j = 1,…, K. S

obzirom na prethodnu definiciju, mo�e se reæi

da je varijabla odluèivanja efikasna ako se

mo�e dobiti inverznim preslikavanjem presli-

kavanja f Pareto-optimalnog rješenja. Varija-

bla odluèivanja koja nije efikasna naziva se

neefikasnom varijablom odluèivanja.

Vrijedi naglasiti da skup efikasnih rješenja E,

kao podskup skupa X, takoðer mo�e biti ko-

naèan, prebrojiv i neprebrojiv (ali ne i prazan,

ako skup X nije prazan). Ako on ima samo

jedan element, zadani problem višekriterijal-

ne analize je riješen i dani element predstav-

lja vektor optimalnog odluèivanja. Ako to nije

sluèaj, tek predstoji odabir postupka izbora

jednoga od elemenata skupa E kao zadovolja-

vajuæeg, tj. optimalnog rješenja postavljeno-

ga zadatka.

ZAKLJU^AK

CONCLUSION

Postoji niz razlièitih pristupa problemu konaè-

nog odabira samo jedne alternative iz skupa

ponuðenih rješenja, ili problemu njihova ran-

giranja, tj. utvrðivanja meðusobnog poretka –

dakle i izboru jedne alternative moguæega

prostornog plana. Najèešæe se, zasnovano na

nekom principu preferencije, kreira dodatna

skalarna funkcija nad postojeæim vektorskim

varijablama, ili èak i funkcijama. To mo�e biti

funkcija udaljenosti u višedimenzionalnim pro-

storima, odreðena funkcija utiliteta, funkcija

konaènog skupa preodreðenih vrijednosti itd.

Ovisno o tome koji je princip odabran, razlièi-

te metode višekriterijalne optimizacije (odlu-

èivanja) mogu se podijeliti u nekoliko grupa,

kao što su metode za generiranje neinferior-

noga skupa rješenja, metode s unaprijed izra-

�enom preferencijom, metode postupno od-

reðene preferencije, a u sklopu ovih grupacija

mogu se prepoznati npr. i metode zasnovane

na konceptu odstojanja, metode koje uvode

funkciju utiliteta, metode meðusobne uspo-

redbe.

Brojni su izvori neizvjesnosti vrijednosti s ko-

jima se ulazi u problem višekriterijalne opti-

mizacije uopæe, pa i u prostornom planiranju.

Odluèivanje u prostornom planiranju ili up-

ravljanju prostorom uvijek nosi sa sobom i

poseban stupanj neizvjesnosti. Ove se pak

neizvjesnosti mogu kategorizirati u dvije gru-

pe: neizvjesnost uzrokovana inherentnom pri-

rodnom promjenljivošæu (npr. hidrološka ili

klimatološka) i neizvjesnost uzrokovana ne-

dostatkom dostupnoga znanja. Takoðer tre-

ba uzeti u obzir da se veæina odluka u sektoru

prostornog i urbanistièkog planiranja donosi

u situacijama kada ciljevi, ogranièenja i po-

sljedice nisu posve precizno odreðene.
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Sa�etak

Summary

Multi-criteria Optimization in Space Management

Every discussion or a preliminary phase of physical

planning is accompanied by conflicting objectives

regarding space use. The illustrative examples are

economic development, protection of nature, the

use of natural resources, minimalization of the neg-

ative social effects etc. They are rarely satisfied si-

multaneously. Therefore planners often keep a bal-

ance among various objectives with the intention

to obtain positive results. Until recently the con-

cept of optimal space management has been based

on finances often failing to observe all other conse-

quences of such a solution. It was considered that

the increase in financial profit necessarily results in

progress and general well-being thus meeting hu-

man needs. The undesirable side-effects of such a

concept (environmental pollution, negative social

influences etc.) undeniably prove that the concept

is fundamentally based on erroneous premises.

Hence a prevailing concept today is the so-called

sustainable development concept, i.e. an environ-

ment-friendly development in line with modern

technical standards, economically cost-effective,

and socially acceptable from the point of view of so-

cial disturbences it might produce. This approach

meets the needs of the existing generation without

at the same time destroying the possibility for fu-

ture generations to satisfy their own needs. A need

has been created to search for optimal solution fol-

lowing different and often contradictory criteria

such as: the least possible cost and the minimal ef-

fect on the environment with the parallel creation

of optimal economic conditions thus intiating the

emergence of a new branch in the field of optimiza-

tion and optimal decision-making – a multi-criteria

optimization (MCO) as a helping tool in the mul-

ti-criteria decision-making process. MCO is then

just one segment of the process termed multi-crite-

ria decision-making which integrates social, psy-

chological and physical elements. The essential

steps in this optimization are primarily:

1. Defining the objectives and determining ways to

accomplish them;

2. Formalizing the problems and determining and

assessing criteria functions;

3. Selection and use of appropriate methods of mul-

ti-criteria optimization , i.e. optimization in narrow

sense;

4. Adopting the final solution, or repeating the same

procedure starting from step 2.

Managing space and natural resources is a very

complex procedure of decision-making in which ev-

ery decision sums up in itself the significant ele-

ments of technical, natural and social sciences as

well as the elements of economic development, so-

cial requirements in the present political and ad-

ministrative environment. In decision-making pro-

cess the relevant factors are various groups repre-

senting both public and individual interests. They

all suggest diverse objectives and criteria using nu-

merical or descriptive quantifiers whose overlap-

ping or noncoordination leads to an ever-increas-

ing problem of making the ”right” decision. A spe-

cial feature of this issue is an imprecise identifica-

tion of the objectives and criteria, unreliable quan-

tifiers or procedures for their establishment. All this

requires repeated attempts and often an interac-

tive approach to solving the problem.

All this indicates that the techniques, procedures

and models encompassed by an integral space

management should become ever more complex in

order to be able to meet the requirements regard-

ing integrity as well as an improved level of accu-

racy and quality whereas at the same time they

should remain simple for the purpose of their wider

application, a shorter processing span, lower costs

and transparency which in itself is a separate prob-

lem of decision-making, i.e. a specific multi-criteria

optimization.

Multi-criteria optimization developed in the 20
th

century from the management needs in a wider

sense and scope. Space management is character-

ized by a range of special features which should be

taken into account, in particular:

• Space implies also the existing natural resources

for which it is necessary to ensure sustainable use,

• Space is a part of an entire national infrastruc-

ture as a possible source of energy, travel commu-

nications, source of food etc.

• Space implies private or public / state ownership

which may be sold or ceded through operating

licence issued by the relevant authorities.

An integral approach therefore takes into consider-

ation all these and other aspects with the aim to elimi-

nate or at least to minimize the difference between

the desired directions of various interested groups.

There is a range of different approaches to the

problem of a final selection of just one solution

from the group of Pareto-optimal solutions (a

group of all solutions for which there is no other so-

lution that would be better according to at least one

criterion, all other criteria being the same), or to the

problem of their hierarchy, i.e. determining their

sequence or selecting one solution of a physical

plan. Most commonly, an additional scalar function

is created (following the principle of preferences)

over the existing vector variables or even functions

– it may be a distance function in multi-dimensional

spaces, a utility function etc. Depending on the

selected principle, various methods of multi-crite-

ria optimization (decision-making) may be divided

into several categories such as the methods for

generating noninferior group of solutions, methods

with an expressed preference in advance, methods

of a gradual determination of preference. Within

these groups one can identify also methods based

on distance concept, methods introducing utility

function, methods of mutual comparison. Of

course, depending on the choice of method, i.e. an

appropriate optimization concept, different solu-

tions are to be expected. Considering the fact that

n-dimensional space is not entirely defined by the

relation „less”, it follows that all these methods

mainly attempt either to plan entirely the space or

possibly to extend partial planning.
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