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Abstract—Author reputation is a very important variable for
evaluating web comments. However, there is no formal definition
for calculating its value. This paper presents an adaptation of the
approach presented by Sousa (2015) for evaluating the impor-
tance of comments about products and services available online,
emphasizing measures of author reputation. The implemented
adaptation consists in defining six measures for authors, used
as input in a Multilayer Perceptron Artificial Neural Network.
On a preliminary evaluation, the Neural Network presented an
accuracy of 91.01% on the author classification process. Addi-
tionally, an experiment was conduced aiming to compare both
approaches, and the results show that the adapted approach had
better performance in classifying the importance of comments.

Index Terms—Author Reputation, Artificial Neural Networks,
Fuzzy Systems.

I. INTRODUÇÃO

Com o advento da Web 2.0, a prática de interagir na grande
rede de computadores cresceu muito nos últimos anos. As
Redes Sociais Online (RSO) como Twitter1 e Facebook2, bem
como serviços de troca de mensagens pelo celular como o
Whatsapp3, permitem grande interação social entre os usuários
da grande rede. Além das RSOs, sites de comércio eletrônico,
sites de hóteis, bem como outros sites permitem aos usuários
deixarem as suas opiniões e comentários sobre a compra de
um produto ou serviço.

A grande quantidade de informação que precisa ser tratada
pelos usuários é um problema que surgiu com o crescimento
da Web 2.0 e as mı́dias sociais online. Com este crescimento
e com o avanço da Computação, a área de Processamento
de Linguagem Natural (PLN) ganhou bastante destaque por
permitir analisar grandes volumes de dados e realizar proces-
samento de maneira mais eficiente, com o desenvolvimento
de novas soluções para trabalhar com a complexidade dessas
redes.

Tendo em vista tal cenário, um dos tópicos de pesquisa da
Ciência da Computação explorado nos últimos anos é o desafio
de transformar textos não estruturados em conhecimento es-
truturado, de forma que um usuário possa se beneficiar melhor

1http://twitter.com
2http://facebook.com
3http://whatsapp.com

desse volume de informações [1]. Neste contexto surgiu a área
de pesquisa denominada Análise de Sentimentos ou Mineração
de Opiniões, que se preocupa em extrair o sentimento a partir
de descrições textuais [2].

A Análise de Sentimentos é uma subárea de Processa-
mento de Linguagem Natural (PLN), que envolve Ciência da
Computação, Linguı́stica e Inteligência Artificial e tem atacado
o problema de manipular grandes volumes de informações
através de técnicas que analisam a linguagem escrita ou
falada [3]. Um desafio da área se encontra na filtragem ou
pré-processamento de comentários Web, já que existe uma
tendência dos usuários de sistemas online a escrever com
muitas gı́rias, o que dificulta o trabalho das ferramentas tradici-
onais de PLN. Por exemplo, no português temos a palavra ”vc”
indicando o pronome ”você”, ”naum” e ”nao” são usados
como o advérbio ”não”. Além disso, a pouca preocupação com
a grafia correta das palavras, ironias e sarcasmos dificultam a
atuação dos sistemas baseados em PLN.

Dentro do contexto de comércio eletrônico, a comunicação
boca-a-boca (do inglês ”word-of-mouth” - WOM) tem uma
grande influência no processo de aquisição de produtos e
serviços no cotidiano dos consumidores. Anteriormente, as
pessoas buscavam opiniões a respeito de um determinado
produto ou serviço questionando amigos próximos ou parentes.
Este tipo de comunicação envolve todas as formas de troca de
informações entre os consumidores independente das carac-
terı́sticas e utilidade de um produto ou serviço em particular
[4].

No entanto, com o avanço da Internet, os serviços como
redes sociais e e-commerce permitiram uma nova dimensão no
processo de escolha por parte de novos consumidores. Com
advento destes serviços, diversos usuários podem deixar os
seus comentários sobre produtos das mais diversas formas,
por exemplo, escrevendo, votando, comentando ou comparti-
lhando opiniões [5]. Desta forma, tem-se uma enorme base de
dados para que os novos consumidores possam pesquisar e se
beneficiar das opiniões de outros.

Segue que, os usuários de sites de e-commerce, por exemplo,
passaram a comentar mais, devido aos diversos recursos de
avaliação disponibilizados. Com mais comentários escritos,
tem-se a necessidade de mecanismos automáticos para inferir
os comentários mais úteis, vez que é praticamente impossı́vel000-0-0000-0000-0/00/$00.00 c©2017 IEEE

brought to you by COREView metadata, citation and similar papers at core.ac.uk

provided by Servicio de Difusión de la Creación Intelectual

https://core.ac.uk/display/130168244?utm_source=pdf&utm_medium=banner&utm_campaign=pdf-decoration-v1


alguém ler todos os comentários disponı́veis. Em uma pesquisa
realizada pelo site Trip Advisor4, observou-se que 80% dos
usuários leem de 6 a 12 reviews antes de reservarem um hotel
e os mesmos estão interessados nos reviews mais recentes [6].
Porém, é importante notar que nem sempre esta quantidade
reviews será realmente a mais significativa no processo de
escolha do consumidor.

Assim, diante de tamanha disponibilidade de informações
presentes nesses ambientes, o novo consumidor tem uma
árdua tarefa de buscar os reviews mais significativos para
auxiliá-lo no seu processo de escolha, tornando assim uma
tarefa desgastante [7]. Diante desde cenário, um consumidor
determinado a comprar um telefone celular, por exemplo, pode
simplesmente desistir de realizar a compra devido a sobrecarga
de informações presentes nesses sistemas online de avaliação.

De um lado, as avaliações positivas a respeito de um produto
ou serviço trazem ao novo consumidor mais segurança no
processo de compra, por outro lado, as avaliações negativas
também podem auxiliar na escolha, gerando um impacto
positivo na vendas [8]. Geralmente, os reviews negativos são
escritos de forma mais crı́tica e apresentando boa legibilidade,
algumas vezes, até melhor que os reviews positivos. A Figura 1
apresenta um review negativo retirado do site da Amazon5.

Figura 1. Review negativo no site Amazon

Na Figura 2 é apresentado um review positivo contendo
um recurso bastante interessante para avaliar um comentário,
conhecido como utilidade do review. Com este recurso, o
usuário pode, ao terminar de ler, marcar a opção indicando se
o comentário foi útil para ele, desta maneira quanto mais votos
”Sim” um review possuir, melhor ranqueado ele será. Porém,
uma desvantagem dessa técnica é que comentários recentes,
e que teriam significância ao novo consumidor, podem ser
ignorados por terem poucos votos [9].

Figura 2. Utilidade do review no site Amazon

Desde o inı́cio de suas operações como site de e-commerce,
a Amazon sempre permitiu a introdução de reviews por parte

4Disponı́vel em http://tripadvisor.com
5http://amazon.com

dos usuários do serviço (inclusive alguns usuários que leem
o comentário no próprio site da Amazon podem realizar a
compra do produto desejado em outra loja). No entanto, com a
introdução desta simples questão junto ao review: ”Este review
foi útil para você?”, a Amazon conseguiu um aumento nos seus
lucros de 2,7 bilhões de dólares anuais [10].

A reputação do autor, em geral, implica na confiança que
outras pessoas atribuem a um indivı́duo em particular baseado
nas contribuições intelectuais dentro de um grupo de interesse.
Em diversas áreas, quando um autor tem alta credibilidade,
as suas opiniões são altamente respeitadas pelos membros
ao redor, e podem influenciar o modo de agir e pensar dos
outros. Este artigo foca em considerar diversas medidas sobre
reputação do autor.

Dentro do contexto de reputação, os sistemas online apre-
sentam diversos recursos para avaliação de um comentário, a
saber: quantidade de comentários de um usuário, número de
favoritos, quantidade de estrelas atribuı́das, pontuação positiva
e negativa, número de seguidores e amigos, entre outros. A
partir de tais recursos um usuário pode considerar a reputação
de um certo autor melhor do que a de outro. O valor dessa
influência pode ser calculado baseado em recursos disponibi-
lizados por esses sistemas online, que é um dos focos deste
artigo.

Com o objetivo de identificar os comentários mais rele-
vantes, [11] implementou a abordagem Top(x) para inferir os
melhores comentários sobre produtos ou serviços. A aborda-
gem Top(x) utiliza um Sistema Fuzzy com três variáveis de
entrada: reputação do autor, número de tuplas <caracterı́stica,
palavra opinativa> e riqueza de vocabulário; e uma variável
de saı́da: grau de importância do comentário, representado pela
variável ”k” (Figura 3). No entanto, para definir a reputação
do autor, [11] considerou somente a quantidade de comentários
emitidos, ou seja, quanto mais comentários emitidos, melhor a
reputação do autor. Destaca-se que essa hipótese é considerada
fraca e pode ser refutada pois um spammer 6 é considerado
um bom autor. Portanto, este artigo tem como objetivo analisar
outras medidas para inferir a reputação de um autor de
comentários na Web.

Figura 3. Abordagem TOP(X) proposta por [11]

Visando melhorar a análise da variável reputação do autor,
este artigo apresenta um estudo utilizando uma Rede Neural

6Usuários que postam muitas propagandas sem a permissão dos demais
usuários



Artificial Multilayer Perceptron (RNA MLP) para analisar um
conjunto de medidas e definir quais são as mais relevantes no
processo de avaliação da reputação do autor. Outro aspecto
mostrado é uma comparação entre a abordagem Top(x) origi-
nal com uma nova abordagem utilizando a Top(x) com uma
RNA MLP na dimensão da reputação do autor. A hipótese é
que aplicando esta RNA MLP com um conjunto de medidas
eficazes para a reputação do autor se obtenha um desempenho
superior na classificação da importância dos comentários,
auxiliando os usuários em suas pesquisas para a aquisição de
produtos ou serviços.

O resto deste artigo é organizado da seguinte forma. A
Seção 2 apresenta os trabalhos relacionados na área. A Seção 3
explora a coleta e preparação do Córpus de pesquisa. A Seção
4 apresenta a abordagem proposta. A Seção 5 apresenta os
resultados dos experimentos. Por fim, a Seção 6 apresenta as
conclusões e trabalhos futuros.

II. TRABALHOS RELACIONADOS

Diversos autores têm investigado sobre avaliação de
reputação de autor na Web, em ambientes Wiki, blogs e fóruns
e em RSOs.

Com relação aos ambientes Wiki, eles se caracterizam por
permitir a colaboração mútua entre os usuários na confecção
de artigos dos mais variados temas. Nestes ambientes, existe
uma liberdade muito grande no sentido de permitir a qualquer
usuário, cadastrado ou anônimo, colaborar da forma que achar
conveniente. Um problema inerente desta liberdade é a pos-
sibilidade de se ter artigos de baixa qualidade, especialmente
pela atuação de usuários considerados ”vândalos”.

As principais formas de avaliar a reputação do autor nos
ambientes Wiki são:

• Histórico das edições: baseado nos edits que os usuários
realizam nos artigos, Wohner et al., em [12], argumentam
que contribuições persistentes na Wiki duram, em média,
14 dias sem sofrer modificações e eles classificam um
autor como bloqueado ou vândalo e regular. Halfaker et
al., em [13], definem um juiz para classificar um artigo
como aceito ou rejeitado pela comunidade Wiki baseado
em três caracterı́sticas: qualidade dos colaboradores, ex-
periência e no conteúdo postado. Adler et al., em [14],
indicam que autores Wiki ganham reputação quando seus
edits são preservados por autores subsequentes e perdem
reputação quando seus edits são desfeitos em um perı́odo
curto de tempo. Adler e seus amigos definiram, então,
o sistema de reputação WikiTrust [15], baseado em três
caracterı́sticas: qualidade do edit, reputação do autor e
reputação do conteúdo.

• Contexto social: baseado em interesses comuns, Zhao
et al., em [16], definiram a SocialWiki, um protótipo de
sistema Wiki, que aproveita o poder das redes sociais para
gerenciar automaticamente reputação e confiança para os
usuários Wiki, baseado no conteúdo que eles contribuem
e nas avaliações que eles recebem de outros usuários. Os
autores consideram como colaboradores de um artigo, os
usuários com interesses em comum.

• Mecanismos de recompensa: Hoisl et al., em [17],
focaram sobre mecanismos de recompensa social, tais
como aceitação, poder e status, para ranquear autores que
mais colaboram com boas contribuições.

Destaca-se que uma contribuição importante dos traba-
lhos que exploram o ambiente Wiki está na persistência das
colaborações, a saber: quanto mais tempo um edit persistir,
melhor a reputação do autor.

Com relação a rede social Twitter, destacam-se os trabalhos
para identificar os usuários mais influentes, bem como usuários
suspeitos e spammers. Kwak et al., em [18], utilizam os
dados coletados nos ”trending topics”(assuntos do momento,
em tradução livre) para criar ranking dos usuários de acordo
com o número de seguidores e o algoritmo de PageRank. Eles
notaram que esses dois rankings são similares. Os autores
criaram um terceiro ranking baseado nos retweets, que é o
processo de propagar na rede o tweet de outro usuário. Eles
concluı́ram que um retweet possui alcance de, no mı́nimo,
1000 usuários, devido a forma de propagação instantânea e que
mais de 85% dos tópicos classificados se referem a manchetes
de provedores de conteúdo.

Weitzel et al., em [19], definiram medidas baseadas nos
retweets para calcular a reputação dentro do Twitter, abordando
informações no domı́nio da medicina. Os autores concluı́ram
que a maioria dos perfis no Twitter são individuais ou de
blogs e que a aplicação das medidas baseadas em retweets
conseguem identificar os usuários mais populares dentro da
rede.

Weng et al., em [20], propuseram a medida TwitterRank,
baseada no número de seguidores e seguidos do usuário. De
acordo com a abordagem dos autores, dados três usuários
A, B e C, sendo que C segue A e B; se A e B publicam,
respectivamente, 500 e 1.000 tweets sobre um dado tópico,
então, a influência que B exerce sobre C é duas vezes maior
que a influência de A. Ainda sobre medidas de ranqueamento,
Cappelletti & Sastry, em [21], desenvolveram o algoritmo
IARank, que observa o potencial que um usuário possui de
amplificar uma informação dentro do Twitter. Eles consideram
dois fatores de entrada no algoritmo: a tendência de um
usuário ser retuitado (retwitted) ou mencionado (@mention) e
o tamanho da audiência destes retuites ou menções. Destaca-se
que essas duas medidas não substituem o algoritmo PageRank,
utilizado pelo Twitter.

No trabalho desenvolvido por Aggarwal & Kumaraguru
[22], os autores identificaram um ”mercado negro” que
vende/compra contas fraudulentas, curtidas no Facebook e até
mesmo seguidores no Twitter para, artificialmente, melhorarem
a reputação social dos usuários. Foram exploradas quatro
caracterı́sticas com o intuito de detectar usuários suspeitos:

• Perfil do usuário: informações do perfil do usuário
disponibilizadas pelo Twitter;

• Rede: descreve o relacionamento do usuário com seus
amigos e seguidores;

• Conteúdo: natureza dos tweets postados pelo usuário;
• Comportamento do usuário: define o padrão de posta-

gens, bem como a dinâmica de ”seguir” do usuário.



Os autores desenvolveram um mecanismo de aprendizagem
de máquina supervisionado, usando as caracterı́sticas supraci-
tadas, que é capaz de predizer seguidores suspeitos com uma
precisão de 88,2%.

No que se refere a detecção de spammers, Wang, em [23],
definiu reputação do autor como sendo uma relação entre o
número de amigos e o número de seguidores. Os resultados
obtidos demonstram que o sistema de Wang consegue detectar
comportamentos anormais de usuários.

Por fim, no contexto dos sites de e-commerce, eles criam
rankings e filtros dos comentários sobre os produtos para
auxiliar os consumidores no momento da compra. Os ran-
kings podem ser ordenados por data ou número de estrelas.
Adicionalmente, podem existir filtros para listar apenas os co-
mentários positivos, negativos, de compradores verificados ou
de produtos de uma determinada caracterı́stica, por exemplo,
produto da cor preta.

III. COLETA E PREPARAÇÃO DO CÓRPUS

Para o entendimento geral da proposta e para a avaliação
da abordagem, se fez necessária a construção de um Córpus
de comentários. O processo de coleta dos dados foi reali-
zado nos dias 28 e 29 de setembro de 2016 no site do
Buscapé7. Foram coletadas informações referentes a diversos
smartphones comercializados em que os usuários realizavam
comentários escritos acerca dos mesmos, podendo indicar
também a quantidade de estrelas do produto. Inicialmente fo-
ram coletados 2433 comentários no total, porém foi realizado
um ajuste nos mesmos eliminando os duplicados e vazios para
evitar inconsistências. Ao final restaram 2000 reviews, sendo
1000 de orientação positiva e 1000 negativa. A orientação
semântica dos comentários é definida pelo próprio autor e
são apresentados aos leitores de forma separada, através de
guias com comentários positivos e negativos. Destaca-se que
os trabalhos na área normalmente tem utilizado apenas 2000
comentários nos experimentos e avaliações, devido a dificul-
dade do processo de anotação do Córpus.

No entanto, ao serem analisadas com mais atenção, as
orientações dos comentários nem sempre apresentavam a re-
alidade do comentário. Assim, alguns comentários marcados
como positivos poderiam ter na verdade orientação negativa ou
vice-versa. Além disso, percebeu-se que muitos comentários
não apresentavam orientação positiva e nem negativa, sendo
neutros com relação ao produto ao qual se destinavam.

Para solucionar esse problema, decidiu-se por criar um
Córpus anotado com a intenção de avaliar as abordagens.
Neste processo, selecionou-se quatro especialistas da área de
Análise de Sentimentos para avaliarem os comentários, sendo
1000 comentários para cada par. Eles avaliaram os comentários
de acordo com as seguintes orientações: positivo, negativo,
neutro ou lixo, que são comentários sem conteúdo. Ao final
desta etapa, um quinto especialista ficou responsável por
resolver as discrepâncias entre os quatro primeiros. Todos os
especialistas são alunos graduados em Ciência da Computação
e atuam como pesquisadores na área de PLN.

7http://www.buscape.com.br

Tabela I
CÓRPUS ANOTADO QUANTO A ORIENTAÇÃO

Orientação Total
lixo 334
negativo 602
neutro 141
positivo 923

A Tabela I apresenta o Córpus anotado após o trabalho dos
especialistas. Nota-se que muitos comentários foram marcados
como lixo. Isto se deve ao fato de vários usuários postarem as
suas colaborações nos sites sem possuir o produto ou mesmo
postando algo sem o menor sentido.

A. Subcórpus I

Em um primeiro momento, foi realizada a avaliação por se-
res humanos para definir a reputação do autor dos comentários.
Dos 2000 comentários do Córpus, separou-se uma amostra
para análise e avaliação com 323 comentários, considerando
o nı́vel de confiança de 95% e margem de erro de 5%.
Adicionou-se 33 comentários, que corresponde a 10% da
amostra, totalizando 356, sendo 132 positivos, 131 negativos
e 93 neutros, identificada como Subcórpus I. Um especialista
observou informações referentes ao autor, como: a quantidade
de votos positivos em seus comentários, quantidade de votos
negativos, total de votos, entre outras medidas, e aplicou uma
nota de 0 a 10 para cada um dos autores dos comentários
dentro da amostra definida, sendo guiado unicamente pelas
variáveis de entrada propostas (Mais detalhes na Seção IV). É
importante destacar que um mesmo autor pode ter escrito mais
de um comentário no Córpus coletado, porém a reputação foi
calculada individualmente para o autor do comentário.

Tabela II
RESULTADO DA AVALIAÇÃO REALIZADA POR SERES HUMANOS QUANTO A

REPUTAÇÃO DO AUTOR

Reputação Quantidade
0 68
1 163
2 50
3 23
4 11
5 16
6 9
7 5
8 1
9 5

10 5

A Tabela II mostra o resultado da avaliação realizada por
seres humanos quanto a Reputação do Autor dos comentários.
As 11 notas aplicadas aos autores dentro da amostra foram ge-
neralizadas para o universo completo dos comentários através
de uma RNA MLP. Esta generalização se dá pela rede neural
que infere, a partir das medidas de entrada, qual a reputação
do autor para qualquer comentário dentro do Córpus.



B. Subcórpus II

Em um segundo momento, foram selecionados
aleatóriamente 271 comentários, sendo 100 positivos,
100 negativos e 71 neutros, para serem avaliados de acordo
com a sua importância, identificados como Subcórpus II.
Foi necessário tal procedimento para poder avaliar a precisão
da abordagem original definida por [11] e também da nova
abordagem que está sendo apresentada neste artigo. Esse
número foi definido tendo em vista a distribuição estatı́stica
no Córpus principal em termos das orientações positivas,
negativas e neutras, excluindo lixo.

Tabela III
AVALIAÇÃO REALIZADA POR SERES HUMANOS DA IMPORTÂNCIA DOS

COMENTÁRIOS

Importância Quantidade
excelente 17
bom 24
suficiente 145
insuficiente 85

A Tabela III apresenta o resultado da avaliação realizada por
um especialista quanto a importância dos comentários. Para
realizar o procedimento de avaliação, o especialista levou em
consideração três fatores: a quantidade de informações desta-
cadas no comentário, a riqueza do vocabulário e a reputação
do autor, esta última apresentada como uma nota de 0 a 10
para o especialista em cada comentário, conforme a reputação
inferida pela RNA MLP.

C. Abordagem Top(x)

A abordagem Top(x) proposta por [11] foi definida para
inferir a importância das opiniões de comentários a respeito de
produtos e serviços em sites de comércio eletrônico. Ela utiliza
três variáveis para calcular a importância dos comentários, a
saber:

• Reputação do Autor: Opiniões de especialistas sobre
questões pertencentes a suas áreas de pesquisa têm um
peso maior em comparação a pessoas que não têm o
mesmo grau de especialização;

• Quantidade de Tuplas: Quanto mais caracterı́sticas e
qualidades forem citadas pelos autores, mais importante
é o comentário;

• Riqueza de Vocabulário: Quanto mais correto um co-
mentário for escrito, mais útil será a opinião expressa.

Estas três variáveis são dadas como entrada em um Sistema
Fuzzy que fornece como saı́da a importância calculada do
comentário, representada por um valor real definido na escala
[0..10].

IV. ABORDAGEM PROPOSTA

A abordagem proposta neste artigo visa analisar um con-
junto de medidas para definir a reputação do autor de co-
mentários em sites de vendas de produtos e serviços. Como
descrito anteriormente, a proposta representa uma adaptação
da abordagem apresentada por [11]. Destaca-se que uma RNA
MLP foi aplicada com o objetivo de inferir a reputação dos

autores dos comentários do Córpus, bem como fornecer a
importância de cada medida de entrada. A Figura 4 apresenta
a abordagem proposta neste artigo. Na figura, a variável ’a’
representa a saı́da da RNA e indica a reputação do autor
normalizada para o intervalo de 0 a 10. Já a variável ’k’ indica
o grau de importância do comentário, como na abordagem
original.

Figura 4. Abordagem proposta

Definiu-se seis medidas para avaliar a reputação do autor
dos comentários de produtos no Córpus coletado. Tais medidas
foram extraı́das levando em conta o máximo de informações
que puderam ser aproveitadas para avaliar a reputação do autor.
Seguem as medidas definidas abaixo:

• Data do review: a data de escrita do review, convertida
para dias em comparação com a data inicial de coleta
do Córpus. Esta informação é importante pois quanto
mais recente um review, mais atualizado o comentário e,
consequentemente, deve ser melhor avaliado. No entanto,
os reviews que são muito recentes podem ser prejudicados
no processo de avaliação geral por não ter tempo hábil
para leitura pelos consumidores;

• Data de cadastro no site: a data em que o autor fez o
seu cadastro no site, convertida para dias em comparação
com a data incial da coleta do Córpus. Esta informação
é importante pois considera-se a reputação dos autores
experientes melhor do que de autores novos;

• Votos positivos: quantidade de votos positivos atribuı́dos
por outros usuários. Quanto mais votos positivos um autor
receber de outros usuários em seus comentários, melhor
será a sua reputação;

• Votos negativos: quantidade de votos negativos
atribuı́dos por outros usuários. A importância dos
votos negativos é inversamente proporcional aos votos
positivos, pois quanto mais votos negativos o autor
receber em seus comentários, pior a sua reputação;

• Total de votos: soma dos votos recebidos para o co-
mentário. De forma geral, hipotetiza-se que quanto mais



votos o usuário tenha em seus comentários, sejam positi-
vos ou negativos, melhor a sua reputação pois o mesmo
está sendo observado;

• Total de reviews do autor do comentário: quantidade
de comentários que o autor realizou no Buscapé. Esta
informação é relevante pois indica a participação ativa
do usuário dentro do sistema. Destaca-se que [11] apli-
cou essa informação como única medida para avaliar a
reputação do autor.

V. EXPERIMENTOS E RESULTADOS

Os experimentos detalhados nesta Seção são divididos em
duas etapas, sendo a primeira com a aplicação de uma RNA
MLP sobre o Subcórpus I, através da ferramenta SPSS [24].
Na segunda etapa, o experimento utilizou a saı́da calculada
pela RNA MLP da primeira etapa como entrada para variável
reputação do autor em um Sistema de Inferência Fuzzy ba-
seado no trabalho de [11]. Este Sistema Fuzzy teve como
objetivo extrair as tuplas e calcular a riqueza do vocabulário
dos comentários coletados, tal experimento foi realizado sobre
o Subcórpus II e utilizou a ferramenta NLTK [25].

A. RNA MLP

Com o objetivo de realizar uma comparação entre a aborda-
gem Top(x) de [11] e a nova abordagem proposta neste artigo,
foi executado um experimento aplicando uma RNA MLP para
definir a reputação do autor em vez da contagem direta dos
comentários. Após este primeiro experimento, um segundo
foi realizado calculando a importância dos comentários na
abordagem Top(x) original e na nova Top(x) com a RNA MLP.
Nesta seção os experimentos são detalhados.

Tabela IV
INFORMAÇÃO DA REDE NEURAL

Camada de Entrada
Número de neurônios 6
Método de escalabilidade das varı́aveis Padronizado

Camada Escondida
Número de neurônios 8
Função de ativação Tangente Hiperbólica

Camada de Saı́da
Variável dependente reputacao manual int
Número de neurônios 1
Função de ativação Softmax

A Tabela IV mostra informações referentes a topologia
utilizada na Rede Neural proposta no primeiro experimento.
A ferramenta utilizada para concepção e execução da rede
neural foi o software de análises estatı́sticas SPSS. Na ca-
mada de entrada tem-se 6 neurônios, em que cada um
representa uma variável de entrada, a saber: dias review,
dias buscape, votos positivos, votos negativos, total votos
e total reviews autor. Tais medidas foram consideradas im-
portantes para avaliar a reputação do autor dentro do contexto
do Córpus coletado. É importante ressaltar que em RSOs,
outras medidas podem ser utilizadas para calcular a reputação
do autor, por exemplo, número de seguidores e número de
retuı́tes no Twitter [18], [20], [22], no entanto para sites de

compra e venda elas ainda não estão disponı́veis, tornando
um grande desafio a tarefa de integrar os perfis de usuários
dos sites de e-commerce e RSOs. Na camada escondida,
o melhor ajuste se deu com 8 neurônios e a função de
ativação Tangente Hiperbólica. Por fim, a camada de saı́da
utiliza o atributo de supervisão ”reputacao manual int” como
variável dependente para testar a rede, classificando as 11
notas possı́veis dos autores (0 a 10) e a função de ativação
Softmax. É importante relatar que este ajuste é realizado pela
ferramenta SPSS, que realiza diversos testes internos para
atingir a melhor configuração possı́vel para a performance
geral da RNA. O processo de treinamento e teste foi aplicado
sobre o Subcórpus I utilizando o método de validação cruzada
denominado k-fold.

Com relação à função de ativação tangente hiperbólica, a
mesma assumirá sempre valores reais entre -1 e 1, tendo sua
expressão matemática definida pela equação

g(µ) =
1− e−βµ

1 + e−βµ
(1)

onde β é uma constante real associada ao nı́vel de inclinação
da função (parâmetro de inclinação). Já a função softmax [26]
normaliza entre 0 e 1 as saı́das, com o objetivo de definir a
probabilidade de uma classe dentro de um problema multi-
classes, cuja sua expressão matemática é dada pela equação

yi =
exi

c∑
j=1

exj

(2)

onde c é o número de camadas escondidas da RNA e xi é
o valor resultante do i-ésimo neurônio da camada escondida.
O resultado da equação é interpretado como probabilidades,
sendo úteis na classificação pois dá uma medida de certeza
sobre as classificações do problema.

Tabela V
IMPORTÂNCIA DAS VARIÁVEIS DE ENTRADA

Variável de entrada Importância Importância Normalizada
dias review 0,106 42,10%
dias buscape 0,086 34,40%
votos positivos 0,252 100,00%
votos negativos 0,205 81,70%
total votos 0,245 97,60%
total reviews autor 0,105 41,80%

A importância de uma variável independente é uma me-
dida de quanto o valor predito pelo modelo da rede muda
para diferentes valores da variável independente. O valor da
importância de uma variável de entrada é calculado levando
em consideração o peso das conexões dos neurônios entre as
camadas da RNA. A importância normalizada é simplesmente
os valores de importância divididos pelos maiores valores de
importância e expressos em percentagens. A Tabela V apre-
senta a importância de cada variável de entrada na rede neural
proposta. É possı́vel observar que a variável mais importante
para avaliar a reputação do autor foi ”votos positivos”, seguida



de ”total votos” e ”votos negativos”. Tal resultado se mostra
interessante porque a variável ”votos positivos” é definida por
outros usuários da rede, confirmando a boa reputação do autor
daquele comentário que recebeu o voto positivo. No entanto,
um dos problemas que podem surgir priorizando esta variável
é que os reviews precisarão de muitos votos positivos para
serem lidos deixando de lado os reviews mais recentes que
não serão lidos por terem poucos ou nenhum voto positivo,
mesmo que possuam relevância [9]. Por outro lado, a variável
menos importante foi ”dias buscape” que indica o tempo, em
dias, do cadastro do usuário no site do Buscapé.

Após o treinamento da rede neural, a reputação inferida
foi usada como entrada na abordagem Top(x), substituindo
a informação anterior, quantidade de comentários emitidos
pelo autor. Com relação a precisão de inferência da RNA
MLP dentro do conjunto de treinamento e teste, atingiu-se
um valor de 62,08% no processo de classificação para os
valores numéricos de 0 a 10. No entanto, considerando os
termos linguı́sticos usados na abordagem original e descritos
a seguir, a precisão da RNA MLP atinge o valor de 91,01%.

• Baixo: 0 a 3;
• Médio: 4 a 7;
• Alto: 8 a 10.

B. Comparação da abordagem original com a abordagem
proposta

Para avaliação das abordagens, calculou-se as medidas de
Precisão (P), Cobertura (R) e Medida-f (F) para cada classe.
Essas medidas são normalmente usadas em avaliação de
abordagens na área de aprendizagem de máquina [27].

É importante destacar que a Precisão (P) é calculada como a
porcentagem de exemplos corretamente classificados em cada
classe, por meio da seguinte fórmula:

P =
TP

TP + FP
(3)

onde TP representa os comentários classificados correta-
mente (do inglês: true positive) e FP representa os comentários
classificados incorretamente (do inglês: false positive). Por
exemplo, na Tabela VI a classe EX possui 2 comentários
que foram classificados de maneira correta mas 6 de maneira
incorreta, sendo a precisão igual a 2/(2+6) = 25%.

Já a Cobertura (R) é calculada através da porcentagem de
exemplos corretamente classificados em relação ao total de
instâncias da classe do Córpus anotado, por meio da fórmula:

R =
TP

TP + FN
(4)

onde TP representa os comentários classificados correta-
mente e FN representa os comentários classificados incor-
retamente em relação ao Córpus (do inglês: false negative).
Por exemplo, na Tabela VI a classe EX possui 2 comentários
classificados de maneira correta mas 9 de maneira incorreta
em relação ao Córpus, sendo a cobertura igual a 2/(2+9) =
18,18%.

Por fim, a Medida-f é uma média harmônica entre Precisão
e Cobertura derivada de [28] e calculada conforme a equação:

F =
2 ∗ P ∗R
P +R

(5)

onde P representa o valor da Precisão e R representa o valor
da Cobertura. Por exemplo, com a precisão da classe EX igual
25% e a cobertura igual a 18,18% calculadas anteriormente,
tem-se a Medida-f igual a 21,05%.

Tabela VI
MATRIZ DE CONFUSÃO: ABORDAGEM TOP(X) ORIGINAL - POSITIVOS

Valor Real Valor Predito TotalEXC BM SF ISF
EXC 2 4 5 0 11
BM 2 1 9 2 14
SF 4 2 30 8 44
ISF 0 2 23 6 31
Total 8 9 67 16 100

Tabela VII
MATRIZ DE CONFUSÃO: ABORDAGEM TOP(X) COM A RNA MLP -

POSITIVOS

Valor Real Valor Predito TotalEXC BM SF ISF
EXC 6 3 2 0 11
BM 2 4 8 0 14
SF 0 4 32 8 44
ISF 0 0 25 6 31
Total 8 11 67 14 100

Tabela VIII
MATRIZ DE CONFUSÃO: ABORDAGEM TOP(X) ORIGINAL - NEGATIVOS

Valor Real Valor Predito TotalEXC BM SF ISF
EXC 2 0 2 0 4
BM 2 1 7 0 10
SF 4 5 54 0 63
ISF 2 1 18 2 23
Total 10 7 81 2 100

Tabela IX
MATRIZ DE CONFUSÃO: ABORDAGEM TOP(X) COM A RNA MLP -

NEGATIVOS

Valor Real Valor Predito TotalEXC BM SF ISF
EXC 2 2 0 0 4
BM 2 8 0 0 10
SF 0 9 53 1 63
ISF 0 1 19 3 23
Total 4 20 72 4 100

As Tabelas VI, VII, VIII e IX apresentam as Matrizes
de confusão das duas abordagens, tanto para os comentários



positivos quanto para os negativos. Nelas, é possı́vel observar
a relação entre os valores preditos pelas duas abordagens e o
valor real anotado por um especialista.

Tabela X
COMPARAÇÃO DOS COMENTÁRIOS POSITIVOS NAS DUAS ABORDAGENS

TOP(X) Positivos
Precisão Cobertura Medida-F

EX e BM 17,65% 12,00% 14,29%
IF 37,50% 19,35% 25,53%
TODOS 39,00% 39,00% 39,00%

TOP(X) RNA Positivos
Precisão Cobertura Medida-F

EX e BM 52,63% 40,00% 45,45%
IF 42,86% 19,35% 26,67%
TODOS 48,00% 48,00% 48,00%

A Tabela X apresenta os resultados das medidas de Precisão,
Cobertura e Medida-F para os comentários positivos na abor-
dagem Top(x) e na nova abordagem Top(x) com a RNA MLP,
utilizando o Subcórpus II. Levando em conta a Medida-F,
média harmônica entre Precisão e Cobertura, observa-se que
a abordagem Top(x) com a RNA MLP possui desempenho
superior na identificação dos comentários excelentes e bons
(EX e BM). Já nos comentários insuficientes (IF) a melhora
é pouco significativa e, por fim, quando se agrupam todos os
comentários há uma melhora razoável. É importante destacar
que os comentários suficientes (SF) não foram apresentados,
pois, normalmente, os usuários têm interesse nos melhores co-
mentários ou nos piores (comentários mais crı́ticos). Destaca-
se ainda que os resultados baixos (Medida-F < 50% ) podem
ser justificados pela dificuldade do especialista em avaliar pre-
cisamente, seja na avaliação da reputação do autor (Subcórpus
I), em que o especialista deve evitar o enviesamento da
amostra para não comprometer a capacidade preditiva da RNA,
seja na avaliação da importância dos comentários (Subcórpus
II), que pode gerar inconsistências no processo de avaliação
final das abordagens.

Tabela XI
COMPARAÇÃO DOS COMENTÁRIOS NEGATIVOS NAS DUAS ABORDAGENS

TOP(X) Negativos
Precisão Cobertura Medida-F

EX e BM 17,65% 21,43% 19,35%
IF 100,00% 8,70% 16,00%
TODOS 59,00% 59,00% 59,00%

TOP(X) RNA Negativos
Precisão Cobertura Medida-F

EX e BM 41,67% 71,43% 52,63%
IF 75,00% 13,04% 22,22%
TODOS 66,00% 66,00% 66,00%

A Tabela XI apresenta os resultados das medidas de Pre-
cisão, Cobertura e Medida-F para os comentários negativos
na abordagem Top(x) e na nova abordagem Top(x) com a
RNA MLP. A abordagem Top(x) com a RNA MLP mostra-se
superior em desempenho em todos os casos, especialmente
na identificação dos comentários excelentes e bons. Já na
identificação dos comentários insuficientes e todos agrupados,

o desempenho é ligeiramente superior ao comparar com a
abordagem Top(x) original.

Figura 5. Gráfico comparativo entre os comentários positivos

A Figura 5 apresenta graficamente a comparação entre as
duas abordagens relacionando os comentários positivos em
termos de sua importância, utilizando a Medida-F. É possı́vel
observar que abordagem Top(x) com a RNA MLP supera com
boa margem a abordagem original nos comentários excelentes
e bons, estes são relevantes pois o usuário final vai sempre
buscar os melhores comentários para ler e decidir sobre a
compra de um produto ou serviço. Desta forma, o usuário não
vai precisar ler um número grande de comentários e poderá
focar em um pequeno grupo de comentários selecionados pela
abordagem, gerando um ganho de tempo e esforço na pesquisa
pelo produto que deseja adquirir.

Figura 6. Gráfico comparativo entre os comentários negativos

A Figura 6 apresenta um gráfico comparando as duas abor-
dagens com relação aos comentários negativos e sua respectiva
importância, também com a Medida-F. Novamente é possı́vel
observar que abordagem Top(x) com a RNA MLP também
supera com boa margem a abordagem original nos comentários
excelentes e bons.

VI. CONCLUSÃO

Neste artigo foi apresentada uma nova abordagem para ava-
liar comentários de produtos na Web baseado na abordagem



Top(x) de [11]. A nova abordagem propõe uma melhoria na
dimensão da Reputação do Autor, que na abordagem original
considera somente a quantidade de comentários para inferir a
sua reputação, podendo beneficiar os spammers. Para resolver
tal empecilho, este artigo apresentou um conjunto de seis
medidas extraı́das de um Córpus coletado no site Buscapé.
O Córpus foi anotado quanto a orientação dos comentários,
a importância dos mesmos e da reputação do autor, resultado
em um conjunto de 271 comentários de um universo de 2000,
denominado Subcórpus II.

Segue que, com as medidas extraı́das relacionadas a
reputação do autor, foi aplicada uma RNA MLP para ge-
neralizar os resultados da amostragem para o universo in-
teiro. Tal procedimento obteve uma precisão de 91,01% na
classificação. O experimento com a RNA MLP se deu sobre
356 comentários, denominado Subcórpus I.

Além de analisar as medidas para definir a reputação do
autor nos sites de e-commerce, esta pesquisa examinou um
conjunto de medidas utilizadas em outros sistemas web, como:
ambientes Wiki, redes sociais, fóruns online e blogs. O estudo
sobre esses sistemas web apresentou diversos recursos para a
avaliação de autores que foram aplicados com sucesso e que
poderiam ser utilizados em sites de e-commerce. De fato, este
artigo sugere que os portais de comércio eletrônico possam
expandir os seus métodos de avaliação de comentários no
sentido de reforçar a importância do autor e sua reputação.
Uma maneira de realizar essa expansão é permitir a integração
dos perfis de usuários dos sites com os seus respectivos perfis
em redes sociais online.

Com relação a relevância das medidas exploradas, esta
pesquisa observou que a quantidade de votos positivos que
um autor recebe tem um peso significativo em sua reputação,
sendo considerada a principal medida para avaliar a reputação
do autor no contexto trabalhado. Tal fato demonstra que
informações atribuı́das por outros usuários possuem mais peso
na reputação do que informações intrı́nsecas ao usuários, como
a quantidade de comentários postados pelo mesmo ou a sua
data de cadastro no site. Porém, um problema inerente ao
utilizar os votos para avaliar a reputação é que usuários novos
na rede serão prejudicados, neste caso, informações textuais
devem ser investigadas em pesquisas futuras.

Por fim, foram calculadas e comparadas as medidas de
avaliação das abordagens, a saber, Precisão, Cobertura e
Medida-F. Utilizando como base a média harmônica Medida-F,
a nova abordagem obteve melhores resultados para classificar
a importância dos comentários excelentes e bons, insuficientes
e ao agrupar todos os comentários. Com foco nos comentários
excelente e bons, a nova abordagem apresentou resultados
significantemente superiores, auxiliando assim aos usuários
finais na sua pesquisa por produtos ou serviços, reduzindo o
tempo e esforço no processo. No entanto, considera-se ainda
abaixo do esperado, pois os resultados na classificação ficaram
em torno dos 50%.

Como trabalhos futuros espera-se aplicar a nova abordagem
em um Córpus maior, realizando um processo mais extenso
de avaliação realizada por seres humanos, e explorar medidas

mais eficientes para definir a reputação do autor. Métodos
de avaliação automatizado também poderão ser estudados e
aplicados. De fato, pesquisadores do nosso grupos estão rea-
lizando trabalhos em outras dimensões da abordagem Top(x),
por exemplo, explorando melhor a riqueza do vocabulário e
também há um trabalho que substitui o Sistema Fuzzy por uma
RNA que identifica melhor os comentários mais importantes
[29].
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